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OZET

Bilgisayar Destekli Tam Sistemi ile Akciger Nodiillerinin
Nitelendirilmesi

Aydin Kaya
Doktora Bilgisayar Miihendisligi
Tez Damismani: Yrd. Do¢. Dr. Ahmet Burak Can
Haziran 2015

Akciger kanseri, Ozellikle endiistrisi gelismis ilkelerde 6liim orani en yiiksek kanser
tiriidiir. Tanisindaki en biiylik sikintilar, goriintiileme verilerindeki fazlalik ve kansere
sebep olan kiiciik boyutlu nodiillerin tespitinin ve degerlendirmesinin zorlugundan
kaynaklanmaktadir. Bilgisayar destekli tani sistemleri, bu temel sorunlarda radyologlara
yardime1 olmak i¢in gelistirilen uzman sistemlerdir.

Bu tez kapsaminda kii¢iik boyutlu akciger nodiillerinin habislik derecesinin belirlenmesi
icin siniflama yaklasimlar1 Onerilmektedir. Calismada Amerikan Kanser Enstitiisi
tarafindan sunulan Lung Image Database Consortium (LIDC) veritabani kullanilmistir.
LIDC veritaban1 dort farkl enstitiiden radyologlar tarafindan degerlendirilmis ve nodiil
habislik derecesi yaninda radyografik tanimlayici bilgisini igeren bir veritabanidir. Bu tez
caligmasinda, radyografik tanimlayicilarin habislik derecesinin tahmininde faydali olup
olmadiginin incelenmesi amaglanmigtir. LIDC veritabaninin dengesiz sinif dagilimin ele
almak i¢in veri dengeleme yaklagimlart kullanilmistir. Siniflama yontemleri temel olarak
iki adimdan olusmaktadir. ik adimda alt diizey goriintii 6zniteliklerinden radyografik
tanimlayicilar tespit edilmekte, sonraki adimda ise radyografik tanimlayicilar araciligiyla
habislik derecesi tahmin edilmektedir. Siniflama adimlarinda tekil siniflayicilar, takim
siniflayicilar, bulanik mantik tabanl ve kural tabanli siniflama yaklagimlari kullanilmistir.

Calisma sonuglari, smiflama basarimi, duyarlilik ve secicilik Ol¢limleri baglaminda
literatiirdeki 6nemli ¢alismalarin ve goriintii 6znitelikleri ile egitilmis tekil siniflayicilarin
sonuglart ile karsilastirilmistir. Elde edilen sonuglar radyografik tanimlayicilarin siniflama
basarimina olumlu katki yaptigin1 gostermektedir. Sunulan yontemlerin 6nemli bir boliimii,
literatlirdeki calismalar ile karsilastirilabilir diizeyde basarili sonuglar iiretmektedir.



Anahtar Kelimeler: akciger nodiilleri, radyografik tanimlayicilar, siniflama, LIDC, veri
dengeleme, takim siniflayicilar, bulanik yontemler.



ABSTRACT

Characterization Of Lung Nodules With Computer Aided Diagnosis
System

Aydin Kaya
Doctor of Philosophy Department of Computer Engineering
Supervisor: Asst. Prof. Dr. Ahmet Burak Can
June 2015

Lung cancer is one of the leading causes of cancer related deaths worldwide, especially in
industrially developed countries. Major problems in diagnosis are caused by high volume
of visual data and difficulty of detection of solitary/small pulmonary nodules. Computer
aided diagnosis systems are expert systems to assist radiologists on these issues.

In this thesis, classification approaches for predicting malignancy of solitary pulmonary
nodules are presented. Publicly available Lung Image Database Consortium (LIDC)
database which is proposed by USA National Cancer Institute is used in the study. LIDC
contains malignancy and nodule characteristics evaluations of radiologists from four
different institutions. The goal of this thesis is to examine the usefulness of radyographic
descriptors in malignancy prediction. Dataset balancing approaches are used for addressing
unbalanced class distribution of LIDC database. Classification methods basically consist of
two phases. In the first phase, radyographic descriptors are determined from low level
image features; and in the second step malignancy is predicted from these descriptors.
Single classifiers, ensemble classifiers, fuzzy logic based and rule based methods are used
in classification steps.

Results are compared with prominent studies in literature and single classifiers which are
trained with image features in the context of classification accuracy, specificity and
sensitivity measures. The obtained results indicate that radyographic descriptors contribute
malignancy prediction. Moreover, the majority of the presented methods’ results are
successful and comparable with the methods in literature.

Keywords: solitary pulmonary nodules, nodule characteristics, classification, LIDC, data
balancing, ensemble classifiers, fuzzy methods.
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1. GIRIS

Akciger kanseri, 6zellikle endiistrisi gelismis tilkelerde hava kirliligine bagl olarak sikca
rastlanan ve biiyiik oranda oliimlere sebep olan bir kanser tiiriidiir. Bu konuda yapilan
arastirmalarda aciklanan verilere gore; Japonya’da erkeklerde bir numarali 6liim sebebi
olarak akciger kanseri gosterilmistir [1]. 2007 yilinda Amerika Birlesik Devletleri’nde,
160.400 oliim bu kanser tiirii sebebiyle olmustur ve bu hastaligin tedavi maliyeti yillik
yaklagik 10 milyar dolardir [2]. Diinya capinda her yil 1.3 milyon yeni vakaya
rastlanmaktadir [3].

Kansere sebep olan kiigiik boyutlu akciger nodiilleri (small/solitary pulmonary nodules -
SPN) genellikle ¢ap1 2-30 milimetre arasinda degisen, sinirlar1 ¢ok kolay belirlenemeyen,
kiiresel yapiya sahip ve erken asamalarda tespit edilmesi bilgisayarli tomografi (computed
tomography - CT) veya X-isin1 (chest X-Ray) taramalarinda tesadiifen gergeklesen
nodiillerdir [4]. Yapilan nodiil tanimlar1 her ne kadar genellestirilmis olsa da, farkli nodiil

yapilarmin tespit edilmesi ve degerlendirilmesi radyologlar igin zor olmaktadir.

Tan1 konusunda en 6nemli sorun, hastalarin nodiillerinin iyi huylu (benign) ya da kotii
huylu (malignant) olup olmadiginin belirlenmesidir. Tomografi taramalarinda nodiile
rastlanan hastalarin tani1 asamasi, radyologlarin nodiil sekli araciligiyla belirledikleri
(radyografik tanimlayicilar 15181inda) nodiil yapisi olasiliklarinin belirlenmesi ile baglar.
Yiiksek olasilikla kotii huylu oldugu diisiiniilen nodiiller takipten ¢ikarilarak tedavi siireci
baslatilir. Tyi huylu oldugu diisiiniilen nodiiller ise zamanla uygulanan tomografi taramalar
ile takibe alinir. Olasiliksal olarak iki yapi arasinda tereddiitte kalinir ise, biyopsi gibi ek

testler uygulanir.

Radyografik tanimlayicilar, radyologlar tarafindan nodiil degerlendirmesi i¢in belirlenmis,
nodill sekline ve etrafindaki dokulara dayandirilarak ¢ikarilan ozniteliklerdir. Bunlardan

bazilar1 soyledir [5]:

e kalsiyum yapilanmasi (calcification)

e nodil i¢ yapisi (internal structure)

e yuvarlaklik (sphericity)

e siirlarm belirginligi (margin)

e nodiiliin farkli kesimlerindeki biiyiime orani(lobulation)

e simirlardaki girinti-¢ikint1 yapisi (spiculation)



e dokusu (texture)

Tibbi goriintileme ve tanisal radyolojide, bilgisayar destekli tani (Computer Aided
Diagnosis- CAD) ana arastirma konularindan biri haline gelmistir. CAD sistemlerinde
bilgisayarin basarimi, doktorlarin basarimindan daha iyi olmak ya da onlarla
karsilagtiritlmak durumunda degildir. Amag doktora yardimci olacak yontemler gelistirip,
taninin daha dogru olarak yapilabilmesini saglamaktir [2], [6]. Bir¢ok uluslararasi firmanin
bu konu {lizerine gelistirdigi araglar bulunmaktadir (ImageChecker[7], CADStream[8],

Mevis LiverAnalyser[9], vs.).

Gliniimiizde kullanilan bilgisayarli tomografi cihazlart milimetre alt1 duyarlilik ve yiliksek
¢cOziiniirlik ile; hastanin nefesini tuttugu anda biitlin gégslin ¢ekimini yapabilen
sistemlerdir. Goriintiilemedeki duyarlilik ve basarimin artmasi ile birlikte bu sistemlerin

tirettigi veri miktarindaki artis radyologlar igin de yiik olusturmaya baglamistir [10].

Akciger kanseri vakalarinda, kiiciik boyuttaki akciger nodiillerinin tespit edilmesi ve
degerlendirilmesi radyologlar i¢in zorlu bir siirectir. Bu siirecte nodiiliin yerinin tespit
edilmesi, ilgisiz verinin veri kiimesinden ¢ikarilmasi, tespit edilen nodiiliin yapis1 hakkinda
onerilerde bulunulmasi, farkli akciger bilesenlerinin ayrilmasi gibi islemler kullanicilara
biiyiik kolayliklar saglamaktadir [11]. Yapilan birgok CAD arastirmasinda radyologlarin
basarimi, sistemlerin kullanimi sonras1 6nemli oranda artmistir. Hatta CAD sistemlerinin,

tecriibesi fazla olan radyologlara yaptiklar1 katkinin daha fazla oldugu gézlemlenmistir
[11].

Genel bir akciger kanseri tizerine gelistirilmis CAD sisteminde temel olarak ii¢ bilesen

bulunmaktadir [2], [11], [12].
1- Boliitleme:

CAD sisteminin genellikle ilk asamasi olarak boliitleme kesimi diisiiniilebilir. Akciger
nodiillerinin basarilt bir sekilde ayrilmasi i¢in bazi anatomik nitelikler dikkate alinarak
sirayla bazi boliitleme adimlari tasarlanabilir. Eger boliitleme islemi el ile (radyologun
kendisi tarafindan) ya da yar1 otomatik (yine radyolog tarafindan kismi isaretleme ile)
yapilmiyorsa; sistem oOncelikle akcigere ait bilesenleri otomatik olarak ayirmak
durumundadir. Akciger sinirlarinin bulunmasi, soluma yollarin ayristirilmasi, nodiile etki
edebilecek damarlarin ayristirilmasi ve nodiiliin birlesik olarak bulunabilecegi akciger

zarmin ayrilmasi bu islemlerden bazilaridir. Bu temel adima ek olarak, sistemin goriintiiyii



boliitlemesinin ardindan tespit edilen nodiil adaylarinin elenmesi gibi bir adim da gerekli

goriilebilir.
2- Oznitelik Cikarimu:

Dogru bir bigimde bdliitlendigine emin olunan nodiiliin iy1 ya da koétii huylu olduguna
karar vermek i¢in, nodiilleri ifade edecek tanimlayicilara (6zniteliklere) ihtiya¢ duyulur.
Nodiiliin iki boyutlu ya da iic boyutlu yapisindan, cevre bilesenler ile etkilesimini
degerlendirerek birgok Oznitelik degerlendirmeye alinabilir. Bazi CAD sistemlerinde
hastanin yasi, cinsiyeti, sigara ge¢misi, aile gegmisi gibi klinik bilgiler de siniflama islemi

igin Oznitelik olarak kullanilabilmektedir [13].
3- Siniflama:

Nodiiller ve 6znitelikleri elde edildikten sonra, nodiiliin iyi ya da kotii huylu olmasi ya da
sebep olabilecegi hastaliklarin tespiti igin ¢esitli siniflama yaklagimlari kullanilabilir.
Oznitelik kiimeleri anlamli ya da anlamsiz birgok veriyi barindirabilecegi igin, en anlamli

alt kiimenin se¢imini yapmak akciger CAD sistemlerinde sik¢a kullanilan bir yaklagimdir.

Siniflama adimina ek olarak yanlis pozitif (false positive) ya da yanlis negatif (false
negative) sonuglarin elenmesi asamasi da gerekli goriilmektedir. Ciinkii verilecek bir karar
sonras1 yapilacak islemlerin hastaya rahatsizlik verebilecek olmasindan dolayr bdyle bir

asamaya ihtiyag vardir.

Tez calismast kapsaminda, akciger nodiillerinin habislik derecesinin tespiti ig¢in bir
bilgisayar destekli tan1 yontemi sunulmustur. Bu yontemde, yukarida verilen CAD sistemi
parcalarindan Oznitelik ¢ikarimi ve siiflama asamalari tizerine ¢alisilmistir. Bu amacla,
Amerika Birlesik Devletleri’nde birkag devlet kurulusunun birlikte calismasi ile
olusturulan Lung Image Database Consortium (LIDC) veritabani [5] tarafindan saglanan
veriler kullanilmistir. LIDC veritabani, 1010 hasta iizerinde ve yaklasik 2600 nodiil i¢in
dort farklh radyolog tarafindan yapilmis degerlendirmeleri icermektedir. Degerlendirmeler
icinde nodiil radyografik tamimlayicilari, nodiiliin habislik derecesi ve radyologlar

tarafindan saglanan nodiil alan bilgileri (region of interest) bulunmaktadir.

LIDC veritabani, Zinovev ve digerlerinin [14] de belirttigi ilizere yapist nedeniyle farkli
bilgisayar destekli tan1 yontemlerinin gelistirilmesine uygun bir veri kiimesidir. LIDC,
2009 yilinda pilot siiriimiiniin ve 2013 yilinda tamaminin yayimlandig: literatiir i¢in yeni

sayilabilecek bir veri kaynagidir. Literatiirdeki bir¢ok arastirmaci, veri edinmesi zor bir



alan oldugu igin genellikle az sayida nodiil iizerinde calismistir (Orn: [11], [15], [16]).
LIDC arastirmacilarin veri bulma konusundaki sikintilarin1 gidermek i¢in olusturulmus
veritabanidir. Literatiirde de bu veritabanmi lizerinde c¢alismalar yeni yeni artmaktadir.
Calismalar genellikle goriintii 6zniteliklerinden her bir radyografik tanimlayicinin tahmin
edilmesi seklindedir [14], [17]-[19]. Radyografik tanimlayicilarin siiflamada alt diizey
Oznitelik olarak kullanmildigi [19], [20] ve radyologlar arasindaki degerlendirme
farkliliklarin1 gidermek i¢in radyografik tanimlayicilarin kullanildigr ¢alismalar [21], [22]

da bulunmaktadir.

Bu tez c¢alismasinda sunulan bilgisayar destekli tani1 yontemlerinde, radyografik
tanimlayicilar nodiiliin habislik derecesinin tespitinde kullanilacaktir. Bu amagla LIDC
veritabaninda saglanan radyografik tanimlayict bilgileri kullanilmistir.  Goriintii
Oznitelikleri lizerinden radyografik tanimlayicilarin tahmin edilecegi ve bu c¢iktilar ile de
habislik derecesinin tespit edilecegi iki asamali bir siniflama yapist kurulmustur. Bu yap1

tizerinden farkli siniflama modelleri gelistirilmis ve sonuglar degerlendirilmistir.

Literatiirde yapilan caligsmalar g6z Oniine alindiginda; radyografik tanimlayicilarin ara
katman olarak kullanildig1 benzer ¢alismalara siklikla rastlanmadigi goriilmektedir.
Radyografik tanimlayicilarin dogrudan siniflamada kullanildig: ¢alismalara istinaden daha
gercekei bir ¢oziim sunmaktadir. Tez kapsaminda sunulan yontemlerin kullanicilara
habislik derecesinin yaninda radyografik tanimlayicilar hakkinda da ek bilgi vermesi
acisindan faydali bir yaklasim olarak diisiiniilmektedir. Bu yoniiyle literatiire olumlu

acidan katki saglamaktadir.
Tez metni su sekilde tasarlanmistir:

2. Boliim'de literatiirde bulunan ilgili ¢aligmalara deginilmistir. Bu ¢alismalar i¢inde LIDC
veritabaninin kullanildig1 veya kullanilmadigi, farkli tani sistemi parcalari {izerine sunulan,

farkli siniflama yontemleri oneren arastirmalar bulunmaktadir.

3.Bolim'de, c¢alismada kullanilan siniflama, boyut indirgeme, Oznitelik ¢ikarim

yaklagimlarindan bahsedilmektedir.

4. Bolim'de, LIDC veritaban1 genel olarak tanitilmistir. LIDC veritabanindan kesin
referans (ground truth/reference truth) elde etme yontemi hakkinda bilgi verilmistir.

Ayrica LIDC verisi iizerinde yapilmis temel siniflama ¢oziimlemeleri de bulunmaktadir.



5-7. Boliimlerde, farkli iki katli smiflayict modelleri tanimlanarak deney sonuglari

verilmisgtir.

8-9. Bolim'de, tez calismasindan elde edilen sonucglar incelenmistir ve literatiirdeki
ornekleri arasinda karsilastirma yapilmistir. Gelecekte yapilabilecek calismalar hakkinda

bilgi verilmistir.



2. ILGILI CALISMALAR

Bu kesimde, alanda akciger nodiilleri {izerine c¢alisilmis olan bazi arastirmalara
deginilecektir. Arastirmalar temel olarak bes baslikta ele alinacaktir. Farkli basliklar
altinda verilen calismalarin, farkli pargalarinda ortak kavramlar bulunabilir. Bu ayrim

temelde tani sistemlerinin kullanim amaglarina gore yapilmustir.

Alanda, burada deginilenler disinda akciger nodiilleri lizerine yapilan daha birgok ¢alisma
vardir. Bu alanda yapilan farkli ¢alismalara El-Baz ve digerleri [23], Sluimer ve digerleri
[10], Suzuki [24], Abbod ve digerleri [25] ve Mahfouf ve digerleri [26] tarafindan

hazirlanan derlemelerden ulasilabilir.

2.1. Habislik Tahmini Uzerine Yapilan Calismalar
2.1.1. Tekil Siniflayict Kullanilan Calismalar
McNitt-Gray ve digerleri [27], akciger nodiillerini iyi huylu ya da koéti huylu olarak

tanimlamaya caligmistir. Yontem, dort ana kesime ayrilmstir:

1- Goriintii elde etme: Veri kiimesi, 31 hastaya ait (14 1yi huylu, 17 kotii huylu) ytliksek
¢Oziiniirliiklii tomografi goriintiilerinden olusmaktadir. Nodiillerin ¢capt 5 mm’den daha

biiyiik, 3 cm’den daha kiiciiktir.

2- Nodiil boliitleme: Mevcut bir goriintli isleme yazilimini genisleterek, tahmini nodiil
alanmin isaretlendigi yari-otomatik bir boliitleme yaklagimi ile nodiiliin ayrilmasi islemi

gerceklestirilmistir.

3- Oznitelik ¢ikarrmi: Boliitlenen nodiil {izerinden sekil, boyut, doku ve yogunluga bagl
Oznitelikler ¢ikarilmistir. Bunlardan bazilari; en biiyiik/en kiigiik yarigaplar (max/min
diameter), alan (area), en-boy orani (aspect ratio), diizensizlik (irregularity), yogunluk
(compactness), yuvarlaklik (roundness), disbiikeylik (convexity), katilik (solidity), seklin
merkezi ile sinirlar1 arasinda yapilan bazi 6lgimler, fraktal ¢oziimleme (fractal analysis);
doku homojenligi (homogenity), karmasiklik (complexity), zitlik (contrast), gibi sekil ve

doku tabanli 6zniteliklerdir.

4- Oznitelik segme ve siniflama: Oznitelik sayis1 hayli fazla oldugu igin hangi dznitelik
kombinasyonunun daha iyi oldugunun belirlenmesi ve sonuca etki etmeyen 6zniteliklerin
cikarilmasi gerekmektedir. Oncelikle F istatistigi degerlendirilerek, her niteligin tek basina

siiflamaya etkisi gézlemlenmistir. Daha sonra en etkili 6znitelik kiimesinin se¢ilmesi i¢in



dogrusal ayrim analizi kullanilmistir. Genetik algoritma kullanilarak 6znitelik kiimesi

belirleme yaklasimi da gdzden gegirilmistir.

Minami ve digerleri [28], zithg: arttirilmig(contrast enhanced) tomografi goriintiileri
tizerinde  akciger nodillerini smiflamislardir. Bigim degistirebilir yilizey modeli
(deformable surface model) ve k-ortalamalar kiimeleme algoritmasi ile nodiil boliitleme
islemi gerceklestirilmistir. Veri kiimesi 68 nodiilden - 28 iyi huylu, 40 koti huylu -
olusmaktadir. Cikarilan Oznitelikler, sekil dizin degerleri (shape index values), egrilik
degerleri (curvedness values), uzaklik degerleri (distance values) bitisik bilesenlerin sayisi
(connected components), bosluklar ve delikli yapilar gibi topolojik yapilardan elde
edilmistir. Nodiillerin kotii huylu olmasi potansiyelini arastirirken etrafindaki dokularin

yapilariin da degerlendirilmesinin faydali olacagini gostermislerdir.

Giircan ve digerleri [15], tomografi goriintiileri {izerinde akciger nodiillerinin tespiti igin
bir bilgisayar destekli tan1 sistemi gelistirmislerdir. Boliitleme asamasinda akciger
bolgeleri k-ortalamalar algoritmasi ile ayrilmistir. Her bir akciger kesiti (slice) alt, st ve
orta kesim olarak smiflandirilmistir. Burada amag farkli akciger yapilarini (bronslar, hava
yollar1, vs.) barindiran kesimleri ayirarak boliitleme isleminin basarimini arttirmaktir.
Konum bilgisinin boliitleme basarimina etkisine dikkat ¢ekilmistir. Daha sonra bu
kesimlerdeki akcigere ait bilesenler agirlikli k-ortalamalar (weighted k-means) algoritmasi
ile ayrilmistir. 1ki ve ii¢ boyutlu 6znitelikler kullanilarak egitilen kural tabanli siiflayicilar
ile yap1 olarak birbirlerine benzeyebilen nodiil ve kan damarlar1 ayristirilmistir. Dogrusal
diskriminat ¢6ziimleme kullanilarak yanlis pozitif (false positive) orani azaltilmistir. Veri
kiimesi 34 hastadan edinilen, 63 nodiile sahip 1454 tomografi goriintiisii igermektedir
(512x512, 12 bit). Cikarilan 6znitelikler ii¢ boyutlu ylizey alani, ortalama gri tonlama
degeri; gri tonlama histograminin standart sapmasi, ¢arpiklik ve basiklik degerleridir. Ek
olarak alan, ¢evre, yuvarlaklik, yogunluk; en genis ve en kiiclik eksen orani; uydurulmus
elipsin dis merkezliligi (fitted elipse eccentiricity) hesaplanmustir. iki boyutlu dznitelikler
hesaplanirken, nesnelerin toplam ¢evresi ve alanlarinin hizli bulunmasi i¢in “bit quads”
algoritmas1 kullanilmistir. Giircan ve digerleri[15], ¢alismanin sonunda, ii¢ boyutlu
Ozniteliklerin daha anlamli oldugu sonucuna varmislardir. Nodiilii olusturan tomografi
kesimleri iist ve alt kesimlerde fazlaca kii¢iildiigii icin bu kesimlerden ¢ikarilan iki boyutlu

Ozniteliklerin glivenilir olmadigindan bahsetmislerdir.



Kawata ve digerlerinin [16] gelistirdigi nodiil siniflama sisteminde 6zniteliklerin bir kismu,
tic boyutlu nodiillerin ¢evresindeki yapilar (damarlar, bronglar, akciger zari) ile iligkilerini
ifade edecek sekilde cikarilmistir. Nodiil i¢ yapisina ait Oznitelikler, yogunluk ve ii¢
boyutlu egrilikleri degerlendirilerek belirlenmistir. Cok boyutlu 6znitelik uzayindan en iyi
alt kiimeyi se¢mek icin dogrusal ayrim analizi kullanilmistir. Nodiil boliitleme islemi g
adimda gerceklestirilmistir: Ciger bolgesinin c¢ikarilmasi, nodiiliin de bulundugu ilgi
alanmin ¢ikarilmas: (region of interest), geometrik bir yaklasim kullanarak nodiiliin
boliitlenmesi. Sonuglar ROC (receiver operating characteristic) yontemi ile ¢6ziimlenmis;
siiflama basarimi egri altinda kalan alani ile degerlendirilmistir. Veri kiimesi 179’s1 koti
huylu, 69’u iyi huylu 248 nodiilden olugsmaktadir. K&tii huylu olanlar histolojik olarak da
degerlendirilmistir. Iki y1l boyunca boyutu degismeyen nodiiller iyi huylu olarak kabul

edilmistir.

Lo ve digerleri [29], tomografi {izerinde nodiil boliitlemesi ve siniflamasi yapacak farkli
yaklagimlar gelistirmiglerdir.Veri kiimeleri 24’ iyi huylu, 24’1 kotii huylu 48 akciger
nodiiliinden olusmaktadir. Nodiil béliitleme i¢in kullanici tarafindan nodiil konumunun
belirtilebilecegi gibi, CAD sistemi tarafindan otomatik belirlenebilecek bir algoritma
tasarlanmigtir. Boliitleme sirasinda nodiiliin etrafindaki yapilar ile baglantis1 sonucu
olusabilecek hatalar1 gidermek igin bulanik kiimeleme (fuzzy clustering) yontemi
kullanilmistir. Oznitelik olarak; ii¢ boyutlu hacim elde edildikten sonra en-boy orani,
yuvarlaklik, diizensizlik, genislik, nodiil yogunluk dagilimi ve disbiikeylik kullanilmistir.
Ek olarak yogunluk ve dokuya bagli olarak, en biiyiik yogunluk, ortalama, standart sapma,
duraganlik, enerji, entropi ve fark entropisi kullanilmistir. Siniflama i¢in yapay sinir aglari
(artificial neural network) kullanilmistir. Her agsamada yapay sinir agini egitmek igin 47
nodiil, deneme i¢cin de 1 adet nodiil kullanilmistir (leave-one-out yaklagimi). Bu yolla
siniflama 48 adimda tamamlanmaktadir. ROC egrisinin altinda kalan alan degerlendirilerek
siniflama basarimi dl¢lilmiistiir. Yontemin ¢iktist olarak iyi huylu (0) ya da kétii huylu (1)

sonucu dondirilmektedir.

Xu ve digerleri [30], tomografi goriintiilerinde tespit edilmis akciger nodiillerinin iyi ya da
kotli huylu olarak ayrilmasinda sekil, boyut, smir ve yogunluk degerlerinin etkisini
incelemislerdir. Veri kiimesi NELSON akciger kanseri goriintiileme girisimine (NELSON
lung cancer screening trial [31]) ait 405 katilimcidan elde edilmis, 469 belirsiz ya da koti
huylu olma potansiyeli olan nodiilden olugsmaktadir. Boliitleme islemi Lungcare yazilimi

ile yapilmig, hatali boéliitlemelerde radyologlardan el ile boliitleme islemi yapmasi



saglanmistir. Bu calismada nodiiller; nodiil sekline (yuvarlak/oval, poligonal ya da
diizensiz) ve nodiil smirlarma gore (yuvarlak cikintili, diizgiin ya da diizensiz)
siniflandirilmistir. Farkli nodiil yapilarinin kanser varligia etkisi tek degiskenli ve c¢ok
degiskenli lojistik regresyon ¢oziimlemesi yontemiyle incelenmistir. Bulgular, nodiil
yogunlugu disinda diger ozelliklerin de kanser yapisini belirlemede etkisi oldugunu

gostermistir.

Wolf ve digerleri [12], farkli kaynaklardan elde edilmis ve farkli parametreler ile ¢ekilmis
tomografi goriintiileri iizerinde islem yapabilecek bir tan1 sisteminin gerekliligi konusuna
deginmislerdir. Veri kiimesi bir Kuzey Amerika ve ii¢ Avrupa kaynakli siteden elde
edilmis 185 yiiksek ¢oziiniirlikklii tomografi goriintiisiinden olugmaktadir. Tasarladiklar
tan1 sistemi bes bolimden olugmaktadir: 1) akcigerin bdliitlenmesi, 2) nodiilleri tespit
edilmesi, 3) nodiil olarak tespit edilen kesimlerden &zniteliklerin ¢ikarilmasi, 4) yanlis
negatif durumlarin azaltilmasi ve 5) bulgularin kullanictya sunulmasi. Boliitleme iglemi,
hacim {izerinde Hounsfiled birimi iizerinden esik degeri belirlenmesi ve ¢esitli morfolojik
islemlerin uygulamasi ile gergeklestirilmistir. Nodiil tespiti i¢in akciger smirlarinin iyi
boliitlenmesi gerekmektedir. Nodiil kesimlerinin belirlenmesi i¢in siipheli konumlarin
listesi elde edilmektedir. Bu nodiil adayr kesimlerinden elde edilen iki/li¢ boyutlu
Oznitelikler ve konum bilgisi kullanilarak tanimlayicilar olusturulmaktadir. Elde edilen ¢ok
sayidaki niteligin i¢inden anlamli alt kiimenin saptanmasi i¢in agg6zlii (greedy) algoritma
yontemi kullanilmistir. Bu ¢alismada, SVM siniflama yonteminin dengesiz dagilmis veri

kiimeleri i¢in sorun olusturdugundan bahsedilmistir.

Way [2], tomografi goriintiilerinden bulunan nodilleri iyi huylu ve koéti huylu olarak
siniflamak i¢in bilgisayar destekli tani sistemi gelistirmistir. Sistem, nodiilii, kendisini
cevreleyen yapisal arkaplandan otomatik olarak boliitleyip; ¢ikarilan hacimsel bolgeden
Oznitelikleri elde ederek siiflamaktadir.Veri kiimesi, 44 kotii huylu ve 52 iyi huylu,
toplam 96 nodiilden olusan; 58 hastaya ait tomografi goriintiilerinden elde edilmistir. Kotii
huylu olanlarin 25 tanesi biopsi ile kesinlestirilmis, kalanlar1 PET taramalar1 veya metastas
yapilarindan dolayr viicudun farkli bolgelerindeki kanser sebebi ile bu simifa dahil
edilmistir. Iyi huylu nodiillerde ise 10 tanesi biopsi ile kesinlestirilmis, digerleri 2 yil
boyunca siiren tomografi taramalarinda yapilarii bozmadiklart i¢in bu sinifa dahil
edilmislerdir. Bu veri kiimesine ek olarak LIDC veri tabanina ait 23 nodiil de boliitleme

basarimini denetlemek i¢in kullanilmistir.



Boliitleme iki asamada gergeklestirilmistir. Nodiiliin ilk smirlar1 k-ortalamalar algoritmasi
ile tespit edildikten sonra ii¢ boyutlu etkin ¢evre modeli (3D active contour model) ile
diizeltmesi yapilmistir. Cikarilan morfolojik Oznitelikler, hacim, ylizey alani, ¢evre, en
bliyiik yarigap ve nodiil igindeki en biiylik/en kiiciik CT degeri (HU) kullanilarak
olusturulmustur. Ek olarak nodiiliin gri-seviye yogunlugundan elde edilen histogramin;
ortalama, varyans, ¢arpiklik ve basiklik degerleri 6zniteliklere katilmistir. Nodiiliin sinirlari
gevresindeki yapilarin dokular1 da onemli Ozniteliklerin ¢ikarilmasini saglamaktadir.
Oznitelik kiimesi iizerinden, en 6nemli alt kiime sec¢imini yapmak icin dogrusal ayrim
¢oziimlemesi (LDA) kullanilmistir. Bir 6rnegi disarida birakarak (leave-one-out, round
robin), siniflayici egitilmistir. Siiflayici basarimi ROC egrisi altinda kalan alanin 6l¢timii

ile degerlendirilmistir.

Kawata ve digerleri [32] bu calismalarinda digerinden farkli olarak melez siniflama
yontemi kullanmislardir. Tomografi goriintiilerinden elde edilen yogunluk bilgisi ve ii¢
boyutlu egrilerden, dznitelikler tiiretilmistir. Siniflama adiminda gozetimsiz k-ortalamalar
kiimeleme yontemi ve gozetimli dogrusal ayrim siniflayici kullanilmistir. Cok boyutlu
Oznitelik kiimesinden anlamli alt kiime se¢imi sonrasi, siniflama basarimi ROC egrisinin

altinda kalan alan degerlendirilerek lgiilmiistiir.

Aoyama ve digerleri [33] akciger nodiillerinin kétii huylu olabilirlik 6lgiimiinii yapan bir
sistem tasarlamislardir. Veri kiimeleri 76 akciger kanseri bulunan 147 tomografi kesiti ve
413 1iyi huylu nodill bulunan 576 kesitten olusmaktadir. Nodiil boliitleme isleminde
oncelikle nodiil konumu bir radyolog tarafindan isaretlenmektedir. Daha sonra dinamik
programlama yaklagimi ile nodiil ayirma islemi tamamlanmaktadir. Olabilirlik 6lglimii
dogrusal ayrim analizi ile yapilmaktadir. Bu islemde kullanilmak iizere 43 adet Oznitelik
tamimlanmistir.  Bunlardan 41’1 nodill kesitinin i¢ ve disindan ¢ikarilan goriintii
Oznitelikleridir. Bazilari, kenar egim yonelimleri (edge gradient orientation), asil goriintii
ve kenar egimleri hesaplanmis goriintii {izerinde gri-seviye dagilimlarma bagli bilgiler,
dairesellik derecesi, elipslik derecesi, diizensizlik derecesi, nodiiliin i¢ ve dis kesimindeki
yapilara bagli histogramlardan elde edilen 6znitelikler olarak verilebilir. Bunlara ek olarak
klinik 6zniteliklerden yas ve cinsiyet de kullanilmistir. Bu g¢alismada sadece iki boyutlu
Ozniteliklerle ilgilenilmistir. Nodiiliin her kesitinden ¢ikarilanlar degerlendirmeye alinarak

bilgi kayb1 engellenmeye calisiimistir.
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Hanamiya ve digerleri [13], “ekstrapulmoner malign neoplazm” bulunan hastalarda,
akciger nodiillerinin bulunma sikligini belirleme i¢in bir ¢aligma yapmislardir. Veri kiimesi
2mm Kkesit kalinlig: ile ¢ekilmis 308 hastaya ait tomografi goriintiilerinden olusmaktadir.
Nodiiller ve boyutlari, biiyiikliikleri, akciger zarina olan uzakliklari, on yildan fazla
tecriibesi olan ii¢ radyolog tarafindan isaretlenmistir. Radyologlar tarafindan ¢ikarilan
Oznitelikler Fisher’in kesin testi kullanilarak ¢oziimlenmistir. Nodiiliin habislik oran1 ¢ok
degiskenli lojistik regresyon modeli kullanilarak tespit edilmistir. Bu modelde nodiil sayisi,
yas, cinsiyet, sigara igme gecmisi, nodiil boyu ve nodiil-akciger zar1 arasindaki uzaklik
Oznitelik olarak kullanilmistir. Bulgular nodiil boyu ve akciger zarina uzakligin habislik

oraninda etkili oldugunu gostermistir.

2.1.2. Takim Siniflayic1 Kullamilan Calismalar

Lee ve digerleri [20], radyografik tanimlayicilart LIDC veri kiimesi disinda kullanan nadir
caligmalardan birini yapmuslardir. Kendi veri kiimelerini, LIDC ile ortak olan ve olmayan
birka¢ radyografik tanimlayici ile (cavitation, calcification, margin, vs) olusturarak,
radyografik tanmimlayicilar1 alt diizey ozniteliklerle birlikte kullanarak habislik derecesini
tahmin etmeye ¢alismislardir. Yontemleri iki diizeyden olusmaktadir. ilk adimda rastgele
altalan (random subspace) ve genetik programlama kullanarak 6nemli olan 6zniteliklerin
bulunmakta, ikinci adimda ise bu Oznitelikler ve takim smiflayicilarla siniflama

yapilmaktadir.

Zinovev ve digerleri [17] tarafindan yapilan ¢alisma, LIDC veritabanindan elde edilen ve
radyografik tanimlayicilar {izerinde yapilan ilk c¢aligmalardandir. Arastirmacilar bu
calismalarinda, LIDC veritabaninin 2009 yilinda pilot siirimden 6nce yayinlanan 207 vaka
ve 914 nodiil 6rneginin bulundugu siirimiinii kullanmiglardir. Etkin 6grenme (active
learning) ve takim smiflayicilar ile goriinti Ozniteliklerini  kullanarak radyografik
tanimlayicilar1 tahmin etmeye calismiglardir. Kesin referans olarak ortanca oylamay:

(median voting) kullanmislardir.

Zinovev ve digerleri [14], diger bir ¢alismalarinda belief decision tree tekil siiflayici ve
takim siniflayici tlirevlerini kullanarak tekil/takim siniflayici basarimlarimi LIDC verisi
tizerinde Kkarsilastirmiglardir. Bu c¢alismada da goriintii Ozniteliklerini girdi olarak
kullanmis ve radyografik tanimlayicilar1 tahmin etmeye c¢alismiglardir. Sonuglar, takim

simiflayicilarin tekil siniflayicilara gére daha yiiksek bagarim elde ettigini gostermistir.
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Vinay ve digerleri [34] farkl: tekil siniflayici tiirlerinin, LIDC veritabanindan elde edilmis
kiimeler tizerindeki basarimlarini incelemislerdir. Bu ¢alisma igin 2009 yilinda yaymlanan
399 vakadan olusan pilot siriimii kullanmilmistir. Calismada goriintii Oznitelikleri ile
radyografik tanmimlayicilar Dbirlestirilerek habislik derecesinin tahmini yapilmaya
calistlmistir. Radyografik tanimlayicilar, goriintii Oznitelikleri gibi alt diizey Oznitelik
olarak disiinilmistir. Bu Ozniteliklerin ayr1 ayri siniflama basarimina  etkisi
incelenmemistir. Ayrica kesin referans belirleme yaklagimi tam olarak belli degildir. Her

bir 6rnek radyologlar arasi bir anlasma beklenmeden kullanilmis olabilir.

Vinay ve digerleri [18] onceki calismalarina ek olarak takim simiflayicilarin basarimlarini
aym siirimdeki LIDC veritabani iizerinde denemislerdir. Onceki yontem ile aynmi veri
kiimesi ve Oznitelik grubunu kullanmislardir. Takim siniflayicilarin tekil siniflayicilardan

basaril1 sonuglar tirettigini ileri siirmiislerdir.

Vinay ve digerleri [19], bu ¢alismalarinda ise takim siniflayicilar1 farkli yapilarda bir araya
getirerek bir deney ortami gelistirmiglerdir. Onceki yontemleri ile ayn1 veri kiimesi ve

Oznitelik grubunu kullanmislardir.

2.2. Bilgi Erisim Sistemi Calismalari

Kawata ve digerleri [35], ti¢ boyutlu akciger tomografi veritabaninda benzer goriintiilerden
faydalanarak, yeni bir vaka iizerinde tan1 koymay1 kolaylagtirmayr amaglamiglardir. Bu
amagla veri tabanindan benzer yapida olan nodiilleri getiren bir sistem tasarlamiglardir.
Veri kiimesi, “National Cancer Center Hospital East and Tochigi Cancer Center”
tarafindan saglanan, 179 kotii huylu ve 69 iyi huylu toplam 248 nodiilden olugmaktadir.
Nodiil bdliitleme islemi iic adimda gerceklestirilmistir: Ciger bdlgesinin ¢ikarilmasi,
nodiiliin de bulundugu ilgi alaninin ¢ikarilmasi (region of interest), geometrik bir yaklagim
kullanarak nodiiliin béliitlenmesi. Oznitelikler nodiiliin ¢evre yapilar ile olan iliskisi ve ii¢
boyutlu yapisindan Thirion [36] tarafindan Onerilen yaklagim ile elde edilmistir. Nodiiller
arasindaki benzerlik 6l¢iimii, iki nodiiliin ortak histogramlarinin korelasyon katsayisi

degerlendirilerek yapilmistir.

Li ve digerleri [37], radyologlara yardimci olan bilgisayar destekli tani sistemlerinin
basarimim arttirmak icin bir tasarim gergeklestirmislerdir. Icerik tabanli goriintii erisim
sistemleri (Content-based image retrieval), bu ¢alisma ile benzer bir arastirma alanina
girmektedir. Mamogramlar tizerinde yaptiklari arastirmalarda, yapilar1 bilinmeyen kitleleri

teshis etmek icin benzer goriintiileri bulmaya yarayacak, psikofiziksel benzerlik 6l¢iileri
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bulmaya caligmiglardir. Veri kiimesi olarak, 76 kotii huylu nodiile ait ve 413 iyi huylu
nodiile ait 489 ilgi alan1 (region of interest) kullanilmistir. Nodiil birden ¢ok tomografi
kesiminde tespit edildiyse, bu kesitler icinde en genis nodil alanina sahip olan
degerlendirmeye alinmistir. Nodiil boliitlemesi i¢in bélge biiylitme (region growing) ve
devingen programlama (dynamic programming) yaklasimlari kullanilmistir. Oznitelik
olarak etkin yarigap, dairesellik derecesi ve zitlik bilgisi kullanilmistir. Bu 6znitelikler
radyologlar tarafindan temel olarak ele alindig1 i¢in bunlar secilmistir. Veriler daha sonra
0-1 araliginda normallestirilmistir. Bu ¢alismada en iyi boliitleme yaklasiminin radyolog
tarafindan yapildigina deginilmistir. Boliitleme sonucu nodiiliin 6znitelikleri {izerinde

onemli bir etki yapmaktadir.

Kawata ve digerleri [38], iyi huylu ve kotii huylu akciger nodiillerinin ayrimi igin
nodiillerin hacimsel gelisimini degerlendirmek i¢in bir yontem sunmuslardir. Yontem dort

ana adimdan olugmaktadir:

1) iki ardil ii¢ boyutlu tomografi goriintiisiiniin esnek olmayan ¢akistirmas: (rigid

registration).
2) Iki ardil ilgi alan1 (ROI) gériintiisiiniin ilgin cakistirmasi (affine registration)

3) Yerel hacimsel ilgi alanlarmin (local volumetric ROI) esnek ¢akistirmasi (non-

rigid registration).
4) Ardil zamana bagli goriintiilerin yerel degistirme alanlarinin ¢éziimlenmesi.

Calisma sonucunda deneysel calismalar lezyonlarin hacimsel ve ¢evresel yapilarinin

gelisimini degerlendirmek i¢in 6nemli bir yontem gelistirildigini gostermistir.

Jabon ve digerleri [39], goriintii Oznitelikleri ve radyografik tanimlayicilar kullanarak
icerik ve anlamsal tabanli goriintii erigim sistemi tanimlamislardir. Sistem, girdi olarak
verilen CT orneklerine benzer ornekleri, Oklid ve kosiniis benzerlikleri kullanarak

kullaniciya dondiirmektedir. Bu ¢alisma LIDC veritabani {izerinde gelistirilmistir.

2.3. Radyologlar Aras1 Anlasma Uzerine Yapilmis Calismalar

Matsuki ve digerleri [40], yapay sinir aglarin nodiil yapisinin tespitinde kullanilabilirligini
ve bu yontemin radyologlarin degerlendirme basarimi  {izerindeki  etkisini
degerlendirmislerdir. Veri kiimesi altt yil i¢inde c¢ekilmis tomografi goriintiilerinden
cikarilmis; caplart 3 cm’den kiigiik, 99’u iy1 huylu, 56’s1 koétii huylu olmak {izere 155

nodiilden olusmaktadir. Oznitelik olarak yedi klinik veri ve calismaya katilan radyologlar

13



tarafindan 6znel olarak derecelendirilmis 16 radyolojik bulgu kullanilmistir. Klinik veriler
yas, cinsiyet, sigara igme gec¢misi, belli basli habislik, aile ge¢misinde yatan habislik
bilgisi, kilo kayb1 ve belirtilerin siddetidir. Radyolojik bulgular ii¢ kesimde ele alinmistir:
1) Nodiille alakali 6znitelikler: boyut sekil, ic¢biikeylik, simif tanimi, smirlardaki
dalgalanmas1 ve sivrilesme, hava bronkogrami, hava boslugu, buzlu-cam opakligr ve
kalsitlesme. 2) Ikincil anormallikler: Akciger zar girintileri, uydu lezyonlar, atardamar
iliskisi, toplardamar iliskisi. 3) Ek anormallikler: Amfizemat6z degisimler ve lenfdenopati.
Bu Oznitelikler tecriibesi 10 yilin iizerinde olan ii¢ radyolog tarafindan 0-10 arasinda
derecelendirilmistir. Siniflandirma i¢in round-robin yontemi (birini disarida birakma
yaklagimi) kullanilarak egitilmis yapay sinir aglari kullanilmigtir. Gézlemci testi (Observer

test) 25 iyi huylu ve 25 kotii huylu nodiil segilerek, 12 radyolog esliginde yapilmistir.

Li ve digerleri [22] literatiirde ¢calismamiza en ¢ok benzeyen yapiy1 kurmuslardir. Iki katl
siiflayicilarinda, ilk asamada 3 adet radyografik tanimlayiciyr tahmin edip, ikinci agamada
habislik  derecesine ulasmaya ¢alismiglardir. Amaglar1  radyologlar  arasindaki
degerlendirme cesitliligini azaltarak sistemin nesnelligini artirmaktir. Sonuglar1 Kappa

istatistigi [41] kullanarak degerlendirmislerdir.

Horsthemke ve digerleri [21], [42] de ¢alismalarinda, Li ve digerlerinin [22] ¢aligmasinda
oldugu gibi, radyologlar arasindaki degerlendirme 6znelligini azaltmaya yonelik ¢aligma
yapmislardir. Nodiillerin sinirlarini ve radyologlarin degerlendirmelerini birlestirerek ortak

karar elde etmeye caligsmislardir. Sonuclarini Kappa istatistigine gore degerlendirmislerdir.

2.4. Genel Degerlendirme

2.4.1 Veri Kiimeleri

Alanda yapilan ¢alismalar incelendiginde, 06zellikle 2010 yilindan O6nce yapilan
caligmalarin ¢ogunlukla iyi degerlendirilmis ve yiiksek sayida 6rnek bulunan ortak bir

veritabani kullanmadigr gériilmistiir.

NELSON Trial[31]: NELSON veritaban1 Bel¢ika ve Hollanda’da bulunan hastalardan elde
edilmis verilerle Hollanda Saglik Bakaligi’nin onayiyla olusturulmus veritabanidir. Yaslari
50-70 arasinda erkek/kadin katilimcilar ile olusturulmustur. Ag tabanli katilhm ve
degerlendirmelerin yapildig1 gelistirme ortamina sahiptir. Hastalar {izerinde 1., 2., 4., 6.
yillarda klinik 6l¢iimler ve CT ol¢limleri tekrarlanmistir. Boliitleme islemi yar1 otomatik
olarak LungCare yazilimi ile yapilmistir. Tamamlanamayan bolitlemeler igin ikKi

radyologun miidahalesi ile bdliitleme yapilmistir. Boliitleme i¢in son karar {igiincii
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radyolog tarafindan verilmistir. Nodiiliin ylizeyi ve sekline dair degerlendirmeler de

veritabanina eklenmistir.

LIDC[5]: Lung Image Database Consortium(LIDC) veritabani, Amerika Birlesik
Devletleri Ulusal Kanser Arastirmalari Enstitlisii’nlin talebi ile olusturulmustur.
Tamamlanmasi 12 yil siiren bu veritabanit son 5-6 yilda yapilan ¢alismalarda siklikla
kullanilmaya baglanmistir. Yaklagik 1000 hastaya ait akciger nodiil goriintii ve

degerlendirmesini barindirmaktadir. Ayrintili bilgi Kesim 4’te verilmistir.

LIDC veritabani ile biiyiik boyutlu ve ¢oklu degerlendirmenin oldugu verilerin kullanimi1
artmistir. LIDC, degerlendirici sayis1 ve radyografik tanimlayicilar ile habislik tahmin
calismalarinda kullanilmasi kolay bir veritabani iken; NELSON Trial veritaban1 zamana

bagli 6l¢timlerin yapilmasi i¢in daha uygun bir veritabanidir.

2.4.2. Ol¢iim Metrikleri
Tekil smiflayicilarin ve iki smifli habislik verisinin kullanildigr ¢alismalarda ROC
egrisinin altinda kalan alan ve F-6l¢iimiiniin (F-measure) c¢ogunlukla kullanildigini

gormekteyiz.

ROC, y ekseninde dogru tanima orani (duyarlilik) ve x ekseninde yanlis tanima oraninin
(1-secicilik) farkli esiklerde grafige dokiilmiis halidir [43].

Sekil 2.1’de ROC egrisi i¢in Ornek gosterim verilmistir [44]. Sekildeki A testi
ulasilabilecek en iyi sonugtur. Yani tiim 6rneklemin duyarliligi ve seciciligi %100’diir. C
testi ise ayirtediciligi olmayan en kotii sonuca sahiptir. A testinde egri altinda kalan alan 1
iken, C testinde bu alan 0.5’tir. Bir yontemin tahmin etmede basarimi degerlendirmeye

alinacaksa en azindan C egrisinin {istiinde bir sonug tiretmesi beklenmelidir [45].

F-6l¢timii, ROC o6lglimiine alternatif olarak goriilen bir 6lgtimdiir [46]. Kesinlik (precision,
kes..) ve geri ¢agirma (recall, g¢..) lizerinden hesaplanir. Kesinlik, tiim dogru siniflanan
orneklere (true positive + false positive), dogru tanimlanan (true positive) orneklerin
sayisinin oranidir. Geri ¢agirma ise dogru tanimlanan Orneklerin, dogru ya da hatali
tanimlanan (true positive + false negative) 6rnek sayisina boliimiidiir. F-dl¢limii esitlik
(2.1)’deki ifadeyle bulunur.
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Takim smiflayict ¢alisamalarinda siniflama basarimi siklikla kullanilan bir metriktir.
Duyarlilik ve secicilik tibbi arastirmalarda dikkate alinan diger 6nemli 6l¢iim metrikleridir.

Bu olctimler hakkinda ayrintili bilgi Kesim 3.9’da verilmistir.

Radyologlar arasi anlasmanin 6lglildiigi ¢alismalarda Cohen’in Kappa Katsayist [41]
siklikla kullanilmaktadir. Kappa katsayisi, kategorik ol¢iimlerde, degerlendiriciler arasi

anlasmanin oranini bulmaktadir.

P(a) degerlendiriciler arasi iligkili gézlenen anlagsma, P(b) anlagsmanin sans eseri ortaya

¢ikma degeri olmak tizere Cohen’in Kappa Katsayisi (k) esitlik (2.2)’deki ifade ile bulunur.

_ P(a)-P(b)
T 1-P(b)

k (2.2)

Kappa ve diger benzer katsayilarda ¢ikan sonug¢ 1’e yakinsadik¢a anlagma orani artmakta,

0’a yakinsadik¢a bu oran azalmaktadir.

Krippendorf'un Alpha Katsayisi [47], Scottin Pi Katsayis1 [48] da bu amagla

kullanilabilecek o6l¢limlerdir.
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2.4.3. Simiflama Yaklasimlari
Calismalar genel olarak tam bir bilgisayarli tan1 destek sisteminin, boliitleme dahil, tiim
parcalarim1 gelistirmeye odaklidir. Siniflama asamalarinda ¢ogunlukla LDA yaklasimi

kullanildig1 dikkat gekmektedir.

Klinik bilgi bazi g¢alismalarin smiflama asamasinda goriintii Oznitelikleri ile birlikte
kullanilmistir. Ozellikle, nodiiliin gelisiminin zaman igerisinde takip edildigi ¢alismalarda

bu bilgiden faydalanilmistir.

LIDC veritabaninin kullanilmasi ile birlikte radyografik tanimlayicilarin simiflanmasi,
radyologlar arasi anlasmanin degerlendirilmesi yoOniinde arastirmalar yapilmaya
baglanmigtir. Takim siniflayicilarin kullanildigi ¢alismalarda da bu veritaban ile birlikte
artts olmustur. Ayrica, bilgi erisim sistemlerinde sadece goriintii nitelikleri degil,

radyografik tanimlayici bilgisi de kullanilabilmektedir.

Tez kapsaminda Onerilen yontemlerle 2015 yilina kadar yapilmis alandaki bilgimiz

dahilindeki ¢alismalar karsilastirildiginda;

e Onerilen yontemlerin radyografik tamimlayicilar iizerinde yapilmis sayil
calismalardan oldugunu,

e Li ve digerlerinin [22] c¢aligmasi dikkate alindiginda, radyografik tanimlayicilari
iki agamali siniflamada kullanan ¢aligma bulunmadigini,

e Smiflama bagsarimi baglaminda, radyografik tanimlayicilarin habislik derecesinin

tahmininde kullanildig1 ¢alisma olmadigini,
gormekteyiz.

Onerilen yontemler, alandaki takim smiflayicilar grubuna dahil edilebilir. Takim
siniflayicilar radyografik tanimlayicilar diizeyinde tanimlanmustir. Habislik derecesi
tahmininde ise bulanik yaklasimlar, kural tabanli ve tekil siniflayici tabanl yaklagimlar
sunulmustur. Alandaki takim siniflayicilar genelde goriintli nitelikleri lizerinde habislik
tahmini asamasinda kullanilmaktadir [14], [17]-[19], [34]. Uygulama farklilig1 olsa da,
caligmalarimizda olan takim smiflama adiminda boyut indirgeme isleminin kullanildig:

benzer ¢aligma da bulunmaktadir [20].
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3. ARAC VE YONTEMLER

Bu kesimde kullanilacak ara¢ ve yontemlerden bahsedilecektir. Sirasiyla caligmalarda
kullanilan smiflama yontemleri, 6znitelik agirliklandirma ve se¢me yontemleri, goriintii

Oznitelikleri, siniflama algoritmasi se¢imi i¢in kullanilacak yontemler anlatilacaktir.

3.1. Gériintii Oznitelikleri

Taramalar sonucunda belirlenen akciger nodiilleri bir ya da daha fazla goriintii kesitinde
bulunabilir. Bunlar iizerinden ¢ikarilan 6znitelikler 2 boyutlu (2B), 2.5 boyutlu (2.5B) ve 3
boyutlu (3B) olarak iige ayrilir. 2B 6znitelikler, nodiiliin en genis oldugu kesitten ¢ikarilir.
2.5B oOznitelikler ise tiim kesitlerden ¢ikarilir ve ortalamasi degerlendirmeye alinir. 3B
Oznitelikler ise nodiiliin 3 boyut yapisinin ¢ikarilmasi sonucu elde edilir. Cizelge 3.1’de tez

calismasinda kullanilan goriintii 6zniteliklerinin kisa tanimlart verilmistir.

Gri seviye esdizimlilik matrisi (Gray Level Co-Occurence Matrix- GLCM) {izerinden elde
edilen 6znitelikler [49], [50]:

Zitlik (Contrast — varianca, inertia): Tim goriintii tizerindeki pikseller ve komsuluklari

tizerinde zithgin dlglilmesi ile elde edilir (3.1).
il —jlPp@, ) (3.1)

Korelasyon (Correlation): Bir pikselin komsulugu {izerinde nasil korelasyona sahip oldugu
Olctstdiir (3.12).

. (i= u)G= p)p @) (3.2)

] O'iO'j

Enerji (Energy — uniformity, angular second moment) : i ve j matris indislerini gostermek

tizere, GLCM iizerinde tiim elemanlarin karelerinin toplamini dondiiriir (3.3).
Yijp(i)? (3.3)

Homojenlik (Homogenity): i ve j matris indislerini gostermek iizere, GLCM iizerindeki

elemanlarin dagilimmin, GLCM diagonal elemanlarina yakinligini dlger (3.4).

S (34)

1+[i—j|

Entropy: Entropi, goriintiiniin karmasikligin1 ifade eden o6l¢iim degeridir. Diiz bir

gorlintiide entropi sifirdir. Goriintlide karmasiklik arttikca entropi de artar. Goriintiinlin
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sikigtirilabilirliginin belirlenmesi i¢in de kullanilan bir olgiidiir (i entropi degerlerini

gostermektedir, 3.5).

— X1 pilogap; (3.5)

Zernike Momentleri [51]: Zernike momentleri, birim disk iizerinde dikey bir kiime
olusturan karmasik polinom kiimeleridir. Zernike momentleri doniise karsi duyarsiz
Ozniteliklerdir. Fakat Otelenmeye (translation) karsi duyarhdirlar. Bu yiizden calisma
esnasinda nodiiller 128x128 genisliginde bir kare alana, agirlik merkezleri taginarak

hesaplama yapilmistir.

19



Cizelge 3.1 Cikarilan tiim 6znitelikleri kisa tanimlari.

Oznitelik Kisa Tamim
max_eccentricity EBNK™* i¢in ¢ikarilan "eccentricity" degeri.
max_solidity EBNK i¢in ¢ikarilan "solidity" degeri.
max_circularity EBNK i¢in ¢ikarilan "circularity" degeri.
max_aspectratio EBNK icin ¢ikarilan "aspectratio" degeri.
max_areaboundingbox EBNK i¢in ¢ikarilan sarmalayan kutu alan degeri.
max_std_deviation EBNK igin ¢ikarilan standart sapma degeri.
max_glcm_contrast EBNK i¢in GLCM'den elde edilen zitlik degeri.
max_glcm_correlation EBNK i¢cin GLCM'den elde edilen korelasyon degeri.
max_glcm_energy EBNK i¢in GLCM'den elde edilen enerji degeri.
max_homogenity EBNK i¢cin GLCM'den elde edilen homojenlik degeri.
max_e EBNK i¢in GLCM'den elde edilen entropi degeri.
tmp_eccentricity Tiim nodiil kesitlerinin ortalamasindan (TNKO) elde edilen
"eccentricity" degeri
tmp_solidity TNKO elde edilen "solidity" degeri
tmp_circularity TNKO elde edilen "circularity" degeri
tmp_aspectratio TNKO elde edilen "aspectratio" degeri
tmp_areaboundingbox TNKO elde edilen sarmalayan kutu alan degeri.
tmp_std_deviation TNKO elde edilen standart sapma degeri.
tmp_glcm_contrast TNKO elde edilen zitlik degeri.
tmp_glcm_correlation TNKO elde edilen korelasyon degeri.
tmp_glcm_energy TNKO elde edilen degeri.
tmp_homogenity TNKO elde edilen homojenlik degeri.
tmp_e TNKO elde edilen entropi degeri.
zm_nX_myY m=X ve n=Y degerleri i¢in Zernike moment degerleri. Cesitli

X,y degerleri igin 64 Oznitelik se¢ilmistir. Bu 6znitelikler, en

biiyiik nodiil kesitinden ¢ikarilmistir.
srnd_max_glcm_contrast SRND ve EBNK elde edilen zitlik degeri
srnd_max_glcm_correlation SRND ve EBNK elde edilen korelasyon degeri

srnd_max_glcm_energy SRND ve EBNK elde edilen enerji degeri
srnd_max_homogenity SRND ve EBNK elde edilen homojenlik degeri
srnd_max_e SRND ve EBNK elde edilen entropi degeri
srnd_max_std_deviation SRND ve EBNK elde edilen standart sapma degeri

srnd_tmp_glcm_contrast SRND ve TNKO elde edilen zitlik degeri
srnd_tmp_glcm_correlation SRND ve TNKO elde edilen korelasyon degeri

srnd_tmp_glcm_energy SRND ve TNKO elde edilen enerji degeri
srnd_tmp_homogenity SRND ve TNKO elde edilen homojenlik degeri
srnd_tmp_e SRND ve TNKO elde edilen entropi degeri
srnd_tmp_std_deviation SRND ve TNKO elde edilen standart sapma degeri
tmp_glcm_autoc TNKO elde edilen "auto correlation" degeri[52]
tmp_glcm_cprom TNKO elde edilen "cluster prominence" degeri[52]
tmp_glcm_cshad TNKO elde edilen "cluster shade" degeri[52]
tmp_glcm_denth TNKO elde edilen "difference entropy" degeri[49]
tmp_glcm_dissi TNKO elde edilen "dissimilarity" degeri[52]
tmp_glcm_dvarh TNKO elde edilen "difference variance" degeri[49]
tmp_glecm_idmnc TNKO elde edilen "inv. dif. m. norm" degeri[53]
tmp_glcm_indnc TNKO elde edilen "inv. dif. norm" degeri[53]
tmp_glcm_inflh TNKO elde edilen "inf. m. of corr. 1" degeri[49]
tmp_glcm_inf2h TNKO elde edilen "inf. m. of corr. 2" degeri[49]
tmp_glcm_maxpr TNKO elde edilen "max. probability" degeri[52]
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tmp_glcm_savgh
tmp_glem_senth
tmp_glcm_sosvh
tmp_glcm_svarh
srnd_tmp_glcm_autoc
srnd_tmp_glcm_cprom
srnd_tmp_glcm_cshad
srnd_tmp_glcm_denth
srnd_tmp_glem_dissi
srnd_tmp_glcm_dvarh
srnd_tmp_glcm_idmnc
srnd_tmp_glcm_indnc
srnd_tmp_glcm_inflh
srnd_tmp_glcm_inf2h
srnd_tmp_glcm_maxpr
srnd_tmp_glcm_savgh
srnd_tmp_glcm_senth
srnd_tmp_glcm_sosvh
srnd_tmp_glcm_svarh
max_glcm_autoc
max_glcm_cprom
max_glcm_cshad
max_glcm_denth
max_glcm_dissi
max_glcm_dvarh
max_glcm_idmnc
max_glcm_indnc
max_glcm_inflh
max_glcm_inf2h
max_glcm_maxpr
max_glcm_savgh
max_glcm_senth
max_glcm_sosvh
max_glcm_svarh
srnd_max_glcm_autoc
srnd_max_glcm_cprom
srnd_max_glcm_cshad
srnd_max_glcm_denth
srnd_max_glcm_dissi
srnd_max_glcm_dvarh
srnd_max_glcm_idmnc
srnd_max_glcm_indnc
srnd_max_glcm_inflh
srnd_max_glcm_inf2h
srnd_max_glcm_maxpr
srnd_max_glcm_savgh
srnd_max_glcm_senth
srnd_max_glcm_sosvh
srnd_max_glcm_svarh

TNKO elde edilen "sum average" degeri[49]

TNKO elde edilen "sum entropy" degeri[49]

TNKO elde edilen "sum of squares" degeri[49]

TNKO elde edilen "sum variance" degeri[49]

SRND ve TNKO elde edilen "auto correlation" degeri[52]
SRND ve TNKO elde edilen "cluster prominence" degeri[52]
SRND ve TNKO elde edilen "cluster shade" degeri[52]
SRND ve TNKO elde edilen "difference entropy" degeri[49]
SRND ve TNKO elde edilen "dissimilarity" degeri[52]
SRND ve TNKO elde edilen "difference variance" degeri[49]
SRND ve TNKO elde edilen "inv. dif. m. norm" degeri[53]
SRND ve TNKO elde edilen "inv. dif. norm" degeri[53]
SRND ve TNKO elde edilen "inf. m. of corr. 1" degeri[49]
SRND ve TNKO elde edilen "inf. m. of corr. 2" degeri[49]
SRND ve TNKO elde edilen "max. probability" degeri[52]
SRND ve TNKO elde edilen "sum average" degeri[49]
SRND ve TNKO elde edilen "sum entropy" degeri[49]
SRND ve TNKO elde edilen "sum of squares" degeri[49]
SRND ve TNKO elde edilen "sum variance" degeri[49]
EBNK elde edilen "auto correlation" degeri[52]

EBNK elde edilen "cluster prominence" degeri[52]

EBNK elde edilen "cluster shade" degeri[52]

EBNK elde edilen "difference entropy" degeri[49]

EBNK elde edilen "dissimilarity" degeri[52]

EBNK elde edilen "difference variance" degeri[49]

EBNK elde edilen "inv. dif. m. norm" degeri[53]

EBNK elde edilen "inv. dif. norm" degeri[53]

EBNK elde edilen "inf. m. of corr. 1" degeri[49]

EBNK elde edilen "inf. m. of corr. 2" degeri[49]

EBNK elde edilen "max. probability" degeri[52]

EBNK elde edilen "sum average" degeri[49]

EBNK elde edilen "sum entropy" degeri[49]

EBNK elde edilen "sum of squares" degeri[49]

EBNK elde edilen "sum variance" degeri[49]

SRND ve EBNK elde edilen "auto correlation" degeri[52]
SRND ve EBNK e¢lde edilen "cluster prominence" degeri[52]
SRND ve EBNK elde edilen "cluster shade" degeri[52]
SRND ve EBNK elde edilen "difference entropy" degeri[49]
SRND ve EBNK elde edilen "dissimilarity" degeri[52]
SRND ve EBNK e¢lde edilen "difference variance" degeri[49]
SRND ve EBNK elde edilen "inv. dif. m. norm" degeri[53]
SRND ve EBNK elde edilen "inv. dif. norm" degeri[53]
SRND ve EBNK elde edilen "inf. m. of corr. 1" degeri[49]
SRND ve EBNK elde edilen "inf. m. of corr. 2" degeri[49]
SRND ve EBNK elde edilen "max. probability" degeri[52]
SRND ve EBNK elde edilen "sum average" degeri[49]
SRND ve EBNK elde edilen "sum entropy" degeri[49]
SRND ve EBNK elde edilen "sum of squares™ degeri[49]
SRND ve EBNK elde edilen "sum variance" degeri[49]

*EBNK: En biiyiik nodiil kesiti, TNKO: Tiim nodiil kesitlerinin ortalamasindan, SRND: Nodiil etrafindaki

alanlardan.
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3.2. Oznitelik Kiimelerinde Boyut indirgeme

Siniflama, kiimeleme veya regresyon gibi makine 6grenimi yontemlerinde kullanilan veri
kiimeleri genelde yiiksek boyutlu ve veriyi tam anlamiyla ifade edip etmedigi
kesinlesmemis Ozniteliklerden olusmaktadir. Bu 0Oznitelikler iizerinde boyut indirgeme,
sadece hesaplama etkinligi ve karmasikligin disiiriilmesi degil, analizin tutarliliginin

arttirtlmasi i¢in de kullanilmalidir [54].

Ozellikle biyoinformatik ve ¢oklu ortam veri analizlerinde biiyiik boyutlarda &znitelik
sayilarina ulasilabilmektedir. Istatistikcilere gore tamimlayici degiskenlerin  &rnek
sayisindan fazla olmasi bir problem olarak goriilmektedir (Big p small n problem, Sekil
3.1). Teoride, bir veri kiimesi iizerinde ¢ikarim yapilacaksa 6rnek sayisi, 6znitelik sayisina

oranla {issel olarak artmalidir [55].

Bir¢ok makine 6grenimi yontemi yiiksek boyutlu verilere karsi duyarlidir (curse of

dimensionality) [56]. Hiz ve analiz basarimi yiikksek boyutlu veriler nedeniyle diigmektedir.

Yiiksek boyutlu veri kiimeleri yukarida belirtilen baz1 sorunlar1 ortaya cikarsa da bazi
firsatlar da sunmaktadirlar [57]. Veri kiimesinin ifade edip etmedigi bilinmeyen bazi
Oznitelikler degerlendirilerek yeni teorik gelismeler kaydedilebilir [58]. Her ne kadar yeni
gelistirilen yontemler biiyiik hesaplama karmasikligina sahip olsalar ve yiiksek boyutlar
ele alabilseler de boyut indirgemek veri modellenmeden Once birgok uygulamada

degerlendirilebilecek bir siiregtir.

(a) (b}

Sekil 3.1 (a) Istenen veri kiimesi yapisi, (b) istenmeyen veri kiimesi yapisi (big p small n
problem) [59].
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Neden boyut indirgeme kullanilmalidir [59]?

e Makine Ogrenimi algoritmalarinda karmasiklik veri kiimesinin boyu ve
Ozniteliklerin boyutu ile artmaktadir. Hesaplama ve bellek ihtiyacin1 azaltmak,
olusturulacak sonu¢ modelin daha basit sekilde ifade edilmesini saglamak igin
gereklidir.

e Veriyi ifade eden Ozniteliklerin azaltilmasi, daha sonraki adimlarda bu
Ozniteliklerin hesaplanmasi maliyetini azaltir.

e Basit modeller, kiiclik veri kiimelerinde daha giivenilir sonuglar vermektedir.

e Veri daha az oznitelikle ifade edildiginde, Oznitelikler ve veri arasinda iliski
kurmak ve bundan bilgi sahibi olmak daha kolay olacaktir.

e Veri boyutunun azalmasi ¢éziimleme ve aykirt degerlerin bulunmasi asamasinda

gorselligin daha kolay olusturulmasini saglamaktadir.

Oznitelik boyut indirgemede kullanilan iki genel yaklagim vardir. Bunlar &znitelik alt
kiime se¢imi (feature subset selection, feature selection) ve 6znitelik ¢ikarimidir (feature

extraction).

3.2.1. Tleri ve Geri Adimh Oznitelik Alt Kiime Secimi
Oznitelik alt kiime segimi, verideki ornekleri tanimlayan birgok 6znitelik iginden bilgi
kazanimini (information gain) veya dogruluk (accuracy) degerlerini en yiiksek yapacak alt

kiimenin belirlenmesi islemidir (Sekil 3.2).
Tanim 1:

X={x;li =1 ..N } seklinde verilen bir oznitelik kiimesinde, amag islevi J(Y)yi en
yiiksek kilacak ve M < N olacak sekilde bir Yy, altkiimesi se¢ilmelidir (3.6).

Yy = {xi1, Xiz, ., Xy} = argmaxy;,, J {x; | i =1..N} (3.6)
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Mitelik Segme 1. Asama
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@ Madel uydurma / Basanm degerlendirme

Sekil 3.2 Oznitelik alt kiime se¢imi i¢in genel gosterim [60].

Durma Kosulu

Alt kiime secimi i¢in ileri (forward) ve geri (backward) adimli yaklagimlar kullanilabilir.
fleri adimli yaklasimlarda, oncelikle segilecek kiime bostur. Daha sonra &znitelikler bu
kiimeye teker teker eklenerek kazanim hesaplanir. Yeni bir Oznitelik eklendiginde
kazanimin artmadig1 (ya da hatanin azalmadigi) kosullarda islem sonlandirilir (Tanim 2).
Geri adimli yaklagimlarda ise tam tersine ilk Once tiim Oznitelikler secili baslanir. Her
adimda Oznitelikler ¢ikarilip; ¢ikan Oznitelik hatayr yiiksek oranda arttirdigi durumlarda

islem sonlandirilir (Tanim 3). Sekil 3.3’de genellestirilmis algoritma [60] verilmistir.
Tanim 2 [59]:

X={x;]i =1 ..N } seklinde verilen bir 6znitelik kiimesinde, ilk adimda Oznitelik

kiimesi bostur. F = { }

Tiim olas1 x; i¢in model egitilir ve E (F U x;) hesaplanir.

j =argmin; E (FU x;) 3.7
olacak sekilde x; asagidaki kosulu saglarsa kiimeye eklenir.

E(Fuxj) < E(F) (3.8)

Tanim 3 [59]:
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X={x;]i =1 ..N } seklinde verilen bir 6znitelik kiimesinde, ilk adimda O6znitelik

kiimesi bostur. F = { }

Tiim olas1 x; i¢in model egitilir ve E (F U x;) hesaplanir.

j =argmin; E (F — x;) (3.9
olacak sekilde x; asagidaki kosulu saglarsa kiimeden ¢ikarilir.

E(F—xj) <E(F) (3.10)

1. Veri kiimesi tizerinde tiim kestiricileri (predictors) kullanarak modeli egit

2. Model basarimini hesapla

3. Degisken 6nemliligini hesapla (variable importance) ya da degiskenleri derecelendir
(ranking)

4. Her alt kiime boyutu i¢in S;,i = 1...§

4.1. En 6nemli S; degiskeni tut.

4.2. (tercihe bagli)Veriyi 0n isle

4.3. Veri kiimesi lizerinde S; kiimesindeki kestiricileri kullanarak modeli egit

4.4, Model bagsarimini hesapla

4.5. (tercihe bagli) Her kestirici i¢in dereceleri yeniden hesapla.

S; lizerindeki basarim profilini hesapla

Yeterli kestirici sayisint hesapla

Her kestiricinin nihai derecelerini hesapla

® ~N o o

En 1yilestirilmis S; tizerinde son modeli olustur.

Sekil 3.3 Ozyineli 6znitelik segim algoritmasi [61].

Oznitelik alt kiimesi segilirken mevcut olan tek veri kiimesi iizerinde se¢im yapmak
hatalara neden olabilmektedir. Ciinkii daha sonra genisleyecek ya da farkli ornekler
gelecek bir veri kiimesinde daha farkli alt kiimeler anlamli ¢ikabilmektedir. Bu yiizden
algoritmalar tizerinde bootstrap ya da ¢apraz gecerleme (cross validation) gibi genelleme
yaklagimlari ile daha tutarli sonuglar elde etmek miimkiindiir. Sekil 3.4’de, Sekil 3.3 i¢in

yeniden 6rnek alma ile genellestirme eklenmis hali verilmistir.
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1. Her bir yeniden 6rnek (resampling) adimi igin
1.1. Yeniden ornek ile veriyi egitim ve deneme kiimesi olarak ayir.
1.2. Egitim veri kiimesine gore tiim kestiricileri kullanarak modeli egit.
1.3. Test veri kiimesi lizerinde kestirim yap.
1.4. Degisken 6nemliligini hesapla (variable importance) ya da degiskenleri
derecelendir
1.5. Her alt kiime boyutu i¢in S;,i = 1...S
1.5.1. En 6nemli S; degiskeni tut.
1.5.2. (tercihe bagli)Veriyi 6n isle
1.5.3. Veri kiimesi tizerinde S; kiimesindeki kestiricileri kullanarak modeli egit
1.5.4. Deneme verilerini kullanarak kestirim yap.
1.5.5. (tercihe bagli) Her kestirici i¢in dereceleri yeniden hesapla.
S; tizerindeki basarim profilini deneme veri kiimesini kullanarak hesapla.
Yeterli kestirici sayisint hesapla

Her Kestiricinin nihai derecelerini hesapla

o M N

En iyilestirilmis S; tizerinde son modeli, tiim veri kiimesini kullanarak olustur.

Sekil 3.4 Yeniden 6rnek kullanan 6zyineli 6znitelik segim algoritmasi [61].

3.2.2. Relieff Yontemi ile Oznitelik Altkiime Se¢imi
Tez caligmasinda, Oznitelik alt kiime secim yontemi olarak Relieff [62] yOntemi
kullanilmigtir. Bu yontem Kira ve Rendell tarafindan sunulan Relief [63] yonteminin

adiml olarak gelistirilmis halidir.

Relief yonteminde, bir verikiimesini tanimlayan n Oznitelik 0 ile 1 arasinda
agirliklandirilacaktir (W). Algoritmanin her adiminda veri kiimesinden rastgele bir 6rnek
secilir. Ve belirli bir komsuluk sayisinda (k), bu 6rnege en yakin 6rnekler nitelik vektorleri
(x) arasindaki Oklid uzaklig1 dlgiilerek segilir. Bu drnekler igindeki, segilen drnek ile ayni
sinifa ait olanlar yakin uyusan (near hit - nh), farkli sinifa ait olanlar yakin uyusmaz (near

miss - nm) olmak {izere, i. agirlik esitlik (3.11)’deki ifadeyle giincellenir.
Wi = Wi - (xl- - Tlhi)z + (Xi - nml-)z (311)

Islemin sonunda agirlik vektdrii W , adim sayisina béliiniir. Tiim niteliklerin agirliklarinimn
normallestirilmis haline bu vektdrdeki degerlerden ulasilir. Oznitelik secimi igin

kullanicinin belirledigi esik degerleri kullanilabilir.
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Relief yontemi giiriiltiiye duyarli, dogrusal zaman gerektiren, kesikli ya da siirekli veri
lizerinde calisabilen bir yaklasimdir. Eksik ve az veri ilizerinde yetersiz kalan bu

algoritmanin gelistirilmis stiriimlerinde bu sorunlar giderilmeye c¢aligilmistir.

Relieff yontemi ¢oklu smifli  verilerde ve eksik degerlerin oldugu verilerde
calisabilmektedir. Yontem, Ozniteliklere agirliklar atayarak, en 6nemliden en az 6nemliye
dogru siralamaktadir. Bu yontemde eksik olan Ozniteliklerin tamamlanmasi i¢in de bir
yaklasim gelistirilmistir. Tez kapsaminda farkli bir eksik deger tamamlama yaklasimi

kullanildigr i¢in bu 6zellik dikkate alinmamustir.

3.3. Eksik Degerlerin Tamamlanmasi

Her bir veri kiimesinde nodiil boyutunun kiigiikligiine bagli olarak bazi 6rneklerinin
Oznitelik degerleri eksiktir. Tez ¢aligmasi baglaminda, bu eksik degerleri (missing values)
tamamlamak i¢in k en yakin komsuluk yakistirma (k-nearest neighbour imputation) [64]
yontemi kullanilmistir. Bu yontem, 6rnegin eksik olmayan degerlerini kullanarak en yakin
k komgulugunu bulur. Eksik olan veri, komsuluklarda eksik olmayan degerlerin ortalamasi
kullanilarak tamamlanir. Expectation maximization, regression, single value decomposition

gibi yaklagimlar da bu problemi ¢6zmek i¢in kullanilabilir.

3.4. Veri Kiimelerinin Dengelenmesi

Bircok radyografik tanimlayicinin veri kiimesi yiiksek oranda dengesiz dagilmistir. Sekil
3.5’de “sublety” tanimlayicisi igin sinif histogrami verilmistir. Bu tanimlayicida nodiillerin
%70’e yakin oran1 5 simnifina aittir. Benzer durum birgok tanimlayict icin gecerlidir. Az
Oornege sahip smifin daha az ifade edilmesi sorununu ¢dézmek icin veri dengeleme

yontemleri kullanilmistir.

Verinin 6rnek arttirrmi igin Synthetic Minority Over-sampling Technique (SMOTE) [65]
yontemi kullanilmistir. SMOTE, ayni ornekleri ¢ogaltmak yerine, mevcut ornekleri
kullanarak yapay veriler iiretmektedir. Ihtiyag duyulan ornek artinmina bagl olarak,
azinlikta olan smifin segilen bir 6rnegi k komsulugundaki 6rnekleri kullanilarak gogaltilir.
Ornek ve komsular1 secildikten sonra, dznitelik vektdrleri arasindaki fark hesaplanr.
Bulunan fark 0 ile 1 arasinda segilen rastgele bir deger ile ¢arpilir ve drnegin degerleriyle
toplanir. Boylece yeni 0rnek, secilen 6rnek ve komsulart arasinda bir diizlemde yer alir
[65]. SMOTE yontemi, basit ve etkili bir yontemdir ve 6rnek tekrar etme gibi asirt uyum

(over fitting) sorunlarina yol agmamaktadir.
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Asirt O6rnege sahip siniflarda ise, sinifa 6zel 6znitelik uzayinda tanimlanan digbiikey ortii
yontemi ile veri indirgenir. Digbiikey ortii tizerinde 6znitelikleri bulunan 6rnekler segilir ve
geri kalanlar atilir. Esitlik (3.12)'de, CH, n boyutlu bir 6rneklem uzayinda noktalar kiimesi
olmak iizere; N noktalarmn sayist (Pi,...,pn) V€ 4;, pj 'nin agirhgidir. CH noktalarina sahip

tiim digbiikey kiimelerin kesisimine disbiikey ortii denir [66].
CH={Z 4p;: 4;20V), Ej,4 =1} (3.12)
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Sekil 3.5 Sublety tanimlayicisi i¢in sinif histogrami. (Dikey eksen 6rnek sayisidir)

3.5. Siniflama Yoéntemleri
Gelistirilen yontemler ile karsilastirmada kullanilacak siniflayicilara ait bilgiler bu kesimde
verilecektir. Her baslik altinda kullanilan parametreler verilmistir. Parametrelerin segilmesi

icin Orange [67] yaziliminin parametre en iyilestirme yaklagimlari kullanilmstir.

3.5.1.C45
C4.5 [68] siniflama algoritmasi ID3 [69] ve CLS [70] gibi algoritmalarla ayn1 kokenden
gelmektedir. C4.5 karar agaci olarak ifade edilebilen siiflandiricilar iiretir. Ayn1 zamanda

daha anlagilir kural kiimeleri seklinde gosterilebilen siniflandiricilar da olusturabilir [71].
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Karar agaclari, bir 6rnegin kok diiglimiinden baglayarak her bir diiglimde test edildigi,
yaprak diiglimlerine ulastiginda ise sinif degerleri ile siniflama sonucuna ulasilan

yapilardir.

Bir S drneklem verildiginde, C4.5 ilk olarak bl ve fethet (divide and conquer) yaklagimi

kullanarak bir karar agaci tretir:

e Eger S’deki tiim ornekler ayni sinifa aitse ya da S kiigiikse, diiglim yaprak olarak
belirlenir ve S kiimesinde en sik rastlanan sinifla etiketlenir.

e Aksi durumda; iki ya da daha fazla ¢iktis1 olan tek bir 6znitelik segilir. Bu 6znitelik
agacin kokii gibi diisiiniiliir ve her bir ¢ikt1 i¢in test yapilir. Test sonucu en ¢ok

kazanimin oldugu 6znitelik ve ¢iktilar agacin diigiimii olarak eklenir.

Diigiimde kullanilacak niteligin belirlenmesi igin farkli testler uygulanabilir. Bu testlere

Gini index, bilgi kazanimi orani (information gain ratio) drnek verilebilir.

Karar agacini1 temel alan algoritmalarda asir1 biiyliyen agaglar1 diizenlemek ve verinin bu
baglamda asirt uyuma (overfitting) neden olmamasi i¢in budama (pruning) yaklasimlari da
uygulanmaktadir. Budama yapraklardan koke dogru uygulanir. En basit budama yontemi
olarak; yapraklardan baslayarak her karar diigimii, diigiimiin altinda yer alan en popiiler
siif degeri ile degistirilir. Eger siniflama basariminda degisiklik yoksa bu isleme devam

edilir.

3.5.2. Destek Vektor Makinalar: (Support Vector Machines - SVM)
SVM [72] saglam teorik altyapisi ile makine 6grenimi algoritmalar1 iginde giivenilir ve
tutarli sonuglar iireten, az sayida ornek ile egitilebilen, verinin boyutuna duyarsiz olan bir

algoritmadir [71].

Verinin dogrusal ayrilabildigi durumlart daha iyi ifade etmek i¢in asagidaki Ornek
verilebilir [59]. iki smifli ve her biri -1 ve +1 olarak isaretlendigi varsayilsin. Orneklem
X ={xtr'} , eger x* € C; ise rt = +1, eger x* € C, ise r* = —1 olsun. En iyi
ayrilmayi saglayan hiper diizlem w ve w asagidaki gibi ifade edilebilir (3.13 ve 3.14).

rt=+1 icin wixt+ w, > +1 (3.13)
rt= -1 igin wixt+ w, < —1 (3.14)

Yukaridaki esitlikler asagidaki gibi tekrar yazilabilir (3.15).

rt(wixt + w, = +1) (3.15)
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Hiperdiizlem hesaplandiktan sonra Sekil 3.6’de de goriilecegi tlizere iki sinif tam ortadan
gecen diizlem ile dogrudan ayrilabilir. Fakat daha iyi bir genellestirme saglamasi agisindan
hiperdiizlem ile siniflarin hiperdiizleme olan mesafelerini (margin) en iyi sekilde ifade

etmek gereklidir.

Sekil 3.6 SVM i¢in iki boyutta ve iki 6znitelikle ifade edilmis, veri ve destek vektor

gosterimi.

SVM baslangicta dogrusal olarak ayrilabilen veri kiimelerinde g¢aligabilir olarak
tasarlanmigsa da, ¢ekirdek islevleri (kernel functions) ile aralarinda dogrusal iliskiler
olmayan veriler tizerinde de uygulanabilmektedir. RBF-SVM (radial basis function-svm),
Polynomial-SVM bu ¢ekirdeklere 6rnek verilebilir. Bu 6zelligi ile birgok algoritmaya gore

daha esnek uygulanabilirlik saglamaktadir.

Tez kapsaminda karsilastirma icin kullanilan tekil siniflayicilarda c¢ekirdek islevi dogrusal,

maliyet degeri 0.10, hata pay1 parametresi 0.001 secilmistir.

3.5.3. Random Forests (RF)

Karar agaglari (decision trees) smiflama igin sik¢a kullanilan yaklagimlardir. RF
algoritmas1 ise biinyesinde rastgele birgok karar agaci olusturan ve bunlar i¢inden en
uygununu belirleyen bir takim (ensemble) algoritmadir. Bu “rastgelelik” hem oznitelik
secme, hem de deneme/ egitim veri kiimelerini tanimlama asamasinda uygulandigi i¢in

ayr1 bir genellestirme (generalization) yaklasimina gerek duymaz [73].

RF’de olusturulan her bir karar agaci, orijinal veri kiimesinden elde edilmis farkli

orneklem (bootstrap sample) iizerine olusturulur. Veri kiimesinin bir kismi1 deneme igin
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ayrilir ve her bir agacin olusturulmasi esnasinda egitim setine dahil edilmez. Genelde

egitim verisi drneklemin %66’sindan, deneme verisi ise %34’ tinden olusmaktadir.

Karar agaglariin olusturulmasi asamasinda, agacin her bir diiglimii belirlenirken; tamami
K kadar olan oznitelik iginden rastgele segilen k (kK < K) 6znitelik kullanilir. Diigiimde
kullanilacak Oznitelikler gini importance denen bir ol¢iim ile belirlenir.
Degisken/Oznitelik onemliligi (variable importance) degerlendirmesi yine bu asamada

elde edilen hesaplamalarla yapilir.

Bir o6rnek oOznitelikleri ile RF ile egitilmis sisteme verildiginde, iiretilen tiim karar
agaclarindan siniflamaya sokulur. Sonug kesikli veri i¢in ¢ogunluk oylama, siirekli veri

icin ortalama ya da agirlikli ortalama ile belirlenebilir.
RF algoritmasinin sahip oldugu bazi 6zellikler [73]:

e Bircok smiflama algoritmasinin aksine mikroarray veriler gibi biiyiik boyutlu ve az
ornek olan veriler lizerinde giivenilir sekilde sonug iiretebilir.

e Biiylik veri kiimelerinde etkin olarak calisir.

e Hangi degiskenlerin siniflama i¢in 6nemli olduguna dair bilgi verir.

e Eksik veriyi tahmin etmek i¢in etkili bir yontemi vardir.

e Niifusun dengesiz dagildigi veri kiimelerinde, hatayr azaltmak icin yontemler
barindirmaktadir.

e Olusturulan “ormanlar” baska veriler tizerinde kullanilmak i¢in saklanabilir.

e Sahip oldugu o6zellikler genisletilerek etiketlenmemis veri lizerinde, kiimeleme ve

aykir1 deger tespitinde kullanilabilir.

Tez kapsaminda karsilastirma i¢in kullanilan siniflayicilarda agac sayisi parametresi 100

secilmistir.

3.5.4. Naive Bayes
Naive Bayes algoritmasi, Bayes Teoremine bagli olarak (3.16), kosullu olasiliklara
dayanarak hesaplanan; karmasik yapis1 olmayan, tekrarli parametre kestirim diizeneklerine

ihtiya¢ duymayan bir algoritmadir [71].

p(x,i) p(X|Dp@)
_ ( 3.16
p(x) Z?zlp(X|l‘ )p(i') (3.16)

p(ilx) =
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i = 0,1 seklinde etiketlenmis iki simifli bir veri olsun. Egitim kiimesindeki 6rneklerin
baslangi¢ sinif iiyeliklerini kullanarak bir deger (score) bulunsun ve bu degerden biiyiik
olanlar1 1 sinifiyla, kiiciik olanlar1 0 sinifiyla iliskilendirilsin. Daha sonra belirlenen bir t

esik degeri bu degerler karsilastirilarak siniflama islemi yapilir.

Naive Bayes’de biitiin 6znitelikler kosullu olarak birbirinden bagimsiz varsayilir (3.17: X
Oznitelik vektord, 1 sif etiketi, N 6znitelik sayis1). Cogu durumda bdyle olmadigi halde

sonug¢ model siniflandirmay1 basarili yapmaktadir.

p(x|0) = I1n pCxnli) 3.17)

3.5.5. Adaboost
Biitiinlesik/takim 6grenme (Ensemble learning) bir problemi ¢ozmek igin birden fazla
O0grenme yontemini bir araya getiren yaklagimlardir [73], [74]. Biitiinlesik yontemlerin

genellestirme yontemleri ¢ogunlukla tekil yontemlerinkinden daha iyi olmaktadir.

Freund ve Schapire [75] tarafindan sunulan Adaboost algoritmasi en onemli biitiinlesik
algoritmalardan birisidir. Kolay gerceklestirimi ve saglam teorik altyapisi ile dogru tahmin

yapan ve basarili uygulamalari olan bir yaklasimdir.

X orneklem uzayr ve Y ={—1,+1} smuf etiketleri kiimesi olsun. Egitim kiimesi
{(x1,¥1), s (X Ym)} ve t'nci 6grenme adiminda agirhiklarin (weight) dagilimlari Dy
olarak ifade edilsin. Adaboost algoritmasi oncelikle tiim egitim 6rneklerine, (x;,y;) (i €
{1, ...,m}), esit agirlik atar. Temel 6grenme algoritmasi; egitim kiimesi ve D;'den zayif
Ogrenici (weak learner) h;: X — Y elde eder. Bu asamadan sonra hatali siniflanan
orneklerin agirliklart artirthir ve Dg, hesaplanir. Bu islemler T adim kadar agirliklar
giincellenerek devam eder. Sonu¢ model, T adet zayif 6grenicinin aldig1 agirlikli oy

cogunlugu degerlendirilerek olusturulur.

Cok smifli problemleri ¢ozmek i¢in Ada-Boost.M1 algoritmast sunulmustur [75]. Ayni

problemin ¢dziimii i¢in 6nerilen bagka bir siirimii de AdaBoost.MH algoritmasidir [76].

Tez kapsaminda karsilastirma i¢in kullanilan Adaboost siniflayici, Naive Bayes algoritmasi

tizerinden arttirma (boosting) yontemi kullanilarak olusturulmustur.
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3.5.6. K-En Yakin Komsuluk (K Nearest Neighbours - kNN)
KNN 6rnegi, egitim kiimesinde en yakin k komsusunun sinif degerleri ele alinarak siniflar.
Bu smiflamanin sonucunu etkileyen ii¢ temel kavram vardir: egitim kiimesindeki verilerin

etiketleri, k degeri ve 6zniteliklerin yakinliginin belirlendigi uzaklik 6l¢ii yontemi.

A

Y

Sekil 3.7 kNN i¢in 6rnek gdsterim.

k degerinin kiigiik se¢ilmesi siniflama asamasinda verinin giiriiltiiden (noise) etkilenmesine
sebep olabilir. Biiyiikk secilirse 6rnegin ait oldugu smif disindan da bir¢ok komsu
degerlendirmeye katilabilir. Uzakhik Ol¢ciimii ise yapilan smiflandirma tiiriine gore
belirlenmesi gerekebilir. Ornegin belgeler smiflanirken Euclidean uzakligi kullanmak
yerine cosine 6l¢iimii kullanmak daha dogru olabilir [71], [77]. Ozniteliklerin deger olarak
birbirinden ¢ok farkli oldugu (6rn: boy 06l¢iisii, maas) durumlarda uzakligin hesaplanmasi
esnasinda bliyiikk veriler baskin olabilir. Bu sorunun ¢o6ziilmesi i¢in normallestirme

yaklagimlari (6rn: z-score) kullanilabilir.

Sekil 3.7°de iki boyutlu 6znitelik uzayinda (x-y) dagilan 6rneklem kiimesinin, k degeri 3
olan kNN islemi sonrasi kiimelenmis hali gosterilmistir. Her bir 6rnek, ilgili kiimelerin

merkezlerine uzakliklarina gore kiimeye iiyeliklerine karar verilmektedir.

Tez kapsaminda karsilastirma i¢in kullanilan siniflayicilarda komsuluk degeri 5, uzaklik

olgtim tiirii Oklid segilmistir.

3.5.7. Dogrusal Ayrim Analizi (Linear Discriminant Analysis - LDA)
Dogrusal ayrim analizi Fisher tarafindan sunulmus bir yontemdir [78]. LDA, siniflari en iyi

ayiran dogrusal 6znitelik kombinasyonlarini arama {izerine gelistirilmistir. Bu o6zelligi ile
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ayni zamanda boyut indirgeme yaklasimi olarak da kullanilmaktadir. LDA, siniflar

arasinda ayrim bilgisini kaybetmeyecek en uygun sekilde boyut indirgemeyi amaglar.

Bu siniflama yonteminde, bagimli degisken (Y) grup/sinif, bagimsiz degiskenler (X) ise bu
smiflar1 tanimlayan 6znitelikleri tanimlar. Bagimli degisken her zaman kategori, bagimsiz

degiskenler ise sayisal veri olabilir.

Fisher’in Onerisine gore, ortalamalar arasindaki farkin en yiiksek degere yaklastirilmasi
smif i¢i daginikligi normallestirerek saglanir. Bu dagmiklik varyans olarak da ifade
edilebilir. Fisher’in dogrusal ayrimi, kriter islevini en yiiksek yapan dogrusal w’x islevi
olarak tanimlanir. Sonug olarak ayni siniftan 6rneklerin birbirine en yakin oldugu, farkli

sinif ortalamalarinin ise en uzak oldugu muhtemel yansima bulunmaya ¢alisilir [79].

Tez kapsaminda karsilastirma i¢in kullanilan simiflayicilarda karsilastirma parametresi

olarak “dogrusal sinirlar” ve gama degeri 0 olarak kullanilmstir.

3.6. Siniflama Algoritmasini1 Se¢mek icin Kullanilacak Yontemler

Literatiirde tanimli birgok siniflama algoritmasi bulunmaktadir ve bu algoritmalarin
temelleri istatistik, makine 6grenimi ve sinir aglart gibi farkli alanlardan gelmektedir [80].
Bagging, boosting gibi yaklasimlarin bu algoritmalarla biitiinlestirilmesiyle sayilar1 daha
da artmaktadir. Bu yiizden hangi algoritmanin kullanilacagimin belirlenmesi 6nemli bir

problemdir [81].

Brachman [82]’a gore algoritmanin se¢imi analizcinin tecriibesine ve arastirma alanina
bagli, deneysel bir siiregtir. Algoritmalar farkli veri kiimeleri {izerinde, hatta ayni veri
kiimesinin farkli altkiimeleri iizerinde farkli basarimlar elde edebilir. Buna ragmen

algoritmalarin degerlendirilmesi ve basarimi en yiiksek olanin belirlenmesi miimkiindiir.

Brazdil ve Soares [81]’in ¢alismalarinda onerdikleri degerlendirme yontemleri ele alinip,
algoritma se¢iminde dayanak olarak kullanilmistir. Bu degerlendirme yontemleri Ortalama
Siralamalar (Average Ranks (AR)), Basari Deger Oranlar1 (Success Rate Ratios (SRR)) ve
Onem Kazanimlari (Significant Wins (SW))’dur.

3.6.1 Ortalama Siralamalar (Average Ranks (AR))
Bu 6l¢iim Friedman’in M istatistiginden yola ¢ikilarak gelistirilmis basit bir yaklasimdir
[83]. Algoritmalar, her bir veri kiimesi igin, 6l¢iilen hata oranina (error rate) gore siralanir

ve buna gore derecelendirilir. rji , J algoritmasimin i veri kiimesi tizerindeki derecesidir —n
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toplam veri kiimesi sayisi olmak iizere her algoritma igin ortalama dereceler asagidaki

esitlik ile hesaplanir (3.18).
n=Qir)/n (3.18)
Son degerlendirme ortalamas1 alinmis dereceler tizerinden yapilir.

3.6.2. Basar1 Deger Oranlar: (Success Rate Ratios (SRR))

Bu derecelendirme Ol¢liimiinde algoritmalarin  ikili olarak, karsilikli basarimlart
degerlendirilir. Her bir j,k algoritma ikilisi i¢in; ER?, algoritma j 'nin i veri kiimesi {izerinde

hesaplanan hata orani olmak iizere;
SRR}, = (1—ER})/ (1 — ER}) (3.19)
(3.19) esitligi hesaplanir. Bu durumda veri kiimesinde daha basarili sonug iireten algoritma

2, algoritma 1’in lizerinde deger alacaktir.

Daha sonra iki basar1 oranlarinin ortalama degerleri hesaplanir. n veri kiimesi sayisi, j,k

algoritma ikilisi olmak {izere;
SRR;x = (X;SRR};)/n (3.20)

(3.19) esitligi hesaplanir. Bu deger j algoritmasinin k algoritmasi {izerindeki genel

avantaj/dezavantaj1 olarak adlandirilabilir.

Son olarak algoritma j’nin genel basart deger orani, m algoritmasi sayisi olmak iizere
(3.20) seklinde hesaplanir.

SRR; = (S SRR;;)/(m — 1) (3.21)

3.6.3. Onem Kazamimlan (Significant Wins (SW))

Bu yontemde derecelendirme, iki yontemin karsilikli ikili  hipotez test sonuclarina
dayanarak yapilir. Oncelikle iki algoritma arasindaki basarim farkliliklarinin énemi test
edilir. Bu islem tiim veri kiimeleri i¢in yapilir (Brazdil ve Soares énemlilik orant %5 olan
ikili t testi kullanmistir). Amac algoritmalar arasindaki farki bulurken, bu farkin 6nemini

de degerlendirmeye alarak giivenilir sonug elde etmektir.

ER} & ER! olacak sekilde, eger i veri kiimesi itizerinde, algoritma j algoritma k’dan

dikkate deger bir bicimde daha iyiyse; j algoritmasi K ilizerinde kazanmis olur. Bu kazanim
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degerleri bir kazanim tablosunda biitiinlestirilebilir. W]‘k , algoritma j’nin k tizerindeki

kazanimini gostermek iizere, (3.22)’de ifade eden degerleri alir.

1, Eger ER} < ERj,
Wik = -1, Eger ER} < ER} (3.22)
0, Diger durumlarda

Tanima gore W]lk = —Wki, ; olmaktadir.

Daha sonra algoritmalarin kargilikli kazanimlarinin olasiligi olan pw;; hesaplanir. Bu

degere j algoritmasinin k’dan 6nemli derecede basarili oldugu veri kiimesi sayisi toplam

veri kiimesi sayis1 olan n’ye boliintir.

Son olarak algoritmalarin genel 6nem kazanim olasiliklari, m algoritma sayis1 olacak

sekilde (3.23) hesaplanir.
pw; = Qkpwjk)/(m—1) (3.23)

3.7. Degerlendiriciler Aras1 Uyumun Tespiti

LIDC veritaban1 gibi ¢oklu degerlendiricinin oldugu verilerde, farkli degerlendiriciler
arasinda uyumun olup olmadigimin Ol¢iimiinii  yapmak i¢in bazi  yOntemler
kullanilmaktadir. Bunlardan en bilinenlerine Krippendorf'un Alpha katsayisi [47], Cohen'in
Kappa katsayist [41], Scott'n Pi katsayis1 [48] ornek olarak verilebilir. Bu tez kapsaminda
LIDC wverisi iizerinde tim degerlendiricilerin esit diizeyde tecriibeye sahip oldugu
varsayimi yapilmistir. Bu varsayim literatiirdeki tiim calismalarda yapilmaktadir. LIDC'de
tiim Ornekleri dort farkli radyolog degerlendirmistir, fakat her 6rnek ayni radyolog kiimesi
ile degerlendirilmemistir (buna dair bir bilgi veritabaninda bulunmamaktadir —doktorlara
ait bilgi anonim olarak isaretlenmistir). Calismada farkli okuma oturumlarindan yakin

basarim elde edip etmedigimizin 6l¢limiinde Krippendorf'un Alpha katsayist kullanilmigtir.

3.7.1. Krippendorf'un Alpha Katsayisi

Krippendorff alfa (a)), gézlemciler veya degerlendiriciler arasindaki uyumun 6l¢iimii igin
gelistirilmis bir giivenirlik katsayisidir [47]. Literatiirde en yaygimn olarak kullanilan
degerlendiriciler-aras1 giivenilirlik ydntemidir [84] . Ozellikle ikiden fazla gdzlemcinin
varliginda giivenilirligin zorlastigina dair bir inan¢ mevcuttur; ancak Krippendorff alfa ikili
karsilastirmalar yaptigindan, gézlemci sayisindan bagimsiz bir 6l¢lim saglamakta ve o’nin

1yi bir giivenilirlik 6l¢limiiniin tiim 6zelliklerini karsilayan standart olarak en uygun 6l¢iim
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oldugu ileri siiriilmektedir [85]. a, icerik analizinden ortaya ¢ikmakla beraber; daha genis

olarak uygulanabilirdir [47]. a’nin genel formu (3.24)’de verilmistir.

D, , gbzlenen uyumsuzluk, D, ise birimlerin 6zelliklerinden degil sans eseri ortaya ¢ikan;
yani beklenen uyumsuzluk olarak ifade edilebilir. Uyum 6lgiitli, gézlenen uyumsuzlugun,
beklenen uyumsuzluga boliinmesi ile elde edilir. D,=0 ve dolayisiyla o0=1 oldugunda
gozlemciler aras1t uyum miikemmeldir. Ancak gézlemciler sans eseri uyumlu ise, D,=1 ve
a=0 olur. Bu durumda giivenilirlik s6z konusu degildir; yani kategoriler ya da o6lcek

puanlar istatistiksel olarak iligkili degildir [47], [85]. a’nin araligi ise sOyledir: 1 > a > 0.

Krippendorf Alfa, arastirmacilara ayni giivenilirlik standardi ile ¢esitli verileri
degerlendirme imkani saglar. o; sadece iki degil daha fazla sayida gozlemcinin varliginda,
herhangi bir sayida kategori, Olcek degeri veya Olclimiin varliginda, her tiir 6lgek
diizeyinde (smiflayici, sirali, aralikli veya oranli), tamamlanmamis veya kayip verinin

varliginda ve hem biiyiik hem de kiigiik 6rneklemlerde uygulanabilirdir [47].

3.8. iki Algoritma Arasindaki Farkin Test Edilmesi
Iki algoritma arasindaki hata orani arasindaki anlamliligin test edilmesi icin Snedecor ve

Cochran [86] tarafindan basit bir yontem onerilmistir [87].

A algoritmas1 tarafindan yanlhs siniflanan 6rnek olasiigi p,, B algoritmasi tarafindan
yanlis siniflanan ornek olasiligt pgolsun (3.25, 3.26) (ny:Her iki algoritma tarafindan
yanlig siniflanan 6rnek sayisi, ny;: Sadece A algoritmasi tarafindan yanlis siniflanan 6rnek

sayisl, nqo: Sadece B algoritmasi tarafindan yanlis siniflanan 6rnek sayisi, n: toplam 6rnek

sayi1st).
pa = (oo + np1)/n (3.25)
pe = (Moo + N10) /1 (3.26)

p iki hata olasiliginin ortalamasi olmak lizere (3.27), yokluk hipotezi altinda, standart hata

se esitlik (3.28) gosterildigi sekilde hesaplanir.

p = (Pa+p8)/2 (3.27)

se = /@ (3.28)

37



Coziimleme sonucunda, yaklasik olarak standart normal dagilima sahip z istatistigi elde

edilir (3.29). Eger |z| >Z, 975 = 1.96 ise yokluk hipotezi reddedilir (p < 0.05).

PA"PB (3.29)

Z =
/Zp(l—p)
n

3.9. Yontem Basarimlariin Olciilmesi
Tez caligmalar1 kapsaminda oOnerilen yontemlerin ve karsilastirilan siiflayicilarin
basarimlarinin 6l¢iilmesinde smiflama basarimi1 (Classification accuracy,SB), duyarlilik

(sensitiviy, Duy.) ve segicilik (specificity, Seg.) ol¢iitleri kullanilmistir.

Siniflama basarimi, siniflayicilarin bir 6rneklem igindeki dogru siifladigl drnek sayisinin
tim Ornek sayisina boliindiigl 6l¢iimdiir. TP, dogru tanimlanmis 6rnek sayisi; TN, dogru
reddedilmis 6rnek sayisi; FP, hatali tanimlanmis 6rnek sayist; FP, yanlis reddedilmis 6rnek

say1s1 olmak iizere siniflama basarimi Esitlik (3.30)’daki gibi ifade edilir.
SB=(TP+TN)/(TP+TN+FP+TN) (3.30)

Duyarlilik, dogru tanimlanmis 6rnek oranini belirtmektedir (true positive rate). Esitlik
(3.31)’deki gibi ifade edilir.

Duy.= (TP)/(TP + FN) (3.31)

Segicilik, dogru reddedilmis ornek oranmni belirtmektedir (true negative rate). Esitlik
(3.32)’deki gibi ifade edilir.

Sec.= (TN)/(FP + TN) (3.32)
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4. LIDC VERI KUMESI VE COZUMLEMESI

4.1. LIDC Veritabani

Bilgisayarli tomografi sistemlerinin gelismesinin, bu goriintiilleme tekniginin sikca
uygulanmasi {izerinde ¢ok oOnemli etkileri olmustur. Hastanin hareketlerinden daha az
etkilenmesini saglayacak, daha ayrintili ¢ekim i¢in sik araliklarla ¢ekim yapacak sistemler
goriintli kalitesini arttirdigr gibi; 6nemli miktarda verinin olugmasina da sebep olmuslardir.

Bu gelismeler ile radyologlarin {izerine diisen ylik de artmaya baslamistir.

Bilgisayar destekli tan1 (computer aided diagnosis - CAD) sistemleri, bir¢ok tip alaninda
oldugu gibi bu alanda da radyologlarin isleri kolaylastirmak icin yaygin kullanilmaktadir.
Gelistirilen sistemler i¢in en biiyiik sikinti, dogru sekilde etiketlenmis ve genellestirme igin

kullanilabilecek verinin elde edilmesidir.

2001 yilinin Nisan aymda, National Cancer Institute akciger CT goriintiilerinden olusan,
Internet iizerinden ulasilabilecek bir veri ambari kurulmasi i¢in “Lung Image Database
Resource for Imaging Research” bashigi altinda bir talep olusturulmustur. Bu amagla,
Amerika Birlesik Devletlerinde etkinlik gosteren bes akademik enstitiiniin ¢abasi ile
(Cornell University, University of California, University of Chicago, University of lowa,
University of Michigan), bilgisayar destekli tani sistemlerinin gelistirilmesi igin
kullanilacak, iizerinde ortak gorlis saglanmis bir goriintii veri tabani olan Lung Image

Database Consortium’u (LIDC) gelistirmistir.

Goriintiiler toplanmadan Once, bilimsel olarak giivenilir bir veritabani olusturmak igin
caligmalar  yapilmasit gerekli olmustur. Tomografi goriintiilerinin  veritabanina
uygunlugunun denetlenmesi, nodiillerin degerlendirilmesi i¢in uygun tanimlarin yapilmasi,
veritabaninin genislemesi i¢in uygun modelin seg¢ilmesi, kullanicilara yol gosterecek
istatistiksel bir catinin olusturulmasi gibi hazirlik asamalarindan sonra verilerin toplanip

degerlendirilmesi asamasina gecilmistir.

Toplanilan DICOM verilerinde akciger goriintiilerinin yan sira; tomografi cihazinin teknik
parametreleri, modeli ve yeniden yapilandirma algoritmasi; yas, cinsiyet, sigara gecmisi ve

Olctimii yapilmis herhangi klinik tani bilgisi de XML yapisinda eklenmistir.
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Sekil 4.1 Ornek LIDC tomografi goriintiileri.

Reading Session 1 Reading Session 2 Reading Session 3
Sublety: 5 Sublety: 5 Sublety: 5
Internal Str: 1 Internal Str: 1 Internal Str: 1
Calcification: 6 Calcification: 6 Calcification: 6
Sphericity: 3 Sphericity: 3 Sphericity: 5
Margin: 3 Margin: 4 Margin: 4
Lobulation: 3 Lobulation: 4 Lobulation: 1
Spiculation: 4 Spiculation: 5 Spiculation: 5
Texture: 5 Texture: 5 Texture: 4
Malignancy: 5 Malignancy: 5 Malignancy: 4

Sekil 4.2 LIDC 6rneginden bir CT kesiti. Ayn1 nodiil ti¢ farkli radyolog ratafindan

degerlendirilmistir.

Goriintii kalitesi tanimlanmasi zor bir Ozniteliktir. Hasta hareketinden ya da tarayicidan
kaynakli hatali goriintiiler olusabilmektedir. Bu veri tabaninda da benzer kusurlu
goriintliler bulunsa da, bunlar veritabanindan c¢ikarilmamistir; fakat goriintii kalitesi
hakkinda bilgi vermek amaciyla “marginal” ya da “unaccaptable” bilgisi ile
kaydedilmistir. Veri kiimesine literatiirde tanimlanmis nodiil ¢ap1 olan 30 mm.’ nin iistiinde

nodiil tanimlanmamustir. En kiigiik yarigap olarak ise 3 mm. sinir1 koyulmustur.
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Gorlintlilerin -~ degerlendirilmesi  i¢in  dort farkli enstitiden farkli radyologlar
gorevlendirilmistir. Verileri degerlendirme asamasi “blinded” (her radyolog ilk asamada
tek basina degerlendirmistir) ve “unblinded” (her radyolog diger radyologlarin
degerlendirmelerini de gz oniine alarak degerlendirmistir) olarak ikiye ayrilmistir. iki
asamada da ayni1 adimlar gerceklesir: bir radyolog bir taramadaki tiim nodiilleri
olabildigince tespit edip radyolojik yapist hakkinda bilgi vermelidir. Boyutu 3mm’den
kiiglik oldugu halde nodiil olabilecegine dair kusku duyuldugunda bu bélge konumu
isaretlenmektedir. “Blinded” okuma asamasi tamamlandiginda, biitiin radyologlarin bilgisi
bir araya getirilip, her bir radyologa dagitilmistir. Boylece her bir radyolog, diger
radyologlarin  degerlendirmesini de g6z  Onlinde  bulundurarak  kararlarini
diizenleyebilmistir. Hasta ve tomografi c¢ekimlerine ait bilgilerin bulundugu XML

kiitiigiinde sadece “unblinded” okuma agamasi eklenmistir.

Veri taban1 farkli CAD yapist tanimlayan arastirmacilar i¢in kaynak olabilecek
Ozniteliktedir. Eger arastirmaci sirali goriintiiler iizerinde nodiil gelisimini denetleyen bir
caligma yapacaksa, ayni hastaya ait, belli bir siire aralikla ¢ekilmis birden fazla tomografi
taramasini Kullanabilecektir. Eger tek bir tarama iizerinde galisma yapacaksa mevcut

patolojik bilgiyi kullanabilecektir.

Toplam 1010 hasta i¢in tarama sonucu Veritabaninin son siiriimiinde bulunmaktadir.
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Cizelge 4.1 Radyografik Tanimlayici tanimlar1 ve dereceleri.

Radyografik
Tanimlayici

Tanim

Dereceler

Calcification

Internal Structure

Lobulation

Malignancy

Margin

Sphericity

Spiculation

Sublety

Texture

Nodiildeki kire¢clenme yapilanmasi.

Nodiiliin beklenen i¢ yapisi.

Lobular seklin sinir ile
belirginliginin olup olmamasi.

Noduliin habislik orani.

Sinirlarin belirginligi.

Yuvarlaklik baglanminda nodiiliin
boyutsal sekli.

Nodiildeki  smirlarindaki
yapilasmanin derecesi.

sivri

Nodul ve civarindaki
arasindaki zithik.

yapilar

Nodiiliin i¢ yogunlugu.

ORWNROOMWONRPUORMONRPUORMWONROORMONRPUORMONRUORMWONRPRAONROORWNR

. Popcorn

. Laminated
. Solid

. Non-central
. Central

. Absent

. Soft Tissue
. Fluid

. Fat

. Air

. Marked

. None

. Highly Unlikely

. Moderately Unlikely
. Indeterminate

. Moderately Suspicious
. Highly Suspicious
. Poorly Defined

. Sharp
. Linear

. Ovoid

. Round
. Marked

. None

. Extremely Subtle

. Moderately Subtle

. Fairly Subtle

. Moderately Obvious
. Obvious

. Non-Solid

Part Solid

Solid
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4.2. LIDC Okuyucu
Bu kesimde LIDC veri tabani [10] bilgilerini okumak ve gostermek icin tasarlanan arag

anlatilacaktir. Arag, MATLAB ortami iizerinde gelistirilmistir.

<) WdicOkuyucu

=10lx|

P‘LD!C DB 6rnek\LIDC-IDRILIDC-IDRI-005311.3.6.1.4.1.14519.5.2.1.6279.6001 2332 Open XML

Reading Sessions (Radiologists)

jodules (Non-nodules not included)

DICOM Files:

000092 dcm
000074 dcm
(000016 dem
1000048 dlem
(000093 dem
000023 .dcm
000061 dcm
000039 .dem L‘

Sekil 4.3 LIDC Okuyucu arayiizii
Sekil 4.3’de araylizii verilen aracin kullanimi1 ve bilesenleri hakkinda bilgi:

e Incelenecek hastaya ait XML kiitiigii se¢imi yapulir.

e Secim yapildiktan sonra ilk listeye dort radyologa ait oturum numaralart listelenir.

e Oturum segildikten sonra ikinci listede radyolog tarafindan bu hastada tespit
edilmis nodiillerin kimlik numaralar listelenir.

e Bu listeden nodiil secildikten sonra eger nodiil sinirlari belirlenmis bir nodiil ise 3.
listeye nodiil yapis1 hakkinda radyologun girdigi degerlendirme sonuglar1 gelir. 4.
listede ise bu nodiiliin tespit edildigi DICOM goriintii kiitiiklerinin listesi eklenir.

e Listeden DICOM Kkiitigii segildikten sonra ekranin sol tarafinda ayrilan kesimde
ilgili goriintii gosterilir ve nodiiliin etrafin1 degerlendiren radyologun belirttigi

koordinatlar ile ¢izilir.

4.3. Veri Dagilimi ve Calismada Kullanilacak Veri Kiimelerinin Olusturulmasi

LIDC, farkli enstitiilerden doktorlarin ayni hasta kiimesi iizerinde yaptiklari ¢alismalar
lizerinde yaptiklar1 degerlendirme sonuglarindan olugmaktadir. LIDC veritabaninda

radyologlarin yaptiklari degerlendirmelerde anlagmalari beklenmedigi icin ve biyopsi

43



sonuglari olmadig1 i¢in, bir nodiil i¢in yapilmis degerlendirme sonuglari uyumsuzluk
icerebilir. Bu nedenle kesin referans (ground truth) ya da altin oran (golden ratio) denilen
veri dogrudan elde edilememektedir. Buna ragmen LIDC veri ambari, ayn1 hastanin ayni
nodiilii iizerinde birden fazla degerlendirmenin yapilmis olmasi Zinovev ve digerlerinin
[17] belirttigi iizere bazi varsayimlarin yapilmasi ve farkli yontemlerin uygulanmasi

imkanlarin1 saglamaktadir.

Calismalarda kullanilacak kesin referansin elde edilebilmesi i¢in bazi varsayimlarin
yapilmasi gerekmektedir. Bu calismada ¢ogunluk oylama yontemi kullanarak, kesin
referans olarak kullanilacak veri elde edilmistir. Cogunluk oylama yonteminde tiim
degerlendiricilerin konu iizerinde ayn1 uzmanlk derecesi oldugu varsayilir. Ikili olarak
isaretlenmis bir veride, R degerlendirici i¢in genel ifadesi Esitlik 4.1'deki gibi verilebilir. y;,

I. ornek i¢in sinif etiketi ve yl.j , J. degerlendiricinin i. 6rnek igin degerlendirme sonucudur.

1, (%) ?=1yij>0.5

0, (3)Zf.y/ <05 .

Vi =

LIDC’nin wiki sayfasindan [88] edinilen bilgiler 1sigindan bir nodiil {izerinde, bir
radyografik tanimlayici i¢in en az ii¢ doktor tarafindan anlagma saglanmissa (3/3, 3/4, 4/4)

bu bilginin kesin referans oldugu kabul edilip veri kiimelerine eklenmistir.

Cogunluk oylama 1ile her bir radyografik tamimlayict i¢in ayr1 veri kiimeleri
olusturulmustur. Bir nodiil 6rnegini veri kiimelerine eklemek i¢in en az ii¢ radyolog
tarafindan anlagmaya varilmasi beklenmistir. Bu durumda elimizde her bir tanimlayici igin
farkl1 sayida ornek sayisina sahip veri kiimeleri bulunmaktadir. Cizelge 4.2'de, dort ayn
radyolog tarafindan degerlendirilmis bir nodiiliin sonuclar1 verilmistir. Eger tanimlayici
lizerinde bir anlasmaya varilmigsa, &rnek veri kiimesine dahil edilmistir. Ornegin,
cizelgedeki orneklerin hepsi sphericity ve lobulation kiimeleri harig, tiim verikiimelerine
eklenmistir. Bu yontemle olusturulan veri kiimelerine iliskin dagilim histogramlar1 Sekil
4.4°de verilmistir. Radyografik tanimlayicilarin histogramlarinda goriildiigii gibi bazi

tanimlayicilarin siiflari asir1 dengesiz dagilmastir.
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Cizelge 4.2 Bir nodiil iizerinde dort radyologun degerlendirmeleri. Her siitundaki, kalin ile

isaretlenmis ornekler ilgili tanimlayicinin veri kiimesine eklenmistir.

Subtlety Calcification Sphericity Margin Lobulation Spiculation Texture Malignancy

Rad. A 5 6 3 3 3 5 5 5
Rad. B 5 6 3 4 4 5

Rad. C 5 6 5 4 1 5 4 4
Rad. D 4 3 4 4 3 5 5 5

LIDC nodiil veri kiimesinin genel tanimi Spipc Esitlik 4.2'de verilmistir [89]. Esitlikte, Xi, I.
goriintli niteligi, m toplam 6znitelik sayisi, Vj, j. radyografik tanimlayicinin derecesi (sinif
degeri), ¢ radyografik tanimlayici sayis1 ve n ornek sayisidir. Olusturulan radyografik

tanimlayici verikiimelerinin histogramlar1 Sekil 4.4’de gosterilmistir.

Stipe = X1, s X, V1, - Y} ER™ (4.2)

Veri kiimesinde, 1010 vaka i¢in 2635 nodiil eslesmesi (ortak degerlendirmesi)
bulunmaktadir. Cogunluk oylama sonrasinda habislik veri kiimesinde 438 biricik nodiil
eslesmesi kalmistir (derece 1:135, derece 2:29, derece 3:174, derece 4:32, derece 5:68).
Tekrarli degerlendirmelerle drnek sayisi toplamda 1304°tiir (derece 1:445, derece 2:79,
derece 3:490, derece 4:87, derece 5:203). Nodiillerin boyutlari igin bazi temel istatistikler
Cizelge 4.3’te verilmistir. Istatistikler LIDC wiki sayfasindaki bilgilerden elde edilmistir
[88].

Cizelge 4.3 LIDC veritabaninda paylasilan nodiillere ait bazi temel istatistikler.

Istatistik Say1 Birim

Vaka sayis1 — (aym hastaya ait birden fazla 1010 adet
vaka olabilir.)

Radyografik tanimlayici sayisi 9 adet
Ortalama nodiil hacmi 618,90 mm3
Nodiil hacmi standart sapma 3650,65

En biiyiik nodiil hacmi 27067,00 mm3
En Kiiciik nodiil hacmi 4,39 mm3
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(d) Malignancy
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(f) Spiculation
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(h) Margin

Sekil 4.4 (a-h) Radyografik tanimlayicilarina ait veri kiimelerinin histogramlari.
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4.4, Farkli Okuma Oturumlari (Reading Session) Uzerinden Simiflama

Tez kapsaminda LIDC veritabanindan saglanan radyolog degerlendirmelerinin her birini
ayni tecriibede ve ayni derecede bilgi sahibi olarak varsayilmistir. Literatiirdeki ¢aligmalar
da bu sekilde varsayimlar yapmislardir / yapmak durumunda kalmiglardir. Bu durumun

gecerliligini test etmek i¢in asagidaki deney uygulanmistir.

Bu kesimde, her bir radyografik tanimlayict ayri ayr1 siniflandirtlmistir. Veride her bir
vaka ic¢in dort okuma oturumu (reading session-R1,R2,R3,R4) sonuclar1 gruplanarak
simiflama basarimlar1 incelenecektir. Buradaki amag¢ veride farkli ensitiilerden farkli
okuyucularin degerlendirmeleri arasinda benzerlik ya da iliskinin olup olmadiginin
incelenmesi ve rastgele secim sayilabilecek bu islemin sonuglarinin tutarliliginin

denetlenmesidir.

Deney i¢in radyolog degerlendirmeleri R1-R2-R3-R4 bagliklar1 altinda, LIDC veri
tabaninda saglanan xml kiitiglindeki sirasiyla (rastgele olarak ifade edilebilir)
gruplanmistir. R1-R4 altinda gruplanan degerlendirmelerin hepsinin ayni enstitli ya da ayni

radyolog tarafindan yapildig: kesin degildir.

Bu deneyde Cizelge 3.1°de verilen 6zniteliklerden ilk 54 tanesi kullanilmigtir. Siniflama
icin SVM ve RF yontemleri kullanilmistir. Boyut indirgeme yontemi olarak SMLRB
(Sparse Multinomial Logistic Regression via Bayesian L1 Regularisation) [90] yontemi
uygulanmistir. Genellestirme yontemi olarak 10 pargali ¢apraz gegerlilik (10 fold cross
validation) kullanilmistir. Deneyde farkli gruplarin basarimlar1 yaninda, boyut indirgeme
sonucunda basarimin nasil degistigine dair bilgi alinmasi da amaglanmistir. Yontemin

genel akis ¢izenegi Sekil 4.5’te verilmistir.
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LIDC Veri Tabam

Radyografik Niteliklerin elde
edilmesi (XML kiitiigi
aracilifiyla)

Akciger goriintiileri ve nodiil sinirlariin
elde edilmesi (XML kiitiigii ve DICOM
kiitiikleri araciligiyla)

A

Goriintii isleme yontemleri ile
niteliklerin ¢ikarilmasi

\ 4

Radyografik niteliklerin siniflandirilmasi
(SVM ve RF)

SMLRB ile boyut indirgeme

A

isleminin yapilmasi

Siniflama sonuglarinin ve niteliklerin bu sonuglara olan etkilerinin degerlendirilmesi.

Sekil 4.5. Yontemin genel akis ¢izenegi.
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Cizelge 4.4 - Cizelge 4.11°da, R1-R4 igin alinan deney sonuglar1 gosterilmistir. Sekil 4.6
ve Sekil 4.7°te smiflama basarimlarinin grafiksel gosterimi verilmistir. RF ve SVM
yontemleri ayr1 ayr1 degerlendirildiginde, boyut indirgeme isleminin siniflama basarimini
olumsuz yonde etkilemedigi goriilmiistiir. R1-R4 arasindaki simiflama sonuglarina
bakildiginda, tiim radyografik tanimlayicilar arasinda yiiksek oranda farklilik bulunmadig:

gbzlemlenmistir.

Cizelge 4.4 R1 okumasi i¢in Random Forest siniflama algoritmasi ile elde edilen sonuglar.

Radyografik Tammmlayic1  SB AUC
Tiim Oznitelikler ile
Calcification 0.9300 0.8636
Lobulation 0.6294 0.6974
Margin 0.5074 0.7007
Sphericity 0.4205 0.6831
Spiculation 0.7152 0.7526
Sublety 0.4158 0.7082
Texture 0.7762 0.7478
Boyut indirgeme ile
Calcification 0.9266 0.8618
Lobulation 0.6361 0.5778
Margin 0.4892 0.6910
Sphericity 0.3751 0.5912
Spiculation 0.7130 0.5977
Sublety 0.3717 0.6211
Texture 0.7875 0.7677

Cizelge 4.5 R1 okumasi i¢in SVM siniflama algoritmasi ile elde edilen sonuglar.

Radyografik Tammmlayic1  SB AUC
Tiim Oznitelikler ile
Calcification 0.9266 0.8682
Lobulation 0.6351 0.7175
Margin 0.5288 0.7386
Sphericity 0.4137 0.6834
Spiculation 0.7300 0.7528
Sublety 0.4159 0.7028
Texture 0.7932 0.7606
Boyut indirgeme ile
Calcification 0.9175 0.8685
Lobulation 0.6373 0.5925
Margin 0.4847 0.6899
Sphericity 0.3673 0.5654
Spiculation 0.7153 0.5961
Sublety 0.3944 0.6329
Texture 0.7932 0.7956
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Cizelge 4.6 R2 okumasi i¢in Random Forest siniflama algoritmasi ile elde edilen sonuglar.

Radyografik Tammmlayict  SB AUC
Tiim Oznitelikler ile
Calcification 0.9490 0.9310
Lobulation 0.4895 0.6685
Margin 0.4425 0.7370
Sphericity 0.4665 0.7222
Spiculation 0.6004 0.6840
Sublety 0.4036 0.7212
Texture 0.7912 0.8045
Boyut indirgeme ile
Calcification 0.9520 0.9277
Lobulation 0.5115 0.5935
Margin 0.4475 0.7428
Sphericity 0.3477 0.5294
Spiculation 0.6174 0.6095
Sublety 0.4036 0.6790
Texture 0.8012 0.8351

Cizelge 4.7 R2 okumasi i¢in SVM siniflama algoritmasi ile elde edilen sonuglar.

Radyografik Tanimlayict  SB AUC
Tiim Oznitelikler ile
Calcification 0.9560 0.9442
Lobulation 0.5225 0.6723
Margin 0.4375 0.7563
Sphericity 0.4695 0.7325
Spiculation 0.6134 0.6799
Sublety 0.3986 0.7336
Texture 0.7952 0.8312
Boyut indirgeme ile
Calcification 0.9461 0.9371
Lobulation 0.5145 0.5952
Margin 0.4725 0.7669
Sphericity 0.3536 0.5385
Spiculation 0.6174 0.6146
Sublety 0.4116 0.7155
Texture 0.8042 0.8377
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Cizelge 4.8 R3 okumasi i¢in Random Forest siniflama algoritmast ile elde edilen sonuglar.

Radyografik Tammmlayict  SB AUC
Tiim Oznitelikler ile
Calcification 0.9432 0.9272
Lobulation 0.6045 0.7187
Margin 0.4300 0.7188
Sphericity 0.4200 0.6667
Spiculation 0.6927 0.7453
Sublety 0.4341 0.7657
Texture 0.6937 0.7281
Boyut indirgeme ile
Calcification 0.9493 0.9227
Lobulation 0.6146 0.5928
Margin 0.4472 0.7397
Sphericity 0.4301 0.6637
Spiculation 0.6887 0.6020
Sublety 0.3540 0.6707
Texture 0.7140 0.7483

Cizelge 4.9 R3 okumasi i¢in SVM siniflama algoritmasi ile elde edilen sonuglar.

Radyografik Tamimlayict  SB AUC
Tiim Oznitelikler ile
Calcification 0.9514 0.9472
Lobulation 0.6247 0.7459
Margin 0.4543 0.7491
Sphericity 0.4616 0.7140
Spiculation 0.6998 0.7440
Sublety 0.4310 0.7625
Texture 0.7129 0.7555
Boyut indirgeme ile
Calcification 0.9422 0.9454
Lobulation 0.6126 0.5813
Margin 0.4189 0.6852
Sphericity 0.4575 0.7160
Spiculation 0.6937 0.5779
Sublety 0.3763 0.6991

Texture 0.7241 0.7417
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Cizelge 4.10 R4 okumasi i¢cin Random Forest siniflama algoritmasi ile elde edilen

sonuglar.
Radyografik Tammmlayica  SB AUC
Tiim Oznitelikler ile
Calcification 0.9395 0.8800
Lobulation 0.6081 0.7043
Margin 0.5023 0.7188
Sphericity 0.4174 0.6606
Spiculation 0.6907 0.6719
Sublety 0.4209 0.7436
Texture 0.8105 0.8050
Boyut indirgeme ile
Calcification 0.9430 0.8963
Lobulation 0.6093 0.5977
Margin 0.4895 0.7251
Sphericity 0.3512 0.5706
Spiculation 0.6930 0.6284
Sublety 0.4116 0.7230
Texture 0.8186 0.8157

Cizelge 4.11 R4 okumasi i¢in SVM siniflama algoritmasi ile elde edilen sonuglar.

Radyografik Tamimlayict  SB AUC
Tiim Oznitelikler ile
Calcification 0.9442 0.9057
Lobulation 0.6233 0.6707
Margin 0.5291 0.7592
Sphericity 0.3919 0.6726
Spiculation 0.6942 0.6679
Sublety 0.4500 0.7611
Texture 0.8198 0.8295
Boyut indirgeme ile
Calcification 0.9395 0.9128
Lobulation 0.6186 0.5711
Margin 0.5047 0.7488
Sphericity 0.3523 0.5723
Spiculation 0.6919 0.5882
Sublety 0.4174 0.7231

Texture 0.8302 0.8133
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Siniflama Basarimi: Tiim Nitelikler- RF
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(a)
Siniflama Basarimi: Boyut Indirgeme- RF
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Sekil 4.6 (a) RF algoritmasi ve tiim 6znitelikler ile yapilmis siniflama basarim degerlerinin
tiim okumalar ve tanimlayicilar i¢in gosterimi. (b) RF algoritmasi ve boyut indirgeme
sonrasi yapilmis siniflama basarim degerlerinin tiim okumalar ve tanimlayicilar i¢in

gosterimi.
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Siniflama Basarimi: Tiim Nitelikler- SVM
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Siniflama Basarimi: Boyut Indirgeme - SVM
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Sekil 4.7 a) SVM algoritmasi ve tiim 6znitelikler ile yapilmis siniflama basarim
degerlerinin tiim okumalar ve tanimlayicilar i¢in gdsterimi. (b) SVM algoritmas1 ve boyut
indirgeme sonrasi yapilmis siniflama basarim degerlerinin tiim okumalar ve tanimlayicilar

i¢cin gosterimi.
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4.5. Kesin Referans ile Siniflama Sonuc¢larinin Karsilastirilmasi

Bu kesimde Kesim 5.1’de olusturulan kesin referans verisi ile radyografik tanimlayicilari
siniflama amaciyla kullanilacak 5 farkli tekil siniflayicinin sonuglar1 verilecektir. Ayrica
bu veri ile Kesim 5.2°de oOlgiimleri verilen R1, R2, R3, R4 kiimeleri ile karsilastirma

yapilacaktir.

Cizelge 4.12 Calcification tanimlayicisi i¢in siniflama yontemlerinin siniflama basarimlari

ve egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.9797 0.9851
kNN 0.9775 0.9629
Naive Bayes N/A 0.9715
Random Forest 0.9816 0.9572
Adaboost N/A 0.5005

Cizelge 4.13 Lobulation tanimlayicisi igin siniflama yontemlerinin siniflama basarimlari ve

egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.8867 0.6847
kNN 0.8401 0.7211
Naive Bayes 0.7214 0.8369
Random Forest 0.8819 0.8274
Adaboost 0.8092 0.7188

Cizelge 4.14 Margin tanimlayicisti i¢in siniflama yontemlerinin siniflama basarimlari ve

egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.6827 0.7148
kNN 0.6492 0.7170
Naive Bayes 0.6279 0.7568
Random Forest 0.6868 0.7276
Adaboost 0.6279 0.6705
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Cizelge 4.15 Sphericity tanimlayicisi i¢in siniflama yontemlerinin siniflama basarimlari ve

egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.6333 0.8603
kNN 0.5561 0.7873
Naive Bayes 0.6105 0.8620
Random Forest 0.6026 0.8529
Adaboost 0.6105 0.7895

Cizelge 4.16 Spiculation tanimlayicisi igin siniflama yontemlerinin siniflama basarimlari

ve egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.9333 0.7747
kNN 0.9140 0.7744
Naive Bayes N/A 0.8632
Random Forest 0.9315 0.8323
Adaboost N/A 0.5530

Cizelge 4.17 Sublety tanimlayicisi i¢in siniflama yontemlerinin siniflama basarimlari ve

egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.7858 0.9246
kNN 0.7583 0.8739
Naive Bayes 0.6615 0.8934
Random Forest 0.7741 0.9145
Adaboost 0.7096 0.8526

Cizelge 4.18 Texture tanimlayicisi i¢in siniflama yontemlerinin siniflama basarimlari ve

egri altinda kalan alan degerleri.

Yontem SB AUC

SVM 0.9636 0.9285
kNN 0.9600 0.8594
Naive Bayes N/A 0.8905
Random Forest 0.9613 0.8833
Adaboost N/A 0.5674
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Cizelge 4.12 - Cizelge 4.18°de her bir radyografik tanimlayici icin elde edilen sonuglar
gosterilmistir. Onceki kesimde R1-R4 igin yapilan siniflamada kullamlan SVM ve RF
yontemleri kesin referans i¢in de en basarili sonuglar iiretmistir. Sekil 4.8’de ve Cizelge
4.19'de en basarili siiflayict olan SVM’den elde edilen smiflama basarimi sonuglari

gosterilmistir.

Ayrica, Kesim 3.7.1°de tanimi verilen Krippendorfun Alpha katsayist kullanilarak R1-R4
icin Cizelge 4.19'de verilen degerler iizerinde uyum degerlendirmesi yapilmistir.
Degerlendirme sonucunda, o = 0.9514 ¢ikmistir. Tanima gore a degeri en yiiksek 1 en
diisiik 0 olmaktadir. Rastgele drneklem sayilabilecek R1-R4 basarimlarinin birbirine yakin
olmasi, a degerinin 1'e yakin ¢ikmasi ve ¢cogunluk oylama ile elde edilen kesin referans

izerinde yapilan ¢alismanin daha yiliksek basarimli olmasi;

e Tiim degerlendiricilerin ayn1 diizeyde tecriibeye sahip olarak degerlendirilmesi,

e (Cogunlugun ortak kararinin lizerinde daha basarili sonuclarin alinabilecegi,

Varsayimlarin1 dogrular 0Oznitelikte goriinmektedir. Bundan sonraki kesimlerde, bu
sonuclar1 dikkate alarak, cogunlugun ortak kararindan elde edilen bilgi {izerinde yontemler

gelistirilmeye calisilacaktir.

Siniflama Basarim: SVM

Calcification Lobulation Margin Sphericity ~ Spiculation Sublety Texture

1,2

0,8
Oy

[op]

Oy

~

N

Oy

o

ER1 mR2 mR3 mR4 mKesinRef

Sekil 4.8 SVM siniflayict i¢in R1-R4 ve kesin referans verikiimelerinden elde edilen

siniflama bagarimi sonuglari grafigi.
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Cizelge 4.19 SVM siniflayici igin R1-R4 ve kesin referans verikiimelerinden elde edilen

siiflama bagarimi sonuglar ¢izelgesi.

R1 R2 R3 R4 KesinRef
Calcification 0,9266 0,9560 0,9514 0,9442 0,9797
Lobulation 0,6351 0,5225 0,6247 0,6233 0,8867
Margin 0,5288 0,4375 0,4543 0,5291 0,6827
Sphericity 0,4137 10,4695 0,4616 0,3919 0,6333
Spiculation 0,7300 10,6134 0,6998 0,6942 0,9333
Sublety 0,4159 10,3986 0,4310 0,4500 0,7858
Texture 0,7932 0,7952 0,7129 10,8198 0,9636
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5. IKI KATLI TEKIL SINIFLAYICILAR iLE SINIFLAMA
YONTEMI
Bu calismada, LIDC veri tabani kullanarak radyografik tanimlayicilar {izerinden nodiiliin
habisligini tespit etmek i¢in dogrusal ayirma analizi (LDA) ve destek vektér makinalar
(SVM) tabanli iki katli smiflayici olusturulmustur. Bu deney diizenegi ile goriintii
tizerinden c¢ikarilmig Oznitelikler sonrasi radyologlarin anlagmaya vardigi tanimlayici

verilerini kullanarak habislik derecesi tahmin edilmistir.

| LIDC Veritabant |

1y

Cogunluk Oylama
Her Rad. Tanimlayici i¢in Verikiimesi olustur. "Malignancy" i¢in kurallar ve verikiimesi
51 Sc Smaly Rmal
Onigleme

Eksik Deger Tamamlama
(kNN imputation)

<5

Nitelik Se¢imi
(Relieff)
Deneme: Smal Kurallar (Rmar)
Egitim: St ... Sc
Her rad. tammlayici igin tekil siiflayici olustur.
LDA,, ......., LDA.

Siniflama Sonucu

SVM Siniflayici ile habislik derecesini tahmin et.

Sekil 5.1 Yontemin genel akis ¢izenegi.

Sekil 5.1'de gosterilen yontem ii¢ ana kesimde ele alinabilir. Onisleme kesimi; LIDC veri
tabanindan verilerin elde edilmesi, radyografik tanimlayicilar igin veri kiimelerinin
olusturulmasi, boyut indirgemenin yapilmasi ve veri kiimesi dengeleme yaklagimlarinin
uygulanmasi islemlerinin yapildig1 kesimdir. Tekil smiflayicilar kesiminde ise her bir

radyografik tanimlayici igin ayri LDA siniflayicilar tanimlanmistir. Son kesimde ise, tekil
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LDA smiflayicilardan gelen sonuglar SVM siniflayiciya iletilerek habislik derecesi

(malignancy) tahmin edilmistir.

5.1. Veri Kiimesi Hazirlama ve Onisleme Adim

Her bir radyografik tanimlayicinin veri kiimesi en az ii¢ radyologun anlastigi 6rneklerin
higbir degisiklik yapilmadan eklenmesi ile olusturulmustur. Her bir veri kiimesinde nodiil
boyutunun kiiciikliigiine bagli olarak bazi Orneklerin nitelik degerleri eksiktir. Bu eksik
degerleri tamamlamak ic¢in k-nearest neighbour imputation [64] yontemi kullanilmustir.
Veri kiimelerinin dengelenmesi icin SMOTE [65] ve digbiikey ortii tabanli orneklem

azaltma yaklagimi kullanilmustir.
Bu yontemler hakkinda ayrintili bilgi Kesim 3’te verilmistir.

5.2. Smiflama Asamasi

Her radyografik tanimlayici igin ayr1 veri kiimesi olusturduktan sonra, siniflayict modelleri
gelistirilmeden, Oznitelik se¢gme (feature selection) ile boyut indirgeme islemi
uygulanmistir. Bu islem i¢in Relieff [62] yontemi kullanilmistir ve en etkin alt1 6znitelik
secilmistir. Secilen 0znitelik sayisi istege bagl olarak ya da basarim gereksinimlerine gore
degistirilebilir. Caligma kapsaminda Oncelikle yontemin zaman gereksinimi g6zoniine

alinarak bu deger belirlenmistir.

D1s biikey oOrtii yontemi, zaman gereksinimi yiiksek olan bir yontemdir. Karmasiklig1 6rnek
sayis1 ve verikiimesi boyutu ile artmaktadir. Bu yontem i¢in Barber ve digerlerinin
onerdigi Quick Hull [91] algoritmas1 kullanilmistir. Quick Hull algoritmas: yiiksek boyutlu
verileri, benzer amagl algoritmalardan daha etkin olarak hesaplamaktadir, fakat yine de
dokuz boyut iizerindeki verilerde kayda deger bir islem siiresi almaktadir. Istenen, en
makul hesaplama siiresinde bilgi kaybini en aza indirecek Oznitelik sayisina erigmektir.
Cizelge 5.1'de goriilecegi lizere, alti boyuttan sonra algoritmanin hesaplama stiresi iissel
olarak artmaktadir. Bu sebeple, Relieff algoritmasi ile belirlenen en 6nemli alt1 6znitelik,

dis biikey ortiiyli hesaplarken kullanilmistir.
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Cizelge 5.1 Quick Hull algoritmasinin her radyografik tanimlayici igin en énemli 3-9

Oznitelik icin iglem siiresi verilmistir.

3 4 5 6 7 8 9
Calcification 0,10 0,04 0,05 0,59 5,40 56,60 787,49
Lobulation 0,80 0,77 0,76 1,04 3,71 27,78 452,09
Margin 0,19 0,19 0,20 0,29 2,64 19,21 95,56
Sphericity 0,07 0,08 0,13 0,33 1,44 8,90 50,62
Spiculation 0,38 0,38 0,45 0,72 3,26 22,09 291,25
Sublety 0,53 0,53 0,55 0,78 4,20 57,76 315,04
Texture 0,53 0,53 0,55 0,88 6,49 50,80 760,84

Kath siniflayicinin ilk katmaninda her bir radyografik tanimlayici icin elde edilen egitim
veri kiimesi ile ayr1 ayr1 LDA siniflayicilar olusturulmustur. Her bir siniflayici, bir 6rnege
iligkin  gorlintli  Ozniteliklerine karsilik olarak verilen radyografik tanimlayici
degerlendirmeleri kullanilarak egitilmektedir. Her model farkli veri kiimesi iizerinde
olustugu gibi, Oznitelik se¢cme ile de farkli Oznitelik kiimelerine sahiptir. Deneme
kiimesinden alinan bir 6rnek her bir siniflayiciya yollanir ve elde edilen siniflama sonuglari

ikinci katman igin deneme verisi olarak tutulur.

Ikinci katmanda ise habislik (malignancy) tanimlayicisi i¢in egitilmis bir SVM simiflayicist
kullanilir. Bu simflayici bir 6rnege iliskin LIDC veritabaninda bulunan radyografik
tanimlayict degerlerine karsilik verilen habislik degeri kullanilarak egitilmistir. ilk
katmandan elde edilen ¢ikt1 bu siniflayiciya verilir ve nodiiliin habislik derecesine ait ¢ikt1
elde edilir. Bu islem malignancy veri kiimesindeki her bir eleman i¢in yapilir ve yanlilig
onlemek icin diger veri kiimelerinde aymi nodiile ait bir bilgi varsa smiflayicilar
egitilmeden Once veri kiimelerinden ¢ikarilir. Sekil 5.2'de siniflama i¢in 6rnek gosterim

bulunmaktadir.
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Siniflanacak érneklem, x={x1,...,x155}

!

v N
Sublety Siniflayici . | Lobulation $|n|f|ay|C| 1. Asama siniflama sonuclan
5 2
- 1. Asama siniflama sonucu olugan
Her bir r. tanimlayiciigin nitelik vektdri
I 5 | . I . | . l . | . | 2 elde edilen siniflama

sonucu birlestirilir.

«Malignancy»
Kural Kiimesi | ) SVM Siniflayici

l 2. Asama SVM Siniflayici

sonucuyla habislik derecesinin
bulunmasi

Habislik Derecesi: 4

Sekil 5.2 Yontem i¢in galistirma 6rnegi gosterimi.

5.2. Goriintii Oznitelikleri ile Iyilestirilmis Siniflama Asamasi

Bu kesimde Onerilen smiflama yonteminin ikinci asamasinda, radyografik
tanimlayicilardan elde edilen siniflama sonuglarina ek olarak, birinci asama siniflayicilara
gonderilen goriintii Oznitelikleri de eklenmistir. Sekil 5.3'de, Sekil 5.1'de verilen akis
cizeneginde ikinci asamada gosterilen smiflama adimmin gelistirilmis hali verilmistir.

Sekil 5.4'de ise, siniflama igin drnek gosterim bulunmaktadir.
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"Malignancy" i¢in kurallar ve verikiimesi

SmaI ’ Rmal

Deneme: Smal

Her rad. tammlayici i¢in tekil siniflayici olustur.
LDA,, ......., LDA.

Siiflama Sonucu + Smal

Kurallar (Rmar)

~N_

SVM Smniflayici ile habislik derecesini tahmin et

Sekil 5.3 Yontemin ikinci agamasina ait gosterimin gelistirilmis hali.

Siniflanacak érneklem, x={x1,...,x155}

!

-
Sublety Siniflayici ‘ Lobulation Siniflayici

5 2

Al 4

s .. [ .. 1. [ e
¥
«Malignancy»

Kural Kiimesi | T SVM Siniflayici

L 4

Habislik Derecesi: 4

Her bir r. tanimlayici igin
elde edilen siniflama
sonucu ve goriintii
niteliklerini birlestirilir.

1. Asama siniflama sonuglar

1. Asama siniflama sonucu olusan
nitelik vektori

2. Asama SVM Siniflayici
sonucuyla habislik derecesinin
bulunmasi

Sekil 5.4 Ek yontem igin ¢alistirma 6rnegi gésterimi.

5.3. Sonuglar

Bu calismada her bir radyografik tanimlayici i¢in ayr1 veri kiimeleri ve dogrusal ayrim

smiflayicilart olusturulmustur. Habislik tanimlayicist i¢in elde edilen veri kiimesi ise bu

smiflayicilara girdi olarak verilip radyografik tamimlayict dereceleri alinmistir. Bu

siiflayicilardan c¢ikan veri ise SVM siniflayicisina girdi olarak verilmistir. SVM
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smiflayicisinin egitim kiimesi olarak LIDC veri tabanindan elde edilmis, habislik tizerinde

anlagsmaya varilmis radyolog degerlendirmeleri kullanilmistir.

Genellestirme yontemi olarak bir 6rnegi disarida birakma (leave one out) kullanilmistir.
Tiim deneme kiimesi elemanlar1 i¢in deney tekrarlanmistir. Yanliligi azaltmak igin her
adimda deneme Ornegindeki nodiil birinci asama egitim veri kiimelerinde mevcutsa bu
kiimelerden o deneme adimu igin atilmistir. Habislik derecelerindeki belirsizlik sebebiyle,
bu dereceleri (1,2) iyi huylu, (3) belirsiz , (4,5) kotii huylu olarak gruplanarak deney

tekrarlanmigtir.

Elde edilen sonuglar farkli 6zellikteki tekil siniflayicilar (Naive Bayes, Adaboost, kNN,
SVM, Random Forest) ile karsilagtirilmistir.

Cizelge 5.2 Goriintii 6zniteliklerine gore ve radyografik tanimlayicilara gore tekil

siiflayict sonuglari. En altta gelistirilen yontemin siniflama sonuglar1 verilmistir.

Yontem 5 Simif S5Smif S5Smf 3Smf 3Smmf 3 Smmf
SB Duy. Sec. SB Duy. Sec.
LDA 0.6610 0.3832 0,8886 0.8200 0.8001 0.9006
Adaboost 0.7254 0.6737 0,9311 0.8135 0.8265 0.9055
Naive Bayes 0.7250 0,6700 0,9325 0.8100 0.8250 0.9060
kNN 0.7665 0.6314 0.9350 0.7959 0.8003 0.8930
SVM 0.7828 0.5384 0.9345 0.8005 0.8108 0.9021
RF 0.8040 0.5797 09421 0.8151 0.8161 0.9035
Yontem GN 0.7791 0,5171 0.9285 0.8006 0.7863 0.8945
Yontem GN+IK 0.8159 0.5665 0.9384 0.8221 0.8219 0.9096

Cizelge 5.2°den goriilecegi lizere dogrudan Oznitelikler ve radyolog tanimlayicilari

tarafindan elde edilen siniflama sonuglari, katli siniflayici ile birbirine yakindir.

Sekil 5.5’da habislik derecesi siniflarinin (c1-c5) farkli kesin referans kabullerindeki 6rnek
sayist dagilimi gosterilmistir (en az 1-4 radyologun anlastig1 nodiil 6rneklerinin sayisi).
Tez ¢aligmasinda ¢ogunluk oylama kullanilmistir ve grafikte en az 3 radyologun anlastig
(Cogunluk) etiketi ile gosterilmistir. Radyologlar arasinda beklenen anlagma orani arttikca
her sinifa diisen 6rnek sayisinin azalmasi beklenen bir durumdur. Fakat ara degerlendirme
(2 - moderately unlikely ve 4 - moderately suspicious) siniflarindaki azalma orani diger
siiflara gore ¢cok daha fazladir. Bu durum, radyologlarin daha az belirsiz siiflar (1 -
highly unlikely , 3 - indeterminate , 5 — highly suspicious ) {izerinde anlasmaya meyilli
oldugunu gostermektedir. Bundan yola ¢ikarak 3 sinifli habislik veri kiimesi iizerinde

yapilan deneyler, beklendigi gibi daha basarili sonuclar iiretmistir.
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Sekil 5.5 Habislik derecesi siniflarinin (c1-c5) farkl kesin referanslardaki dagilimi (1-4

arasi radyolog anlagmast)

5.4. Tartisma

Bu c¢alismada alt diizey Oznitelikler kullanilarak radyografik tanimlayicilar {izerinden
habislik derecesinin tahmin edilmesi i¢in bir ¢alisma yapilmistir. Ek ¢alismada ise birinci
asamada kullanilan goriintli 6znitelikleri iki asamaya da girdi olarak eklenmistir. Siniflama
basarimi denenen tiim tekil smiflayicilarin iizerinde olmustur. Elde edilen sonuglar,
radyografik tanimlayicilarin bilgisi ile siniflamanin miimkiin oldugunu, ayrica bu sekilde
bir siniflamanin tekil siniflama yontemlerine gore daha basarili sonuglar elde edebilecegini

gostermistir.
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6. BULANIK YAKLASIMLAR iLE SINIFLAMA

6.1. Bulanik Kiime Yaklasimui ile Siniflama

Bu c¢alismada akciger nodiillerinin habislik derecesinin belirlenmesi i¢in bulanik kiime
yaklasimlart kullanilmistir. LIDC veritabani, coklu degerlendirici tarafindan 6znel
degerlendirmelere sahip olmasi nedeniyle, bulanik yaklasimlarin kullanilmasina uygun bir
veri tabamidir [92]. Onceki calismalara benzer olarak ilk adimda tekil smiflayicilardan
gorintii  Oznitelikleri kullanilarak radyografik tanimlayicilarin  sinif degerleri elde
edilmistir. Daha sonra LIDC veritabanindaki uzman degerlendirmeleri ile nodiiliin habislik
derecesi iizerinden yapilan ¢oklu oylama sonuglarindan tyelik islevleri hesaplanmistir.
Radyografik tanimlayici degerlerinin tyelik islevlerine verilmesi sonrasinda, her bir
nodiiliin hangi habislik derecesine, ne kadar oranda ait oldugu sonucuna ulasilmistir. Bu
calismada farkli iiyelik islevleri kullanilarak 6l¢timler yapilmistir. Bu yontemin onisleme
ve veri kiimesi olusturma asamalar1 Kesim 5 ‘te verilen yontem ile aynidir. Yontemin

genel ¢izenegi Sekil 6.1’de verilmistir.

| LIDC Veritabani |
Cogunluk Oylama
Her Rad. Tanimlayici igin Verikiimesi olustur. "Malignancy" i¢in kurallar ve verikiimesi
81 Sc smal ’ Rmal
Onisleme
Eksik Deger Tamamlama .
(KNN imputation) Deneme: Spal Kurallar (Rmar)
Nitelik Segimi —~—
(Relieff) Uzman goriislerinden
Tammlayict x “Malignancy”
tablolarimin olusturulmasi
Egitim: S1 ... Sc
N N Uyelik Islevieri

Her rad. tanimlayici i¢in tekil smiflayict olustur (LDA) (r.5)

Swniflama sonuglart

Bulanik kiime yaklasimi ile nodiiliin habislik derecesini tanimla

Sekil 6.1 Yontemin genel akis ¢izenegi.
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6.1.1. Siniflama Asamasi

Bu yontemde de, onceki yontemlerde kullandig iizere, radyografik tanimlayicilardan elde
edilen smiflama bilgisi nodiiliin habislik derecesini tespit etmek icin kullanilacaktir.
Smiflama yontemi ilk adimda goriintii Ozniteliklerinden radyografik tanimlayici
sonuglarin1 elde etme; daha sonra ise malignancy veri kiimesinde radyologlarin
degerlendirmeleri sonucu elde edilen uzman sonuglarindan faydalanarak olusturulan
matrisler aracilifiyla belirlenen iiyelik islevleri ile habislik derecesi iiyeliklerinin

bulunmasindan olusmaktadir.

6.1.1.1. Tekil siniflayicilar ile radyografik tanimlayicilarin elde edilmesi

Kesim 5’de tanimi verilen tekil simiflayicilar ile iki asamali simiflama yonteminde
uygulanan adimlardan ilki kullanilmistir. Bu adimda, ¢cogunluk oylama ile her radyografik
tanimlayici i¢in ayr1 veri kiimesi olusturduktan sonra, siniflayict modelleri gelistirilmeden,
Oznitelik segme ile boyut indirgeme islemi uygulanmistir. Bu islem igin Relieff [62]

yontemi kullanilmistir ve en etkin alt1 6znitelik se¢ilmistir.

Bu katmanda her bir radyografik tanimlayici igin elde edilen egitim veri kiimesi ile ayri
ayrt dogrusal ayrim siniflayicilar1 (LDA) olusturulmustur. Her model farkli veri kiimesi

izerinde olustugu gibi, 6znitelik segme ile de farkli 6znitelik kiimelerine sahiptir.

6.1.1.2. Bulanik kiime yaklasim ile habislik derecesinin tespiti

Bulanik kiime teorisinde, liyelik islevleri tanimlanirken uzman bilgisinden faydalanilir
[93]. Tanimladigimiz sistemde iyelik islevleri radyologlarin habislik (malignancy)
derecesi lzerinde anlastiklari, radyografik tanimlayici kiimesindeki bilgilerden elde

edilmistir.

Oncelikle her bir tanimlayicinin derecelerinin, habislik derecelerinde olasiliksal dagilimlar:

hesaplanmistir. Yedi tanimlayici i¢in 6x5 boyutunda birer matris olusturulmustur [94].
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Cizelge 6.1 Subtlety tanimlayicis1 dereceleri ile habislik derecesi arasindaki dagilim

matrisi.
Malignancy
1 2 3 4 5

0,1622 0,0541 0,7838 0,0000 0,0000
0,1531 0,1531 0,6735 0,0204 0,0000
0,1897 0,1437 0,6207 0,0345 0,0115
0,2919 0,0676 0,4973 0,1189 0,0243
0,4528 0,0192 0,1648 0,0560 0,3072
0,0000 0,0000 0,0000 0,0000 0,0000

Subtlety

o Ol s WN B

Cizelge 6.2 Calcification tanimlayicisi dereceleri ile habislik derecesi arasindaki dagilim

matrisi.

Malignancy

1 2 3 4 5
0,0000 0,0000 1,0000 0,0000 0,0000
1,0000 0,0000 0,0000 0,0000 0,0000
0,9975 0,0000 0,0025 0,0000 0,0000
0,4000 0,2000 0,4000 0,0000 0,0000
0,9333 0,0333 0,0000 0,0000 0,0333
0,0139 0,0891 0,5625 0,1007 0,2338

Calcification
o U1l B WDN B

Cizelge 6.3 Sphericity tanimlayicisi dereceleri ile habislik derecesi arasindaki dagilim

matrisi.
Malignancy
1 2 3 4 5

0,5000 0,5000 0,0000 0,0000 0,0000
0,2222 0,1111 0,2963 0,0864 0,2840
0,2436 0,0703 0,4005 0,0679 0,2178
0,3056 0,0382 0,4315 0,0742 0,1506
0,5330 0,0630 0,2951 0,0516 0,0573
0,0000 0,0000 0,0000 0,0000 0,0000

Sphericity
o OB WN -
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Cizelge 6.4 Margin tanimlayicisi dereceleri ile habislik derecesi arasindaki dagilim matrisi.

Malignancy

1 2 3 4 5
0,0270 0,0000 0,4054 0,2703 0,2973
0,0253 0,0886 0,4557 0,1266 0,3038
0,0185 0,0556 0,4506 0,0741 0,4012
0,1045 0,0734 0,5141 0,0960 0,2119
0,5982 0,0551 0,2738 0,0313 0,0417
0,0000 0,0000 0,0000 0,0000 0,0000

Margin

o OB WN B

Cizelge 6.5 Lobulation tanimlayicisi dereceleri ile habislik derecesi arasindaki dagilim

matrisi.
Malignancy
1 2 3 4 5

0,4592 0,0815 0,3920 0,0401 0,0272
0,1877 0,0345 0,4713 0,1149 0,1916
0,1888 0,0350 0,2867 0,0909 0,3986
0,0964 0,0241 0,2771 0,0964 0,5060
0,1364 0,0000 0,0000 0,1136 0,7500
0,0000 0,0000 0,0000 0,0000 0,0000

Lobulation
o Ol WDN -

Cizelge 6.6 Spiculation tanimlayicis1 dereceleri ile habislik derecesi arasindaki dagilim
matrisi.

Malignancy

1 2 3 4 5
0,4530 0,0817 0,3937 0,0391 0,0324
0,0867 0,0204 0,5306 0,1224 0,2398
0,1226 0,0094 0,2925 0,0943 0,4811
0,0769 0,0192 0,0577 0,1923 0,6538
0,1071 0,0000 0,0000 0,1429 0,7500
0,0000 0,0000 0,0000 0,0000 0,0000

Spiculation
o OB WN -
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Cizelge 6.7 Texture tanimlayicisi dereceleri ile habislik derecesi arasindaki dagilim matrisi.

Malignancy

1 2 3 4 5
0,0000 0,1000 0,6667 0,1167 0,1167
0,0000 0,1579 0,5263 0,2632 0,0526
0,0233 0,0930 0,5814 0,1395 0,1628
0,0148 0,0889 0,5630 0,1481 0,1852
0,4222 0,0516 0,3238 0,0468 0,1557
0,0000 0,0000 0,0000 0,0000 0,0000

Texture
o O B WDN B

Tibbi Bilginin Derlenmesi

Habislik R. Tanimlayicilar 5 Habislik
5 B
5 5 E)
= | TeNxM = o Qc NxT o E RcTxM
z £ g
O 'e) H
~
— I - J
—~ N
Tibbi Tecriibe Tibbi Bilgi
Teshis Siireci
5 Habislik
Habislik R. Tanimlayicilar =
>
BcM _ AcT 0 -%‘ RcTxM
=
<
F
- ~ J - ~ J M w -~ Y
Orneklemin (Nodiil) Orneklemin Tibbi Bilgi
muhtemel habislik gozlemlenen (siniflama
dereceleri sonrasi) tanimlayici

Sekil 6.2 Bulanik kiime ve iliskilerin tibbi teshiste uygulanmasi yaklagimlarinin probleme

uyarlanmis halinin gosterimi.

Sekil 6.2’de Sanchez [95] tarafindan 6nerilen ve Klir ve Yuan tarafindan sadelestirilen [93]
bulanik kiime ve iligkilerin tibbi teshiste uygulanmasi yaklasimlarinin tezde belirlenen

probleme uyarlanmig hali gosterilmistir. Kisaca, Q ve T bilinen 6rneklerden elde edilmis,
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habislik derecesi ve radyografik tanimlayicit sonuglaridir. R ise radyologlar tarafindan
verilen ol¢iimlerden elde edilmis tanimlayict ve habislik derecesi arasindaki iligkiyi ifade
eden birikimli tibbi tecriibeyi ifade eder (N: Ornekler (nodiiller), M: Habislik derecesi
(malignancy), T: Radyografik tanimlayicilar ). R iliskisini, onaylanmis teshis bilgisinden
ziyade (biyopsi vs. yoluyla), teshis hipotezi olarak diislinmek daha dogru olacaktir. Bu
bilgi her ne kadar uzmanlardan elde edilmis olsa da, kesin anlagsmaya varmalar

beklenmeyen, 6znel degerlendirmelerdir.

Tanimlanan sistemde, radyografik tanimlayicilar ile habislik derecesi arasindaki iliski
onceki kesimde anlatilan habislik verikiimesinden elde edilmistir. Cizelge 6.1 - Cizelge
6.7’de her bir tanimlayic1 derecesinin, habislik dereceleri iizerinde bireysel iiyelik puanlar

bu kural kiimesinden elde edilerek verilmistir.

T kiimesindeki ¢ adet radyografik tanimlayici eleman ti,....tc ile, LIDC veri kiimesinde
habislik derecesi olan malignancy'nin sozel degiskenleri (linguistic variables) m1 (highly
unlikely), m> (moderately unlikely), ms (indeterminate), ms (moderately suspicious), ms
(highly suspicious) ile ifade edilmistir. Radyografik tanimlayicilarin {iyelik puanlarinin
oldugu matrisler Pi,...Pc ve nodiiliin habislik derecesi ile aralarindaki korelasyon analizi
sonucu elde edilen katsay1 ag,..., ac'dir. Her bir m derecesi iizerinden, uzman goriislerine

dayanarak dort farkli kombinasyonla iyelik islevi tanimlanmustir. g, , Mn (N=1-5) habislik

dereceleri i¢in tanimlanmus tiyelik islevidir.

1. Tekil smiflayicilardan gelen smif degerine gore, her bir radyografik tanimlayici
tablosundan elde edilen iiyelik puanlarinin ortalamasi ile tiyelik islevlerinin

tanimlanmasi (6.1).

Z;=1 Pj(tj,'l’l)
c

i (b e o) = (6.1)

2. Tekil smiflayicilardan gelen sinif degerine gore, her bir radyografik tanimlayic
tablosundan elde edilen iiyelik puanlarmin en biiyiigi ile iiyelik islevlerinin

tanimlanmasi (6.2).

.u'mn(tll ) tc) = maxj=1..c [Pj(tj' n)] (62)
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3. Tekil smiflayicilardan gelen sinif degerine gore, her bir radyografik tanimlayici
tablosundan elde edilen iiyelik puanlarmin ortalamasi ve korelasyon katsayisi ile

tiyelik islevlerinin tanimlanmasi (6.3).

Y21 Pj(tjn) exp(ay)
c

:umn (tl) i tc) = (63)

4. Tekil siniflayicilardan gelen sinif degerine gore, her bir radyografik tanimlayici
tablosundan elde edilen iiyelik puanlarinin en biiyiigii ve korelasyon katsayist ile

tiyelik islevlerinin tanimlanmasi (6.4).

Hmy (t1, s ) = maxj=y  [P;(t,n) exp())] (6.4)

Sekil 6.3'de yontem igin ¢alistirma 6rnegi verilmistir.

Siniflanacak drneklem, x={x1,...,x155}

!

[ <
R A v %
| Sublety Siniflayici l ’ Lobulation Siniflayici
Y \ Y — 1. Asama siniflama sonuglan
5 2
Sublety x Malignancy matrisi Lobulation x Malignancy matrisi
1 2 3 4 B 1 2 3 4 s
1| 01622 0,0541 | 0,7838 | 0,0000 | 0,0000 1] 0,4592 0,0815| 0,3920 | 0,0401 | 0,0272 i ) .
Uzman goriglerinden elde edilen
2| 01531 ] 0,531 ] 0,6735 | 0,0204 | 0,0000 2| 01877 | 0,045 | 04713 | 0,1149 [0,1916 — -
> > matrisler
3| 01897| 0,1437| 06207 | 0,0345 | 00115 3| o.1838 | 0,0350 | 02867 0,090 [ 0,3986
4| 02919 0.0676] 0.4973 [ 0.1189 [0.0242) 4| 0,0964 | 0,0241] 0,271 | 0,0964 | 0,5060
5| 04528 | 0,0192] 0,1648 | 0,0560 | 0,307 5| 0.1364 | 0,0000( 0.0000) 01136 f0,7500
6| 0,0000 [ 0.0000 0.0000 ] 0,0000 | 0,000 ' 6| 0,0000 | 0,0000 ) 0,0000 | 0,0000 | 0,0000
1 2 3 4 s

Sublety | 0,452% | 0,0192 | 0,164 | 0,0560 | 0,3072

Lobulation | 0,1877 | 0,0345 | 0,4713| 0,1149 | 0,1916

Texture
Margin Uyelik islevlerinin belirlenmesi ve
Calcification kararin verilmesi
Sphericity
Spiculation | JJ [ [ | I [
L 2 ¥ ¥ ¥

Habislik (Malignancy) Der eceleri
1 2 3 4 £

0,3555 | 0,2980 | 0,6574 | 0,1125 | 0,4500

Sekil 6.3 Yontem i¢in calistirma 6rnegi gosterimi.
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6.1.2. Sonuclar

Yontemde verilen dort ayr liyelik islevi sonrasi, bir nodiiliin her bir habislik derecesinde
sahip oldugu tiyelik dereceleri elde edilmektedir. Bulanikligin ortadan kaldirilmasi
asamasinda (durulastirma, defuzzification), bu iyelik derecelerinden en biiyiikk olani

ve/veya en biiyiik iki degeri sistemin ¢iktist olarak kabul edilip sonuglar verilecektir.

Cizelge 6.8 Dort farkli iiyelik islevinden (Ul) elde edilmis siniflama basarimi (SB)

sonugclari.

Tek Sonug SB Iki Sonu¢ SB Gruplu Veri SB

Ul-1 0.6488 0.8282 0.6552
Ui-2 0.6235 0.8206 0.6457
UI-3 0.7531 0.8083 0.7615
Ui-4 0.6549 0.8451 0.6549

Cizelge 6.8’de dort farkli iiyelik islevinden elde edilen sonuglar verilmistir. En yiliksek
siiflama basarim kalin yazi ile gosterilmistir (Ul-1: Uyelik puanlarmin ortalamas ile
hesaplanan iiyelik islevi. Ul-2: Uyelik puanlarinin ek yiiksegi ile hesaplanan iiyelik islevi.
Ul-3: : Uyelik puanlarmin ortalamasi ve korelasyon katsayisi ile hesaplanan iiyelik islevi.
Ul-4: Uyelik puanlarinin ek yiiksegi ve korelasyon katsayisi ile hesaplanan iiyelik islevi.)
Tek Sonug, sistemin ¢iktilarindan en biiyiik {iyelik derecesinin dogru kabul edildigi
durumdur. Iki Sonug, sistemin ¢iktilarindan en biiyiik iki {iyelik derecesinin dogru kabul
edildigi durumdur. Gruplu Veri ise, Onceki kesimlerde de deneye dahil edilmis;
Malignancy derecelerinin (1,2) iyi huylu, (3) belirsiz , (4,5) kotii huylu olarak gruplanmis

halidir (Burada gruplanmuis iiyelik islevlerinin ayni sinifa ait sonug tirettigi varsayilmistir).

6.1.3. Tartisma
Bu kesimde bulanik kiime ve mantik yaklagimi kullanilarak temel diizeyde dort adet tiyelik
islevi tanimiyla siniflama islemi yapilmustir. Incelenen bulamk mantik yontemleri, diger

yontemlere gore daha yalin yapida hazirlanmistir.

Tibbi veri, bu calismalarda kullandigimiz LIDC veri kiimesi de dahil olmak iizere, bulanik
yaklasimlarda kullanilmaya en wuygun veri tiridir [92]. Coklu degerlendirici,
degerlendiricilerin farkli diizeyde tecriibeye ve bilgiye sahip olmasi ve hastalik karar

stireclerinin ve biyolojik sistemlerin karmasikligi bunun sebeplerinden bazilaridir [25].

Pereira ve digerleri [96] ¢alismalarinda, otomatiklestirilmis miihendislik siireglerinde

bulanikligin ortadan kaldirilmas: asamasinda, bulanik sonuglardan kesin bir sonug
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cikarmanin kagmilmaz oldugunu vurgulamislardir. Hguyen ve Walker'in [97] belirttigi
gibi, bir tibbi sistem, nihai karari verecek olan doktorun goérevini yapmaktan ziyade,
tamamlayici/yardimer bilgi saglamasi gerekir. Dolayisiyla, bulanik sistemlerden kesin
(crisp) sonuglar elde etmektense, ihtimalleri dereceleriyle birlikte sunmak daha faydal

olacaktir.

Uyelik islevleri hakkinda, ortalama alinarak olusturulan iiyelik islevlerinde her bir
radyografik tanimlayicinin iiyelik puani hesaba katilarak degerlendirme yapildigi i¢cin daha
yiiksek basarim elde edildigini disiiniilebilir (Korelasyon katsayisinin hesaba katilmadigi
Ul-1 ve UI-2 sirasiyla 0.6488, 0.6235 basarim elde edilmistir.). Korelasyon katsayismin
hesaba katilmas1 ile iki grup arasindaki basarim artmustir (Ui-1, 0.6488'den, Ul-3'de
0.7531'e; Ui-2, 0.6235'den, Ul-4'te 0.6549'a yiikselmistir).

6.2. Noro Bulamik Cikarim ANFIS ile Siniflama

Bu c¢aligmada akciger nodiillerinin habislik derecesinin belirlenmesi i¢in uyarlanabilir néro
bulanik ¢ikarim (adaptive neuro fuzzy inference system - ANFIS [98]) yontemi
kullanilmigtir. Kesim 6.1'de, LIDC veri kiimesi, ¢oklu degerlendirici tarafindan 6znel
degerlendirmelere sahip olmasi nedeniyle, bulanik yaklasimlarin kullanilmasina uygun bir
veri tabani oldugu ifadesi kullanilmistir. ANFIS, bir iglev/parametre kestirim yaklasimidir.
Siniflamada kullanildiginda, iirettigi ¢iktilar kesikli olmadigi i¢in, sonuglar yukar: ya da
asagl yuvarlanarak Ornegin ait oldugu sinif bulunmaktadir [99], [100]. Cikan sonucu
yuvarlayarak siniflama, ¢iktilarin yuvarlanmasi durumunda O ya da en iist siniftan daha
bliylik degerde siniflama sonucuna neden olacagindan ¢ok kabul edilebilir bir yaklagim
degildir. Cetisli’nin [99], [100] sundugu ANFIS ve kiimeleme tabanli yontem ile bu sorun

asilarak, nodiiliin habislik derecesinin tahmini yapilmstir.

Yontemin ilk adiminda tekil siniflayicilardan goriintii 6znitelikleri kullanilarak radyografik
tammlayicilarin simf degerleri elde edilmistir. Ikinci adimda habislik kural kiimesi
tizerinden kiimeleme ve ANFIS tabanli sistem egitilerek habislik derecesi tahmini
yapilmigtir. Bu yontemin 6nisleme ve veri kiimesi olusturma agamalar1 Kesim 5 ‘te verilen

yontem ile aynidir. Yontemin genel ¢izenegi Sekil 6.4’de verilmistir.
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derecesini tanimla

Sekil 6.4 Yontemin genel akis ¢izenegi.

6.2.1. Simiflama Asamasi

Bu yontemde de, onceki yontemlerde kullandig iizere, radyografik tanimlayicilardan elde
edilen smiflama bilgisi nodiiliin habislik derecesini tespit etmek icin kullanilacaktir.
Siniflama yontemi ilk adimda goriintii Ozniteliklerinden radyografik tanimlayici
sonuclarint elde etme; daha sonra ise habislik veri kiimesinde radyologlarin

degerlendirmeleri sonucu elde edilen kural kiimesi ile tahmin etme seklindedir.

6.2.1.1. Tekil Siiflayicilar fle Radyografik Tamimlayicilarin Elde Edilmesi

Kesim 5’da tanmmu verilen tekil simiflayicilar ile iki asamali simiflama ydnteminde
uygulanan adimlardan ilki kullanilmistir. Bu adimda, ¢cogunluk oylama ile her radyografik
tanimlayict i¢in ayr1 veri kiimesi olusturduktan sonra, siniflayict modelleri gelistirilmeden
Oznitelik segme ile boyut indirgeme islemi uygulanmistir. Bu islem igin Relieff [62]

yontemi kullanilmistir ve en etkin alt1 6znitelik secilmistir.

Bu katmanda her bir radyografik tanimlayici i¢in elde edilen egitim veri kiimesi ile ayr1
ayr1 dogrusal ayrim siniflayicilart (LDA) olusturulmustur. Her model farkli veri kiimesi

tizerinde olustugu gibi, 6znitelik segme ile de farkli 6znitelik kiimelerine sahiptir.
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6.2.1.2. ANFIS ile Siniflama
Yontemin girisinde anlatildigi lizere, ANFIS yonteminin dogrudan kesikli sinif degerleri
tizerinde kullanilmasi ¢ok kabul edilebilir degildir. Cetisli’nin [99], [100] sundugu ANFIS

ve kiimeleme tabanli yontem ile bu sorun asilarak, habislik derecesi tespit edilmistir.

Cetisli, farkl1 bir uyarlanir néro-bulanik siniflayici dnermistir. Oncelikle bulanik kurallart
olusturmak i¢in k-ortalamalar algoritmasi kullanilmistir. Kullanici baslangigta kiime
sayisini parametre olarak gecmektedir. Basit tiiretilebilir ifadeler oldugu i¢in, bulanik kiime
tanimlarinda Gauss tyelik islevleri kullanilmistir. Yontem, Jang’in [98] sundugu ANFIS
yontemini temel almaktadir. Farkliliklar ise, kural agirliklar1 ve parametre en
iyilestirmesidir. Scaled conjugate gradient (SCG) algoritmasi ile dogrusal olmayan
parametrelerin en iyi degerleri bulunmaktadir. Bu yontem biiyilik 6l¢ekli problemlere de

uyarlanabilir bir yaklagimdir [101].

6.2.2. Sonuclar

Cizelge 6.9°de smiflamaya ait smiflama sonuglar1 verilmistir. Gruplu veri; Malignancy
derecelerinin (1,2) iyi huylu, (3) belirsiz , (4,5) kotii huylu olarak gruplanmis halidir.
Onceki deneylerde de gozlemlendigi iizere, smiflama basarimi gruplu veride artis

gostermektedir.

Cizelge 6.9 ANFIS tabanli siniflayici i¢in siniflama sonuglar

SB Duy. Sec.
5 Smfli Veri Deneyi 0.7607 0.5053 0.9250
3 Sinifli Veri Deneyi 0.7715 0.7438 0.8787

6.2.3. Tartisma

Onceki kesimde bulanik kiimeler ile yapilan calisma, ANFIS tabanl smiflayici ile
genisletilmistir. Onceki bulanik kiime ydntemi bu ydnteme gdre daha basit bir yapidadur.
ANFIS ise uyarlanir bir yontem olmasi nedeniyle kendi iginde bir en iyilestirme yaklasimi

ile daha iyi siniflama sonuglar iiretmistir.
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7. TAKIM SINIFLAYICILAR iLE SINIFLAMA

7.1. Takim Smiflayicilar Ve Kural Tabanh Yaklasim Ile Siiflama Yontemi

Bu kesimde nodiiliin habislik derecesini, radyografik tanimlayicilar lizerinde kurulmus
takim smiflayicilarin (ensemble classifiers - EC) iiyelik islevleri olarak kullanildigi bir
kural tabanl sistem sunulacaktir. Radyografik tanimlayicilar tizerinden elde edilen oylama
degerlerine takim siniflayicilarin sonuglara ek olarak digbiikey orti (convex hull -CH)
yaklasimindan elde edilen sonuglar da eklenmistir. Bu yontemlerin ¢iktilar1 habislik
derecesinin belirlenmesi i¢in temel olarak kullanilmistir.

Elde edilen sonuglar nodiiliin habislik derecesinin diger radyografik tanimlayicilara bagl
olarak tahmin edilebilecegini gostermektedir. Bu yontemin Onisleme ve veri kiimesi
olusturma asamalar1 Kesim 5 ‘te verilen yontem ile aynidir. Yontem i¢in tanimlanan genel

akis cizenegi Sekil 7.1°de verilmistir.

| LIDC Veritabani |
Cogunluk Oylama
Her Rad. Tanimlayici i¢in Verikiimesi olustur. "Malignancy" i¢in kurallar ve verikiimesi
51 Sc Smal ’ Rmal
Onisleme

Eksik Deger Tamamlama
(kNN imputation)

<5

Nitelik Se¢imi

(Relieff)
Deneme: Smal Kurallar (Rmal)
Egitim: St ... Se
Her rad. tanimlayict igin takim siniflayici olustur.
ECHy, ......., ECH,

155 O

Kural tabanli siniflama ile nodiiliin habislik derecesini tanimla

Sekil 7.1 Yontemin genel akis ¢izenegi.
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Yontemi Sekil 7.1°de gosteildigi iizere ii¢ ana kesimde ele alabiliriz. Onisleme kesimi;
LIDC veritabanindan verilerin elde edilmesi, radyografik tanimlayicilar igin veri
kiimelerinin olusturulmasi, boyut indirgemenin yapilmasi ve veri kiimesi dengeleme
yaklasimlarinin uygulanmasi islemlerinin yapildig1 kesimdir. Takim siniflayicilar kesimi;
her bir radyografik tanimlayici ve onlarin siniflari i¢in ayri SVM tabanli siniflayicilarin
olusturulmasi, her ayr1 kiimeye ait digbiikey ortii noktalarinin elde edilmesi ve bu noktalar
temel alan ayristiric1 islevlerin olusturulmasi islemlerini igeren kesimidir. Kural tabanli
sistem kesimi ise; takim smiflayicilardan elde edilen oylama bilgileri ve Onislemede
olusturulan kurallar1 kullanarak sisteme verilen 6rnegin habislik derecesinin tespit edildigi

kesimdir.

7.1.1. Takim Siiflayicilar

Veri kiimesi 6n isleme adimindan sonra, Sekil 7.2°de verilen algoritma ile takim
smiflayicilar olusturulmustur. Her bir radyografik tanimlayicinin her bir derecesi i¢in ayr1
bir siniflayici egitilmistir. Bu sebeple her bir radyografik tanimlayici derecesi i¢in de ayri
egitim kiimeleri hazirlanmistir. Ornegin “sublety” tanimlayicist icin 5 ayr1 veri kiimesi
olusturulmustur. Her bir dereceye karsilik, kalan diger derecelerin hepsinin ayr1 bir sinifta
oldugu diisiiniilmiistiir. Boylece verilen “sublety” orneginde her bir derece i¢in 2 sinifli

siiflayicilar kullanilarak 5 adet siniflayici egitilmistir.
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Girdi:

t: 6rnegin nitelik vektori.

S: rad. tammlayici icin veri kiimesi n 6rnek, m dznitelik, S = {xq, ..., X, Y}
c: rad. tanimlayici i¢in en biiytlik sinif degeri.

fs: rad. tanimlayict i¢in nitelik sayist

fch : digbiikey ortii igin nitelik sayisi
Basla:

Dongii i=1"den C'ye
Smif i i¢in veri kiimesi olustur (i vs digerleri) Si= {xq, ..., X, y; = {0,1}}*"

Nitelik se¢imi Fi = relieff( S;)
J arttir, size(S;(y = 1)) < Sizzec(s)
Veri dengele, S'; = azalt | size(S:(y = 1)) > 32
LS‘l-(y =1), digeg © )) -
Taban siniflayiciyr egit Ti = TabanSiniflayici(S'i, ,Fi (1... fs))
S’inin digbiikey ortii noktalarii bul, Hi = DisbiikeyOrtii(S i(y=1), Fi (1... fcn))

Dongii bitir
Oylama vektorii v ilkle, Vi: v(i) =0

Dongii i=1"den c'ye
Eger smifla (t, Ti) = Lise v(i) = v(i) +1
Eger digbiikeyortiiicindemi(H;i, t) = 1 ise v(i) = v(i) +1
Dongii bitir
Bitir
Cikti:

Vv : oylama vektorii

Sekil 7.2 Takim smiflayicilar ile oylama algoritmasi.
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Her bir tanmimlayic1 derecesi igin &znitelik segme islemi uygulanmistir. Oznitelik segme
islemi olarak Relieff [62] yontemi kullanilmis, bu yontem sonucu agirliklandirilan tiim
oznitelikler i¢inde en 6nemli alt1 tanesi secilmistir. Oznitelik sayis1 istege bagl olarak ya
da yontemlerin basarim maliyetleri distliniilerek degistirilebilir. Bu calismada digbiikey
ortli hesaplamalar1 da géz Oniline alinarak, en az bilgi kaybi olacak ve en iyi hesaplama
basarimi elde edilebilecek deger olarak alt1 belirlenmistir. Iki sinifli veri kiimesi iizerinde
yapilan bu 6znitelik segme yaklasiminin 6zellikle dengesiz veri kiimesi dagilimi sonucu az
ifade edilen smiflarin diger siniflardan ayrimmi daha belirgin hale getirmesi igin

uygulanmustir.

Oznitelik seciminden sonra, dengeleme islemi uygulanmus veri kiimesi ile her radyografik
tanimlayicisinin  derecesi igin 2-smifli SVM [72] smiflayicilart egitilmistir (dogrusal
cekirdek islevi (linear kernel function) Matlab® varsayilan parametreleriyle kullanilmustir.
Siniflama agamasi tamamlanamadiginda ise 1000 adimli ikilenik maliyet islevi (quadratic
cost function) kullanilmistir). Deneme 6rnekleri her tanimlayiciya ait siniflayicilara ayri
ayr1 verilmistir. Eger 6rnek bu siniflayicilardan birine aitse, ilgili derecenin oyu bir

artirtlmistir. Bu ¢aligmada her siniflayicinin ayni agirliga sahip oldugu varsayilmistir.

SVM siniflayicilarindan sonra yine her bir radyografik tanimlayicinin her bir derecesi igin
disbiikey noktalar kiimesi belirlenmistir. Eger daha dnceden indirgenmis bir derece ise bu
islem boyut indirgemede yapildig1 igin, islem tekrarlanmamistir. Kodell ve digerleri [102]
ve Nalbantov ve digerleri [103] disbiikey ortii kullaniminin siiflama basarimina katkisi
oldugunu gostermislerdir. Deneme Orneklerinin, ilgili derecenin digbiikey Ortiisii i¢inde
olup olmadigi denetlenmistir. Eger bu bdlgenin iginde ise oylama sonucu bir
artirtlmaktadir, eger degilse oylamaya etki etmemektedir. Bir 6rnek i¢in takim smiflayici

ve digbiikey yonteminden elde edilen sonu¢ oylama matrisi Cizelge 7.1’de gosterilmistir.
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Cizelge 7.1 Bir 6rnek i¢in her bir radyografik tanimlayiciya ait oylama sonug¢ matrisi.

Oylama Matrisi Sinif degerleri (1-6)

(1) (2) ©) (4) 6) (6
Subtlety 1 1 0 0 2 -
Calcification 0 0 1 0 1 2
Sphericity 0 1 1 0 0 -
Margin 1 1 1 1 0 -
Lobulation 1 1 1 1 1 -
Spiculation 0 1 1 1 1 -
Texture 1 2 1 1 2 -

7.1.2. Takim Simiflama Asamasi

Oylama agamasindan sonra, nodiiliin habislik derecesini (malignancy) belirlemek i¢in kural
tabanli sistem kurulmustur. Radyologlarin derecelendirmelerini kullanarak habislik i¢in bir
kural kiimesi olusturulmustur. Kural kiimesinin birka¢ satirindan olusan Ornek satirlar
Cizelge 7.2°de gosterilmistir. Kural kiimesinde, en az ii¢ radyologun habislik tanimlayicisi
tizerinde anlagtigi deger ve diger radyografik tanimlayicilarin degerleri bulunmaktadir.

Diger tanimlayicilar iizerinde bir anlasma beklenmemistir.

Cizelge 7.2 Malignancy degeri ve diger radyografik tanimlayicilarin oldugu 6rnek kural

tablosu.

Sub. Cal. Sph. Mar. Lob. Spi. Tex. Mal.
5 3 4 5 2 1 5 1
5 3 5 5 1 1 5 1
5 6 4 2 4 5 5 5
4 6 4 5 1 1 5 3
4 6 5 5 1 1 5 3
4 6 4 4 2 2 5 4

Ek olarak, kural tabanli siniflama sistemine girdi olarak verilecek deneme kiimesi olarak
kullanmak iizere, kural kiimesinin her satirina ait nodiiller i¢in alt diizey goriintii
Oznitelikleri de hesaplanmistir. Bu 6znitelikler takim siniflayicilara girdi olarak verilmistir.

Boylece bu 6rnekler i¢in oylama matrisleri hesaplanmistir. Daha sonra bu oylama matrisini

81



kullanan kural tabanli sistem (7.1)’i kullanarak her kural satir1 igin bir deger

hesaplamaktadir. Yontemin adimlar Sekil 7.3’deki algoritmada verilmistir.

P(G,) = {1V, RG, D)) ,mr()) } (7.1)

Esitlik (7.2)’de V her bir satir1 bir radyografik tanimlayici ait 7x6’lik oylama matrisidir
(Cizelge 7.1°de 6rnek matris verilmistir). R, r satira sahip r X 7 boyutta kural tablosudur. j,
R i¢indeki hesaplanan siradaki kural sayisidir. P(j) esitlik (7.2)’den hesaplanan degeri ve o
j’nci kuralin habislik derecesini (mr) tutan degerdir. Her bir kural i¢in esitlik (7.2)’deki
deger hesaplandiktan sonra P dizisi azalan degerde siralanmistir ve ilk N kuralda en ¢ok
rastlanan habislik derecesi sistemin sonucu olarak kabul edilmistir. N istege bagli herhangi
bir deger olabilir. Bu yontem igin, en iyilestirme caligmalarinda bu deger 50 olarak

bulunmustur. Sekil 7.4'de yontem icin bir ¢alistirma 6rnegi gdsterilmistir.
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Girdi:

t: habislik derecesi bulunacak 6rnegin 6znitelik vektorii
tm: 6rnegin gergek habislik derecesi

N: habislik tahmini i¢in kural sayis1

R: kural matrisi, (her r satirda 7 tanimlayicr)

mr: her kural i¢in habislik derecesi listesi

f: nitelik sayis1

Basla:

Oylama matrisi V’yi ilkle

Dongii i = 1’den 7’ye (her tanimlayici igin)
Her takim smiflayicidan oy al, V(i)=takimSimflayici(t,S;,ci,f)
Dongii bitir

Dongii i=1"den r’ye
Her kural igin puan hesapla, P(i,1) = ]7-=1 V(i,R(,j))
Gergek habilisk derecesini ekle, P(i,2)=mr(j)

Dongii bitir

P’yi sirala (P(,1) tizerinden)

P igindeki ilk N kural iginde en ¢ok tekrarli degeri ( fm) bul
Eger tm = fm ise out=dogru degilse out=yanlis

Bitir

Cikti:

out: siniflama sonucu

Sekil 7.3 Kural tabanli sistemin algoritmast
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Siniflanacak drneklem, x={x1,...,x155}

!

& 'S

Subtlety Takim Siniflayici (1-5)

Sinif 1 vs Diger

1. Asama takim
SVM CHull
- siniflayici sonuglari

(oylar)

Oy Matrisi
A
Subtlety ! ° ¢ 2 1 - 0,84 1. Asama siniflama
Calcification 0 1 1 0 0 1 0.82 | /\’/_ — sonucu olusan
Sphericity 0 1 1 0 0 - 08 | //—’_ oylama matrisi
Margin 1 1 1 1 ] 0,78
Lobulation 1 1 1 1 1 0,76 +— : . r
Spiculation 0 1 1 1 1 10 30 50 70 %
Texture 1 2 1 1 2 - 2. Asama, Puanlar
‘ ilk N kuraldaki hesaplanan kural
olasiligi en kimesi siralanarak ilk
) P’ye gore Sirali fazla olan — N orneklem icindeki
«Malignancy» - PG = {ZV(E'RU‘I.)) mr(i)} «Malignancy» habislik habislik derecesi
Kural Kimesi = Kural Kiimesi derecesi oranina gére tahmin
yapilir.

Sekil 7.4 Yontem igin ¢alistirma drnegi gosterimi.

7.1.3. Sonuclar

7.1.3.1. Takim Siniflayic1 Sonuglari

Yiiksek oranda dengesiz dagilmis veri kiimelerinde, diisiik oranda ifade edilmis siniflar
tekli siniflayicilarda basarisiz sonuglar vermektedir. Ornek olarak sublety radyografik
tanimlayicist i¢in 6rnek SVM siiflayici sonuglari Cizelge 7.3’te verilmistir. 1 ve 2
derecelerinin veri kiimesindeki agirligt %1’in altindadir. Baskin olan 5 derecesi iginse bu
oran %70’1n lizerindedir. Tablo 4’den goriilecegi lizere diisiik oranli sinifin hatali siniflama

orani fazladir.

Cizelge 7.3 Sublety i¢in SVM ile siniflama sonuglari.

1 2 3 4 5 Ornek Ornek orani

sayist
1 0 0 9 1 5 15 <0,01
2 0 0 5 4 0 9 <0,01
3 0 0 60 64 7 131 ~0,09
4 1 0 32 146 92 271 ~0,19
5 1 0 9 75 945 1030 ~0,71
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Bu yontemde oylama mekanizmasi olarak kullanilan takim smiflayicilar, tekil
siiflayicilarin aksine sonug olarak her bir dereceye ait degerlerin bulundugu vektorler
dondiirmektedir. Bu oylama sistemi diisiik oranli siiflarin ifade edilebilirligini
artirmaktadir. Cizelge 7.4°te, sublety tanimlayicisi igin en yiiksek oylama sonuglari
gosterilmistir. Tablodaki diagonal eksende kalin yaziyla verilmis degerler ilgili sinifin en
yiiksek aldig1 oylama sayisidir. Diger degerler ise farkli dereceye ait siniflayicilardan en
yiiksek alinan oylama sayisidir. Bu durum belirsizlige neden olmaktadir. Cilinkli takim
siniflayicilardan elde edilen sonuglarda bir 6rnek bir radyografik tanimlayici i¢in birden
fazla derecede en yiiksek oylama sonucuna ulasabilir. Oregin Cizelge 7.1°de sublety
takim siniflayicist 5 derecesi ig¢in en yiiksek sonucla olan 2’yi dondirmistiir. Fakat
lobulation takim siniflayicisi her derece igin 1 sonucunu vermistir. Bu siiflama agamasi
icin yliksek oranda belirsizlik tasiyan bir durumdur. Bu radyografik tanimlayicinin (bu
ornek i¢in) habislik derecesini belirlemede ayirt edici bir yani yoktur. Fakat sublety,

calcification ve texture tanimlayicilart daha ayirt edici sonuglara sahiptir.

Cizelge 7.4 Sublety i¢in en yiiksek oylamay1 kazanan siniflar

1 2 3 4 5 Ornek sayis1 ~ Ornek orani
1 14 10 2 5 0 15 <0,01
2 6 9 1 1 0 9 <0,01
3 42 38 53 46 1 131 ~0,09
4 111 115 87 179 22 271 ~0,19
5 395 383 16 125 793 1030 ~0,71

7.1.3.2. Kural Tabanh Simiflama Sonugclari

Yontemin basariminin 6l¢iilmesi i¢in bir 6rnegi disarida birakma genellestirme yaklasimi
uygulanmistir. Habislik veri kiimesinden bir 6rneklem deneme verisi olarak ayrilmis ve bu
Ornege ait kural satir1 ise kural kiimesinden ¢ikarilmistir. Geri kalan 6rneklerin kurallari
sistem i¢in kural tablosunda kullanilmistir. Her bir 6rnegin (nodiil) hasta kodu (case id) ve
nodiil kodu (nodule id) bulunmaktadir. Deneme &rnegi olarak kullanilacak nodiille ayni
kodlara sahip olan nodiiller (her radyografik tamimlayicida farkli sayida nodiil
bulunmaktadir, ayni nodiil birden fazla kiimede mevcut olabilir) radyografik
tanimlayicilarin egitim kiimesinden de ¢ikarilmistir. Bu islem habislik kiimesindeki her bir

ornek, bir kez deneme 6rnegi olana kadar her biri i¢in tekrarlanmistir.
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Sekil 7.2’teki algoritma igin, en uygun kural boyunu (N) farkli kural uzunluklarinda
hesaplamalar tekrarlanarak bulunmustur. Habislik kiimesindeki derecelerin 6rnek sayilari
da g6z oniinde bulundurularak kural boyutu 10 ila 100 arasinda denetlenmistir. Sekil 7.5’te

goriilecedi iizere en uygun kural sayisina 50 ila 60 arasinda erisilmistir.
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0,80 // =
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0,77 +—
0,76
0,75
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Sekil 7.5 Kural boyunun simiflama sonucuna etkisini gosterir grafik.

Son olarak, sunulan yontem ile tekil siniflayicilar siniflama basarimi, duyarlilik ve segicilik
metrikleri ile Kkarsilastirilmigtir. Habislik tanimlayicisinin 5 derecesi vardir: Yiiksek
olasilikla iyi huylu (highly unlikely-1-), orta olasilikla iyi huylu (moderately unlikely-2-),
belirsiz (indeterminate-3-), orta olasilikla k6tii huylu (moderately suspicious-4-), yiiksek
olasilikla kot huylu (highly suspicious-5-). Smiflama basarimlar1 5 sinifli habislik kural

kiimesi i¢in Cizelge 7.5’te gdsterilmistir.

Cizelge 7.5 Yontemlerin siniflama basarimi (5 sinifli).

Yontem 5 Simf 5 Simf 5 Siif
SB Duy. Sec.
LDA 0.6610 0.3832 0,8886
Adaboost 0.7254 0.6737 0,9311
Naive Bayes 0.7250 0,6700 0,9325
kNN 0.7665 0.6314 0.9350
SVM 0.7828 0.5384 0.9345
RF 0.8040 0.5797 0.9421
Onerilen Yontem 0.8044 0.5526 0.9403
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Habislik derecelerindeki belirsizlik sebebiyle, bu dereceleri (1,2) iyi huylu, (3) belirsiz ,
(4,5) kotii huylu olarak gruplanarak deney tekrarlanmistir. Cizelge 7.6°da goriilecegi iizere

gruplamadan sonra tiim yontemlerin siniflama basarimi artmistir.

Cizelge 7.6 Yontemlerin siniflama basarimi (3 sinifl).

Yontem 3 Simf 3 Simf 3 Simf
SB Duy. Sec.
LDA 0.8200 0.8001 0.9006
Adaboost 0.8135 0.8265 0.9055
Naive Bayes 0.8100 0.8250 0.9060
kNN 0.7959 0.8003 0.8930
SVM 0.8005 0.8108 0.9021
RF 0.8151 0.8161 0.9035
Onerilen Yontem 0.8328 0.8234 0.9118

7.1.4. Tartisma

Bu calismada kiigiik boyutlu akciger nodiillerinin habislik derecesinin tespiti i¢in kural
tabanli bir siniflama yaklagimi gelistirilmigtir. SVM siniflayicist ve digbiikey ortii noktalari
kullanilarak her radyografik tanimlayici i¢in takim smiflayicilar olusturulmus, bu
smiflayicilarin sonuglar1 kural tabanli siniflama sistemi i¢in girdi olarak kullanilmistir.
Kural tabanli siniflama sistemine ek girdi olarak LIDC veri tabanindan radyologlarin
habislik iizerinde ortak kararlari ile elde edilmis radyografik 6zniteliklerden olusan kurallar
kiimesi de verilmistir. Her radyografik tanimlayici i¢in ayr1 veri kiimeleri olusturulmustur.
Bu veri kiimelerinin bir¢ogu dengesiz dagilmistir. Bu dengesiz dagilim sorunu veri kiimesi
dengeleme yaklagimi ve sinifa 6zel boyut indirgeme ile ¢oziilmeye calisilmistir. Alinan
sonuclar 1s18inda takim smuflayicilar ile kural tabanli smiflama sistemi {izerine
olusturdugumuz yontemin tekil siniflayicilardan daha iyi sonug¢ verdigi gozlemlenmistir.
Habislik degerini gruplamak siniflama bagarimlarini tim siiflayicilar nezdinde
arttirmistir. Gruplama yapildiginda, LDA tiim siniflayicilar i¢inde en ¢ok artis gostereni

olmasina ragmen, sunulan yontem en iyi siniflama sonucunu vermistir.
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7.2. Takim Smiflayicilar Ve Agirhikh Kurallar ile Siniflama Yontemi

Bu calismada, akciger nodiillerinin habislik derecesinin belirlenmesi i¢in agirlikli kural
tabanli bir siniflama ydntemi sunulmustur. Onceki yonteme ek olarak her bir tanimlayici
icin, ortalama dereceler (average ranks) ve basari oran orantilari (Success rate ratios)
kullanilarak farkli sayida ve farkli tiirde Oznitelik kiimeleri olusturulmustur. Takim
siniflayicilarin  ¢iktilari, agirlikli kural tabanli smiflayiciya girdi olarak verilmistir.
Nodiiliin habislik derecesi ve radyografik tamimlayicilar arasindaki dogrusal iliski
korelasyon ¢oziimlemesi kullanilarak belirlenmistir. Ayrica, radyologlarin ayni nodiiller
tizerindeki degerlendirmeleri de ¢ozlimlenerek, her bir kural i¢inde uzmanlar arasindaki

anlagsmanin derecesi tespit edilmistir. Sunulan yontemin genel ¢izenegi Sekil 7.6°de

verilmistir.
| LIDC Veritabani |
Cogunluk Oylama
Her Rad. Tanimlayici i¢in Verikiimesi olustur. "Malignancy" i¢in kurallar ve verikiimesi
51 Sc Smalv Rmal
Onigleme

Eksik Deger Tamamlama
(KNN imputation)

<5

Nitelik Se¢imi
(Relieff)

<5

Nitelik Sayis1 Belirleme

(AR, SRR)
. Deneme: Smal Kurallar (Rma)
Egitim: S1 ... Sc
Her rad. tanimlayici igin takim siniflayici olustur. Kural Agirliklan
ECHq, ........, ECH,

Agirhikh
Oylar Kurallar  (Rmar)

Nodiiliin habislik derecesini tanimla

Sekil 7.6 Yontemin genel akis ¢izenegi.
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7.2.1. Oznitelik Sayilarinin Belirlenmesi

Secilecek Oznitelik sayilar1 istege bagli olarak veya basarim ve maliyet ihtiyaglarina gore
de belirlenebilir. Secilecek 06zniteliklerin, o6zellikle az ifade edilmis simiflarin ayirt
edilmesinde faydali olacagi ongoriilmektedir. Bu islem smiflama igslemi ve disbiikey ortii
isleminin hesaplama maliyetlerini, bilgi kayb1 olmaksizin, azaltmaktadir.

Her bir radyografik tanimlayici veri kiimesinde, dncelikle 6zniteliklerin 6nemlerine gore
derecelendirilmesi islemi, Relieff [62] yontemi kullanilarak yapilmistir. Relieff yontemi,
Ozniteliklere agirliklar atayarak, en dnemliden en az 6nemliye dogru siralamaktadir. Daha
sonra Brazdil ve Sores'in [81] olgiim yontemleri kullanilarak uygun o6znitelik kiimeleri
saptanmistir. Bunlar, ortalama dereceler (avarage ranks-AR) ve basari oran orantilari
(success rate ratios-SRR) ve onemli kazanim (significant wins-SW) yontemleridir. Bu
calismada, sadece SRR ve AR yontemleri kullanilmigtir. Bu yontemler, hangi siniflama
yonteminin daha basarili oldugunu tespit etmekte kullanilmaktadir. Bu c¢alisma
kapsaminda, SVM algoritmasi i¢in hangi Oznitelik sayisinin daha anlamli oldugunu
bulmakta kullanilmstir.

AR yonteminde, smiflama algoritmalar1 Olciilen hata oranlarina gore siralanir. En iyi
algoritma, en diisiik ortalama hata oranina sahip olan algoritmadir. rji, deneme kiimesi i
tizerinde Oznitelik kiime sayisi j'nin orani ve n rastgele olusturulan deneme kiimesi

sayisidir. Ortalama dereceler, esitlik (7.2)'deki gibi hesaplanmaktadir.
r=irH/n (7.2)

SRR yonteminde, ikili algoritmalar arasindaki basar1 orami dlciilmektedir. ER}, deneme
kiimesi i lizerinde 6znitelik kiime sayisi j'nin hata orani1 olmak tizere; dznitelik kiime sayisi
j'nin, oznitelik sayist K'ya deneme kiimesi i'deki avantaji SRR}"k, esitlik (7.3)'deki gibi

hesaplanir.
SRR}'k =(1- ER}) / (1 —ERL) (7.3)

Avantajlar hesaplandiktan sonra, 6znitelik sayilar1 j ve K igin ikili ortalama basar1 oran

orantilart (pairwise mean success rate ratio) SRR;; esitlik (7.4)'teki gibi hesaplamir. n

rastgele deneme kiimelerinin sayisidir. Bu oran ikililer i¢cin genel avantaj/dezavantajin

degerlendirilmesi i¢in kullanilmaktadir.

SRR; = (X:SRR.,)/n (7.4)
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Son olarak, genel ortalama basar1 oran orantilart SRR; her bir 6znitelik sayisi j icin esitlik

(7.5)'teki gibi hesaplanir. m denenen farkli 6znitelik kiime sayisidir.

Yukarida tanimlanan yontemler farkli Oznitelik sayilariyla olusturulmus ayni siiflama
yontemi lizerinde uygulanmistir (3,4,5,6,7,8,9,10,20,40,60). Her bir radyografik
tanimlayict icin, veri kiimesinin %10'u deneme verisi, kalan1 ise egitim verisi olarak
ayrilmistir. Egitim ve deneme verisi rastgele se¢im ile (bootstrap) segilmistir ve bu segim
50 kere tekrarlanmigtir. Her bir veri kiimesi, her siniflayicida kullanilmistir. Cizelge 7.7'de,
her radyografik tanimlayicinin her bir 6znitelik sayist i¢in elde edilmis ortalama AR ve

SRR degerleri verilmistir. En anlamli 6znitelik sayis1 kalin yazi tipi ile isaretlenmistir.

Cizelge 7.7 (3-10, 20,30,40,50,60) 6znitelik sayilari icin AR ve SRR 6lgtimleri. Her

satirdaki 6l¢iimler i¢in en 6nemli degerler kalin yazi tipi ile isaretlenmistir.

Rad. Tan. 3 4 5 6 7 8 9 10 40 60
Calcification AR 9265 9250 87,10 7585 69,40 58,90 56,35 132,55 14590 129,25

SRR 1,0821 11,0830 1,0851 11,0898 11,0919 1,0947 1,0972 11,0672 1,0630 1,0676
Lobulation AR 7780 6835 33,70 33,10 18,10 146,80 11575 126,70 179,65 179,35

SRR 1,1535 11,1564 12151 12172 12421 11,0082 1,0596 1,0495 0,9913  0,9916

Margin AR 128,40 119,20 109,80 105,90 156,40 154,60 148,45 109,80 104,50 89,65
SRR 1,0643 11,0680 1,0735 11,0749 11,0543 10549 1,0578 11,0735 10761  1,0825
Sphericity AR 14,05 15,40 18,55 109,80 91,30 92,65 141,40 150,40 142,00 142,30
SRR 18496 11,8380 1,8287 11,0322 11,0486 10501 0,9569 09424 0,9625 0,9627
Spiculation AR 167,40 163,30 163,30 29,65 36,10 31,15 31,45 30,25 11995 163,30
SRR 1,0270 11,0290 1,029 11686 1,1651 11674 11671 11,1680 1,0426  1,0290
Sublety AR 12,40 490 8035 62,65 106,5 96,25 75,25 67,15 192,85 187,75
SRR 15351 15503 11,1909 11,2138 11,1268 1,1465 1,1770 11,1880 0,8726  0,8775
Texture AR 40,90 39,55 715 28,45 4765 12250 104,20 80,65 201,85 194,95

SRR 1,2643 12655 13357 11,2846 12499 11,0490 1,0781 11,1180 0,9020  0,9245

Simiflayicilar i¢in en uygun Oznitelik sayisini bulduktan sonra, takim siniflayict ve veri
dengemeleme asamalarinda kullanilacak dis biikey ortii yontemi i¢in de en uygun 6znitelik
sayist tespit edilmelidir. Dis biikey ortii yontemi, zaman gereksinimi yiiksek olan bir
yontemdir. Karmagsiklig1 6rnek sayisi ve verikiimesi boyutu ile artmaktadir. Bu yontem igin
Barber ve digerlerinin 6nerdigi Quick Hull [91] algoritmast kullanilmigtir. Quick Hull
algoritmas1 yiliksek boyutlu verileri, benzer amacl algoritmalardan daha etkin olarak
hesaplamaktadir, fakat yine de dokuz boyut {izerindeki verilerde kayda deger bir islem

siiresi almaktadir. Istenen, en makul hesaplama siiresinde bilgi kaybimi en aza indirecek
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Oznitelik sayisina erigsmektir. Cizelge 7.8'te goriilecegi iizere, altt boyuttan sonra
algoritmanin hesaplama siiresi iissel olarak artmaktadir. Bu sebeple, Relieff algoritmasi ile

belirlenen en 6nemli alt1 6znitelik, dis biikey Ortiiyili hesaplarken kullanilmistir.

Cizelge 7.8 Quick Hull algoritmasinin her radyografik tanimlayici i¢in en 6nemli 3-9

Oznitelik icin iglem siiresi verilmistir.

3 4 5 6 7 8 9
Calcification 0,10 0,04 0,05 0,59 5,40 56,60 787,49
Lobulation 0,80 0,77 0,76 1,04 3,71 27,78 452,09
Margin 0,19 0,19 0,20 0,29 2,64 19,21 95,56
Sphericity 0,07 0,08 0,13 0,33 1,44 8,90 50,62
Spiculation 0,38 0,38 0,45 0,72 3,26 22,09 291,25
Sublety 0,53 0,53 0,55 0,78 4,20 57,76 315,04
Texture 0,53 0,53 0,55 0,88 6,49 50,80 760,84
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Girdi:

t: 6rnegin nitelik vektorii.

S: rad. tamimlayici igin veri kiimesi n 6rnek, m dznitelik, S = {xq, ..., X, Yy}
c: rad. tanimlayici i¢in en biiyiik sinif degeri.

fs: AR ve SRR yontemlerinden elde edilen nitelik sayis1

fch : digbiikey ortii igin nitelik sayis1

Basla:

Dongii i=1°den c'ye
Smif i igin veri kiimesi olustur (i vs digerleri) Si = {xq, ..., X;,, ¥; = {0,1}}1"
Nitelik se¢imi Fi = relieff( S;)

size(S)
2c

. 1 . 3size(S)

Veri dengele, S'; ! azalt , size(S;(y = 1)) > —
kSi(y =1), diger

Taban siniflayiciyr egit Ti = TabanSiniflayici(S'i, ,Fi (1... fs))

S’inin digbiikey Ortii noktalarmi bul, Hi = DisbiikeyOrtii(S i(y=1), Fi (1... fcn))

arttir, size(Si(y = 1)) <

Dongii bitir
Oylama vektorii v ilkle, Vi: v(i) =0

Dongii i=1"den c’ye
Eger smifla (t, Ti) = Lise v(i) = v(i) +1
Eger disbiikeyortiiigindemi(H;, t) = 1 ise v(i) = v(i) +1
Dongii bitir
Bitir
Cikti:

Vv : oylama vektorii

Sekil 7.7 Bir 6rnek i¢in takim siniflayict adimlarini gosteren algoritma.
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7.2.2. Takim Simiflayicilar

Veri kiimesi 6n isleme adimlarindan sonra, takim smiflayicilar Sekil 7.7'de gosterilen

algoritma ile olusturulmustur.

7.2.3. Agirhikh Kural Tabanh Sistem

Oylama asamasindan sonra, agirlik kural tabanli sistem ile nodiiliin habislik derecesi
tahmin edilmistir. Bu sistem, habislik veri kiimesinden elde edilen kurallar1 kullanarak
egitilmektedir. Radyologlarin degerlendirmeleri kullanilarak, nodiiliin habislik derecesi
icin bir kural kiimesi olusturulmustur. Cizelge 7.9te, kural kiimesinden ornek satirlar
verilmistir. Kural kiimesine, LIDC verisinden, habislik degeri tizerinde en az iig
radyologun anlagmis oldugu verilerin radyografik tanimlayicilar1 c¢ikarilarak kural

kiimesine eklenmistir.

Cizelge 7.9 Nodiil habislik derecesi i¢in (malignancy — Mal.) 6rnek kural tablosu

Sub. Cal. Sph. Mar. Lob. Spi. Tex. Mal.

5 3 4 5 2 1 5 1
5 3 5 5 1 1 5 1
5 6 4 2 4 5 5 1
4 6 4 5 1 1 5 3
4 6 5 5 1 1 5 3
4 6 4 4 2 2 5 3

Nodiil habislik (Malignancy) veri kiimesi, diger radyografik tanimlayicilar gibi habislik
derecesi iizerinden ¢ogunluk oylama ile olusturulmustur, fakat diger tanimlayict
degerlerininde de anlagmaya varilmis olmasi beklenmemistir. Diger tanimlayicilar
tizerinde anlasma beklenmedigi i¢in, her tanimlayicinin 6nemini belirleyecek katsayilar
tanimlanmistir. Her bir kuralda, her bir tanimlayict i¢in farkli katsayilar atanmustir.
Ormegin, Cizelge 7.10’da aym nodiile ait ii¢ kural (her biri ayr1 radyologun
degerlendirmesi) gosterilmistir.  ruleiq, rulej, ve ruleivy U¢ ayn radyologun
degerlendirmesidir ve anlagmaya vardiklar1 habislik degeri 5°tir. Iki tanesi calcification
tanimlayicisinda anlagsmistir ve anlagma katsayilar1 2/3’tiir; diger radyologun ise 1/3’tiir.

Tiim radyologlarin anlastigi texture/subtlety degerlerinde bu katsay1 3/3’tiir, vs.
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Cizelge 7.10 Habislik kiimesinden elde edilmis, ayn1 nodule ait degerlendirme olan {i¢

kuralin degerleri ve anlagma katsayilari.

R. Tanimlayici rulei rule rulei+1
deger Anlagma deger Anlasma deger Anlasma
K. K. K.
calcification 6 2/3 6 2/3 3 1/3
sphericity 3 2/3 4 1/3 3 2/3
lobulation 5 1/3 1 2/3 1 2/3
texture 5 3/3 5 3/3 5 33
margin 5 1/3 3 2/3 3 2/3
subtlety 2 3/3 2 3/3 2 3/3
spiculation 1 1/3 3 1/3 4 1/3
malignancy 5 - 5 - 5 -

Ek olarak, habislik derecesi ve diger radyografik tanimlayicilar arasindaki iliskiyi 6lgmek
icin korelasyon analizi yapilmigtir. Bu analiz sonucu elde edilen korelasyon katsayilari,
tanimlayicilar arasindaki dogrusal iliskiyi 6lgmektedir. Biiyiik oranda korelasyona sahip
tanimlayicilar hesaplamalarda baskin gelebilir. Bu yiizden katsayilarin etkileri Esitlik
(7.6)’da Dbelirtildigi lizere, istel/lissel islev (exponential function) kullanilarak

yumusatilmaistir.

P() = (L, e V(L,RG,D) e, mr()} (7.6)

Esitlik (10.6)’da C, radyografik tanimlayicilarin sayisidir (malignancy harig), V, Cx6
boyutlarinda oylama matrisidir ve bu matriste her satir ilgili tanimlayici i¢in elde edilen
oylama sonuglarini tutar. R, rxC boyutlarinda kural matrisi ve r kural sayisidir. j, herhangi
bir kuralin indisidir. ﬁji, J. kuraldaki i. tanimlayict anlasma katsayisidir. P(j), iki deger
tutar: P(j,1) j. kuralin agirlikli oy toplami ve P(j,2) j. kuralin habislik derecesi (mr). Daha
sonra P 1. siitununa gore azalan sirada siralanir. Ornegin habislik derecesi olasiligy, ilk N

kuraldaki habislik derecelerinin bulunma oranina gore hesaplanir.

Sekil 7.9’teki algoritmada, bir nodil Ornegi igin agirlikli kural tabanli siniflama
yaklasimint gostermektedir. Algoritma ilk dongilide, Sekil 7.7°deki yontemden her bir
radyografik tanimlayici igin elde edilmis oylari alarak oy matrisini olusturur. Ikinci
dongiide ise, Esitlik (10.5) kullanilarak her bir kural satir1 i¢in agirlikli oy toplamlari (P)
hesaplanir. P siralandiktan sonra ilk N eleman i¢indeki habislik derecesi olasiliklari
hesaplanir. Sonucta, en yiiksek olasilifa sahip habislik derecesi tahmin edilen derece

olarak verilir. Sekil 7.8'de yontem igin galistirma 6rnegi gosterilmistir.
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Siniflanacak drneklem, x={x1,...,x155}

A T

Subtlety Takim Siniflayici (1-5)
Sinif 1 vs Diger
s CHull L 1. Asama takim
VM - ! [ siniflayici sonuglari
(oylar)
1o f0]2/[1
Oy Matrisi . ~
A
Subtlety 1 0 0 2 1
Calcification 0 1 1 0 0 1 1. Asama siniflama
Sphericity 0 1 1 0 0 — sonucu olugan
oylama matrisi
Margin 1 1 1 1 0
Lobulation 1 1 1 1 1
Spiculation 0 1 1 1 1
Texture 1 2 1 1 2
«Malignancy» ilk N kuraldaki . 2. Asama, Puanlar
Kural Kiimesi olasilig en h?saplfanan kural .
P'ye gére Siral fazla olan kiimesi siralanarak ilk
Anlagma «Malignancy» . ~—— N drneklem igindeki
PG) = (55, e V(i,RG.0) efl | ¢ 8| VY habislik o ;
agirliklan » 0 =0 € ViRGD) e, m()) - Kural Kiimesi derecesi habislik d?receSI .
oranina gore tahmin
Korelasyon I
Analizi yapir.

Sekil 7.8 Yontem i¢in calistirma 6rnegi gosterimi.

7.2.4. Sonuclar
7.2.4.1. Takim Siniflayic1 Sonuglari

Takim smiflayict sonuglari, dnceki yontemde ayrintili olarak incelenmistir. Yontem 2.

adimiyla farklilik gosterdigi icin bu kesimde sonuglara deginilmeyecektir.
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Girdi:

t: habislik derecesi bulunacak 6rnegin 6znitelik vektorii
C: rad. tanimlayici sayisi

tm: 6rnegin gergek habislik derecesi

N: habislik tahmini i¢in kural sayisi

R: kural matrisi, (her r satirda 7 tanimlayicr)

mr: her kural i¢in habislik derecesi listesi

a . korelasyon katsayisi

[ : anlagma orani

fs: AR ve SRR yontemlerinden elde edilen nitelik sayis1
fcn : digbiikey oOrtii igin nitelik sayisi

Basla:
Oylama matrisi V’yi ilkle
Dongii i = 1’den C'ye (her tanimlayici igin)
Si: i. tanimlayict igin veri kiimesi
Ci: : I. tanimlayict i¢in en biiyiik sinif degeri
Her takim siiflayicidan oy al, V(i)= takimSiniflayici(t,Si,ci,fs,fch)
Dongii bitir

Dongii j=1"den r’ye (her kural i¢in)
Her kural i¢in agirlikli puani hesapla, P(j,1) = iczl e V(i, R(j, i)) eﬁli'
Her kural i¢in gercek habislik derecesini ekle, P(j, 2) = mr(i)

Dongii bitir

P’yi sirala, P’ = swrala( P(,1) )

Dongii i = 1’den 5’¢ (her habislik derecesi igin)

I. derece i¢in olasilik degerini bul, p(i) = (P’ iginde ilk N kural i¢inde i say) / N

Dongii bitir

En yiiksek olasilikli dereceyi bul, m = {i: max_ p(i)}
1=1,..,
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Bitir
Ciktr:
p: 6rnein habislik derece olasiligi.

m: en yliksek olasilikl habislik derecesi.

Sekil 7.9 Agirlikl kural tabanli sistemin algoritmast.

7.2.4.2. Agirhkh Kural Tabanh Siniflayic1 Sonuglari

Yontemlerin degerlendirilmesi igin tek 6rnek birakarak gapraz gegerleme kullanilmstir.
Malignancy veri kiimesinden bir 6rnek secilmis ve gecerleme verisi olarak kullanilmustir.
Bu 6rnege ait kural satir1 da kural kiimesinden ¢ikarilmistir. Kalan 6rneklere ait kurallar ise
egitim verisi olarak kullanilmistir. Her 6rnegin bir vaka kodu (case id) ve nodiil kodu
(nodule id) vardir. Segilen 6rnek eger diger radyografik tanimlayict veri kiimelerinde de
mevcutsa (kodlar araciligryla bakilir) bu veri kiimelerinden de ¢ikarilir. Bu islem, tim

ornekler bir kez gecerleme 6rnegi olana kadar tekrarlanir.

Sekil 7.9’deki algoritma i¢in en uygun (optimum) N degeri, 6lgtimler farkli kural boyutlart
icin tekrarlayarak bulunur. Olgek olarak 10 ile 100 aras1 secilmistir. Sekil 7.10°de verilen
grafige gore en uygun kural sayisina 70 civarinda ulasilmaktadir — en az kural ile en yiliksek

siniflama bagarima.

0,84
0,83 - e =———a
0,82

4
L 4
L 4
L 4

0,81 - s = —"

0.8 S i —o—5 ratings

0,79 // 3 ratings

0,78
0,77
0,76

10 20 30 40 50 60 70 80 90 100

Sekil 7.10 Kural sayisinin siiflama bagarimina etkisini gosteren grafik.

Agirlikli kural tabanli sistemin basarimi ve farkli tiirde tekil siniflayicilarin basarimi
karsilagtillmistir:  6rnek tabanli k-nearest neighbor (kKNN), takim siniflayicit tabanli
Adaboost, islev tabanli support vector machine (SVM), linear discriminant classifier (LDA)

ve naive bayes smiflayicilari. Bu siniflayicilar malignancy veri kiimesindeki goriintii
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Oznitelikleri kullanilarak egitilmistir. Siniflarin denenmesi i¢in tek 6rnek birakmali ¢apraz

gegerleme yontemi kullanilmstir.

Nodiil habislik veri kiimesi malignancy bes smiftan olusmaktadir: oldukga diisiik ( highly
unlikely -1-), orta ihtimal diisiik (moderately unlikely -2-), belirsiz (indeterminate -3-), orta
stipheli (moderately suspicious -4-), oldukg¢a siipheli (highly suspicious -5-). 5 siifli
malignancy veri kiimesi igin siniflama basarimlar1 Cizelge 7.11°da verilmistir. Onerilen
smiflayici bu veri kiimesinde %81.10 siniflama basarimina ulagmistir. Diger siniflayicilar

arasinda %80.40 ile RF en yiiksek basarima sahiptir. LDA ise %66.10 ile en diisiik basarima

ulagmustir.
Cizelge 7.11 Yontemlerin siniflama basarimi (5 sinifli veri igin).
Yontem 5 Simif 5Smif 5 Smf
SB Duy. Seg.
LDA 0.6610 0.3832  0,8886
Adaboost 0.7254 0.6737 0,9311
Naive Bayes 0.7250 0,6700 0,9325
kNN 0.7665 0.6314  0.9350
SVM 0.7828 0.5384 0.9345
RF 0.8040 0.5797 0.9421
Onerilen Yontem 0.8110 0.5520 0.9410

Habislik veri kiimesindeki simf degerleri (1,2)’yi distik, (3)’i belirsiz ve (4,5)’1 ise slipheli
olarak gruplanarak, deney tekrar edilmistir. Cizelge 7.12°da goriilecegi tlizere, tiim
yontemlerin siniflama basarimi bu veri lizerinde daha yiiksek ¢ikmistir. Yontem %83.20
siniflama basarimi elde etmistir. LDA ise Onceki veri kiimesine gore %82.00 smiflama
bagarimi ile sonucu en ¢ok yiikselen yontemdir. Adaboost ve Naive Bayes smiflayicilar: da
%81.35 ve %81.00 ile yiiksek oranda gelisim gostermistir. Habislik derecelerini

gruplandirmak genel olarak siniflama basarimini artirmistir.

Cizelge 7.12 Yontemlerin siniflama basarimi (3 sinifli veri igin).

Yontem 3Smmf 3 Smmf 3 Smmf
SB Duy. Sec.
LDA 0.8200 0.8001 0.9006
Adaboost 0.8135 0.8265 0.9055
Naive Bayes 0.8100 0.8250 0.9060
kNN 0.7959 0.8003 0.8930
SVM 0.8005 0.8108 0.9021
RF 0.8151 0.8161 0.9035
Onerilen Yontem 0.8320 0.8160 0.9100
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7.2.5. Tartisma

Bu calismada Kesim 9'da verilen takim siniflayicilar ile simniflama yonteminin ikinci adimi
gelistirilmistir. Her radyografik tanimlayici icin SVM ve disbiikey ortii tabanli takim
smiflayicilar olusturulmustur. Takim simiflayict ¢iktilart (oylar), kural tabanli sistem igin
girdi olarak kullanilmistir. Kural tabanli sistemde kurallar, radyologlarin anlasmalari ve
radyografik tanimlayicilar ve habislik derecesi arasindaki dogrusal iliski dikkate alinarak
agirliklandirilmistir. Ek olarak, AR ve SRR yontemleri ile her bir radyografik tanimlayici
icin farkli sayida Oznitelik kiime boyu belirlenmistir. Onceki yonteme gore siiflama

basarimlarinda artis gozlemlenmektedir.
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7.3. Agirhkh Kural Tabanh Sistemin Farkh Simiflayicilar ile Gelistirilmesi

Bu kesimde, "Takim Siniflayicilar ve Agirlikli Kurallar ile Siiflama Yontemi" baglhiginda
Onerilen yontemde farkli taban siiflayicilar kullanarak yapilan ek analizler sunulacaktir.
Onceki yontemde, ilk siniflama asamasinda taban smiflayici olarak SVM kullanilmustir.
Taban siniflayiciya ek olarak digbilikey ortii yontemi ile de oylama sonucu alinmistir. Veri

kiimesi dengeleme yonteminde de digbiikey ortii ve SMOTE yonteminden faydalanilmistir.

Ek analizlerde taban siniflayici olarak RF, NB, Adaboost ve kNN siniflayicilari
denenmistir. Digbiikey ortli yonteminin (CH) hem siniflamada hem de dengelemede
oldugu ve olmadigi durumlar da degerlendirmeye alinmustir. Tekil simiflayicilarla

karsilastirmada ise tekil RF yontemi sonuglara eklenmistir.
Yapilan islemler madde halinde verildiginde:

e Kesim 7.2°de verilen yontemde birinci siniflama asamasindaki takim smiflayicilar
veri kiimesi dengeleme ve oylama adimlarindan olugsmaktadir.

e Veri kiimesi dengeleme veri arttirma (az olan sinifin 6rneklerini SMOTE yontemi
ile cogaltma) ve veri azaltma (¢ok olan sinifin 6rneklerini digbiikey ortii yontemi ile
azaltma) adimlarindan olugmaktadir.

e Oylamada, tekil smiflayicilardan gelen (2-simifli SVM taban siniflayicisi ile)
siniflama sonucu ve Ornegin disbiikey Ortiinlin i¢inde olup olmamasina gore
belirlenen sonug degerlendirilmektedir.

e Ek analizlerde digbiikey ortii (CH) asamasimnin siniflama basarisina etkisi
incelenmektedir.

o Veri dengeleme sadece veri arttrmanin oldugu ve arttirma/azaltmanin
oldugu durumlar.

o Oylamada sadece taban siniflayicinin ve taban siniflayici / digbiikey ortiiniin
birlikte oldugu durumlar.

o Taban smiflayici i¢in sadece SVM degil, ek olarak LDA, Adaboost, RF ve
kNN yontemlerinin de degerlendirmeye alindigi durumlar.

incelenmistir.

Cizelge 7.13'de sadece 6rnek arttirmanin oldugu ve oylamada her iki durumun ele alindigi
simiflama sonuglar1 verilmistir. Cizelge 7.14'de ise dengelemede ve oylamada her iki

durumun da ele alindig1 siniflama sonuglar1 verilmistir.
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Cizelge 7.13 Kesim 7.2'deki yonteme ek olarak yapilan analiz sonuglari. Sadece drnek

arttirma bulunmaktadir.

5 simifh 3 Siifh
SB Duy. Seg. SB Duy. Seg.
SVM 0,8067 0,5575 0,9420 0,8336 0,8259 0,9117
SVM + CH 0,8052 0,5539 10,9409 0,8275 0,8152 0,9081
RF 0,8252 0,5586 0,9474 0,8489 0,8311 0,9209
RF + CH 0,8144 10,5362 0,9419 0,8267 0,7907 0,9079
LDA 0,7853 0,5450 0,9349 0,8090 0,8082 0,9001
LDA + CH 0,7730 0,5269 0,9292 0,7845 0,7696 0,8860
Adaboost 0,7914 10,5433 0,9360 0,8098 0,8000 0,8999
Adaboost + CH 0,7776 0,5250 0,9308 0,7891 0,7685 0,8887
kNN 0,7224 10,4479 10,9128 0,7278 0,6701 0,8560
kNN + CH 0,7316 0,4609 0,9161 0,7385 0,6871 0,8620

Cizelge 7.14 Kesim 7.2'deki yonteme ek olarak yapilan analiz sonuglari. Ornek arttirma ve

azaltma bulunmaktadir.

5 simfh 3 Simifh
SB Duy. Sec. SB Duy. Sec.
SVM 0,8010 0,5450 0,9390 0,8210 0,8040 0,9050
SVM + CH 0,8110 0,5520 0,9410 0,8320 0,8160 0,9100
RF 0,8121 0,5421 0,9417 0,8275 0,7966 0,9078
RF + CH 0,7922 0,5145 0,9351 0,8060 0,7648 0,8964
LDA 0,7899 0,5433 0,9360 0,8129 0,8068 0,9018
LDA + CH 0,7669 0,5141 0,9268 0,7784 0,7558 0,8822
Adaboost 0,7868 0,5403 0,9352 0,8090 0,8012 0,8995
Adaboost + CH 0,7669 0,5142 09273 0,7784 0,7546 0,8821
kNN 0,7293 0,4715 09172 0,7370 0,6932 0,8627
kNN + CH 0,7278 0,4518 0,9142 0,7316 0,6726 0,8573

7.3.1. Sonuclar

5 smifli ve 3 smifli verinin kullanildigi deney sonuglari incelendiginde RF tabanlh
yontemin %82.52 ve %84.89 smniflama basarimi1 ile en basarili yontem oldugu
goriilmektedir. Duyarlilik ve segicilik 6lglimlerinde de bu durum aynidir. LDA, kNN ve

Adaboost tabanli yontemler daha basarisiz sonuglar tiretmistir.

7.3.2. Tartisma
Bu kesimdeki sonuglar incelendiginde, digbiikey Ortii yaklasimmin kNN ve SVM

yontemlerine katkida bulundugu halde, diger taban siniflayicilarda siniflama sonuglarina
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olumsuz etki ettigi  goriilmiistiir.  Digbiikkey  ortii  yaklasimmin  kullanilip
kullanilmayacaginin segilecek taban siniflayiciya gore belirlenmesi daha dogru olacaktir.
En iyi bagsarimi veren RF tabanli siniflayici sonuglar1 dikkate alindiginda, yontemin zaman
karmasikligini artiran disbiikey ortii yaklasimi1 yontemden ¢ikarilabilir. ikinci en basarili
sonuca sahip SVM taban siniflayicisinda ise olumlu katkis1 goriilmektedir. Ayrica sonuglar
Nalbantov ve digerlerinin [103], disbiikey Ortiiniin SVM siniflayicinin basarisini arttirdig

savini desteklemektedir.
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8. DENEY CIKTILARININ ANALIZI VE TARTISMA

Deneyler habislik derecesinin gruplandigi 3 smifli ve gruplanmadigi 5 smifli kiimeler
tizerinde gerceklestirilmistir. Genellestirme yontemi olarak tek O0rnegi disarda birakarak
capraz gecerlilik yontemi kullanilmistir. Gelistirilen yontemler dogrudan goriinti
Oznitelikleri  lizerinde  egitilmis  farkli  c¢esitlerdeki  tekil  siniflayicilar  ile
karsilastirilmistir.Cizelge 8.1’de yontemler i¢in siniflama basarimi, duyarlilik ve segicilik
Olctimleri verilmistir. Bu ¢izelgeye literatiirde LIDC veritabani iizerinde yapilan habislik

derecesi tahmini ¢aligmalarindan edinilen sonuglar da eklenmistir.

8.1. Simiflama Sonuclarinin Degerlendirilmesi

5 smfli habislik veri kiimesi lizerinde yapilan deneylerde;Cizelge 8.1’deki verilere gore,
iki katl siniflayic1 ve goriintii 6zniteliklerinin birlikte kullanildig: yontem (IK+GN), SVM
tabanli takim smiflayict (AKT SVM+CH) ve RF tabanli takim siniflayici (AKT RF)
strasiyla %81.59, %81.10 ve %82.52 smiflama basarimi ile en yiiksek ilk {i¢ yontemdir.
LDA ve Adaboost tabanli takim siniflayicilar (AKT LDA ve Adaboost) %78.53 ve %79.14
siiflama basarimi ile bir¢ok tekil siniflayicidan daha basarili sonug iiretmelerine ragmen
RF tekil siniflayicisindan daha diisiik basarima ulagmislardir. RF tekil siniflayicisi ise

%80.40 siniflama basarimi ile en yliksek sonuca ulasan tekil siniflayicidir.

Duyarlilik 6l¢iimii dikkate alindiginda tekil NB, kNN ve Adaboost %67.00, %63.14 ve
%67.37 ile en yiiksek sonuca ulasmistir. Sunulan yéntemlerden IK+GN, KT SVM+CH ve
AKT RF 9%56.65, %55.26 ve %55.86 ile en yiiksek duyarlik sonucuna sahiptirler. Bu
Olctimde, tekil NB, kNN, Adaboost ve RF c¢alismadaki yontemlerden daha iyi basarima

ulagmiglardir.

Secicilik Olctimiinde ise AKT RF, AKT RF+CH ve KT SVM+CH sirasiyla %94.74,
%94.19 ve %94.03 ile sunulan yontemler icinde en yliksek sonuca ulagsmislardir. RF tekil
siiflayicis1 %94.21 ile bu yontemlere en yakin tekil siniflayicidir. Sunulan yontemler
ortalama olarak tekil siniflayicilardan daha basarili olsalar da, genel olarak bu 6l¢limde

yiiksek farklar bulunmamaktadir.
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Cizelge 8.1 Yontemlerin siniflama basarimlart.

Yontem 5 Siif S5Smf S5Smf 3Smif 3Smf 3 Smf
SB Duy. Sec. SB Duy. Sec.

LDA 0.6610 0.3832 10,8886 0.8200 0.8001 0.9006
Adaboost 0.7254 0.6737 0,9311 0.8135 0.8265 0.9055
Naive Bayes 0.7250 0,6700 0,9325 0.8100 0.8250 0.9060
kNN 0.7665 0.6314 0.9350 0.7959 0.8003 0.8930
SVM 0.7828 0.5384 0.9345 0.8005 0.8108 0.9021
RF 0.8040 0.5797 0.9421 0.8151 0.8161 0.9035
Zinovev v.d. (2009) 0.7251+£0.18 - - - - -

Zinovev v.d. (2011) 0.5900 + 0.04 - - - - -

Vinay v.d. (2014) 0.7828 £ 0.06 - - - - -

iK 0.7791 0,5171 0.9285 0.8006 0.7863 0.8945
iK + GN 0.8159 0.5665 0.9384 0.8221 0.8219 0.9096
BK Ui3 0.7531 0.4904 0.9218 0.7615 0.7249 0.8725
ANFIS 0.7607 0.5053 0.9250 0.7715 0.7438 0.8787
KT SVM + CH 0.8044 0.5526 0.9403 0.8328 0.8234 0.9118
AKT SVM + CH 0.8110 0.5520 0.9410 0.8320 0.8160 0.9100
AKT SVM 0.8010 0.5450 0.9390 0.8210 0.8040 0.9050
AKT RF 0.8252 0.5586 0.9474 0.8489 0.8311 0.9209
AKT RF + CH 0.8144 0.5362 0.9419 0.8267 0.7907 0.9079
AKT LDA 0.7853 0.5450 0.9349 0.8090 0.8082 0.9001
AKT LDA + CH 0.7730 0.5269 0.9292 0.7845 0.7696 0.8860
AKT Adaboost 0.7914 0.5433 0.9360 0.8098 0.8000 0.8999
AKT Adaboost + CH 0.7776 0.5250 0.9308 0.7891 0.7685 0.8887
AKT kNN 0.7224 0.4479 0.9128 0.7278 0.6701 0.8560
AKT kNN + CH 0.7316 0.4609 0.9161 0.7385 0.6871 0.8620

*[K: Iki kath tekil, ATK: Agirhili kural tabanli, KT: Kural tabanli, BK: Bulanik kiime CH: Disbiikey ortii

(convexhull), GN: Goriintii 6znitelikleri

Genel olarak tiim yontemler bazinda duyarlilik 6l¢limii, segicilik Ol¢limiinden daha

diisiiktiir. Bu durum yontemlerin negatif ornekleri tespit etmekte, olumlu 6rnekleri tespit

etmekten daha basarili oldugu gézlemlenmistir.

Ug sinifl1 veri kiimesi {izerinde yapilan deneylerde;

Amag birbirine yakin olan degerlendirmelerin (6rn; 5 — highly suspicious / 4 — suspicious

ve 1 — highly unlikely / 2 - unlikely) gruplandirilarak degerlendirmeler arasindaki

sacilmanin azaltilmasidir.

Cizelge 8.1°deki verilere gore, AKT RF, KT SVM+CH ve AKT SVM+CH yontemleri

sirastyla %84.89, %83.28 ve %83.20 smiflama basarimiyla tiim yontemler icinde en
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yiiksek sonuca ulagsmiglardir. Tekil siniflayicilarda ise LDA, %82.00 ile 5 siifli deneyin
aksine en yiiksek siniflama sonucunu elde etmistir. Iki deney arasinda %16 ile en ¢ok
gelisme gosteren yontem tekil LDA’dir. RF ve Adaboost, %81.51 ve %81.35 ile diger

yiiksek sonuca ulasan tekil siniflayicilardir.

Duyarhilik 6lgiimii dikkate alindiginda AKT RF, KT SVM+CH ve IK+GN sirasiyla
%83.11, %82.34 ve %82.19 ile sunulan yontemler arasinda en yiiksek sonuclara
ulagmiglardir. Tekil smiflayicilarda duyarlilik sonucu ise Adaboost, NB ve RF sirasiyla
%82.65, %82.50 ve %81.61°dir. 5 smifli deneyin aksine sunulan yontem ve tekil
siiflayicilar arasinda fark diisiiktiir. K11 RF yontemi tiim yontemler icinde en yiiksek

duyarlilik degerine sahiptir.

Secicilik Ol¢limiinde ise AKT RF, KT SVM+CH ve AKT SVM+CH sirasiyla %92.09,
%91.18 ve %91.00 ile tiim yontemler i¢inde en yiiksek sonuca ulagmiglardir. Tekil
yontemler i¢inde ise NB, Adaboost ve RF %90.60, %90.55 ve 9%90.35 ile en yiiksek

secicilik sonuclarini elde etmislerdir.

Genel olarak segicilik dlgtimiinde de yontemler arasinda siniflama bagarimi kadar belirgin
farklililk yoktur. Bu durum yontemlerin olumsuz o6rnekleri ve olumlu ornekleri tespit

etmede farklilik arz etmediklerini gostermektedir.

Bes sinifli ve ii¢ siifli deneyler karsilastirildiginda, gelistirilen ve karsilastirilan tiim

yontemler dikkate alindiginda;

e Siniflama basarimi ortalama olarak %4 artis gdstermistir.
e Duyarlilik degeri ortalama olarak %25 artis gostermistir.

e Secicilik degeri ortalama olarak %4 diisiis olmustur.

Agirlikli kural tabanli yontemde kullanilan taban smiflayicilar ve karsiligi olan tekil
siiflayicilar dikkate alindiginda ise, KNN taban siniflayicili yontem hari¢ tiim yontemlerde
5 smifli deneyde siniflama basarimi artmistir. 3 sinifli deneyde ise kNN ve LDA taban

siiflayicili yontemler hari¢ digerlerinde basarim artmaistir.

8.2. Yontemler Aras1 Anlamlilik Degerlendirmesi

Sunulan yontemler ve tekil smiflayicilar arasinda, smiflama basarimlari agisindan
istatistiksel olarak anlamli fark olup olmadiginin test edilmesi i¢in Kesim 3.8’de verilen
istatistiksel test uygulanmistir. 5 sinifli ve 3 sinifli veri kiimeleri lizerinde yapilan deneyler

sonrasinda siniflama hatalar1 iizerinden elde edilen test sonuglar1 Cizelge 8.2 ve Cizelge
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8.3’de gosterilmistir.  Yokluk hipotezi iki algoritma arasinda anlamli farklilik
bulunmamasidir. Cizelgelerde verilen p degerlerinin 0.05’in altinda olmasi, yokluk
hipotezinin reddedilmesi demektir ve sunulan yontem ile tekil siniflayici arasinda anlaml
farklilik oldugunu gostermektedir. Bu ¢izelgeler incelenirken Cizelge 8.1°de dikkate
alinmalidir. iki yontem arasinda anlamli farklilik oldugu halde, sunulan yontemin smniflama
basarimi karsilagtirilan yontemden daha diisiik ise, bu anlamlilik olumsuz yo6nde

olusmustur.

Cizelge 8.2'de 5 siifli veri i¢in verilen istatistiksel anlamlilik sonuglarina gore; sunulan
yontemler i¢inde en yiiksek basarima ulasmis olan AKT RF yonteminin smiflama
basarimu, tekil RF yontemi hari¢ (p = 0.164) diger tiim tekil siniflayicilara gore (p < 0.05)
anlamlidir. En basarili ikinci yontem olan IK+GN ise aym sekilde tekil RF hari¢ (p =
0.436) diger tiim siniflayicilara gore anlamlidir. Tiim yontemler en diisiik basarima sahip
tekil LDA'ya gore anlamlidir (p < 0.05). AKT KNN, AKT KkNN+CH, BK Ui3 ve ANFIS ile
en basarili olan tekil RF arasinda anlamlilik varsa da siniflama basarimi daha diisiik oldugu

i¢cin bu anlamlilik olumsuzdur.

Cizelge 8.3'de 3 siifli veri i¢in verilen istatistiksel anlamlilik sonuglarina gore; sunulan
yontemler i¢inde en yiiksek basarima ulasmis olan AKT RF yonteminin siniflama basarimi
ile diger tiim tekil yontemler arasinda anlamli farklilik vardir (p < 0.05). AKT KNN, AKT
KNN+CH, BK Ui3 yontemleri ile diger tekil yontemlerin basarimi arasinda istatistiksel
fark olsa da (p < 0.05) smiflama basarimi daha diisiik oldugu i¢in bu anlamlilik

olumsuzdur.
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Cizelge 8.2 Bes smifli veri i¢in, gelistirilen yontemler ve tekil siniflayicilar arasi

istatistiksel anlamlilik testi sonuglari (p degerleri).

Yontem LDA Adaboost  Naive kNN SVM RF
Bayes
IK 0,000 0,001 0,001 0,443 0,819 0,118
iK + GN 0,000 0,000 0,000 0,002 0,035 0,439
BK Ui3 0,000 0,107 0,102 0,423 0,072 0,002
ANFIS 0,000 0,039 0,037 0,727 0,179 0,007
KT SVM + CH 0,000 0,000 0,000 0,018 0,173 0,979
AKT SVM 0,000 0,000 0,000 0,032 0,252 0,847
AKT SVM + CH 0,000 0,000 0,000 0,005 0,073 0,650
AKT RF 0,000 0,000 0,000 0,000 0,006 0,164
AKT RF + CH 0,000 0,000 0,000 0,003 0,044 0,499
AKT LDA 0,000 0,000 0,000 0,250 0,877 0,237
AKT LDA + CH 0,000 0,005 0,005 0,693 0,547 0,053
AKT Adaboost 0,000 0,000 0,000 0,125 0,592 0,423
AKT Adaboost + CH 0,000 0,002 0,002 0,499 0,748 0,097
AKT kNN 0,001 0,864 0,882 0,010 0,000 0,000
AKT kNN + CH 0,000 0,722 0,705 0,040 0,002 0,000

Cizelge 8.3 Ug sinifl1 veri icin, gelistirilen yontemler ve tekil smiflayicilar aras istatistiksel

anlamlilik testi sonuglari (p degerleri).

Yontem LDA Adaboost Naive kNN SVM RF
Bayes
IK 0,206 0,404 0,544 0,765 0,995 0,347
iK + GN 0,889 0,569 0,425 0,089 0,159 0,643
BK Ui3 0,000 0,001 0,003 0,034 0,016 0,001
ANFIS 0,002 0,008 0,016 0,130 0,071 0,006
KT SVM + CH 0,388 0,196 0,129 0,015 0,033 0,235
AKT SVM 0,947 0,620 0,469 0,103 0,181 0,696
AKT SVM + CH 0,419 0,216 0,143 0,018 0,038 0,258
AKT RF 0,047 0,016 0,008 0,000 0,001 0,021
AKT RF + CH 0,654 0,380 0,269 0,044 0,086 0,440
AKT LDA 0,470 0,769 0,948 0,401 0,584 0,690
AKT LDA + CH 0,023 0,065 0,105 0,475 0,314 0,051
AKT Adaboost 0,502 0,809 0,990 0,372 0,549 0,729
AKT Adaboost + CH 0,047 0,118 0,183 0,669 0,471 0,096
AKT kNN 0,000 0,000 0,000 0,000 0,000 0,000

AKT kNN + CH 0,000 0,000 0,000 0,001 0,000 0,000
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8.3. Literatiirdeki Calismalarin Karsilastirilmasi

LIDC veritabani, arastirmacilara agik bir veritabani olmasma karsin, varsayimlarin
cesitliligi sebebiyle bu veritabani iizerinde yapilmis literatiirdeki ¢alismalar karsilagtirmak
zordur. Zinovev ve digerlerinin [14], [17] ve Vinay ve digerlerinin [18], [19], [34]
calismalari bu alanda One c¢ikmaktadir. Bu c¢alismalardan Zinovev ve digerlerinin
caligmalar1 dogrudan goriintii 6zniteliklerini habislik derecesinin tahmininde kullanirken,
Vinay ve digerleri radyografik tanimlayicilar1 Lee ve digerleri gibi [20] alt diizey 6znitelik
gibi kullanmislardir. Zinovev ve digerleri [17] calismalarinda ortalama oylama (median
voting) ve LIDC veritabaninin 2009 yilinin ilk siirimlerinden birini (207 hasta ve 917
nodiil) kullanmiglardir. Cesitli genellestirme ve siniflama yontemleri sonucu ortalama
olarak 0.7251 £ 0.18 siniflama basarimi elde etmislerdir. Diger bir caligmalarinda ise
0.5900 + 0.04 siniflama basarimi elde etmislerdir. Bu makalelerinde, etkin 6grenme ve
takim siniflayicilarin tekil siniflayicilara karsi olan basarimlarini incelemislerdir. Vinay ve
digerleri ise [18], [19], [34], calismalarinda LIDC'nin 2009 yil1 pilot siiriimiinii (399 hasta)
kullanmuslardir. ilk 6nce farkli tiirden tekil siniflayicilarin basarimlarimi incelemislerdir
[34] ve sonraki ¢aligmalarinda farkli yapida takim siniflayicilar sunarak basarimlarini
karsilagtirmiglardir [18], [19]. Ortalama 0.7828 + 0.06 siniflama basarimi elde etmislerdir.
Vinay ve digerleri [19] ¢alismalarinda radyografik tanimlayicilari, Lee ve digerlerinin [20]
caligmalarinda oldugu gibi, dogrudan goriintli 6znitelikleriyle birlikte alt diizey 6znitelik
gibi kullanmistir. Lee ve digerleri LIDC'den farkli bir veritabani kullanmistir. Vinay ve
digerleri ise LIDC veritabanindaki 8 radyografik tanimlayiciyr da verikiimelerine
eklemistir, fakat caligmalarinda radyografik tanimlayicilarin  olmadigi durumlar
degerlendirmeye almamislardir. Gergek diinya problemi baglaminda diisiiniiliirse,
radyologlardan radyografik tanimlayicilar1 goriintii 6znitelikleri gibi (nodiil alanlarmin
kendileri tarafindan ya da otomatik/yari otomatik boliitleme isleminden belirlendigini
kabul edersek) kullanmalarin1 beklemek gercek¢i olmayacaktir. Ciinkii radyografik
tanimlayicilarin tespit edilmesi, nodiiliin habislik derecesinin tespiti kadar zaman alacak bir

stirectir. Radyolog bu siire i¢in habislik derecesini tahmin etmeyi tercih edecektir.

Bu c¢aligmalar arasinda genellestirme yoOntemleri, veri kiimeleri ve kesin referans
varsayimlar1 farkliliklarindan [104] dolayr dogrudan karsilastirma yapmak zordur. Bu
karsilastirmay1 yapmak zor olmasina karsin elde ettigimiz sonuclar, alandaki ¢calismalar ile

karsilastirilabilir diizeydedir.
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9. SONUCLAR

Bu tez kapsaminda, literatiirdeki c¢aligmalardan farkli olarak radyografik tanimlayicilar
kullanilarak nodiiliin habislik derecesi tespit edilmeye calisilmistir. Bu amagla goriintii
Oznitelikleri lizerinden radyografik tanimlayicilarin tahmin edilecegi ve bu ¢iktilar ile de
habislik derecesinin tespit edilecegi iki asamali bir siniflama yapisi tizerinde tekil
smiflayicilar, takim smiflayicilar, bulanik mantik tabanli ve kural tabanli yontemler
degerlendirmeye almmistir. Veri kiimesi olarak Amerikan Kanser Aragtirmalari
Enstitiisii’niin yaymladigi LIDC veritaban1 kullanilmistir. LIDC veritabaninin en biiyiik
sorunlarindan birisi kesin referansin bulunmamasi ve dengesiz veri dagilimidir. Kesin
referansin belirlenmesi i¢in ¢ogunluk oylama yontemi kullanilmigtir. Dengesiz verilerin ele
alinmasinda ise dogrudan ve dolayli yaklagimlar kullanilmistir. Dogrudan yaklasimlar, veri
kiimesi dengeleme yontemleridir. Dolayli yaklagimlar ise takim siiflayicilarin ve sinif

tabanli boyut indirgemenin kullanilmasidir.

Tez ¢aligmasinin ilk asamalarinda, LIDC veritabanindaki verinin analizi ve kesin referans
kabul edilebilecek verinin elde edilmesi ile ilgili ¢alisilmistir. Daha sonra ilk olarak iki
katl tekil smiflayicilar ile habislik tespiti tizerine gidilmistir. Tekil siniflayicilara gore bir
miktar daha iyi sonuca veren bu yaklasimda, ilk katmandan elde edilen radyografik
tanimlayict degerlerine goriintii  Ozniteliklerinin  eklenmesinin  sonucu 1iyilestirdigi
gozlenmistir. LIDC veritabani, ¢oklu degerlendirici tarafindan 6znel degerlendirmelere
sahip olmasi nedeniyle, bulanik yaklagimlarin kullanilmasina uygun bir veri tabanidir [92].
Bu nedenle, sonraki asamalarda bulanik kiime ve noro-bulanik yaklagimlar kullanilmig
fakat iki kath tekil smiflayiciya gore daha diisiik basarimin elde edildigi icin alternatif
yontem arayislarina girilmistir. Takim simiflayicilarin, literatiirde bir¢ok ¢alismada
dengesiz veri kiimelerini ele almak amaciyla kullanilan bir ara¢ olmasindan yola ¢ikilarak
[105]-[108], sonraki kesimlerdeki c¢aligmalar takim siniflayicilar ile genisletilmistir. Bu
amagla ilk katmanda takim smiflayicilar ve disbiikkey oOrtii yaklasimi (convex hull)
kullanilarak, radyografik tanimlayicilar igin oylar iiretilmistir. Ikinci katmanda, radyolog
degerlendirmelerinden elde edilen kurallarla olusturulan kural tabanli bir yaklasim
kullanilarak bu oylar degerlendirilmis ve habislik derecelendirmesi yapilmistir. Daha
sonraki ¢aligmalarda, bu oylama yaklagimi, radyolog degerlendirmelerinin birbirleri
arasindaki tutarliliginin ve radyografik tamimlayicilar arasindaki dogrusal bagintinin
degerlendirilmesi ile genisletilmis ve siniflama basarimi artirilmistir. En son olarak da,

farkli takim siniflayicilar kullanarak siniflama basarimi artirilmastir.
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Takim siniflayicilar ile yapilan ¢alisma degerlendirmeye alindiginda; sonuglar digbiikey
ortli yaklasiminin, SVM ve kNN taban siniflayicili yontemlerde bagarimi arttirdigini, diger
yontemlerde ise diistirdiigiinii géstermektedir. Bu durum Nalbantov ve digerlerinin [103],
digblikey ortiinlin  SVM siniflayicinin  basarisint  arttirdigi  savini - desteklemektedir.
Digbiikey ortii yaklasimi, bu algoritmalar disinda, RF, Adaboost ve LDA takim
smiflayicilarinda basarimi olumsuz yonde etkilemektedir. Calismalarda ayrica, habislik
derecelendirmenin gruplandirma yaklasimi ile yapilmasi tizerine de calisilmistir. Genel
olarak habislik derecelerinin gruplandirilmasi, radyologlarca iizerinde ¢ok anlasilamayan
ara derecelerin (2 - moderately unlikely ve 4 - moderately suspicious) temsil oranini

artirdigi i¢in siniflama basarimi artirdig1 gézlenmistir.

Calismalarda, deneysel sonucglardan radyografik tanimlayicilarin nodiillerin habislik
tahmininde siniflama sonuglarma katkida bulundugu gdzlemlenmistir. iki katl smiflayict
yaklasiminda, tekil siniflayicilar, takim smiflayicilar, bulanik mantik tabanli ve kural
tabanli yontemler kullanilmistir. Tekil smiflayicilar kullanilarak olusturulan kath
smiflayict ise goriintii Oznitelikleriyle birlestirildiginde, siniflama basariminda dikkate
deger bir artis gozlemlenmistir. Tez kapsaminda kullanilan bulanik kiime yaklasimlari
diger yontemlere gore daha az islem karmasikligina sahip yontemlerdir. Siniflama
basarimlar1 daha diisiik olsa da elde edilen sonuclar yontemlerin gelistirilebilir oldugunu
gostermektedir. Takim simniflayicilar ve kural tabanli yaklagim genel olarak karsilastirilan
yontemler i¢inde siiflama  basarimlart  en  yiikksek  olanlardir.  Radyolog
degerlendirmelerinin birbirleri arasindaki tutarliliginin ve radyografik tanimlayicilar
arasindaki dogrusal bagintinin dikkate alinmasinin siiflama basarimina olumlu katkilar
oldugu gozlenmistir. Yapilan istatiksel anlamlilik testlerinde de, siniflama basarimi en
yiiksek olan RF tabanli takim siniflayicinin istatiksel olarak da diger yontemlerden tistiin

oldugu gozlenmistir.
Gelecekte bu alanda yapilabilecek ¢aligmalar:

o Opznitelikler baglaminda: Oznitelik kiimeleri ek goriintii nitelikleri ile
genisletilebilir. Calismada 2 ve 2.5 boyutlu dznitelikler dikkate almmistir. Ug
boyutlu oznitelikler de calismaya dahil edilebilir. Momentler {izerinde farkli
parametreler degerlendirmeye alinabilir.

e Boyut indirgeme baglaminda: Kullanilan Relieff yontemine ek olarak farkli yapida

boyut indirgeme yontemleri ile c¢aligma genisletilebilir. Bu yontemler ile
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Ozniteliklerin azaltilmasi hiz basarimina olumlu katkida bulunmaktadir. Kosut
islem yaklagimi tanimlanan probleme uyarlanarak nitelik sayisinin hiz basarimina
olumsuz etkisi azaltilabilir.

Kesin referans baglaminda: Tez ¢aligmasinda ¢ogunluk oylama yaklagimi ile kesin
referanslar belirlenmistir. Ortanca (median) oylama gibi farkli oylama yaklasimlari
da degerlendirmeye alinabilir. Horsthemke ve digerlerinin [42] yaklasiminda
oldugu gibi olasilik haritalari kullanilarak radyologlarin degerlendirmeleri bir araya
getirilebilir. Radyologlar arasi anlagsma baglaminda Kkarsilastirmalar yapilan
calismalar [21], [22], [42] yOniinde gelistirmeler yapilabilir.

Bulanik yaklasimlar baglaminda: Tez ¢alismasinda onerilen bulanik yontemlere ek
olarak farkli bulanik yaklagimlar da uyarlanabilir. LIDC verilerinin bu yaklagim
yoniinde degerlendirilerek daha uygun hale getirilmesi saglanabilir.

Tez kapsaminda bir bilgisayar destekli tant sisteminin parcast olarak
nitelendirilebilecek  bdliitleme asamasina deginilmemistir. LIDC iizerinde
denenecek boliitleme yaklasimlari ile Onerilen yaklagimlar birlestirilerek tani

sistemi bir biitiin olarak ortaya koyulabilir.
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