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Literatiirde, derin sinir aglarinda ¢ok 6nemli bir problem hiper-parametre se¢imidir. Veri
analizinde kullanilacak hiper-parametrelerin se¢imi i¢in denenebilecek ¢ok fazla kombinasyon
vardir. Ozellikle biiyiik veri s6z konusu oldugunda, olas1 tiim kombinasyonlarin denenmesi
miimkiin degildir. Literatiirde belirtilen secimin yapilabilmesi i¢in genel kurallar
bulunmamasina ragmen, onerilen ve kullanilan bazi yaklagimlar mevcuttur. Buna karsin, YSA
veri odakli bir yontem oldugu i¢in belli bir veride kullanilan bir yaklasimi baska bir veri igin

kullanmak ¢ogu zaman miimkiin ve uygulanabilir olmamaktadir.

Aladag 2019 yilindaki ¢alismasinda YSA’nin en 6nemli problemlerinden biri olan mimari
secim probleminin ¢Ozlimii igin istatistiksel ve makine Ogrenmesine dayanan bir melez
yaklasim oOnermistir. Belirtilen yaklagimda, YSA’nin mimarileri ile 6ngorii performansi
arasindaki iligkinin yapisi basit dogrusal regresyon modeli kullanilarak analiz edilebilmektedir.
Bu sayede, mimari se¢imi istatistiksel olarak gerceklestirilmekte ve mimaride kullanilan néron
sayilar1 ve ongorii performanst arasindaki iliski yapisi1 da ortaya konulabilmektedir. Aladag
tarafindan onerilen yaklasim, ¢ok dnemli iki avantaj saglamaktadir. Oncelikle analiz edilen
veriye 0zgil olarak mimari se¢imi istatistiksel ve sistematik olarak yapilabilmektedir. Ikinci
olarak, mimari modeli ile performans arasindaki iliski yapis1 modeli elde edildiginden, bir¢cok

mimarinin performansi ¢oziimleme yapilmadan bile bilenebilmektedir. Gergeklestirilen tez



caligmasinda da, Aladag 2019 tarafindan Y SA mimari se¢imi i¢in dnerilen yaklasim, derin sinir
aglarinda hiper-parametre se¢imi igin genisletilmistir ve ayrica hem dogrusal regresyon analizi
hem de dogrusal olmayan regresyon analizi uygulanarak kullanilmistir. Belirtilen melez
yaklagim diyabet hastalig1 verisine uygulanmistir. Diyabet verisi uygulamasi sonucunda elde
edilen bulgulara gore genisletilen melez yaklasimin olduk¢a iyi sonuglar Trettigi

gbzlemlenmistir.
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In the literature, a very important problem in deep neural networks is the determination of
hyper-parameters. There are many combinations that can be tried for the selection of hyper-
parameters to be used in data analysis. It is not possible to try all possible combinations,
especially when it comes to big data. Although there are no general rules for making the
selection specified in the literature, there are some suggested and used approaches. On the other
hand, since ANN is a data-driven method, it is often not possible or applicable to use an

approach, which is introduced for a specific data, for another data.

In 2019, Aladag proposed a hybrid approach based on statistical and machine learning for the
solution of the architectural selection problem in ANN. This issue is one of the most important
problems of ANN. In his hybrid approach, the structure of the relationship between ANN
architectures and predictive performance can be analyzed using a simple linear regression
model. In this way, the determination of architecture is performed statistically and the
relationship structure between the number of neurons used in the architecture and the prediction
performance can be revealed. The approach proposed by Aladag provides two very important
advantages. First of all, architecture selection can be done statistically and systematically
according to the analyzed data. Secondly, the performance of many architectures can be
statistically predicted even without using these architectures since the relationship structure

model between the architectures and the prediction performance is obtained. In the thesis study,



the hybrid approach proposed by Aladag 2019 for ANN architecture selection was used by
applying both linear and nonlinear regression analysis to the hyper-parameter selection in deep
neural networks. The hybrid approach was applied to the diabetes (diabetes.csv) data. As a

result of the application, it has been observed that the hybrid approach gives very good results.

Keywords: hyper-parameter selection, linear regression analysis, non-linear regression,

artificial neural network, deep neural network, classification, diabetes data
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1. GIRIS

Yapay zeka calisma alan1 makinelere insan yeteneklerini, diisiince ve davranis bigimleri gibi
fonksiyonlar1 kazandirma islemlerinden olusmaktadir. Oriintiileri tanima, tecriibelerden
Ogrenme, sonug ¢ikarma ve tahminlerde bulunma gibi siiregleri igermektedir. Turing, yapay
zekayi, bir insan ve makineye ayni sorular soruldugunda, verilen cevabin ayirt edilme
durumuna gore “taklit oyunu” adini verdigi bir oyun ile tanimlamistir. Eger cevaplarin
makineden veya insandan geldigi ayirt edilemiyorsa makinenin akilli oldugu kabul edilecektir
(Giirsakal, 2021). Yapay zeka, giinlimiize kadar bircok duraklama donemlerine girmistir. Fakat
bu fikirden vazgecilmemistir. Yapay zeka, ilk donemlerinde zayif bilgisayar giicii nedeniyle
hayata gecirilmede zorlanilmistir. Ve bu sebeple yiikselme donemi bugiinlere kadar uzamstir.
Glinlimiizde artan teknoloji ve bilgisayar giicli ile yapay zeka, biiyiik veri kavrami 6énemli
derecede ilgi odag1 olmustur. Disiplinlerarasi bir kavram olmasi yapay zekaya olan 6nemin ve
ilginin artmasini saglamistir. Bugiine kadar, yapay zekanin ilerlemesi hakkinda iyimser ve
kotiimser farkli yaklasimlarda bulunulmustur. Ornek olarak, Bill Gates ve Mark Zuckerberg
yapay zeka i¢in iyimser bir goriiste olmasina karsin; tinlii fizik¢i Stephen Hawking, yapay zeka
icin “uygarlik tarihinin en kotii olay1” olarak bahsetmistir, Tesla ve SpaceX CEO’su Elon Musk,
yapay zekanin tigiincii diinya savasina neden olabilecegini dile getirmistir. Kotiimser goriisler

olmasina ragmen, yapay zekadan vazgegilememistir.

Yapay zeka, biiyiik veriye dayanmaktadir. Artan islem hiz1 ve veriler, bilgisayarlarin hiz ve
verim agsisindan optimal kullanilmasi gerekliligini ortaya koymustur. Bilgisayarlar insan
zekasina olduk¢a benzemektedir. Bu sebeple insan zekasinin c¢alisma prensibi ne kadar iyi

anlasilirsa, yapay zeka o kadar ilerleyecektir denilebilir (Giirsakal, 2021).

Yapay zekanin bir alt dali olan makine 6grenmesi, matematiksel ve istatistiksel yontemlerle
veriden Ogrenen, c¢ikarimlar yapan ve bu c¢ikarimlarla tahminleme yapan yontemler
paradigmasidir. Makine O6grenmesi, denetimli 6grenme (supervised learning), denetimsiz
ogrenme (unsupervised learning), yari-denetimli O0grenme (semi-sipervised learning) ve
takviyeli 6grenme (reinforcement learning) olarak dort temel algoritmadan olusmaktadir.
Denetimli 6grenme, 6nceden etiketlenen veriler tarafindan olusturulan 6grenme algoritmasidir.
Denetimsiz 6grenme, etiket olmayan verilerden kendisi 6grenen 6grenme algoritmasidir
(Giirsakal,2021). Yari-denetimli 6grenme, veri kiimesi etiketlenmis ve etiketlenmemis

ornekleri ayn1 anda tutar. Boylece hem etiketli hem de etiketsiz verilerle c¢alismaktadir.



Takviyeli 6grenme ise insan davranislarini taklit ederek 6grenen 6grenme algoritmasidir. Diger
bir ifadeyle, insanlarin 6grenme seklini taklit eden algoritmalardir. Hinton ve Sejnowski’nin
gelistirdigi Boltzman Kurali veya Genetik Algoritmalar takviyeli 6grenmeye ornek olarak
verilebilir (Giizel Y.,2018). Makine 6grenmesinin en temel yapilarindan birisi de yapay sinir

aglar1 olarak gosterilmektedir.

Yapay sinir aglari, insan beyninin 6grenme yolundan faydalanarak elde ettigi bilgi edinme,
yorumlama ve gelistirme Ozelliklerini taklit eden biyolojik sinir aglarin1 matematiksel forma

getiren algoritmalardir.

Yapay sinir aglarinin ¢ok katmanli kullanimi derin sinir aglart olarak adlandirilmaktadir.
Derin 6grenme biiylik miktarda veri ile egitilir ve karar verir. Geleneksel yapay sinir agi
ogrenmesinde, veri eklendikge performans artig gostermektedir. Fakat belirli bir siire sonra bu
performans artig1 sabit kalir. Derin 6grenmede veri arttikca modelin performans: artacaktir.
Tabi ki zaman ve maliyet acisindan optimum seviyede veri artigi gerekmektedir. Veri artikga
modelin egitilebilmesi daha uzun zaman alacaktir. Diger yandan, derin sinir aglarinin kompleks
problem ¢dzme yetenegini artiracaktir. Gliniimiizde derin 6grenme goriintii isleme, ses ve video
isleme, metin analizi, duygu analizi ve benzeri problemlerde gosterdigi basarili performans
sebebiyle tercih edilmektedir. Youtube, Amazon gibi ileri teknoloji ile ¢alisan 6neri sistemleri

de, derin 6grenmeye dayanan sistemlerle ¢alismaktadir (Giirsakal, 2021).

Derin sinir aglar bir¢ok parametre ve hiper-parametreler igermektedir. Modele dahil olan ve
degeri veriden tahmin edilebilen degiskenlere parametre denir. Hiper-parametreler ise, model
parametrelerini  kontrol eden model dis1 parametrelerdir. Hiper-parametreler kontrol
parametreleridir. Derin sinir aglarinin parametreleri, agin modelini olusturan agirliklar ve yan
degerleridir. Derin sinir aglarinin bazi hiper-parametreleri ise 6grenme orani, egitimdeki
iterasyon sayisi, tabaka sayisi, tabakalardaki noron sayisi, aktivasyon fonksiyonu tiirii, birakma
orani, egitim tur sayisi, parti boyutu, agirlik baslatma, momentum, mini-parti boyutu, diizeltme
parametreleri seklinde verilebilir. Hiper-parametre degerleri segilirken, ¢ogu zaman kullanimi1
tercih edilen hiper-parametre degerleri alinir veya tecriibeye dayali segimler yapilabilir. Hiper-
parametreler icin yapilabilecek segim sayis1 sonsuzdur. Bu sebeple hiper-parametre se¢imi i¢in
literatiirde birgok calisma yapilmistir. Literatiirde kullanilan bazi hiper-parametre sec¢im
yontemleri Izgara Arama (Grid Search) (Carkaci N., 2018), Rastgele Arama (Random Search)
(Carkact N., 2018) ve Bayesgi Yaklasim (Bayesian Approach) (Carkacit N., 2018) olarak

verilebilir.



Yapay sinir aglarinda en iyi performansi veren ag mimarisinin belirlenmesi problemine mimari
secimi problemi adi verilir. Bu 6nemli problemin ¢6ziimiinde, en iyi performansin elde edilmesi
icin kag tabaka kullanilacagi, hangi tabakada ka¢ ndron kullanilacagi gibi sorularin cevaplari
arastirilir. Aladag 2009 yilindaki ¢calismasinda mimari se¢imi problemi ¢oziimii i¢in makine ve
istatistiksel 6grenmesini birlikte kullanan melez bir yaklasim Onermistir. Aladag (2019)
tarafindan Onerilen yaklasimda, yapay sinir ag1 girdi ve gizli tabakalarindaki noron sayilart ile
agm zaman serilerindeki dngorii performansi arasindaki iliski yapist basit dogrusal regresyon
modeli ile ortaya konulmustur. Bulunan regresyon modeline gore, en iyi yapay sinir agi
mimarisi istatistiksel olarak belirlenebilmektedir. Bu sekilde, tabakalardaki noron sayilarinin
agin ongdri performansi iizerindeki etkisinin anlamlilik diizeyi istatistiksel olarak
yorumlanabilmektedir. Boylece, ¢ziimlenen veriye gore sinir ag1 mimarisi istatistiksel olarak
sistematik bir bicimde belirlenebilmektedir. Ayn1 zamanda, kurulan regresyon modeli ile hi¢
coziimleme yapilmadan, ndron sayilarma gore agmm Ongdrii performans: tahmin
edilebilmektedir. Ozellikle biiyiikk veri olmasi durumunda bu ¢ok ©nemli bir avantaj

saglamaktadir (Aladag, 2019).

Gergeklestirilen tez caligmasinda, Aladag (2019) ¢alismasinda 6nerdigi istatistiksel ve makine
ogrenmesine dayali melez yaklasim, derin sinir aglarinin hiper-parametre segimi probleminin
¢oziimii igin genisletilerek uygulanmstir. iki gizli tabakali ileri beslemeli derin sinir ag1 i¢in
¢oziimleme diistiniilmistiir. Derin sinir aginin performans 6l¢iitii olarak ikili ¢apraz belirsizlik
kayp (log-loss) degeri kullanilmistir. Makine 6grenmesi, matematiksel ve istatistiksel
yontemlerle veriden dgrenen, ¢ikarimlar yapan ve bu ¢ikarimlarla tahmin iiretebilen yontemler
toplamudir. Istatistiksel 6grenme ise ozellikler arasindaki iliskiyi ortaya koyabilen, tahminler
iiretebilen ve varsayimlara dayanan kural tabanli bir yaklasimdir. Makine 6grenme ¢esidi olan
yapay sinir aglarinin hiper-parametreleri, istatistiksel 6grenme yontemi olan regresyon modeli
ile belirlenmektedir. Buna gore, elde edilen sonuglara istatistiksel hipotez testleri uygulamak
ve boylece istatistiksel olarak degerlendirmeler yapilarak en iyi hiper-parametre sec¢imi
gerceklestirilmektedir. En iyl hiper-parametre secimi, istatistiksel bir modelle
tanimlanabildiginden, incelenmemis mimarilerin sonuglarii da tahmin etmek miimkiin
olmaktadir. Boylece, 6zellikle biiyiik veri kavrami s6z konusu oldugunda, islem zamanindan
cok oOnemli oOlciide kazanim saglamak miimkiin olmaktadir. Ayn1 zamanda, hiper-
parametrelerin performansa olan etkileri istatistiksel olarak agiklanabilir ve yorumlanabilir

olmaktadir.



Tezin ikinci boliimiinde yapay zeka, makine 6grenmesi, istatistiksel 6grenme hakkinda genel
bilgiler verilmektedir. Ugiincii boliimde yapay sinir aglari ve derin sinir aglar1 hakkinda genel
bilgiler ve parametre ve hiper-parametre kavramlari verilmektedir. Dordiincii boliimde dogrusal
regresyon ve dogrusal olmayan regresyon analizleri hakkinda genel bilgiler verilmektedir.
Besinci boliimde Aladag (2019) tarafindan 6nerilen melez yaklasimdan bahsedilmistir. Altinci
boliimde veri tanitimi yapilmis ve veri analizi adimlari verilmistir. Son olarak ise yedinci bolim

sonug boliimiinde ise uygulamadan elde edilen bilgiler yorumlanmustir.

2. YAPAY ZEKA, iSTATISTIKSEL OGRENME VE MAKINE
OGRENME

Yapay zeka, makinelere insan yetenekleri, diisiince ve davranis bigimleri gibi fonksiyonlarini
kazandirma islemleridir. Oriintiileri tanima, tecriibelerden Ogrenme, sonug¢ ¢ikarma ve
tahminlerde bulunma gibi 6zelliklere sahiptir. Yapay zeka fikir babas1 ingiliz matematik¢i ve
bilgisayar bilimci Alan Mathison Turing olarak goriilmektedir. Alan Turing ikinci diinya savasi
sirasinda Arthur Sherbius Enigmasini kiran kisi olarak taninmaktadir. 1950 yilinda yayimlanan
“Makinelerin Isleyisi ve Zeka” adli makalesi ile bilgisayarin diisiiniip diisiinemeyecegi testini
ortaya koyan ve “Taklit Oyunu” olarak isimlendirdigi ¢aligmasini ortaya atmistir. Bu test,
makine ile konusuldugunda makine olup olmadigim1 anlama durumuna gore
degerlendirilmektedir. Sonuclar1 halen tartisma s6z konusu olsa da testin gegmesi 60 yili

almistir (Giirsakal, 2021).
Yapay zeka, teknikleri bazilari agagida verilmektedir (Yilmaz, 2020):

e Uzman sistemler (Expert systems)

e Bulanik Mantik (Fuzzy Logic)

e Yapay Sinir Aglari (Artificial Neural Network)
e Genetik Algoritmalar (Genetic Algorithms)

e Tavlama Benzetimi (Simulated Annealing)

e Bilgisayarli Gorme (Computer Vision)

e Robotik

Alpaydin i¢ ice kavramlar olan istatistiksel ve makine 6grenme hakkinda asagidaki gibi bir

tanimlama yapmaktadir (Keskin, 2018):



“Makine o6grenmede o6grenme isi istatistik ile yapilwr, ¢iinkii amag¢ ornek veri iizerinden
genellenebilir yapilar ortaya c¢ikarmaktir. Bilgisayar bilimleri ise istatistiksel ogrenme

alaninda yer alan ogrenme yaklasimlarinin optimizasyonu ve performansi ile ilgilenir.”

Istatistiksel 6grenme, &zellikler arasindaki iliskiyi ortaya koyabilen, ¢ikarsama yapabilen ve
varsayimlara dayanan kural tabanl bir yaklasimdir. Istatistiksel 6grenme “model” temelli bir
yaklasimdir. Makine 6grenmesinin temelini olusturan yaklagimlardan biri olan Regresyon

Analizi istatistiksel bir 6grenme yontemidir.

Makine Ogrenmesi, matematiksel ve istatistiksel yontemlerle veriden Ogrenen, c¢ikarsama
yapabilen yontemler biitiinii olarak tanimlanabilir. Makine 6grenmesinin en temel yapilarindan

birisi de YSA olarak gosterilmektedir.

Makine oOgrenmesi, denetimli Ogrenme (supervised learning), denetimsiz Ogrenme
(unsupervised learning), yari-denetimli 6grenme (semi-supervised learning) ve takviyeli

ogrenme (reinforced learning) olarak dort temel algoritmadan olusmaktadir.
Denetimli Ogrenme (Supervised Learning)

Denetimli 6grenme girdi degiskenlerini (X), ¢ikt1 degiskenlerine (Y) esleme islevini 6grenmek
icin Onceden etiketlenen egitim verileriyle agin agirliklarinin ve yan degerlerinin
giincellenmesiyle gergeklesmektedir. Sistem bu 6rneklerden yola ¢ikarak bir genelleme yapar

ve bir ¢oziim uzay1 verir. En ¢ok kullanilan denetimli 6grenme algoritmalari (Géron A., 2019):

- K-En Yakin Komsu (k-nearest Neighbors)

- Dogrusal Regresyon (Linear Regression)

- Lojistik Regresyon (Logistic Regression)

- Destek Vektor Makineleri (Support Vector Systems-SVM)

- Karar Agaglar1 ve Rastgele Ormanlar (Decision Trees and Random Forests)

- Sinir Aglar1 (Nerual Networks)
Denetimsiz Ogrenme (Unsupervised Learning)

Denetimsiz 6grenme denetimsiz 6grenme problemleri dnceden etiketlenen veriler olmadan
kendisi 0grenerek calismaktadir. Girdi degiskenlerine (X) sahipken, ¢ikti degiskenleri (Y)
yoktur. Baska bir ifadeyle herhangi bir 6gretmen veya denetmen yoktur (Yilmaz, 2020). Cok
sayida arastirmaci, denetimsiz 6grenmeyi yapay zekanin insan beyni diizeyinde gelistirmenin
anahtar1 olarak gormektedir (Giirsakal, 2021). En c¢ok kullanilan denetimsiz 6grenme

algoritmalar1 asagida verilmistir (Géron A., 2019).
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- Kiimeleme (Clustering)
- K-Ortalamalar (K-Means)Yogunluga Dayali Uzamsal Kiimeleme (Density-Based
Spatial Clustering-DBSCAN)
- Hiyerarsik Kiimeleme Analizi (Hierarchical Cluster Analysis)
- Anomali ve Yenilik Tespiti (Anomaly detection and novelty detection)
- Bir Simifli SVM (One Class SVM)
- Izolasyon Ormanlari (Isolation Forest)
- Gérselleme ve Boyut indirgeme (Visualization and dimensionality reduction)
- Temel Bilesen Analizleri (Principal Component Analysis-PCA)
- Cekirdek Temel Bilesen Analizleri (Kernel PCA)
- Yerel Dogrusal Gomme (Locally Linear Embedding-LLE)
- t-dagilmli Stokastik Komsu Gomme (t-distributed Stochastic Neighbor
Embedding)
- lliskilendirme Kurali Ogrenimi (Association rule learning)
- Apriori

- Eclat
Yari-Denetimli Ogrenme

Veri kiimesi etiketlenmis ve etiketlenmemis oOrnekleri ayni anda tutar. Genellikle
etiketlenmemis Orneklerin sayisi, etiketlenmis drneklerden fazladir. Etiketlenmemis 6rnekler
eklendiginde, etiketlenmis verilerin olasilik dagilimini daha iyi yansitmaktadir (Okatan A. Vd.,
2021)

Takviyeli Ogrenme (Reinforcement Learning)

Takviyeli 6grenme ise insan davramiglarini taklit ederek Ogrenen 6grenme algoritmasidir.
Denetimsiz 6grenmeye benzer olarak sadece girdi degiskenleri sisteme verilirken herhangi bir
ciktr degeri bulunmamaktadir. Fakat sistemin bir denetmeni bulunur ve bu denetmen sisteme
cikt1 degerinin dogru veya yanlis oldugunu gostermektedir. Dolayisiyla ¢ikti degiskenleri

verilmedigi halde ¢iktinin dogrulugu i¢in denetmen ile takviye edilmis olur. (Yilmaz, 2020)

3. YAPAY SINIiR AGLARI (YSA)

YSA, insan beyninin 6grenme yolundan faydalanarak elde ettigi bilgi edinme, yorumlama ve
gelistirme oOzelliklerini taklit eden biyolojik sinir aglarimi matematiksel forma getiren

algoritmalardir. Diger bir deyisle, YSA biyolojik sinir aglarini taklit eden sentetik aglardir
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(Egrioglu vd, 2009). Her ne kadar YSA gergek sinir hiicrelerinden esinlenmis olsa da hala
biyolojik sinir aglarinin nasil bir igleyisi oldugu hakkinda tam bir bilgiye sahip olunamamistir.
Fakat genel bir isleyis hakkinda sahip olunan bilgiyle YSA kurulmustur. Hi¢cbir model insan

beyni performansiyla ayni performans gostermede basarili olamamistir (Giirsakal, 2021).

Drger niicreran
aksoms

SIAPS

G ekurdek

Sinar hicres

Sekill. 1. Biyolojik Sinir Hiicresinin Yapisi

Sekill.1’de goriildiigii izere biyolojik sinir hiicrelerinin uglarinda dendrit yapisi bulunmaktadir.
Dendritler, duyu organlar1 ve diger ndronlardan gelen sinyalleri alir ve ¢ekirdege iletir.
Cekirdege iletilen bu sinyaller, ¢ekirdekte toplanir ve aksona iletilir. Bu sinyaller aksonda

islenir ve diger noronlarin baglantilarina iletilir. Bu gérevi ise sinapsisler iistlenmektedir.

Yapay sinir aglari, biyolojik sinir aglarindaki sinapsisler ve dendritler arasindaki bilgi akisinin
agirlik katsayilariyla giincellenmesi diisilincesi ile ortaya ¢ikmistir. Sinapsisler ile 6grenmenin

nasil olmasi gerektigi fikri ortaya ¢ikmustir.

Y SA modelleri istatistiksel modellere benzer olmasina ragmen, YSA ile istatistik literatiirleri
arasindaki farkliliklar vardir (Aladag, 2009). Literatiirde YSA ile bazi istatistiksel modeller
arasindaki iliskiyi inceleyen calismalar yapilmistir (Sarle, 1994). Cizelgel.1l.’de YSA ve
istatistik terminolojilerinin karsilastirilmasi verilmektedir (Nelles, 2001, Giinay vd, 2007):

Cizelgel. 1. Istatistik Terminolojisi ve Yapay Sinir A§lari Terminolojisi Karsilastiriimasi

Istatistik Terminolojisi YSA Terminolojisi
Model YSA
Parametre Agirhik
Bagimsiz degisken Girdi
Tahmin degeri Cikt1
Bagimli degisken Hedef
Artik Hata




Giiven aralig1 Hata ¢izgisi
Temel Fonksiyon Noron
Bagimsiz degiskenler kiimesi Girdi tabakasi
Temel fonksiyonlar kiimesi Gizli tabaka
Tahmin degerleri kiimesi Cikt1 tabakasi
Gozlem Oriintii

Kestirim ya da optimizasyon

Egitim, Ogrenme veya Adaptasyon

Orneklem adaptasyonu

Cevrimigi 6grenme

Grup adaptasyonu Cevrimdis1 6grenme

Kestirim 6l¢iiti Hata, maliyet veya Lyapunov fonksiyonu
Dontistim Fonksiyonel baglanti

Diskriminant analizi Siniflama

Regresyon

Esleme, Yaklasim veya Denetimli 6grenme

Veri Indirgeme

Denetimsiz 6grenme veya sifreleme

Genellestirme

Interpolasyon veya Ekstrapolasyon

YSA’larin giiglii oldugu durumlar genel olarak asagidaki gibi dzetlenebilmektedir (Yilmaz,

2020):

- YSA dogrusal olan ya da olmayan ya da her iki yapiy1 da barindiran modellerde

kullanilabilmektedir. Bu 6zellik ile kompleks model gorevlerinde daha esnek ve giiclii

bir yaklasim saglamaktadir.

- Yapay sinir aglar1 parametrik olmayan bir yontemdir. Herhangi bir varsayima

dayanmaz. Bu nedenle gercek hayat verilerine uygulanmasi daha kolaydir.

- Yapay sinir aglari, yeterince biiyiik bir ag verildiginde herhangi bir karmagik islevi

keyfi belli bir dogruluk ile yaklastirabilen islevsel yaklasimlardir.

YSA’larin ger¢ek hayat uygulamalari lizerinde sagladiklar1 avantajlarin yaninda yontemin

performansini etkileyen bazi etkenler de s6z konusudur. Bu etkenler agagidaki gibi 6zetlenebilir

(Ating Y., 2020):

- YSA olusturulurken 6grenme orani, mimari se¢imi, katman sayisi, katmanlardaki

ndron sayisi gibi agin yapisini belirleyen bazi bilesenler mevcuttur. Bu bilesenlerin

belirlenmesi i¢in genel bir kural yoktur. Bilesenlerin en iyi sekilde belirlenmesi

gerekir.




- YSA’da, agin davraniglar1 agiklanamamaktadir. Bir probleme ¢6ziim iiretildiginde
nasil ¢oziim tirettigine dair bilgi vermez.

- YSA’da agm egitim siiresi ¢ozlimlenecek veriye ve agin secilen bilesenlerine baglh
olarak biiytlik degisimler gosterebilir.

- YSA, donanim bagimli bir algoritmadir. Paralel islem giicii olan islemcilere bagl
olarak performansi etkilenebilir.

- YSA sayisal degerlerle calistiginda 6rneklerin sayisal degerlere nasil ¢evrildigi

performansi dogrudan etkileyebilmektedir.

YSA yoOnteminin gegmisi onemli ¢alismalarla asagida verildigi gibi 6zetlenebilir (Yilmaz A,
2020).

- Warren McCulloch- Walter Pitts tarafindan 1943 yilinda YSA’nin temeli olan beyin
hesaplama yetenegini taklit ederek basit bir YSA olusturulmustur.

- Hebb 1949 yilinda 6grenebilen ve adapte olabilen YSA icin 6grenme algoritmasinin
temeli olan Ogrenme Kurali ortaya koymustur. Bu kural ile YSA baglantilarinin
degistirilmesi ile 6grenme islevi ortaya ¢ikacagini belirtmistir.

- Frank Rosenblatt 1957 yilinda bilinen en basit model olan “Perceptron” modeli
gelistirmistir. Perceptron modeli, tek katmanli 6grenme yetenegine sahip, tek bir giris
ve c¢ikisa sahip bir YSA modelidir. Perceptron modeli basit dogrusal oOriintii
siniflandirma problemlerinde kullanilmigtir.

- Bernard Widrow — Marcian Hoff ADALINE 1959 yilinda 6grenme algoritmasini
gelistirmislerdir. Egim diisiimlii tabanli 6grenim kurali uygulanmastir.

- 1965 yilinda ilk makine 6grenmesi kitab1 yaymlanmaigtir.

- 1967-1969 yillar1 arasinda Grosberg gibi baz1 6grenme algoritmalari ortaya konmugtur.

- Hopfield 1980 yilinda kompleks bir yap1 i¢in matematiksel bir temel kurmustur.
Hopfield ag1 bu temel tizerine kurulmustur.

- Hopfield 1984 yilinda Kohonen danigsmasiz §grenme mantigini ortaya koymustur.

- 1984 yilinda Boltzman sabiti gelistirilmistir.

- Rumelhart — McClelland 1986 yilinda ¢ok katmanli ag yapilarinda geri yayilimli
O0grenme algoritmasini ortaya koymustur.

- 1987 yilin Elektrik Elektronik Miihendisligi Enstitiisii tarafindan YSA’y1 konu alan ilk

konferans gerceklestirilmistir.

YSA, giiniimiizde bir¢ok alanda gercek hayat problemlerinin ¢ziimiinde kullanilmaktadir.

Bu alanlardan bazilar1 agsagida verilmistir;



- Sistem modelleme

- Ses tanima

- Parmak izi Tanima

- Otomatik ara¢ denetimi

- Fizyolojik isaretleri tanima

- Sahtekarlik (Fraud) analizi

- Finans, endiistri, egitim

- Basit yontemler ¢oziilemeyen problemler

- Dogrusal olmayan sistemler de kullanim alanlar1 6rnek olarak verilebilir.
Son yillarda YSA yaklagiminin kullanim amaglar1 asagidaki gibi verilebilir (Elmas, 2018).

- Ongorii

- Smiflandirma

- Veri birlestirme

- Veri kavramlastirma
- Veri siiziilmesi

- Resim veya goriintii isleme

3.1. YSA’nin Yapisi ve Temel Ozellikleri
YSA yontemi bazi temel bilesenlerden olugsmaktadir. Belirtilen bilesenlerin dogru segilerek

YSA modelinin belirlenmesi yontemin performansi lizerinde dogrudan etkilidir (Aladag vd.

2013). YSA 3 temel bilesenden olugmaktadr.

- Mimari yap1
- Aktivasyon Fonksiyonu

- Ogrenme Algoritmasi
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Sekill. 2. YSA'nin Genel isleyisi

YSA’da genel siire¢ Sekil-2 de gosterildigi lizere girdi degerleri ile alinan gézlemler agirliklart
ile carpilir(wi) ve yan (bias) degerleri eklenerek bir toplama fonksiyonu i¢ine girer. Toplama
fonksiyonu, aktivasyon fonksiyonu ile islenerek bir ¢ikti degeri elde edilir. Modellenen bu
YSA’nin 6grenme algoritmasi, bu agirliklarin ve yanlarin giincellenmesi ile olugsmaktadir.

Model, 6grenme algoritmasi ile farklilagmakta ve iyilesmektedir.
Y SA’nin sahip oldugu temel bilesenler asagida agiklanmaktadir (Egrioglu 2009).

Mimari Yapi (Architecture Structure)

YSA’da yoOntemin bilesenlerinin dogru seg¢ilmesi modelin performansini dogrudan
etkilemektedir. Dogru bilesenler segilmedigi takdirde, YSA yontemi yaniltict sonuglar
verebilmektedir (Aladag vd., 2007). Literatiirde en iyi mimari yap1iy1 tanimlamak i¢in genel bir
kural yoktur. Eldeki veriye gore en 1yi olarak belirlenen bir bilesen baska bir veri s6z konusu
oldugunda ¢ok kotii sonuglar verebilir (Bodyanskiy ve Popov, 2006). YSA’nin ii¢ temel
bilesenleri arasinda en ¢ok secenek sunan mimari yapidir (Aladag, 2009). YSA girdi tabakasi,
gizli tabakalar1 ve ¢ikt1 tabakasindan olugmaktadir. Mimari yap1 her tabakada bulunan néron
sayis1 olarak tanimlanmaktadir. Bu ndronlarin her biri diger ndéronlara agirliklar ve yanlarla
baglanmaktadir. Modeli olusturan tabaka sayilari, her tabakada yer alan ndron sayilari yiizlerce
secenek ortaya koyacaktir ve bu secenekler arasinda en dogru mimari yapiy1 bulmak biiytik bir

Onem arz etmektedir.

11



Girdi katmani

Sekill. 3. Tek Cikti N6rona Sahip ileri Beslemeli YSA
Sekil-3’te tek ¢ikti norona sahip ¢ok katmanli ileri beslemeli sinir ag1 gosterilmektedir.
Gorildiigii tizere ileri beslemeli YSA mimarisi, girdi, gizli ve ¢ikt1 tabakalar1 olmak {izere {i¢
tabakadan olugmaktadir. Her bir tabakada néronlar bulunmaktadir. Mimari yapinin belirlenmesi
her tabakadaki noron sayilarinin belirlenmesi siirecidir. Belirtilen ndronlar birbirine agirliklarla
baglanmaktadr. ileri beslemeli bir YSA oldugundan dolay1 ayni tabakadaki noronlar arasinda

baglant1 yoktur (Aladag, 2011).

YSA yonteminde en iyi mimarinin belirlenmesi i¢in literatiirde Onerilen yaklagimlar,
gozlemlere/tecriibelere dayanan ve sistematik olan yaklasimlar olarak iki baslikta toplanabilir
(Aladag, 2009). Literatiirde kullanilan bazi sistematik yaklasimlar asagida verilmistir (Aladag,
2009).

- Yapici ve budama algoritmasi (Constructive and pruning)(Siestema & Dow, 1988)

- Polinom zamani algoritmast (Polynomial Times Algorithm) (Roy,Kim &
Mukhopadhyay,1993)

- Ag bilgi kriteri (Network Information Criterion)( Murata, Yoshizawa, & Amari, 1994)

- Yinelemeli inga algoritmasi (Iterative construction algorithm )(Rathbun, Rogers,
DeSimo, & Oxley, 1997)

- Box-Jenkins analizine dayali yontem (Method based on Box-Jenkins
analysis)(Buhamra, Smaoui, & Gabr, 2003)

- Entropi bilgisine dayali1 yontem (Method based on information entropy )(Yuan, Xiong,
& Huai, 2003)

- Genetik algoritma (Genetic algorithms )(Dam & Saraf, 2006)
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- Temel bilesenler analizleri (Principle component analysis )(Zeng, Guo, & Hu, 2007)

- Agrlikl bilgi kriteri (Weighted information criterion)(Egrioglu et al., 2008)

- Silme /ikame/ekleme algoritmasi (Deletion/substitution/addition algorithm) (Durbin,
Dudoit, & Van der Laan, 2008)

- Otoregresif mevsimsel zaman serileri i¢in bir mimari se¢im stratejisi (An architecture
selection strategy for autoregressive seasonal time series) (Aladag, Egrioglu, & Gunay,
2008)

- Deney tasarimi (Design of Experiments) (Balestrassi, Popova, Paiva, & Marangon

Lima, 2009)

Belirtilen mimari se¢im yontemleri farkli problemlerde farkli performans gostermektedirler.
YSA yonteminin performansint dogrudan etkileyen mimari secimi problemi igin literatiirde

genel bir yaklagim yoktur.

Ogrenme Algoritmasi (Learning Algorithm)

YSA yénteminde model parametreleri, agirliklar ve yan degerleridir. Ogrenme islemi
agirliklarin ve yan degerlerinin giincellenmesi ve modeli temsil edebilecek en iyi degerlerin
bulunmasi olarak tanimlanir. En iyi agirlik ve yan degerleri bulundugunda ag egitilmistir. YSA

modelinin egitilmesinde kullanilan optimizasyon algoritmasina 6grenme algoritmasi ad1 verilir.

Literatiirde YSA’nin egitimi i¢in c¢esitli 6grenme algoritmalart bulunmaktadir. En ¢ok
kullanilan algoritmalardan bir tanesi de Geri Yayilim Ogrenme Algoritmasi’dir (Back
Propagation Learning Algorithm). Bu 6grenme algoritmasi, gozlenen deger ve ¢ikti deger
arasindaki farka dayanarak agirliklart giincellemektedir. Belirtilen algoritma Dereceli Algalma
(Gradient Descent) tabanli bir optimizasyon algoritmasidir. Bu algoritmanin dezavantajlari

asagida verilmistir.

1. “Gradient” tabanli olmasi sebebiyle yerel minimuma (local-minima) takili kalabilir,
optimal sonuca ulasamayabilir.
2. Egitim performansi, baslangic agirlik degerlerine ve algoritma parametrelerinin

secimine ¢ok duyarlidir.

Bu zayifliklar diizeltmek icin literatiirde cesitli ¢alismalar yapilmistir (Ye, 2007). Ozellikle
yerel (local) tuzaklardan kagimmak igin sezgisel algoritmalardan (heuristic algorithms)

yararlanan ¢aligmalar da bulunmaktadir (Aladag, 2009). Sezgisel algoritmalara 6rnek olarak;
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genetik algoritmalar (genetic algorithms), benzetimli tavlama algoritmasi (stimulated
annealing), ve tabu arama algoritmasi (tabu search algorithm) verilebilir. Verilen yontemler
yerel optimuma takilmaktan kaginmakta basarili algoritmalardir (Li, Su, & Chiang, 2003;
Sexton, 1998 ; Sexton, Dorsey & Johnson, 1999).

Aktivasyon Fonksiyonu (Activation Function)

Aktivasyon fonksiyonu girdi ve ¢ikt1 arasinda dogrusal veya dogrusal olmayan iligskiyi veren
fonksiyondur. Agm performansinin aktivasyon fonksiyonu se¢iminden etkilendigi
bilinmektedir (Aladag vd., 2014). Aktivasyon fonksiyonu girdi olarak alinan veri kiimesiyle
cikt1 arasindaki iliski yapisini modellemede kullanilmaktadir. YSA modelinde néronlarda ayni
veya farkli aktivasyon fonksiyonlar1 kullanilabilmektedir. Tek kutuplu, c¢ift kutuplu veya
dogrusal aktivasyon fonksiyonlari kullanilabilmektedir. Tek kutuplu aktivasyon
fonksiyonlariin ¢ikt1 degerleri 0 ile 1 araliginda deger alirlarken, ¢ift kutuplu aktivasyon
fonksiyonlarinin ¢ikt1 degerleri -1 ile 1 arasinda deger almaktadir. Aktivasyon fonksiyonlariin

en ¢ok kullanilan bazi tiirleri agagida verilmektedir.

Adimsal Fonksiyon (Step Function)

Ikili deger alan fonksiyonlar oldugundan ikili siniflandirma problemlerinde kullanimi

tercih edilir.

- Genellikle ¢ikti katmanlarinda kullanilmaktadir. Sekill.4’te gorildiigi iizere gizli
katmanlarda kullanimi tiirevi modelin 6grenmesini temsil edememesi sebebiyle
kullanim1 tercih edilmemektedir.

- Cok giiclii bir fonksiyon kii¢lik degisikliklerden etkilenmez.

- {0,1} degerlerini almaktadir.

1, x=0

f(x)={0' x <0
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Sekill. 4. Adimsal Fonksiyon Grafigi

Dogrusal Fonksiyon (Linear Function)

Sekil-1.5’te goriildiigii lizere tiirev sabit olmasindan dolayr 6grenme islemi
gerceklestirememektedir.

Tiim katmanlarda dogrusal fonksiyon kullanilmasi girdi ile ¢ikt1 katmanlari arasinda
ayni dogrusal iliskiyi verecektir. Ki bu da gizli katmanlarin bir anlam ifade etmemesi
anlamina gelmektedir. Yani kompleks yapilarda kullanimi tavsiye edilmemektedir.

(-00,00) araliginda deger almaktadir.
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Sekill. 5.Dogrusal Fonksiyon Grafigi

Sigmoid Fonksiyon (Sigmoid Function)

Sekil-1.6’de goriildiigii lizere x degerinde meydana gelen degisiklikler y degerinde
daha hizli bir degisim meydana getirecektir. Ki bu 6zellik bu fonksiyonun kii¢iik

degisimlere karst hassasiyetini gostermektedir. Dolayisiyla smiflandirma

problemlerinde kullanimi tercih edilmektedir.

Kugiik Degisimler

Sigmoid Deger=

Sniflandirma

[0,1] araliginda deger almaktadir.
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Sigmoid fonksiyonun dezavantaji bulunmaktadir. Sekil-1.6’de goriildiigii tizere bu
fonksiyonun u¢ noktalarinda x degerinde meydana gelen degisim y degerinde daha
yavas bir bir degisim meydana getirmektedir. Ki bu da bu bolgelerde tiirev
degerlerinin ¢ok kiiclik deger almasi ve 0’a yakinsamasi anlamina gelmektedir. Bu
olay ise gradyanlarin kaybolmasina (vanishing gradient) neden olur. Gradyanlarin
kaybolmasi 6grenme olayini azaltmakta ve minimuma indirmektedir. Yavas bir
O0grenme optimizasyon algoritmasini yerel (lokal) minimuma takilmasina sebep

olabilmektedir.
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Sekill. 6.Sigmoid Fonksiyon Grafigi

Hiperbolik Tanjant (Hyperbolic Tangent) (tanh(z))

Sigmoid fonksiyonuna benzer bir fonksiyondur. Fakat bu fonksiyon [-1,+1]
aralifinda yer almaktadir.

Sigmoid fonksiyonuna gore avantaji Sekil-1.7°de goriildiigli lizere fonksiyonun
daha dik olmasidir. Bu durum hizli 6grenme i¢in ve siiflama islemlerinde daha
genis araliga sahip olabilmesine sebep olmaktadir.

Gradyan kaybolmasi (gradient vanishing) durumu devam etmektedir.

Hassas noktalarda kullanilmaktadir.

[-1,1] araliginda deger almaktadir

X X

et — e
f(X) = tanh(x) = m
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Sekill. 7. Hiperbolik Tanjant Fonksiyonu Grafigi

Diizeltilmis Dogrusal Birim (Rectified Linear Unit) (ReLU)

- ReLU ¢ok iyi performansa sahip olmasindan dolay1 en ¢ok tercih edilen yontemdir.

- ReLU iyi bir tahmin edicidir.

- Ogzellikle ‘gradyan kaybolmas1® oldugu durumlarda kullanilmaktadir.

- Sekil-1.8’de goriildiigii gibi negatif eksende 0 degeri almasi ve daha az islem yiikii
vermesi sebebiyle agin hizli calismasini saglamaktadir.

- ReLU’nun islem yiikiinii azaltarak hizli ¢alismasini saglarken bu avantaj, ReLU
fonksiyonunun bir zayif noktasinin ortaya ¢ikmasina da sebep olmaktadir. Bu
zayiflik ReLU fonksiyonunun o bdlgede Ogrenme isleminin gergeklesmemesi
anlamina gelmektedir.

- max(0,z) araliginda deger almaktadir.

x, x=0

f(x)={0, x<0
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Sekill. 8.Diizeltilmis Dogrusal Birim Grafigi (ReLU)

Sizinti ReLU Fonksiyonu (Leaky ReLU Function)

Bu sizint1 degerine Sekil-1.9’da goriildiigl tizere 0.01 degeri veya sifira yakin
herhangi deger wverilirse fonksiyon Sizintili ReLU fonksiyonu olarak
adlandirilmaktadir.

Sizint1 ReLU fonksiyonunun amaci gradyan kaybolmasini dnlemektir.

(-00,00) araliginda deger almaktadir.

X, x>0
feo) = {O.le, x <0

N

o1

1.0 -I........:.’....)

KIIIIII-IIIIIIIIIIII-.?

N

T T L
l-l“-'-- -
-

. Leaky ReLU
_1 0__ . Tarevi

N
Sekill. 9.S1zinti ReLU Fonksiyon Grafigi

Softmax Fonksiyonu (Softmax Function)

Siniflandirma problemlerinde iyi bir performans sergilemektedir.

Sigmoid fonksiyonundan en onemli farki ¢oklu simiflandirma problemlerinde
kullanilmaktadir. Girdilerin belirli bir sinifa olan aitlik olasiliginin 0-1 araliginda
degerler alarak smiflandirma  yapmaktadir.  Olasiliksal — smiflandirma

gerceklesmektedir.

18



3.2. YSA’da Ogrenme

Ileri beslemeli bir YSA modeli igin grenme, girdi verilerinin aga girisiyle baslar. Egitim icin
alinan girdi verileri agirliklart ile carpilir ve yan degerlerinin eklenmesiyle elde edilen sonug
aktivasyon fonksiyonuna ulasir ve ¢ikti degeri iiretilir. Sistemden girdi verilerinin girmesiyle
belirli islemlerden gecen ve en sonunda ele alinan bu ¢ikti degeri, gercek deger ile karsilastirilir
ve hata degeri bulunur. Bu hata degeri istenilen noktaya ulagana kadar (hata degeri minimum
olana kadar) agirliklar ve yan degerleri gilincellenir. Hedef degeri ulasildiktan sonra agirlik ve
yan degerleri tutulur. Agirliklarin giincellenerek optimum sonuca ulagilana kadar gegen bu siire
o0grenme olarak adlandirilmaktadir. Daha sonra egitime girmeyen veriler test kiimesinde test
edilir. YSA test setindeki yeni karsilastig1 veriler ile iyi sonuglar veriyorsa, YSA 0grenmis
anlamina gelir. Veri 6grenemedigi problemlerde ise agirliklara atanan baslangic degerlerinde,
egitim seti biiylikliigiinde veya parametre / hiper-parametre se¢imlerinde degisiklikler yapilarak
sinir ag1 tekrar egitilebilir (Y1lmaz, 2020).

En ¢ok uygulanan 6grenme kurallari; Hebb Kurali, Hopfield Kurali, Delta kurali, Dereceli

algalma (Gradient descent) kurali, Kohonen 6grenme kurallar1 6rnek verilebilir (Yilmaz, 2020).

YSA’da Ogrenme verilen girdilere gore ¢iktt bulmaya dayanmaktadir (Yilmaz, 2020)..
Ogrenme algoritmalari, makine ogrenmesi algoritmalari olan temel dért algoritmaya
dayanmaktadir. Denetimli 6grenme, denetimsiz 6grenme, yar1 denetimli 6grenme ve takviyeli

ogrenmedir. Makine 6grenmesi bagliginda belirtilen 6grenme tiirlerinden kisaca bahsedilmistir.

Ogrenme algoritmasi iki adimda gergeklesmektedir. Ik adim ileriye dogru yayilim ve ikinci
adim ise geriye dogru yayilim olarak adlandirilmaktadir. Asagida bu adimlardan kisaca

bahsedilmektedir.

Ileriye Dogru Yayilim (Forward Propagation)

Ileriye dogru yayilim siireci girdi degerlerinin aga sunulmasiyla, rastgele agirlik degerlerinin
atanmasiyla baglayan hesaplamalarin ara katmanlara ve en son olarak ¢ikt1 katmanina gelerek
hata degerlerinin hesaplanmasiyla biten siireci ifade etmektedir. Basit bir ileri dogru sinir

aginda hesaplamalar agagidaki gibidir.
z=wllx + b (Formiil-1)
g(z) : aktivasyon fonksiyonu

seklinde gerceklestirilir.
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Sinir aginda ise vektorlestirme yapilarak hesaplamalara Formiil-2’de gosterilmektedir.
API=X (girdi degerleri)
Zl= WIIT A4 pl] (Formiil-2)
All=gli(Z10)

A[l] : L. tabakadaki aktivasyon fonksiyonunun ¢iktisini vermektedir. A[0]=X Girdi degiskenini

vermektedir.

Z[l] : 1. tabakadaki aktivasyon fonksiyonunun girdisini vermektedir. Agirliklar ile 6nceki

¢iktinin ¢arpilmasi ve yan degerlerinin eklenmesiyle olusan bir fonksiyondur.
| : Islemin yapildig: tabakay1 gostermektedir.

Cikt1 tabasinda son tabakasinda hesaplanan ¢ikt1 ile gercek deger arasindaki fark kayip

fonksiyon (loss function) degerini vermektedir.

Geriye Dogru Yayilim (Backpropagation)

Ag1 egitmek icin agirlik ve yan degerlerinin en dogru degerlerinin tanimlanmasi gerekiyor. Bu
sebeple maliyet fonksiyonu (cost function) tanimlanmalidir. Her bir egitim 6rneklerinden bir
kayip degeri (loss value) elde edilmektedir. Kayip deger, tahmin edilen deger ve gercek
degerlerin farkinin bir 6l¢iisii olarak ifade edilmektedir. Kayip degerlerinin toplami ise maliyet
fonksiyonunu gostermektedir. Agin geriye dogru yayiliminda, egim ile hata degeri ¢ikti
katmaninda geriye dogru katmanlara aktarilarak agirliklarin ve yan degerlerinin
giincellenmesidir. Agirhik ve yan degerleri, maliyet fonksiyonu minimum olana kadar

giincellenir. Bu giincelleme ise dereceli alcalma (gradient descent) ile gergeklesmektedir.
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Sekill. 10. Dereceli Algalma Optimal Arama Gérseli
Dereceli algalma tiirev ile ifade edilmektedir. Matematiksel bir boyuttur. Maliyet fonksiyonu

digbiikey bir fonksiyondur. Sekil-1.10’da dereceli algalma uygulanan alan gdsterilmektedir.
Geri yayilim algoritmast tiirev tabanli bir algoritmadir (Portilla J., 2020). Fonksiyon bu alan
tizerinde optimal adimlarla hedef noktaya ulasmay1 amaglamaktadir. Bu arama islemi tiirev ile
gerceklesmektedir. Tiirev ise egimden gelmektedir. Egim, bir dogrunun iki noktasi arasindaki
dikey degisimin yatay degisime orani olarak bilinmektedir. Bu oran, yatay degisimde meydana
gelen birim degisimin, dikey degisime etkisinin gostermektedir. Sekil-1.11°de egim ile dereceli
algalmanin nasil gergeklestigi gosterilmektedir. Ogrenme orani, optimal noktaya ulasmadaki
adim genisligi olarak adlandirilmaktadir. Ayarlanan adim genislikleri ile optimal noktaya

ulagmaya caligilmaktadir.

cost
A
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Sekill. 11. Dereceli Alcalma Egim ile ifadesi

Formiil-3°de geri yayilim algoritmasi formiilleri asagida verilmektedir.
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dzM= gAll* g[l]l(z[ll)
dwii=1L gz al-ar
m
db[']:% np.sum(dZ", axis=1, keepdim=True) (Formiil-3)

dAMI=WIT_ Z00

3.3. YSA ile Siniflandirma

YSA’da siniflandirma siirecinde olusturulacak modelin belirlenmesi i¢in (Aladag C.H., 2019):

YSA’daki mimari yapiy1 olusturan tabaka sayilarinin ve tabakalardaki birim sayilarinin
belirlenmesi

Tabakalarda kullanilacak aktivasyon fonksiyonu ¢esidinin belirlenmesi

Ogrenme algoritmasinin ve parametrelerinin belirlenmesi

Verinin egitim ve test kiimelerinin biiyiiklerinin belirlenmesi

En iyi modelin belirlenmesinde kullanilacak performans 6l¢iitiiniin belirlenmesi

modelin performansi agisindan biiylik 6nem tagimaktadir. Bunlar arasinda ¢ok farkli se¢enekler

sunan mimari yapinin belirlenmesi en zor segenek olarak goriilmektedir. Bunun nedeni, en fazla

se¢im olasilign mimari se¢imi probleminde ortaya ¢ikmaktadir (Aladag, 2009). Onceki

kisimlarda YSA’nin ii¢ temel bilesenlerinden bahsedilmisti. Bu nedenle, burada YSA

yonteminin performansini etkileyen diger iki etken olan egitim ve test kiimesi biiytikliikleri ve

performans Ol¢iitlerinin belirlenmesinden kisaca bahsedilecektir.

Egitim ve Test Kiimesi Biiyiikliigii

YSA yaklasimi modelleme i¢in kullanildiginda, genellikle danigmali 6grenme kullanimi tercih

edilmektedir. YSA bu siiregte veri ya egitim ve test kiimesi olarak ikiye veya egitim, dogrulama

ve test kiimesi olarak tli¢e ayrilmaktadir.

Egitim Seti (Training Set): Model parametreleri olan agirliklarin en 1yi degerlerinin
hesaplanmasi i¢in kullanilir. Agirliklarin en iyi degerlerinin bulunmasi siirecine agin
egitimi ad1 verilir.

Dogrulama Seti (Validation Set): Diizeltme i¢in kullanilmaktadir. Istege bagh olarak
kullanimi tercih edilmektedir. Egitim setini test eder. Her dongiiden sonra veri hizlica
test edilir. Eger bir problem varsa geriye doniip diizeltilebilmektedir. Asir1 6grenme

(overfitting) problemi hakkinda bilgi verir ve test seti ¢alistirllmadan
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diizeltilebilmektedir. Makine Ogrenmesinin hassas noktasidir. YSA yéntemi veri
temelli oldugundan dogrulama seti kullanilmasi baz1 ¢aligmalarda tercih edilmektedir.
- Test Seti (Test Set): Test seti, egitim setine girmeyen gozlemlerden olusur. Egitimde
hi¢ kullanilmayan yani, modelin hi¢ gérmedigi test kiimesi gézlemleri kullanilarak YSA
modelinin tahmin performansi degerlendirilir. Bir bagka ifadeyle, YSA modelinin
genellestirme yeteneginin Olclilmesinde kullanilir. Literatiirde belirtilen kiimelerin
biiyiikliikklerinin belirlenmesinde genel kurallar bulunmamaktadir. Analiz edilecek
veriye gOre en uygun kiime biyikliklerinin belirlenmesi YSA yo6nteminin

performansini dogrudan etkileyecektir (Giinay vd., 2007).

Performans Olgiitii

YSA modelinin analiz edilen verinin Oriintiisiinii ne kadar 1yi 6grendigini 6lgmek amaciyla
cesitli performans Olgiitleri kullanilmaktadir (Aladag, 2009). Bu ¢alismada kullanilan problem
ikili smiflandirma problemidir. Bu sebeple performans &lgiitii olarak capraz entropi kayip
degeri (binary_cross_entropy loss) degerleri veya dogruluk (accuracy) degerleri alinmaktadir.
Capraz entropi degeri veya log loss degeri, tahminin gercek degerden ne kadar uzaklastigini
gosteren bir belirsizlik dlgiitiidiir. Dogruluk degeri ise tahmin edilen degerin gergek degere esit
oldugu tahmin sayis1 olarak bilinir. Dogruluk degeri ikili siniflandirmada yorumlamada daha
az tercih edilmektedir. Capraz belirsizlik kayip hesabi daha iyi yorumlanabilmektedir.

TP+TN
TP+TN+FP+FN

Dogruluk =

Log-loss= y; -logy,i +(1—y; )-log(1—Yy,i)

Yapilan bu caligmada kullanilan performans 6l¢iitii, ikili ¢apraz dogrulama kayip degeri veya
log loss degeri olarak alinmistir. En iyi YSA modelinin belirlenmesinde kullanilacak

performans 6l¢iitii yine dogrudan rol oynayan dnemli bir etkendir.

3.4. YSA Cesitleri

YSA modelleri, kullanilan mimari yapisina, ndronlar arasindaki baglantilara ve ag icindeki
bilginin akis yoniine gore farklilik gostermektedir. En temel siniflandirmada, ag mimarilerin
yapilarina gore temel olarak, ileri beslemeli (feed forward) (Yolcu vd., 2015) ve geri beslemeli

(recurrent) (Egrioglu vd., 2015) sinir aglar1 olmak tizere iki farkli sinir ag1 vardir.

Literatiirde kullanilan tek katmanli algilayict sinir aglart (perceptron) (Yilmaz A., 2020), ¢ok
katmanli algilayici sinir aglar1 (multi-perceptron neural network), ileri beslemeli sinir aglari,
geri beslemeli sinir aglari, uzun-kisa terimli hafiza (long-short term memory/LSTM) sinir aglar1
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kohonen sinir aglari, otomatik kodlayici (autoencoder) sinir ag1 (Ating Y, Kaya U., 2020),
evrisimsel sinir aglari (convolutional neural network) (Ating Y, Kaya U., 2020), Dayanikli
YSA (robust artificial neural network) (Aladag,2014) vb. bir¢ok sinir ag1 ¢esidi de 6rnek olarak

verilebilir. Belirtilen YSA ¢esitleri, temel 6zellikleriyle kisaca asagida verilmistir.
Tek Katmanli Algilayict (Perceptron)

- En basit sinir ag1 modelidir. Sekil-1.12’de gosterilmistir.

- Temel olarak egitilebilecek tek bir sinir agindan olugsmaktadir.

- Sadece girdi ve ¢ikt1 katmanlarindan olugsmaktadir.

- Yeterince agiklayict bir model olmamasi sebebiyle kompleks problemlerde

kullanilmamaktadir.

-

Sekill. 12.Perceptron Modeli

Ileri Beslemeli Sinir Aglar: (Feed Forward Neural Network):

- Sekil-1.13"de gosterildigi lizere baglantilarin sadece ileri yonde beslendigi sinir aglaridir.
- Girdi degerleri bir agdan gegirilerek bir ¢ikt1 degeri elde edilir. Elde edilen ¢ikt1 degeri
gercek degerler ile karsilastirilarak hata degeri elde edilir. Ag degerleri hataya bagli olarak

degistirilir ve bu sekilde en dogru sonucu veren model segilir.
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Gizli Tabaka

Girdi Tabakast

Sekil1. 13.ileri Beslemeli Sinir Adi

Geri Beslemeli Sinir Aglar: (Feedback Neural Network)

- Geri beslemeli aglarda, geri besleme islemi bulunmaktadir. Cikis ve ara katmanlardaki
cikislarin bir 6nceki katmanlara geri beslenmesiyle olusan ag yapisidir (Y1lmaz,2020).

- Geri Beslemeli yapilarda sonug sadece o andaki girdiye degil diger girdilere de bagli olarak
calismaktadir

- Sekil-1.14’de goriildiigi tizere t anindaki girdi verilerinin yaninda, t-1 anindan gelen gizli
katman sonuglar1 da gizli katmanin t anindaki girdisidir.

- Geri beslemeli sinir aglar1 bir bellege sahiptir.
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Sekill. 14.Geri Beslemeli Sinir Agi
Derin Sinir Aglari (Deep Neural Network)(DSA)

Y SA’nm ikiden fazla anlamli gizli tabakaya sahip veri modeli “Derin Sinir Ag1” (DSA) olarak
adlandirilmaktadir. “Derin” ifadesi, sinir aglarinin igerdigi katman sayisini ifade etmektedir.
Elimizdeki veri basit yapidan karmasik yapiya dogru ilerledikge sinir agimizdaki tabaka sayist
artacaktir ve karmagikligi da artiracaktir. Derinlik, kompleks problemleri ¢6zme becerisini

arttiracaktir.

Ogrenme algoritmalari son yillarda biiyiik veri ve yiiksek performansl bilgisayarlarla birlikte
yiiksek dogruluk elde etmektedir. Daha az varsayim ve insan giicliyle veriden otomatik olarak
ogrenmektedir. DSA’nin altinda yatan en gii¢lii 6zelligi budur. Bu sayede karmagik islemleri
cozebilmektedir. Biiyiik verinin karmasik islemlerini ¢ozerek verideki Oriintiiyii veya diizeni
anlayabilmektedir. DSA’da her katman onceki girdideki onemli 6zellikleri ayirt etmektedir. Ve

bu 6zellikleri belirli agirliklar ile diger katmana aktarmaktadir (Alpaydin, 2020).
Derin sinir aglarinin kisa tarihi asagidaki gibi 6zetlenmektedir (Elmas, 2018),(Y1lmaz,2020):

o 1986°da R. Dechter bir makalede Derin Ogrenme terimini ilk kez kullanmustir.

o 1980’de Kunihiko Fukushima ilk Evrisimli sinir aginin olarak bilinen Neocogitron’u
tanitt1. Fakat geri yayilim algoritmasi eksik olmasi sebebiyle bu yillarda kullanilmadi.

o 1985’de Hilton ve Sejnowski Boltzman Makinesi gelistirmislerdir.

o Rumelhart — McClelland 1986 yilinda ¢ok katmanli ag yapilarinda geri yayilimh

ogrenme algoritmasini ortaya koymugtur.
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o 1986’da Smolensky Harmonium’u tanitti ve ayrica Jordan Yinelemeli (Recurrent) Sinir
Agini tanitmistir.

o 1990’da Yann LeCun vd. LeNet agin1 tanitarak derin sinir aglarmin ilk uygulamasin
yapmuslardir.

o 1997°de Schuster ve Paliwal Cift Yonlii Yinelemeli Sinir Agimi tanitmiglardir.

o 2009’dan sonra Deng ve Hinton tarafindan diizenlenen NIPS Calistaylar1 ve 2010°dan
sonra diizenlenen ImageNet yarigmalari diizenlenmistir. Ve DSA kullaniminin

yayginlagmasina katki saglamistir.
DSA kullanim alanlar1 asagidaki gibi 6zetlenebilmektedir (Elmas, 2018)

o Goriintii igleme

o Video isleme

o  Oriintii tamima

o Nesne tanima

o Ses tanima

o Dogal Dil Isleme

o Sinyal tanima

o Otomatik arag denetimi

o Fizyolojik isaretleri izleme, tanima ve yorumlama
DSA Cesitleri ve Uygulama Alanlart

o Evrisimli Sinir Aglari: Oriintii tamima, video analizi, dogal dil isleme

o Yinelemeli Sinir Aglari: Konusma tanima, el yazisi tanima

o Uzun Kisa Siireli Hafiza: Dogal dil isleme, el yazisi tanima, konugsma tanima, hareket
tamima, goriintii altyazi

o Cok Katmanl Algdayicilar: Tahminleme, ongorii, siniflandirma, optimizasyon

Geleneksel Ogrenmede (Traditional Learning)’te; veri eklendikce performans artis gosterir
fakat belli bir siire sonra sabit kalir. Bu durum verinin nasil kullanilacagin1 bilmiyor gibi bir
davranig gosterir. Fakat derin sinir aglari ile veriler eklendikge, egitildik¢e daha iyi 6grenecektir
ve yiksek performans gosterecektir. Belirli bir noktadan sonra performans artist daha az

olacaktir. DSA gesitleri asagida verilmektedir.

- Cok katmanli Algilayic1 (Multilayer Perceptron)

- Evrisimsel Sinir Aglar1 (Convolutional Neural Network)
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- Yinelemeli Sinir Aglar1 (Recurrent Neural Network)

- Uzun-Kisa Terimli Hafiza Sinir Aglart (Long-Short Term Memory Neural Network)
Cok Tabakali Algilayict (Multilayer Perceptron)

Tek tabakali algilayicilar, dogrusal problemleri ¢dzebilme yetenegine sahipken, dogrusal
olmayan iliskileri ¢6zememektedir. Gilinliilk hayatta karsilastigimiz ¢ogu problem dogrusal
degildir. Bu sebeple dogrusal olmayan XOR problemleri ¢6zmek amaciyla yapilan ¢aligsmalar
sonucunda ¢ok tabakali algilayicilar gelistirilmistir. David Rumelhart, Geoffrey Hinton and
Ronald Williams tarafindan 1986’da yayinlanan makale ile bu model duyurulmustur. Bu model
geriye yayilim (backpropagation) temeline dayandirilmistir (Yilmaz, 2020). Bu model Delta
Kural1 olarak bilinen, hatayr minimize etmek i¢in beklenen deger ve gergek deger arasindaki

farka dayanan, 6grenme kurali tabanlidir.

Cok katmanli algilayicilar, girdi tabakasi, gizli tabakalar ve ¢ikt1 tabakalarindan olusmaktadir.
Tek yonlii akis mevcuttur. Sinyal girdi katmanindan, ¢ikt1 katmanina dogru ilerlemektedir. Bu
sebeple bu mimari Ileri Beslemeli Sinir ag1 modeline érnektir. Ogrenme algoritmasi, 3.2.
boliimde bahsedilen YSA’da Ogrenme béliimiinde anlatilmaktadir. Sekil-1.15"de ¢ok katmanl

sinir ag1 mimarisi verilmistir.

Ara
Katman
Girdi Cikt1
Katmani Katmani

G1 C1

G2 2

G3 C3

Esik Esik
Degeri Degeri

Sekill. 15. Cok Katmanli Algilayici

Evrigimli Sinir Aglari (Convolutional Neural Network ICNN)

Evrisimli sinir aglari, derin o6grenmenin bir alt dalhdir. Goriintii analizinde yiiksek
basarilarindan dolay1 genellikle gorsel bilginin analiz edilmesinde kullanilmaktadir. Yaygin
kullanim alanlar1 resim ve video tanima, Oneri sistemleri resim siniflandirma, tibbi goriintii
analizi ve dogal dil igleme olarak siralanabilir. Sekil-1.16’da nasil islendigi hakkinda genel bir

gosterim verilmistir.
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Sekill. 16.Evrisimsel Sinir Agi
Yinelemeli Sinir Aglari (Recurrent Neural Network / RNN)

Jeff Elman “Basit Tekrarlayan Ag” (Simple Recurrent Network) adiyla 1990 yilinda yinelemeli
sinir agini ilk olarak Onermistir. Yinelemeli sinir aglari, derin 6grenme mimarilerindendir.
Yinelemeli sinir aglarinda, sonug sadece o andaki girdiye degil diger girdilere de baghdir. t-1
anindaki veriyi de girdi olarak almaktadir. Bir hafizaya sahiptir. Dizileri analiz etmek ve
siniflandirmak  amaciyla kullamlmaktadir.  En ¢ok Dogal Dil Isleme siireglerinde
kullanilmaktadir. Gorilintii yazisi, duygu siniflandirma, video smiflandirma 6rnek verilebilir

(Elmas, 2018). Sekil-1.17"de yinelemeli sinir ag1 modeli verilmistir.

Sekill. 17.Yinelemeli Sinir AGi Modeli

Uzun-Kisa Siireli Hafiza (Long — Short Term Memory / LSTM)

Uzun Kisa Siireli Hafiza, derin 6grenme alaninda kullanilan Yinelemeli Sinir ag1 mimarisinin

bir ¢esididir. Burada “hafiza, bellek” kavrami énem kazanmistir. ileride kullanabilmek adina
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hafizasinda verileri saklamaktadir. Yinelemeli sinir agindan farkli olarak uzun kisa siireli hafiza
modeli, veriyi ne kadar uzun siire saklamasi gerektigine ne zaman ¢iktis1 alinmali veya ne

zaman unutmasi gerektigi gibi bilgileri kontrol eden 6zel bir birime sahiptir.

Sekil-1.18’da goriildiigli tizere LSTM, standart ileri beslemeli sinir aglarinda farklilik

gostermektedir. Geri bildirimleri bulunmaktadir.

Konusma ve video isleme alanlarinda kullanimai tercih edilmektedir.

-3 Ct

h:

Sekill. 18.Uzun-Kisa Terimli Hafiza Modeli

Oto Kodlayici (Autoencoder)

Oto kodlayict isminde de anlasildig1 tizere herhangi bir veriyi koda doniistiirmeyi otomatik
olarak 6grenmeyi amaclamaktadir. Kodlayici (encoder) ve kod ¢oziicii (decoder) olmak iizere
iki kisimdan olugmaktadir. Oto kodlayic1 (autoencoder) modelinin amaci, verilen veriyi
sikistirp olabildigince az kayipla tekrar iiretmektir. Uretilen kod ise orta tabakanin giktisi
alinarak elde edilmektedir. Bu katmana darbogaz tabaka (bottleneck layer) denir. Darbogaz
tabaka elde edilecek kodun biiyiikliigiinii belirlemektedir. Bu katman ne kadar fazla sikigtirma

yapilacagin belirlemektedir. Sekil-1.19de bu siirecin genel gosterimi verilmistir.

Oznitelik ¢ikarma (feature extraction), boyut indirgeme (dimension reduction), giiriiltii

giderme (denoising), resim renklendirme, yeni veri iiretme alanlarinda kullanilmaktadir.
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Darbogaz Katmani

Girdi Resmi | (Bottlaneck Layer) Cikti Resmi
Kodlayici Kod Coziicii
(Encoder) (Decoder)

Sekil1. 19.0to Kodlayici

3.5. Parametre ve Hiper-parametreler (Parameter and Hyperparameters)

Modele dahil olan ve degeri veriden tahmin edilebilen degiskenlere parametre denir. Hiper-
parametreler ise, model parametrelerini kontrol eden model disi parametrelerdir. Hiper-
parametreler kontrol parametreleridir. Dogru hiper-parametreleri  segmek modelin
performansin1 dogrudan etkilemektedir. Hiper-parametre sec¢imleri el ile ayarlanabilir
parametrelerdir. Uzman kisilerin deneyimlerine dayanarak, deneme-yanilma yontemleriyle
secilmesi tercih edilmistir. Fakat dogru hiper-parametreleri secilebilmesi amaciyla bir
algoritma ortaya konulmasi bir ihtiyag haline gelmistir. Hiper-parametre se¢imi bir

optimizasyon problemi olarak goriilmektedir.
DSA’y1 gelistirmek i¢in gerekenler asagidaki gibi 6zetlenebilir:

1. Parametreleri organize etmek

2. Hiperparametreleri organize etmek

DSA’nin parametreleri, tabakalardaki agirliklarin degerleri (weights)( wi'l) ve tabakalardaki
yan degerleri (bias)(b!") olarak gosterilmektedir. Hiper—parametreler ise asagidaki gibi

gosterilmektedir.

- Ogrenme oram (learning rate): Optimizasyon problemlerinde, optimal noktaya
ulasmak i¢in gereken adim boyutudur. Bagka bir ifadeyle, model geri yayilim
algoritmasi ile egitilirken, minimum kayip degerine ulasmak i¢in gerekli adim
genisligidir. Onemli bir hiper-parametredir. Adim genisligi biiyiik tutulmas: halinde
optimal nokta kacirilabilir, aksine adim sayis1 kiiclik tutulmasi halinde ise optimal
noktaya ulagsmak zaman acisindan maliyet gerektirebilir. Bu sebeple 6grenme oraninin
secimi model performansini dogrudan etkileyecektir.

- Iterasyon sayisi (Number of iterations) : Gegis sayisi olarak adlandirilmaktadr..
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- Gizli Tabaka sayist (Number of layers): Modelde bulunmasi gercken gizli tabaka
sayisini gostermektedir.

- Gizli Tabakalardaki birim/néron sayisi (number of units): Her gizli tabakada bulunmasi
gereken noron sayisini ifade etmektedir.

- Aktivasyon fonksiyonu secimi (Number of activation function): Modelin sahip oldugu
aktivasyon fonksiyonu ¢esidini ifade etmektedir.

- Bwrakma Orani (Dropout Rate): Tam bagl tabakalarda, 6nemsiz bilgileri diisiirmek,
model performansini etkiledigi gozlemlenmistir. Baska bir ifadeyle, belirli bir esik
altindaki degere sahip olan néronun birakilmasi basarimi arttirdigi gézlemlenmektedir.
Bu sebeple Birakma Orani kullanilmaktadir. Genel olarak 0.5 olarak alinmaktadir fakat
veri setine gore degisiklik gostermektedir.

- Egitim Tur Sayisi (Number of Epochs): Tium egitim orneklerinde bir kez ileri ve geri
gecisi egitim tur sayist olarak adlandirilmaktadir.

- Parti Boyutu (Batch Size): Ileri ve geri geciste egitimde alman 6rnek sayis1 “parti
boyutu” olarak adlandirilmaktadir.

- Agwhk Baslatma (Weight Initialization): Sinir ag1 tanimlanirken baslangigta rastgele
agirlik (ve yan degerleri) atanmaktadir. Bu ¢alismada “normal dagilimdan” alinmis
rastgele baslangi¢ agirlik degerleri alinmistir.

- Momentum: Momentum, dereceli algalmada inis hizin1 ve salinimini ayarlamaktadir.
Float hiper-parametresi > 0 ilgili yonde dereceli inisi hizlandirir ve salinimlari azaltir.

- Mini-parti Boyutu (Mini Batch Size): Veri setinde bulunan tiim verileri ayn1 anda
islemek zaman ve bellek agisindan zor olmaktadir. Cilinkii 6grenmenin her iterasyonda
geriye yayilim algoritmasi uygulanacaktir ve agirliklar giincellenecektir. Boylece veri
sayisi arttikga hesaplama da artacaktir. Bu sebeple mini-parti boyutu ile veri seti kii¢iik
gruplara ayrilarak Ogrenme islemleri bu kiiglik gruplar iizerinden yapilmaktadir.

Modelin ayni anda kag veriyi isleyecegini gostermektedir.
- Diizeltme parametreleri (Regularization Parameters)(L1,L2). Asir1 06grenmeyi

(overfitting) engellemek amaciyla kullanilan bir tekniktir.

Literatiirde baz1 hiper-parametre optimize yontemleri gelistirilmistir. Bu yontemlerden bazilari

asagida verilmektedir:

32



Izgara Arama (Grid Search)

Verilen bir model igin optimal degerleri tanimlamak amaciyla hiper-parametre ayari
(hyperparameter tuning) i¢in geleneksel ve yaygin bir sekilde kullanilan bir yontemdir. Izgara
arama miimkiin olan tiim kombinasyonlari deneyerek calisir. Bu durum ise daha fazla zaman
alacagi anlamina gelir. Fakat miimkiin olan tiim kombinasyonlar1 deneyecegi i¢in daha kesin

sonug verecektir.

Rastgele Arama (Random Search)
Insa edilen model ig¢in en iyi ¢oziimii bulan hiper-parametre degerlerini rastgele
kombinasyonlar1 ile arar. Rastgele aramanin dezavantaji, bazen arama alanindaki 6nemli

noktalar1 gozden kacirabilmesidir. Fakat Izgara arama yontemi kadar zaman almaz.

Bayesci Yaklasim (Bayesian Approach)

Bayesci yaklagim, objektif fonksiyona bagli olarak en iyi sonuglari veren hiper-parametreleri
secerek gergek amag fonksiyonunu degerlendirmek i¢in bir sonraki hiper-parametre setini
bularak calisir. Ge¢gmis denemelere dayali olarak degerlendirmek icin en iyi hiperparametre
kiimesini diisiiniinen bir yaklasim olmasindan dolay1 bayes modeline dayali yontemlerin daha

kisa siirede daha iyi hiper-parametre se¢cimi yapabilmektedir.

Alternatif Hiper-parametre Optimizasyon Yontemleri

Hyperopt
Hyperopt, James Bergstra tarafindan gelistirilen hiper-parametre optimizasyonu i¢in gii¢lii bir
Python kiitiiphanesidir. Belirli bir model i¢in en iyi parametreleri elde edilmesine izin veren
parametre ayar1 i¢in bir Bayes optimizasyonu bi¢imi kullanir. Bir modeli biiyiik 6lgekte

ylizlerce parametre ile optimize edebilir.

Scikit Optimize
Scikit-optimize, hiper-parametre optimizasyonu igin baska bir agik kaynakli Python
kiitliphanesidir. Siralt model tabanli optimizasyon i¢in ¢esitli yontemler uygular. Kiitiiphane
kullanim agisindan kolaydir. Bayes optimizasyonu ile hiper-parametre ayari igin
kullanilabilecek genel bir arag takimi saglar. Ayrica scikit-learn kiitiiphanesi tarafindan sunulan

makine 6grenimi algoritmalarinin hiper-parametrelerin ayarlanmasi i¢in destek saglar.

33



Optuna

Optuna, hiperparametrelerin arama alanini otomatiklestirmek amaciyla Bayes¢i yaklagim
kullanarak hiperparametre optimizasyonu i¢in baska bir agik kaynakli Python kiitiiphanesidir.

Bu kiitiiphane, Preferred Networks adli bir Japon Al sirketi tarafindan gelistirilmistir.

4. DOGRUSAL VE DOGRUSAL OLMAYAN REGRESYON ANALIZi

Regresyon analizi, iki veya daha fazla degiskenler arasindaki iliskinin modellenmesi amaciyla
kullanilan ve bu iligkinin modellenmesi ile tahmin yapabilen istatistiksel bir yontemdir
(Montgomery D.C., Peck E., Vining G.G.,2013). Burada iliski kavramu ile iliskinin fonksiyonel
seklini, iliski yoniinii ve derecesini vurgulamaktadir. Iliskinin fonksiyonel sekli dogrusal,
dogrusal olmayan ve egrisellik taniminmn belirlenmesidir. iliski yonii, iliskili degiskenlerin
birlikte ayn1 yonde mi farkli yonde mi artis gdsterdigini belirtmektedir. iliski derecesi ise

degiskenler arasindaki iliskinin kuvvetini belirtmektedir (Erilli, N.A., 2018).

Iliskinin fonksiyonel sekli regresyon analizinin yam sira korelasyon analizi ile de
coziimlenebilmektedir. Ayrica regresyon analizine benzer olarak korelasyon analizi, iliskinin
yonii ve kuvveti hakkinda da bilgi vermektedir. Fakat, regresyon analizinde degiskenler
arasinda sebep-sonug iligkileri hakkinda bilgi verirken, korelasyon analizi degiskenler
arasindaki sebep sonug iliskini hakkinda bilgi veremez. Bu calismada regresyon analizinin
fonksiyonel islevlerinden dogrusal regresyon analizi ve dogrusal olmayan regresyon

analizinden bahsedilecektir.

Dogrusal Regresyon Analizi

Bagimli degisken ile bagimsiz degiskenler arasinda dogrusal iligki s6z konusu ise bu regresyon

analizi dogrusal regresyon analizi olarak adlandirilmaktadir.

Basit Dogrusal Regresyon Modeli

Yanit degiskeni y ile dogrusal iligkiye sahip tek x bagimsiz degiskenin bulundugu regresyon

modeline basit dogrusal regresyon modeli denilmektedir.

y=Bo + By X+ ¢

Bo Ve B; regresyon katsayilari olarak adlandirilmaktadir. f3, , sabit deger ve [, x degiskeninin

katsayisini ifade etmektedir. e ise rastgele hata bileseni olarak adlandirilmaktadir. B, X
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tizerindeki 1 birimlik degisiklik y’de ne kadarlik bir degisim yarattigin1 géstermektedir. 3, ise
x=0 oldugunda y’nin ortalama degerini vermektedir.

Coklu Dogrusal Regresyon Modeli
Yanit degiskeni y ile dogrusal iligkiye sahip iki veya daha ¢cok bagimsiz degiskenin bulundugu

regresyon modeline ¢oklu dogrusal regresyon modeli denilmektedir.

Y=Bo + P1 X1 + Baxot... + Ppxy €

Bo, B1 ... Pn regresyon katsayilari olarak adlandirilmaktadir. 4, x; lzerindeki 1 birimlik
degisiklik y’de ne kadarlik bir degisim yarattigi, B, x, tizerindeki 1 birimlik degisikligin y’de
meydana getirdigi degisimi gostermektedir. B, ise x=0 oldugunda y’nin ortalama degerini
vermektedir.

Parametre Kestirimleri

En Kiiciik Kareler Yontemi

En kiiciik kareler kestiricileri, 5, Ve ; model parametrelerinin yansiz kestiricileridir. En kiigiik
kareler kestiricileri en iyi dogrusal yansiz kestiricilerdir.

En Cok Olabilirlik Kestirimi

En kiiciik kareler yontemi bir dogrusal regresyon modelindeki parametrelerin € hatalarinin
dagilimindan bagimsiz olarak kestirilmede kullanilmaktadir. Hipotez test etme ve giiven aralig1
olusturma gibi diger istatistiksel islemlerde hatalarin normal dagildig: varsayilmaktadir. Eger
hatalarin dagilim bi¢imi biliniyorsa parametre kestirimi i¢in alternatif bir yontem de en ¢ok
olabilirlik yontemidir.
Dogrusal Olmayan Regresyon Analizi

Dogrusal regresyon analizi oldukca fazla kullanilan, esnek ve birgok yonden giiclii bir
istatistiksel analizdir. Bununla birlikte, dogrusal regresyon modelleri bazi durumlarda kullanimi1
tercih edilmemektedir. Aciklayici degiskenler ile agiklanan degiskenler arasinda dogrusal
olmayan iligkiler olan problemler ile karsilasilabilmektedir. Bu modellere en kiiciik kareler
yontemi uygulandiginda olusan denklemler dogrusal degildir ve ¢éziimii zordur (Montgomery
vd., 2013). Fakat dogrusal olmayan modellerde degiskenler bazi doniisiimlerle

dogrusallastirilarak model olusturulabilmektedir. Bu yaygin modeller:

- Logaritmik Modeller
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Tam Logaritmik Doniistimler: Her iki tarafin logaritmasi alinarak tanimlanir.

Agiklanan degisken ve agiklayici degisken(lerin) logaritmasi alinir. Logx, logy

olarak tanimlanir.

Yart Logaritmik Doniistimler :

Log-Lin Doéniisiimii : Bu dontisiim modeli, bagimsiz degiskenlerdeki 1
birimlik  degisimin  bagimli  degiskendeki ylizde biliylimeyi
gostermektedir. Diger bir ifadeyle, bagimsiz degiskendeki 1 birimlik
artisin, bagimh degiskendeki yiizde degisimini gostermektedir. Sadece
bagimli degiskenin logaritmasi alinmaktadir. Lny olarak tanimlanabilir.
Lin-Log Ddniisiimii: Bu donisim modeli, agiklayict degisken %l
artiginda aciklanan degiskendeki degisimi gostermektedir. Sadece
bagimsiz  degiskenlerin logaritmas1 alinmaktadir. Lnx olarak

tanimlanabilir.

Ters Modeller : Bagimli degisken ile bagimsiz degiskenler arasinda ters iligski oldugu
durumda kullanilan bir modeldir. Ters iligkili olan degiskene x degisken olarak ifade
edersek, 1/x doniisiimii ile model kurulabilmektedir.

Polinom Regresyon Modelleri : Dogrusal olmayan iliskileri yakalamak i¢in kullanilan
bir yontemdir. Hipotezini kurdugumuz fonksiyon verilere uymuyorsa dogrusal
regresyon analizi dogru bir segenek degildir. Hipotez fonksiyonunun egrisi dogrusal
degil ise kiibik, kuadratik, karekok fonksiyon vs. ile degistirilebilir. Veriler arasinda
dogrusal olmayan bir iliski s6z konusu ise polinom regresyon da énemli yontemlerden

bir tanesidir. Genellikle, bagimsiz degiskenlerin n. dereceden seklidir.

Bu ¢alismada, hiper-parametre se¢imleri i¢in hem dogrusal hem de dogrusal olmayan yaklagim

kullanilarak log-loss degerinin hiper-parametreler ile aciklanabilirligi degerlendirilmistir.

5. MIMARI SECIMI iCIN ALADAG (2019) TARAFINDAN ONERILEN
MELEZ YAKLASIM

YSA’ni en biiylik problemlerinden bir tanesi mimari se¢im problemidir. Literatiirde, mimari
secim problemleri i¢in deneme yanilma ydntemlerinden sezgisel algoritmalara kadar birgok
farkli yontem Onerilmistir. Fakat, mimari se¢cim problemleri i¢in deneme yanilma yonteminin
kullanim1 daha ¢ok tercih edildigi goriilmektedir. YSA’nin birgok bileseni mevcuttur. Bu
bilesenlerin her bir segeneklerini deneme yanilma yontemiyle denemek zaman agisindan biiyiik

bir kayip olacaktir. Aladag, 2019 yilinda yayinladigi “Architecture Selection in Neural
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Networks by Statistical and Machine Learning” adli makalesinde YSA’nin en biiylk
sorunlarindan biri olan mimari se¢im problemi i¢in istatistiksel Ogrenme ve makine
Ogrenmesinin birlikte kullanilmasi ile melez bir yaklasim 6nermistir. Bu yaklasim tabakalarda
bulunan néron sayilarinin se¢iminde sistematik ve istatistiksel bir yaklagim saglamaktir.
Aladag’in 6nerdigi bu yaklasim, istatistiksel ve makine 6grenmesinin birlikte kullanimiyla
modelde yliksek performansa ulasmak amaglanmaktadir. Bu yeni bakis agisi ile istatistiksel
hipotez testlerini uygulamak ve istatistiksel olarak degerlendirmek miimkiin olmaktadir. En iyi
mimari se¢imi istatistiksel olarak tanimlanacaktir. A¢iklanan degisken olan model performansi
ile aciklayici degiskenler olan tabakalardaki noron sayilari arasindaki korelasyonun
tanimlanabilecegini gdstermistir. Regresyon analizinin uygulanmasi ve yorumlanmasi
kolaydir. Ayrica, YSA en bastan ¢alistirmaya gerek olmadan istenilen mimarinin performans
degeri i¢in yorumlanmasini miimkiin kilmaktadir. Makalede, onerilen bu yaklasim ii¢ ger¢ek
veri seti lizerinde ¢alistirilmis ve sonuglar elde edilmistir. Sonuglara gore onerilen yaklasim ile
daha iyi sonuglar elde edildigi gézlemlenmistir. Deneme yanilma yontemiyle elde edilen
sonuglar sistematik ve giivenilir degilken, Onerilen bu yaklagim ile gilivenilir sonuglara

ulasilmaktadir. Aladag’in 6nerdigi yontemin adimlar1 asagida verilmektedir:
Adiml: Calistirilacak mimari sayis1 belirlenir.

Regresyon analizinin anlamli sonuglar vermesi icin en az 50 mimari ¢alistirilmasi
onerilmektedir. Aladag bir gizli tabakali YSA calistirmistir. Girdi tabaka ve gizli tabakadaki

noron sayilart 1 ve 12 arasinda degistirilmistir. Boylece 144 farkli mimari olusturulmustur.
Adim?2: Segilen mimari i¢in baslangic agirlik degerleri rastgele olusturulmustur.

Ogrenme algoritmasinda saglanan sonuglar agirliklarin baslangic degerlerine bagli oldugu

bilinmektedir. Baglangic agirlik degerleri degisirse, saglanan sonuclarda degisecektir.

Adim3: Onceki adimda belirlenen mimarinin performanslar1 degerlendirilir. Her bir mimari
icin performans Ol¢iitii vardir. Performans 6l¢iitii olarak HKOK degeri alinmistir. Boylece 144

farklt mimari igin, 144 farkli HKOK performans degeri elde edilmistir.
Adim4: Dogrusal regresyon analizi olusturulur.

Aciklanan degisken HKOK performans degeri, aciklayici degiskenler ise girdi ve gizli

tabakalardaki ndron sayilar1 olarak alinmistir.

yperformansz.go +.81xgirdi + .Bzxgizli
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Adim5: Onceki adimda olusturulan regresyon modelinin istatistiksel olarak anlamlilig1 test

edilir.

Olusturulan modelin istatistiksel anlamlilik testi icin F-test istatistigi kullanilir. Bu model
HKOK degeri ile girdi ve gizli tabakalardaki ndron sayilar1 arasindaki iliskiyi agiklar. Eger
model istatistiksel olarak anlamli degilse Adim2’ye geri doniiliir. Aksi takdirde diger adima

gecilir.
Adim6: Regresyon modelinin katsayilarinin anlamlilig1 kontrol edilir.

Olusturulan regresyon modelinin istatistiksel olarak anlamli olabilmesi i¢in en az bir katsayinin
istatistiksel olarak anlamli olmas1 gerekir. Tiim katsayilar, t-test istatistigi kullanilarak test
edilir. Ornek olarak, B istatistiksel olarak anlamli ise, girdi tabakasindaki noron sayis1t HKOK
degerini etkilemektedir, denir. Sonug olarak bu algoritma; bir regresyon modeli ve iliskili test
istatistiklerini vermektedir. Regresyon modelinde saglanan bilgiye gore, uygun mimari kolay

bir sekilde tanimlanir.

Yapilan ¢alismada, Aladag’in 2019 yilinda 6nermis oldugu yaklasim Python iizerinde DSA’da
hiper-parametre secimleri icin genisletilmistir. Iki gizli tabakaya sahip DSA igin, gizli
tabakalarda bulunan néron sayilari, egitim setinde tiim oOrneklerin kac¢ kez egitim setinden
gectigini gosteren egitim tur sayist degeri ve egitimde alinan 6rnek sayisini gosteren parti
boyutu (batch_size) degeri, 6grenme oran1 ve momentum ile DSA’nin hiper-parametrelerinin
secimi regresyon analizi kullanilarak istatistiksel bir yaklasimla belirlenmistir. Birinci gizli
tabakada bulunan néron sayilari, ikinci gizli tabakada bulunan néron sayilari, egitim tur sayisi
degeri, parti boyutu, 6grenme oran1 ve momentum agiklayici degiskenler olmak tizere, DSA’nin
performans degeri ise HKOK agiklanan degisken alinarak regresyon modeli olusturulmustur.

Elde edilen sonuglar istatistiksel olarak degerlendirilmis ve yorumlanmustir.

6. UYYGULAMA

Calismanin uygulama boliimiinde kullanilan gergek hayat verisi www.kaggle.com iizerinden

alinan diyabet (diabetes.csv) verisidir. Kullanilan veri seti Ulusal Diyabet ve Sindirim Bobrek
Hastaliklar1 Enstitiisii'nden alinmistir. Bu veri setinde amag, belirli tanisal 6l¢iimlere dayali
olarak bir hastada diyabet olup olmadiginin tahmin edilmesidir. Veri setindeki tiim hastalar
Pima Kizilderili mirasina sahip 21 yasindaki kadinlardir. 768 goézlem, 9 degiskenden

olusmaktadir.
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Pregnancies: Hamile olma sayis1

Glucose: Plazma glikoz konsantrasyonu, bir oral glikoz tolerans testinde 2 saat
DiastolicBloodPressure(mm/HQg): Diyastolik kan basinci

SkinThickness (mm): Triceps Deri kivrim kalinligi

Insiilin: Saatlik serum insiilin miktari

BMI: Viicut Kitle Indeksi (agirlik/boy)

DiabetesPedigree: Diyabet Soyagaci Islevi

Age: Yas

Outcome: Cikt1 sonucu (0 ve 1 olmak tizere iki siniftan olusmaktadir. 268 tanesi 1 500 tanesi 0

siifinda bulunmaktadir.)

Aladag (2019) Tarafindan Onerilen Melez Yaklasimin Diyabet Verisine Uygulanmasi

Yapilan ¢alismada diyabet verisi DSA yaklasimi ile analiz edilmistir. En iyi DSA modelinin
belirlenmesinde, Aladag (2019) tarafindan 6nerilen melez yaklasim kullanilmistir. Diyabet veri
setinin belirtilen sekilde ¢oziimlenmesinde, Python programlama dilinden yararlanilmistir.
DSA yontemiyle modellemede Aladag’in 6 adimda izledigi yol, bu ¢alisma i¢in 10 adimda
agagida Ozetlenmistir. Hiper-parametre se¢imleri onerilen yaklasimda Aladag’dan farkli olarak
hem dogrusal regresyon analizi hem de dogrusal olmayan regresyon analizi kullanilmigtir.
Dogrusal olmayan regresyon analizinde yar1 logaritmik doniisiimlerden Dogrusal-Logaritmik

Doéniistimii ile dogrusallastirilarak uygulanmstir.
Adim1: Gerekli kiitiiphaneler ve veri yiiklenir.

e Python’da gerekli kiitiiphaneler yiiklenir ve veri okutulur.
Adim?2: Kesifsel veri analizi (Exploratory Data Analysis) yapilir.

Tamimlayic Istatistiklerin Incelenmesi
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Index |'regnancie Glucose oodPressu dnThickne Insulin BMI :sPedigreef Age

count 768 768 768 768 /68 768 768 /68

mean - P5 120.895 69.1@55 20.5365 79.7995 31.9926 ©.471876 33.2409

std . 369 31.9726 19. 15.9 115. 7.88416 ©.331329 11.7602

min 0 %]

Sekill. 20. Tanimlayici Istatistikler
Ortalama, geyreklik degerleri, standart hatalari, minimum-maksimum degerleri ile verinin

temel istatistikleri incelenmistir. Sekil 1.20°de tanimlayici istatistikler verilmektedir.
Kaywp Gozlemlerin incelenmesi

“df.info()” ile kayip deger analizi yapilmistir. Ayrica bu fonksiyon, degiskenlerin veri tipini de
gostermektedir. Integer; tamsayi, float; kesirli sayi, string; Kkarakter olarak wveri tipini

gostermektedir. Cizelge 1.2°de kayip gozlemler gosterilmektedir.

Cizelgel. 2. Kayip Gézlemlerin incelenmesi

Bos Olmayan Sayis1 Veri Tipi
(Non-Null Counts) (Dtype)
Pregnancies 768(Bos-olmayan) int(64)
Glucose 768(Bos-olmayan) int(64)
BloodPressure 768(Bos-olmayan) int(64)
SkinThickness 768(Bos-olmayan) int(64)
Insulin 768(Bos-olmayan) int(64)
BMI 768(Bos-olmayan) float(64)
DiabetesPedigreeFunction 768(Bos-0lmayan) float(64)
Age 768(Bos-olmayan) int(64)
Outcome 768(Bos-0lmayan) int(64)

Tekrarlayan Verilerin incelenmesi
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Tekrarlayan deger (dublicate) olup olmadig1 kontrol edilir. Eger varsa bu tekrarlayan degerler
cikartilir. Clinkii tekrarlayan degerler analizi yaniltacaktir. Bu analizde tekrarlayan deger

bulunmamaktadir.

Korelasyon Analizi

Index Pregnancies Glucose  3oodPressure SkinThickness Insulin BMI tesPedigreeFu Age Outcome

Pregnancies 1 9.129459 @.141282 -0.0816718 -0.8735346 ©.0176831 -0.0335227 ©.544341 ©.221898
Glucose @.129459 b 0.15259 0.0573279 ©.331357 9.221071 ©.137337 ©.263514 ©.466581
BloodPr e 0.141282 0.15259 ; 8.207371 ©.0889334 ©.2818085 ©0.0412649 ©.239528 ©.0650684
SkinThickness -0.0816718 ©.0573279 0.207371 1 0.436783 @.392573 ©.183928 -08.11397 ©.0747522
Insulin -0.0735346 ©.331357 0©.0889334 0.436783 1 2.197859 0.185071 -0.042163 0.130548
BMI 0.0176831 0.221071 0.281805 0.392573 @.197859 0.140647 0.0362419 ©.292695

DiabetesPedigreeFunction -@8.0335227 ©.137337 ©.0412649 0.183928 0.185071 0.140647 0.0335613 0.173844

Age 0.544341 B.263514 @.239528 -0.11397 -0.042163 ©.0362419 0.6335613 1 B.238356

Outcome 9.221898 D.466581 ©.0650684 0.0747522 ©.130548 8.202695 ©0.173844  0.238356

Sekil1. 21. Korelasyon Analizi
Sekill.21°de degiskenler arasinda korelasyon matrisi gosterilmektedir. Korelasyon matrisinde
amag¢ ¢oklu-baglanti (Multicollinearity) sorunu incelenmesidir. Coklu-baglanti sorunu,
aciklayict degiskenler arasinda yiiksek iliski olup olmadigini incelemektedir. Eger acgiklayici
degiskenler arasinda yiiksek iligki varsa bu durum analizi yanlis yonlendirmektedir ve yanlis
yorumlamaya sebep olmaktadir. Coklu-baglanti sorununa ¢6ziim i¢in literatiirde bir¢ok yontem

vardir. Yapilan analizde yliksek korelasyon goriilmemektedir.

Degiskenler arasindaki iligkiler; hamile olma sayisi ile yas arasinda %54’liik iliski oldugu,
BMTI'nin diyabet olma durumu arasinda yaklasik olarak %30 iliski oldugu gibi yorumlar ile

acgiklanabilmektedir.

Aykart Deger Analizi
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Aykir1 deger (outlier) analizi yapilir. Yapilan analizde 80 tane aykir1 deger bulunmaktadir. Bu
aykir1 degerler veriden ¢ikartilmistir. Verimiz 768 gozlemken, aykir1 deger analizi ile 688
gozlem ile analize devam edilmistir. Aykir1 deger analizinde +3c aralig1 disinda kalanlar aykir

gbzlem olarak alinmistir.
Adim3: Egitim / dogrulama / test kiimelerinin belirlenmesi

o Veri %60-%20-%20 sirastyla egitim, dogrulama ve test kiimesi olarak ayrilmistir.
Adim4: Performans 6lgiitii belirleme

e Yapilan bu ¢alismada kullanilan performans 6l¢iitii, ikili ¢apraz dogrulama kayip degeri

veya log loss degeri olarak alinmustir.
Adim5: Model olusturma

Bu adimda (Aladag, 2019);

e Girdi birim sayisi, gizli tabaka sayisi, gizli tabakalarda noron sayilari ve c¢ikti
tabakasindaki ndron sayisi,

e Birimlerde kullanilacak aktivasyon fonksiyonu,

e Parti_boyutu (Batch_size) ve egitim tur sayisi (epochs) sayisi,

e Ogrenme orani, momentum degerleri

e Test kiimesinde kullanilacak performans olgiitii
secimleri yapilir ve sinir ag1 modeli olusturulur.
Adim7: Siniflandirma test edilmesi

Bu son adimda, elde edilen sinir ag1 modeli test setinde calistirilarak model performans
degerleri elde edilir. Bagka bir ifadeyle, olusturulan bu model, yeni ozellikler ile

calistirildiginda siiflandirma sonuglari elde edilir.

Adim8: DSA’da elde edilen tahmin degerleri DSA’larin sahip oldugu mimari yap1 ve diger
hiper-parametrelerin se¢iminden etkilenecektir. Yapilan bu caligmada, Onerilen yaklagim
(Aladag, 2019) ile iki gizli tabakali ileri beslemeli derin sinir aglari kullanildiginda, gizli
tabakalarda bulunan néron sayilari, modelin sahip oldugu parti_boyutu (batch_size) ve egitim
tur sayist (epochs), 6grenme orani ve momentum degerlerinin belirlenmesi problemi olarak
gelistirilmistir. Bu problemi ¢6zmek amaciyla dogrusal ve dogrusal olmayan regresyon

analizleri kullanilmistir. Regresyon analizi istatistiksel olarak yorumlama yapabilmesi ve
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ozellikler arasinda iligkiyi ortaya koyabilmesi yoniiyle hiper-parametre se¢imi i¢in kullanilmasi
tercih edilmektedir. Makine 6grenmesi veri temelli bir yaklagimdir. Veriden 6grenir. Hiper-
parametreler sonsuz degerlere sahip olacagindan, daha iyi sonuca ulagabilmek amaciyla DSA
modeli sonsuz kez ¢alistirilabilir. Boylece, zaman agisindan maliyet gerektiren bir durumda
olacaktir. Istatistiksel 6grenme ydntemlerinden olan “Regresyon Analizi” yontemi ile hiper-
parametreler arasindaki iligkilerden ve bu hiper-parametrelerin modelin performansina olan

etkisini yorumlanabilir duruma getirmesi sebebiyle tercih edilmistir.
Bu ¢alismada agagidaki 6 hiper-parametreler ile ¢alisilmistir.

e Parti_boyutu=[64,128]

e Egitim tur sayis1 = [25,50]
e noronl=np.arange(1,15)

e noron2=np.arange(1,15)

e Ogrenme Oram=[0.001,0.1]
e Momentum=[0.8,0.9]

hiper-parametreleri alinir.

2*%2*14*14*2*2=3136 farkli kombinasyon mevcuttur. Her bir kombinasyon i¢in 3136 farkli
performans degerleri elde edilmistir. Verilen alti hiper-parametre i¢in dogrusal regresyon

modeli kurulmustur. Asagida bu dogrusal regresyon modeli verilmistir.

Yperformans= ﬂO + ﬂl * Xnoront T BZ * Xnoronz + ﬁ3 * Xparti_boyutu + ﬁ4—xegitim_tur_say151 + ﬂs *

Xsgrenme_oram + Be * Xmomentum

3136 farkli kombinasyon, verilen bu alti parametre i¢in etkilesimler de géz Oniine alinarak
dogrusal olmayan regresyon modeli kurulmustur. Burada amag, birlikte etkilesimlerinin log-
loss performans degerine etkisinin incelenmesidir. Etkilesimler modele katildigi i¢in model
dogrusal olmayacaktir. Bunun i¢in yari-logaritmik dontisiimler uygulanarak model
dogrusallastirilmigtir. Dogrusal-logaritmik donlisimii uygulanmistir. Her iki uygulanan

regresyon modelleri i¢in sonuglar Adim9 ve Adim10°da verilmektedir.
Adim9: Onceki adimda elde edilen regresyon modelinin anlamlilig1 test edilir.

Elde edilen regresyon modelinin istatistiksel olarak anlamlilig1 test edilir. Bunun i¢in F-test
istatistiginden yararlanilmaktadir. Eger model anlamli degilse, Adim6’daki model baslangi¢

agirlik degerleri yeniden calistirilarak devam edilir. Aksi takdirde Adim10’a gegilir. Cizelgel.3
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ve Cizelgel.4 dogrusal ve dogrusal olmayan regresyon modelleri i¢in model anlamlilik

sonuclar1 gosterilmektedir.

Cizelgel. 3. OLS Dogrusal Regresyon Model Anlamlilik Sonuglari

R-Kare (R-Squared) 0.849
Diizeltilmis R-Kare (Adjusted R-Squared) 0.849
F-Istatistik Olasili1 (p) 0.000
Omnibus Olasilig1 0.000
Durbin Watson 1.763

Cizelgel. 4.0LS Dogrusal Olmayan Regresyon Modeli Anlamlilik Sonuglari

R-Kare (R-Squared) 0.865
Diizeltilmis R-Kare (Adjusted R-Squared) 0.865
F-Istatistik Olasil1ig1 (p) 0.000
Omnibus Olasilig1 0.000
Durbin Watson 1.971

e Model anlamlilik testi igin asagidaki hipotez kurulur:
Ho : Model anlaml1 degildir.
Hi : Model anlamlidir.

Hem dogrusal regresyon hem de dogrusal olmayan regresyon analizinin F-Istatistik Olasilik
degeri p= 0.00 < a =0.05 oldugundan Ho hipotezi reddedilir. Bdylece, kurulan regresyon

modelleri %95 giiven diizeyinde istatistiksel olarak anlamli oldugu goériilmektedir.

e Dogrusal regresyon analizinde, log-loss degeri agiklanan degiskeni, birinci tabakadaki
noron sayisi, ikinci tabakadaki néron sayisi, egitim tur sayisi degeri, parti boyutu,
ogrenme orani ve momentum agiklayici degiskenleri ile %85 (R-Kare=0.849) oraninda
aciklandig1 goriilmektedir. Dogrusal olmayan regresyon analizinde ise verilen bu alti
hiper-parametre ve etkilesimleri l0g-loss performans degerini %87 oraninda agikladigi

gorilmektedir.
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e Otokorelasyon, farkli zamanlarda hata terimleri arasinda iliskinin var oldugunu
sOylemektedir. Regresyon analizinin en 6nemli varsayimlarindan birisi hatalar arasinda
otokorelasyonun olmamasidir. Durbin-Watson test istatistigi otokorelasyonun varligini
gostermektedir. Hata terimlerinin korelasyon halinde olup olmadigini kontrol eder.
Durbin Watson test istatistigi 0 ile 4 arasinda deger almaktadir. DW=2 oldugunda
korelasyon olmadigimni gostermektedir. DW=1.763~2 olmasi otokorelasyonun

olmadigin1 géstermektedir.
Adim10: Regresyon modelinin katsayilarinin anlamliliklar1 kontrol edilir.

Regresyon modeli analizinde en az bir katsayr anlamli ise model de anlamlidir. Tim

katsayilarin anlamliliklar1 t-testi kullanilarak test edilir. Onemli katsayilar tanimlanur.

Dogrusal Regresyon Analizi

Cizelgel. 5.0LS Dogrusal Regresyon Analizi Katsayi Anlamliliklari

Katsayi Stand. t P>|t| 0.025 0.975
Hata

Sabit 0.9148 0.038 24.082 0.000 0.840 0.989
Noronl -0.0062 0.001 -11.610 0.000 -0.007 -0.005
Noron2 -0.0060 0.001 -11.278 0.000 -0.007 -0.005
Parti_boyutu 0.0003 6.68e-05 4.414 0.000 0.000 0.000
Egitim Tur_ Sayist -0.0011 0.000 -6.485 0.000 -0.001 -0.001
Ogrenme Orami -5.6753 0.043 -131.453 0.000 -5.760 -5.591
Momentum -0.2261 0.0043 -5.290 0.000 -0.310 -0.142

Cizelge 1.5°de dogrusal regresyon analizi i¢in regresyon modeli katsayilar1 anlamlilik sonuglari

verilmektedir.

Elde edilen regresyon modeli:

Yperformans= 0.9148+(—0.0062) * Xy5r0n1 + (—0.0060) * Xysron2 + (0.0003) * x

xegitim,tur,s + (_56753) * xégrenme,oram + (_0'2261) * Xmomentum

+ (—0.0011) *

partiboyutu

Cizelgel.5.’de agiklayici degiskenlerin katsayilarinin anlamli oldugu goriilmektedir.
-0.007 < Bpsront < -0.005

-0.007< Bsronz < -0.005

0.00=0’a ¢ok yakin pozitif say1<f,qrti poyuru <0.00=0’a ¢ok yakin pozitif say1
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~-0.001<Begitim eur<~-0.001
-5.760< .Bégrenme_oram <-5.591
-0.310 < Bmomentum < -0.142

Brsron1 » -0.007 ile -0.005 degerleri arasinda oldugundan 0 degeri icermedigi goriilmektedir.
Boylece, [Bnsron1 katsayist %95 giliven diizeyinde istatistiksel olarak anlamli oldugu
goriilmektedir. Birinci gizli tabakadaki néron sayisinin 1 birimlik artmasi, l0g-loss degerini
0.0062 azaltacaktir. Diger katsayilar i¢in de aynmi sekilde yorum yapilmaktadir. Sonug olarak,
log-loss degerini birinci gizli tabakadaki néron sayisi, ikinci gizli tabakadaki néron sayisi, parti
boyutu sayisi, egitim tur sayisi ve 6grenme oraninin log-10ss performans degerini %95 giiven

diizeyinde istatistiksel olarak etkiledigi gdzlemlenmektedir.

Cizelge-1.6de drneklem dis1 gozlemlerin DSA’nin hiper-parametrelerinin dogrusal regresyon
ile se¢imiyle olusturulan model i¢in tahmini log-loss degerleri hesaplanmistir. Ayrica bu
gozlemlerin DSA’daki log-loss degerleri de hesaplanarak karsilastirma yapilmistir. Log-l0ss
degerlerinin yakin degerler aldigi gozlemlenmistir. Bir bagka ifadeyle, egitimde hig
kullanilmamis hiper-parametreler i¢in DSA modellerinin nasil sonuglar iiretecegi kurulan

dogrusal regresyon modelleri ile iyi bir bicimde tahmin edilebilmektedir.

Cizelgel. 6. Ornek Disi Derin Sinir A§i-Dogrusal Regresyon Analizi Hiper-Parametre Secimleri

Noronl | Noron2 | Parti- Egitim Ogrenme Momentu Regresyon DSA log-loss
Boyutu Tur Oram m log-loss
Sayisi
15 15 32 10 0.01 0.6 0.5437 0.5402
15 16 32 10 0.01 0.7 0.5178 0.5154
25 23 32 5 0.01 0.6 0.4519 0.5488
19 16 646 5 0.01 0.6 0.5329 0.6187
18 18 64 25 0.01 0.5 0.5259 0.5026
18 18 128 5 0.001 0.5 0.6159 0.6976
19 21 64 5 0.01 0.7 0.4823 0.5875
17 15 64 15 0.01 0.7 0.5193 0.5605
22 21 64 10 0.01 0.8 0.4437 0.5205
19 15 32 10 0.002 0.9 0.5119 0.4307

Dogrusal Olmayan Regresyon Analizi

Verilen alt1 hiper-parametrelerin etkilesimlerinin de log-loss performans degerine olan etkisi
incelenmistir. Bu sebeple dogrusal olmayan regresyon analizi kurulmustur. Dogrusal olmayan
regresyon analizi yar1 logaritmik model olan dogrusal-logaritmik doniisiim uygulanarak
dogrusallagtirilmis ve en kiigiik kareler yontemi ile regresyon modeli kurulmustur. Burada

bagimsiz degiskenlerin logaritmasi alinarak etkilesimlerinin yiiksek artis gostermesi sebebiyle
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olusan egriselligi engellemek amaciyla bagimsiz degiskenleri

logaritmasi

alinarak

dogrusallastirilmigtir. Bu regresyon analizi sonucu, bagimsiz degiskenlerce, bagimli degiskenin

%387 oraninda agiklanabildigi goriilmektedir. Cizelgel.7’de dogrusal olmayan regresyon analizi

sonucunda katsayilarin anlamlilik testi sonuglar1 verilmektedir. Burada néronl degiskeni igin

p=0.019<0=0.05 oldugundan ndronl katsayis1 %95 giiven diizeyinde anlamlidir denir. Noronl

katsayis1 %1 arttiginda log-loss performans degeri 0.0009 birim artacaktir, yorumu

yapilmaktadir. Ayni sekilde diger degiskenler i¢cin de yorumlar yapilabilir.

Cizelgel. 7.Dogrusal Olmayan Regresyon Analizi Katsayilarin Anlamhilik Sonuglari

Katsay1 Std T P>|t| | [0.025 | 0.975
Degerleri | Hata

sabit -0.1227 | 0.035 | -3.470 | 0.001 | -0.192 -
0.053
Noronl 0.0009 0.000 | 2.349 | 0.019 | 0.000 | 0.002
Noron2 0.0020 | 0.001 | 4.022 | 0.000 | 0.001 | 0.003
Parti Boyutu 0.0054 | 0.000 | 11.388 | 0.000 | 0.004 | 0.006
Egitim Tur Sayist 0.0023 0.001 | 3.630 | 0.000 | 0.001 | 0.004

Ogrenme Orani -0.0074 | 0.000 - 0.000 | -0.008 -
45.972 0.007

Momentum -0.0101 | 0.002 | -4.453 | 0.000 | -0.015 -
0.006
Néronl_néron2 0.0029 0.001 | 3.520 | 0.000 | 0.001 | 0.005
Noronl_partiboyutu 0.0063 0.001 | 8.985 | 0.000 | 0.005 | 0.008
Noronl egitimtur 0.0032 0.001 | 3.404 | 0.001 | 0.001 | 0.005

Noronl_ogrenmeorant -0.0065 | 0.000 - 0.000 | -0.007 -
19.926 0.006

Noéronl_momentum -0.0092 | 0.002 | -4.715 | 0.000 | -0.013 -
0.005
néron2_parti_boyutu 0.0074 | 0.001 | 8.614 | 0.000 | 0.006 | 0.009
noron2_egitimtur 0.0044 | 0.001 | 4.209 | 0.000 | 0.002 | 0.006

néron2_osgrenmeorant -0.0054 | 0.000 - 0.000 | -0.006 -
12.490 0.005

néron2_momentum -0.0081 | 0.002 | -4.451 | 0.000 | -0.012 -
0.005
partiboyutu_egitimtur 0.0077 0.001 | 8.714 | 0.000 | 0.006 | 0.009

partiboyutu_ogrenmeorani -0.0021 | 0.000 | -4.969 | 0.000 | -0.003 -
0.001

partiboyutu_momentum -0.0048 | 0.002 | -2.359 | 0.018 | -0.009 -
0.001

egitimtur_ogrenme orant -0.0051 | 0.001 | -9.664 | 0.000 | -0.006 -
0.004

egitimtur_momentum -0.0078 | 0.002 | -4.343 | 0.000 | -0.011 -
0.004
néronl_noéron2_partiboyutu 0.0083 0.001 | 7.299 | 0.000 | 0.006 | 0.011
néronl_noéron2_egitimtur 0.0053 0.001 | 3.864 | 0.000 | 0.003 | 0.008

noéronl_noéron2_ogrenmeorant -0.0045 | 0.001 | -6.033 | 0.000 | -0.006 -
0.003

néronl_néron2_momentum -0.0072 | 0.002 | -4.790 | 0.000 | -0.010 -
0.004
néronl_parti_boyutu_egitimtur 0.0086 0.001 | 7.301 | 0.000 | 0.006 | 0.011
néronl_partiboyutu_ogrenmeorant -0.0012 | 0.001 | -1.914 | 0.056 | -0.002 | 2.85e-

05

ndronl_partiboyutu_momentum -0.0039 | 0.002 | -2.288 | 0.022 | -0.007 -
0.001
noronl_egitimtur_partiboyutu 0.0097 | 0.001 | 7.457 | 0.000 | 0.007 | 0.012

noronl_egitimtur_6grenmeorant -0.0031 | 0.001 | -3.348 | 0.001 | -0.005 -
0.001
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néronl_egitimtur_momentum -0.0058 | 0.001 | -4.339 | 0.000 | -0.008 -
0.003
noéron2_partiboyutu_egitimtur 0.0097 0.001 | 7.457 | 0.000 | 0.007 | 0.012
néron2_partiboyutu_ogrenmeorani -4.376e- | 0.001 - 0.955 | -0.002 | 0.001

05 0..057

Noron2_partiboyutu_momentum -0.0027 | 0.002 | -1.740 | 0.082 | -0.006 | 0.000

Noéron2_egitimtur_ogrenmeorant -0.0031 | 0.001 | -3.348 | 0.001 | -0.005 -
0.001

Noronn2_egitimtur_momentum -0.0058 | 0.001 | -4.339 | 0.000 | -0.008 -
0.003

Noron2_ogrenmeorani_momentum -0.0155 | 0.002 | -8.022 | 0.000 | -0.019 -
0.012
Partiboyutu_egitimtur_6grenmeorani 0.0003 0.001 | 0.350 | 0.726 | -0.001 | 0.002
Partiboyutu_egitimtur_momentum -0.0024 | 0.002 | -1.614 | 0.107 | -0.005 | 0.001

Egitimtur_6grenmeorani_momentum -0.0152 | 0.002 | -8.037 | 0.000 | -0.019 -
0.012
Noronl_néron2_partiboyutu_egitimtur 0.0106 0.002 | 6.593 | 0.000 | 0.007 | 0.014
Noronl noéron2_partiboyutu Ggrenmeorani 0.0009 0.001 | 0.822 | 0.411 | -0.001 | 0.003
Noronl noéron2 partiboyutu_momentum -0.0018 | 0.001 | -1.482 | 0.139 | -0.004 | 0.001
Noéronl_noéron2_egitimtur_dgrenmeorant -0.0022 | 0.001 | -1.745 | 0.081 | -0.005 | 0.000

Noronl_noéron2_egitimtur_momentum -0.0049 | 0.001 | -4.736 | 0.000 | -0.007 -
0.003

Noronl_néron2 ogrenmeorani_momentum -0.0146 | 0.002 | -9.022 | 0.000 | -0.018 -
0.011
Noronl partiboyutu egitimtur_(grenmeorani 0.0012 0.001 | 1.104 | 0.270 | -0.001 | 0.003
Noronl_partiboyutu_egitimtur_momentum -0.0015 | 0.001 | -1.301 | 0.193 | -0.004 | 0.001
Noron2_partiboyutu_egitimtur_6grenmeorant 0.0023 0.001 | 1.934 | 0.053 | -3.1e- | 0.005

05

Noron2 partiboyutu egitimtur_momentum -0.0004 | 0.001 | -0.397 | 0.691 | -0.002 | 0.002

Partiboyutu_egitimtur_6grenmeorani_momentum -0.0099 | 0.002 | -6.156 | 0.000 | -0.013 -
0.007
Noronl_noéron2_partiboyutu_egitimtur_dgrenmeorant 0.0032 0.001 | 2.135 | 0.033 | 0.000 | 0.006
Noronl_néron2_partiboyutu_egitimtur_momentum 0.0005 0.001 | 0.692 | 0.489 | -0.001 | 0.002

Noronl_noéron2_egitimtur_Ogrenmeorani_momentum -0.0123 | 0.001 - 0.000 | -0.015 -
10.926 0.010

Noronl_partiboyutu_egitimtur_6grenmeorani_momentum -0.0090 | 0.001 | -7.046 | 0.000 | -0.011 -
0.006

Noron2_partiboyutu_egitimtur_6grenmeorani_momentum -0.0078 | 0.001 | -6.919 | 0.000 | -0.010 -
0.006

Noronl_noéron2_partiboyutu_egitimtur_ogrenmeorani_momentum | -0.0069 | 0.001 | -8.782 | 0.000 | -0.008 -
0.005

Cizelgel.7’de verilen dogrusal olmayan regresyon analizi sonucunda,

Noronl_partiboyutu_o6grenmeorant
Noron2_partiboyutu_ogrenmeorant,
Noron2_partiboyutu_momentum,
partiboyutu_egitimtur_6grenmeorant,
partiboyutu_egitimtur_momentum,
Noronl_néron2_partiboyutu_ogrenmeorant,

Noronl_néron2_partiboyutu_momentum,
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Noronl_néron2_egitimtur_6grenmeorant,
Noronl_partiboyutu_egitimtur_6grenmeorant,
Noronl_partiboyutu_egitimtur_momentum,
Noron2_partiboyutu_egitimtur_momentum,

Noronl_noron2_partiboyutu_egitimtur_momentum, etkilesimlerinin p > 0=0.05 olmasi
nedeniyle kurulan sifir hipotezi reddedilemez ve bu degiskenlerin log-loss performans degerine

%095 giiven diizeyinde istatistiksel olarak anlamli bir etkisi olmadig1 sdylenmektedir.

Cizelge-1.8’de drneklem dist gozlemlerin DSA’nin hiper-parametrelerinin dogrusal olmayan
regresyon analizi ile segilen model igin tahmini log-loss degerleri hesaplanmistir. Ayrica bu
gozlemlerin DSA’daki log-loss degerleri hesaplanarak karsilastirma yapilmistir. Log-loss
performans degerlerinin yakin degerler aldigi gézlemlenmistir. Bir bagka ifadeyle, egitimde hig
kullanilmamis hiper-parametreler i¢in DSA modellerinin nasil sonuglar iiretecegi kurulan

dogrusal olmayan regresyon modelleri ile iyi bir bicimde tahmin edilebilmektedir.

Cizelge1. 8.0rnek-Disi Derin Sinir A§i-Dogrusal Olmayan Regresyon Analizi Hiper-Parametre Segimleri

Noronl | Noron2 | Parti- Egitim Ogrenme Momentu Regresyon DSA_log-loss
Boyutu Tur Oram m log-loss
Sayisi
15 15 64 15 0.001 0.5 0.6574 0.6802
21 21 64 15 0.001 0.7 0.5744 0.6778
16 15 64 25 0.001 0.6 0.6071 0.6753
18 18 32 25 0.001 0.7 0.5501 0.6144
19 17 32 35 0.001 0.7 0.5393 0.5729
15 15 32 35 0.001 0.6 0.5788 0.6460
16 15 128 50 0.001 0.5 0.6328 0.6694
18 18 128 50 0.01 0.5 0.3346 0.2799
18 18 64 35 0.002 0.6 0.4972 0.5463
16 18 128 10 0.002 0.5 0.5937 0.6768
7. SONUC

DSA’da en 6nemli problemlerden birisi hiper-parametre secimleridir. DSA ile veri analizinde
kullanilacak birgok kombinasyon vardir. Tiim bu olast kombinasyonlar1 denemek miimkiin

degildir. Bu sebeple literatiirde gelistirilen baz1 yontemler bulunmaktadir.

Aladag 2019 yilindaki ¢alismasinda, YSA yaklasimmin en 6nemli noktalarindan biri olan
mimari se¢im problemi i¢in melez bir yaklasim 6nermistir. Bu yaklasimda tabakalarda bulunan
noron sayilarinin se¢iminde sistematik ve istatistiksel bir yaklagim saglayan regresyon modeli

kullanim1 Onerilmistir. Boylece tabakalardaki ndron sayilarinin secimi istatistiksel hipotez
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testleri  kullanilarak  giivenilir ve agiklanabilir gekilde gergeklestirilebilmektedir.
Gergeklestirilen tez ¢alismasinda ise Aladag’in 2019°da 6nermis oldugu ¢alisma baz alinarak
DSA’da hiper-parametre se¢imlerinde kullanilmistir. Verilen bu hiper-parametrelerin segimleri
herhangi bir yonteme dayanmamaktadir. Zaman ve elde edilen sonuclar degerlendirilerek bu
hiper-parametrelerin se¢ilmesinde karar kilinmistir. Ayrica Aladag’in kurmus oldugu regresyon
modelinin yan1 sira, hiper-parametrelerin etkilesimlerinin de eklenmesi ile dogrusal olmayan
regresyon modeli de uygulanmistir. Bu ¢aligma kaggle.com iizerinden alinan diyabet hastalig1
(diabetes.csv) gercek veri seti tizerinde uygulanmistir. Kurulan dogrusal regresyon modeli
sonucunda alti hiper-parametrenin log-loss performans degerini %85 oraninda, dogrusal
olmayan regresyon modelinin ise log-loss performans degerini %87 oraninda agikladigi
goriilmiistiir. Alinan 6rneklem dis1 gézlemlerin hem DSA performans degeri hem de kurulan
regresyon modellerinde tahmin sonuglar karsilastirildiginda, kurulan regresyon modellerinin

DSA modelleri performanslarini ¢ok 1yi tahmin ettigi goriilmiistiir.

Sonug olarak DSA’nin hiper-parametrelerinin Aladag (2019) yontemi kullanilarak se¢imi ile
Diyabet verisinin basarili bir bigimde ¢6ziimlendigi goriilmiistiir. Ayrica dogrusal olmayan
regresyon modelinin de kullanilmasiyla hiper-parametrelerin etkilesimlerinin de DSA
yaklagimi performansi iizerindeki etkisi yapilan tez ¢alismasinda ortaya konmustur. Hiper-
parametre se¢imi ile performans arasindaki iliski yapist hem dogrusal hem dogrusal olmayan
yapida incelenmis ve istatistiksel olarak anlamli modellere ulasilmistir. Buna gore, birgok
hiper-parametrenin kombinasyonunun nasil bir DSA performansi iretecegi ¢oziimleme
yapilmadan, istatistiksel olarak anlamli bi¢imde tahmin edilebilmektedir. Belirtilen bu durum

ozellikle biiyiik veri s6z konusu oldugunda biiyiik avantaj saglayacaktir.
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