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Toplanmasi, Diizenlenmesi ve Erigime Ag¢ilmasina lliskin Yénerge” kapsaminda tezim
agagida belirtilen kogullar haricince YOK Ulusal Tez Merkezi / H.U. Kitiiphaneleri Agik Erigim
Sisteminde erigime agilir.

o Enstitl / Fakilte yonetim kurulu karari ile tezimin erigsime agiimasi mezuniyet
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e Enstiti / Fakiite yonetim kuruiunun gerekgeii karar ile tezimin erisime
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o Tezimle ilgili gizlilik karari verilmigtir.
/ /
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OZET

Avel, H., Tibbi Gériintii Isleme ile Tam Koymada Veri Madenciligi ve Derin
Ogrenme Yéntemlerinin Performanslarinin Incelenmesi, Hacettepe Universitesi
Saghk Bilimleri Enstitiisii Biyoistatistik Program Yiiksek Lisans Tezi, Ankara,
2021. Goriintii isleme, bilgisayara aktarilan goriintiilerden faydali bilgiler elde etmek
amactyla farkli matematiksel algoritmalar uygulanan yontemler biitiiniidiir. Goriintii
islemede, birincil hedef olarak goriintiilerin  kalitesinin  iyilestirilmesi
amaclanmaktadir. Gorlintii islemenin bir diger olumlu yan1 da goriintiileri tanimlayan
sayisal degerlerin (Oznitelikler) elde edilmesidir. Goriintii isleme yontemi ile
goriintillerden elde edilen  Oznitelikler, gorlintiileri siniflama  amaciyla
kullanilmaktadir. Cesitli hastaliklara erken tan1 koymada goriintiileme yontemlerinin
gelismis olmasina ragmen istatistiksel yontemler ve g¢esitli gorinti isleme
algoritmalar1 da Onemli olabilir. Bu c¢alismada tibbi goriintii isleme teknikleri
kullanilarak mamografi goriintiileri sayisallastirilip 6ncelikle normal-anormal lezyon
saptamada, sonrasinda malign-benign lezyonlar1 ayirmadaki basarisi incelenmistir.
Uygulanan bes farkli  goriinti o6n isleme algoritmasinin, farkli iki
boliitleme yonteminin ve meme doku tipinin sonuglara olan etkisi arastirilmistir.
Ayrica kullanilan farkli goriintii isleme tekniklerinde veri madenciligi ve derin
O0grenme algoritmalarinin da smiflama performanslari karsilastirilmistir. Bunun igin
acik kaynaklit MIAS veri tabanindaki 209 normal, 61 benign ve 52 malign olan 322
mamografi goriintiisii kullanilmistir. Goriintii isleme igerisinde olusturulan bes farklh
on igsleme ve iki farkli boliitleme algoritmalari karsilastirildiginda, goriintiiler iizerinde
uygulanan On isleme ve goriintii boliitleme tekniklerinin simiflama performans
Olciilerini etkiledigi goriilmiistiir. Genel olarak bu veri setinde klasik veri madenciligi
yontemlerinden DVM, RO ve YSA diger algoritmalardan daha iyi performans
gostermistir. Derin 6grenme yontemleri de klasik veri madenciligi yontemlerine

benzer sonuglar vermistir.

Anahtar Kelimeler: Bilgisayar destekli tani, goriintii 6n isleme yontemleri, gériintii
boliitleme yontemleri, veri madenciligi yontemleri,

siniflandirma performanslari.
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ABSTRACT

Avcl, H., Investigation of the Performance of Data Mining and Deep Learning
Methods in Diagnosis with Medical Image Processing, Hacettepe University
Graduate School of Health Sciences Master Thesis in Biostatistics, Ankara, 2021.
Image processing is a set of methods in which different mathematical algorithms are
applied in order to obtain useful information from images transferred to the computer.
In this method, the primary goal is to improve the quality of images. Another positive
aspect of the image processing method is the acquisition of numerical values
(attributes) that describe the images. The features obtained from the images by the
image processing method are used to classify the images. Although imaging methods
are advanced, statistical methods and various image processing algorithms may also
be important in diagnosing various diseases early. In this study, images were digitized
using medical image processing techniques and its success in detecting normal-
abnormal lesions and then in distinguishing malign-benign lesions was examined. The
effects of five different image pre-processing algorithms, two different segmentation
methods and breast tissue type on the results were investigated. In addition,
classification performances of data mining and deep learning algorithms in different
image processing techniques used were compared. For this, 322 mammography
images, 209 normal, 61 benign and 52 malign, in the open source MIAS database were
used. When five different pre-processing and two different segmentation algorithms
created in image processing were compared, it was seen that the preprocessing and
image segmentation techniques applied on images actually affected the classification
performance measures. In general, SVM, RF and ANN, which are classical data
mining methods, performed better than other algorithms in this data set. Deep learning

methods also gave similar results to classical data mining methods.

Keywords: Computer aided diagnosis, image pre-processing methods, image

segmentation methods, data mining methods, classification performances.
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1. GIRIS

Bilimsel teknolojilerdeki ilerlemeler saglik alanina simdiye dek goriilmemis
biiytikliikte karmagik veriler getirmistir. Bu karmagik veri yiginindan, faydali verilerin
elde edilmesi veri madenciligidir. Baska bir deyisle, bilyiik veri kiimelerinden, veriler
arasindaki benzer egilimleri kesfetmeyi amaglayan, bir anlamda veri tabanlarindan
bilginin kesfedilmesini saglayan ve ileriye yonelik dogru tahminlerde bulunmamiza

yardime1 olan yontemler biitlintidiir.

Veri madenciliginde bir¢ok algoritma bulunur. Bu algoritmalarin bazilari
sayisal degerlerin Kestirimi, bazilari da siniflandirma amagl kullanilmaktadir. Ancak,
baz1 durumlarda biiyiik 6lcekli verilerin analiz edilmesinde klasik veri madenciligi
yontemleri yetersiz kalabilmektedir. Bu problemin iistesinden gelebilmek i¢in ¢ok
katmanli ag yapilarina sahip ve yapay sinir aglarinin uzantis1 olan derin 6grenme
yontemi gelistirilmistir. Son yillarda veri boyutunun artmasi, veri setindeki degisken
sayisinin  fazlaligi, degiskenler arasindaki iliskilerin ¢6ziimlenmesine yonelik
girisimler derin 6grenme yonteminin gelismesine neden olmustur. Derin 6grenme,
nesnelerin tespiti ve siniflandirilmasi dahil olmak iizere cesitli makine 6grenim
gorevlerinde yiiksek performans sergilediginden, son yillarda ¢igir acan 6nemli bir
teknoloji olarak kabul edilir (1). Derin 6grenme kavraminin kullanilmaya baslanmasi
2000’11 yillara dayansa da Ozellikle son yillarda ¢ok kullanilan bir ¢alisma alani
olmasinin nedeni, veri boyutunun giin gectikge artmast ve bu verileri isleyebilecek
bilgisayar donanimlarinin gelistirilmis olmasidir. Derin 6grenme yontemleri, goriintii
isleme, ses analizi, robotik, gen analizleri, kanser teshisi, gen se¢imi ve

siniflandirmasi, doku siniflandirmasi vb. bir¢ok alanda kullanilmaktadir.

Saglik alaninda, hekimlere yardimci olmak, hastaliklarin belirlenmesinde
cesitli yontemler gelistirmek, ilag maliyetlerini azaltmak gibi amaglarla ¢ok boyutlu
veriler toplanmakta ve depolanmaktadir. Hastaliklara erken tan1 konulma olasiligini
artirmak i¢cin manyetik rezonans goriintiileme (MRG), ultrasonografi (US), bilgisayarli
tomografi (BT), mamografi, X-ray (Rontgen) olmak iizere g¢esitli biyomedikal
gorlintiilleme teknikleri gelistirilmistir. Veri madenciligi ve derin O6grenme

algoritmalarinin son yillarda sik kullanildigi alanlardan biri de tibbi goriintiilemedir.



Ciinkii, bir hastaligin ortaya c¢ikis siirecini aydinlatmada ve hastaligin seyrini
incelemede en 6nemli saglik hizmetlerinden biri radyolojidir. Bu nedenle, doktorlara
tan1 koymada yardimc1 olmak i¢in veri madenciligi ve derin 6grenme algoritmalar ile
radyolojik goriintiiler islenebilir. Goriintii isleme, ¢ok cesitli bilimsel, sanatsal ve ticari
uygulamalar igin de kullanilir. Son yillarda 6zellikle saglik alaninda goriintii isleme
yonteminden siklikla yararlanilmaktadir. Tibbi goriintii islemenin amaci, tani ve tedavi

stireclerinde kullanilan tibbi goriintiilerin daha anlasilir olmasini saglamaktir.

Diinyada ve lilkemizde en ¢ok goriilen 6liim nedenlerinden birisi kanserdir.
Kanserde erken tan1 koymak ¢cok dnem tasimaktadir. Meme kanseri, tiim diinyada
kadinlarda ¢ok sik ortaya ¢ikan kanser tiirlerinden biridir. Kansere erken evrede tani
konuldugu zaman tedavi yontemlerine daha olumlu yanit alinabilmektedir. Erken tam
koymada, goriintiileme yontemlerinin gelismis olmasina ragmen istatistiksel
yontemler ve cesitli goriintii isleme algoritmalari da 6nemli olabilir. Bu nedenle,
Bilgisayar Destekli Tan1 (BDT) sistemleri araciliiyla sayisal (dijital) radyolojik
goriintlilerde matematiksel ve istatistiksel yontemlerin kullanilmasi, radyologlar i¢in
iyi (benign) ve koti huylu (malign) kitleleri ayirt etmede faydali olabilir (2).
Alanyazina bakildiginda, mamografi goriintiilerindeki, en erken meme kanseri
belirtilerinden biri olan, mikrokalsifikasyonlarin belirlenmesi i¢in g¢esitli algoritmalar

Onerilmistir (3).

Bu tez calismasinin amaci, tibbi goriintiileme tekniklerinden elde edilen
gorlntiileri ¢esitli yontemlerle isleyerek, goriintiilerden ¢ikarilan 6zniteliklerin
hastalik durumunu belirlemedeki basarisini arastirmak ve ayrica veri madenciligi ve
derin 6grenme algoritmalarini kullanarak bu algoritmalarin siniflama performanslarina
olan katkisim1 ortaya koymaktir. Buna ek olarak, mamografi goriintiilerinin meme
dokusu alanlar1 birbirinden farkli oldugu i¢in meme doku tipine gére de 6n isleme

algoritmalarinin siniflama yontemleri iizerindeki etkisini incelemektir.



Bu tez ¢alismasinda, meme kanseri tanis1 ve smiflandirmasi siirecinde tibbi
gorlintii isleme tekniklerinden yararlanilmistir. Calismada agik erisimli bir veri
tabanindan elde edilen mamografi goriintiileri kullanilmistir. Calisma kapsaminda
goriintii 6n isleme, boliitleme (segmentasyon), ilgili bolgeleri belirleme (region of

interest, ROI), 6znitelik ¢ikarimi ve siniflandirma adimlart kullanilmigtir.

Bu tez kapsaminda, ilk olarak {i¢ farkli on isleme yoOnteminin farkli
kombinasyonlarinin siniflandirma performanslari iizerindeki etkisi karsilastirilmistir.
On isleme yontemi olarak goriintii keskinlestirme filtresi olan keskin olmayan
maskeleme (un-sharp masking, USM), goriintii yumusatma filtresi olan ortanca filtre
(median filter, MF) ve goriintiiniin kontrastin1 artirmak i¢in kontrast sinirl
uyarlanabilir histogram esitleme (contrast limited adaptive histogram equalization,
CLAHE) algoritmalarmn farkli kombinasyonlar1 kullanmilmustir. Ilk olarak CLAHE
(CL) algoritmasi tek olarak test edilmistir. Daha sonra Ortanca filtre ve CLAHE
(MF&CL), Ortanca filtre ve Keskin olmayan maskeleme (MF&USM), CLAHE ve
Keskin olmayan maskeleme (CL&USM) ve Ortanca filtre, CLAHE ve Keskin
olmayan maskeleme (MF&CL&USM) gibi filtrelerin olast bazi kombinasyonlari
olusturulmustur. Bu kombinasyonlardan her biri, her goriintiiye uygulanmistir. Bu
caligmanin amaci, cesitli 6n isleme yoOntemlerinin farkli kombinasyonlarinin
kullaniminin siniflama performanslarina olan katkisini arastirmaktir. Ciinkii, herhangi
bir goriintii isleme algoritmasi uygulamadan once elde edilen sonuglar1 daha iyi hale
getirmek i¢in On isleme algoritmalart biiyiilk dnem tagimaktadir (4). Alanyazina
bakildiginda, bir¢ok ¢alisma farkli 6n isleme yontemleri 6nermektedir. Ancak adim
adim bu 6n igleme yontemlerinin farkli kombinasyonlarinin kullanildigr ve siniflama
performanslarinin degerlendirildigi ¢alisma bulunmamaktadir. Sonrasinda ise farkli
gorlintii  boliitleme (segmentasyon) yontemlerinin siiflama performanslart da
incelenmistir. Ayrica meme doku tipinin siniflama performansinda degisiklige neden

olup olmadig1 da arastirilmistir.



Bu amag ile; tez calismasinin hipotezleri asagida siralanmaistir:
I.Gortintii isleme ile elde edilen sayisal verilerin tan1 koymaya katkist vardir.

ii.Kullanilan 6n isleme yontemlerinin farkli kombinasyonlarina gore siniflama

yontemlerinin performanslar1 farklidir.
iii.Farkl1 boliitleme yontemlerinin siniflama performanslarina etkisi vardir.
iv.Meme dokusu yogunlugunun siniflama performanslarina etkisi vardir.

v.Derin 6grenme yontemlerinin veri madenciligi yontemlerine gore performansi

farklilik gosterir.

Bu ¢alismanin birinci boliimiinde meme kanseri problemi ve alanyazinda bu
problem icin son yillarda bilgisayar destekli tani modellerinin gelistirilmesinde
goriintii islemenin rolii, bu ¢alismanin amaci ve hipotezleri yer almaktadir. Ikinci
boliimiinde, alanyazinda bahsedilen goriintii isleme siireci ve ¢esitli yontemler ayrintili
olarak verilmistir. Ugiincii boliimde kapsamli bir goriintii isleme siireci tasarlanmistir.
Calismada kullanilan MIAS veri setinden, verinin elde edilmesinden, kullanilan
goriintli 6n isleme ve boliitleme yontemlerinden, siniflamada kullanilan yontemlerden
ve siniflama basarisinin degerlendirilmesi i¢in kullanilan performans oSlgtilerinden
bahsedilmistir. Dordiinci  boliimde, goriintli 6n isleme yoOntemlerinin farkli
kombinasyonlar1 ve boliitleme yontemlerinin siniflamadaki basarilarina iliskin
sonuclar sunulmustur. Bulgulara ait sonuglar, grafikler ve tablolar ile birlikte
Ozetlenmistir. Besinci boliimde, siniflama yontemlerinin performanslari incelenmis,
alanyazindaki benzer ¢alismalarin sonuglar ile bulgular sonuglar1 karsilastirilmstir.
Son boliimde de tezin 6nemli genel sonuglari ve ileride yapilmasi planlanan arastirma

konular1 sunulmustur.



2. GENEL BIiLGILER
2.1.  Géoriintii Isleme

Goriintii islemenin baslangici olarak Londra ve New York arasindaki denizalti
kablosu araciligiyla gonderilen gazete resimlerinin sayisallastirilmast kabul
edilmektedir. 1920’lerin basinda Bartlane kablolu resim iletim sisteminin
gelistirilmesiyle, resimlerin gdnderilme stiresi bir haftadan daha fazlayken {i¢ saatten
daha az bir siireye diigmiistiir. Gorlintii isleme ile ilgili caligmalar, gelisen teknoloji ile
birlikte 1960°larin basinda iist diizey programlama dillerinin (COBOL ve FORTRAN)
gelisimi ve yiiksek kapasiteli bilgisayarlarin ortaya cikmasiyla yeni bir boyut
kazanmigtir. 1964 yilinda Jet Propulsion Laboratuvarinda uzay aracindan gonderilen
ay goriintiileri, televizyon kameralarindan kaynaklanan goériintii bozulmalarini ortadan
kaldirmak i¢in sayisal olarak islenmistir (5). O glinden bu yana goriintii isleme biiyilik
bir gelisme gdstermis ve askeri, endiistri, ticaret, tip, jeoloji, reklamcilik ve uzay gibi

bir¢ok alanda kullanilmistir.

Goriintii isleme, bir gorlintliyii bir formdan digerine doniistiirme ydntemi
olarak tanmimlanabilir. Goriintii isleme ile sayisal (dijital) goriintiiler tizerinde ¢esitli
islemler uygulanarak yeni goriintiiler elde edilir. Bu dijital goriintii verilerine, amaca
uygun bilgisayar ve yazilimlar sayesinde matematiksel algoritmalar uygulanir.
Gorlintii islemede girdi (input) degiskeni sayisal goriintiilerdir. Cesitli goriintii isleme
algoritmalar1  yardimiyla, c¢ikt1 (output) degiskeni goriintiilerden c¢ikartilan
ozniteliklerdir. Ozetle goriintii isleme, elde edilen goriintiilerden amaglanan hedefe
uygun sayisal degerler elde etme islemidir. Goriintiilerden elde edilen sayisal degerler

daha sonra istatistiksel analizlerde kullanilmaktadir.
Goriintii islemenin 2 temel amaci vardir:

1. Cesitli aygitlar yardimiyla elde edilen sayisal goriintiilerde geometrik
bozulma, giiriiltii ve etiket bilgisi gibi istenmeyen bilgileri kaldirmaktir. Bu hatalari
diizeltmek i¢in goriintii 6n isleme ydntemlerinden yararlamlmaktadir. On isleme
yontemi olarak goriintiilere kontrast artirma, keskinlestirme ve giirliltii azaltma

teknikleri uygulanir. Béylece goriintii gelistirme teknikleri sayesinde goriintiiler, insan



goziine daha net ve dnemli ayrintilar1 daha kolay goriilebilir duruma getirilmis olur.
Gonzales RC, Woods RE’nin kitabindan alinan (5) tam viicut kemik taramasi
gorlintiisiinlin Gamma diizeltmesi yardimiyla ince ayrintilarinin zenginlestirilmesi

ornek olarak verilebilir (Sekil 2.1).

Original Image Power Law Transformed Image

A B

Sekil 2.1. Tam viicut kemik taramasi (A), Gamma diizeltmesi ile keskinlestirilmis
gorilintii (B).

2. Goriintlilerden sayisal 6znitelikler elde edip sonuglar ¢ikarma ve
O0grenmeyi saglamaktir. Bu da bilgisayarla gorme (computer vision) alani olarak

tanimlanir. Uydu goriintiileri lizerinden faylarin belirlenmesi drnek olarak verilebilir.

Genel olarak goriintii isleme uygulamalari 4 asamadan olugmaktadir.
Goriintiiler tizerinde uygulanan birinci asama goriintii 6n isleme, ikinci asama goriintii
boliitleme, liclincii asama 6znitelik ¢ikarimi ve dordiincii asama ise siniflamadir (Sekil

2.2).
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Siniflandirma
‘ Oznitelik
Cikarim
Goriintii ve
Boliitleme o
Gériintii Secimi
on isleme Kt1 degiskeni
Gériintii = 1(R:)g11)§ em

Girdi degiskeni

Sekil 2.2. Goriintii islemedeki temel adimlar.

2.1.1 Goriintii Islemede Temel Kavramlar

Gorlintii isleme, goriintiiden faydali bilgi ¢ikarmak amaciyla goriintii iizerinde
yapilan bir¢ok farkli islemi igerir. Bu islemleri daha iyi anlayabilmek i¢in goriintii
isleme alaninda kullanilan bazi1 temel kavramlarin bilinmesi dnemlidir. Goriintii isleme
ile ilgili literatlirde birgok temel kavram mevcuttur. Goriintii isleme alani ile ilgili

caligmalarda, bilinmesi gereken temel kavramlar asagidaki gibi siralanabilir:

Sayisal (Dijital) Goriintii: Temel olarak piksel 6gelerinden olusan goriintiidiir.
Sayisal bir goriintii iki boyutlu bir matris seklinde satir ve siitun indisleri ile

matematiksel olarak ifade edilebilir (5). Sonlu sayidaki elemanlardan olusmaktadir.

Piksel: Sayisal bir gorintiiniin iki boyutlu matris seklinde MXN’lik
gosteriminde satir ve siitunlarinin kesim noktalar i¢in en yaygin kullanilan terimdir.
Piksel, bir goriintiiniin en kii¢iik birimidir. Matrise iligskin satir ve siitun indisleri
gortintii i¢erisindeki noktalar1 tammlamaktadir. Pikseller matrisinin elemanlarina ait
degerler, o noktanin renk ton degerini gostermektedir. Bu matris toplam MxN tane
pikselden olusur. Sayisal goriintiiniin elemanlari, x ve y Koordinat noktalarina karsilik
gelen piksellerin parlaklik degerlerinden olugmaktadir. Baska bir deyisle goriintiiler
pikseller matrisidir.

Fiji-Image J acik erisimli Java tabanli goriintii isleme programindan
Cardio.dem (RGB DICOM) goriintiisii igerisinde herhangi bir kesiti tanimlayan

elemanlardan meydana gelmis pikseller matrisi Sekil 2.3.’te gosterilmistir.



A B

Sekil 2.3. 10001000 boyutunda bir dijital goriintii (A), 132x108 boyutundaki
piksellerin biiyiitiilmiis hali (B).

Dijital goriintiiler, x ve y gibi iki siirekli sayisal degiskenin fonksiyonu olan

f(x,y) bi¢ciminde iki boyutlu fonksiyonlar yardimiyla gosterilir (5). f(x, y) fonksiyonu,

0<f(x,y)<oo,x=0, ............ , M-1 (2.1)

Esitlik 2.1.’de gosterildigi gibi sifirdan farkli ve sonlu olmalidir. Sayisal bir goriintii

ve elemanlarin1 gostermek i¢in matris gosterimi Esitlik 2.2. kullanilabilir.

fay=| 10O b SN 22)
FM=1,0)0 fM—1,1) - f(M—1N—1)

Coziniirlik: Sayisal goriintiilerin ¢oziiniirliigli, piksel sayisini ifade eder.
Coziiniirliik, goriintiideki yatay ve diisey piksel sayilarinin ¢arpimidir (5). Coziintirliik
arttikca goriintiideki ayrintilar belirginlesmektedir. Bagka bir deyisle, ¢oziiniirliikk bir
kalite gostergesidir. Cozlintirliik diistiikge yani goriintiideki piksel sayisi azaldikc¢a
gorlintiideki baz1 bilgiler yok olmaktadir. Bu olay MATLAB R2017 paket

programindan alinan goriintii lizerinde Sekil 2.4.’te gosterilmistir.



720x576 180x 180 90x90

Sekil 2.4. Ayni1 goriintiiniin farkli ¢éziintirliiklerinin gosterimi.

Parlaklik: Goriintiilerin parlakligi, 0-255 araligindaki piksel degerlerine,
pozitif veya negatif bir deger eklemekle ayarlanabilir. Eklenen sayi1 pozitif ise
goriintliniin parlaklig: artar, negatif ise azalir. Orijinal goriintiiniin fonksiyonu f(x, y)

ve parlaklig1 degistirilmis g(x, y) fonksiyonu, a sabit say1 olmak iizere,

g(x,y) =f(x,y) +a (2.3)

Esitlik 2.3. ile bulunur. Parlaklik, goriintiideki en karanlik bolge (siyah) ile en parlak
bolgenin (beyaz) arasindaki fark olarak tanimlanabilir. Piksel degerlerine eklenen
saylya gore goriintii isleme uygulamalarinda sik kullanilan MATLAB R2017 paket

programindan alinan lena.bmp goriintiisiiniin degisimi Sekil 2.5.’te gosterilmistir.

A B=A+40 C=A-40

Sekil 2.5. Orijinal goriintii (A), parlakligr artan goriintii (B) ve parlakligi azalan
gorinti (C).
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Karsitlik (Kontrast): Goriintiideki en kiigiik renk degerine sahip boliim ile en
bliylik renk degerine sahip boliim arasindaki farka denir. Kontrastr artirilmis
gortintiilerde nesnelerdeki farklilik belirgin bi¢imde goriintirken, diisiik kontrasttaki
goriintiilerde nesnelerin renk degerleri birbirine daha yakin olur ve fotografin bulanik
goriinmesine (yumusak, soft) neden olur. Insan gdziiniin, birbirine yakin renk
araligindaki nesneleri ayirt etme kapasitesi sinirlidir. Bu nedenle bir goriintiideki
diisiik ve yiiksek degerler arasindaki fark az olursa insan gozii goriintiideki detaylar1

algilayamayabilir (6).

Goriintiilerin sayisal veriye doniistiiriilmeden 6nce bir 6n isleme siirecinden
geemesi gerekmektedir. Bu 6n isleme adiminda kullanilan ¢esitli yontemler vardir.
Asagida 6n isleme adimlarinin detaylarindan bahsedilmistir. Bu yontemlerin hepsinin
goriintli sayisal veriye doniismeden uygulanmasi gerekmektedir. Boliim 2.2°den 2.7.
goriintii boliitleme (segmentasyon) yontemlerine kadar olan tiim béliimler, goriintii 6n

isleme adiminda kullanilan ¢esitli uygulamalardir.
2.2.  Goriintii

Goriintii, matematikte f(x, y) fonksiyonu bigiminde tanimlanan ve iki boyutlu
bir sinyal olan kavramdir. Goriintiiler iki boyutlu bir sinyal oldugu i¢in iki degisken
vardir. Gorlintiideki piksel degerlerinin belirli araliklarda olmasi, ortaya c¢ikan

goriintiiniin niteligini degistirmektedir.
2.2.1. Gri Tonlamah Goériintii (Grayscale Image)

Siyah ve beyaz renkleri arasindaki degerler kullanilarak gri seviyeli goriintii
elde edilir. Bu goriintiilerde 256 adet farkli renk degeri bulunabilir. Gri degerler
kiimesi G=[0,1,2,........... ,255] biciminde gosterilir. Sifir sayisal degeri siyah ve 255
sayisal degeri ise beyaz renk degerini ifade eder. Bu iki renk degeri arasindaki sayilar

da gri tonlar1 belirtmektedir (7).
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2.2.2. 1ikili Gériintii (Binary Image)

Goriintiideki tiim pikseller i¢in 0 ya da 1 renk degerlerinden olusan goriintiiler
ikili gortntilerdir. Sembolik olarak 1 renk degeri beyazi, 0 renk degeri de siyahi
gostermektedir. Elde edilen goriintii yalnizca siyah ve beyaz renkten olusur. Bu
nedenle ikili goriintii olarak da adlandirilir. ikili gdriintii, boliitleme algoritmalari igin
¢ok yararli olmasina ragmen, diger goriintii tiirlerine kiyasla daha piksellere iliskin

ozellik azdir (8).
2.2.3. Renkli Goriintii (Red, Green, Blue, RGB)

Renkli goriintiilerde temel renk degerleri kirmizi, yesil ve mavi oldugu igin
kisaca RGB (R=kirmizi, G=yesil, B=mavi) kisaltmasiyla gosterilir. Goriintiileme bir
gorlintiide ayn1 nesneye ait 3 farkli renk degerinin goriintli yakalama cihazina ile elde
edilmesi sonucu olusur. Ug farkli renk degeri elektro-manyetik spektrumda farkli
dalga boylarna sahiptir. Bu farkli dalga boylarindaki renk degerlerinin gorintii
yakalama cihazinda, kirmizi-yesil-mavi sirasiyla, ayni anda yakalanirsa renkli goriintii

olusur.
2.2.4. Renkli Goriintiiniin Gri Diizeyli Goriintiiye Doniisiimii

Birgok goriintii isleme gorevi, islemi basitlestirmek ve hizlandirmak igin renkli
bir gorlintli, gri tonlamali veya ikili goriintiiyli donustiiriilerek gerceklestirilebilir.
Renkli goriintiiden gri tonlamali goriintii elde edilirken, goriintiiler tek boyutlardan
olusmaktadir. Bagka bir deyisle, renkli goriintiideki ti¢ farkli boyuttan olusan tiim
pikseller (0-255) arasinda tek bir renk tonu ile gosterilir. Gorlintiiyli gri tonlamali
goriintilye doniistiirme islemine bazen goriintii boliitleme algoritmalarinda ihtiyag

duyulmaktadir.
2.2.5. Gri Diizeyli Goriintiiniin ikili Goriintiiye Doniisiimii

Bir goriintiiniin, gri diizeyli bir goriintiiden ikili goriintiiye doniistimi
yapilirken esikleme yontemi kullanilir. Esik siir degerini  belirlemek igin,
gortintiilerin histogram grafiklerinin incelenmesi gerekmektedir. Goriintiideki tiim

piksel degerleri esik sinir degeri ile karsilastirilir. Esik sinir degerinden kii¢iik olan
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piksel degerlerine 0, esik sinir degerinden biiyiik olan piksel degerlerine ise 1 renk
degeri verilerek siyah ve beyaz renkleri igeren iKi tonlu bir goriintii elde edilir. Renkli
bir goriintiiniin once gri tonlamali goriintiiye, daha sonra ikili goriintiiye doniisiimii
MATLAB R2017 paket programindan alinan goriintii lizerinde Sekil 2.7.°de

verilmistir.

Sekil 2.6. Renkli goriintii 384x512x3 (A), Gri tonlamali goriintii 384x512 (B)
ve Ikili goriintii 384x512 (C).

2.3.  Giiriiltii (Noise)

Sayisal goriintlilerdeki giiriiltii; gorlintiiller iizerinde ortaya c¢ikan leke,
bozukluk, diiz ¢izgiler, etiket bilgisi gibi istenmeyen isaretlerdir. Giiriiltii, goriintiiniin
kalitesini diistirdiigli gibi goriintiideki anlamli kisimlarin da fark edilmesine engel
olabilmektedir. Giiriiltii, bir goriintiideki ¢esitli kaynaklardan olusabilir. Goriintiiler
elde edilirken ortamda yer alan birgok faktdorden (gevresel faktorler, nem,
elektromanyetik dalgalar, goriintli yakalama aygitlarindan vb.) dolay1 goriintiide

istenmeyen isaretler olugur. Goriintii tlirlerindeki giirtiltiiler farklilik gdstermektedir.
2.3.1. Giiriiltii Cesitleri

Dijital goriintiiler genellikle giiriiltii olarak adlandirilan rasgele hatalarla
bozulmaktadir. Goriintiide hangi asamada ne tlir bir giiriiltii olustugunu bilmek
miimkiin degildir. Eger bunun bilinmesi miimkiin olsaydi, goriintiilerdeki giiriiltiiler
sifir hata ile kaldirilabilirdi. Ancak pratikte boyle bir durum miimkiin degildir.
Gortintiilerdeki bu giiriiltiiler temel olarak 2’ye ayrilir:

. Gauss giiriiltiisii, Gauss Dagilimi olarak da bilinen, normal dagilima esit

olasilik yogunluk islevine sahip istatistiksel bir giiriiltiidiir. Gauss giiriiltiisii olarak
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siiflandirilmasina neden olan rasgele dalgalanan sinyaldir. Kotii aydinlatmadan veya
sensOriin yiiksek sicakligindan kaynaklanabilir (9). Mamografi goriintiisiine Gauss

giirtiltiisti eklenmis hali Sekil 2.7°de gdsterilmistir.

A B

Sekil 2.7. 1024 %1024 piksel boyutunda mamografi goriintiisii (A), Gauss
giiriiltiisii eklenmis 1024x 1024 piksel boyutunda mamografi goriintiisii.

o Tuz ve biber giiriiltiisti (salt and pepper) goriintii yakalama cihazinin
algilayicilarindaki piksel bozukluklarindan, hatali kapasite alanlarindan ya da
sayisallagtirma asamasinda zamanlama gibi hatalardan meydana gelen giriltii
tirleridir. Alanyazinda impulse giirtiltiisii olarak da tanimlanir (9). Mamografi

goriintiisiine tuz ve biber giiriiltlisti eklenmis hali Sekil 2.8’de gosterilmistir.

A B

Sekil 2.8. 1024 x1024 piksel boyutunda mamografi goriintiisii (A), Tuz ve biber
giirtiltiisti eklenmis 1024x 1024 piksel boyutunda mamografi goriintiisii.
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2.4. Goriintii Filtreleme Yontemleri

Goriintli isleme algoritmalarin1 uygulamadan 6nce goriintiiler iizerindeki bu
giiriiltilerin kaldirilmas1 gerekir. Ciinkii sayisal goriintii ilizerinde yer alan bu
giiriiltiiler ve istenmeyen bilgiler, boliitleme ve 6znitelik ¢ikarimi adimlarindan elde
edilecek sonuglar1 etkiler. S6z konusu durumda, farkli goriinti filtreleme
yontemlerinden faydalanilmaktadir. Alanyazinda goriintiilerdeki giiriiltiilerin yok
edilmesi ve goriintiilerin iyilestirilmesi i¢in farkli filtreleme teknikleri onerilmistir (4,
5, 8, 9). Genel olarak uygulanan tiim bu yontemlere goriintli 6n isleme algoritmalari
denir. Cesitli goriintii 6n isleme yontemleri ile goriintli iizerinde netlestirme ve
kontrast1 arttirma, bazi ayrintilar1 belirginlestirme, goriintilyli yumusatma, kenar

keskinlestirme gibi islemler gergeklesir.

Bu filtreleme yontemleri istenilen goriintiiyli netlestirirken herhangi bir piksel
kaybina yol agmamaktadir. Bu nedenle, goriintiilere uygun filtreleme yontemlerinin

uygulanmasi gerekir.

2.4.1. Goriintii Yumusatma Filtreleri (Bulamklastirma, Smoothing)

Gorlintli  yumusatma filtreleri, goriintiideki giliriiltiiyli  azaltmak igin
kullanilmaktadir. Filtreleme islemlerinde, bu filtre matrisleri gorlintiideki tiim
pikseller lizerinde uygulanir. Giiriiltii azaltma dogrusal ya da dogrusal olmayan filtre

islemiyle yapilabilir.

Dogrusal yumusatma filtresine ortalama (mean, averaging) filtre 6rnek olarak
verilebilir. Ortalama filtre, goriintiideki her pikselin degerini tiim piksellerin ortalama
degeri ile degistirmektir. Ortalama filtre olarak 3x3, 5x5 ya da 7x7 gibi tek sayilari
iceren kare matrisler uygulanir. Bu yontem Ozellikle Gauss giiriiltiilerinin
temizlenmesinde etkilidir. Filtrelerin boyutlar1 biiyiidiik¢e giiriiltiilerin biiyiik bir kism1
goriintiilerden kaldirilirken goriintii daha da bulaniklasir (10). Ote yandan, daha kiiciik
boyutlu filtreler goriintiiyili bulaniklastirmaz, ancak goriintiide 6nemli miktarda giirtiltii
birakabilirler. Bu problemi gidermek i¢in goriintii islemede kullanilan farkli filtreleme

algoritmalar1 gelistirilmistir.
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Dogrusal olmayan yumusatma filtresine ortanca filtre 6rnek olarak verilebilir.
Ortanca filtre, pikselin degerini, o piksele komsu tiim piksellerin siralanmasi ve sonra
da merkezdeki piksel degerinin bu siralama sonunda ortanca degerle degistirilmesidir.
Ortanca filtre 3x3, 5x5 ya da 7x7 gibi tek sayilar1 i¢eren kare matrislerden olusur.
Goriintliyii temsil etmeyen piksel degerleri igin, ortanca deger ile filtre uygulamak,
ortalama filtrenin uygulanmasindan daha etkili sonug verir. Bu nedenle, ortanca filtre
goriintiide daha az bulaniklastirma yaptig1 i¢in keskin kenarlar daha belirgin goriiniir.

Ortanca filtre, tuz ve biber giiriiltiisiiniin temizlenmesinde etkilidir.

Goriintii 6n isleme asamasinda yaygin olarak kullanilan bir diger yumusatma
filtresi Gauss bulaniklastirma filtresidir. Bu filtre Gauss fonksiyonunu kullanir. Bu
nedenle, giriltileri goriintiiden temizleme etkisi Gauss dagilimimnin standart
sapmasina baghdir. Gauss dagiliminda standart sapma degeri arttikca Gauss
bulaniklastirma filtresinin de boyutu da biiyiir. Her bir pikselin degeri komsularinin
agirliklarinin ortalama degerine dontstiriliir. Bu durum, ortalama filtrenin aksine
goriintiide daha iyi bir iyilestirme saglar ve kenarlar ayn1 boyuttaki ortalama filtreye
kiyasla daha belirgin goriiniir. Gauss filtreleri, Gauss giiriiltiisiiniin temizlenmesinde
etkilidir.

Genel olarak goriintli yumusatma algoritmalart goriintii  ayrintilarini
bulaniklastirir. Bu nedenle, goriintiiye yumusatma filtrelerine ek olarak goriintii

keskinlestirme filtreleri de uygulanmalidir.
2.4.2. Goriintii Keskinlestirme Filtreleri

Bir gorilintiideki nesnelerin kenarlarinin ve ince ayrintilarinin daha net
goriinmesi i¢in gelistirilen goriintii 6n isleme yontemleri keskinlestirme teknikleri
olarak bilinir (11). Keskinlestirme filtreleri, goriintiiler {izerinde sayisal tiirev alma
araciligiyla gerceklestirilmektedir. Alanyazinda farkli keskinlestirme filtreleri
mevcuttur. Bunlardan bazilar1 Laplacian filtre, keskin olmayan maskeleme, yiiksek

hizli filtreleme (high boost filter) ve gradyan maske (gradient mask)’dir.

Laplacian filtresi, goriintiilerin ikinci tiirevleri hesaplanir ve birinci tiirevlerin

degisme hizimi 6l¢en goriintii keskinlestirme filtreleme yontemidir. Laplacian filtre
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pikselleri, genellikle matris ortalanmig negatif degerlerden olusmaktadir. Koseler sifir
ya da pozitif degerlerden olusmaktadir. Merkez piksel degeri negatif ya da pozitif
olabilir. Bu tiirev, kenarlar1 belirgin hale getirdigi i¢in goriintii bolitleme

algoritmalarinda, 6zellikle kenar tabanli tekniklerde tercih edilmektedir (5).

Keskin olmayan maskeleme, genellikle goriintii isleme alaninda kullanilan bir
goriintli keskinlestirme teknigidir. Bu islemde, bir goriintliniin maskesini olusturmak
i¢in dnce orijinal goriintii bulaniklastirilir. Daha sonra orijinal goériintiiden, bulanik
goriintii ¢ikarilarak keskin olmayan maske elde edilir. Elde edilen maske orijinal
goriintiiye eklenerek keskin olmayan maskeleme yontemi uygulanmis olur.
Goriintiideki kenarlar ve yiiksek frekansli bilesenleri keskinlestirmek amaciyla
kullanilan bir gesit filtreleme teknigidir (12). f(x, y) nin bulanik bir goriintiiyii ifade

ettigi varsayilirsa keskin olmayan maskeleme,

Imask () = fC, ) — f(x,y) (2.4

Esitlik 2.4. ile ifade edilir. Elde edilen maskeyi orijinal goriintiiye ekleyerek keskin

olmayan maskeleme yontemini uygulamis oluruz (Esitlik 2.5).

9, y) = f(xy) + Gmask(x,¥) (2.5.)

Yiiksek hizli filtreleme, goriintiideki diisiik frekans bilesenlerini ortadan
kaldirmadan goriintii ayrintilarini temsil eden yiiksek frekans bilesenlerini vurgulamak
amaci ile kullanilan goriintii keskinlestirme teknigidir. Bu durumda, yiiksek hizli
filtreleme, gorintilerdeki disiik frekans bilesenlerini korurken yiiksek frekans

bilesenlerini gelistirmek i¢in kullanilir.

Gradyanlar, ¢ogunlukla bir goriintiideki nesnelerin kolayca goriilemeyen
kenarlarin1 zenginlestirmek i¢in bir 6n isleme adimi olarak kullanilir (5). Alanyazinda,
gorlintiideki kenarlar1 belirlemek amaciyla kullanilan yontemler i¢in ¢esitli goriintii
gradyanlari mevcuttur: Canny, Sobel, Robert, Prewitt gibi kenar bulmak igin

kullanilan yontemler goriintli gradyanlarini kullanir.
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2.5.  Goriintii Iyilestirme Yontemleri

Goriinti  yumusatma ve keskinlestirme filtrelerine ek olarak, goriinti
tyilestirme yontemleri de 6n isleme asamasinda uygulanan yontemlerdir. Goriintii
iyilestirme yontemleri, goriintiiyli birtakim islemlerden gegirerek istenen amaca daha
uygun hale getirmektedir. Bu yontemler dogrudan goriintiideki pikseller tizerinde
islem yapmaya dayanir. Temel goriintii gelistirme kontrasttaki artistir (13). Bu
nedenle, goriintii 1iyilestirme islemleri, gorlintiilerin kontrastlarin1  arttirarak

goriintimlerini gelistirmek icin kullanilir (14).

Goriintiilerin kontrastini artirarak, goriintiileri iyilestirmek i¢in dnce histogram
grafikleri incelenir. Her bir gri ton seviyesinin [0-255] tiim araliktaki dagilimi
histogram ile gosterilir. Histogram, o goriintiide bulunan her farkli yogunluk
degerinde, goriintiideki piksel sayisini gosteren bir grafiktir. Gorlintiiniin histogrami

ile uygulanacak olan esik degerleri de belirlenebilir (15). Histogram,

p(r) = ny (2.6.)

Esitlik 2.6. ile ifade edilir. Bu denklemde, r;, K. gri ton seviyesini, n; ise goriintiideki

13, gri ton seviyesine sahip piksellerin sayisini gostermektedir.

Eger goriintli histogram grafiginde renk degerleri sol tarafa dogru kiimelenmis
ise goriintli kontrasti koyu, histogramin sag tarafina dogru olusmus ise goriintii
kontrast1 agik olur. Histogram grafiginde x ekseni piksel degerlerini, y ekseni ise her

bir gri deger i¢in bulunan piksel sayisini ifade eder (Sekil 2.9).
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x: Piksel

A B

Sekil 2.9. 10241024 piksel boyutunda mamografi goriintiisii (A), Mamografi
goriintiistiniin histogram grafigi (B)

Her bir gri ton seviyesinin dagilimi homojen olan goriintiilerde goriintii
lyilestirme yontemlerinin uygulanmasina gerek yoktur. Ancak, goriintiideki renk
degerleri belli bir yerde kiimelendiginde renk dagilimi1 bozuklugu olabilir. Bu nedenle
goriintiiniin belirli baz1 gri seviyelerinde yogunlasan histogram grafigini 0-255 gri
seviyesi araligina dagitmak i¢in alanyazinda c¢esitli yontemler onerilmistir (15, 16, 17,

18).

2.5.1. Histogram Esitleme

Histogram esitleme, histogram iizerinde gri ton seviyeleri araligini genisleterek
esit dagilimli bir yap1 elde etmeye calisan kontrast zenginlestirme yontemleri arasina
girmektedir. Histogram {izerindeki bu yayma islemi, goriintiiniin tamamina
uygulanabilecegi gibi sadece se¢ili bolgeler i¢in de uygulanabilir. Histogram esitleme
yontemi ile gorlintiiniin olasilik  yogunluk fonksiyonu dogrusallastirilir ve
normallestirilir. Ancak bu yontem uygulandiktan sonra bulanik ve soluk goriintiiler
olusabilir. Bu sorunlara ¢dziim bulmak ic¢in uyarlanabilir (adaptive) histogram
esitleme yontemleri gelistirilmistir (16). Bu yontemde de giiriiltii problemi ortaya

¢iktig1 icin kontrast sinirli uyarlanabilir histogram esitleme yontemi gelistirilmistir



19

(17). Histogram esitleme algoritmasi ile uyarlanabilir histogram esitleme algoritmasi

arasindaki farkliliklar mamografi goriintiisii lizerinde Sekil 2.10°da gdsterilmistir.

A B C

Sekil 2.10. 1024 x1024 piksel boyutunda mamografi goriintiisii (A), Histogram
esitleme algoritmasi uygulandiktan sonra elde edilen goriintii (B),
Uyarlanabilir histogram esitleme algoritmasi1 uygulandiktan sonra elde
edilen goriinti (C).

2.5.2. Kontrast Simirh Uyarlanabilir Histogram Esitleme (CLAHE)

Uyarlanabilir histogram esitleme yontemi ile iyilestirilen goriintiilerde, giirtiltii
problemini engellemek icin homojen bolgelerde kontrast iyilestirmenin
sinirlandirilmas1  gerekmektedir (16). Bu nedenle, kontrast sinirli uyarlanabilir
histogram esitleme yontemi gelistirilmistir. CLAHE baslangicta tibbi goriintiileme i¢in
gelistirilmis ve portal filmler gibi diisiik kontrastlhi goriintiilerin gelistirilmesinde
basarili oldugu kanitlanmistir (18). Bu algoritma, kullanilan gri degerlerin dagiliminm
dengeler ve bdylece goriintiiniin gizli bolgelerini daha goriiniir hale getirir. CLAHE
yontemi uygulandiktan sonra goriintiiyli nasil etkiledigi mamografi goriintiisii

tizerinde Sekil 2.11°de gosterilmistir.

A B

Sekil 2.11. 10241024 piksel boyutunda mamografi goriintiisii (A), Kontrast
sinirlt uyarlanabilir histogram esitleme algoritmasi uygulandiktan sonra
elde edilen goriintii (B).
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2.6.  Goriintiiler Uzerinde Morfolojik islemler

Matematiksel morfolojik islemler, goriintiilerin tizerindeki yapilarin bigimleri
ile ilgili olan yontemler biitiinii olarak, gortintiiden ayirt etmek istedigimiz nesneler
i¢in kullanilmaktadir (19). Ayn1 zamanda goriintiideki sinirlar, digbiikey ve igbiikey
gibi bolgesel sekillerin tanimlanmasinda kullanilir.  Goriintiilere  morfolojik
operatdrleri uygulamak i¢in bir yapisal elemana (structure element) ihtiyag vardir. Her
bir piksel yapisal eleman kadar biiyiir ya da kiigiiliir. Morfolojik islemler, 6n isleme ve

goriintili boliitleme asamalarinda farkli amaglar i¢in kullanilabilir.

On isleme asamasinda uygulanan yontemler sonucunda kalan alanlarin
sekillerinde bazi bozukluklar olusabilir. Boyle bir durumda, bazi bdlgeler birbirinden
ayirmak istenirse, o ince ¢izgileri temizlemek gerekir. Bazen goriintiiler tizerindeki
yapilarin igindeki ¢ok kiigiik alanlar kapatilip biiyiikk olan alana dahil edilmek
istenebilir. Girinti ve bosluk gibi meydana gelen bozukluklar morfolojik islemlerle
diizeltilerek, goriintiilerdeki bélgeler o6znitelik ¢ikarimi igin hazirlamr. Ozetle,
giiriiltiileri temizlemek ve goriintiiler tizerinde bosluklar1 azaltmak ve kenar belirlemek

i¢in morfolojik islemler gerceklestirilebilir.

Boliim 2.7.’de detaylar1 anlatilmis olan goriintii boliitleme asamasinda da
cesitli morfolojik islemler kullanilabilmektedir. Boéliitleme yontemi uygulandiktan
sonra, morfolojik islemler bdliimlenmis goriintiideki kusurlart gidermek ve
gorlintiiniin sekli ile yapis1 hakkinda bilgi saglamak icin kullanilabilir. Goriintii
islemedeki morfolojik operatorler goriintiiye boliitleme algoritmast uygulandiktan

sonra, goriintiide ortaya ¢ikan bozukluklart gidermek i¢in uygulanir.

Ozetle, matematiksel morfolojik islemler, gériintiide yer alan sinirlar (borders),
iskelet (skeleton) vb. sekillerin belirlenmesi ve kaldirilmasi, giiriiltiilerin temizlenmesi
ve boliitleme asamalarinda uygulanmasi gereken islemlerdir. Morfolojik islemleri
kullanmanin amaci, goriintiiniin yapisindaki hatalar1 ortadan kaldirmaktir (20). Bu
yontemler, gri tonlamal1 goriintiilerde uygulanabilecegi gibi genellikle ikili goriintiiler

tizerinde uygulanir (21).
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Goriintii islemede en ¢ok kullanilan morfolojik operatorler genel olarak iki
temel islemden olusmaktadir. Bunlar; asinma (erosion) ve genisleme (dilation)
islemleridir. Bu iki islemin kombinasyonlarinin kullanim sirasina gore, goriinti
islemede agma (opening) ve kapama (closing) olmak iizere iki tane de matematiksel

morfoloji operatdrii yaygin bir sekilde kullanilmaktadir.
2.6.1. Asinma (Erosion)

Asinma operatorii, birbirine ¢izgi benzeri yapilar ile baglanmis olan goriintii
tizerindeki alanlari (bolgeleri) birbirinden ayirmak ic¢in kullanilir. Aginma, bir
goriintiideki nesnenin sinirlarindaki piksellerin alanlarim kiictilterek daraltma islemi
yapar. Goriintiideki nesnelerin kiigiiltiilmesi ve inceltilmesi i¢in kullamilan bir
yontemdir. Boylece asinma ile birbirine bitisik yapilar ayrilarak daha dogru bir sekilde
degerlendirilmeleri saglanir. Ozetle, asinmanin, goriintii iizerindeki yapisal elemandan
daha kiiciik goriintii detaylarin1 yok eden bir morfolojik filtre olarak gdrev yaptigi
sOylenebilir. A’nin B yapisal elemani ile asinmasi1 A © B olarak gosterilir ve Esitlik
2.7. ile ifade edilir:

A ©B={z|(B); < A} (2.7.)

Yukaridaki esitlikten, A girdi goriintiisiiniin B yapisal elemani ile asindirilmasi, z
kadar 6teleme durumunda, B nin A igerisinde yer alabilecegi biitiin z noktalar1 kiimesi

olarak tanimlanir.
2.6.2. Genisleme (Dilation)

Daraltma ve inceltme islemlerinin gergeklestirildigi asinmanin tersine,
genisleme goriintli icindeki nesne sinirlarina pikseller ekleyerek biiyiitiir ve
kalinlastirir. Genigleme islemi, bir goriintii i¢cindeki nesnelerin alanlarinin ince bir
cizgi ile boliinerek ayri iki nesne gibi goriinmesini engellemek i¢in kullanilir. Bu
kalinlasmanin biiyiikliigii ve durumu kullanilan yapisal elemanin big¢imi ile kontrol
edilir. Boylece genisleme operatorii ile, nesnelerin alan1 artmis olur. A’nin B yapisal

elemant ile genislemesi A @ B olarak gosterilir ve Esitlik 2.8. ile ifade edilir:

A®B={zI(B),n A=+ 0} (2.8)
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Gorlintii  bilesenlerini yok etmek icin asinma operatdrii kullanilirken,

gorlintiideki bosluklar1 birlestirmek i¢in genisleme operatorii kullanilir.
2.6.3. Acma (Opening)

Ag¢ma islemi i¢in Once asinma operatorii uygulanir. Boylece, goriintiiniin
kenarlarindaki ¢ok kii¢lik parcalar kaybolur. Ancak, bu durumda genel alan kiiciilmiis
olur. Kiiciilen alani tekrar eski haline getirmek icin genisleme islemi uygulanir.
Asinma ile giiriilti ve fazlaliklar temizlendikten sonra, genisleme operatorii
uygulanarak goriintiideki nesnelerin orijinal boyutlar tekrar kazandirilmig olur. Bir
kez uygulanmasi yeterli olmaz ise ayni islem tekrar uygulanabilir. A¢gma islemi
nesnelerin keskin ayrintilarin1 yumusatir, bolgeler arasindaki dar nesneleri ayirir ve

kiiciik girintileri kaldirir. Agma islemi Esitlik 2.9. ile gosterilir.

A-B=(A©SB)DB (2.9)
2.6.4. Kapama (Closing)

Kapama operatdrii agma operatdriiniin tam tersidir. Once genisleme, ardindan
asinma operatdrii uygulanir. Genisleme operatorii uygulandigi igin goriintiideki
nesnelerin boyutlari biiyiir. Daha sonra asindirma operatdrii ile gortintiideki nesneler
orijinal boyutuna geri kazandirilmis olur. Kapama islemi sonucunda nesnelerin
sinirindaki girintiler yok olur ve kiigiik delikler ortadan kalkar. Kapama islemi Esitlik
2.10. ile gosterilir.

AsB=(A®B)OB (2.10.)

2.7.  Goriintii Boliitleme (Segmentasyon) Yontemleri

Gorlintii boliitleme, bir goriintiiyli her bir bolgede farkli 6zelliklerin oldugu
bolge ve nesnelere ayirarak bolmektir. Diger bir deyisle, goriintii boliitleme bir
goriintliyli anlaml parcalara bolme islemidir. Boliitleme islemi sonunda elde edilen
bolgelerdeki pikseller ortak ozelliklere sahiptir. Goriintii isleme alaninda en cok
incelenen konudur. Bu durum, goriintii boliitleme adiminin 6nemine ve farkli yapidaki

goriintiileri boliitleme i¢in evrensel bir yontemin bulunmamasina baglanabilir.
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Goriintii islemede, Oznitelik ¢ikarimi yapmadan once ilgili bolgenin uygun
boliitleme yontemi ile belirlenmesi gerekir. Goriintii boliitlemenin, goriintii islemedeki
en zor adim oldugu sdylenebilir. Ciinkii, boliitleme isleminin basarisinin 6znitelik

¢ikarimi ve siniflandirma performansi iizerinde etkisi oldukea biiyiiktiir.

Incelenecek goriintii tiirlerine gore cesitli segmentasyon ydntemleri vardir.
Segmentasyon algoritmalar1 genellikle goriintiiniin yogunluk degerlerine bagli iki
temel Ozelligine dayanir. Bunlardan biri siireksizlik (discontinuity) digeri ise
benzerliktir (similarity) (5). Siireksizlige bagh yaklagim, farkli bolgeler arasindaki
sinir veya kenarlar1 bularak goriintiiniin bolgelerini ayirt etmeye ¢alisan algoritmalari
igerir. Bu yontemlere kenar tabanli teknikler (edge based techniques) denir. Benzerlige
bagli yaklasim ise, dnceden tanimlanan kriterler kiimesine gore goriintiiyii benzer olan

bolgelere ayiran algoritmalar igerir.

Alanyazinda goriintii  boliitleme  yontemleri i¢in  farkli  sekillerde
siniflandirmalara rastlanilmaktadir. Bu tezde goriintii boliitleme algoritmalart kenar

tabanl teknikler ve bolge tabanli teknikler olmak {izere 2 baslik altinda agiklanmastir.

2.7.1. Kenar Tabanh Béliitleme (Edge based segmentation)

Gri tonlamal1 goriintiilerde yogunluklardaki keskin degisiklikler kenar olarak
kabul edilir (10). Sinir ¢gizgileri veya kenarlar, ¢esitli goriintii isleme uygulamalarinda
ihtiya¢ duyulan 6nemli 6zelliklerdir. Kenar bulma teknikleri ile goriintiideki nesneler
hem birbirinden hem de arka plandan ayirt edilir. Kenar tabanli boliitleme yontemleri,
bolge tabanli boliitleme yontemlerine gore nesnelere ait biitiin pikselleri belirtmek

yerine, sadece sinirlara ait pikselleri belirler.

Kenar algilama (edge detection) yontemleri, goriintiideki nesnelerin sinirlarini
veya pargalarin1 bulmak icin etkili bir yontemdir. Kenar tabanli goriintii boliitleme
yontemleri, kenar operatorleri ile bolgeler i¢in sinirlari olusturan kenarlari belirleyerek
goriintiiniin  bolgelerini belirlemeye ¢alisir. Alanyazinda bir¢ok kenar algilama
yontemi mevcuttur. Canny, Sobel, Prewitt, Roberts, Laplacian of Gausssian (LoG),

Hough transform algoritmalar 6rnek olarak verilebilir (5,10,22).
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Kenar tabanli boliitleme yontemlerinde amag, goriintiide yer alan nesnelerin
piksel degerlerindeki renk gecislerini belirleyip, o bdlgeleri keskinlestirmektir.
Mamografi goriintiistine Canny kenar algilama algoritmas1 uygulandiktan sonraki

goriintii Sekil 2.12°de gosterilmistir.

A B

Sekil 2.12. 10241024 piksel boyutunda mamografi goriintiisii (A), Canny
kenar belirleme yontemi ile olusan mamografi goriintiisii (B)

2.7.2. Bolge Tabanh Boéliitleme (Based region segmentation)

Bolge tabanli gorlintii boliitleme yontemleri, goriintiideki her pikseli

degerlendirir ve farkli gruplari belirlemek icin tiim pikselleri karsilastirir.

Alanyazinda bir¢ok bolge tabanli boéliitleme yontemi mevcuttur. Esikleme
yontemleri (Global, Manual, Otsu vb.), k-ortalamalar kiimeleme, tohum bdlge
biiyiitme (seed region growing), Watershed algoritmalar1 bolge tabanli tekniklere
ornek olarak verilebilir (22,23).

Boliitleme yontemi olarak esikleme algoritmalarinin kullanilmasinin temel
amaci, goriintiilerin arka planini kaldirarak goriintiileri bolmektir. Boylece goriintiide
ilgili alana odaklanarak, 6znitelik ¢cikarimi gerceklestirilir (10). Esikleme algoritmasini
goriintiiye uygulamadan 6nce goriintiiyli gri tonlu (gray scale) formata, daha sonra da
ikili (0-255 arasinda degisen gri ton seviyeleri) goriintiiye dondstiiriiliir. Bir referans
piksel degeri (esik degeri) belirlenir. Esik degerinin iistiindeki ya da altindaki tiim
degerler siyah ve beyaza donistiiriiliir. Boylece goriintii sadece siyah veya beyaz
renkleri igerir. Goriintiideki piksel degeri esik degerinden biiyiikse beyaza (255),
kiigiikse siyaha doniistir (0).
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K-ortalamalar kiimeleme algoritmasi, goriintii isleme uygulamalarinda yaygin
olarak kullanilan goriintii boliitleme tekniklerinden biridir. Bu algoritma, iyi bilinen
bir denetimsiz kiimeleme yontemidir. Bu segmentasyon yontemi, dnceden belirlenen
kiime say1s1 araciliiyla goriintiiyili farkli bolgelere ayirmanin basit ve kolay bir yolunu
sunar. Ilgilenilen goriintiiye ait olan bir baslangic piksel ya da bolgesini sectikten
sonra, komsu piksellerin ayni piksele ya da bolgeye ait olup olmadigina karar vererek,
piksel kiimelerini olusturduktan sonra goriintiiyii farkli bolgelere ayirmayi saglayan
goriintii boliitleme algoritmasidir. Mamografi goriintiileri, pektoral kas, meme dokusu
ve arka plani igerecek sekilde 3 ana kiimeye béliinebilir. ilk olarak, her kiime i¢in bir
tane olmak iizere, baglangic noktasi olan K agirlik merkezleri tanimlanir. Daha sonra,
her bir merkez i¢in benzer pikselleri gruplayan bir 6zellik bolgesi belirlenmis olur. K-
ortalamalar kiimeleme béliitleme yonteminin prensibi asagida verilmistir:

=3k T |« - c,-||2 2.11)

Rasgele yontemlere dayali olarak belirlenen kiime sayisina gore, kiimelerin

. 2 -
merkezleri belirlenir. Burada ”xi(’) — cj” , xi(’) noktasindan c¢; grubunun merkezine

)

olan uzaklktir. Her pikselin en yakin kiimeye atanmasi, x;” noktasindan c; grubunun

merkezi arasindaki Oklit uzakligina gore yapilir. Boylece J fonksiyonu, her bir kiime
i¢in n tane pikselin (nesnenin) benzerlik 6l¢iisiinii temsil eder. Mamografi goriintiisiine
K-ortalamalar kiimeleme algoritmasi1 uygulandiktan sonra farkli bolgelere ayrilmasi

Sekil 2.13’te gdsterilmistir.
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A B

Sekil 2.13. 1024x1024 piksel boyutunda mamografi goriintiisii (A), K-ortalamalar
kiimeleme yontemi ile mamografi goriintiisiiniin boliitlenmesi (B)

2.8. Oznitelik Cikarim (Feature Extraction)

Goriintlii  islemenin 6nemli bir diger adimi goriintiilerden o6znitelikleri
¢ikarmaktir. Goriintii isleme alaninda Oznitelik ¢ikarim yontemleri, goriintiideki
ROI’lere ait ¢esitli Ozniteliklerin hesaplandigi algoritmalardir. Baska bir deyisle

oznitelik ¢ikarma, goriintiilerin gorsel igerigini yakalama yontemidir.

Goriintiilerin dogru smiflandirilmasi, en uygun o6zniteliklerin segilmesine
baglidir. Cilinkii bu 6znitelikler, belirli bir bolgeyi karakterize ettigi i¢in siniflandirma

asamasinda girdi (input) degiskeni olarak kullanilir.

Goriintiideki ilgili bolgeleri tanimlamak i¢in en basit yaklagimlar, bir goriintii
veya bolgenin yogunluk histograminin istatistiksel 6zellikleri ve goriintiideki komsu
piksellerin goreceli konumu degerli bilgiler saglamamiza yardimci olacaktir. Komsu
piksellerin birbirlerine gore konumlari, 6znitelik ¢ikariminda doku 6znitelikleri olarak
adlandirtlir (24). Doku analizi, bir anlamda piksel ¢esitliligini gorme yontemlerinden
biridir. Gri seviye es olusum matrisi (gray level co-occurrence matrix, GLCM), gri
seviye fark yontemi (gray level difference method, GLDM), gri seviye g¢alisma
uzunlugu matrisi (gray level run length matrix, GLRLM) ve yerel ikili oriintiiler (local

binary patterns, LBP) doku analizi igin kullanilan farkli yontemlerdir.

Temel istatistiksel 6znitelikler, ROI’nin temel istatistiklerinin hesaplanmasidir.

Gorlintiilerden hesaplanabilecek istatistiksel Ozellikler Tablo 2.1.’de verilmistir.
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Asagidaki denklemlerde I, siipheli bolge icinde N piksel degeri igeren vektorii temsil

eder.

Tablo 2.1. Temel istatistiksel dznitelikler

Oznitelikler Formiiller
Minimum min I (i)
Maksimum max I (i)
Ortalama 1<
IO
=1
Standart sapma 2
1 N N
v, (1(0 — (z))
i=1 =1
N +
Ortanca I (T) N tek sayiise

N N +2
I(E) +1 (T) N ¢ift sayiise

Dagilim aralig1

max/ (i) — min I (i)

Carpiklik MNUOE %2{21 1)
23
v -1z 1() Lyn 1)
Basiklik ZiL D -5 Z L I@)*
2A.
(N—ﬁUJ;- K) NZ Iﬁﬂ
Boyut N

Gri seviye es olusum matrisi, bir goriintiidde belirli degerlere sahip ve piksel

ciftlerinin ne siklikla meydana geldigini hesaplayarak bir goriintiiniin dokusunu

karakterize eden istatistiksel bir yontemdir (25). GLCM ikinci dereceden olasilik

yogunluk fonksiyonun tahmini Esitlik 2.12.’ye dayanir:

P(i,jld,6)

(2.12)

GLCM yontemi pikseller arasindaki uzaklik d ve ag1 8 oldugunda gri ton

seviyesinin i’den j’ye degisme olasiligini tanimlar. GLCM 4 farkli agida 6 (0°, 45°,

90°, 135°) ve farkli d uzaklik degerleri i¢in hesaplanabilir. Farkli agilardan 6zellikler

cikarildigi i¢in ortalamalar alinir (26). Gri seviye es olusum matrisi,

dokusal
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ozelliklerin goriintiilerden ¢ikarilmasinda yaygin olarak kullanilan bir matristir (26).

GLCM yontemi ile hesaplanabilecek ozellikler Tablo 2.2.’de verilmistir. Tablo

2.2.’deki denklemlerde Ny girig goriintiisii igin tanimlanan gri seviyelerin sayisidir.

Tablo 2.2. Gri seviye es olusum matrisinden (GLCM) ¢ikarilan 6znitelikler

Oznitelikler Formiiller
Otokorelasyon No No
> > @t
i=1j=1
Kontrast No=t (Mg Ng
D li-jl=n
n=0 i=1 j=1
Korelasyon -

g g
Z @GP = ity
i=1

= Oy Oy

Kiime 6nemi

Ng N,

Z(l =ty — 1) P ))

Q

i=1 j=1
Kiime go6lgesi Ng Ng \
(i +j —HUx — #y) p(irj)
i=1 j=1
Farklilik Ng N
ZZI! —jlp@@.))
i=1 j=1
Enerji Ng Ng
> wny
=1 j=1
Entropi No N
=) piplog(pe. )
=1 j=1
H H Ng N,
Homojenlik ii (i)
i=1 j=1 L+ (l ])2
Maksimum olasilik maxp (L, j)
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Tablo 2.2. (Devam) Gri seviye es olusum matrisinden (GLCM) ¢ikarilan 6znitelikler

Oznitelikler Formiiller
Karelerin toplami Ng Ng
= w?p(.))
(varyans) ;;
Toplam ortalama 2Ng
D by @
i=2

Toplam varyans

i=2

2Ng 2Ng 2
> <i - px+y(i)log{px+y(i)})> Prey ()
i=2

Toplam entropi

2Ng

= PeryDlogpery D}
i=2

Fark varyansi

Fark entropisi

Ng-1

= peyDloglpey )
i=0

Korelasyon bilgisi

Oleiimii 1

=204 200 PN Uog(p () — (= 508 57 0 ) loglpx (D) — py (D))
max {- 3%, 332, p(i, ) Uog (0(i, ) — (= i, T34, (i, /) (Log{p (D) — py (DD}

ters fark

Korelasyon bilgisi g N
(1 -exp|-2= D" pe(py (D (Loglpe® ~ B, (DD
Slgtimii 2 =1j=1
Ng Ng
= (=) > PN Uogw N2
i=1j=1
Normallestirilmis Mg Ng

ZZ p(i,j)
— s
i:1j:11+|l JI/NZ
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Tablo 2.2. (Devam) Gri seviye es olusum matrisinden (GLCM) ¢ikarilan 6znitelikler

Oznitelikler

Formiiller

Normallestirilmis ters fark

momenti

Ng N,

P ey

i=1 j=1

.

Gri seviye fark matrisi, gri seviyesinde belirli bir mutlak farkliliga sahip olan

ve belirli bir yer degistirme ile ayrilan iki pikselin ortaya ¢ikmasina dayanan

istatistiksel bir yontemdir. Yer degistirme vektoriintin dort olas1 bicimi mevcuttur: (0,

d), (—d, d), (d, 0) ve (d, —d). Burada d, pikseller arasindaki mesafedir (27). GLDM

matrisinden hesaplanabilecek ozellikler Tablo 2.3.’te verilmistir. Tablo 2.3.’teki

denklemlerde & yer degistirme vektorii, N, giris goriintiisii i¢in tanimlanan gri

seviyelerin sayist ve D(i/6) olasilik yogunluk fonksiyonudur.

Tablo 2.3. Gri seviye fark matrisinden (GLDM) ¢ikarilan 6znitelikler

Oznitelikler Formiiller
Kontrast N
Z i2D(i/9)
i=0
Agisal ikinci moment (enerji) Ng-1

Entropi Ng—1
> Di/6)logD(i/8)
i=0
Ortalama Ng-1
Z iD(i/5)
i=0

Ters fark momenti

f“D(i/fS)
i2+1

i=0
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Gri seviye ¢alisma uzunlugu matrisi, doku 6zelliklerinin hesaplanmasi i¢in
yaygin olarak kullanilan bagka bir matris olan gri seviye ¢alisma uzunlugu matrisi (28),
farkli gri seviyelerini temsil eden satirlar ve belirli bir yonde 6 farkli sayida calismay1
temsil eden siitunlar i¢eren iki boyutlu bir matristir. Bu matris i¢in de dort farkli ag1
yoniinde (0°, 45°, 90° ve 135°) ¢ikarilan 6zelliklerin ortalamasi alinir. GLRLM teknigi
ile hesaplanabilecek 6zellikler Tablo 2.4.’te verilmistir. Tablo 2.4.’teki denklemlerde
Ny giris goriintiisii igin tanimlanan gri seviyelerin sayisi, n, toplam galistirma sayzsi,
n, goriintiideki piksel sayis1 ve M maksimum say1 uzunlugudur. Eger GLRLM, p ile
gosterilirse, p(i,j)’nin degeri, i degerinin j degeriyle bazi belirlenmis konumsal iliskiler
icinde kag kez birlestigini belirtir. Bu soyle de agiklanabilir: P(i,j), i gri seviyesinin j
uzunlugunda kag defa meydana geldigini gosterir.

Tablo 2.4. Gri seviye ¢alisma uzunlugu matrisinden (GLRLM) ¢ikarilan 6znitelikler

Oznitelikler Formiiller

Short run emphasis

Ng m
iz Z p(.j)
ny J?

i=1j=1

Long run emphasis Ng m
_ . . 2
15 i
=1 j=1
Gray-level non-uniformity ) Ng /[ M z
—Z (Z p(i,1)>
ny & e—
=1 \j=1

Run length non-uniformity

Run percentage ny
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Tablo 2.4.(Devam) Gri seviye ¢alisma uzunlugu matrisinden (GLRLM) ¢ikarilan

Oznitelikler

Oznitelikler Formiiller

Low gray-level run emphasis 1 Ng m p(i))
_Z -
= = l

High gray-level run emphasis Ng M
=3 pp?
Ti=1 j=1

- i N,

Short run low gray-level emphasis 1 iip(i'j)
. P22
= = ¥J

. 5 . N
Short run high gray-level emphasis 1 zgip(i'j)l
i2
M =1 J
Long run low gray-level emphasis Ng m
1 z Z p(i.))j
i2
Mr = l
Long run high gray-level emphasis Ng m
=3 pa iy
T

Yerel ikili Oriintiiler algoritmasi, goriintiilerin gri seviyelerinden bagimsiz bir
doku 6zelligi 6l¢timii yontemidir. LBP algoritmast, her pikselin R XR komsulugundaki
pikselleri karsilastirarak ve sonucu ikili bir say1 olarak degerlendirerek (esikleme) sifir
ve birlerden olusan etiketler olusturur (29). Bir goriintiiniin her ¢ pikseli icin LBP

degeri Esitlik 2.12. ¢oziilerek hesaplanir:

LBPpgr = X1255(gp — 9c)2" (2.12)
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g. merkezdeki pikselin gri ton seviyesi, gp merkez pikselin komsusunun gri
ton seviyesi, P merkez piksele komsu olan piksellerin sayisidir ve s fonksiyonu Esitlik

2.13’te oldugu gibi tanimlanir:

1 (gP_gc) >0

0 (gpr—9c) <O (2.13)

s(gp — 90 = {

LBP operatoriiniin en 6nemli 6zelligi parlaklik degisimlerine karsi dayanikli
olmasidir. LBP operatorii ile piksellerin etiketlenmesi Sekil 2.14°te gosterilmistir (30).

156°dan biiyiikse 1, kiigiikse 0 degerini alir. LBP Esitlik 2.14.’teki gibi hesaplanabilir.

Esikleme yontemi
ile her piksel i¢in
etiketler olusur.

140 159 158

v
—
o

160 154

155 160 157 0 1 1

Sekil 2.14. LBP operatorii ile pikseller igin etiketler elde edilmesi

Oznitelik ¢ikarma adimu, biiyiik bir veri kiimesini dogru bir sekilde tammlamak
icin gereken Ozniteliklerin boyutunun basitlestirilmesini de kapsar (31). Cok boyutlu
verilerin analizi yapilirken en biilyiik sorunlardan biri ilgili degiskenlerin sayisindan
kaynaklanir. Goriintiilerden ¢ikarilan 6zelliklerin ¢ogu yliksek korelasyon gosterir
(32). Bu durum goriintiileri temsil etmeye yardimci olmayan fazladan 6zelliklere yol
acar. Bu nedenle, Oncelikle boyut azaltma isleminin gerceklestirilmesi gerekir.
Oznitelik secim ydntemleri, siniflandiriima yapilacak veri setinde dogru bir ayrim
yaparken, veriyle ilgili 6nemli degiskenleri tutarak, veri setindeki ¢ok gerekli
olmayacak degisken sayisin1 azaltmak igin tercih edilir. Alanyazina bakildiginda, elde
edilen ozellikler arasindan se¢im yapmak icin kullanilan korelasyon filtre yontemleri
(Correlation Filter Methods), temel bilesenler analizi (principal component analysis),
dogrusal diskriminant analizi (lineer diskriminant analizi), ki-kare testi, kaba set

yaklagimi (Rough set approach), AdaBoost training, minimum fazlalik maksimum
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iliski (MRMR), destek vektor makinesi-6zyinelemeli 6zellik eleme, LASSO regresyon

gibi algoritmalar 6zellik azaltma yontemlerindendir.
2.9.  Smiflandirma

Siniflandirma agsamasi, ROI bolgelerinin normal ve anormal bolgeler oldugunu
belirleyen son adimdir (33). Alanyazinda cesitli siniflandirma algoritmalari
Onerilmistir. Siniflandirma  algoritmalarinin  performanslar1  6zellikle  goriintii
boliitleme ve 6zellik ¢ikarma islemlerine baglidir. Bu algoritmalar, goriintiilerden elde
edilen ozelliklerin daha kisa siirede incelenmesini saglar. Klasik veri madenciligi
yontemlerinden yaygin olarak Rastgele Orman (RO), Destek Vektér Makineleri
(DVM), Yapay Sinir Ag1 (YSA), k-En Yakin Komsuluk (k-NN), Naive Bayes (NB),
Karar Agaclar1 (KA), Lojistik Regresyon (LR) vb. smiflandiricilar kullanilir. Derin
ogrenme yontemlerinden Derin Sinir Aglari, Evrigimli Sinir Aglar1 ve Tekrarlayan

Sinir Aglar1 yaygin olarak siniflandirma amacl kullanilir.
2.9.1. Rastgele Orman

Rastgele Orman (RO) algoritmasi, siniflandirma adiminda cesitli karar agaci
ile smiflandirma performansini iyilestirmeyi amaclayan bir yontemdir. Olusturulan
karar agaglan birlikte karar ormanini meydana getirir. Bu algoritma 2001 yilinda
Brieman (34) tarafindan gelistirilmistir. RO algoritmasi yine Brieman'in 1996 yilinda
gelistirdigi Bagging yontemi ve Amit ve Geman tarafindan 1997’de tanimlanan (35)
her diiglim i¢in en iyi ayrimin rastgele degisken se¢imi yontemlerinin birlesimidir. RO
yonteminde, agaglar olusturulurken Siniflama ve Regresyon Agaci (Classification and
Regression Tree-CART) yontemi kullanilmaktadir. Tiim veri egitim ve test seti olmak

tizere ikiye ayrilir.

Rastgele orman algoritmasinin bir avantaji veri setindeki bagimli degisken
tirtine gore hem smiflama hem de regresyon amaclariyla kullanilmasidir. RO
algoritmasinda hiperparametre (optimize edilmesi gereken parametre) sayisi fazla
olmadig i¢in uygulanmast kolaydir. Siniflandirma algoritmalarindaki en biiyiik sorun
veride asir1 uyum sorunudur. RO modelinde aga¢ sayisinin yeterli oldugu durumlarda

bu sorun ¢o6ziilebilir.
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2.9.2. Destek Vektor Makineleri

Destek Vektor Makineleri ilk olarak 1960’11 yillarin sonunda Vapnik tarafindan
(36) teorik olarak ortaya konmus, 1995 yilinda yine Vapnik (37) tarafindan ilk kez
siniflama basarisinin yiiksek oldugu gosterilmistir. Destek Vektor Makineleri (DVM),
orlintli tanima ve siniflandirma problemleri i¢in Vapnik ve Chervoenkis tarafindan

gelistirilmistir.

DVM ilk olarak iki simifli dogrusal verilerin siniflandirilmasi amaciyla
genellestirilmig, daha sonra ¢ok sinifli ve dogrusal olmayan verilerin siniflandirilmasi
i¢in genellestirilmistir. DVM iki sinifli dogrusal verileri ayirmak i¢in en uygun karar
fonksiyonunu tahmin eder, iki siifi en uygun bicimde ayirabilen hiper diizlemi

tanimlar (38). DVM ¢ekirdek (kernel) yontemini temel alir.

DVM’de, siniflar birbirinden ayrilarak optimal diizlemin elde edilir. Baska bir

deyisle, farkli siniflara ait destek vektorleri arasindaki mesafeyi maksimum yapmaktir.

Sekil 2.15. Verilerin dogrusal olarak ayrilabilme (A) ve ayrilamama durumu (B).
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2.9.3. Yapay Sinir Ag1

Yapay Sinir Aglarinin (YSA) dayandig ilk hesaplama modelinin temelleri
1940’larin basinda arastirmalarina baslayan W.S. McCulloch ve W.A. Pitts’in, 1943
yilinda yayinladiklar1 bir makaleyle (39) atilmistir. 1985 yapay sinir aglarinin oldukca
tanindig1, yogun arastirmalarin basladigi yil olmustur (40).

Yapay Sinir Aglari, biyolojik sinir sistemlerini taklit ederek, eldeki biiylik ve
karmasik veri yigiindan farkli algoritmalar ile yeni bilgi kesfedilmesini saglayan bir
yontemdir. Insan beyni yapisina benzer sekilde, yapay sinir aglar1 agirlikli baglantilar
ile birbirine baglanan, bir anlamda, biyolojik sinir aglarina benzer yapida olan
algoritmalaridir.  YSA,  hiicrelerin  katmanlarla  birlestirilmesiyle  kurulan,
basitlestirilmis  modeller ile  karmasik  problemlerin  ¢6ziimlenmesinde
kullanilmaktadir. YSA  Oncelikle smiflandirma, modelleme ve tahmin
uygulamalarinda ve daha pek ¢ok alanda (saglik, bankacilik, savunma, giivenlik vb.)

kullanilmaktadir.
2.9.4. k-En Yakin Komsuluk

k-En Yakin Komsuluk (k-NN) algoritmasi, simiflandirilacak veriyi baska
verilerle olan yakilik iligkisine gore smniflandirma yapan yontemdir. Her yeni
gozlemin siniflandirmasi veya tahmini, agirlikli ortalamalara goére belirlenen bir
uzakliga gore hesaplanir. k-NN algoritmasi uzaklik dlciimii olarak Oklid, Manhattan,
Minkowski vb. uzakliklar1 kullanir. k bir veri kiimesindeki sonuglar1 siniflandirmak
veya tahmin etmek icin kullanilan en yakin komsularin sayisini ifade eden
hiperparametredir. Bu yontemde k i¢in sabit bir deger yoktur. Bu yiizden farkli k
degerlerini deneyip, en iyi uyumu elde etmek i¢in bir k degerinin bulunmasi daha iyi

sonug verecektir.
2.9.5. Naive Bayes

Bayes Teoremi, 1812 yilinda Thomas Bayes tarafindan bulunan kosullu
olasilik hesaplama formiiliidiir. Naive Bayes (NB) smiflandiricisinin temeli Bayes
teoremine dayanir. Algoritma, her eleman igin tiim olasi siniflarin olasiliklarin

hesapladiktan sonra en yiiksek olasilik  degerine gore simiflandirma


https://en.wikipedia.org/wiki/Thomas_Bayes
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yapar. Degiskenler arasinda giliglii bagimsizlik varsayimlarina sahiptir. Bu, yliksek

boyutluluk problemlerinin ¢oéziilmesine yardimci olur. Naive Bayes modeli, karmagik

hiperparametre tahmini olmadig1 i¢in basit ve kolayca uygulanabilir.
2.9.6. Karar Agaclan

Karar agaglar1 (KA), siiflandirma ve regresyon problemleri igin, yaygin
olarak kullanilan algoritmalardir. KA algoritmalari, birgok degisken olan veri setini,
birtakim kurallar ile kii¢iik kiimelere bolen yontemlerdir. Bagka bir deyisle, karmasik
olmayan kararlar uygulanarak, ¢ok degiskenden olusan veri setlerini, az degiskenli
gruplara bolen bir yapis1 vardir. Bu yontemin ilk hiicrelerine kok olarak adlandirilir.
Veri setindeki tiim gézlem degerlerini kokte yer alan duruma gore “evet” ya da “hayir”
olarak smiflandirir. Kok hiicrelerinden sonra diigiimler yer almaktadir. Digiimler
aracihigiyla siniflandirma yapilmaktadir. Diigiim sayisi ile model karmasikligi dogru
orantihdir. Karar agaci algoritmasinin en altinda yapraklar bulunur. Yapraklar, sinifi
belirtir. KA, sonuglarin yorumu ve anlasilabilirligi agisindan kolay olmasi nedeniyle

tercih edilmektedir.

Asirt uyum (overfitting) problemini ¢6zmek i¢in, modeldeki parametrelere
kisitlamalar ya da budama (pruning) yontemleri uygulanabilir. Budama yontemi, az
sayida nesne igeren yaprak diiglimlerinin karar agaci algoritmasindan kaldirilmasi
islemidir. Karar agac¢larinda, 1D3, C4.5, C5.0, CART, CHAID ve QUEST kullanilan

cesitli algoritmalardir.

2.9.7. Derin Ogrenme

Derin 8grenme (DO), yapay sinir aglarinin katman yapisinin genislemis bi¢imi
olarak tanimlanabilir. Baska bir deyisle DO, yapay sinir aglari modelleri igin
kullanilan gizli katman sayisinin ikiden ¢ok olmasi veya bu katmanlardaki noron
sayisiin fazla olmasi secilmesi ile olusturulan algoritmalardir. DO modellerinin
performanslari; veri seti yapisina, derinlige, secilen optimizasyon ve aktivasyon
yontemlerinin tiirtine gore farklilik gostermektedir. Buna ek olarak, optimizasyon
algoritmalarinin performansi, parametre degerlerine ve sinir ag1 yapisina gore

degisiklik gostermektedir. Derin 6grenme mimarileri temel olarak dogrusal olmayan
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coklu katmanlarin yapay sinir aglaridir ve girdi 6zelliklerine, arastirma amaglarina
gore ¢esitli tiirler 6nerilmistir. Derin 6grenme mimarileri genel olarak ti¢ gruba ayrilir:

Derin sinir aglari, Evrisimli sinir aglari, Tekrarlayan sinir aglaridir (41).

Veri seti boyutu bliylidiikkge 6grenme orani da artmaktadir. Ancak veri seti
biiyiidiik¢e dogru siniflama orani siirekli olarak artmaz, belli bir noktadan sonra dogru
siniflama oranindaki degisim kiiciik olur. Bu nedenle, ayn1 basar1 performansina
boyutu kiiciik veri seti kullanarak ulasilabiliyorsa ve kapasite alan1 6nemliyse, veri seti
belli bir oranda kiigiiltiilerek calismaya dahil edilebilir. Eger veri setindeki gézlem
sayis1 ve degisken az ise derin 6grenme ile yiiksek siniflama performans sonuglarina
ulagilamayabilir. Veri setindeki gozlem sayisi artirilabilir ya da “transfer 6grenmesi”

yontemleri ile 6znitelik transferi yapilabilir.
2.10. Simflandirma Yéntemleri icin Performans Olgiileri

Smiflandirma  yontemleri i¢in kurulan modellerin  performanslarini

karsilastirmak i¢in ¢esitli 6l¢iiler vardir. Bunlardan bazilar1 asagida verilmistir:

° Dogruluk (Accuracy)

J Duyarlilik (Sensitivity)

o Secicilik (Specificity)

o Pozitif Kestirim Degeri (Positive Predictive Value)

o Negatif Kestirim Degeri (Negative Predictive Value)

° ROC Egrisi Altinda Kalan Alan (Area Under the ROC Curve)
o Diizeltilmis Dogruluk Orani (Balanced Accuracy)

. F1-Olgiisii (F1-Measure)

Yukarida yer alan performans olgiileri, Tablo 2.5.’deki 2x2’lik olumsallik

tablosu dikkate alinarak hesaplanmaktadir.
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Tablo 2.5. 2x2’lik Ornek Olumsallik Tablosu

Kestirim Gerc¢ek Durum
Pozitif Negatif
Pozitif Dogru Pozitif (DP) Yanlis Pozitif (YP)
Negatif Yanlis Negatif (YN) Dogru Negatif (DN)

Dogruluk (Accuracy): Dogru siniflamalarin yilizdesi olarak tanimlanir.
Dogruluk 0 ile 1 arasinda degismektedir. Bu istatistigin 1'e yakin degerleri yiiksek

siniflandirma performansini géstermektedir.

DP+DN

Dogruluk = ——————
DP+DN+YP+YN

(2.14)

Duyarhilik (Sensitivity): Ger¢ek pozitiflerin iginde dogru Kkestirilen
pozitiflerin ylizdesidir. Duyarlilik O ile 1 arasinda degisir. 1'e yaklastikca performansi

artar. Bu performans 0l¢iisii “geri ¢cagirma (recall)” olarak da bilinir.

DP
DP+YN

Duyarlilik = (2.15)

Secicilik (Specificity): Gergek negatiflerin i¢inde dogru simiflandirilan
negatiflerin ylizdesidir. Secicilik 0 ile 1 arasinda degisir. 1’e yaklastik¢ca performansi

artar.

DN
YP+DN

Secicilik = (2.16)

Pozitif Kestirim Degeri (Positive Predictive Value): Pozitif olarak
kestirilenlerin iginde gerc¢ek pozitiflerin yiizdesidir. Pozitif kestirim degeri (PKD) O ile
1 arasinda degisir. Bu performans ol¢iisii ayn1 zamanda “kesinlik (precision)” olarak
da bilinir.

Pozitif kestirim degeri = (2.17)

DP+YP
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Negatif Kestirim Degeri (Negative Predictive Value): Negatif olarak
kestirilenlerin i¢inde ger¢ek negatiflerin yiizdesidir. Negatif kestirim degeri (NKD) O

ile 1 arasinda degisir. NKD 1’e yaklastik¢a siniflandirma performansi da artar.

Negatif kestirim degeri = (2.18)

DN+YN

ROC Egrisi Alinda Kalan Alan (Area Under the ROC Curve): ROC egrisi
degisen smiflandirma esik degerlerine gore dogru pozitiflerin sayisinin, yanlis
pozitiflerin bir fonksiyonu olarak ¢izilmesiyle olusur. Dikey eksende duyarlilik, yatay
eksende 1-secicilik degerleri bulunur. ROC egrisi altinda kalan alan (AUC), 0 ile 1
arasinda degisen degerler alabilir. Bu degerin 1’e¢ yaklasmast smiflandirma

performansinin da yiliksek oldugunu gostermektedir.

AUC = [ ROC(t)dt (2.19)

Diizeltilmis Dogruluk Oram (Balanced Accuracy): Diizeltilmis dogruluk
orani (DDO), duyarlilik ve secicilik degerlerinin aritmetik ortalamasidir. DDO 6l¢iisii,
0 ile 1 arasinda degisir. Bu deger 1'e ne kadar yakinsa, siiflandirma performansi o

kadar ytiksektir.

Duyarlilik +Segicilik 29
2 (2.20)

Duzeltilmis dogruluk orant =

F1 Olgiisii (F1-Measure): F1 6lgiisii, duyarlilik ve PKD'nin harmonik
ortalamasidir. F1 Sl¢iisii O ile 1 arasinda degisir. F1 6l¢iisiinlin daha yiiksek degerleri

daha ytiksek performansi gosterir.

PKDxDuyarlilik

F — olciisti = 2 X
¢ PKD+Duyarlilik

(2.21)
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3. GEREC VE YONTEM
3.1.  MIAS veri seti

Calismada acik erisimli Mamografik Goriintii Analiz Derneginin (An open
access Mammographic Image Analysis Society) MIAS veri tabani kullanilmistir (42).
Bu veri seti 161 hastanin sag ve sol meme goriintiilerini iceren 322 dijitallestirilmis
mamografi goriintiisinden olusmaktadir. Goriintiiler “pgm” formatindadir. Veri
tabaninda bulunan mamografi goriintiileri medio-lateral oblique (MLO) teknigine gore
cekilmistir. Veri tabanindaki tim goriintiiler 1024 x 1024 piksel boyutunda, 200
mikron piksel kalinliginda ve 8 bitlik (256 gri seviye) yapidadir. Verilen goriintiiler
209 normal, 61 iyi huylu (benign), 52 kotii huylu (malign) lezyonlarin bulundugu
gorlintiileri  igermektedir.  Goriintiiler  deneyimli  radyologlar  tarafindan
degerlendirilmis, normal olmayan lezyonlar etiketlenmistir. Etiketleme igleminde
memelerin doku yapisi, normal olmayan lezyonlarin siniflandirilmasi, lezyonlarin
koordinatlarinin belirlenmesi ve normal olmayan yapilarin yaklasik yarigaplart

verilmistir. MIAS veri taban1 yedi siitundan olusan bir yapida verilmistir.

1. slitunda goriintiilere mdbxxx olarak bir referans numarasi verilmistir. Burada

xxX, hasta numarasini gostermektedir.

2. stitunda meme dokusunun yapist verilmistir. Bu yapi, F Yagh (Fatty), G
Yagli-glandular (Fatty-glandular), D Yogun-glandular (Dense-glandular) olarak

gosterilmistir.

3. siitunda normal olmayan kitlelerin smiflandirilmast yapilmistir. Bu

siniflandirma asagidaki gibi yapilmstir.

CALC: Kalsifikasyon (calcification)

CIRC: lyi tanimlanmis / sinirh kitleler (well-defined/circumscribed masses)
SPIC: Spiculated kitleler (spiculated masses)

MISC: Kotii tanimlanmus kitleler (ill-defined masses)

ARCH: Yapisal bozulma (architectural distortion)

ASYM: Asimetri (Asymmetry)

NORM: Normal (Normal)
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4. siitunda normal olmayan kitlelerin iyi huylu veya kotii huylu olma durumu

verilmistir.

B: Iyi huylu (benign)

M: Kétii huylu (malign)

5. stitunda kitlenin x ekseni,

6. siitunda y ekseni olmak iizere piksel olarak koordinatlar1 verilmistir.

Koordinat sisteminin baslangi¢ noktasi sol alt kose se¢ilmistir.

7. stitunda ise normal olmayan kitlelerin piksel olarak yaricapr verilmistir.

MIAS veri tabani yapis1 Tablo 3.1.” de verilmistir. MIAS veri tabanindan farkli sinifta

o6rnek mamografi goriintiileri Sekil 3.1.” de verilmistir.

Tablo 3.1.MIAS veri tabani

1. siitun 2. silitun 3. siitun 4. siitun 5. siitun 6. siitun 7. siitun
mdb001 G CIRC B 535 425 197
mdb002 G CIRC B 522 280 69
mdb003 D NORM N

mdb004 D NORM N

mdb005 F CIRC B 477 130 30
mdb006 F NORM N

mdb007 G NORM N

mdb322 D NORM N

(A) mdb003

(B) mdb002

(C) mdb028

Sekil 3.1. MIAS veri tabanindan normal (A), iyi huylu (B) ve kéti huylu (C)
mamografi 6rnekleri.
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3.2. Yontem

3.21.  Onisleme

MIAS veri tabaninda birgok mamografi goriintiisii etiket bilgisi igermektedir.
Mamografi cihazindan kaynaklanan bu etiketler yiiksek yogunluk degerine sahip
olduklar1 i¢in goriintiilerden yanlis sonuglarin elde edilmesine neden olabilirler. Bu
nedenle, etiketlerin mamografi goriintiillerinden temizlenmeleri gerekmektedir.

Mamografi goriintiisiindeki farkli bilesenler Sekil 3.2.’de gdsterilmistir.

Yiiksek ve
diisiik
yogunluklu

etiketler (label)
. Pektoral
kas
Yiiksek yogunluklu
bolge (benign ya da Yaglh doku
malign doku olabilir)
M fi
Arka plan 'alrfogré '
bliei cihazindan
DRl kaynaklanan yapay
(artifact) ¢izgiler

Sekil 3.2. Mamografi goriintiisiindeki farkli bilesenler.

Etiket ve yapay cizgilerin goriintiiden kaldirilmasi i¢in Once On isleme
adiminda esikleme ve morfolojik islemler kullanilmistir. Ik olarak goriintiiler
esikleme yontemi ile ikili (siyah-beyaz) goriintiilere doniistiiriilmiistiir. Esik degerinin
tizerindeki pikseller beyaz, altindaki pikseller siyah yapilarak ikili (binary) bir goriintii
elde edilir. Siyah-beyaz goriintiilerde etiket ve rakamlari igeren bolgeleri silmek igin
asinma Ve genisleme morfolojik islemleri uygulanmistir. Daha sonra elde edilen bu
siyah-beyaz goriintiiler, orijinal goriintii lizerinde maske olarak kullanilmistir. Bu
islemler ile elde edilen goriintiilerdeki meme bolgesi disindaki alanlarin elenmesi

amaclanmistir.
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Daha sonra mamografi goriintiilerinde, goriinti kalitesini artirmak ve
segmentasyon sonuglarin1 daha iyi hale getirebilmek i¢in farkli 6n isleme yontemleri
kullanilmistir. Bu c¢alismada CLAHE, MF ve USM algoritmalarinin farkl
kombinasyonlar1 &n isleme ydntemi olarak kullanilmustir. Ik olarak CLAHE (Al)
algoritmasi tek olarak test edilmistir. Daha sonra MF & CLAHE (A2), MF & USM
(A3), CLAHE & USM (A4), MF & CLAHE & USM (A5) gibi filtrelerin olasi bazi
kombinasyonlar1 olusturulmustur. Bu kombinasyonlardan her biri, her goriintiiye

uygulanmistir.

3.2.2. Boliitleme ve ROI

On isleme yontemleri ile etiketler ve yapay ¢izgilerden temizlenen mamografi
gorintiileri i¢in bir sonraki 6nemli adim, uygun béliitleme yontemi ile goriintiilerden
pektoral kast vb. temizleyerek ROTI’leri ¢ikarmaktir. Bu c¢alismada, 6n isleme
yontemlerinin performansini incelemek i¢in k-ortalamalar kiimeleme algoritmasi
secilmistir. Bu yontem herhangi bir 6n bilgi gerektirmedigi ve diger bolge biiylitme
tekniklerinden daha iyi olmasi sebebiyle tercih edilmistir. Daha sonra, ikinci bir
segmentasyon yonteminin de goriintillerden ¢ikarilan 6zellikler tizerindeki etkisini
gorebilmek amaciyla, kenar tabanli goriintii boliitleme yontemlerinden Canny kenar
algilama algoritmas1 mamografi goriintiilerine uygulanmistir. Goriintii boliitleme
algoritmalarinin uygulanmasindan sonra elde edilen goriintiiler, orijinal goriintiiler
tizerinde maske olarak uygulanarak sonra gergek zemin (ground truth) gériintiileri elde
edilir. Sekil 3.3 ve Sekil 3.4’te 6n isleme yontemleri, A5 algoritmasi ve k-ortalamalar
kiimeleme ve Canny kenar algilama boéliitleme yontemleri uygulandiktan sonra

mamografi goriintiisiiniin son hali verilmistir.
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A B C D

Sekil 3.3. mdb023 nolu mamografi goriintiisii (A), On isleme yontemleri ve A5
algoritmasit ile iyilestirilmis mamografi gorintiisii (B), k-ortalamalar
kiimeleme yontemi uygulanmis mamografi goriintiisii (C), Maskeleme
islemi  uygulandiktan sonra ger¢ek zemin goriintiisii (D).

A B C D

Sekil 3.4. mdb023 nolu mamografi goriintiisii (A), On isleme yontemleri ve A5
algoritmasi ile iyilestirilmis mamografi goriintlisiic (B), Canny kenar
algilama yontemi uygulanmis mamografi goriintiisii (C), Maskeleme islemi
uygulandiktan sonra ger¢ek zemin goriintiisii (D).

3.2.3. Oznitelik ¢ikarim

Mamografi goriintiileri {izerinde goriintii 6n isleme ve boliitleme islemleri
uygulandiktan sonra O6zellik ¢ikarimi gerceklestirilmistir. Bu c¢alismada, 6zellik
cikarma teknigi olarak GLCM ve GLRLM yontemlerinden yararlanilmistir. GLCM
yontemi ile 22 6zellik, GLRLM yontemi ile 11 6zellik ¢ikarilmistir. Bu 6zellikler, ROI
bolgelerinden, GLCM ve GLRLM matrislerinden dort farkli yonde O°, 45°, 90° ve

135" gikarilmustir. Cikarilan bu 6zelliklerin ortalamasi aliarak dzellik matrisi elde
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edilmistir. Boylece, elde edilen bu 6zellik matrisi yardimiyla mamografi goriintiileri,

sayisal verilere dontistiiriilmiistiir.

Ozellik se¢imi i¢in korelasyon matrisi incelenmistir. Elde edilen 33 &zellik
arasindan 0,90 iizerinde korelasyona sahip olan 6zelliklerden sadece birisi segilerek
eleyerek bir se¢cim yapilmistir. Secilen her 0Ozelligin tek basma siniflama
performanslari, ROC Analizi sonucu elde edilen egri altinda kalan alan (AUC)

degerleri ile incelenmistir.

3.2.4. Smflandirma

Goriintii  isleme sonucu elde edilen bu sayisal veriler siniflandirma
yontemlerinde girdi degiskeni olarak kullamlmustir. Boylece gergeklestirilen
uygulamada, hesaplanan &zellikler ile ROI bélgeleri ilk asamada normal-anormal
doku olarak, ikinci asamada benign-malign doku olarak 7 farkli siniflandirma yontemi

ile siniflandirilmistir. Siniflandirma iglemi i¢in kullanilan yontemler:

1) Destek Vektor Makinesi (DVM)
2 Rastgele Orman (RO)

3) Yapay Sinir Ag1 (YSA)

4) k-En Yakin Komsuluk (k-NN)
5) Naive Bayes (NB)

(6) Karar Agaclar1 (KA)

(7)  Derin Ogrenme (DO1 ve DO2)

Ozniteliklerden olusan veri kiimesi %70 ve %30 oraninda egitim Ve test seti
olacak sekilde ikiye ayrilmistir. Normal-anormal siniflamasinda her bir 6n isleme
algoritmasinda egitim setinde 225 ve test setinde 97 mamografi goriintiisii vardir.
Benign-malign siniflamasinda her bir 6n isleme algoritmasinda egitim setinde 79 ve

test setinde 34 mamografi goriintiisii vardir.

DVM yontemi i¢in radyal tabanli ¢ekirdek fonksiyonu kullanilmistir. RO
yonteminde agac sayist (ntree) 500 ve Ozellik sayis1 (mtry) 4 olarak alinarak
siniflandirma performans 6l¢iileri incelenmistir. YSA’da iki katman ve her katmanda

10 néron vardir. Karar agaci yontemi olan CART kullanilmistir. k-NN yonteminde k
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degeri 26 olarak alinmistir. Klasik veri madenciligi yontemleri ile kurulan modeller
igin birini disarida birak (leave-one-out) capraz dogrulama (LOOCV) yoéntemi

kullanilarak sonuclar genellenmistir.

Derin 6grenme algoritmalari i¢in model parametreleri optimize edilerek en
uygun olan 2 model segilmistir. Olusturulan derin 6grenme modelleri logloss
fonksiyonu incelenerek karsilastirilmistir. Logloss fonksiyon degerinin kii¢iik olmasi
istenmektedir. 1. modelde 3 gizli katman (hidden layer) ve her katmanda 20 noron

vardir. 2. modelde 5 gizli katman ve her katmanda 50 ndron vardir.

Siniflandirma yontemleri i¢in kurulan bu modellerin performanslarini
karsilastirmak icin genel dogruluk orani, duyarhlik, segicilik, pozitif kestirim degeri
(PKD), negatif kestirim degeri (NKD), ROC egrisi altinda kalan alan (AUC),
diizeltilmis dogruluk oranm1 (DDO) ve F1 Olgiisii hesaplanmistir. Bu c¢alismada

uygulanan adimlar Sekil 3.5’te verilmistir.

Ayrica mamografi goriintiilerini degerlendirmede meme doku tipi énemli bir
faktor olabilir (32). Bu nedenle 3 farkli meme doku tipi (D, F ve G) i¢in 6n isleme
algoritmalarina ve smiflama yontemlerine gore normal-anormal doku siniflama

sonuglari incelenmistir.
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(Giris)

On Isleme Kombinasyonlari
-CL (A1)

-MF&CL (A2)

-MF&USM (A3)

-CL&USM (A4)

-MF&CL&USM (A5)

Bolitleme

-K-ortalamalar Kiimeleme Algoritmasi
-ROI

Oznitelik Cikarimi
-GLCM

-GLRLM

Siniflandirma
-Normal ve Anormal

-Iyi huylu ve Kétii huylu

Sekil 3.5. On isleme yontemlerinin performanslarmin degerlendirilmesi.




Orijinal Mamografi Gorlintlisii
(Giris)
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On Isleme Yontemi
-MF&CL&USM (A5)

Boliitleme

-K-Ortalamalar Kiimeleme Algoritmasi
-Canny Kenar Algilama Algoritmasi
-ROI

Oznitelik Cikarimi
-GLCM
-GLRLM

Siniflandirma
-Normal ve Anormal
-Iyi huylu ve Kétii huylu

Sekil 3.6. Boliitleme yontemlerinin performanslarinin degerlendirilmesi.
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3.3 Verinin degerlendirilmesinde kullanilan programlar ve paketler

Bu calismada mamografi goriintiilerinin 6n isleme adiminda MATLAB R2017
paket programinda Image Processing Toolbox kullanilmistir. Goriintii boliitleme
adiminda MedPic ara yiiz yazilimi1 kullanilmistir. Goriintiilerin boyutlarint kii¢iiltme
islemi i¢in Fiji-Image J agik erisimli Java tabanli goriintii isleme programi
kullanilmistir. Oznitelik ¢ikarma adiminda MATLAB R2017°de GLCM_ Featuresl ve
GLRL paketlerinin igindeki GLCM.Featuresl.m, findmaxnum, grayrlprops.m,
grayrlmatrix.m, rle 0.m, rle 45.m ve zigzagm fonksiyonlar1 kullanilmistir.
Siniflandirma adiminda ¢esitli siniflama yontemlerinin incelenmesi i¢in R Studio
paket programi kullanilmigtir. R Studio programinda “class”, “e1071”, “caret”,

29 <¢ 9% ¢¢ 2 ¢

“caTools”, “party”, “rpart”, “neuralnet”, “ISLR” ve “h20” paketleri kullanilmistir.
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4. BULGULAR

Bu ¢alismada 161 hastaya ait 322 mamografi goriintiisii igeren MIAS veri seti
kullanilmistir. MIAS veri tabanindaki bazit mamografi goriintiilerini giirilti, etiket ve
sayisallagtirma giiriiltiileri (baz1 diiz ¢izgiler) gibi istenmeyen bilgilerden arindirmak
icin cesitli on isleme yOntemleri kullanilmistir. Bu ¢alisma dort asamada
gerceklestirilmis olup, birinci asama mamografi goriintiilerini iyilestirme, ikinci asama
boliitleme yontemi ile ROI’leri belirleme, {i¢lincii asama ROI bdlgelerinden cesitli
istatistiksel ve doku 6znitelikleri ¢ikarma ve son agsama bulunan bu ROI bélgelerinin
normal-anormal meme dokusu olup olmadiginin ayrimini yapacak 1. siniflandirma
islemi ve bu ROI bolgelerin benign-malign ayrimini yapacak olan 2. siniflandirma

islemidir.

On isleme adimi olarak, goriintii yumusatma algoritmasi olan ortanca filtre,
goriintii keskinlestirme filtresi olan keskin olmayan maskeleme ve goriintiilerin
kontrastin1 artirmak i¢in CLAHE algoritmalarinin farkli kombinasyonlar1 (Al, A2,
A3, Ad ve AS) kullanilmistir. Bir sonraki adimda, k-ortalamalar kiimeleme algoritmasi
ile ROI’ler elde edilmistir.

Elde edilen ROI bolgelerinden, GLCM ve GLRLM teknikleri kullanilarak
toplam 33 oOzellik elde edilmistir. Daha sonra bu ozelliklerin korelasyon matrisi
incelenmistir. 0,90 ve iizerinde korelasyon gosteren degiskenlerden biri elenerek

0zellik se¢cimi yapilmistir. Segilen bu 6zellikler Tablo 4.1.’de 6zetlenmistir.

Tablo 4.1. Korelasyon katsayis1 kullanilarak segilen 9 6zellik

Ozniteligin Oznitelik
cikarildig1 matris Ad1

GLCM Otokorelasyon

GLCM Kontrast

GLCM Kiime 6nemi

GLCM Entropi

GLRLM Short run emphasis
GLRLM Long run emphasis
GLRLM Gray-level non-uniformity
GLRLM Short run low gray-level emphasis

GLRLM Long run low gray-level emphasis
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Tiim 6zelliklerin tek basina Al, A2, A3, A4 ve AS algoritmalarinda AUC
degerlerinin ortalamasi 0,746 (0,520-1,00) araliklarinda degismektedir. Tablo 4.2.’de
secilen 9 Ozelligin her bir 6n isleme yonteminde AUC degeri verilmistir. Bazi
ozelliklerin, baz1 6n isleme algoritmalarinda tek basina bile ¢ok yiiksek performans

gosterdigi gorilmiistiir.

Tablo 4.2. Segilen 6zellikler i¢in 6n isleme yontemlerinden elde edilen AUC degerleri

On isleme yontemleri

Secilen Ozellikler CL MF&CL MF&USM CL&USM MF&CL&USM
(A1) (A2) (A3) (A4) (A5)
Otokorelasyon 0,538 0,575 0,521 0,531 0,579
Kontrast 0,587 0,612 0,505 0,551 0,524
Kiime dnemi 0,543 0,511 0,511 0,600 0,553
Entropi 0,521 0,533 0,512 0,520 0,592
Short run emphasis 0,534 0,578 0,505 0,956 0,946
Long run emphasis 0,502 0,529 0,540 1,000 0,989
Gray leven non- 0,502 0,481 0,538 0,787 0,714
uniformity
Short run low gray 0,514 0,559 0,516 0,766 0,732
leven emphasis
Long run low gray 0,501 0,559 0,603 1,000 0,984

level emphasis

Normal-Anormal Doku Smflandirmasi ve Elde Edilen Sonuglarin

Degerlendirilmesi

Incelenen veri kiimesine ait 6zelliklerin normal-anormal siiflama sonuglari
Tablo 4.3.’te verilmistir. CLAHE algoritmasi tek basina 6n isleme yontemi olarak
kullanildiginda, siniflandirma yontemlerinin performanslari {izerindeki etkisi diisiik
bulunmustur. CLAHE algoritmasiyla birlikte ortanca filtre kullanildiginda (A2), (A1)
algoritmasina gore smiflama performanslart yiikselmistir. MF&CL  (A2)
kombinasyonu kullanildiginda AUC degerleri, MF&USM (A3) kombinasyonu ile
yakin sonuglar vermistir. CL&USM (A4) kombinasyonu ile, tekli ve diger ikili
kombinasyonlara gore daha yiiksek siniflama performanslari elde edilmistir.
MF&CL&USM (A5) kombinasyonunda, yani 3 farkli 6n isleme yontemi birlikte
kullanildiginda, elde edilen siniflama performanslart A4 kombinasyonu ile ¢ok
yakindir. Tablo 4.3.’teki sonuglara gore, genel dogruluk orani, duyarlilik, AUC, F1-
Olgiisii gibi 6lgiilere baktigimizda, DVM, RO, YSA, NB, KA, DO1 ve DO2

siiflandirma yontemlerinin performanslart k-NN yontemine gore daha basarilidir.
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5 farkli 6n isleme kombinasyonu ve 6 farkli siniflama yontemine iliskin AUC

degerlerini gosteren grafik Sekil 4.1.’de sunulmustur.
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Sekil 4.1. Normal ve Anormal siniflamasinda 6n isleme kombinasyonlarinin
siiflama yontemlerinde AUC degerlerinin karsilastirilmasi.
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Tablo 4.3. Normal-anormal siniflama i¢in 6n isleme algoritmalarina gore
siiflandirma yontemlerinin performansi

Performans Olgiileri

Siflandiricr ~ On isleme Dogruluk Duy. Sec. PKD NKD AUC DDO F1
DVM CL 0,649 0,035 0,912 0,143 0,689 0,510 0,473 0,055
MF&CL 0,639 0,281 0.815 0,429 0,697 0,576 0,548 0,339
MF&USM 0,659 0,069 0.912 0,250 0,697 0,563 0,490 0,108
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 1,000 1,000 1,000 1,000 1,000 0,995 1,000 1,000
RO CL 0,608 0,181 0,828 0,353 0,662 0,508 0,505 0,240
MF&CL 0,649 0,282 0,897 0,647 0,650 0,568 0,589 0,393
MF&USM 0,659 0,355 0,803 0,458 0,726 0,551 0,579 0,400
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,989 1,000 0,984 0,971 1,000 0,995 0,992 0,985
YSA CL 0,609 0,609 0,701 0,529 0,670 0,515 0,655 0,536
MF&CL 0,658 0,658 0,754 0,631 0,650 0,626 0,706 0,624
MF&USM 0,665 0,665 0,760 0,640 0,730 0,612 0,713 0,633
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,991 0,991 0,990 0,991 0,990 0,994 0,990 0,991
k-NN CL 0,618 0,304 0,716 0,250 0,768 0,512 0,510 0,274
MF&CL 0,598 0,210 0,847 0,470 0,625 0,524 0,529 0,291
MF&USM 0,567 0,133 0,761 0,200 0,662 0,525 0,447 0,160
CL&USM 0,701 0,552 0,796 0,636 0,734 0,824 0,675 0,591
MF&CL&USM 0,742 0,697 0,766 0,605 0,830 0,823 0,731 0,648
NB CL 0,649 0,187 0,877 0,429 0,687 0,517 0,532 0,260
MF&CL 0,618 0,114 0,903 0,400 0,644 0,565 0,509 0,178
MF&USM 0,732 0,400 0,881 0,600 0,766 0,558 0,640 0,480
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,979 1,000 0,968 0,944 1,000 0,983 0,984 0,971
KA CL 0,526 0,054 0,817 0,154 0,583 0,540 0,435 0,080
MF&CL 0,557 0,289 0,729 0,407 0,614 0,518 0,509 0,338
MF&USM 0,670 0,457 0,790 0,552 0,721 0,518 0,624 0,500
CL&USM 1,000 1,000 1,000 1,000 1,000 0,996 1,000 1,000
MF&CL&USM 0,969 1,000 0,957 0,900 1,000 0,977 0,978 0,947
DO1 CL 0,652 1,000 0,651 0,008 1,000 0,544 0,825 0,016
MF&CL 0,652 0,667 0,652 0,018 0,995 0,597 0,659 0,035
MF&USM 0,658 0,714 0,657 0,044 0,990 0,604 0,686 0,080
CL&USM 0,997 0,991 1,000 1,000 0,995 0,999 0,995 0,995
MF&CL&USM 0,984 0,957 1,000 1,000 0,976 0,979 0,979 0,978
DO2 CL 0,658 0,636 0,659 0,062 0,981 0,546 0,647 0,115
MF&CL 0,686 0,700 0,685 0,186 0,957 0,589 0,692 0,293
MF&USM 0,661 1,000 0,657 0,035 1,000 0,541 0,828 0,067
CL&USM 0,997 0,991 1,000 1,000 0,995 0,999 0,995 0,995

MF&CL&USM 0,978 0,949 0,995 0,991 0,971 0,982 0,972 0,969
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Benign-Malign Doku Siniflandirmasi ve Elde Edilen Sonuglarin

Degerlendirilmesi (k-ortalamalar kiimeleme goriintii boliitleme algoritmasi)

Elde edilen ozelliklerin benign-malign siniflama sonuglar1 Tablo 4.4.’te
verilmistir. Normal ve anormal siniflandirma sonuglarinda oldugu gibi, CLAHE (A1)
algoritmasinin tek basia 6n isleme olarak kullanilmasi siniflandirma yontemlerinin
performanslarinin  diisiik olmasmma neden olmustur. Ancak benign ve malign
siniflamasinda  MF&CLAHE (A2) kombinasyonu On isleme yontemi olarak
kullanildiginda siniflama yontemlerinin performanslar yiikselmistir. MF&USM (A3)
kombinasyonu kullanildiginda, CLAHE (Al) algoritmasina gore daha yiiksek ancak
MF&CLAHE (A2) kombinasyonuna gore daha diisiik siniflama performanslar elde
edilmistir. K-NN ve DO1 algoritmalar1 haric CLAHE&USM (A4) kombinasyonu en
iyi siniflama sonuglarini  vermistir. MF&CLAHE&USM (A5) kombinasyonu
uygulandiginda da siniflama sonuglart yiiksektir ama A4’e gore biraz diistiktiir. Tablo
4.4.’teki sonuglara gore, genel dogruluk orami, duyarliik, AUC, F1-Olgiisii gibi
Olciilere baktigimizda, DVM, RO, YSA, NB ve KA smiflama ydntemlerinin
performanslart k-NN, DO1 ve DO2 yontemine gore daha basarilidir. Benign-malign
siiflandirmasina gore 5 farkli 6n isleme kombinasyonu ve 6 farkli siniflama

yontemine iligkin AUC degerlerini gosteren grafik Sekil 4.2.”de sunulmustur.
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Sekil 4.2. Benign ve Malign siiflamasinda 6n isleme kombinasyonlarinin
siiflama yontemlerinde AUC degerlerinin karsilastirilmasi.
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Tablo 4.4. Benign-malign siniflama i¢in 6n isleme algoritmalarina gore siniflandirma
yontemlerinin performansi

Performans Olgiileri

Simiflandirica  On isleme Dogruluk Duy. Seg. PKD NKD AUC DDO F1
DVM CL 0,470 0,167 0,812 0,500 0,464 0,508 0,489 0,250
MF&CL 0,970 1,000 0,944 0,941 1,000 0,991 0,972 0,969
MF&USM 0,647 0,389 0,937 0,875 0,577 0,617 0,663 0,538
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,941 0,937 0,937 0,937 0,944 0,988 0,941 0,937
RO CL 0,441 0,461 0,428 0,333 0,562 0,501 0,445 0,387
MF&CL 0,920 0,891 0,804 0,726 0,912 0,982 0,847 0,800
MF&USM 0,647 0,565 0,722 0,643 0,650 0,685 0,642 0,600
CL&USM 0,970 0,941 1,000 1,000 0,944 0,991 0,970 0,969
MF&CL&USM 0,970 1,000 0,947 0,937 1,000 0,971 0,973 0,967
YSA CL 0,531 0,531 0,430 0,530 0,520 0,500 0,480 0,531
MF&CL 0,991 0,991 0,980 0,991 0,990 0,996 0,985 0,991
MF&USM 0,602 0,602 0,725 0,600 0,605 0,544 0,663 0,590
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,935 0,929 0,920 0,929 0,930 0,987 0,925 0,929
k-NN CL 0,471 0,333 0,545 0,286 0,600 0,503 0,439 0,307
MF&CL 0,794 0,583 0,909 0,778 0,800 0,843 0,746 0,667
MF&USM 0,676 0,538 0,762 0,583 0,727 0,596 0,650 0,560
CL&USM 0,617 0,526 0,733 0,714 0,550 0,757 0,630 0,605
MF&CL&USM 0,823 1,000 0,667 0,727 1,000 0,849 0,833 0,842
NB CL 0,441 0,400 0,458 0,235 0,647 0,504 0,430 0,296
MF&CL 0,912 1,000 0,842 0,833 1,000 0,963 0,921 0,910
MF&USM 0,647 0,500 0,778 0,667 0,636 0,639 0,639 0,571
CL&USM 0,971 1,000 0,941 0,944 1,000 0,974 0,971 0,971
MF&CL&USM 0,706 1,000 0,545 0,545 1,000 0,913 0,773 0,706
KA CL 0,471 0,636 0,391 0,333 0,692 0,611 0,514 0,437
MF&CL 0,882 0,923 0,857 0,800 0,947 0,919 0,890 0,857
MF&USM 0,588 0,600 0,579 0,529 0,647 0,574 0,589 0,562
CL&USM 0,970 1,000 0,933 0,950 1,000 0,971 0,967 0,974
MF&CL&USM 0,941 1,000 0,888 0,888 1,000 0,922 0,944 0,941
DOI CL 0,549 1,000 0,544 0,019 1,000 0,514 0,772 0,037
MF&CL 0,920 0,877 0,964 0,961 0,885 0,977 0,920 0,917
MF&USM 0,619 0,909 0,588 0,192 0,984 0,597 0,749 0,316
CL&USM 0,867 1,000 0,803 0,711 1,000 0,909 0,901 0,831
MF&CL&USM 0,814 0,712 1,000 1,000 0,656 0,757 0,856 0,832
DO2 CL 0,566 0,667 0,558 0,115 0,951 0,544 0,612 0,197
MF&CL 0,911 0,920 0,905 0,885 0,934 0,921 0,912 0,902
MF&USM 0,655 0,724 0,631 0,404 0,869 0,682 0,677 0,517
CL&USM 0,982 0,981 0,984 0,981 0,983 0,988 0,982 0,981
MF&CL&USM 0,849 0,787 0,923 0,923 0,787 0,902 0,855 0,849




57

Canny Kenar Algilama ve k-Ortalamalar Goriintii Boliitleme Yontemleri

ile Elde Edilen Sonuglarin Degerlendirilmesi

Genellikle k-ortalamalar bdliitleme yonteminde en yiiksek siniflama
performansini veren 6n isleme kombinasyonlarindan MF&CL&USM (AS5) segilerek
kenar tabanli boliitleme teknigi olan Canny kenar algilama algoritmasi uygulanarak
ROT’ler elde edilmistir. Canny kenar algilama boliitleme yontemi uygulandiktan sonra
normal-anormal simiflama sonuglar1 Tablo 4.5.’te verilmistir. Normal-anormal doku
siniflamasi i¢cin Canny kenar algilama algoritmasi tiim siniflama yontemlerinde k-
ortalamalar kiimeleme algoritmasina gore diisiikk performans gostermistir. Bu
sonuglara gére, normal-anormal siniflamasinda genel dogruluk orani, duyarlilik, AUC,
F1-Olgiisii gibi dl¢iilere baktigimizda, DVM, RO, YSA, NB, DO1 ve DO2 simiflama
yontemlerinin performanslari k-NN ve KA yontemine gére daha basarilidir. Normal-
anormal siniflamasi ic¢in k-ortalamalar kiimeleme ve Canny kenar algilama
algoritmalari kullanildiginda siniflama yontemlerinden elde edilen AUC degerlerini

iceren grafik Sekil 4.3.’te sunulmustur.
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Sekil 4.3. MF&CL&USM 6n isleme yontemleri uygulandiktan sonra normal ve
anormal siniflamasinda siniflama yontemlerinin AUC degerlerinin
karsilastirilmasi.
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Canny kenar algilama yontemi uygulandiktan sonra elde edilen 6zelliklerin
normal-anormal doku simiflama sonuglar1 ise Tablo 4.5.°te verilmistir. Normal-
anormal doku smiflamasi i¢in Canny kenar algilama algoritmasi tiim siniflama
yontemlerinde k-ortalamalar kiimeleme algoritmasina gore diisiik performans

gostermistir.

Canny kenar algilama boliitleme algoritmasi ile benign-malign doku
siniflamasinda normal-anormal doku siniflamasina gore daha diisiikk simiflama
performans sonuglari elde edilmistir. Benign-malign siniflamasi igin gore k-
ortalamalar kiimeleme ve Canny kenar algilama algoritmalari kullanildiginda
siniflama yontemlerinden elde edilen AUC degerlerini igeren grafik Sekil 4.4.’te

sunulmustur.
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Sekil 4.4. MF&CL&USM o6n isleme yontemleri uygulandiktan sonra benign ve malign
siniflamasinda siniflama yontemlerinin AUC degerlerinin karsilastirilmasi.
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Tablo 4.5. MF&CL&USM 6n isleme yontemleri uygulandiktan sonra k-ortalamalar
kiimeleme ve Canny kenar algilama algoritmalarinin normal-anormal

siniflama igin siniflandirma yontemlerinin performansi

Performans Olgiileri

Siniflandirier  Boliitleme
Yontemi Dogruluk Duy. Sec. PKD NKD AUC DDO F1
DVM K-ortalamalar 1,000 1,000 1,000 1,000 1,000 0,995 1,000 1,000
Canny kenar algilama 0,773 0,667 0,828 0,667 0,828 0,884 0,747 0,667
RO K-ortalamalar 0,989 1,000 0,984 0,971 1,000 0,995 0,992 0,985
Canny kenar algilama 0,835 0,667 0,922 0,815 0,843 0,846 0,794 0,733
YSA K-ortalamalar 0,991 0,991 0,990 0,991 0,990 0,994 0,990 0,991
Canny kenar algilama 0,842 0,720 0,930 0,840 0,850 0,890 0,825 0,840
k-NN K-ortalamalar 0,742 0,697 0,766 0,605 0,830 0,823 0,731 0,648
Canny kenar algilama 0,567 0,108 0,850 0,308 0,607 0,560 0,479 0,159
NB K-ortalamalar 0,979 1,000 0,968 0,944 1,000 0,983 0,984 0,971
Canny kenar algilama 0,763 0,656 0,815 0,636 0,828 0,853 0,736 0,646
KA K-ortalamalar 0,969 1,000 0,957 0,900 1,000 0,977 0,978 0,947
Canny kenar algilama 0,784 0,757 0,800 0,700 0,842 0,636 0,778 0,727
DO1 K-ortalamalar 0,984 0,957 1,000 1,000 0,976 0,979 0,979 0,978
Canny kenar algilama 0,773 0,772 0,778 0,923 0,495 0,849 0,775 0,841
DO2 K-ortalamalar 0,978 0,949 0,995 0,991 0,971 0,982 0,972 0,969
Canny kenar algilama 0,792 0,782 0,829 0,943 0,513 0,872 0,805 0,854
Tablo 4.6. MF&CL&USM 6n isleme yontemleri uygulandiktan sonra k-ortalamalar
kiimeleme ve Canny kenar algilama algoritmalarinin benign-malign
siiflama i¢in siniflandirma yontemlerinin performansi
Performans Olgiileri
Boliitleme
Simflandirict  Yontemi Dogruluk Duy. Se¢. PKD NKD AUC DDO F1
DVM K-ortalamalar 0,941 0,937 0,937 0,937 0,944 0,988 0,941 0,937
Canny kenar algilama 0,412 0,357 0,450 0,312 0,500 0,501 0,404 0,333
RO K-ortalamalar 0,970 1,000 0,947 0,937 1,000 0.971 0,973 0,967
Canny kenar algilama 0,471 0,400 0,526 0,400 0,526 0,515 0,463 0,400
YSA K-ortalamalar 0,935 0,929 0,920 0,929 0,930 0,987 0,925 0,929
Canny kenar algilama 0,558 0,558 0,615 0,553 0,450 0,577 0,586 0,553
k-NN K-ortalamalar 0,823 1,000 0,667 0,727 1,000 0,849 0,833 0,842
Canny kenar algilama 0,530 0,545 0,522 0,353 0,706 0,533 0,534 0,428
NB K-ortalamalar 0,706 1,000 0,545 0,545 1,000 0,913 0,773 0,706
Canny kenar algilama 0.617 0,467 0,737 0,583 0,636 0,516 0,602 0,519
KA K-ortalamalar 0,941 1,000 0,888 0,888 1,000 0,922 0,944 0,941
Canny kenar algilama 0,588 0,714 0,500 0,500 0,714 0,505 0,607 0,588
DO1 K-ortalamalar 0,814 0,712 1,000 1,000 0,656 0,757 0856 0,832
Canny kenar algilama 0,557 0,551 0,667 0,967 0,077 0,514 0,609 0,702
DO2 K-ortalamalar 0,849 0,787 0,923 0,923 0,787 0,902 0,855 0,849
Canny kenar algilama 0,566 0,554 1,000 1,000 0,058 0,523 0,777 0,713
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Tablo 4.3., Tablo 4.4., Tablo 4.5. ve Tablo 4.6.’daki sonuglara gore genel
olarak DO1 ve DO2 veri madenciligi yontemlerinden daha yiiksek bir performans

gostermemistir.
Doku Tiplerine Gore Sonuclarin Degerlendirilmesi

MIAS veri tabanindaki mamografi goriintiilerinin meme doku tipine gore, 6n
isleme kombinasyonlarinin normal-anormal siniflandirma performanslar1 Tablo 4.7.,
Tablo 4.8. ve Tablo 4.9.’da verilmistir. Bu sonuglara gére meme doku tipi yogun
(Dense glandular, D) olan mamografi goriintiilerinin siniflandirma performanslari
diger doku tiplerine gére DVM, k-NN ve KA siniflama yontemlerinde A2 6n isleme
yonteminde daha diisiiktiir. Meme doku tipi yagli (Fatty, F) olan mamografi
gorlntiilerinin siniflandirma performanslar1 diger doku tiplerine gére DVM, YSA ve
K-NN A2 6n isleme yonteminde daha yiiksektir. Her bir doku tipine 5 farkli 6n isleme
kombinasyonu ve 6 farkli siniflama yontemi sonuglari, AUC degerlerini bulunduran
Sekil 4.5.te grafikler halinde sunulmustur. CLAHE&USM (A4) ve
MF&CLAHE&USM (A5) 6n isleme algoritmalarinda tiim yontemlerin siniflama
performanslar1 daha yiiksek elde edilmistir. Bu sonuglara gére meme doku tipleri

arasinda ¢ok farklilik yoktur.
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Sekil 4.5. On isleme yontemlerinin doku tipine gdre normal-anormal siniflamasinda

siiflama yontemlerinin AUC degerlerinin karsilagtirilmasi.
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Tablo 4.7. Meme doku tipi D (Yogun, Dense glandular) olan mamografi gériintiileri
i¢cin normal-anormal siniflama i¢in 6n isleme algoritmalarina gore
siniflandirma ydntemlerinin performansi
. Performans Olgiileri

Siniflandiricr  On isleme Dogruluk Duy. Seg. PKD NKD AUC DDO F1
DVM cL 0,676 0333 080 0375 0769 0500 0567 0,353
MF&CL 0,647 0154 0952 0667 0645 0505 0553 0,250
MF&USM 0,764 0250 0923 0500 080 0592 058 0,333
CL&USM 1,000 1,000 1,000 1000 1000 1000 1,000 1,000
MF&CL&USM 0,412 1,000 0913 0846 1000 1,000 0956 0,917
RO cL 0598 0598 0700 0450 0500 0583 0350 0570
MF&CL 0529 0125 0654 0100 0708 0568 038 0111
MF&USM 0558 0062 1000 1000 0545 059 0531 0117
CL&USM 1,000 1,000 1,000 1000 1000 1000 1,000 1,000
MF&CL&USM 0991 0991 1000 0991 1000 1000 1,000 0,991
YSA cL 0,598 0598 0590 0526 0540 0518 0594 0,549
MF&CL 0,670 0670 0660 0634 0630 0512 0665 0,635
MF&USM 0,696 0696 0690 0668 0650 0567 0693 0,682
CL&USM 1,000 1,000 1,000 1000 1000 1000 1,000 1,000
MF&CL&USM 1,000 1,000 1,000 1000 1000 1,000 1,000 1,000
k-NN cL 0598 0598 0575 0570 0565 0560 0586 0583
MF&CL 0764 0001 0928 0001 082 0500 0464 0,001
MF&USM 0676 0091 095 0500 0687 0500 0523 0152
CL&USM 0765 0500 0462 0500 0846 0785 0673 0500
MF&CL&USM 0768 0768 0800 0765 0750 0739 0784 0765
NB cL 0,588 0333 0680 0272 0739 0613 0506 0,300
MF&CL 0,706 0500 0818 0600 0750  058L 0659 0,545
MF&USM 0,558 0154 0801 0333 0607 0500 0482 0,210
CL&USM 1,000 1,000 1,000 1000 1000 1000 1000 1,000
MF&CL&USM 1,000 1,000 1,000 1000 1000 1000 1,000 1,000
KA cL 0529 0111 0680 0111 0680 0501 0395 0111
MF&CL 0323 0143 0370 005 0625 0500 0256 0,080
MF&USM 0676 0375 0769 0333 080 0610 0572 0353
CL&USM 0991 0991 1,000 0991 1000 098 0995 0991
MF&CL&USM 1,000 1,000 1,000 1000 1000 1000 1000 1,000
DO1 cL 0,687 1,000 0684 0027 1000 0500 0842 0,052
MF&CL 0768 0857 075 033 0974 0638 0806 0479
MF&USM 0705 0800 0700 0111 0987 0605 0750 0,193
CL&USM 0919 0909 0924 0833 090 0947 0916 0,869
MF&CL&USM 0964 0900 1000 1000 0947 0955 0950 0,947
DO2 cL 0696 0667 0698 0111 0974 0605 0682 0,190
MF&CL 0,750 1,000 0731 0222 1000 0665 0865 0363
MF&USM 0687 0667 0688 005 0987 0599 0677 0,099
CL&USM 0982 0947 1000 1000 0974 0990 0974 0973
MF&CL&USM 0902 0766 1000 1000 085 0970 0883 0867
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Tablo 4.8. Meme doku tipi F (Yagli, Fatty) olan mamografi goriintiileri i¢in normal-
anormal siniflama i¢in 6n isleme algoritmalarina gore siniflandirma
yontemlerinin performansi

Performans Olgiileri

Siniflandiricr  On isleme Dogruluk Duy. Sec. PKD NKD AUC DDO F1
DVM CL 0,594 0,077 0,947 0,500 0,947 0,501 0,512 0,133
MF&CL 0,625 0,200 0,818 0,333 0,692 0,670 0,509 0,250
MF&USM 0,656 0,273 0,857 0,500 0,692 0,534 0,565 0,353
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
RO CL 0,468 0,077 0,737 0,167 0,538 0,505 0,407 0,105
MF&CL 0,594 0,333 0,750 0,444 0,652 0,621 0,542 0,381
MF&USM 0,594 0,250 0.800 0,428 0,640 0,614 0,525 0,316
CL&USM 1,000 1,000 1,000 1.000 1,000 1,000 1,000 1,000
MF&CL&USM 0,968 1,000 0,956 0,900 1,000 0,986 0,978 0,947
YSA CL 0,585 0,585 0,580 0,565 0,560 0,530 0,582 0,570
MF&CL 0,651 0,651 0,650 0,635 0,645 0,628 0,650 0,633
MF&USM 0,651 0,636 0,640 0,643 0,650 0,636 0,638 0,639
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,981 0,981 0,980 0,982 0,981 0,985 0,980 0,981
k-NN CL 0,562 0,363 0,667 0,363 0,667 0,500 0,515 0,091
MF&CL 0,718 0,300 0,909 0,600 0,740 0,598 0,604 0,400
MF&USM 0,656 0,083 1,000 1,000 0,645 0,500 0,541 0,153
CL&USM 0,125 0,800 0,818 0,667 0,900 0,857 0,809 0,726
MF&CL&USM 0,687 0,400 0,818 0,500 0,750 0,866 0,609 0,444
NB CL 0,406 0,273 0,476 0,214 0,555 0,500 0,374 0,240
MF&CL 0,687 0,363 0,857 0,571 0,720 0,585 0,610 0,444
MF&USM 0,594 0,214 0,888 0,600 0,592 0,566 0,551 0,316
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,968 1,000 0,947 0,928 1,000 0,981 0,937 0,963
KA CL 0,500 0,643 0,389 0,450 0,583 0,502 0,516 0,529
MF&CL 0,531 0,444 0,643 0,615 0,473 0,539 0,543 0,516
MF&USM 0,562 0,357 0,722 0,500 0,591 0,591 0,539 0,417
CL&USM 0,991 0,991 1,000 0,991 1,000 0,987 0,995 0,991
MF&CL&USM 0,968 1,000 0,952 0,916 1,000 0,973 0,976 0,956
DO1 CL 0,641 1,000 0,634 0,050 1,000 0,508 0,817 0,095
MF&CL 0,651 0,636 0,652 0,175 0,939 0,572 0,644 0,274
MF&USM 0,669 0,778 0,659 0,175 0,969 0,555 0,719 0,285
CL&USM 0,924 0,970 0,903 0,825 0,985 0,983 0,937 0,891
MF&CL&USM 0,962 0,928 0,984 0,975 0,954 0,976 0,956 0,951
DO2 CL 0,641 0,750 0,637 0,075 0,984 0,514 0,693 0,136
MF&CL 0,632 0,667 0,631 0,050 0,985 0,613 0,648 0,092
MF&USM 0,669 0,857 0,656 0,150 0,984 0,606 0,757 0,254
CL&USM 0,915 0,844 0,967 0,950 0,894 0,935 0,906 0,894
MF&CL&USM 0,972 0,930 1,000 1,000 0,954 0,984 0,965 0,964
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gorintiileri i¢in normal-anormal siniflama i¢in 6n isleme algoritmalarina

gore siiflandirma yontemlerinin performansi

Performans Olgiileri

Smiflandirier  On isleme Dogruluk Duy. Seg. PKD NKD AUC DDO F1
DVM CL 0,594 0,091 0,857 0,250 0,643 0,516 0,474 0,133
MF&CL 0,625 0,001 0,905 0,333 0,655 0,502 0,498 0,143
MF&USM 0,656 0,001 0,952 0,500 0,667 0,527 0,521 0,154
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
RO CL 0,719 0,556 0,782 0,500 0,818 0,641 0,669 0,526
MF&CL 0,594 0,214 0,889 0,600 0,592 0,500 0,551 0,316
MF&USM 0,718 0,400 0,863 0,571 0,760 0,500 0,632 0,470
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1.000 1,000
MF&CL&USM 0,968 1,000 0,952 0,917 1,000 0,988 0,976 0,956
YSA CL 0,644 0,644 0,640 0,618 0,620 0,587 0,642 0,617
MF&CL 0,577 0,577 0,570 0,522 0,565 0,501 0,573 0,534
MF&USM 0,663 0,663 0,625 0,650 0,640 0,602 0,644 0,860
CL&USM 1,000 1,000 1,000 1,000 1,000 1,000 1,000 1,000
MF&CL&USM 0,990 0,990 0,991 0,991 0,990 0,985 0,990 0,990
k-NN CL 0,656 0,091 0,952 0,500 0,667 0,541 0,521 0,152
MF&CL 0,628 0,628 0,630 0,602 0,625 0,578 0,629 0,608
MF&USM 0,718 0,100 1,000 1,000 0,701 0,500 0,550 0,182
CL&USM 0,812 0,714 0,889 0,833 0,800 0,771 0,801 0,769
MF&CL&USM 0,844 0,714 0,880 0,625 0,916 0,985 0,797 0,666
NB CL 0,750 0,750 0,750 0,500 0,900 0,714 0,750 0,600
MF&CL 0,625 0,300 0,772 0,375 0,708 0,502 0,536 0,333
MF&USM 0,718 0,222 0,913 0,500 0,750 0,500 0,567 0,307
CL&USM 1,000 0,990 1,000 1,000 1.000 0,990 1,000 0,990
MF&CL&USM 0,968 1,000 0,960 0,875 1,000 0.983 0,980 0,933
KA CL 0,625 0,538 0,684 0,538 0,684 0,602 0,611 0,538
MF&CL 0,437 0,111 0,565 0,091 0,619 0,578 0,338 0,100
MF&USM 0,468 0,250 0,600 0,272 0,571 0,575 0,425 0,261
CL&USM 0,990 0,990 1,000 1,000 1,000 0,986 0,995 0,990
MF&CL&USM 0,968 1,000 0,950 0,923 1,000 0,972 0,975 0,960
DO1 CL 0,711 0,667 0,723 0,378 0,895 0,663 0,695 0,482
MF&CL 0,673 1,000 0,663 0,081 1,000 0,567 0,832 0,149
MF&USM 0,702 1,000 0,683 0,162 1,000 0,636 0,842 0,279
CL&USM 0,952 0,881 1,000 1,000 0,925 0,947 0,940 0,937
MF&CL&USM 0,856 0,867 0,851 0,703 0,940 0,899 0,859 0,776
DO2 CL 0,653 0,667 0,653 0,054 0,985 0,523 0,660 0,099
MF&CL 0,673 0,800 0,667 0,108 0,985 0,528 0,733 0,189
MF&USM 0,653 1,000 0,650 1,027 1,000 0,549 0,825 0,053
CL&USM 0,836 0,954 0,805 0,567 0,985 0,935 0,879 0,711
MF&CL&USM 0,981 0,949 1,000 1,000 0,970 0,981 0,974 0,974




65

5. TARTISMA

Mamografi goriintiilerinde, siipheli bolgelerin bilgisayar destekli sistemler
araciligiyla belirlenmesi son yirmi yilda bir¢ok arastirmaci tarafindan aragtirilmastir.
Alanyazinda yapilan ¢alismalarda, stipheli bolgeleri belirlemede 6n isleme adiminin,
boliitleme ve oznitelik ¢ikarimi agamalarinda ¢ok 6nemli oldugu vurgulanmaktadir.
Cesitli 6n isleme yontemleri arasindan yaygin olarak CLAHE, ortanca filtre, keskin
olmayan maskeleme algoritmalart kullanilmaktadir (12,32,43). Nadiren Gauss
filtreleme, ortalama filtreleme, sobel gradyan gibi farkli yontemler de 6n isleme
algoritmasi olarak kullanilmigtir (44). Alanyazinda ¢ogu c¢alismada On isleme
algoritmalari, tekli ya da ikili sekilde kullanilmistir. Ancak, 6n isleme yontemleri ile
ilgili bu calismada oldugu kadar adim adim detayl1 bir calisma bulunmamaktadir. Bu
nedenle, bu calisma, farkli 6n isleme yontemlerine ait farkli kombinasyonlarin
kullaniminin smiflama yontemlerinin performanslarina etkilerini gérmek igin

planlanmustir.

Al-Najdawi ve dig. (12) yaptiklart ¢alismada 6n isleme yontemi olarak
CLAHE, ortanca filtre ve Gauss filtre algoritmalarini kullanmislardir. Bu 3 filtreleme
yontemini, tekli ve ikili kombinasyonlarini, MLO ve craniocaudal view (CC)
tekniklerine gore ¢ekilen mamografi goriintiilerinde uygulamiglardir. Bu ¢alismada
CLAHE ve MF 6n isleme algoritmalarina ek olarak, literatiirden farkli olarak USM 6n
isleme yonteminin de etkisini gormek i¢in, USM 06n isleme yontemi de uygulanarak

farkl1 6n isleme kombinasyonlari olusturuldu.

Tiedeu ve dig. (44) yaptiklar1 c¢aligmada kendi gelistirdikleri CEI (i)
algoritmas1 ile goriintiilerin  kontrastlarimi  artirmiglardir.  Orijinal  goriintiiyi
yumusatmak i¢in Gauss filtreleme yontemi kullanmiglardir. Bu iki 6n isleme
yontemini uyguladiktan sonra, gelistirilmis 66 mamografi goriintiisiinde adaptive
esikleme segmentasyon yontemini uygulayarak elde edilen ROI bolgelerinden, bir dizi
moment tabanli geometrik 6zellik ¢ikarilmistir. Elde edilen bu 6zellikler ile, segicilik
%87,77, duyarlilik %100 olarak bulunmustur. Al-Najdawi ve dig. (12) yaptiklar
calismada On isleme yontemi olarak CLAHE, ortanca ve Gauss filtre algoritmalarini

kullanmuislardir. Performans ol¢iisii olarak duyarlilik %96,2 ve segiciligi %94,4
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bulunmustur. Aswini Kumar Mohanty ve dig. (45) ROI bdlgelerinden GLCM ve
GLRLM tekniklerine gore toplam 19 6zellik ¢ikararak C5 karar agaci algoritmasina
gore smiflama yapmislardir. Dogruluk %93,6 ve egri altinda kalan alan (AUC)
degerini %99,5 olarak elde etmislerdir. Punitha ve dig. (46) GLCM ve GLRLM
teknikleri yardimiyla elde edilen 45 6zellik i¢in ileri beslemeli geri yayilim sinir ag1
algoritmasina gore siiflama yapmislardir. Duyarlilik %98,1 ve segicilik %97,8 olarak
bulunmustur. Bu ¢alismada normal-anormal doku siniflamasinda CLAHE&USM (A4)
ve MF&CLAHE&USM (A5) algoritmalarini, benign-malign doku siniflamasinda ise
MF&CLAHE (A2), CLAHE&USM (A4) ve MF&CLAHE&USM (A5)
algoritmalarin1 ve k-ortalamalar kiimeleme boliitleme yontemi kullanildiginda,
duyarlilik ve segicilik degerleri %100 olarak elde edilmistir. Genelde ¢alismalarda
duyarlilik ve segicilik iizerinden yorum yapilmistir. Ancak bu calismada her iki

performans 6l¢iistinii birlestiren AUC degerleri {izerinden yorum yapilmustir.

Genellikle tiim 6n isleme kombinasyonlarinda DVM, RO ve YSA yontemleri
K-NN, NB ve KA’na gore daha iyi performans gostermislerdir. Alanyazinda yapilan
calismalarda, DVM’ nin genellikle yiiksek sonuglar1 verdigi gériilmistiir (25,47).

Bu ¢alismada k-ortalamalar kiimeleme boliitleme yontemi uygulandiktan sonra
normal-anormal doku siniflamasinda CLAHE (A1), MF&CLAHE (A2) ve MF&USM
(A3), benign-malign doku siiflamasinda CLHAE (Al) ve MF&USM (A3) 6n isleme
kombinasyonlarinda diisik, CLAHE&USM (A4) ve MF&CLAHE&USM (A5) 6n
isleme kombinasyonlarinda ise her iki doku siniflamasinda performans 6l¢iilerinin ¢ok
yiiksek oldugu goriilmiistiir. Bu durumun siniflama yontemlerine ait agir1 uyum (over-
fitting) sorunu oldugu diistiniilmemektedir. Clinkii GLRLM teknigine gore elde edilen
short run emphasis, long run emphasis ve long run low gray level 6zelliklerinin tek
basina AUC degerleri incelendiginde oldukga yiiksek oldugu goriilmistiir. Genel
anlamda elde edilen ozelliklerin hepsi ¢ok iyi performansh ozelliklerdir. Yapilan
arastirmalara gore, gorlintii isleme sonucu asir1 yiikksek sonu¢ elde edilmesinin

nadirende olsa miimkiin olabilecegi diistiniilmektedir (48).

Saif ve dig. (49) Canny kenar algilama ve Otsu esikleme gibi iki farkli
segmentasyon algoritmasi teknigini sunmuslardir. Onerilen algoritmalarin etkinligi,

tibbi ve tibbi olmayan goriintiiler i¢in degerlendirilmistir. Endoskopik goriintiilerde
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nesnelerin arka plandan net bir ayrimi olmadigi i¢in Canny segmentasyon yonteminin
Otsu esikleme yonteminden daha uygun oldugu belirtilmistir. Ancak herhangi bir
siiflama yontemi ile Canny kenar algilama ve Otsu esikleme yontemlerinin siniflama
performanslart incelenmemistir. Shrivastava ve dig. (50) Canny kenar algilama teknigi
ile siipheli alanin yaklasik olarak tespit edildigini belirtmislerdir. Gelecek
caligmalarda, ¢ikarilan bolgenin sekli ve ozellikleri temelinde, kotli huylu veya iyi
huylu olup olmadigina gore siniflandirmasi igin kullanilabilecegini sdylemislerdir. Bu
tez galigmasi kapsaminda literatiirden farkli olarak kenar tabanli goriintii boliitleme
teknigi olan Canny kenar algilama yontemi ile bolge tabanli goriintii boliitleme teknigi
olan k-ortalamalar kiimeleme yonteminin siniflama performanslar1 karsilagtirtlmistir.
k-ortalamalar kiimeleme algoritmasinin Canny kenar belirleme algoritmasindan daha

yiiksek siniflama 6zelligine sahip oldugu bulunmustur.

Yapilan ¢aligmalar, meme doku tiplerinin meme kanserinin tespit edilmesinde
tizerinde zorluklar oldugunu gostermistir (51, 52, 53). Meme doku tipine gore
kullanilabilecek farkli béliitleme yontemleri ile ilgili bir calisma olmakla birlikte (32),
farklt meme doku tiplerinin siniflandirma yontemlerinin performanslarina katkisinin
incelendigi herhangi bir ¢aligma yoktur. Bu nedenle, mamografi goriintiilerinin, meme
doku tiplerine gore yogunluk degisikliklerinin incelenmesi risk degerlendirmesi
acisindan 6nemli olabilir. Bu tez kapsaminda normal-anormal siniflamasinda meme
doku tipine gore de degerlendirme yapilmistir. Bu degerlendirmeye gére meme doku
tipt yogun (Dense glandular, D) olan mamografi goriintiilerinin siniflandirma
performanslari diger doku tiplerine gére DVM, k-NN ve KA siiflama yontemlerinde
MF&CLAHE (A2) on isleme yonteminde daha diisliktiir. Tim smiflama
yontemlerinde CLAHE&USM (A4) ve MF&CLAHE&USM (AS) on isleme
kombinasyonlari ti¢ farkli meme doku tipi i¢in yliksek siniflama performans sonuglar

elde edilmistir.
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6. SONUC VE ONERILER

Mamografi goriintiilerinde siipheli bolgelerin belirlenmesi igin goriintii
isleme algoritmalar1 uygulanmadan once, goriintiilerin kalitesinin iyilestirilmesi
gerekmektedir. Bu ¢aligmada, mamografi goriintiileri tizerindeki giiriiltiilerin ve etiket
bilgisi gibi istenmeyen nesnelerin kaldirilmasi i¢in farkli 6n isleme kombinasyonlari
uygulanmistir. Ayn1 zamanda farkli kombinasyonlarda veri madenciligi yontemlerinin

siniflama performanslart karsilastiriimistir.

o Calismada yapilan tiim olas1 siniflamalarda 6n isleme yontemi olarak
CLAHE algoritmasi tek basina kullanildiginda, diger 6n isleme kombinasyonlarina

kiyasla diisiik siniflama performans degerleri elde edilmistir.

o Normal-anormal doku siniflamasinda, CL&USM (A4) ve
MF&CL&USM (A5) algoritmalarinin simiflama performanslar ile diger 6n isleme

kombinasyonlarina gore daha yiiksek elde edilmistir.

. Benign-malign doku siniflamasinda, MF&CL (A2), CL&USM (A4) ve
MF&CL&USM (AS) algoritmalarinin simiflama performanslart diger 6n isleme

kombinasyonlarina gore daha yiiksek elde edilmistir.

J Siniflama yontemleri agisindan bakildiginda, performans Olgiilerine
gére DVM, RO, YSA yéntemlerinin k-NN, NB, KA, DO1 ve DO2 yéntemlerine gore
daha basarili oldugu soylenebilir.

o Mamografi goriintiilerinde goriintli boliitleme yontemi olarak canny
kenar algilama yontemi uygulandiginda k-ortalamalar kiimeleme yontemine gére hem
normal-anormal hem de benign-malign doku siniflamasi igin daha diisiik siniflama
performans sonuglari elde edilmistir. Bu nedenle, mamografi goriintiilerindeki
nesnelerin arka plandan ayrimi oldugu i¢in kenar tabanli bir goriintii boliitleme teknigi
olan Canny yontemi yerine, bolge tabanli bir goriintii boliitleme yontemi olan k-
ortalamalar kiimeleme yontemi, tiim farkli 6n isleme ve veri madenciligi algoritmalari

acisindan degerlendirildiginde, tercih edilebilir.
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J Bu veri setinde veri madenciligi yontemlerine ek olarak kullanilan iki
farkli derin 6grenme modellerinin DVM ve RO algoritmalarina bir {stiinliik
saglamadigir sOylenebilir. Bunun nedeni olarak c¢ikarilan 6znitelik ve mamografi

gorilintii say1sinin az olmasi gosterilebilir.

. Meme doku tipine gore farkli on isleme algoritmalarinda, veri
madenciligi ve derin O6grenme algoritmalarinin performanslar1 karsilastirilmistir.
Meme doku tipine gore siniflama yontemlerinin performanslart incelendiginde
MF&CLAHE (A2) 6n isleme kombinasyonunda ve DVM, k-NN ve KA siniflama
yontemleri igerisinde yogun meme dokusunun siniflama performansinin daha diisiik
oldugu goriilmiistiir. Meme doku tipi yagh (Fatty, F) olan mamografi goriintiilerinin
simniflandirma perfomanslart diger doku tiplerine gére DVM, YSA ve k-NN
MF&CLAHE (A2) 6n isleme yonteminde daha yiiksektir. Bunun birinci nedeni olarak,
meme doku tipinin yogun olmasi durumunda lezyonlar1 belirlemenin zor ve meme

doku tipinin yagl olmasi durumunda ise lezyonlar1 belirlemenin daha kolay olmasidir.

Alanyazinda, ortanca filtreleme yonteminin, tuz ve biber giiriiltiisiiyle asirt
derecede bozulmus bir goriintiiniin, giiriiltii azaltma basarisinin daha yiiksek oldugu
goriilmiistiir (12). Bu nedenle, ileride yapilacak ¢alismalarda, normal goriintiilere tuz
ve biber giiriiltiisii eklenerek 6n isleme yontemleri uygulandiktan sonra normal-
anormal doku olarak siniflama performanslari incelenebilir. Cilinkii goriintiilerdeki
giiriiltii tiirlerine gore kullanilmasi gereken 6n isleme teknikleri arasinda da farkliliklar

olabilir (9).

Calismada agik erigimli veri tabanindan elde edilen sadece 161 kisiye ait 322
mamografi goriintiisii iizerinde goriintii isleme adimlart gergeklestirilmistir. Kullanilan
on igleme kombinasyonlar1 daha biiyiik veri setlerinde de uygulanabilir. Daha biiyiik
veri setlerinde, 6n isleme yontemleri uygulandiktan sonra elde edilecek 6zniteliklerin

derin 6grenme algoritmalari ile siniflama basarilar tekrar incelenebilir.

Calismada olusturulan farkli katman ve ndron sayilarina ek olarak, farkl
hiperparametreler ile derin 6grenme modelleri olusturularak normal-anormal ya da

benign-malign siniflama performanslar incelenebilir.
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MIAS veri tabanindaki mamografi goriintiileri MLO (mediolateral oblique
view) teknigine gore cekilmistir. Mamografi goriintiileri CC (craniocaudal view)
teknigine gore de c¢ekilebilmektedir. CC teknigine gore c¢ekilen mamografi
goriintiilerinde pektoral kas yer almamaktadir. Gelecek calismalarda CC teknigine
gore ¢ekilmis mamografi goriintiilerinden elde edilen 6zellikler ile MLO teknigine
gore elde edilen Ozelliklerin siiflandirma yontemlerinin performansi tizerindeki

etkileri incelenebilir.
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