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OZET

IKiLi ARKA PLAN DESTEKLIi YAZAR - BAGIMSIZ

YAZARLIK DOGRULAMA SISTEMi

Pelin CANBAY

Doktora, Bilgisayar Miihendisligi Boliimii
Tez Damismani: Prof. Dr. Ebru SEZER
Es Damsman: Prof. Dr. Hayri SEVER

Temmuz 2020, 192 sayfa

Yazar dogrulama, yazari bilinmeyen bir metnin siipheli bir yazara ait olup olmadigini
bulmaya ¢alisan bir karar problemidir. Bu problem, uzun yillardir ilgi goren yazar analizi
caligmalarinin en temel problemlerinden biridir. Yazar dogrulama probleminin zorlugu,
stipheli yazara ait oldugu bilinen dokiiman sayisinin az olmasindan kaynaklanmaktadir.
Giincel ve ilgi goren bir konu olan yazar dogrulama problemine literatiirde genellikle
yazar bagiml lislup karsilastirmasi ¢6ziim olarak sunulmustur. Fakat siipheli yazara ait
oldugu bilinen metin miktar1 azaldik¢a dogru lislubun ¢ikarilmasi da zorlasmaktadir. Bu
tez caligmasinda, slipheli yazara ait oldugu bilinen metin miktarinin ¢ok az oldugu
durumda bile yazar dogrulamasinin nasil yapilmasi gerektigi ilizerine g¢aligmalar
yapilmustir. Tez kapsaminda, ele alinan bu durumun ¢6ziimii i¢in ikili arka plan destekli
yazar —bagimsiz bir sistem Onerilmistir. Onerilen sistem mevcut ¢dziimlere gore daha
yiiksek genellestirme kabiliyetine sahiptir. Onerilen bu sistem ayrica dil bagimsiz bir

sistemdir. Farkli dillerin kolaylikla entegre edilebildigi bu sistem, tez kapsaminda Tiirkce



ve Ingilizce dilleri ile test edilmis ve yazar analizi alaninda kullanilan agik bir Ingilizce
veri kiimesinde simdiye kadarki en basarili yazar dogrulama sonucu elde edilmistir. Tez
kapsaminda ek olarak bir Tiirk¢e Blog Kiilliyat1 da olusturulmus ve bu kiilliyat Tiirkge
odakl1 yazar analizi ¢alismalarinin arttirllmasi amaci ile arastirmacilarla paylasilmistir.
Tiirk¢e Blog Kiilliyat: kullanildiginda da bagarili sonuglar iireten onerilen sistem, Tiirkce
dili dncelikli, yiiksek ayirt edicilige sahip 6zniteliklerin belirlenmesinde de faydali olacak

sonuclar liretmistir.

Anahtar Kelimeler: Yazar dogrulama, Yazar analizi, metin-dokiiman analizi, Tiirkge

Blog veri kiimesi, makine 6grenmesi



ABSTRACT

BINARY BACKGROUND ASSISTED AUTHOR-INDEPENDENT
AUTHORSHIP VERIFICATION SYSTEM

Pelin CANBAY

Doctor of Philosophy, Department of Computer Engineering
Supervisor: Prof. Dr. Ebru SEZER
Co- Supervisor: Prof. Dr. Hayri SEVER

July 2020, 192 pages

Authorship verification is a decision problem that tries to find out whether the text of an
unknown author belongs to a suspicious author. The problem is the fundamental one of
the studies in authorship analysis that has been interested in many years. The challenges
of the authorship verification problems have arisen from the small number of known
documents of the suspicious author. In the literature, author-dependent style comparison
has generally presented as a solution to the authorship verification problem, which is a
current and interesting subject. However, as the amount of known text of the suspicious
author decreases, it becomes harder to extract accurate style. In this thesis, studies have
been carried out on how authorship verification should be done even when the amount of
known texts from the suspicious author is very low. Within the scope of this thesis, a
binary background assisted author-independent system is proposed for the solution of the
situation we handled. The proposed system has more generalization ability than the



current solutions. Besides, the proposed system is language independent. The system, in
which different languages can be easily integrated, has been tested within the scope of
the thesis with Turkish and English languages, and the most accurate authorship
verification result has been obtained in a public English dataset used in the field of
authorship analysis. In this thesis, also, a Turkish Blog dataset has been collected and
shared with the researchers in order to increase the Turkish-based authorship analysis
studies. The proposed system, which also produced successful results when using the
Turkish Blog dataset, has produced results that will be useful even in determining the

high discriminative features with the priority of the Turkish language.

Keywords: Authorship verification, authorship analysis, text-document analysis, Turkish

Blog dataset, machine learning



TESEKKUR

Bu tez calismamda, akademik ve sosyal hayatimda bliyiik emekleri olan kiymetli
danismanlarim Prof. Dr. Ebru Sezer ve Prof. Dr. Hayri Sever’e, tez izleme komitemde
bulunan Prof. Dr. Erdogan Dogdu ve Do¢ Dr Lale Ozkahya hocalarima, bu zorlu
yolculukta benden destegini esirgemeyen esim Yavuz CANBAY’a, bir giilimsemesiyle
tiim olumsuzluklar1 unutturan evladim Cihan Mert CANBAY ’a ve bu giinlere gelmemde

biiyiikk emegi olan anneme ve babama ¢ok tesekkiir ederim.



Vi



Icindekiler

OZET .ottt ettt ettt sttt a s I
ABSTRACT .t ii
TESEKKUR.....cooiiieiecteeiee ettt es e es sttt sttt s st s s s eta st an s snentns v
SEKILLER DIZINT ..ottt Xii
TABLOLAR DIZINI....cooiiiiiiiiiiicisiisee s XV
SIMGELER VE KISALTMALAR ......coeevitiveiieeieeeteeeeie e st eses st XVii
Lo GIRIS oottt ettt ettt 1
O R € )3 1S) I I 311 1 o PSR PRUR TR 1
1.2, Problem Tanimi........ccccoiiiiiiiiieiiesie e 2
1.3. Tezin Amag ve Hedeflern ......coovviiiiiiiii e 3
1.4, Tezin OZZUN DEFETi ..oucviviviviieieeiieieiee st 4
1.5, TEeZ OrganiZaSYONU........c.ccieerueieerieaieesieesreasieseesseessesseesseessesseesseesesssesseesseseessens 5
2. YAZAR ANALIZI ALAN BILGIST.....ccooiiiiiiiiiiiiiccsecscsecs 9
2.1. Yazar Tanimlama (Yazar Atfetme-Niteleme)........c.ccoovvveiiiiiiiiiiiccce, 10
2.2, Yazar Profil C1Karimi........cccccviiiiiiiiiiie i 11
2.3.  Klasik Yazar Dogrulama...........ccccceiieiiiiiinieiiiiciccseeesee e 12
2.4. Giincel Yazar Bagimsiz Yazarlik Dogrulama............ccocoovvveiiiiiiiiiicicieen, 13
2.5.  Diger Yazar Analizi Cali$malart........cccccceeviiiiiiiiiiiieie e 14
3. ALAN MODELLEME ILE YAZAR DOGRULAMA .......ccccovevivneereireeeerninen, 17
3.1, Konu Kapsam ve LIiteratlir .......c.cuocveiieiiiiiiiieiieiesesese s 17
3.2, Kullanilan veri KUMEST ......cueeiueriieeriieiiie et 19
3.3, Materyal V& METOT .......ccueiuiiiiiieiiceee e 20
B 10 110 (6] - SRR 24
IS TG I 3 5 1) o V- VOSSR OUPRURPOPPRI 26
4. YAZAR MODELLEME ILE YAZAR DOGRULAMA .......ccccccovvvemerrerererninen, 27
4.1.  Konu Kapsam ve LIteratlir ........cociiiiiiiiiiiiciieisses e 27



4.2, Kullanilan Vermi KUMIEST ...ooeeerrrniiieieeeeeeeeee et e e et e e e e e e e eeeeseasseseeeseensnnn s 29

4.3, Materyal V& METOT........c.oiiiiiieiiieiee s 30
A4, SONUGIAT....ccuiiiii ittt nbe e b e e be e e 33
T T 5 ) 4 - OO TP U PP PUPP ORI 52

5. YAZAR DOGRULAMA PROBLEMININ COZUMUNDE KULLANILACAK
UYGUN YAZI TURU BELIRLEME ........ccooiiiiiieeceiieie et 55

5.1. Tirkge ve Baska Dillerde Yazar Analizi Calismalarinda Kullanilan Yazi Tiirti

ALAN OZEH c..vvviecveeetee ettt 95
5.2.  Yazar Dogrulamada Kullanilabilecek Yazi Tiirii Degerlendirmeleri .............. 58
5.2.1.  KOSE YAZIAIT covviiiiiiiiiiiie e 58
5.2.2.  BlOg POSHIAIT ..ovviiiiiiicieee e 59
5.23.  Twitter GIrdileri. ..o, 61
5.2.4.  Elektronik Postalar............ccoiiiiiiiiiiiiii e, 62
5.2.5.  YOrum MeSajlari........cceiiiiiiiiiiiiiiie e 64
TR T 10 1 [ PRSP TUPR PR 65

6. TOPLANAN  VERILERIN EVRENSEL MODEL OLUSTURMAYA

UYGUNLUGUNUN ON DENEY ..ottt 67
6.1. Yazar Dogrulama Probleminin C6zlimii i¢in Planlanan Evrensel Model........ 67

6.2. Blog Verilerin Evrensel Model Olusturmaya Uygunlugunun Gézlemlenmesi 69

6.3, CIKATTMIAT ..oiiiiiiiicii et 78
7. YAZAR TANIMLAMA ILE ANLAMLI METIN BOYU SECIMI ..........cco.c..... 81
7.1, Konu Kapsam ve LIteratlir........ccccoverriiiieriieie e 81
7.2, Kullanilan Veri KEMEST ......ooveiiiiiiieiiiiiicseee e 83
7.3, Materyal V& IMBIOT .......coeiiiiieie s 85
7.3.1.  Destek Vektor Makinalar1 (Support Vector Machines — SVM) ............... 87
7.3.2.  Yapay Sinir Aglan (Artificial Neural Network - ANN)..........ccccevinnnnn. 88
7.3.3.  Bilgi Kazanimi (Information Gain) ..........ccceeeeieriiiniiniiiiieenee e 89

viii



T4, SONUGLAT ...ttt e et nan e e 90

7.5, TAITISINA.....eiiiiiieiiie ettt e et e e b e e e b e e e s b e tn e 95
8. OZNITELIK SECIMI VE VERI KUMESI DENGELEME ..........c.ccoovevivevcerannnn, 97
8.1.  Konu Kapsam ve Literatlir..........ccorvveiiiiiiiiiiiiiiisiciesecseese e 97
8.2.  Kullanilan Veri KIMEST ....c.coveiieiiiiiiiieiiiceese e 100
8.2.1.  N-gramlar ve OZelliKIEIi.......coovvvririreieeceece e 101
8.3.  Materyal V& MEtOL........ccveiiiie e 102
8.3.1.  Lojistik Regresyon (Logistic Regression) Algortimast ............cccecveenene 103
8.3.2.  Rastgele Orman (Random Forest) Algoritmast ..........ccocevvviiieniiinnne, 103
8.3.3.  Naive Bayes AlGOritmast ........ceeieeriiiiiiiiieiie e 103
8.4. Kullanilan Oznitelikler ve Oznitelik Segme Algoritmalart.............ccc.co.en... 103
8.5, SONUGLAT. ...ttt 106
I T I 5 3 1 T FO U OP PRSP 108

9. TURKCE METINLER ICIN YAZAR DOGRULAMA YAKLASIMI, OZNITELIK

KUMESI VE SINIFLANDIRMA ALGORITMASI SECIMI .......ccovvvveerieceeae. 109
9.1.  Veri Kiimesi On Isleme AdImIart ..........coooovveeeicrcececeeeceeeeeeeeee e 109
9.2.  Yazar Dogrulama Orneklerinin Uretilmesi ve Etiketlenmesi ...................... 112
9.3. Vektorel Birlesimde Ele Aldigimiz Islemler.........c.cccococreveviiivieereriecnnnnn, 119
9.4. Degerlendirilen Oznitelik KGMEIETi...........cevvriveviveriiereiiiserecee e, 120

9.4.1.  Ogzniteliklerin Kullanim S1KIIKIArT .........c.coovevereviieiceeieeiececee e 121
9.4.2.  Ozniteliklerin Normallestirilmis Kullanim Sikliklart .............cccvevverenee. 122
9.4.3. Kullanilan Ozniteliklerin AZIIKIArT ........ccovcveviveviicreeieeeee e 123
9.4.4. Kullanilan Ozniteliklerin Normallestirilmis Agirliklart ..........cccocvveene.... 124
9.4.5.  Ozniteliklerin Kullanim Sikliklart ile AZIrliKIar: ..........ococceveverevcncnnnan, 125
9.4.6. Ozniteliklerin Kullanim Sikliklar1 ile Normallestirilmis Agirhiklari ...... 126
9.4.7.  Ozniteliklerin Normallestirilmis Kullanim Sikliklar1 ile Agirhiklari ...... 127



9.4.8.  Ogzniteliklerin Normallestirilmis Kullanim Sikliklar1 ile Normallestirilmis

AGITIKIATT 1. 128
9.4.9.  Kelime BUIULU.......coviiiiiiiiiee e 128
0.5, CIKAIIMIAT ....oviieice e a e 129

10. YAZAR ANALIZININ ADLI BILISIMINDE USLUPSAL OZNITELIKLERIN

DERIN KOMBINASYONU ....ovuiviiiiiiiiisisseesssse st snsns 131
10.1.  ArKa Plan BilgiSi ....ccveceiieieeiicie e 131
10.2.  Problem Tanimil.......cccociiiiiiiiiiiiiiee e 133
10.3. YD Orneklerinin Uretimi ........cccereeerrieererieeeresieeeiescse e, 134

10.3.1. Veri Kiimesi Diizenlemeleri...........cocviiiiiniiiiieiceceee 134
10.3.2. Uslupsal OzniteliKIET .........c.cvevevereieicrerieecieseeee e 135
10.3.3. Dokiiman Ciftlerinin Degerlendirilmesi ..........cccocevviiviiicniiiiiienen, 136
10.4.  Uslupsal Ozniteliklerin Derin BirleSimi............ccoevveverierererecrerieerereceenen, 136
10.4.1. DSA MIMarileri ... 136
10.4.2. C-DSA YaKIaSImI ...ccvveiiiiiiiiiii i 138
10.5.  Deneysel SONUGIAT .......ccviiiiiiiiiiiiici e 139
10.6. Sonuglar ve Tleriki CalISMAlar...........cceveveveveeeeeeeee e, 142

11. iKiLi ARKA PLAN DESTEKLI YAZAR-BAGIMSIZ YAZARLIK

DOGULAMA SISTEMLI......cotiiiiiiiiiniiniisiinsississsiesie s 145
11.1.  Yazar Bagimsiz Yazarlik Dogrulama Sistemi...........cccocovvviiiiiiiicninnnnnne 145
1120 KONU K@PSAM ..ttt 146
T TR 111 FI O LT Y 150
11.4. Kullanilan Veri Kmeleri........ccccvoiiiiiiiiiie e 152

11.4.1. Tiirkce Blog Yazilart Killiyati......ccooeioviiiiiiiiic s 153
11.4.2. Ingilizce Blog Yazilart KGILiyatt..........c.cceveveriieeeivereieiiiceeeeseeeanas 154
11.5.  Ikili Arka Plan Destekli Yazar Dogrulama SiStemi ........c..ccoevureverernnnne, 154
115.1. Yazar Bagimsiz BBM Uretiminin Genel Semast..............cccccovvevernnen, 154

X



11.5.2. BBM icin On ISIEMIET .......c.ccceveveiiececieesceecee e 156

11.5.3. BBM i¢in Bagimsizlik Tabanli Veri Kiimesi Boliitleme.................... 163
11.5.4. BBM Orneklerinin Uretimi ve Etiketlenmesi ............cccoeevevevcrerernnn. 165
11.5.5. BBM Destekli Yazar Dogrulama Modelinin Hiper-parametreleri...... 166
11.6.  Deneysel Sonuglar ve Tarti$ma ..........ccoocveerieiiiiiiieiiesie e 167
12, TARTISMA ..ottt bttt nne s 179
KAYNAKLAR L.ttt bttt n et e et neenneas 183
EKLER — OrjinalliK FAPOMU ....coveiieiece ettt 193
(046 ) 16)1Y 1 15T 194

Xi



SEKILLER DiZINi

Sekil 2.1. Yazar analizi ¢alismalarinin genel akisi .......ccccovcvviviiiiiiin e 9
Sekil 2.2. Yazar tanimlama probleminin 6rnek bir temsili..........cccoceiiiiiiiiiiiiiiiiennnn, 11
Sekil 2.3. Yazar profil ¢ikarimi probleminin drnek bir temsili .......cccooveviiiieiiiiiiiennnn, 11
Sekil 2.4. Klasik yazar dogrulama probleminin 6rnek bir temsili........ccccoocvveiiiiiiinenne 12

Sekil 2.5. Giincel, yazar bagimsiz yazarlik dogrulama probleminin 6rnek bir temsili... 14
Sekil 3.1. Alana-6zgii model iiretimi ile yazar dogrulama sisteminin akist ................... 21
Sekil 4.1. Bir yazara ait iiretilen modellerin yazarin dokiimanlarina olan uzakliklar ... 33

Sekil 4.2. A(1) yazarini temsilen liretilen modellerin yazara ait dokiimanlara olan uzaklik

(01 {14 L o USSR URROSPSI 34
Sekil 4.3. A(1) yazarini temsilen iiretilen modellerin karsilagtirmasi ...........cccccvevnenee. 35
Sekil 4.4. A(2) yazarini temsilen tiretilen modellerin karsilagtirmasi ...........ccooevevinenee. 36
Sekil 4.5. A(3) yazarini temsilen tiretilen modellerin karsilagtirmasi ...........ccooeverenenee. 36
Sekil 4.6. A(4) yazarini temsilen iiretilen modellerin karsilagtirmast ...........cccocveveenee. 37
Sekil 4.7. A(5) yazarini temsilen iiretilen modellerin karsilagtirmast ...........cccocveveenee. 37
Sekil 4.8. A(6) yazarini temsilen iiretilen modellerin karsilagtirmasi ...........ccocvevinenee. 38
Sekil 4.9. A(7) yazarini temsilen tiretilen modellerin karsilagtirmasi ...........ccooevevenenee. 39
Sekil 4.10. A(8) yazarini temsilen iiretilen modellerin karsilagtirmast .............ccocoueeee. 40
Sekil 4.11. A(9) yazarin1 temsilen iiretilen modellerin karsilagtirmast ............ccoeeueeee. 40
Sekil 4.12. A(10) yazarini temsilen iiretilen modellerin karsilastirmast ....................... 41
Sekil 4.13. A(11) yazarin1 temsilen iiretilen modellerin karsilagtirmasi ........................ 41
Sekil 4.14. A(12) yazarin1 temsilen iiretilen modellerin karsilagtirmasi ..............c..o...... 42

Sekil 4.15. A(1) yazarin1 temsil modelinin yazarin dokiimanlarina benzeme oranlari .. 43
Sekil 4.16. A(2) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari .. 44
Sekil 4.17. A(3) yazarinm1 temsil modelinin yazarin dokiimanlarina benzeme oranlari . 45
Sekil 4.18. A(4) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari . 45
Sekil 4.19. A(8) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari . 46
Sekil 4.20. A(9) yazarinmi temsil modelinin yazarin dokiimanlarina benzeme oranlari . 47
Sekil 4.21. A(10) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlar1 47
Sekil 4.22. A(11) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlar1 48
Sekil 4.23. A(1) yazarina ait dokiimanlarin A(2), A(9) ve A(10) yazar temsil modellerine

UZAKIIGL. .o 49



Sekil 4.24. A(2) yazarina ait dokiimanlarin A(1), A(9) ve A(10) yazar temsil modellerine
UZAKIIZ L. 50
Sekil 4.25. A(9) yazarina ait dokiimanlarin A(1), A(2) ve A(10) yazar temsil modellerine

1012214 ¥4 DO PRSP PP PP 51
Sekil 4.26. A(10) yazarina ait dokiimanlarin A(1), A(2) ve A(9) yazar temsil modellerine

UZAKIIZ L. 52
Sekil 4.27. 12 yazara ait modellerin secili 0zniteliklerdeki dagilimlart ..........cc.cccuveeee. 54
Sekil 5.1. PAN organizasyonunun 2017 yil1 iris Sayfast ......ccceevvveriiiiriiieniiiee e, 56
Sekil 5.2. Yazar dogrulamada degerlendirmeye alinacak veri kiimeleri ........................ 58
Sekil 5.3. Kose yazilarinin bagli oldugu bazi kategoriler............ccoovviiiciiiiiniiiiennn, 59
Sekil 5.4. Blog yazilarmin tiirleri ve 0zelliKIeri.........cooiiiiiiiiiiiiiiic e 60
Sekil 5.5. Twitter uygulamasi lizerinden elde edilebilecek yazilar ...............ccooevennnne. 62
Sekil 5.6. Elektronik postalardan ¢ikarilabilecek yazilar ..........ccccoovvviiiiiiieniininnne, 63
Sekil 5.7. Yorum mesajlarindan elde edilebilecek yazilar............ccccoovviiiiiiiiiiinicnnnnn, 64
Sekil 6.1. Onerilmesi planlanan Evrensel Model goSterimi ............covevevrirerererersnennn. 68
Sekil 6.2. Noktalamalar 6znitelik kiimesine gore verilerin 2 kiimeye dagilimi ............. 71
Sekil 6.3. Bow 0znitelik kiimesine gore verilerin 2 kiimeye dagilimi...............ccooeenee. 71
Sekil 6.4. Karma 0znitelik kiimesine gore verilerin 2 kiimeye dagilimi ........................ 72
Sekil 6.5. Noktalamalar 6znitelik kiimesine gore verilerin 5 kiimeye dagilimz ............. 73
Sekil 6.6. Bow 6znitelik kiimesine gore verilerin 5 kiimeye dagilimi.............ccceoeenee 73
Sekil 6.7. Karma 6znitelik kiimesine gore verilerin 5 kiimeye dagilimi ...........ccccce.e. 74
Sekil 6.8. Noktalamalar 6znitelik kiimesine gore verilerin 10 kiimeye dagilima ........... 75
Sekil 6.9. Bow 6znitelik kiimesine gore verilerin 10 kiimeye dagilimi.............coceenee. 75
Sekil 6.10. Karma 6znitelik kiimesine gore verilerin 10 kiimeye dagilimi .................... 76
Sekil 6.11. Noktalamalar 6znitelik kiimesine gore verilerin 10 kiimeye dagilima ......... 77
Sekil 6.12. Bow 6znitelik kiimesine gore verilerin 20 kiimeye dagilimi..............c......... 77
Sekil 6.13. Karma 6znitelik kiimesine gore verilerin 20 kiimeye dagilimi ................... 78
Sekil 7.1. Metinlerden belirli segmentlerde pargalarin S€¢ImMi .........ccocverveervenieeenneenne. 85
Sekil 7.2. Yapay sinir aglar1 uygulamasinin sekilsel gosterimi..........cccocevvieniiiiiiennnne, 89

Sekil 7.3. Kullanilan siniflama algoritmalarindan elde edilen karsilastirmali sonuglar . 94

Sekil 9.1. Veri kiimesi 6n isleme adimlart (Adim 1) ......ccoooviiiiiiiiccceeee 110
Sekil 9.2. Veri kiimesi 6n isleme adimlart (Adim 2) ......cccoooeiiiiiiiiiienicieeeeee 111
Sekil 9.3. Veri kiimesi 6n isleme adimlart (Adim 3) ......ccooiiiiiiiiiiicieeeeee 111

Xiii



Sekil 9.4. Veri kiimelerinden rastgele secilmis iki yazara ait verilerin temsili gosterimi

.............................................................................................................................. 113
Sekil 9.5. Yazarlara ait rastgele dokiiman ¢ifti seciminin temsili gosterimi ................ 114
Sekil 9.6. Secili dokiiman ¢iftlerinin birlesiminin temsili gosterimi.........cccvevvveerinnenns 115

Sekil 9.7. Ayni1 yazar tarafindan yazilan dokiiman ¢iftlerinin birlesiminin etiketlenmesi

.............................................................................................................................. 116
Sekil 9.8. Farkli yazarlara ait rastgele dokiimanlarin S€¢imi.........cccvevvvveiiveeiiieesiinnns 117
Sekil 9.9. Farkli yazarlara ait dokiiman ¢iftlerinin birlesiminin temsili gosterimi....... 118

Sekil 9.10. Farkli yazarlar tarafindan yazilmis dokiiman ¢iftlerinin birlesiminin
BUKETIENMEST ... 118

Sekil 9.11. Yazar dogrulama yaklasiminda kullanilacak vektor uzayinin temsili gésterimi

.............................................................................................................................. 119
Sekil 9.12. Segili 6zniteliklerin kelime bulutu gOSterimi.........ceeveeiiveeiiieiiiieiieeieeninenn 129
Sekil 10.1. Farkli iislupsal 6znitelikler i¢in tasarlanan DSA mimarileri ...................... 137
Sekil 10.2. YD problemi i¢in tasarlanmis, 6nerilen C-DSA mimarisi ..........ccccccvenee. 138

Sekil 10.3. DSA ve C-DSA mimarilerinin YD performanslarinin elde edilen dogruluk
degerleri bakimindan Karsilagtirmast .........coooeeiieiiiinnieiiie e 140
Sekil 10.4. DSA ve C-DSA mimarilerinin YD performanslarinin elde edilen f-6l¢egi
degerleri bakimindan karsilagtirmast .........c.coccveriiiiiiiiiiiic e 141
Sekil 10.5. DSA (solda) ve C-DSA (sagda) mimarilerinde tiim 0znitelik kategorilerinin
kullanimi ile PAN veri kiimelerinden elde edilen dogruluk degerleri.................. 142

Sekil 11.1. Yazar bagimli yazarlik dogrulama (a), yazar bagimsiz yazarlik dogrulama (b)

.............................................................................................................................. 149
Sekil 11.2. Ikili arka plan iiretiminde kullanilan yontemlerin akigi.............ccccvvvnnne. 155
Sekil 11.3. Ikili arka plan destekli yazarlik dogrulama sisteminin is akist................... 156
Sekil 11.4. Bir yazar i¢in 6rnekleme asamasinin is akist.........ccceevvveeiiiiiniiieiiiieniiens 159

Sekil 11.5. tf-idf Oznitelik secimine gore farkli boyutlardaki 6zniteliklerin dogruluk

10381 o] ' PSPPSR 163

Xiv



TABLOLAR DIZIiNi

Tablo 3.1. Kbse yazilar1 alan temsilinde ele alinan yazarlar ve yazilarin yayinlandigi

QAZELRIET TISTES ...t 19
Tablo 3.2. Kose yazarlar1 alaninda ayirt ediciligi en yiiksek 6znitelikler....................... 21
Tablo 3.3. Hata MatriSi .....ccovveiiiiiiiciie s 24

Tablo 3.4. Uretilen kose yazilart modelinin veri kiimesindeki dokiimanlara benzerligi
bakimindan GZEIITKIETT ........ccviiiiiiiiiiee e 25
Tablo 3.5. Kullanilan veri kiimesindeki dokiimanlardan yazar dogrulama yaklagiminda
elde edilen SONUGIAT ........viiiiiiiie e e 25
Tablo 4.1. Yazar modellemede kullanilan 6znitelik kiimeleri.............cocoooviiiiiiiinnnn, 30
Tablo 7.1. Anlamli dokiiman boyu belirlemede kullanilan veri kiimeleri ve 6zellikleri 87

Tablo 7.2. SVM ile farkli metin boylarindan elde edilen siniflamalarin dogruluk sonuglari

................................................................................................................................ 91
Tablo 7.3. ANN ile farkli metin boylarindan elde edilen siniflamalarin dogruluk sonuglari
................................................................................................................................ 93
Tablo 8.1. Yazar niteleme ¢aligmalar1 i¢in toplanan veri kiimesinin 6zellikleri .......... 100

Tablo 8.2. Yazar niteleme ¢alismalarinda kullanilan n-gram ¢esitleri ve drnekleri..... 102
Tablo 8.3. Secili 6znitelik kiimelerinin toplanan veri kiimesindeki dagilimlari........... 104
Tablo 8.4. Secili agirliklandirma yontemlerinin siniflandirma basarisi sonuglari........ 106
Tablo 9.1. Belirlenen 6zniteliklerin kullanim sikliklarindan elde edilen siiflandirma
SOMUGIATT ...ttt e e 122
Tablo 9.2. Belirlenen 6zniteliklerin normallestirilmis kullanim sikliklarindan elde edilen
SINIflandirma SONUGIATT .....evvivviiiiiii e 123
Tablo 9.3. Belirlenen 06zniteliklerin agirliklar1 kullanilarak elde edilen siniflandirma
SOMUGIATT ...t b e ee e enes 124
Tablo 9.4. Belirlenen 6zniteliklerin normallestirilmis agirliklar1 kullanilarak elde edilen
SINIflandirma SONUGIATT ......eciviiiiiii e 125
Tablo 9.5. Belirlenen 6zniteliklerin kullanim sikliklari ile agirliklart carpimi kullanilarak
elde edilen siniflandirma SONUGIATT .......cocvvieiiiiiiiiiie e 126
Tablo 9.6. Belirlenen 6zniteliklerin kullanim sikliklar1 ile normallestirilmis agirliklar

carpimi kullanilarak elde edilen siniflandirma sonuglart...........cccceeiieiiiiiennnns 127

XV



Tablo 9.7. Belirlenen 6zniteliklerin normallestirilmis kullanim sikliklan ile agirliklar:
carpimi kullanilarak elde edilen siiflandirma sonuglart...........ccocoveeiiiiiiiieennnns 127
Tablo 9.8. Belirlenen 0Ozniteliklerin  normallestirilmis  kullanim  sikliklar1  ile

normallestirilmis agirliklar1 carpimi kullanilarak elde edilen siniflandirma sonuglari

.............................................................................................................................. 128
Tablo 11.1. Tiirkce blog kiilliyatinin 6zellikler listesi........ccccovvvvirieiiiiciiciiiienee 154
Tablo 11.2. Kullanilan 6znitelik kiimeleri, i¢erikleri ve adlandirmalari ...................... 162

Tablo 11.3. Uretilen evet/hayir rneklerinin islem tanimlar1 ve matematiksel gosterimleri

Tablo 11.4. Lojistik Regresyon kullanilarak iiretilen ikili Arka Plan Modelinin ortalama

dOZruluk SONMUGIATT ... 169
Tablo 11.5. Destek Vektor Makineleri kullanilarak iiretilen Ikili Arka Plan Modelinin
ortalama dogruluk SONUGIATT .........cceiiiiiiiicce e 172
Tablo 11.6. ingilizce blog kiilliyat kullanan ¢alismalar ile karsilastirma.................... 175

Tablo 11.7. PAN 2015 Ingilizce veri kiimesini kullanan yazar dogrulama yaklasimlari ile

KarSIASTITINA . ...eci i e e e et e e e e s e r e e e arae e e 177

XVi



Simgeler
A

D

Ve

X2

a;m

fx

My™ veya Mn_m

Kisaltmalar
AV
ATV
BBM
tf-idf
tf-icf
bow
SVM
RBF
ANN
LR
FS

DS

SIMGELER VE KISALTMALAR

Yazarlar kiimesi

Dokiimanlar kiimesi

Bilesim Vektori

ki-kare

n numarali yazarin m numarali dokiimani
x numaral1 6znitelik frekansi

n numarali yazarin m numarali temsil modeli

Authorship Verification (Yazar Dogrulama)

Alan Temsil Vektori

Binary Background Model (ikili Arka Plan Modeli)
Terim Frekansi — Ters Dokiiman Frekansi

Terim Frekans1 — Ters Sinif Frekansi

BagOfWords (Kelime ¢antasi)

Support Vector Machines (Destek Vektor Makineleri)
Radial Basis Function (Radyal Temel Fonksiyonu)
Artificial Neural Networks (Yapay Sinir Aglari)
Logistic Regression (Lojistik Regresyon)

Feature Set (Oznitelik Kiimesi)

DataSet (Veri Kiimesi)

Xvii






1. GIRIS

Bu boélimde metin analizi, yazar analizi ve yazar dogrulama hakkinda genel bilgilere yer
verilmis, tezde ele alinan problemin tanimi, tezin amaci, dzgiin degeri ve organizasyonu alt

basliklar halinde sunulmustur.
1.1. Genel Tanim

Metinler, yazili ifadeler olarak insanlar arasi iletisimi saglayan en eski araglardan biridir. Bir
metin olusturuldugu dilin semantik (anlam), s6zdizimi (sentaks veya sira), sozliik bilgisi, imla,
noktalama ve morfoloji (ek-kok vb. yap1 bilgisi) gibi tiim dilsel alanlarini kullanir. Bu alanlarin
hepsi kendine ait kullanim kurallarina sahiptir fakat bu kurallarin tekil veya birlikte kullanimlar1
arasindaki segenekler metnin yazarn tarafindan belirlenir. Bir metin, yazar tarafindan alinan
belirli se¢imlerin sonucunda olugmus nihai bir lirtindiir, dolayisi ile her metin kendi iireticisinin

parmak izini tagir.

Yazma isi, araba siirmek, yiirlimek veya telefonla konusmak gibi davranigsal (kavramsal veya
soft) bir biyometridir [1, 2]. Bu ozelligi ile metin formundaki veriler, anlamsal igerik
barindirmanin yaninda iireticisinin iislubunun bir temsilini de barindirmaktadir. Metinlerin
analiz edilmesi ile yazarina ait tislupsal ozelliklerin ¢ikarilmasi ve ¢ikarilan bu 6zelliklerin
islenerek metnin yazar ile ilgili bilgi elde edilmesi, metin analizi ¢aligmalarimin baglica

hedeflerinden biridir.

Glinlimiiz diinyasinda elektronik veri iiretiminin siirekli ve katlanarak artiyor olmasi, insanlarin
paylasim yapabilecegi ortamlarin ve bu ortamlara erisim imkanlarinin artmis olmasi ile
dogrudan baglantilidir. Uretilen verinin ¢ok biiyiik bir boliimii metin verisidir. Elektronik
metinlerin bollugu (elektronik postalar, blog yazilari, sosyal medya yazismalari, forum
mesajlar, kullanict yorumlari, kaynak kodlar...) farkli alanlardaki metin analizinin
potansiyelini ortaya ¢ikarmistir. Elektronik ortamda var olan metinler basta insan hayati1 olmak
lizere bircok alanda yiiksek fayda ve gelisim sagliyor olsa da bu metinlerin tam anlamiyla
giivenli ve giivenilir bir kaynaktan iiretildiginin ispati pek miimkiin degildir. Internet diinyasi
takma isimle veya isimsiz olarak yazilmis metinler ile doludur. Ozellikle adli ve finansal
konular s6z konusu oldugunda ele alinan metinlerin bilinmeyen yazari ile ilgili bilgilerin, bu

metinlerin analiz edilmesi ile elde edilebilmesi biiyiik dnem tagimaktadir. Ornegin bir iiriin ile



ilgili yapilan birkag tarafli yorumun ayni1 kisi tarafindan yapilip yapilmadigi veya gonderilen
birkag elektronik tehdit postasinin ayni kisi tarafindan atilip atilmadig: bilgisine ulasabilmek,
bir kisi veya kurumun sosyal hayatin1 saglikli siirdiirebilmesi agisindan biiylik bir 6neme
sahiptir. Bu 6nem goz Oniine alindiginda, bir metin iizerinden yazar ile ilgili bilgilerin

c¢ikarilabilmesine olan ihtiyacin giin gegtik¢e daha da arttig1 goriilebilmektedir.

Metin formundaki verilerin analiz edilmesi ile yapilan bilgi ¢ikarimi ¢aligmalar1 yillar boyunca
ilgi odagi olmustur. Ozellikle metinlerden yazari/yazarlar1 ile ilgili anlamli bilgilerin
cikarilmaya calisilmasi yaklasik 200 yillik bir ge¢mise sahiptir [3, 4]. Yazar Analizi
(Authorship Analysis) veya Yazar Niteleme (Authorship Attribution) adi altinda yiiriitiilen bu
caligmalar giiniimiizde hala popiilerligini korumaktadir. Bu tez ¢alismasinda ele alinan Yazar
Dogrulama problemi, Yazar Analizi ¢alismalarindan biri olup, bu alanda ele alinan diger
problemlerin de en temel durumunu temsil etmektedir. Yazar dogrulama probleminin, yazar
analizi ¢aligsmalarindaki yeri ve alandaki diger problemler ile benzerlik ve farkliliklar1 Boliim

2°de detaylandirilmistir.
1.2. Problem Tanim

Bir dokiimanin, az sayida dokiimani bilinen bir yazar tarafindan yazilip yazilmadiginin
belirlenebilmesi zorlu bir problemdir. Literatiirde Yazar Dogrulama olarak bilinen bu problem,
adli bilisim ¢alismalarinin da bir alt dali olup yapis1 geregi gercek diinya problemi olarak ele
alinmaktadir. Siipheli bir yazarin, sorgulanan bir dokiimanin yazar1 olup olmadig: sorusunun
cevabi, arka planda o yazara ait yiizlerce dokiiman varsa kolaylikla verilebiliyorken, bu
dokiimanlarin sayisinin azalmasi verilecek cevabi hayli zorlastirmaktadir. Klasik yaklasimda
yazar dogrulama problemi, az bir miktar (en fazla 10) dokiimani bilinen bir yazarin, harici bir
dokiimanin da yazari olup olmadiginin dogrulanabilmesi olarak ele alinmaktadir. Yani, bir
yazara ait oldugu bilinen az miktarda dokiimanin, o yazarin tislubunu temsil edebilmesi ve
sorgulanan bagka bir dokiimanin da s6z konusu yazar tarafindan yazilip yazilmadigini
dogrulayabilmesi beklenmektedir. Gergek diinya problemlerinde de sorgulanan bir metnin
stipheli yazart ile ilgili arka planda ¢ok sayida dokiiman yoktur. Klasik yaklasimda, arka planda

sOz konusu yazara ait, miktari az da olsa bir grup dokiiman bulunmaktadir. Fakat bu durumu

saglamak gercek diinyada her zaman miimkiin degildir. Bu sebeple yazar dogrulama
probleminin en zorlu seviyesi olan, “bir yazara ait sadece nispeten kisa bir dokiimanin bilinmesi

durumunda baska dokiimanlarmin yazarlifinin dogrulanabilmesi” noktasinda bu tez
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caligmasinda ¢ozlimler sunulmustur. Yani, ele aldigimiz problemde, arka planda siipheli yazar

tarafindan yazilmis sadece kisa bir dokiiman vardir ve harici bir dokiimanin da bu yazar

tarafindan yazilip yazilmadiginin dogrulanmasi istenmektedir. Klasik yazar dogrulama
problemlerinin aksine bu tez ¢alismasinda yazar bagimsiz ¢oziimler iizerine durulmustur. Oyle
Ki, klasik yazar dogrulama ¢alismalari arka planda var olan dokiimanlardan siipheli yazara ait
bir profil ¢ikarip sorgulanan dokiimanin bu profili temsil etme derecesinde degerlendirme
yaparken, bu tez calismasinda ayni yazara ve farkli yazarlara ait dokiimanlarin arasindaki
benzerlikler veya farkliliklar tizerinden, yazar profili olmadan kullanilabilecek ¢oziimler
sunulmustur. Calismanin genelinde yazar dogrulama probleminin sadece nispeten kisa bir
dokiiman kullanilarak ¢oziilebilmesi lizerine odaklanilmis, bu odak dogrultusunda farkli ¢6ziim

yaklagimlart sunulmustur.
1.3. Tezin Amag ve Hedefleri

Bir yazara ait en ayirt edici yazma iislubunun, o yazara ait tek bir dokiimandan hatta miimkiin
olabildigi en kisa metinden ¢ikarabilmek ve bdylece harici metinlerin yazar dogrulamasini
yapabilmek bu tezin ana motivasyonudur. Bu kapsamda, tezin baslica amag ve hedefleri asagida

listelenmistir;

e Yazar analizi ¢aligmalarina katki saglayacak yontem ve araglari gelistirmek, belirlemek
ve uygulamak,

e Tiirkce yazar analizi caligmalarinda kullanilabilecek en etkili yontem ve araglari
gelistirmek, belirlemek ve uygulamak,

e Klasik yazar dogrulama problemine daha fayda temelli bir yaklasim kazandirmak,

e Kilasik yazar dogrulama problemini daha giincel, daha zorlu ve daha bilgilendirici bir
acidan ele almak,

e Tiirkgce yazar analizi ¢aligmalarinin gelismesi ve yayginlagmasi igin giincel ve iyi
taniml1 bir veri kiimesi olusturmak,

e Tirkce dili ile yazilmis dokiimanlardan, bir yazar1 temsil edecek en anlamli 6znitelik
kiimelerini belirlemek,

e Ingilizce dili ile yazilmis dokiimanlardan, bir yazari temsil edecek en anlamli 6znitelik
kiimelerini belirlemek,

e Bir yazari temsil edecek en anlamli dil bagimsiz 6znitelik kiimelerini belirlemek,



e Secili 0znitelik kiimelerinin literatiirde var olan ve yeni gelistirilen 6znitelik segme
algoritmalar1 kullanilarak yazar temsil derecelerini 6lgmek,

e En yiiksek yazar temsil derecesine sahip Oznitelikleri gilincel yazar dogrulama
probleminin ¢éziimiinde kullanmak,

e Olusturulan veri kiimesinin Tiirk¢e yazar tanima ve Tiirkce yazar dogrulama
problemlerindeki temel basar1 degerlerini belirlemek,

e Ele alinan yazar dogrulama probleminin ¢oziimii i¢in dil bagimsiz yazar dogrulama
sistemi gelistirmek,

e FEle aliman yazar dogrulama probleminin ¢6zliimii i¢in konu ve tiir bagimsiz yazar
dogrulama sistemi gelistirmek,

e Ele alinan yazar dogrulama probleminin ¢6ziimii i¢in yazar bagimsiz yazar dogrulama
sistemi gelistirmek,

e Gelistirilen basarili model ve sistemleri, olusturulan Tiirk¢e veri kiimesi ve agik bir
Ingilizce veri kiimesi iizerinde uygulamak, test etmek ve elde edilen sonuglari

yayimlamak.
1.4. Tezin Ozgiin Degeri

Yazar analizi ¢alismalar1 200 yillik bir gegmise sahip olmasina ragmen giincel teknolojik
gelismeler ile birlikte elektronik metinlerin yazar analizi ¢alismalari son yillarda popiiler hale
gelmigtir. Yazar analizi alaninda icerisinde Tiirk¢e’nin de bulundugu bircok farkli dilde ¢alisma
literatiirde mevcuttur, fakat 6zellikle yazar dogrulama probleminin ¢6ziimiine yonelik Tiirkge
dili iizerinde yapilmis bir calisma bulunmamaktadir. Bu tez calismasinin en 6nemli 6zgiin
degeri Tiirkge dili ile yapilmis, su ana kadarki ilk ve tek yazar dogrulama ¢aligmasi olmasidir.
Uluslararasi ¢aligsmalarda bir¢cok yazar dogrulama yontemi onerilmis olmasina ragmen bu tez
caligmasinda Onerilen yazar dogrulama modellerini kullanan c¢alisma bulunmamaktadir.
Onerilen modelin uygulanmasinda Ingilizce veri kiimesi ile elde edilen basarmin bu alanda
giiniimiize kadar elde edilmis en yiiksek sonu¢ olmasi da bu tezin 6zgiin degerleri arasindadir.
Bu tez calismasimin ¢ok onemli bir diger 6zgiin degeri ise, Tiirk¢e lizerine yapilacak yazar
analizi ¢aligmalarinin arttirilmasi ve gelistirilmesi amaci ile bu ¢alismalara 6zgii 1yi tanimli bir
kiilliyat olusturulmus olmasidir. Isteyen her arastirmaciyla paylasilabilecek olan bu kiilliyat
uluslararas1 ¢alismalarda da kullanilabilecek bir kaynak olacaktir. Boylece yazar analizi

caligmalarinda Tiirkce Ttzerinde degerlendirilen yoOntemlerin ve bulgularin  artmasi
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beklenmektedir. Bu c¢alismalarin sonucunda iiretilecek olan akademik ¢iktilar da iilkemiz
literatiiriine biiyiik katki saglayacaktir. Bu tezde Yazar dogrulama problemine 6nerilen ¢6ziim
yontemlerinin dil bagimsiz olusu, dolayisi ile farkli dillere de uygulanabilirligi bir bagka 6zgiin

degerimizdir.

Klasik yazar dogrulama calismalari ele alinan yazarin dokiimanlarina yani bilinen yazara gore
¢oziimler sunarken bu tez caligmasiin literatiirdeki diger calismalardan en onemli farki
probleme yazar bagimsiz bir ¢6ziim sunabilmesidir. Bu ¢alismada klasik yazar dogrulama
caligmalarinin da kolaylikla degerlendirilebilecegi, tistelik daha faydali ve daha etkili bir
yaklagim olan iki dokiimanin yazarliginin dogrulanmasi lizerinde durulmus, problem bu bakis
acisiyla ele alinarak daha verimli ¢6ziimler sunulmustur. Ayrica ele alinan, bilinen ve
sorgulanan dokiimanlarin boyutunun olabildigince kisa olmasi da ¢aligmaya ek bir ayricalik ve

Ozglinliik katmistir.

Yazar dogrulama c¢aligmalarmin kapsami geregi ele alinacak konular, yazar analizi
caligmalarinin diger 6nemli kollar1 olan yazar niteliklendirme ve profil ¢ikarimi ¢alismalarini
da kapsamaktadir. Bu sebeple yapilan tez ¢alismasi, yazar analizi alaninda hem Tiirkge hem de
baska dilleri kapsayan genis bir literatiir taramasi olarak da yardimci bir kaynak gorevi

gorecektir.
1.5. Tez Organizasyonu

Devam eden kesimler su sekilde tasarlanmustir:

e lkinci boliimde, Yazar Dogrulama probleminin kapsama uzay: olan Yazar Analizi
caligmalarinin alan bilgisi sunulmaktadir. Bu alanda yapilan ¢aligmalarin biiylik oranda
birbirine benzemesinden dolayr ele alinan alt problemler siklikla birbiri ile
karistirilmaktadir. Bu tez calismasinda ele alinan yazar dogrulama probleminin, alan
icerisinde ele alinan diger problemler ile karistirrlmamasi amaci ile Yazar Analizi
alaninda ele alinan en temel 3 ana baslik, diger problemlere olan benzerlikleri ve
farkliliklari ile agiklanmis, temsili gorseller kullanilarak tanimlamalar gili¢lendirilmistir.

e Ugiincii boliimde, tezin genelinde ele almis oldugumuz yazar dogrulama problemine,
belirli bir alana 6zgii “alan temsil modeli” liretimi ile yazar dogrulama yaklasimi ¢6ziim
yontemi olarak sunulmaktadir. S6z konusu yaklagim ile belirli bir alanda {iretilen

yazilara ait bir temsilin o alandaki yazar dogrulama basaris1 dlgiilmeye caligilmistir.
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Sunulan yazar dogrulama yontemi bu ¢alismaya 6zgii olup kose yazilarinin kullanildigi
bir alan modeli ile deneyler yapilmis ve sonuglar tartisilmistir.

Dordiincii boliimde, yazar dogrulama problemlerinde dikkate alinan benzerlik esik
degerinin ne olmasi gerektigi sorusunun cevabi, yazar modelleri olusturularak
bulunmaya calisilmistir. Olusturulan yazar modelleri, yazarlari temsil eden bir dokiiman
birlesimi gibi ele alinip s6z konusu yazara ait dokiimanlara olan benzerlik degerlerine
gore bir esik belirlenmeye ¢alisilmistir. Ek olarak bir yazari temsil etmede kullanilan
basarili Oznitelik kiimelerinin birbirine gore karsilagtirmasi da yapilmistir. Kose
yazilarinin veri kiimesi olarak kullanildig1 bu ¢alismada elde edilen deneysel sonuglar
ve yapilan ¢ikarimlar sozlIi bildiri olarak literatiire eklenmistir.

Besinci boliimde, yazar dogrulama probleminin ¢oziimiinde kullanilmasi en uygun veri
kiimesinin hangi tlirden olmasi1 gerektigi {izerine arastirmalar yapilmistir. Yazar
dogrulama problemi, adli bilisim ¢aligmalarinin bir alt dal1 ve gercek bir diinya problemi
oldugundan ¢oziimiinde kullanilacak veri kiimesinin tiir secimi 6nemlidir. Kullanilacak
en uygun yazi tlirliniin belirlenmesi amaci ile literatiirde Tiirk¢e ve bagka dillerde hem
genel yazar analizi ¢calismalarinda hem de 6zel olarak yazar dogrulama ¢alismalarinda
kullanilan veri kiimeleri degerlendirilmis, uygunluk durumlar1 sebepleri ile birlikte
aciklanmistir. Bu arastirma sonucunda yazar dogrulama probleminin ¢dziimiinde
kullanilmasina karar verilen en uygun yazi tiirii belirlenmistir ve daha sonraki ¢aligmalar
bu tiirde olusturulan bir kiilliyat kullanilarak ytriitilmustiir.

Altinct boliimde, bir 6nceki boliimde kiilliyati olusturulmasina karar verilen Tiirkce
Blog veri kiimesinin yazar dogrulama probleminin ¢6ziimii i¢in 6nerdigimiz evrensel
bir arka plan modeli {iretimi i¢in uygunlugunun 6n deneyleri yapilmistir. Bu deneylerde
amag ele aldigimiz veri kiimesinin, ele aldigimiz 6zniteliklere gore dogal dagilimini ve
davramgimi gérmektir. Oyle ki; ele aldigimiz verilerin dnerdigimiz modele uygun
dagilima sahip olup olmadigi ile ilgili bilgi c¢ikarimi yapilabilsin. Bu amag
dogrultusunda, ele alinan veriler kullanilarak farkli sayilarda kiimeler olusturulmus ve
verilerin olusturulan bu kiimelere dagilimi incelenmistir. Bu incelemeler sonucunda ele
aldigimiz veri kiimesi ile Onerecegimiz modelin bagsarili olup olamayacag:
degerlendirilmistir.

Yedinci boliimde, yazar analizi ¢alismalarinin genel bir problemi olan anlamli metin
boyu se¢imi {lizerinde durulmustur. Yapilan g¢aligmanin amaci yazar dogrulama

problemlerinde temel adimlardan biri olacak anlamli metin boyunun belirlenmesidir.
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Calismada yapilan deneyler ile yazar tanimlamadaki en anlamli ayirt edici metin
boyunun ne olmasi gerektigi bulunmaya calisilmistir. Bulunan anlamli metin boyunun
yazar dogrulama ¢aligmalarinda da basarili sonuglar verecegi varsayimi ile ¢aligmalar
stirdiiriilmiistiir. Tiirkge Blog yazilarinin veri kiimesi olarak kullanildig1 bu ¢alismada
elde edilen deneysel sonucglar ve yapilan ¢ikarimlar sozlii bildiri olarak literatiire
eklenmistir.

Sekizinci boliimde, yazar analizi ¢alismalarinda elde edilecek basarili sonuglari
etkileyen en 6nemli parametrelerden Oznitelik se¢imi ve her yazara ait veri boyutunun
etkileri {izerine calismalar yapilmistir. Ele alinan veri kiimelerinin dengesiz olusu
yapilan ¢alismalardaki giivenilirligi sorgulatmaktadir. Bu ¢alismada, veri kiimesinin
yazarlara ait veriler bakimindan standartlastirilmast ve bu islemlerin yazar
tanimlamadaki etkisi ele alinmistir. Kullanilan veri kiimesi hem dogal hali ile hem de
standartlastirilmis  hali ile yazar tanimlama isleminde kullanilmig, avantaj ve
dezavantajlar1 elde edilen sonuglar iizerinden degerlendirilmistir. Tiirkge Blog
yazilarinin veri kiimesi olarak kullanildig1 bu calismada elde edilen deneysel sonuglar
ve yapilan ¢ikarimlar sozlIi bildiri olarak literatiire eklenmistir.

Dokuzuncu boéliimde, derlemis oldugumuz Tiirk¢e Blog Yazilar kiilliyati kullanilarak
yazar dogrulama probleminin ¢éziimiine yonelik uygulamalar gergeklestirilmistir. Bu
uygulamalar, yazar dogrulama problemi Ozelinde Onerdigimiz ¢oziime yonelik
uygulamalar olup, ¢6ziimde kullanilmasi gereken oOzniteliklerin ve smiflandirma
algoritmalarinin se¢imine yonelik karsilastirmali deneyleri igermektedir. Yazar
dogrulama probleminin ¢6ziimiine yonelik Onermis oldugumuz yaklasimin ve
kullanmamiz gereken araglarin belirlendigi bu ¢alisma, yazar dogrulama problemine
evrensel bir ¢6ziim sunmaya calistigimiz bu tez calismasinin 6nemli bir adimi olarak
degerlendirilmektedir.

Onuncu boliimde, Yazar Analizi galigmalar1 Adli bilisim kapsaminda ele alinmisg, bu
alandaki caligmalarin genellestirme yetenegini ve kullanilan {islupsal o6zniteliklerin
temsil ediciliini arttirmak igin yeni bir yontem Onerilmistir. Uslupsal dzniteliklerin
nitel ve nicel 6zelliklerine gore Derin Sinir Aglart Kombinasyonu (C-DSA) kullanmaya
dayal1 6nerilen bu yontemin Yazar Dogrulama performansini degerlendirmek i¢in iki
farklt umumi Ingilizce veri kiimesi kullanilmistir. Elde edilen sonuglar, onerilen
yaklagimin, probleme 0zgii sunulan c¢oOziimlerin genellestirme yetenegini ve

giivenilirligini blytk 6l¢iide arttirdigini ve hatta tekil Derin Sinir Aglari’ndan daha
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yiiksek dogrulukta sonuglar tirettigini gostermistir. Bu ¢alismadan elde edilen sonuglar,
bulgular ve ¢ikarimlar, uluslararasi bir dergide yayinlanmak tizere kabul edilmistir.

On birinci boliimde, tezin genelinde ele almis oldugumuz giincel yazar dogrulama
probleminin ¢dzlimiine yonelik yazar bagimsiz bir sistem Onerilmistir. Yapilan tez
caligmasmin kalbi olan bu bdliimde {iretilen sistem, icerdigi model itibari ile
bilgilendirici bir sistemdir. Onerilen sistem hem Tiirkge hem de Ingilizce dokiimanlar
ile test edilmis, her iki dilde yazilmis dokiimanlar i¢in de basarili sonuglar tiretmistir.
Ozellikle Ingilizce dilinin test edilmesi icin kullanilan veri kiimesi ile bildigimize gore
su ana kadarki en yiiksek basarili sonug elde edilmistir. Onerilen sistemin konu ve tiir
bagimsiz olusu da bu sistemin bir¢ok alanda kolaylikla uygulanabilmesini
saglamaktadir. Onerilen sistem modelinin bir 6n islem olarak kullandigi dokiiman
normallestirilmesi ile de hem yazar dogrulama problemlerindeki dengesiz veri sorunu
hem de dokiimanlardaki zaman — konu bagi kirilarak daha faydali bir yaklasim
gelistirilmis ve etkileri gézlemlenmistir. Bu calismada elde edilen sonuglar, bulgular ve
cikarimlar bu tez ¢aligmasinin ana yayini olarak uluslararasi bir dergide yaymlanmak
iizere gonderilmis ve revizyon asamasindadir.

On ikinci boliimde, tezin ana ¢alismasi ve ¢iktist olan, on birinci boliimde ayrintilari

verilen sistem ile elde edilen sonuglar degerlendirilmis ve yorumlanmastir.



2. YAZAR ANALIZi ALAN BILGIiSI

Bu boliimde, Yazar dogrulama probleminin kapsama uzayi olan Yazar Analizi ¢alismalarinin
alan bilgisi sunulmaktadir. Bu alanda yapilan ¢alismalarin biiyiik oranda birbirine benzemesi,
ele alinan alt problemlerin siklikla birbiri ile karistirllmasimna sebep olmaktadir. Bu tez
caligmasinda ele alinan yazar dogrulama probleminin, alan igerisinde ele alinan diger
problemler ile karistirilmamasi amaci ile Yazar Analizi alaninda ele alinan en temel 3 ana
baslik, diger problemlere olan benzerlikleri ve farkliliklar ile agiklanmig, temsili gorseller

kullanilarak tanimlamalar giiclendirilmistir.

Yazarlik tislubunu analiz etme islemi, iislubun ayirt edicilik niteliklerinin degerlendirilmesi
noktasinda olgeklenebilir bir deger olarak ele alinmaktadir [5]. 1800’lii yillarda ihtilafli bir
yazarligin belirlenmesinde kelime uzunluklarmin frekanslarinin 6lclilmesi ile basladigi
diisiiniilen Uslup analizi ¢alismalari, fakli ara¢ ve metotlarin kullanimi ile glinlimiize kadar
gelmistir. Bir metnin karakteristiginin analiz edilmesi ile o metnin yazar1 veya yazarlari ile ilgili
bilgi ¢ikarma islemleri yazar analizi olarak adlandirilmaktadir. Temeli stilistik/iislupsal
(stylometric) dzelliklere dayanan bu sonug ¢ikarma islemlerinde [5, 6] ¢ogunlukla istatistik ve
makine 6grenmesi yontemleri kullanilmaktadir [7]. Elektronik metinlerden yazarinin tislupsal
ozelliklerini temsil eden ham bilgilerin (6zniteliklerin) ¢ikarilmasi ve bu bilgilerin istatistiksel
yontemler ile analiz edilmesinden olusan yazar analizi ¢aligmalarinin genel bir akisi Sekil
2.1°de gosterilmektedir. Cikarilan dzniteliklerin bir yazarin tislubunu temsil etmede ne kadar
basarili  oldugu, kullanilan istatistiksel yontemlerde elde edilen basarilar ile

belirlenebilmektedir.

Test A .| Oznitelik
Dokiimanlari Gl " Cikarim
v
. A o Ogrenilen
E"gmm —»  On islem p|  Oznitelik » Model veya » Test Sonucu
Dokiimanlari Cikarim Kriterler

Sekil 2.1. Yazar analizi ¢aligmalarinin genel akisi

Yazar analizi ¢aligmalari ele alinan problemlerin yapisina gore alt dallara ayrilmaktadir. Her ne
kadar farkli problemlerin ¢oziimiine odaklanmis olsalar da, yazar analizi ¢alismalar1 kullanilan
yontemler bakimindan birbirine benzemektedir. Tiim yazar analizi ¢alismalarinin ortak noktast;

ele alman metinler {izerinden yazarin/yazarlarin iislupsal o6zelliklerinin ¢ikarimi ve bu
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ozelliklerin bilinen verilere gére yorumlandirilmasidir. Calismalarda ele alinan problemlere
0zgli yaklasimlar bu 6zelliklerin degerlendirilmesi asamasinda ¢esitlilik gdstermektedir. Elbette
ki her problemin ¢dziimiinde ayn1 6znitelik kiimeleri kullanilmamaktadir fakat probleme 6zgii
Oznitelik kiimesinin veya kiimelerinin belirlenme islemi problemlerin biiyiik bir cogunlugunda
benzerdir. Akademik metinlerde intihal tespiti, yazari ihtilafli metinlerin yazarinin tespiti,
tilketici yorumlarindan profil c¢ikarimi, tehdit/santaj mektuplarinin yazarina ait SOSYO-
demografik bilgililerin elde edilmesi ve terdrist gruplarin gizli web yazigsmalarinin tespiti gibi
birgok 6nemli gercek diinya probleminin ¢éziimii i¢in gliniimiizde hala yazar analizi
calismalarina ihtiya¢ duyulmaktadir. Yazar analizi ¢alismalarinda farkli konu ve metinler
tizerinden birgok problem ele alinmis olsa da bu alanda en ¢ok ilgi goren 3 temel problem
asagida verilmektedir. Bu 3 temel problem, tanimlar1 ve karsilagtirmalari alt basliklar halinde

verilmistir.

e Yazar Tamimlama (Yazar Atfetme-Niteleme)
e Yazar Profil Cikarimi

e Yazar Dogrulama (Klasik ve Giincel)
2.1. Yazar Tammmlama (Yazar Atfetme-Niteleme)

Yazar Tanimlama problemi, temelde ¢ok sinifli bir simiflama problemidir. Sorgulanan bir
metnin, yazilar1 bilinen bir grup yazar arasindan birine atfedilmesine veya dogru yazarin
bulunmasina dayanir [8, 9]. Bu problemlerin ¢6ziimiinde arka planda birden fazla yazar ve o
yazarlara ait Gislupsal ozelliklerin belirlenebilecegi dokiimanlar bulunur [3, 10]. Giiniimiiz
teknolojisi gbz onilinde bulunduruldugunda, arka plandaki yazar sayis1 dengesiz bir sekilde
artmakta fakat her yazara ait dokiiman sayisi esit oranda artmamaktadir [11]. Bu durum yapilan
calismalar1 zorlastirtyor olsa da gelisen ¢6ziim yontemleri de bu calismalara olan ilgiyi
arttirmaktadir. Yazar tanimlama problemlerinde, sorgulanan dokiimanin yazarinin arka planda

dokiimanlart bilinen yazarlardan biri oldugu garantilenmistir. Yani, elimizde bir aday yazar

kiimesi vardir ve sorgulanan dokiimanin yazariin bu aday yazarlardan biri oldugu kesindir. Bu
durum aday yazar kiimesinin boyutunun da ¢6ziimde dnemli bir rol oynadigini gostermektedir.
A kiimesi n tane yazarin bulundugu bir kiime olsun; A = {ai, az, as, as, ... an} ve D kiimesi her
yazara ait dokiiman kiimelerinin bulundugu bir kiime olsun; D = {D1, D2, D3, Ds, ... Dn}, Di
kiimesi aj yazarma ait doklimanlarin kiimesi olup ai € A’dir. Temsili bir yazar tanimlama

probleminin yapist Sekil 2.2°de gosterilmektedir.
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Vazarh Bu dokiimam

...... hangi yazar yazdi?

Sekil 2.2. Yazar tanimlama probleminin 6rnek bir temsili

Yazar1 sorgulanan dokiiman ds olarak adlandirilirsa, bu ¢alismalardaki ana amag ds
dokiimaninin en yakin oldugu veya en ¢ok benzerlik gosterdigi Di kiimesini bulmaktir. Bdylece

ds = Di kosulunda ds dokiimani i. yazar tarafindan yazilmistir bilgisine ulasilmaktadir.
2.2. Yazar Profil Cikarimi

Yazar Profil Cikarimi probleminde, belirli bir yazara ait dokiimanlar bulunur ve eldeki
dokiimanlar kullanilarak o yazara ait demografik, sosyal veya kiiltiirel 6zellikler belirlenmeye
calisilir [12-14]. Genellikle hangi tislupsal 6zelligin hangi oranda sorgulanan yazara ait 6zelligi
temsil ettigi, arka planda ya bir uzman gorlisii alinarak veya o Ozellikteki yazarlarin
dokiimanlarindan gerekli 6n bilginin ¢ikarilmasi ile elde edilmistir. Yazar profil ¢ikarimi
caligmalarinda, incelemede tek bir yazar ve sadece o yazara ait dokiimanlar bulunmaktadir, yani
yazar bazli sonuglar iiretilmektedir. Temsili bir yazar profil ¢ikarimi probleminin yapist Sekil

2.3’te gostertilmektedir.

~
) _

)
Yazar A

Yazar A:
36 yasinda
Erkek
Miihendis
Sinirli

N

Sekil 2.3. Yazar profil ¢ikarimi probleminin 6rnek bir temsili

Yas, cinsiyet, yabanci dil, kisisel 6zellik (sosyal, asosyal, eglenceli, sinirli, obsesif... ), egitim
ve ¢alisma alan1 gibi 6zelliklerin belirlenmeye ¢alisildig1 yazar profil ¢ikarimi ¢alismalarinda
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genellikle bu 6zelliklerde kisilerin dokiimanlarinin kullanildig1 siniflar mevcuttur ve ¢alismalar,
sorgulanan dokiimanlarin hangi siniflara daha yakin veya daha benzer oldugunu tespit etmeye

caligir.
2.3. Kilasik Yazar Dogrulama

Sorgulanan bir dokiimanin siipheli bir yazara ait olup olmadiginin, siipheli yazara ait oldugu
bilinen baska dokiimanlar kullanilarak dogrulanabilmesi Yazar Dogrulama islemi olarak
adlandirilmaktadir. Sorgulanan dokiimanin ait olabilecegi diger yazarlar kiimesinin sonsuz
boyutu gbz Oniine alindiginda Yazar dogrulama islemi zorlu bir probleme doniismektedir.
Yazar Dogrulama problemi, adli bilisim ¢aligmalarinin bir alt dali olarak ele alinip 6zellikle
intihal tespitinde kullanilan ve adli bilisim alaninda sik¢a karsilasilan bir problemdir [3, 10, 15].
Yazar dogrulama, yazar analizi problemlerinin neredeyse hepsini kapsayacak niteliktedir,
¢iinkii bu problemde, sadece bir yazara ait az miktarda dokiiman kullanilarak, sorgulanan harici
bir dokiimanin bu yazara ait olup olmadiginin cevabini bulunmaya ¢alisilir [4]. Sorgulanan
dokiiman, ya az miktarda yazisina sahip oldugumuz bir yazar tarafindan yazilmigtir veya
yeryliziindeki milyonlarca insandan biri tarafindan [9, 16-18]. Yani sorgulanan dokiimanin
dogrudan atanabilecegi garantilenmis bir aday yazar kiimesi bulunmamaktadir. Yapisi geregi
tek sinifl bir siniflandirma problemi olan bu problemin ¢6ziimii farkli problemlere benzetilerek
coziilmeye calisilmaktadir. Temsili bir yazar dogrulama probleminin yapist Sekil 2.4’te

gostertilmektedir.

il

Bu dokiimam
Yazar A m1 yazd1?

Sekil 2.4. Klasik yazar dogrulama probleminin drnek bir temsili
Klasik yazar dogrulama probleminin ¢6ziim yaklagimlar, yukarida da anlatildig: tlizere bir
dokiimanin siipheli bir yazara ait olup olmadig1 sorusunun cevabini bulmaya yoneliktir. Bu
problem iizerine yapilan ¢aligmalar genellikle bir yazara ait dokiimanlarin (az bir miktar)

arasindaki benzerligi dikkate alarak sorgulanan dokiimanin da bilinen dokiimanlar ile yakin
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benzerlik gosterip gostermedigi tizerinden ¢éziimler sunmaktadir [14]. Cogunlukla siipheli
yazarin bilinen dokiimanlar1 arasindaki ortalama benzerlik degeri esik deger olarak alinir ve
sorgulanan dokiimanin bilinen dokiimanlara olan ortalama benzerlik esiginin altinda veya
iistiinde olmasi durumu yorumlanir. Eger sorgulanan dokiimanin bilinen dokiimanlara olan
benzerligi belirlenen esik degerin altinda ise “sorgulanan dokiiman siipheli yazar tarafindan
yazilmamistir” denir. Tersi durumda, yani sorgulanan dokiimanin bilinen dokiimanlara olan
ortalama benzerlik degeri belirlenen esik degerden yiiksek c¢ikar ise “sorgulanan dokiiman

stipheli yazar tarafindan yazilmistir” denir [14, 19].
2.4. Giincel Yazar Bagimsiz Yazarhk Dogrulama

Klasik yazar dogrulama probleminde, slipheli yazara ait bir miktar dokiiman bulunmasi bu
problemi yazar tanimlama problemlerinin temeli olarak ele alinmasini saglamaktadir [20]. Bir
dokiimanin belirli bir yazara ait olup olmadiginin sorgulanmasi standart yazar tanimlama
problemlerinin gore daha zorlu bir probleme doniismesini saglamaktadir. Klasik yazar
dogrulama problemlerinin, yazar tanimlama problemlerine benzerligi goz oniine alindiginda
bircok c¢alisma yazar dogrulama problemini yazar tanimlama problemi gibi ¢6zme
yaklagiminda bulunarak kavram karmasas: olusmasinda da sebebiyet vermistir [21]. iki temel
yaklagimin arasindaki tek fark aday yazar kiimesidir. Yazar tanimlama ¢aligmalarinda bir¢ok
stipheli yazar varken ve sorgulanan dokiimanin bu yazarlardan biri oldugu garantilenmisken,
klasik yazar dogrulama probleminde tek bir siipheli yazar ele alinir ve sorgulanan dokiimanin

bu yazara ait olmamasi durumunda sayisiz adaya ait olabilme ihtimali vardir.

Giincel yazar dogrulama problemi, yazari bilinmeyen (anonim) iki dokiimanin ayni yazar
tarafindan yazilip yazilmadiginin dogrulanmasi problemidir [22]. Bu yaklasimda, klasik yazar
dogrulama problemlerinden farkli olarak yazar bagimsiz bir ¢6ziim gerekmektedir. Bu
yaklagima gore arka planda siipheli yazara ait birka¢ dokiiman yoktur ve amag sorgulanan iki
dokiimanin ayni yazar tarafindan yazilip yazilmadig bilgisini ¢ikarabilmektir. Klasik yazar
dogrulama bakis agis1 ile giincel yazar dogrulama problemi, siipheli yazara ait tek bir
dokiimanin, sorgulanan bir dokiimani1 da ayni yazarin yazip yazmadigimi dogrulayabilmesi
tizerinedir. Giincel yazar dogrulama yaklagiminda yazar bagimli ¢6ziimlerin yerine daha genel
bir ¢6zilim iiretilmesi zorunlulugu vardir. Tek bir dokiiman kullanilarak siipheli yazara ait bir
iislup analizinin yapilmasinin zorlugu asikardir. Bu ¢alismalarda, ayn1 yazarlara ait dokiimanlar

ile farkli yazarlara ait dokiimanlarin karsilastirilmas: gibi daha genel bir ayirt edicilik tespit
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edilmelidir. Literatiirde giincel yazar dogrulama bakis agis1 ile segili 6znitelikler kullanilarak
iki dokiiman aras1 benzerlik esik degeri belirleme galismasi yapilmistir [23]. Bu ¢alisma basarili
sonuglar liretmis olsa da her yazarin dokiimanlari arasindaki benzerligin ayni oranda ele
alinmamasi1 gerekliligi, bazi1 yazarlarin dokiimanlar1 arasinda daha ayirt edici benzerliklerin
aranmasi gerekliligi Boliim 4’te yapilan deneysel ¢alismalar sonucunda goriilmistiir. Temsili

bir yazar bagimsiz yazar dogrulama probleminin yapis1 Sekil 2.5’te gostertilmektedir.

Yazar X YazarY

Bu iki dokiiman
ayni yazar
tarafindan mi
yazildi?

Sekil 2.5. Giincel, yazar bagimsiz yazarlik dogrulama probleminin 6rnek bir temsili

Glincel, yazar bagimsiz yazarlik dogrulama probleminde siipheli yazar veya yazarlar arka
planda kalmaktadir. Bu yaklagimda énemli olan belirli bir yazara veya bir grup yazara ait bir
¢coziim iiretmek degil, genel olarak yazma iislubunda yazarlari en derinden ayirt edebilecek bir
yapida ¢6ziim sunabilmektir. Bu genel yapiy1 elde edebilmek tahmin edilecegi lizere zaten zorlu
olan klasik yazar dogrulama problemini daha da zorlu hale getirmistir. Bu amag dogrultusunda
bu tez ¢calismasinda bir¢ok farkli yontem ve uygulama gercgeklestirilmis, en uygun ve en basaril
sonug elde edilene kadar bir¢ok farkli algoritma ve model denenmistir. Yapilan her ¢alisma
belirlenen amaca ulagmak adina bir adimin sonucunu iiretirken bagimsiz alt yapilar olarak farkl

basliklarda, alt boliimler halinde ele alinmistir.
2.5. Diger Yazar Analizi Calismalari

Yazar analizi caligmalar1 giiniimiize kadar yukarida bahsedilen lic ana baslik {izerinde
yogunlukla yiiriitiilmekteyken, giiniimiiz teknolojik ve sosyal gelismeler 1s181nda bir¢ok farkl
caligmalar1 da igerisinde barindirmistir. Yapilan alan yazin 6zeti (survey) arastirmalarinin gcogu
yukarida bahsedilen ti¢ basligi ele almisken [3, 7, 10], yapilan en giincel alan yazin 6zet
calismasi [5] islupsal analiz ¢alismalarini 5 ana baslikta toplamistir. Bu basliklar asagidaki
gibidir:
e Yazar Tanimlama
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e Yazar Profil Cikarimi

e Yazar Dogrulama

e Uslup Olgekleme (Stylochronometry)

e Ters Uslup Olgiimii (Adversarial Stylometry)

Ik ii¢ ana problem yukarida detaylandirilmis, son iki problem daha seyrek calismalarda
goriilmesine ragmen ele alinis bigimleri sebebi ile farkli dallanmalar olusturmustur. Uslup
Olcekleme temel olarak yazma tislubunun zaman igerisinde degisimi iizerine yapilan ¢caligmalari
kapsamaktadir. Ozellikle kullanilan dilin zaman igerisinde degisiminin biiyiik etken olarak ele
alindig1 bu calismalar, bu degisimin yazarin iislubuna etkisini arastirmaktadir. Tiirk¢e dili
iizerine yapilan, iki yazarin islubunun zaman igerisinde degisiminin kullanilan kelime
uzunluklarina etkisini gozlemleyen calisma [24], giincel islupta kullanilan kelimelerin daha
uzun oldugunun tespitini igermektedir. Zamanla yazarmn tislubunun degisiminin dogal olarak
kaginilmaz oldugunu gosteren bu c¢aligmalarin [25, 26] yazarlara ait en ayirt edici iisluplarin

belirlenmesi konusunda literatiire nemli bir katki saglayacagi asikardir.

Ters iislup ol¢limii olarak Tiirk¢eye gevirebildigimiz ¢alismalar, bir yazarin, yazar tanimlama
caligmalarinda tespit edilmemek icin kasitli olarak {islubunu degistirmesi {izerine yapilan tespit
calismalaridir [27]. Ug farkli yapida ters dlgme yapilabilmektedir; imitasyon, ceviri ve
perdeleme. Imitasyon islemi bir yazarin iislubunu baska bir yazara benzeterek metin olusturma
islemlerini kapsamaktayken, ¢eviri islemi, dil ¢eviri uygulamalar1 kullanilarak bir metni 6nce
baska bir dile sonra tekrar orijinal diline ¢cevirme islemidir. Perdeleme caligsmalarinda ise yazar
tanimlama c¢alismalarinda yazarlari en 1yi ayirt edebildigi bilinen kelime veya 6zniteliklerin bir
yazar tarafindan farkli degerlerde kullanim1 ile yapilan ¢alismalardir ki bu ¢alismalar da yazarin

yazma lislubunu perdelemek amaci ile yapilmaktadir [28].
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3. ALAN MODELLEME iLE YAZAR DOGRULAMA

Bu boliimde, tezin genelinde ele almis oldugumuz yazar dogrulama problemine, belirli bir
alana 6zgii “alan temsil modeli” iiretimi ile yazar dogrulama yaklasimi ¢6ziim yontemi olarak
sunulmaktadir. S6z konusu yaklasim ile belirli bir alanda iiretilen yazilara ait bir temsilin o
alandaki yazar dogrulama basarist l¢iilmeye ¢alisilmistir. Sunulan yazar dogrulama yontemi
bu caligmaya 6zgii olup kose yazilarinin kullanildigr bir alan modeli ile deneyler yapilmis ve

sonuglar tartigtlmstir.
3.1. Konu Kapsam ve Literatiir

Suglularin  veya terdrist gruplarin sanal ortamin gizliliginden faydalanmasiyla dijital
dokiimanlardaki yazar dogrulama problemi giderek daha 6nemli bir hal almaktadir. Elektronik
ortamda dijital dokiimanlar, eger yazari bilinirse siiphelileri suglamak i¢in delil niteligindedir.
Ozellikle adli vakalarda bir dokiimanin yazarimi belirleyebilmek icin arka planda o yazara ait
cok sayida dokiiman yoktur. Bir metnin bir yazar tarafindan yazilip yazilmadiginin
dogrulanabilmesi i¢in az miktarda dokumanin yeterli olmasi gerekmektedir. Klasik yazar
dogrulama caligsmalarinda bu miktar 3 ile 10 arasinda olmaktadir. Fakat bu miktar bile ¢ogu
gercek diinya probleminde tedarik edilemeyecek kadar ¢coktur. S6z konusu zorluk géz 6niine
alindiginda problemin en temel noktaya yani bir yazara ait sadece bir dokiimanin bulundugu
duruma indirgenmesi gerekliligi goriilmektedir. Bu gereklilik gz oniinde bulundurularak
yapilan bu ¢alismada, verilen sadece iki dokiimanin ayni yazar tarafindan yazilip yazilmadig:
bilgisine ulasilmaya ¢alisilmistir. Bu yaklagim ile ele alinan temel problem, yazari bilinen bir
dokuman kullanilarak baska bir dokiimanin aym kisi tarafindan yazilip yazilmadiginin

dogrulanabilmesi noktasinda ¢oziilmeye calisiimistir.

Ele alinan tek dokiimanli yazar dogrulama probleminin ¢dziimii i¢in bu ¢alismada "Alana-6zgi
Model Uretimi" ¢dziim yontemi olarak sunulmaktadir. S6z konusu alan ile ilgili, o alan1 temsil
eden bir model iiretilip verilen bir dokiimanin alan dogrulamasmin yapilabilmesi
ongoriilmektedir. Caligmanin temel amaci ise iiretilen model ile yazar dogrulama yapmaktir.
Arka planda etiketli higbir veri olmadan, iiretilen model kullanilarak, verilen iki dokiimanin
ayn1 yazar tarafindan yazilip yazilmadiginin cevabi, yazar dogrulama probleminin ¢oziimiinii

ve bu ¢alismanin amacini olusturmaktadir.
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Belirtilen amag dogrultusunda ilk olarak belirli bir alan i¢in genel yapiy1 temsil eden bir model
olusturmak gerekmektedir. Ornegin blog yazilarini temsil etmesi icin iiretilecek bir model
girilen bir metnin blog yazis1 olup olmadigini olasiliklar ger¢evesinde belirleyebilecektir.
Boylece, 6zellikle orglitsel mesaj veya bildirilerin kolaylikla entegre edilebildigi bu yapilarin
tespiti kolaylasacaktir. Daha sonra iiretilen model veya modeller kullanilarak yazar dogrulama
sistemi olusturmasi gerekmektedir. Yazar dogrulama islemi, adli bilisimin bir alt dali olmakla
birlikte yazar analizi problemlerinden en zorlu olanidir. Yazar analizi islemleri temelde ¢ok
smiflt bir siniflandirma problemi olup arka planda s6z konusu yazar veya yazarlar ile ilgili
bir¢ok dokiimandan bilgi elde edilmistir. Fakat yazar dogrulamada s6z konusu yazar ile ilgili
cok az miktarda dokiiman ele alinir ve harici bir metnin s6z konusu yazar tarafindan yazilip
yazilmadigi sorgulanir. Temel yazar analizi islemlerinin aksine yazar dogrulama problemi bir
tek sinifli siniflandirma problemi olarak ele alinir. Bu ¢alismada tiretilecek model kullanilarak

basaril1 bir yazar dogrulama sistemi yapilmasi hedeflenmistir.

Ulusal ve Uluslararas: literatiirde Tiirkge dili i¢in yapilan bir yazar dogrulama calismasi
bulunmamaktadir. Uluslararas: literatiirde yazar dogrulama icin bir¢ok c¢alisma yapilmis
olmasina ragmen Onerdigimiz metodu kullanan calisma bulunmamaktadir. Uluslararasi
literatiirde  yapilan c¢alismalar, kullanilan yontemler ve veri kiimeleri asagida

detaylandirilmistir.

Yazar dogrulama problemini tek sinifli siniflandirma problemi olarak ele alan ¢alismalarda
yazar dogrulama i¢in sahtekarlar (impostors) [23, 29, 30] ve maske siyirma (unmasking) [31—
34] yontemleri yogunlukla kullanilmaktadir. Sahtekarlar yonteminde, sorgulanan dokiimanin
konusu ve alan1 ayn1 olan baska yazarlara ait dokiimanlar toplanarak iki sinifl1 bir yap: elde
edilmeye c¢alisilmis ve smiflandirma algoritmalart  kullanilarak yazar dogrulama
gergeklestirilmistir. Bu yontemde elde iki sinif bulunmaktadir; A yazarina ait yazilar ve A
yazarina ait olmayan yazilar. Sahtekarlar yontemindeki en 6énemli problem, B yazarina ait bir
yazinin A yazarina ait olmayan yazilar sinifinda olmamasidir yani sahtekarlik ile iiretilen
dokiimanlara benzemeyen her yazi A yazarina aittir sonucu iiretilecektir. Literatiirde sahtekarlar
yontemi farkli sekillerde kullanan c¢alismalar da bulunmaktadir [30]. Maske siyirma
yonteminde ise bir yazarin dokiimanlari arasindaki benzerligi bulmak i¢in ¢ikarilan
Ozniteliklerden en ayirt edici olanlar asamali olarak Gznitelik kiimesinden ¢ikarilmaktadir.

Boylece ayni yazarin dokiimanlari arasinda en yiiksek benzerlik degerini tireten 6znitelikler ve
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kag¢ asama ile elde edildigi bulunmustur [15]. Elde edilen 6znitelik kiimesi yazar dogrulamada

kullanilarak basarim degerlendirilmektedir.

Uluslararasi literatiirde yazar dogrulama ¢alismalarinda veri kiimesi olarak; romanlar [10, 35],
blog yazilar1 [23], elektronik postalar [17, 36], kisa mesajlar [36, 37], farkli konu ve tiirlerde
metinler [18], internet forum mesajlart [38], dijital kanit sorusturmalar1 [39], intihal belgeleri
[40], kaynak kodlar [41, 42] vb. kullanilmaktadir. Ulusal literatiirde de yazar niteleme
caligmalarinda kullanilan 6znitelikler bu ¢alismada dikkate alinacaktir. Baslangic olarak kdse
yazilarinin alan olarak ele alindig1 yazar ¢6ziimleme ¢alismasinda [43] en ayirt edici oldugu
tespit edilen 6zniteliklerin sonuglar1 degerlendirilecektir. Daha sonra agamali olarak Tiirkge
lizerine yapilan yazar niteleme alanindaki c¢aligmalarin 6znitelik kiimeleri denenerek yazar

dogrulamadaki basarimlar1 degerlendirilecektir.
3.2.  Kullanilan veri kiimesi

Bu ¢alismada ele alinacak metinsel alan Kose Yazilar alani olacaktir. Olusturulacak modelin
basarisinin ilk denemeleri az sayida kdse yazarmna ait yazilar lizerinden gergeklestirilecektir.
Elde edilen sonuglar iizerinde yazar sayist ve ele alinan metinsel alan sayis1 arttirilarak
calismanin basarisinin degerlendirilebilmesi dngoriilmektedir. Ik asamada rastgele segilmis 5
kose yazarina ait rastgele secilmis 12’ser kose yazisi, ele alinan kdse yazilari alaninin temsili
icin kullanilacaktir. Segilen yazarlar ve bu yazarlarin aktif olarak yazilarin1 yayinladigi gazete
listeleri Tablo 3.1°de verilmistir.

Tablo 3.1. Kdse yazilar alan temsilinde ele alinan yazarlar ve yazilarin yaymlandig: gazeteler
listesi

Yazar Gazete
Ahmet Hakan Hiirriyet
Bekir Coskun Sozcii
Mehmet Tezkan Milliyet

Nihal Bengisu Karaca | Habertiirk

Serpil Cevikcan Milliyet

Yukarida listesi verilen yazarlarin 2016 yilina ait rastgele secilmis 12 yazis1 kose yazilari
alanmin temsili i¢in kullanilmistir. Yazarlarin se¢iminde de bir kasit ve kisit yoktur, yazarlar

ve yazilan rastgele se¢ilmis olup 2016 yilindaki her ay i¢in rastgele bir yazi alinmaya
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calisilmistir. Boylece dokiimanlar aras1 zamana bagli benzerlik ¢ikariminin oniine gegmek
amaglanmistir. Calismanin devaminda ele alinan verilere ait oldugu yazarlarin isimleri ile degil

rastgele olarak atanan Al, A2, A3, A4 ve A5 yazari adlandirmalari ile deginilecektir.
3.3. Materyal ve Metot

Bu ¢alismanin iki temel asamasi bulunmakta ve her asama kendi i¢inde is parcalarina boliinerek
artiml1 bir ilerleme gostermesi Ongoriilmektedir. Caligmanin ilk agamasi belirlenen bir alan igin
bu alan1 temsil eden bir Tiirkiye modeli olugturmaktir. Bu asamanin 2 6nemli is parcacigi
bulunmaktadir. Ilki veri kiimesi olarak o alani en iyi temsil eden verilerin yeterli miktarda
toplanmasidir. Bu is parcaciginin basarili bir sekilde yapilip yapilmadigini belirleyebilecek bir
arag veya algoritma literatiirde olmadigindan her giincelleme icin tiim sistem test edilip
sonuglara gore veri kiimelerinin basarimi1 degerlendirilecektir. Tkinci is parcacigi ise elde edilen
veri kiimesinin en ayirt edici Oznitelikleri kullanilarak bu verileri ortak bir yapi haline
getirmektir. Uretilecek bu ortak yapt verilen iki dokiimanin yazar dogrulamasinda
karsilastirmali olarak kullanilacagindan dokiimanlar ile ayni1 yapida olmasi gerekmektedir.
Karsilasgtirma islemi dokiimanlarin vektorel temsilleri ile yapilacagindan iiretilecek Alan
Temsil Modeli’nin de ele alinan dokiimanlar ile ayn1 yapida bir vektor haline doniistiiriilmesi
gerekmektedir. Soz konusu alani temsil etmesi igin iretilen model/vektor, calismanin
devaminda Alan Temsil Vektorii (ATV) olarak adlandirilmistir. Bu is parcaciginin basarimi s6z
konusu 6zniteliklerin eldeki veri kiimesi i¢in en ayirt edici nitelikte olmasina baglhdir. Bir¢ok
basarili 6znitelik ¢ikarma algoritmalarina ek olarak yine bagarimi yiikseltmek i¢in literatiirde
kullanilan 6znitelikler uygulanip sonuglar farkli 6znitelik gruplari i¢in sonraki ¢aligmalarda

degerlendirilecektir.

Calismanin ikinci asamasi liretilen modellerin yazar dogrulama amaci ile kullanimidir. Bu
asama oncelikle birinci asama igin bir test gorevi gormektedir. Uretilen model yazar
dogrulamada ne kadar basarili sonu¢ verirse modelin o kadar basarili bir temsil oldugu
sOylenebilecektir. Yazarlarinin dogrulanmasi amaci ile sisteme girdi olarak verilecek iki
dokiimanin, ilk olarak ATV’yi olusturan dokiimanlara yapildigi gibi bir 6znitelik ¢ikarimi
islemi uygulanmaktadir. Bu islem sonrasi elde edilen dokiiman temsili vektorler ve ATV, yazar
dogrulama islemi icin karsilastirmali olarak iiglincii asamada degerlendirilmektedir.

Kurgulanan agamalar1 igeren sistemin akigi Sekil 3.1’de gosterilmektedir. Caligmanin

20



devaminda Sekil 3.1°de gosterilen asama 2 ve asama 3 bir biitiin olarak degerlendirilecek olup,

anlatimin daha sadelestirilmesi amaci ile sekilde ayr1 is pargaciklarinda gosterilmektedirler.

1. Asama (Alan Temsili Model Uretimi)

Oznitelik
Cikarim

Alan
" | Kompozisyonu

Alan Temsil

Alana Ozgii N
" | Vektori (ATV)

Dokiimanlar

2. Asama (Yazar Dogrulama Vektor Uretimi)

D,
D,

Oznitelik
Cikarim > ﬁz

3. Asama (Yazar Dogrulama Sonug Uretimi)

Sonuc = evet; Uzaklik(D,,D,) < ort(Uzaklk(D,, ATV ), Uzaklik(D,,ATV'))
hayer; Uzaklik(D,,D,) > ort(Uzaklik(D,,ATV ), Uzaklik(D,,ATV'))

Sekil 3.1. Alana-6zgii model tiretimi ile yazar dogrulama sisteminin akisi

Kose yazilar1 alaninda bir Tiirkiye modeli iiretebilmek i¢in oncelikle bu alanda ayirt ediciligi
en yiiksek ozniteliklerin belirlenmesi gerekmektedir. Calismanin bu asamasinda 2014 yilinda
O. Aslantiirk tarafindan yapilan yazar ¢oziimleme konulu doktora ¢aligsmasi sonucunda elde
edilen ve kose yazarlari arasinda en ayirt edici oldugu belirlenen 6znitelikler kullanilmistir. S6z
konusu calismada yazarlar arasi en ayirt ediciligi yiiksek ozelliklerin Tablo 3.2°de verili

Ozniteliklerin kullanim sikliklar1 (frekanslari) oldugu belirlenmistir.

Tablo 3.2. Kose yazarlari alaninda ayirt ediciligi en yiiksek 6znitelikler

Nokta (.) Soru isareti (?) Ters Yan Cizgi (\) Parantez ((,))
Virgiil (,) Yan ¢izgi (/) Iki nokta iist iiste (:) | Ampersand (&)
Alt tire () Tek tirnak(*) Noktal1 Virgil (;)

Tire (-) Cift tirnak () Unlem isareti (1)

K kiimesi kdse yazilar1 alaninin temsili olmak iizere bu ¢alisma icin kiiciik bir temsil olacak

sekilde 5 yazar igermektedir K = {A1, A2, Az, A4, As}. Di kiimesi Aj yazarina ait dokiimanlarin
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bulundugu kiime olmak tizere her Di = {d1, d2, ds, ..., di2} seklinde 12 elemana sahiptir. Se¢ili
Oznitelikler kullanilarak ele alinan bu 60 dokiiman vektorel hale getirilmistir. Bu islem, ele
alinan 6zniteliklerin dokiimanda gegme frekanslar1 elde edilerek yapilmistir. Islem sonucunda
her dokiiman di= < f1, fo, f3, ... fi4> seklinde bir vektor ile temsil edilmektedir. Daha sonra bu
vektorler normalizasyon isleminden gecirilmistir. Normalize etme islemi vektorlerin her bir
Ozniteligi i¢in aldigr degerin dagilimdaki yerini bozmadan 0-1 araligina indirgenmesi ile
yapilmistir. Her 0znitelik i¢in normalize edilmis deger o 6zniteligin diger dokiimanlardaki en
yiiksek ve en diisiik degerleri géz onilinde bulundurularak Denklem (1)’de oldugu gibi
hesaplanmustir. fx, X numarali 6znitelik olmak tizere, di(fmin) Ve di(fmaks) sirasiyla i. dokiiman

vektortinde bulunan en diisiik ve en yliksek degerdeki 6zniteligin degeridir.

fx - di(fmin)

b Fmars) — & o)

ey

Normalize edilmis dokiiman vektorleri birlestirilerek bir kose yazilari alan temsil vektori
(ATV) elde edilmistir. Birlestirme islemi i¢in her vektoriin ilgili 6zniteliginin tiim vektorlerdeki
degerinin toplanip, toplam degerin vektor sayisina bolimii ile ATV vektoriintin ilgili
Ozniteliginin degeri elde edilmistir. Birlestirme islemi ile elde edilen vektoriin her 6zniteliginin
degeri Denklem (2)’de goriildiigii gibi hesaplanmistir. Kose yazilari alanmi temsil edecek
vektorli olusturan her 6znitelik degeri hesaplandiktan sonra elde edilen vektor, kose yazilari

alaninin temel bir temsili olarak ele alinmistir.

N
1
ATV(E) = 3 ) di(£) 2)
k=1

fx = x. Ozniteligin degeri
N = dokiiman sayisi

dk = k. dokiimanin vektorii

ATV elde edildikten sonra veri kiimesinde bulunan her dokiiman diger tiim dokiimanlar ve
ATV ile karsilastirilmasi ile yazar dogrulama yapilmistir. Bu asamada bahsedilen karsilagtirma
islemi uzaklik tabanl bir karsilastirmadir. Uretilen alan temsili model kullanilarak model -
dokiiman ve dokiiman — dokiiman karsilagtirmasi yapilmistir. Yapilan karsilastirmada,
karsilastirma 6lgegi olarak Denklem (3)’te verilen Kosiniis Benzerligi formiilii kullanilmistir.
Kosiniis benzerligi kullanilarak girilen iki vektoriin n boyutlu vektorel uzayda arasindaki

uzaklik ol¢iilebilmektedir. Karsilastirma yapilan dokiiman vektorleri ve iiretilen ATV aym
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yapida ve ayni boyutta vektorler oldugundan bu vektorler arasindaki mesafenin dlgiimii igin,
hem dokiimanlar aras1 mesafe dokiiman ciftleri olarak hesaplanmis hem de ele alinan her

dokiimanin tiretilen ATV ile aralarindaki mesafe 6l¢iilebilmistir.

a_.b” ’faibi

CosO = =
- b—)
TR e Jrnor

(3)

a~, b7, iki dokiiman vektorii olmak iizere,
a”.b~ bu vektorlerin noktasal ¢arpimini temsil etmektedir.

Kose yazilart alanin1 temsil eden vektor elde edildikten sonra yazar dogrulama problemindeki
basarist literatiirde var olmayan bir yontem kullanilarak degerlendirilmistir. Bu ¢alismada yazar
dogrulama problemi, verilen iki dokiimanin yazarinin dogrulanabilmesi olarak ele alinmistir.
Bu dogrultuda her yazar icin ele alinan iki dokiiman arasindaki benzerlik ile bu iki dokiimanin
tiretilen alan modeline olan ortalama benzerligi karsilastirilmistir. Ele aldigimiz probleme

¢Ozlim Onerimiz su sekildedir;

Ele alinan iki dokiiman arasindaki benzerlik degeri, bu dokiimanlarin alan
modeline olan benzerliginden daha yiiksek ise ele alinan dokiimanlar ayni yazar
tarafindan yazilmistir. Eger soz konusu dokiimanlar arasindaki benzerlik degeri
bu dokiimanlarin alan modeline olan ortalama benzerliginden daha diisiik ise ele

alinan dokiimanlar farkly yazarlar tarafindan yazilmistir.

Verilen yaklasim kullanilarak Onerilen ¢oziimiin basarim Ol¢liimii i¢in, bilgi getirimi
caligmalarinda sik¢a kullanilan bir istatistiksel 6l¢lim araci olan f-6l¢timii kullanilmistir. F-
Olgtimii hesaplamasi, elde edilen sonuglarin kesinlik (precision) Denklem (4), hassasiyet
(recall) Denklem (5) ve dogruluk (accuracy) Denklem (6) hesaplamalari {izerinden ele
alinmaktadir. Bu hesaplamalar Tablo 3.3’te verilen hata matrisi degerleri kullanilarak elde

edilir. F-6l¢timii Denklem (7)’de verilmistir.
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Tablo 3.3. Hata matrisi

Kesinlik = ¥ 4
S = DP + YP (4)
H [yet = bP 5
assasiyet = 75 YN (5)
Dosruluk — DP + DN )
OBTUUN = DP ¥ DN + YP + YN (6)
e Kesinlik * Hassasiyet
F — olgimii = 2 * (7)

Kesinlik + Hassasiyet
3.4. Sonuglar

Girilen iki dokiimanin yazar dogrulamasinin yapilabilmesi i¢in bu ¢aligmada iiretilen model ile
veri kiimesindeki tiim dokiimanlar c¢iftler halinde karsilastirilmistir. Dokiimanlar arasi
karsilastirmalar yapilirken oncelikle tiim dokiimanlarin birbiri arasi benzerlikleri 6l¢tilmiistiir.
Her dokiiman c¢ifti i¢in sadece bir benzerlik degeri elde edilebildiginden dolay1 60 dokiiman
icin toplamda 60*60/2 olmak iizere 1800 benzerlik karsilastirmast yapilmistir. Dokiiman —
dokiiman arasi 1800 benzerlik olgiiliirken, her dokiimanin iiretilen modele olan benzerligi de
hesaplanmistir. Toplamda 60 dokiiman — model benzerligi elde edilmistir. Iki dokiimanl1 yazar
dogrulama problemine getirdigimiz ¢6ziim Onerisi denkleminde verilen kurallar, elde edilen
benzerlik sonuglarma uygulanmistir. Dokiiman — dokiiman benzerlik oranlarinin
karsilastirildigl matrisin boyutu biiylik oldugundan tablo olarak verilememektedir. Ele alinan
60 dokiimanin iiretilen kose yazilar1 alan modeline ortalama, en yiiksek, en diisiik benzerlik

degerleri ve tiim degerler arasi standart sapmasi Tablo 3.4’de verilmistir.
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Tablo 3.4. Uretilen kdse yazilart modelinin veri kiimesindeki dokiimanlara benzerligi
bakimindan 6zellikleri

Model Ozellikleri Degerler
Ortalama benzerlik degeri 0,676
En diistik benzerlik degeri 0.53
En yiiksek benzerlik degeri 0,84
Standart Sapma 0,083

Yukarida belirtilen sonuglara bakarak ele alinan veri kiimesi kiigiik bir 6rnegi temsil etmis
olmasina ragmen iiretilmis model, iiretildigi alan1 kismen temsil edebilecek benzerlik araligina
sahiptir. Bu degerler dogrultusunda + - %15°1ik bir deger aralifinda alana 6zgii dokiimanlarin

tespitinin yapilabilecegi ongoriilmektedir.

Yazar dogrulama problemine ¢oziim Onerisi olarak sunulan hipotezin elde edilen benzerlik
sonuclarina uygulanmasi ile Tablo 3.5’deki hata matrisi elde edilmistir. Toplamda hesaplanan
1800 dokiiman — dokiiman benzerlik degerinin 360 tanesi ayni yazara ait dokiiman ¢iftlerinin
benzerliklerinden elde edilmekteyken kalan 1440 benzerlik degeri farkli yazarlara ait dokiiman
ciftlerinin benzerlik degeridir.

Tablo 3.5. Kullanilan veri kiimesindeki dokiimanlardan yazar dogrulama yaklagiminda elde
edilen sonuglar

Pozitif | Negatif

DOGRU | 354 866

YANLIS 6 574

Tablo 3.5’de gosterilen sonuglar, dnerilen hipotezin eldeki veri kiimesine uygulanmasi sonucu
elde edilen sonuglardir. Bu sonuglar degerlendirildiginde, toplamda 360 tane olan ayni yazar
tarafindan yazilmis dokiiman ciftinin 6nerilen hipotez kullanilarak 354 tanesine dogru olarak
ulagilabilmektedir. 360 dogru cevaptan sadece 6 taneyi yanlis olarak belirlemek yani %2,16
gibi bir hata pay1 bu 6l¢ekte bir veri kiimesi i¢in oldukca diisiiktiir. Fakat 6nermis oldugumuz
hipotez kullanilarak olusturulan ¢aligma, toplamda 1440 tane olan farkli yazarlar tarafindan
yazilmis dokiiman ciftlerinden 574 tanesine “farkli yazarlar tarafindan yazilmistir”
diyebilmistir. Geri kalan 866 tane farkli yazarlar tarafindan yazilmis dokiiman ¢ifti onermis

oldugumuz ¢6ziim yontemi kullanilarak hatali siniflandirilmistir. %60,13 degerinde bir yanlis
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tahmin bu Olgekte bir veri kiimesi i¢in oldukca fazladir. Verilen hata matrisi kullanilarak

hesaplanan gerekli 6l¢ekler agagida verilmistir.

e Precision = 0,983
e Recall =0,381

e Accuracy = 0,677
o F-olgegi = 0,549

3.5. Tartisma

Bu ¢alismanin 6ncelikli 6zgiin degeri, Tiirkge dili lizerine ve Tiirkiye’deki uygulamalari devam
eden alanlar gozetilerek alan tabanli metinsel bir model iiretilmesidir. Ulusal literatiirde bu konu
ile ilgili ¢alisma bulunmadigindan hem akademik alana 6nemli bir katki saglanacak hem de bu
alanda yapilacak calismalar i¢in bir temel yap1 olusturmasi dngoriilmektedir. Calismanin bir
baska 0zgilin degeri ise iiretilecek modeller kullanilarak hem alan dogrulama hem de yazar
dogrulama yapilabilmesidir. Yazar dogrulama ¢alismalar1 uluslararasi literatiirde ele alinmis
olmasina ragmen oOnerdigimiz alan bagimli model tabanli yazar dogrulama yontemi bu
calismaya 6zgilindiir. Calismanin kapsami geregi ele alinacak konular yazar niteliklendirme
caligmalarin1 kapsamaktadir. Bu sebeple calisma, yazar niteliklendirme alaninda genis bir

literatiir taramasi olarak da yardime1 bir kaynak gorevi gorecektir.

Ele alinan problemin ¢6ziimiine yonelik gelistirilen hipotez dogrultusunda yapilan deneylerden
elde edilen sonuglar ile ele alinan hipotezin ayni yazara ait dokiimanlar1 ayirt etmede basarili
oldugu fakat farkli yazarlara ait dokiiman ¢iftlerini ayirt etmede yeterli basariyr gosteremedigi
goriilmektedir. Bu c¢aligmadan elde edilen sonuglarda da goriilecegi iizere sonuglarin daha
memnun edici seviyelere ¢ikilabilmesi i¢in agamali olarak veri kiimesinin, iiretilen modelin ve

oznitelik setinin giincellenerek farkli sonuglarin tiretilip yorumlanabilmesi gerekmektedir.
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4. YAZAR MODELLEME ILE YAZAR DOGRULAMA

Bu bolimde, “Yazar dogrulama problemlerinde dikkate alinmasi gereken benzerlik esik
degerinin ne olmasi gerekir?” sorusunun cevabi, yazar modelleri olusturularak bulunmaya
calisilmistir. Olusturulan yazar modelleri, yazarlar1 temsil eden bir dokiiman gibi ele alinip s6z
konusu yazara ait dokiimanlara olan benzerlik degerlerine gore bir esik belirlenmeye
calistlmigtir. Ek olarak, bir yazari temsil etmede kullanilan basarili 6znitelik kiimelerinin
birbirine gore karsilastirmasi da yapilmistir. Kdse yazilarinin veri kiimesi olarak kullanildigi bu
caligmada elde edilen deneysel sonuglar ve yapilan ¢ikarimlar sozlii bildiri olarak literatiire

eklenmistir.
4.1. Konu Kapsam ve Literatiir

Bir dokiimanin incelenmesi ile o dokiimanin yazar ile ilgili bilgi ¢ikarma ¢aligmalari yillardan
beri ilgi goren zorlu bir ¢alisma alanidir. Yazar Analizi [10] veya Yazar Tanimlama [7]
basliklari ile ele alinan bu caligmalarin 19.yy’dan beri hesaplamali yontemlerin kullanimi ile
yayginhigr artmistir [3]. Giiniimiiz teknolojisi de géz oniinde bulunduruldugunda metinsel
verilerin liretiminin siirekli olarak katlanarak artiyor olmasi goz ardi edilemeyecek bir birikim
olusturmaktadir. Bu birikim s6z konusu alanlara 6zgii yapilan ve yapilacak c¢aligmalarin
popiilerligini arttirmaktadir. Bir takim kuruluslarin da alana 6zgii veri yayini yapmasi [44, 45]
ve yapilan ¢aligmalar1 desteklemesi bu alana olan ilgiyi daha da arttirmaktadir. Yazar analizi
caligmalari temelde 3 ana dala ayrilmaktadir; Yazar Tanimlama [9], Yazar Profil Cikarimi [46,
47] ve Yazar Dogrulama [18, 36]. Bazi kaynaklarda ayn1 alan olarak ele alinmis olsa da Yazar
Tanimlama calismalari, yazar analizi alaninda ele alinan problemlerin baginda gelmektedir.
Yazar tanimlama problemlerinde sorgulanan bir dokiimanin belirli bir grup aday yazar
arasindan birine atamasi yapilmaya calisilir. Bu ¢alismalarda belirli bir grup yazar ve bu
yazarlara ait oldugu bilinen bir¢ok dokiiman vardir. Sorgulanan dokiiman hangi yazarin
dokiimanlarina daha fazla benzerlik gosterirse kullanilan algoritmaya gore, o yazarin ¢aligmast
olarak atanir. Yazar profil ¢ikarimi ¢alismalarinda amag sorgulanan bir dokiimanin yazari ile
ilgili yas, cinsiyet, egitim durumu, psikolojik durum gibi sosyo-demografik bilgilerin

¢ikarilmasidir.

Yazar analizi caligmalarinin en zorlu problemlerinden biri Yazar Dogrulamadir. Yazar

dogrulama problemlerinde arka planda tek bir yazar ve o yazara ait az sayida dogrulamada
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kullanilabilecek dokiiman vardir. Yazar analizi ve adli bilisim ¢alismalarinin ortak noktasi olan
bu problem diger problemlerin en derin katmani olarak ele aldigindan yazar analizi
caligmalarinin temel problemi olarak degerlendirilmektedir [20]. Yazar dogrulama probleminin
zorlugu ele alinan veri kiimesinin ¢ok az (en fazla 10 dokiiman) olmasindan kaynaklanmaktadir.
Bu calismada yazar dogrulama problemine yazar modelleme yaklasgimi ile bir ¢oziim
sunulmaya calisilmistir. Bir yazara ait birka¢ dokiimanin bilesimi kullanilarak o yazari temsil
edebilecek bir yapi, bir profil olusturulmustur. Elde edilen bu yap1 ile s6z konusu yazara ait
dokiimanlar arasindaki benzerlik degerleri dl¢iilmiistiir. Olgiilen degerlerin, bir yazara ait
dokiimanlarin o yazara ait bir profile ne kadar yakinlik gosterebilecegi bilgisini vermesi
beklenmektedir. Olgiimler sonucu elde edilebilecek bu bilginin yazar dogrulama ¢alismalarinda
ele alinan dokiimanlar arasi benzerlik degerinin nasil yorumlanmasi gerektigine yardimeci

olacaktr.

Yazar analizi problemlerinin temel bir problemi olarak degerlendirilmesi sebebiyle yazar
dogrulama problemi ic¢in sunulacak basarili bir ¢6ziim yaklasiminin bu alandaki farkl
problemlerin ¢Ozliimiine de katki saglayacagi asikardir. Yapisi gere§i yazar analizi
caligmalarinda basarilt sonuglar veren yaklagimlarin da yazar dogrulama probleminin
¢coziimiine katki saglamasi beklenmektedir. Dolayisi ile yazar dogrulama probleminin ¢ézimii
icin sunulmasi beklenen bir yaklasimin bu alandaki diger basarili yaklasimlari da kapsam
dahiline almasi gerekmektedir. Bu bakis agis1 ile yapilan ¢aligmada yazar analizi ile ilgili
yapilan tiim basarili ¢aligmalar kapsam dahilindedir. Yazar tanimlama alaninda Tiirk¢e metinler
kullanilarak yapilan basarili c¢aligmalar bulunmaktadir. Farkli Ozniteliklerin, farkli veri
kiimelerinin ve farkli yontemlerin kullanildig1 ¢calismalara [48] ek olarak bu alandaki en ayirt
edici Ozniteliklerin ve smiflandirma yontemlerinin bulunmaya ¢alisildigi ¢alismalar da
yaptlmistir [49]. Kose yazilarmin ele alindigi bir doktora tezi olan yazar tanimlama
calismasinda [43] belirlenen en ayirt edici 6znitelik kiimesi bu ¢alismada ilk 6znitelik kiimesi

olarak kullanilmaktadir.

Yazar dogrulama probleminde az sayida veri ile ¢6zliim sunabilmek gerektiginden bu probleme
cogunlukla yazar analizi alanindaki bagka problemlere benzetilerek ¢oziimler fiiretilmeye
calisilmistir. Yapisi geregi tek sinifli bir siniflandirma problemi [10, 15] olan yazar dogrulama
probleminde ele alinan dokiimanlar1 metin bloklarina bolerek siif igerigini arttiran farklh

¢Ozlim yaklagimlar1 da bulunmaktadir [3]. Harici yazarlarin dokiimanlarini kullanarak tek siniflt
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simiflandirma problemini ¢ok smifli veya iki simifli siiflandirma problemine doniistiiren

caligmalarda da basarili sonuglar elde edilmistir [23, 29].

Bu calismada yazar dogrulama problemlerinde sorgulanan ve karsilastirilan dokiimanlar arasi
benzerlik araliginin karar kriteri olarak hangi degerlerde olmasi gerektigi ve elde edilen
benzerlik degerinin nasil yorumlanmasi gerektigi iizerine deneyler yapilmistir. Bir grup yazara
ait dokiimanlar kullanilarak s6z konusu yazarlarin yazma tislubunu temsil eden yazar modelleri
olusturulmustur. Olusturulan bu modellerin olusturuldugu dokiimanlar ile arasindaki
benzerlikler hesaplanarak bir dokiimani bir yazara atayabilmek i¢in gerekli olan benzerlik

aralig1 ne olmalidir sorusunun cevabi bulunmaya ¢aligilmistir.
4.2. Kullanilan Veri Kiimesi

Yazar dogrulama calismalarinda sorgulanan bir dokiimanin siipheli bir yazara ait olup
olmadigina karar verilmeye calisilir. Bu karar verme agamasinda dokiimanlar arasi1 benzerlik
bakimindan géz oniinde bulundurulmasi gereken esik degerin belirlenmesi ¢ok 6nemlidir. Bu
calismada, yazar dogrulama ¢alismalarinda dikkate alinmasi gereken esik degerin ne olmasi
gerektigini belirlemek icin deneyler yapilmistir. Yapilan deneylerde veri kiimesi olarak kose
yazilar1 kullanilmistir. Giincel siyaset alaninda yazan rastgele secilmis 12 kdse yazarinin yine
rastgele olarak sec¢ilmis 100 kose yazisi bu ¢alismanin veri kiimesi olarak kullanilmistir. S6z
konusu yazilar 2012 — 2014 yillar1 arasinda yayinlanmis yazilardir. Caligmada kullanilacak
oznitelik seti 5 gruba ayrilmis dolayist ile her yazar igin 5 farkli yazar modeli iiretilmistir. ilk
grupta kullanilan Oznitelikler bir 6nceki bolimde de bahsedildigi gibi yazar tanimlama
caligmalarinda Tiirk¢e i¢in en ayirt edici oldugu bir doktora tezi ¢alismasi ile tespit edilen
Oznitelikleri kapsamaktadir. Ele alinan 2. grup 6znitelik kiimesinde 1. grup 6zniteliklerine ek
olarak Tiirk¢e’de bulunan argo ve yansima kelimeleri gibi semantik bakimindan farkli
ozelliklerdeki kelimelerin frekanslar1 bulunmaktadir. Uciincii 6znitelik kiimesinde ise 2.
kiimedeki 6zniteliklere ek olarak devrik ciimle, edilgen ciimle gibi farkli ciimle yapilarinin
frekanslar1 eklenmistir. Dordiincii 6znitelik kiimesinde 3. kiimeye ek olarak ciimle sayisi,
kelime sayis1 gibi dokiimanin yapisal olarak sayisal ozellikleri bulunmaktadir. Kullanilan son
veri kiimesinde ise 4. kiimeye ek olarak bagla¢ sayisi, fiil sayis1 gibi sozciik tiirlerinin
frekanslar1 bulunmaktadir. Oznitelik ¢ikarimi islemleri icin yukarida ve bir dnceki boliimde
bahsedilen doktora c¢alismasi kapsaminda gelistirilen bir ara¢ kullanilmistir. Kullanilan

Oznitelik kiimeleri ve igerdigi 6znitelikler Tablo 4.1’de ayrintili olarak verilmistir.
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Tablo 4.1. Yazar modellemede kullanilan 6znitelik kiimeleri

3. Set
2. Set
1. Set
Nokta (.) Parantez ((,)) | Tire(-) Argo Devrik
Cift tirnak Virgiil )
Yan ¢izgi (/) Osmanlica | Edilgen
) ()
Soru isareti | Noktali Virgiil Zaman tek
? ;) etiketi kelimelik
Ters Yan Iki nokta iist ..
. Ozel Isim
Cizgi (\) tste (©)
Unlem isareti
0 Ampersand (&) Yansima
Alt tire () Tek tirnak(*) Kisaltma

Tablo 4.1°de goriildiigii tizere kullanilan 6znitelik kiimeleri artirimli bir sekilde siralanmaktadir.
Her set ile ayr1 ayr1 yazar modelleri olusturularak kullanilan 6zniteliklerin etkisi 6l¢iilmek

istenmektedir.
4.3. Materyal ve Metot

Bir dokiimanin bir yazar tarafindan yazildiginin iddia edilebilmesi i¢in o yazara ait dokiimanlar
ile sorgulanan dokiimanin bazi ortak 6zellikler barindirmasi gerekmektedir. Yazar dogrulama
problemlerinde, ele alinan bir dokiimanin siipheli bir yazara atanabilmesi igin belirli karar
kriterlerini saglamasi gerekmektedir. Bu kriterler cogunlukla yazarin slupsal yazi izinin
bulunmasi ile ilgilidir. Yazar dogrulama probleminde karar asamasinda dikkate alinmasi
gereken tslupsal benzerlik araliginin belirlenmeye ¢alisildigi bu ¢alismada yazar modelleri
kullanilmaktadir. Oncelikle, 12 kose yazarmnin rastgele segilmis 100 yazismin belirlenen
Oznitelik setleri kullanilarak vektorel doniisiimleri gergeklestirilmistir. A kiimesi kullanilan veri

kiimesinde bulunan yazarlarin oldugu kiime olmak tizere; A = {A1, A2, As, ... , A}, 12
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elemandan olusmaktadir. Aj € A olmak {izere her Aj = {di, dz, d3, ... dioo} seklinde 100
dokiimana sahiptir. 5 farkli 6znitelik seti kullanildigindan her yazara ait her dokiimanin 5 farkli
vektorel temsili olusturulmustur. Segili Ozniteliklerin kullanim siklig1 bilgisi (frekansi)
kullanilarak elde edilen dokiiman vektorleri kullanilan her set igin belirlenen boyutta bir vektore
doniistirilmistir. D kiimesi, kullandigimiz veri kiimesindeki dokiimanlarin kiimesi olmak
tizere, her dj € D igin 1. 6znitelik seti kullanilarak olusturulan d; vektori <f1, fo, 3, ... fia> ile,
2. Oznitelik seti kullanilarak olusturulan d; vektorii <fi, f, f3, ... f20> ile, 3. Oznitelik seti
kullanilarak olusturulan d; vektorii <f1, f2, f3, ... f23> ile, 4. 6znitelik seti kullanilarak olusturulan
di vektorii <fi, fo, f3, ... f28> ile ve 5. Oznitelik seti kullanilarak olusturulan di vektorii <fi, fo, fs,
... 32> ile temsil edilmektedir. Kullanilan 1, 2, 3, 4 ve 5 numarali setler ile olusturulan dokiiman
vektorlerinin boyutu sirastyla; 14, 20, 23, 28 ve 34 olmaktadir. Uretilen her dokiiman
vektoriiniin esit standartta degerlendirilebilmesi icin, yani dokiimanlar arasi boyut farkinin
dokiimanlarin karsilastirilmasindaki etkisini ortadan kaldirmak i¢in tiim dokiiman vektorleri

Denklem (1)’de verilen formiil kullanilarak normalize edilmistir.

Dokiimanlarin vektérel doniisiimleri gerceklestikten sonra, belirtilen 6znitelik setleri
kullanilarak her yazar i¢in 5 farkli model olusturulmaktadir. Bir yazar igin tiretilecek her model,
0 yazara ait olan tim dokiimanlarin segili 6znitelik setinden tiretilmis vektorleri kullanilarak
olusturulmaktadir. Bu asamada; M1, 1 numarali yazarin modelini temsil ederken My 1, 1
numarali yazarin 1 numarali 6znitelik seti kullanilarak olusturulmus modelini, M1 2, I numarali
yazarin 2 numarali 6znitelik seti kullanilarak olusturulmus modelini, M1 3, 1 numarali yazarin
3 numarali 6znitelik seti kullanilarak olusturulmus modelini, M1 4, 1 numarali yazarin 4
numarali 6znitelik seti kullanilarak olusturulmus modelini ve M1 5, 1 numarali yazarin 5
numarali dznitelik seti kullanilarak olusturulmus modelini temsil etmektedir. Ornegin 1
numarali yazar i¢in {iretilen 1 numarali modelin denklemi Denklem(8)’de verilmistir. N, s6z
konusu yazara ait dokiiman sayist olmak iizere; dk, k numarali dokiiman vektoriinii temsil
etmektedir. Her fx degeri belirtilen modelin iretildigi 6znitelik setindeki 6zniteligi temsil

etmektedir.

N
1
My (E) =+ di(£) (8
k=1

Ai € A olmak iizere; her Ai = {Mi_1, Mi_2, Mi_3, Mis, Mi_ s} olacak sekilde 5 farklt modele
sahiptir. Yani, her Aj € A i¢in hem bir Model kiimesi (Mi), hem de her modelin olusturuldugu
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5 farkli dokiiman vektor kiimesi vardir. Her yazara ait 100 dokiiman ele alindigindan, 5 farkl
model ve bu bes modelin olusturuldugu 100’er vektorlii 5 kiime bulunmaktadir. Ornegin 1

numarali yazar i¢in bulunan veriler asagida siralanmstir.

e A yazari, M1 1, M1 2, My 3, M1 4 Ve M1 s olmak iizere 5 modele sahiptir.

e A; yazari, sahibi oldugu 100 dokiimanin 5 farkli yapida vektorel haline sahiptir.

Kullanilan veri kiimesinde bulunan 12 yazar i¢in ayni islemler yapilmis ve her birinin yukarida
belirtilen verileri elde edilmistir. Elde edilen bu veriler kullanilarak yazar dogrulama
probleminin ¢oziimii i¢in bir yaklasim gelistirmek hedeflenmistir. Bu asamada c¢alismanin

hedefi olan yaklasim asagidaki gibi ele alinmaktadir.

Bir yazari temsil eden bir model ile o yazara ait dokiimanlar arasindaki ortalama
benzerlik degeri, sorgulanan bir dokiimanin yazarini belirlemede esik olarak kabul
edilebilir bir degerdir. Dolayist ile yazar dogrulama problemlerinde bu esik deger

g0z ontine alinarak bir karar mekanizmasi olusturulmalidir.

S6z konusu esik degeri belirlemek icin, her yazara ait iiretilen her modelin iretildigi
dokiimanlara olan uzaklig1 olciilmiistiir. Her model iiretildigi dokiimanlar ile ayni vektorel
uzayda oldugundan aradaki uzakligin 6l¢iimii i¢in Denklem (9)’da verilen kosiniis uzaklig

kullanilmastir.

ma;b;
Uzaklik (a=,b") =1 — 1 9)

(Zrar - [zao

Verilen formiil kullanilarak, {iretilen her modelin iiretildigi dokiimanlar ile arasindaki uzaklik

degerleri 6l¢iilmiistiir. Bu 6l¢timlerde alinan degerler 0-1 araliginda olup, karsilastirilan veriler
arast uzaklik degeri arttikca yakinlik (benzerlik) degeri diisiiyor demektir. En diisiik uzaklik
degeri en yiiksek benzerlige sahip, en yliksek uzaklik degeri de en diisiik benzerlige sahiptir.
Verilen bilgiler dogrultusunda her yazar igin iiretilen 5 modelin, tiretildigi 100 dokiiman
vektoriine olan uzakliklart Denklem (9) kullanilarak 6lgiilmiis ve elde edilen sonuglar

dogrultusunda bir esik deger araligi tespit edilmistir.
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4.4, Sonuclar

12 yazar, her yazara ait 100 dokiimanin 5 farkli vektorel temsili ve her yazara ait 5 farkli yazar
temsil modelinin iiretildigi bu ¢aligmada vektorler arast mesafenin anlamlandirilmasi iizerine
deneyler yapilmistir. Yazar dogrulama problemlerinde degerlendirilmek {izere dokiimanlar
arast anlamli esik degerin belirlenmeye calisildigi bu ¢alismada, olusturulan her yazar modeli
0 yazara ait ele alinan 100 dokiiman ile karsilastirilmistir. Boylece bir yazar modelinin, ait
oldugu yazarm dokiimanlarina ne kadar benzedigi test edilmek istenmistir. Oyle ki; bir yazar1
temsil eden bir modelin o yazarin dokiimanlarina olan benzerliginin diisiik ¢ikmasi, yazar
dogrulama problemlerinde benzerlik araliginin bir karar kriteri olarak alinmasinin pek de uygun
olmayacagini gosterecektir. Diger taraftan bir yazara ait modelin bile o yazarin dokiimanlarina
olan benzerligi, baska yazarlarin dokiimanlarina olan benzerlikten diisiik olmasi {iiretilen
modelin temsil Ozelliklerini barmmdirmadigimin bir gostergesi olacaktir. Bu beklentiler
karsisinda oncelikle veri kiimesindeki her yazar i¢in, iiretilen 5 modelin {iretildigi dokiimanlara
olan uzakliklarina bakilmistir. Sekil 4.1°de veri kiimesindeki yazarlardan biri i¢in elde edilen

5 modelin o yazara ait 100 dokiimana olan uzakliklarinin gosterimi verilmektedir.

Sekil 4.1. Bir yazara ait liretilen modellerin yazarin dokiimanlarina olan uzakliklar

Sekil 4.1°de yatay eksen dokiimanlari, diisey eksen de modellerin uzaklik degerlerini
gostermektedir. Goriildiigii tizere, tiretilen modeller secili 6zniteliklere gore ait olduklar1 yazari
temsil etmede basarili bir durus sergilemektedir. Uretilen modellerin sdéz konusu yazarm
dokiimanlarina olan uzaklig1 0,27 ile 0,03 araliginda yani, benzerligi %97 ile %63 araliginda
yogunlasmustir. Uretilen modeller aras1 basarim gdz dniinde bulunduruldugunda, modeller arasi

bariz ayirt edici farklar bulunmamakla birlikte ortalamada en basarili sonug 4. 6znitelik setinin
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kullanildig1 model ile elde edilmektedir. Bu sonug, degerlendirmeye alinan 6znitelik setlerinden
yazarlari en iyi temsil eden 6znitelik setinin 4 numarali set oldugunu gostermektedir. Model
olusturma asamasinda kullanilan 6znitelik kiimelerinden 5 numarali 6znitelik kiimesi de ilk ti¢
kiimeye oranla daha iyi sonuglar tiretmistir. Fakat yapilan ayrintili incelemeler sonucu
kullanilan 6znitelik ¢ikarma aracinin bu set 6zelinde kullanilan 6zniteliklerin degerinde bir
kisim hatalar barindirdig: tespit edilmistir. Bu sebeple devam eden calismalarda, ¢alismanin

giivenilirligini tehlikeye atmamak adina bu set deneylerden ¢ikarilmistir.

Yapilan karsilastirmalar sonucu elde edilen degerler, karar asamasinda kullanilmak igin
ayrintili olarak incelenmistir. Bu incelemeler her yazar i¢in ayr1 ayr1 ele alinip anlamli ¢iktilar
elde edilmeye calisilmigtir. Bu amag¢ dogrultusunda A: yazari igin liretilen her modelin Az

yazarma ait dokiimanlara olan uzakliklar1 Sekil 4.2°de ayr1 ayr1 goriilmektedir.

My 4 M ,
05 0,4
0,4 03
03
0,2
02

0.1 0,1
0 0

— 00 1N N O O MO NN < < 01N N D ~ 00 N N O O MO < —« 01 N O

NN OO T NN O N~~~ AN AN < NN O NN OO

M 5 M 4

0,35 0,35
03 03
0,25 0,25
02 0,2
0,15 0,15
01 0,1
0,05 0,05
0 0

— 0N N O O MM O NN S 1 00N N D — 0N AN OO MmO < 01N N O

A AN AN < NN O NN OO A AN AN < NN O NN OO

Sekil 4.2. A(1) yazarimi temsilen lretilen modellerin yazara ait dokiimanlara olan uzaklik
grafikleri

A: yazarina ait modeller Sekil 4.2°deki gibi ayr1 ayr ele alindiginda tretilen her modelin
nispeten bir temsil olabilecegi goriilmektedir. Bu agamada beklenen, iiretilen modellerin yazara

ait dokiimanlarin biiyiik bir kismina yiiksek degerlerde benzerlik gdstermesidir. Bazi olagan
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dis1 durumlarda yazarin tislubunda zamana veya konuya bagl degisimler olabilmektedir. Bu
degisimler bazi istisnalar olarak iiretilen modele genel dokiiman benzerliginden nispeten daha
diisiik bir benzerlik gosterecektir. Fakat bu degisimler ile tiretilen modele olan genel benzerlik

degerinin yiiksek degerlerde kaymasi iiretilen modelin giivenilirligini etkileyecektir.

Uretilen modeller yazarlara ait benzerlik degeri bakimindan beklenen &zellikleri barindirtyor
olmasmin yaninda, kullanilan 6znitelik setleri bakimindan da bir karsilastirma yapabilme
olanag1 sunmaktadir. Kullanilan veri kiimesi ve degerlendirilen 6znitelik setleri ¢ergcevesinde
standart bir kural veya karardan bahsedebilmek i¢in veri kiimesindeki her yazara ait model
karsilagtirmasi tek tek ele alinmis ve yapilan degerlendirmeler dogrultusunda bazi ¢ikarimlara
ulasilmistir. Az yazarini temsilen iiretilen modellerin karsilastirmasiin gosterildigi grafik Sekil

4.3’te verilmektedir.
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Sekil 4.3. A(1) yazarini temsilen iiretilen modellerin karsilastirmasi

Sekil 4.3’te goriildiigli lizere, A1 yazarina ait iiretilen modellerden en basarilisi 4 numarali
oznitelik seti kullanilarak tiretilen model olmustur. Ortalamada en diisiik benzerlik degerine
sahip model 1 numarali 6znitelik seti ile iiretilen model olurken, kullanilan 6znitelik kiimesi
arttirtlirken elde edilen basarimin da arttifi gozlemlenmektedir. A, yazarina ait {retilen

modellerin karsilastirmasi Sekil 4.4°te gosterilmektedir.
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Sekil 4.4. A(2) yazarini temsilen iiretilen modellerin karsilastirmasi

Sekil 4.4’te goriildiigii iizere, A2 yazarini temsil eden modeller arasinda en basarili model, A1

yazarinda oldugu gibi 4 numaral1 6znitelik setinin kullanildig1 model olmustur. Ortalamada en

diisiik benzerlik degerine sahip model 3 numarali 6znitelik seti kullanilarak iiretilen model

olurken, Az yazarmin temsillerinde ilk {i¢ set ile iiretilen modellerde elde edilen ortalama

basarilar birbirine ¢ok yakindir. Dolayisi ile A1 yazarina ait modellerdeki gibi 6znitelik

artirrmina bagl bir basar1 artinmindan bahsedilememektedir. Az yazarma ait modellerin

karsilastirmasi Sekil 4.5°te gosterilmektedir.

0,7
0,6
0,5
0,4
0,3
0,2
0,1

As

=—Setl

Set2

Set3

-4 Setd

Sekil 4.5. A(3) yazarini temsilen iiretilen modellerin karsilagtirmasi

Az yazarini temsilen {iretilen modellerde de A2 yazarini temsilen iiretilen modellere benzer bir

oriintii goriilmektedir. En basarili temsil 4 numarali 6znitelik kiimesi kullanilarak iiretilen

model olurken, diger ii¢c model ortalamada yakin sonuglar iiretmistir. A2 Yazarindan farkl
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olarak Az yazarina ait dokiimanlar arasindaki benzerligin daha az oldugu goriinmektedir. A4

yazarina ait modellerin karsilastirmast Sekil 4.6’ da gosterilmektedir.
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Sekil 4.6. A(4) yazarini temsilen iiretilen modellerin karsilagtirmasi

4 numarali 6znitelik seti kullanilarak iiretilen model As yazarmi temsilen iiretilen modeller
arasinda da en basarili sonuglar1 liretmistir. Sekil 4.6’da goriildiigii iizere, ortalamada en diisiik
basar1 1 numarali 6znitelik setinin kullanildig1 temsil modelinden elde edilirken, 2 ve 3 numarali
Oznitelik setlerinin kullanildigt modeller bu yazar 6zelinde birbirine ¢ok yakin sonuclar

iiretmistir. As yazarina ait modellerin karsilagtirmasi Sekil 4.7°de gosterilmektedir.
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Sekil 4.7. A(5) yazarii temsilen {iretilen modellerin karsilagtirmasi

As yazarina ait dokiimanlarin iiretilen modellere olan benzerlikleri g6z oniine alindiginda, 4
numaralt 6znitelik kiimesi ile iiretilen modelin bu yazar 6zelinde de en yiiksek benzerlik
degerini iirettigi Sekil 4.7°de goriilmektedir. Ortalamada en diisiik benzerlik degeri Setl ile

iiretilen model ile elde edilirken diger iki modelin birbirine ¢cok yakin benzerlik degerinde
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oldugu goriilmektedir. Yukarida bahsedilmis olan, bazi istisna dokiimanlarin zamana veya
konuya bagli olarak yazarin belirgin iislubundan uzaklasabilmeleri durumu As yazari 6zelinde
goriilebilmektedir. Ele aliman 100 dokiiman arasindan birinin 4 numarali 6znitelik seti ile
iiretilen modele uzaklig1 0,7 lizerinde bulunmaktadir. Bahsi edilen durum iiretilen tiim temsil
modelleri tarafindan ayirt edilebilmistir. Ae yazarina ait modellerin karsilastirmasi Sekil 4.8’de

gosterilmektedir.
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Sekil 4.8. A(6) yazarini temsilen iiretilen modellerin karsilastirmasi

Sekil 4.8 incelendiginde As yazarinda oldugu gibi As yazarina ait dokiimanlarda da birkag
istisna dokiimani oldugu goriilebilmektedir. As yazar1 6zelinde bulunan istisna dokiimanlar As
yazarindaki istisnalara gére modellere daha aykir1 durmaktadir. Uretilen dort yazar temsil
modeli de genel olarak yazara ait dokiimanlara 0,7 — 0,95 araliginda benzerlik gdstererek
basaril1 bir temsil sergilerken dnceki bes yazarda oldugu gibi ortalamada en yiiksek basar1 4
numaralt model kullanilarak elde edilmistir. En diisiik basar1 bu yazar 6zelinde bir numarali
temsil modelinden elde edilirken 2 ve 3 numarali 6znitelik setleri ile iiretilen modeller birbirine
cok yakin sonuglar iiretmistir. A7 yazarina ait modellerin karsilastirmasi Sekil 4.9°da

gosterilmektedir.
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Sekil 4.9. A(7) yazarini temsilen iiretilen modellerin karsilastirmasi

A7 yazarmi temsilen iiretilen modeller ile As yazarini temsilen iiretilen modeller birbirine
benzer oriintii sergilemektedir. Sekil 4.9’tda goriildiigii lizere, bu yazar 6zelinde ele alinan
dokiimanlardaki istisnalar neredeyse baska bir yazar tarafindan yazilmis kadar modellerden
aykirt durmaktadir. Bu say1 3/100 gibi diisiik bir oranda olsa da (100 dokiimandan 3 dokiiman
aykir1) ozellikle adli bilisim konularinda gbz ardi edilemeyecek bir sapmadir ve bir yazarin
islubunun sadece kullanilan bu Oznitelikler kapsaminda net bir degerlendirmeden
gecemeyeceginin bir gosterimidir. Yazar analizi ¢aligmalarinda da, her ne kadar iislupsal yaz
1zi tespitinden s0z ediyor olsak da, parmak izi veya retina Oriintiisii gibi kesin sonuclarin
cikarimi1 bu ¢alismalarda s6z konusu degildir. Yapilan c¢ikarimlar elde edilen olasiliklar
cergevesinde gelistirilmektedir ki A7 yazarimi temsilen {iretilen modellerin davranist buna en
glizel orneklerden biridir. Bu yazarda da 4 numarali 6znitelik seti kullanilarak iiretilen model
en basarili sonuglan {iretirken, 1 numarali set kullanilarak en diisiik basarili sonuclar elde

edilmistir. Ag yazarina ait modellerin karsilastirmasi Sekil 4.10°da gdsterilmektedir.
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Sekil 4.10. A(8) yazarini temsilen tiretilen modellerin karsilastirmasi

Sekil 4.10°da goriilecegi lizere 4 numarali 6znitelik seti ile liretilen yazar temsil modeli en
basarili temsil olmaktadir. 1 numarali 6znitelik seti ile iiretilen model en diisiik basariya sahip
temsil olurken diger ii¢ temsile gore de Ag yazari 6zelinde, istisna olarak degerlendirdigimiz
dokiimanlarda temsil ediciligi daha da azalmistir. Ag yazarina ait modellerin karsilastirmasi

Sekil 4.11°de gosterilmektedir.
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Sekil 4.11. A(9) yazarii temsilen tiretilen modellerin karsilastirmast

Uretilen tiim modellerin yiiksek basar1 sergiledigi en uygun temsiller Ag yazarma ait
dokiimanlar kullanilarak elde edilen temsiller olmustur. Sekil 4.11°de goriildiigii tizere, liretilen
modeller arasinda ortalamada en yiiksek basar1 4 numarali 6znitelik seti kullanilarak iiretilen
model ile elde edilmistir. Uretilen diger {ic model ile birbirine yakin sonuglar elde edilmistir.
Ag yazar1 6zelinde ele alinan dokiimanlar arasi istisna olarak degerlendirebilecegimiz dokiiman

olmamasi, yani tiim dokiimanlarin makul oranlarda (0,65 — 0,97) iiretilen modellere benzerlik
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gbstermesi, bu yazar profilinin ideale yakin bir temsil i¢in kullanilabilecegini gostermektedir.

Az yazarina ait modellerin karsilagtirmasi Sekil 4.12°de gosterilmektedir.
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Sekil 4.12. A(10) yazarini temsilen iiretilen modellerin karsilagtirmasi

Kullanilan tiim 6znitelik kiimeleri ile iiretilen modeller Ao yazarma ait dokiimanlara 0,5
iizerinde benzerlik gosterirken ortalamada en yiiksek benzerlik degerine sahip temsil 4 numarali
Oznitelik seti ile tretilen model kullanilarak elde edilmektedir. Sekil 4.12°de goriilebilecegi
iizere, ortalamada en diisiik basar1 1 numarali 6znitelik kiimesi kullanilarak iiretilen model ile
elde edilirken diger iki model birbirine yakin benzerlik Oriintiileri sergilemektedir. A11 yazarina

ait modellerin karsilastirmasi Sekil 4.13’te gosterilmektedir.
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Sekil 4.13. A(11) yazarini temsilen iiretilen modellerin karsilastirmasi

Au1 yazarini temsilen {iretilen modeller birbirine yakin ve makul degerlerde sonuglar iiretmis
olsa da 4 numarali 6znitelik kiimesi kullanilarak tiretilen model Sekil 4.13’te goriildiigii tizere

nispeten daha basarili sonuglar vermistir. Bu yazar 6zelinde de 1 numarali 6znitelik seti ile
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iretilen modelin nispeten genele aykiri dokiimanlarda diger modeller kadar kapsayici
olamadig1r goriilebilmektedir. Ai> yazarina ait modellerin karsilastirmast Sekil 4.14°te

gosterilmektedir.
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Sekil 4.14. A(12) yazarini temsilen iiretilen modellerin karsilastirmasi

Sekil 4.14’te goriildiigii iizere, A1, yazarini temsilen liretilen modellerin hepsi ortalamada
birbirine yakin sonuglar liretmis olmasina ragmen 4 numarali 6znitelik seti kullanilarak iiretilen
model ortalamada yine en basarili temsil olmaktadir. Yazara ait dokiimanlar modellerden
uzaklastik¢a en genelleyici modelin 4 numarali set ile tiretilen model, en az kapsayicit modelin
de 1 numaral 6znitelik seti kullanilarak iiretilen model oldugu bu yazar 6zelinde de tekrar

goriilebilmektedir.

Degerlendirdigimiz veri kiimesinde bulunan 12 yazar i¢in 4 farkli model olusturup olusturulan
bu modellerin her bir yazar i¢in temsil derecelerini yukaridaki sonuglar dogrultusunda
gozlemleyebiliriz. Yazarlar1 temsilen iiretilen modellerde 4 numarali 6znitelik seti kullanilarak
iiretilen model istisnasiz tiim yazarlarda ortalamada en iyi temsil olmustur. Bu sonug, 4
numaral 6znitelik seti 6zelinde bulunan 6zniteliklerin (paragraf frekansi, ayrik kelime frekansi,
ciimle frekansi, kelime ve sayr frekansi) yazar temsilinde Onemli bir etkisi oldugunu

gostermektedir.

Bir yazari temsil etmede en iyi sonuglar1 veren 6znitelik setinin yazar dogrulama caligmalarinda
da en iyi sonuclar1 {iiretecegi hipotezinden yola ¢ikarak bu c¢alismada segili Gznitelik
kiimelerinden ortalamada en iyi sonuglari lireten 4 numarali O6znitelik kiimesinin yazar

dogrulama calismalarinda da en 1yi sonuglar1 liretecegi ¢ikarimi yapilabilmektedir.
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Uretilen modeller arasinda en basarili modelin bulunmus olmas1 bu ¢alismanin ilk ¢iktilarindan
biridir. Bu ¢alisma kapsaminda asil amag yazar dogrulama problemlerinin ¢éziimiinde dikkate
alinmas1 gereken benzerlik araliginin belirlenmesi oldugundan, calismanin devaminda 4
numarali 6znitelik seti kullanilarak elde edilen modellerin yazar dokiimanlarina olan benzerlik
araligr dikkate alinarak cikarimlar yapilacaktir. Asagida bazi yazarlar1 temsilen, 4 numaral
Oznitelik seti kullanilarak iiretilen modelin s6z konusu yazarin dokiimanlarina olan benzerlik
degerleri grafikler halinde verilmistir. Verilen grafiklerde yatay eksende benzeme oranlar
verilirken, diisey eksende belirtilen benzerlik araliginda s6z konusu yazara ait kag dokiimanin
bulundugu gosterilmektedir. A1 yazarini temsilen {iretilen modelin, yazarin dokiimanlarina olan

benzeme oranlarinin gosterildigi grafik Sekil 4.15’te gosterilmektedir.
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Sekil 4.15. A(1) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari

Uretilen modeller arasinda en basarili sonuglari iireten 4 numarali 6znitelik setinin kullanildig1
modelin A; yazarinin dokiimanlarina olan benzerlik deger araliklart Sekil 4.15°te gorildigi
gibi, normal ve beklenen bir dagilim gostermektedir. SOyle ki; yazara ait dokiimanlarin biiyiik
bir kism1 benzerlik degerinin yiiksek oldugu araliklarda toplanmistir. %75 ve alti benzerlik
araliginda toplamda 5 dokiiman bulunurken, en az benzerlik degeri %69’dur. Bu yazar1 temsilen
iiretilen model kullanilarak, harici bir dokiimanin benzerlik degeri Olgiilerek eger bu deger
%68’in altindaysa A1 yazari tarafindan yazilmis olma ihtimalinin ¢ok diisiik oldugu
sOylenebilir. Yine A; yazari 6zelinde dokiimanlarin %88’i 0,8 tizeri benzerlik gostermektedir.
Bu durum harici bir dokiimanin A; yazarmi temsilen iiretilen modele olan benzerliginin bu

degerlerde olmasinin yiiksek oranda A: yazari tarafindan yazilmis oldugu ¢ikarimina olanak
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saglamaktadir. Genel bir standart belirleyebilmek i¢in daha farkli oriintiiler de degerlendirmeye
alinmalidir. Az yazarimi temsilen {iiretilen modelin, yazarin dokiimanlarina olan benzeme

oranlarinin gosterildigi grafik Sekil 4.16’da gosterilmektedir.
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Sekil 4.16. A(2) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari

A yazar 6zelinde, iiretilen temsil modeli kapsaminda 3 aykirt dokiiman bulundugu Sekil
4.16°da goze ¢arpmaktadir. Aykiri dokiimanlar hem s6z konusu yazar iislup siirekliliginde hem
de kullanilan temsil modelinin basarisinda farkli degerlendirmelerde bulunulmasini
gerektirmektedir. A yazari 6zelinde inceleme yapacak olursak, yazara ait dokiimanlarin %97’si
0,7 tzeri benzerlik gosterirken %3’lik bu aykiri deger 0,6 — 0,55 arasinda benzerlik
gostermektedir. Bu durum sorgulanan harici bir dokiimanin iiretilen modele benzerliginin ¢ok
diisiik de olabilecegi, anlamli bir benzerlikten s6z edebilmek i¢in sorgulamada birka¢ harici
dokiiman kullanmak gerekliligini géstermektedir. Ele alinan dokiimanlarin ¢ok biiyiik bir kism1
iiretilen temsil modeline 0,7 {izeri benzerlik gosterdiginden, sorgulanan harici bir dokiimanin
iiretilen modele benzerligi 0,7 {lizerinde ise A2 yazar tarafindan yazilmis olma ihtimali ¢ok
yiiksektir. Az yazarmi temsilen iretilen modelin, yazarin dokiimanlarmma olan benzeme

oranlarinin gosterildigi grafik Sekil 4.17°de gosterilmektedir.
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Sekil 4.17. A(3) yazarim temsil modelinin yazarin dokiimanlarina benzeme oranlari

Uretilen temsil modeli kapsaminda A3z yazarina ait dokiimanlar igerisinde de zaman veya konu
bagl istisna dokiimanlar oldugu Sekil 4.17°de goriilmektedir. Say1 olarak az olmalarina karsin
deger olarak tretilen modele ¢ok diisiik benzerlik gostermeleri bu dokiimanlarin kapsama
alinabilecegi daha iyi modeller tiretilmesi gerekliligini gostermektedir. Diger taraftan yazara ait
dokiimanlarin %93’ tiretilen temsil modeline 0,74 {izeri benzerlik gostermektedir. Bu sonug,
sorgulanan harici bir dokiimanin temsil modeline 0,74 ve flizeri benzerlik gostermesi
durumunda As yazar tarafindan yazilmis olma ihtimalinin ¢ok yiiksek oldugunu
gostermektedir. A4 yazarini temsilen {iretilen modelin, yazarin dokiimanlarina olan benzeme

oranlarinin gosterildigi grafik Sekil 4.18’de gosterilmektedir.
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Sekil 4.18. A(4) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari
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Ay yazarimi temsilen {iretilen model, yazara ait dokiimanlarin tamamini kapsayici bir oriintii
sergiledigi Sekil 4.18de goriilebilmektedir. Uretilen model kapsayict olmasma ragmen
dokiimanlarin %12’si 0,6 - 0,7 aralifinda benzerlik oranina sahiptir. Bu durum aslinda yazarlara
ait dokiimanlar arasinda da bir benzerlik kiyasinin yapilmasi gerekliligini géstermektedir. Soyle
Ki; “Bir yazara ait her dokiimanin o yazarin iislubunu ayni oranda temsil etmesi beklenebilir
mi?” sorusu karsimiza ¢ikmaktadir. A4 yazari 6zelinde degerlendirecek olursak, harici bir
dokiimanin s6z konusu temsil modeline olan benzerlik degeri 0,7 lizerinde ise yliksek oranda
bu yazar tarafindan yazilmistir denebilir. Ag yazarini temsilen iiretilen modelin, yazarin

dokiimanlarina olan benzeme oranlarinin gosterildigi grafik Sekil 4.19°da gosterilmektedir.
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Sekil 4.19. A(8) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari

Istisna olarak degerlendirebilecegimiz dokiiman sayis1 Sekil 4.19°da goriilecegi iizere, As
yazar1 0zelinde sadece 1 tanedir. Sadece 1 tane olmasina ragmen iiretilen temsil modeline
benzerlik degeri oldukga diisiik olan bu dokiimanin igerik olarak bu yazar 6zelinde ayrica ele
alinmas1 gerekebilir. Ag yazar1 6zelinde iiretilen modelin dagilimi istisna disinda oldukga
basarilidir. Dokiimanlarin %60’dan fazlasi iiretilen modele 0,9 iizeri benzerlik gostermektedir.
Yine Ag yazari 6zelinde degerlendirme yapmak gerekirse, harici bir dokiimanin temsil modele
0,8 tlizerinde benzerlik gostermesi yiiksek olasilik ile s6z konusu yazar tarafindan yazilmis bir
dokiiman oldugunun gostergesidir denebilir. Ag yazarini temsilen {iiretilen modelin, yazarin

dokiimanlarina olan benzeme oranlariin gosterildigi grafik Sekil 4.20°de gosterilmektedir.
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Sekil 4.20. A(9) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari

Uretilen temsil modellerinden en basarili olanlardan bir Ag yazarimi temsilen iiretilen modeldir.
Sekil 4.20°de goriildiigii lizere lretilen model ile basarili bir dagilim yakalanmistir. $oyle ki;
yazara ait dokiimanlarin %951 iretilen modele %80 iistli benzerlik gostermektedir.
Degerlendirmedeki iki dokiiman 0,66 — 0,75 araliginda olmasma ragmen istisna olarak
degerlendirilemeyecek bir aralikta oldugundan, iretilen modelin kapsayict oldugu
sOylenebilmektedir. Aio yazarmi temsilen iiretilen modelin, yazarin dokiimanlarina olan

benzeme oranlarinin gosterildigi grafik Sekil 4.21°de gosterilmektedir.
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Sekil 4.21. A(10) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari

Uretilen modelin temsil ettigi yazara ait dokiimanlara olan benzerlik dagilimimin nasil olmasi
gerektigini en iyi gOsteren grafik, Sekil 4.21°de gosterilen Aio yazarini temsilen iiretilen

modelin benzeme oranlar1 grafigidir. Soyle ki; en ¢ok dokiiman en yiiksek benzerlik araliginda
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bulunmaktadir ve benzerlik araligi arttik¢a dokiiman sayisi da benzer oranda artmistir. En diistik
benzerlik degerine sahip dokiiman istisna olarak ele alinamasa bile beklentinin altindadir. A1z
yazarin1 temsilen iretilen modelin, yazarin dokiimanlarmma olan benzeme oranlarinin

gosterildigi grafik Sekil 4.22°de gosterilmektedir.
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Sekil 4.22. A(11) yazarini temsil modelinin yazarin dokiimanlarina benzeme oranlari

A1 yazarmi temsilen {iretilen modelin yazara ait dokiimanlar1 kapsayici bir yapida oldugu ve
ayrica basarili bir temsil oriintiisii olusturdugu Sekil 4.22°de goriilmektedir. En diisiik benzerlik
degerinin bile 0,73 iizeri olmas1 hem s6z konusu yazarin belirgin, oturmus bir tisluba sahip
oldugunun hem de iiretilen model kullanilarak verilecek kararlarin yiiksek dogruluk ile basarilt

olacaginin gostergesi olmaktadir.

Genel bir degerlendirmede bulunulmasi gerekirse, yazar temsil modellerinin s6z konusu yazara
ait dokiimanlara benzerligi bakimindan basarili sonuglar iirettigi soylenebilir. Ayrintili
incelemelerde, s6z konusu yazarlara ait dokiimanlarin biiyiik bir kisminin modele yiiksek

oranda benzerlik gosterirken ¢ok az bir kisminin modelden uzaklastigi goriillmektedir.

Bu ¢aligmada iiretilen yazar modelleri ile bu modellerin tiretildigi dokiimanlar aras1 yakinlik
bliylik oranda yiiksek ¢ikmaktadir. Bu ulagilmak istenen yani beklenen bir durumdur. Fakat
caligmanin saglamasi gereken énemli bir kriter daha vardir, bu da; bir yazari temsilen iiretilen
modelin s6z konusu yazar1 diger yazarlardan ayirmada ne kadar basarili oldugudur. Kisacasi,
yazarlar1 temsilen tretilen modellerin, basarili bir sekilde yazarlari birbirinden de ayirt
edebilmesi gerekmektedir. Uretilen yazar modellerinin yazarlari temsil etmede ne kadar basarili
oldugu gibi, yazarlar1 birbirinden ayirt etmede ne kadar iyi sonug verecegi de yazar dogrulama

caligmalari i¢in biiyiikk 6nem tasimaktadir.
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Uretilen modellerin yazar temsilinde yazarlar arasi1 dokiiman benzerligi bakimindan ne kadar
ayirt edici oldugu bilgisine ulasabilmek i¢in veri kiimesinde bulunan, farkli davranislara sahip
temsil modelleri olarak A1, A2, Ag ve Aio yazarlarini temsilen, 4 numarali 6znitelik seti
kullanilarak iiretilmis modeller karsilagtirilmistir. Secili dort yazar temsil modeli i¢in, her
modelin ait oldugu yazara ait dokiimanlar kullanilarak iiretilen diger modellerin bu
dokiimanlara olan benzerlik degerleri oOl¢iilmiistiir. Yapilan karsilastirmalarin grafiksel
goriinimii ve aciklamalari agagidadir. Sekil 4.23°te A1 yazarina ait dokiimanlarin Az, Ag ve Ao

yazarlarinin temsil modellerine olan uzakliklar1 gosterilmektedir.
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Sekil 4.23. A(1) yazarina ait dokiimanlarin A(2), A(9) ve A(10) yazar temsil modellerine
uzakligi

Bir yazara ait dokiimanlarin, bagka yazarlar1 temsilen tiretilen modele olan uzakligin diisiik yani
benzerlik degerlerinin (yakinliginin) yiiksek olmasi, tretilen modellerin yazarlar ayirt
etmedeki basarisinin diisiik oldugunu gosterir. Sekil 4.23’te goriildigi gibi, Az, A9 ve Al
yazarina ait temsil modeller neredeyse A1 yazarina ait bir model gibi yazara ait dokiimanlara
yiiksek denebilecek deger araliklarinda yakinlik gostermektedir. Az yazarini temsilen {iretilen
modelin A1 yazarina ait dokiimanlara uzakligi 0,1 — 0,5 araligindadir, yani; A> yazarini temsil
eden modelin A1 yazarina ait dokiimanlara benzeme araligi %90 - %50 araligindadir. Ag
yazarint temsilen iiretilen modelin ise A1 yazarma ait dokiimanlara uzakligi 0,08 — 0,5
araligindadir, yani; Ag yazarini temsil eden modelin A1 yazarina ait dokiimanlara benzeme
aralig1 %92 - %50 araligindadir. A1 yazarinin kendi dokiimanlarindan iiretilen model ile elde
edilen benzerlik oran1 %97 - %68 aralifindayken Ag yazarimi temsilen iiretilen modelin
dokiimanlara olan benzerlik degeri oldukca yiiksek goriinmektedir. Aio yazarini temsilen

iretilen modelin A1 yazarina ait dokiimanlara uzaklig1 0,1 — 0,37 araligindadir, yani; Aio
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yazarin1 temsil eden modelin Ai yazarma ait dokiimanlara benzeme aralifi %90 - %63
araligindadir. Bu karsilastirmadan yazarlarin, ele alinan 6znitelikler dogrultusunda birbirine
benzer {islup ile yazdiklari ¢ikarilabilmektedir. Sekil 4.24°te A, yazarina ait dokiimanlarin Ay,

Ag ve A1 yazarlarinin temsil modellerine olan uzakliklar1 gésterilmektedir.
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Sekil 4.24. A(2) yazarina ait dokiimanlarin A(1), A(9) ve A(10) yazar temsil modellerine
uzaklig1

A yazarina ait dokiimanlarin, A1, Ag Ve Az yazar temsil modellerine uzakligi da Sekil 4.24°te
goriildiigl iizere beklenenden yiiksektir. Ay yazarmi temsilen tiretilen modelin A» yazarina ait
dokiimanlara uzaklig1 0,12 — 0,44 araligindadir, yani; A1 yazarini temsil eden modelin Az
yazarina ait dokiimanlara benzeme araligi %88 - %56 araligindadir. Ag yazarimi temsilen
iiretilen modelin ise Az yazarina ait dokiimanlara uzakligi1 0,04 — 0,55 araligindadir, yani; Ag
yazarini temsil eden modelin Az yazarma ait dokiimanlara benzeme aralifi %96 - %45
araligindadir. A1o yazarini temsilen iiretilen modelin A2 yazarina ait dokiimanlara uzakligi 0,06
— 0,40 arahigindadir, yani; A1 yazarmi temsil eden modelin Az yazarina ait dokiimanlara
benzeme aralig1 %94 - %60 araligindadir. Az yazarinin kendi dokiimanlarindan {iretilen model
ile elde edilen benzerlik oran1 %98 - %55 araligindayken Ag ve Ao yazarlarini temsilen tiretilen
modellerin A2 yazarinin dokiimanlarma olan benzerlik degerleri oldukca yiiksek
goriinmektedir. Sekil 4.25°te Ag yazarina ait dokiimanlarin A1, Az ve Aio yazarlarinin temsil

modellerine olan uzakliklar1 gosterilmektedir.
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Sekil 4.25. A(9) yazarina ait dokiimanlarin A(1), A(2) ve A(10) yazar temsil modellerine
uzaklig1

Yazar temsili bakimindan basarili 6znitelikler segilerek olusturulan A1, A2 ve Ao yazar temsil
modellerinin Ao yazarina ait dokiimanlara olan uzaklik degerleri Sekil 4.25°te goriildiigi tizere
yine beklenenin tistiindedir. A1 yazarini temsilen iiretilen modelin Ag yazarina ait dokiimanlara
uzakligt 0,1 — 0,45 araligindadir, yani; A1 yazarini temsil eden modelin Ag yazarma ait
dokiimanlara benzeme aralig1 %90 - %55 aralifindadir. A2 yazarini temsilen {iretilen modelin
ise Ag yazarina ait dokiimanlara uzakligi 0,06 — 0,49 araligindadir, yani; A2 yazarini temsil eden
modelin Ag yazarina ait dokiimanlara benzeme araligi %94 - %51 araligindadir. Ao yazarini
temsilen iiretilen modelin Ag yazarina ait dokiimanlara uzaklig1 0,05 — 0,48 araligindadir, yani;
A1o yazarini temsil eden modelin Ag yazarina ait dokiimanlara benzeme araligi %95 - %52
araligindadir. Ag yazarinin kendi dokiimanlarindan iiretilen model ile elde edilen benzerlik
orani %99 - %66 araligindayken A1, A2 ve Ao Yazarlarini temsilen iiretilen modellerin Ag
yazarinin dokiimanlarina olan benzerlik degerleri oldukca yiiksek goriinmektedir. Sekil 4.26°da
A1o yazarina ait dokiimanlarin A1, A2 ve Ag yazarlarinin temsil modellerine olan uzakliklar

gosterilmektedir.
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Sekil 4.26. A(10) yazarina ait dokiimanlarin A(1), A(2) ve A(9) yazar temsil modellerine
uzaklig1

Sekil 4.26’da goriildiigii tizere A1, A2 ve Ag yazar temsil modellerinin Ao yazarina ait
dokiimanlara olan uzaklik degerleri beklenenin {iistiindedir ve yazarlar1 birbirinden ayirt
edebilecek nitelikte degildir. A: yazarini temsilen iiretilen modelin Ao yazarna ait
dokiimanlara uzakligi 0,1 — 0,44 araligindadir, yani; Ai yazarini temsil eden modelin Aio
yazarina ait dokiimanlara benzeme aralift %90 - %56 araligindadir. Az yazarmi temsilen
iiretilen modelin ise A1o yazarina ait dokiimanlara uzakligi 0,08 — 0,5 araligindadir, yani; A»
yazarini temsil eden modelin A1 yazarina ait dokiimanlara benzeme aralifi %92 - %50
araligindadir. Ag yazarini temsilen iiretilen modelin Ao yazarina ait dokiimanlara uzaklig1 0,06
— 0,34 araligindadir, yani; Ag yazarini temsil eden modelin Aio yazarina ait dokiimanlara
benzeme aralig1 %94 - %66 araligindadir. Aio yazarinin kendi dokiimanlarindan tiretilen model
ile elde edilen benzerlik oran1 %96 - %57 araligindayken A1, A2 ve Ag yazarlarini temsilen
iretilen modellerin A1 yazarinin dokiimanlarina olan benzerlik degerleri, A1o yazarini temsilen

iiretilen modele olan benzerlik degeriyle neredeyse basa bas gitmektedir.
4.5. Tartisma

Yazar dogrulama problemlerinde ele alinan iki dokiiman arasindaki benzerlik veya yakinlik i¢in
anlaml bir esik degerin belirlenmeye calisildigr bu calismada yazar modelleme yaklagimi
¢cOziim Onerisi olarak sunulmus ve bu amac¢ dogrultusunda bir takim deneyler yapilmistir.
Deneyler agamal1 olarak gergeklestirilmis ve her asama belirlenen hedefe ulasmaya yardimci
bir ara¢ olarak calismayi sekillendirmistir. Bu ¢alismada ilk olarak bir yazari temsil etmede
kullanilabilecek basarili bir model iiretimi i¢in uygulamalar gerceklestirilmistir. Bu

uygulamalar farkli 6znitelik kiimeleri kullanilarak bir yazara ait dokiimanlarin bir araya
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getirilmesi ve en 1yl temsili ireten Oznitelik kiimesinin seg¢ilmesini i¢ermektedir.
Uygulamalarda kullanilan 6znitelik setleri, Tiirkge yazar analizi ¢aligmalarinda kullanilan
Ozniteliklerin kategorilerine gore bir araya getirilmesi ile belirlenmistir. Kullanilan 6znitelik
kiimeleri ile yapilan karsilastirmali deneyler sonucunda bir yazar1 temsil eden en basarili
Oznitelik kiimesi belirlenmis ve c¢alismanin sonraki asamalarinda bu Oznitelik kiimesi

kullanilmistir.

Secili Oznitelik kiimesi ile iiretilen yazar modelleri, temsil ettikleri yazarlarin dokiimanlarina
olan benzerlikleri agisindan bakildiginda s6z konusu yazarlari temsil etmede basarili sonuglar
vermektedir. Bu asamada {iretilen temsil modellerinin karsilastirildiklart dokiimanlara karsi
genel benzerlik degerleri dikkate alinmistir. Ciinkii yazarlara ait ¢ok nadir baz1 dokiimanlar
(yaklasik % 1-3 oraninda), zaman veya konu farkliligindan kaynakli olabilecek aykir1 bir durus
sergilemektedir. Bu bakis agisi ile elde edilen sonuglar anlamlidir. Bu anlamli sonuglarin ikinci
asama olarak yorumlanmasi noktasinda her yazar Ozelinde iiretilen basarili modelin yazar
dokiimanlarina olan benzerlik oranlar1 ayrintili bir bigimde incelenmistir. Yapilan deneyler
sonucunda iki dokiiman arasindaki yakinlik degeri %100 ile %75 arasinda ise “yiiksek
benzerlik”, %75 ile %50 arasinda ise “orta benzerlik”, %50 ve altinda ise “diisiik benzerlik”

olarak ele alinabilecegi goriilmiistiir.

Calismada hedeflenen yazar dogrulama basarisinin elde edilebilmesi noktasinda tiretilen temsil
modellerinin yazarlar1 temsilde basarili sonuglar tirettigi gibi yazarlari birbirinden ayirt etmede
de basarili ve anlaml1 sonuglar liretebilmesi gerekmektedir. Calismanin iiglincii asamasi olarak
tiretilen modellerin yazarlar arasi ayirt edicilik basarisin1 6lgmek amaci ile bir yazara ait
dokiimanlarin  bagka yazarlar ic¢in (dretilen temsili modellere olan benzerlikleri
karsilastirilmistir. Bu asamada yapilan karsilastirmalar sonucu goriilmiistiir ki; yazar temsili
icin tretilen yazar modelleri yiiksek oranda birbirine de benzemektedir, yani; bir yazar
dokiimanlar1 kullanilarak iiretilen model baska yazarlarin dokiimanlarina da yiiksek oranda
yakinlik gosterebilmektedir. Bu sonuglar kullanilan veri kiimesindeki yazarlarin, kullanilan
Oznitelik bakimindan birbirine yiiksek oranda benziyor olmas1 ihtimalini ortaya ¢ikarmaktadir.
Bu ihtimalin hangi oranlarda oldugu ve kullanilan 6znitelikler 6zelinde ele alinan yazarlarin
islupsal davraniglarini karsilastirabilmek amaci ile s6z konusu yazarlarin, degerlendirilen
Oznitelikleri kullanim sikliklar1 karsilastirilmistir. Sekil 4.27°de veri kiimesindeki yazarlari

temsil modellerinin segili 6zniteliklerde aldig1 degerler gosterilmektedir.
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Sekil 4.27. 12 yazara ait modellerin se¢ili 6zniteliklerdeki dagilimlart

Sekil 4.27°de goriilecegi lizere iiretilen yazar modelleri secili 6zniteliklerde yakin degerlere
yani benzer Oriintlilere sahiptir. Bu durum veri kiimesinde ele alinan yazarlarin secili
Ozniteliklere gore lislup ve yap1 olarak cok yakin yazilar yazdigini géstermektedir. Bu sonuglar
dogrultusunda iretilen yazar temsil modellerinin temsil ettigi yazara ait dokiimanlarini
belirlemede basarili sonuglar iiretmis olsa da yazarlar aras1 ayirt edicilikte gerekli basariy1
gosterememistir. Bu sonucglarin en 6nemli sebeplerinden biri ele alinan veri kiimesindeki
yazarlarin islev, amag ve yap1 olarak benzer yazilar yazmis olmalarindan kaynaklanmaktadir.
Kullanilan veri kiimesi ayni tiir ve konuda yazan kose yazarlarinin yazilarini icermektedir. Kose
yazarlar1 profesyonel yazarlar oldugundan gerek noktalamalar bakimindan gerekse metnin
yapisal ozellikleri bakimindan tabiri caizse kuralina uygun yazilar iiretmislerdir. Dolayist ile
ele aldigimiz 6znitelikler bakimindan birbirlerine benzer oOriintiiler elde edilmis olmasi bu
acidan anlamhdir. Elde edilen sonuglar dogrultusunda devam eden yazar dogrulama
caligmalarinda farkl bir veri kiimesi ile calisilmas: gerekliligi ortaya ¢ikmistir. Diger taraftan
ele alinan Oznitelik kiimeleri de bu veri kiimesi icin yeteri kadar ayirt edicilik 6zelliginde
goriilmemektedir. Yukarida da bahsedildigi gibi kurallara bagli olarak kullanilabilen
ozniteliklerden ziyade, yazar islubunu daha 6n plana ¢ikarabilecek daha bagimsiz 6zniteliklerin
de kullanilmasi gerekliligi de bu ¢alismada ulasilan ¢ikarimlardan biridir. Bu sebepler 1s18inda
sonraki ¢alismalarda farkli veri kiimeleri, farkli 6znitelik kiimeleri ve farkli ¢6ziim Onerileri ile
yazar dogrulama probleminin ¢éziimiine odaklanilacaktir. Bu ¢alismadan elde edilen sonuglar

Sinyal Isleme ve Iletisim Uygulamalarin Kurultay:’nda sozlii bildiri olarak sunulmustur [50].
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5. YAZAR DOGRULAMA PROBLEMININ COZUMUNDE
KULLANILACAK UYGUN YAZI TURU BELIRLEME

Bu boliimde, yazar dogrulama probleminin ¢oziimiinde kullanilmasi en uygun veri kiimesinin
hangi tiirden olmasi1 gerektigi {izerine arastirmalar yapilmistir. Yazar dogrulama problemi, adli
bilisim calismalarinin bir alt dali ve gercek bir diinya problemi oldugundan ¢6ziimiinde
kullanilacak veri kiimesinin tiir se¢imi Onemlidir. Kullanilacak en uygun yazi tiirliniin
belirlenmesi amaci ile literatiirde Tiirkce ve bagka dillerde hem genel yazar analizi
caligmalarinda hem de 6zel olarak yazar dogrulama c¢aligmalarinda kullanilan veri kiimeleri
degerlendirilmis, uygunluk durumlar1 sebepleri ile birlikte agiklanmigtir. Bu arastirma
sonucunda yazar dogrulama probleminin ¢6ziimiinde kullanilmasina karar verilen en uygun
yaz1 tiirii belirlenmistir ve daha sonraki ¢aligmalar bu tlirde olusturulan bir kiilliyat kullanilarak

yuritilmustir.

5.1. Tiirkce ve Baska Dillerde Yazar Analizi Calismalarinda Kullanilan Yaz Tiirii Alan

Ozeti

Dijital ortamlarda iiretilen metinlerin ¢esitliligi, bu metinler ile yapilabilecek analizleri de
cesitlendirmektedir. Dijital metinler; kaynak kodlari, elektronik postalar, haber grubu mesajlari,
micro-mesajlar, web forum mesajlari, sohbet kayitlart ve blog yazilari gibi birgok farkl: tiir ve

Ozellikte olabilmektedir.

Giliniimiize kadar ne yazik ki (bu tez kapsaminda yapilan ¢alismalar hari¢) Tiirkce metinler
kullanilarak yapilmis yazar dogrulama c¢aligmasi bulunmamaktadir. Tiirk¢e metinler iizerinden
bir¢ok yazar analizi ¢alismasi yapilmistir ve bu ¢alismalar cogunlukla yazar tanimlama {izerine
yogunlagsmistir. Genellikle veri kiimesi olarak kose yazilari kullanilmis ve farkli 6znitelik
kiimeleri ile farkli siniflama algoritmalar1 yazar tanimlama yapilmistir [48]. 12.000 kose
yazisinin veri kiimesi olarak kullanildig: bir doktora tezinde yine yazar tanimlamada en basarili
Oznitelik kiimesinin tespiti ilizerine deneyler yapilmistir [43, 51]. Adli bilisim bakimindan
elektronik postalarin yazarinin belirlenmesi amaci ile elektronik postalar ile ayni karakteristige
sahip haber grubu mesajlarini da veri kiimesi olarak kullanan ¢alisma bulunmaktadir [52]. Oyun
platformlarindaki sohbet yazigmalarinin veri kiimesi olarak kullanildig1 yazar analizi
caligmalarina [53, 54] ek olarak, popiiler bir romanin da sayisal iislup arastirmasini ele alan
caligma bulunmaktadir [6].
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Yazar dogrulama ve yazar tanimlama ¢alismalar1 uluslararasi literatiirde bir¢cok defa farkli veri
kiimeleri kullanilarak yapilmistir. Ozellikle yazar analizi alanma &zgii veri yayimi yapan PAN
organizasyonu [9, 45, 55] bu calismalara olan ilgiyi arttirmistir. Dijital metinlerin adli
bilisiminde bir dizi bilimsel olay ve paylagimli uygulamay1 ele alan PAN organizasyonunun
(https://pan.webis.de/) yayinladigi veriler bakimindan baska dillerdeki yazar analizi ¢alismalari
icin 6nemi biiyiiktiir. Sekil 5.1°de PAN organizasyonunun 2017 yilinda ele aldigi uygulamalar

goriinmektedir.

@/PAN Home Tasks Data Technology Publications Events Contact

PAN is a series of scientific events and
shared tasks on digital text forensics

Learn more

PAN @ CLEF 2017
Overview
Author Identification
Author Profiling

Author Obfuscation

Register now

Sekil 5.1. PAN organizasyonunun 2017 y1l1 giris sayfasi

Sekil 5.1°de web sitesi girig sayfasi verilen PAN organizasyonu 2009 yilindan beri yazar analizi
caligmalar1 kapsaminda faaliyette olan yarisma standardinda bir platformdur. Yazar analizi
genelinde; Yazar Tanima, Yazar Dogrulama, Yazar Profili Cikarma, Yazar Gizleme gibi
alanlarda her yil veri seti (derlem - corpus) yayimi yaparak bu veri kiimelerinden elde edilen
basarili sonuglarin karsilagtirmasi yapilir. PAN organizasyonu tarafindan 2013, 2014 ve 2015
yillarinda yazar dogrulama igin de veri yaymi yapilmistir. Yapilan veri yayilarindan Ingilizce

dili i¢in olan veri kiimesinin icerigi ve 6zellikleri asagida detaylandirilmistir.
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2013 egitim
o 10 Ingilizce klasér, her klasorde [2 6] aras1 X yazarina ait bilinen dokuman ve 1
bilinmeyen dokiiman bulunuyor
2013 test
o 30 ingilizce klasor, her klasorde [2 6] aras1 X yazarina ait bilinen dokuman ve 1
bilinmeyen dokiiman bulunuyor
2014 egitim
o 200 tane Ingilizce denemeler klasorii, her klasérde [1 6 ] aras1 X yazarina ait
bilinen dokuman ve 1 bilinmeyen dokiiman bulunuyor
o 100 tane ingilizce roman klasérii, her klasérde 1 bilinen 1 bilinmeyen dokiiman
bulunuyor
2014 test
o 200 tane Ingilizce denemeler klasorii, her klasdrde [1 6] aras1 X yazarma ait
bilinen dokuman ve 1 bilinmeyen dokiiman bulunuyor
o 200 tane ingilizce roman klasérii, her klasérde 1 bilinen 1 bilinmeyen dokiiman
bulunuyor
2015 egitim
o 100 tane Ingilizce klasor, her klasdrde 1 bilinen 1 bilinmeyen dokiiman
bulunuyor.
o 500 tane Ingilizce klasor, her klasdérde 1 bilinen 1 bilinmeyen dokiiman

bulunuyor.

Yukarida PAN organizasyonu tarafindan yayinlanan veri kiimelerinden Ingilizce dili 6zelinde

yayinlanan yazar dogrulama veri kiimesinin ayrintilari verilmistir. Bu dilin yani sira;

Ingilizcelere ek olarak Yunanca, Ispanyolca ve Flemenkge veri setleri de bu organizasyon

tarafindan yayimlanmaktadir.

PAN organizasyonu tarafindan yayinlanan veri kiimelerine ek olarak blog yazilar1 [23],

elektronik postalar [17, 36], online mesajlar [16], sosyal medya yazismalar1 [36], farkli tiir ve

konu yazilar1 [18, 32], u¢ gruplarin web forum mesajlar1 [38] vb. veri kiimeleri kullanilarak

farkli alanlarda da yazar tanimlama sorununa baska diller 6zelinde ¢oziimler sunulmustur.
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5.2.  Yazar Dogrulamada Kullanilabilecek Yaz Tiirii Degerlendirmeleri

Ulusal ve uluslararasi alanda yapilmis olan yazar analizi ¢aligmalarinda kullanilan veri kiimeleri
incelenerek yazar dogrulama probleminin ¢6ziimiinde kullanilabilecek en uygun yazi tiirleri

secilmistir. Sekil 5.2°de bu tiirlerin bulundugu veri kiimeleri gosterilmektedir.

Yazar
Dogrulamada
Kullanmilabilecek
Datasetler

l l I I |

Twitter Elektronik Yorumlar
Girdileri Postalar (Haber/Film..)

Kose Yazilar: Blog Postlari

Sekil 5.2. Yazar dogrulamada degerlendirmeye alinacak veri kiimeleri

Bu tez ¢alismasinda kullanilacak yazi tiirlinii ve ele alinacak veri kiimesini belirlemek i¢in Sekil
5.2’de belirtilen veri kiimeleri tek tek degerlendirilmistir. Yazar dogrulama problemine
uygunluguna gore Oncelige aliman bu yazilarin degerlendirilmesinde, kolaylikla elde
edilebilmesi, tek dokiimanin boyut olarak uygun olmasi, konu g¢esitliliginin saglanabilmesi
yazarin bireysel tislubunu krallardan bagimsiz sergileyebilmesi gibi, bazi kriterler 6n planda
tutularak degerlendirme yapilmistir. Bu veri kiimelerinin ele alinan problem 6zelindeki avantaj
ve dezavantajlar1 karsilagtirilarak en uygun olanin se¢imi yapilmistir. Yapilan degerlendirmeler

asagidadir.

5.2.1. Kose Yazilar

Giliniimiize kadar yapilan Tiirkge yazar analizi ¢aligmalarinin ¢ogunlugunda kdse yazilari
kullanilmigtir. Bu durumun sebebi bu yazilarin kolay ve istenen miktarda elde edilebilmeleri
olabilir. Bu durum yazar analizi ¢aligmalarin1 etkileyecek bir durum degildir, fakat kose
yazarlarinin, yazma mevzunda profesyonel kisiler olmasi ve ayrica yazilarin yayinlandigi ortam
veya yayin aracinin da kisitlarini barindiracagi géz oniine alinmalidir. Yazarlarin profesyonel
kisiler olmasi, yazar analizinde siklikla kullanilan bir¢ok 6zniteligin ayni sekilde, kurallarina
uygun olarak, tabiri caizse kitabina gore kullanilacagi, dolayisi ile analiz agamasinda bir ayirt
etme isleminde basarisiz olunacagi dikkate alinmalidir. Diger taraftan, kose yazilar1 konu

bagimli yazilardir. Sekil 5.3 te kose yazilarinin bagli oldugu kategoriler gosterilmektedir.
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Yazar
Dogrulamada
Kullanilabile cek
Datasetler

{ ] 1 I

Twitter Elektronik Yorumlar
Girdileri Postalar (Haber/Film..)

Kose Yazilan Blog Postlan

Spor
Guncel
Ekonomi
Teknoloji
Kaltar-Sanat
Moda
Ovyun

Sekil 5.3. Kose yazilarinin bagli oldugu bazi kategoriler

Yazar dogrulama caligsmalari, yazar analizi ¢alismalarinin en zorlusu olarak ele alinmaktadir.
Bu alanda ele alinan dokiimanlarin konu ve tiir bilgisi gibi dokiimanlar1 ayirt etmede yardimci
bilgileri icermemesi bu ¢aligmalarin giivenilirligi agisindan 6nemlidir. Sekil 5.3’te goriildigi
gibi kose yazilar1 konu/kategori bagimli yazilardir, yani; bir yazarin hem ekonomi hem de oyun
kategorilerinde yaziyor olmasi ¢ok diisiik ihtimaller dahilinde oldugundan bir kose yazarina ait
konu bagimsiz yazilar elde etmek pek miimkiin degildir. Dolayis1 ile kose yazarlarinin konu
bagimsiz iislup ¢ikarimi da yine bu yazilar kullanilarak pek miimkiin goziikkmemektedir. Bir
onceki caligmalarimizda da goriilebilecegi tizere kose yazilart kullanilarak yapilabilecek bir
yazar dogrulama calismasindan beklenen sonuglar1 almak oldukg¢a zordur. Bu sebeple kose
yazilar1 kullanilarak yapilabilecek en uygun calisma belki de ayn1 kategorilerde yazan yazarlar

aras1 yazar tanimlama caligsmasi olacaktir.

5.2.2. Blog Postlar

Internet iizerinden kisilerin diizenli olarak, duygularmi, diisiincelerini, goriislerini veya
yorumlarini yazili olarak paylagimlarda bulundugu, cogunlukla kisisel olan web sayfalar1 blog
olarak adlandirilmaktadir. Kose yazilar1 kadar dogrudan bulunmasi kolay olmasa da, blog
yazilar1 da umumi olarak paylasildigindan elde edilmesi, toplanmasi miimkiindiir. Giiniimiize
kadar Tiirk¢e blog yazilar1 kullanilarak bir yazar analizi ¢calisma yapilmamis olmasina ragmen
bagka dillerde yapilan yazar analizi ¢caligmalarinda énemli bir yere sahiptir. Sekil 5.4’te blog

yazilarinin 6zellikleri gosterilmektedir.
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Dogrulamada
Kullamilabilecek
Datasetler
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. Twitter Elektronik Yorumlar
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Kisisel
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Giincel Topluluk
Ekonomi Kurumsal
Teknoloji
Kiiltur-Sanat
Moda
Oyun

Sekil 5.4. Blog yazilarinin tiirleri ve 6zellikleri

Yaptigimiz arastirmalar sonucu 4 farkli tipte blog oldugunu gordiik. En yaygin blog tipi kisisel
bloglardir. Kisisel bloglar, bir kisinin bir olay, konu, iiriin veya durum ile ilgili kisisel
goriislerini paylastig1 bloglardir. Blog yazarlarina blogger, bloggerlarin paylagimlarina da post
denmektedir. Kisisel bloglarda yazarlar giindelik yasamlarini, okuduklar kitaplari, izledikleri
filmeleri, kullandiklari iriinleri veya gordiikleri bir olay1 vb. gibi istedikleri her tiir igerigi,
konuyu takipgi adi verilen okuyuculart ile paylasabilmektedirler. Bu igeriklerin
olusturulmasinda konu ve dil bilgisi kisitlamas1 olmamasi, blog yazilariin baska dillerin yazar
analizi ¢alismalarindaki popiilerliginin en 6nemli sebebidir. Bu kisitlamalar olmaksizin yazarin
daha kigisel Gslubunun 6n plana ¢ikacagi goriilmektedir. Diger taraftan nispeten daha az bir
miktarda da olsa, bazi kisisel bloglar da konu bagimli olabilmektedir. Sadece spor veya moda
ile ilgili goriis ve diislincelerin paylasildig: kisisel bloglar da bulunmaktadir, fakat buradaki
konu kisitlamasi kisilerin kendi istekleri dogrultusunda konulmustur ve kisisel tislup daha 6n
plandadir. Bu 6zellikleri ile kisisel blog yazilar1 yazar tislubunu bir¢ok durumdan bagimsiz

¢ikarmaya daha uygundur.

Kisisel bloglar disinda farkli tip bloglar da mevcuttur. Temasal olarak adlandirdigimiz blog
tiirleri 6rnegin, birkag kisinin sabit bir kategoride paylasimlarda bulundugu blog tiiriidiir. Soyle

ki; stirekli teknoloji alanindaki gelismelerin ele alindig1 ve ikiden fazla kisi tarafindan yazilarin
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paylasildig1 birgok blog ile karsilasmak miimkiindiir. Temasal bloglarda genellikle ana fikir
Sekil 5.4’te gosterilen alt kategorilerden biri kapsaminda yazilar paylasilmaktadir. Topluluk
bloglar1, ortak bir noktada bir araya gelen bir grup insanin, bu ortak nokta iizerine paylasim
yaptiklar1 bloglardir. Ornegin hayvan haklarinin korunmasi veya java programlama dilinin
yayginlasmasi lizerine paylasimlarin bulundugu bu gibi topluluk bloglarinda paylasimda
bulunan bir¢ok yazar vardir. Topluluk bloglar1 da temasal bloglar gibi, Sekil 35’de gosterilen
alt kategoriler kapsaminda olabilmektedir. Temasal ve topluluk bloglari hem bircok yazar
tarafindan kullanildigindan hem de konu bagimli olduklarindan yazar dogrulama calismalari
icin pek uygun goriinmemekle birlikte, baska yazar analizi ¢alismalarinda kullanimi ile degisik
caligmalarin yapilabilecegi diistiniilmektedir. Bu tip blog yazilar1 kullanilarak yapilan bir yazar
analizi ¢aligmasina, yapilan arastirmalar boyunca rastlanmamaigstir. Son olarak Kurumsal olarak
da acilabilen bloglar, bir kuruma ait bilgilendirici veya duyuru igeren paylagimlarin
yapilabildigi bloglardir. Genellikle bu tip bloglar bir takim s6z konusu kurum ¢aligsanlar
tarafindan yapilan paylasimlari icermektedir. Bu tip blog yazilar1 da yazar analizi ¢aligmalari
icin uygun gorilmemekle birlikte, kurumsal bilgi ¢ikarimi gibi ¢aligmalarda kullanimi ile

verimli olabilecegi diistintilmektedir.

5.2.3. Twitter Girdileri

Giliniimiiz sosyal medya uygulamalarindan en popiileri, microblog teknolojisi olarak da ele
alinan Twitter’dir. Twitter, kullanicilarinin 280 karakter ile sinirli, tweet adi verilen
paylasimlarda bulunabildigi bir sosyal networktiir. Tiirkge ve baska dillerde, twitter verileri
kullanilarak yapilmis bircok metin analizi ve yazar analizi ¢aligmasi bulunmaktadir. Bu
caligmalarin ¢ogu umumi bir veri kiimesini degil, baz1 araclar kullanarak elde ettikleri verileri
kullanmiglardir. Kose yazilar1 veya blog yazilari elde etmek kadar kolay olmasa da kullanima
acik bazi araglar ile twitter lizerinden veri yani paylasilan metinleri toplamak miimkiindiir.
Twitter uygulamasinda girdiler bireysel olmasina ragmen hashtag adi verilen (# isareti ile
baslayan) sozciik veya s6z ile toplu girdilere de ulasilmasi miimkiindiir. Sekil 5.5te twitter

girdilerinden elde edilebilecek yazilar gosterilmektedir.
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Yazar
Dogrulamada
Kullanmilabilecek
Datasetler
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Twitter Elektronik Yorumlar
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|

Bir kisiye ait girdiler
Bir konuya ait girdiler
(anahtar kelimeler ile)

Kose Yazilar: Blog Postlar:

Sekil 5.5. Twitter uygulamasi lizerinden elde edilebilecek yazilar

Twitter tizerinden yapilan metin analizi ¢alismalari, konu ¢ikarimi veya metin kategorize etme
islemleri iizerine yogunlasmistir. Bu durumun sebebi yukarida bahsedilen hashtagler anahtar
kelime olarak kullanilarak belli bir konu lizerine birgok kisi tarafindan yazilmis yazilara
ulagilabilmesidir. Diger taraftan yazar analizinde de twitter verileri kullanilmaktadir, fakat
burada bir kisiye ait bir¢ok girdinin (tweet’in) birlikte kullanim1 s6z konusudur. Soyle ki; twitter
uygulamasinda kullanilan her tweet i¢in belirlenen karakter kisiti, bu girdilerin tek basina yazar
islubunu belirlemede yetersiz olmasina sebep olmaktadir. Bir kisiye ait girdilerin toplu olarak
alinip o kisiye ait lislupsal analiz yapilabilmesi ve daha sonraki girdiler i¢in dogrulama
yapilmasi1 olasilik dahilindedir. Bu tez calismasinda ele alinan yazar dogrulama problemi,
birebir karsilastirma sonucu yazar dogrulamasi yapabilmek iizerine oldugundan ve tek bir
twitter girdisinin iislup karsilagtirmasinda yeterli olamayacagindan, twitter verilerinin kullanimi

uygun goriilmemistir.
5.2.4. Elektronik Postalar

Elektronik postalar, yazi tiirii alaninda toplanmasi pek miimkiin olmayan hatta paylasilmasi
durumunda mahremiyet ihlaline sebebiyet verebilecek yazi tiirleridir. Bu sebeple Tiirkge dili
lizerine yapilan bir ¢alismada, elektronik postalarin yazarinin belirlenmesi amaci ile elektronik
postalar ile ayn1 karakteristige sahip haber grubu mesajlarini veri kiimesi olarak kullanilmistir
[52]. Diger taraftan, Ingilizce yazar analizi calismalarinda kullanilan, elektronik postalar:

iceren, umumi bir veri kiimesi bulunmaktadir. Enron adinda bir sirkette yapilan yolsuzlugun
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ortaya cikarilmasi iizerine yasal sorusturmalar sirasinda ele gecen kurum igi elektronik
postalarin umumi olarak duyurulmasi sayesinde Enron email veri kiimesi olusmustur [56].
Yaklasik 150 Enron sirketi caligani tarafindan toplamda yaklagik 500.000 elektronik posta

iceren bu veri kiimesinin farkli versyonlar1 hala giincellenerek arastirmacilarin kullanimina

sunulmaktadir (https://www.cs.cmu.edu/~enron/). Elektronik postalar kapsamindaki yazilar da
iki tipte olabilmektedir. Sekil 5.6’da elektronik postalardan elde edilebilecek yazilar

gosterilmektedir.

Yazar
Dogrulamada
Kullanilabilecek
Datasetler

S S R B

Twitter Elektronik Yorumlar
Girdileri Postalar (Haber/Film..)

Kose Yazilari Blog Postlar1

Bir kisiye ait
gonderiler
Bir konuya ait
gonderiler (anahtar
kelimeler ile)

Bir kisiye ait girdiler
Bir konuya ait
girdiler (anahtar
kelimeler ile)

Sekil 5.6. Elektronik postalardan ¢ikarilabilecek yazilar

Elektronik postalardan da Sekil 5.6°da goriilebilecegi iizere, twitter verilerinde oldugu gibi bir
kisiye ait gonderiler veya belirli bir konu kapsamindaki gonderiler siiziilebilir. Farkli olarak
elektronik posta verileri kisith bir boyutta degildir ki bu 6zellik yazar analizi ¢alismalar1 i¢in
istenen bir 6zelliktir. Gonderilen iletilerin ya da iiretilen postalarin boyutu da yazarlarin ayirt
edilmesinde 6nemli bir parametre olmaktadir. Fakat yukarida da bahsedildigi gibi elektronik
postalarin toplanmasi, kullanilmas1 ve paylasilmasi mahremiyet ihlallerine sebebiyet
vermektedir. Ingilizce dili 6zelinde veya dil bagimsiz yapilan ¢alismalarda Enron veri kiimesi

kullanilirken, biz bu tez ¢alismasinda 6ncelikle Tiirkce dili {izerine basarili bir yazar dogrulama
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¢Oziimii sunmak istedigimiz i¢in bu asamada veri kiimesi temini bizim i¢in pek miimkiin

olmamaktadir.

5.2.5. Yorum Mesajlari

Yorum mesajlari, ozellikle film, haber, dizi, iriin veya uygulama gibi kullanicilarin
degerlendirmelerinin 6nemli oldugu alanlarda veya iirlinlerde, web siteleri aracilifiyla
kullanicilardan alinan geri bildirimlerdir. Yorum mesajlar1 da twitter girdileri gibi kisa
yazilardir. Dolayisi ile tek bir girdi ile tislupsal analiz yapilabilmesi oldukg¢a zordur. Sekil 5.7°de

iirlin yorumlarindan elde edilebilecek yazilar gosterilmektedir.

Yazar
Dogrulamada
Kullanilabilecek
Datasetler

N Lo

Twitter Elektronik Yorumlar
Girdileri Postalar (Haber/Film..)

Kose Yazilari Blog Postlar1

Ozellikle forum
sitelerinde belli
konularda siirekli
yorum yapan kisiler

Sekil 5.7. Yorum mesajlarindan elde edilebilecek yazilar

Yazar analizi ¢aligmalar1 kapsaminda kullanilacak veriler yazarlara ait veriler olmali. Kullanici
yorumlarinin alindigi web sitelerinden yorumlanan iiriin veya uygulama igin verilerin
toplanmasi, kisisel olarak kullanicilarin yaptig1 yorumlarin toplanmasindan daha uygundur. Bu
gibi sitelerden yonetici izni olmadan s6z konusu kisisel yorumlarin toplanmasi nispeten zorlu
bir iglemdir. Sekil 5.7°de belirtildigi gibi belli veya farki konularda ama aktif olarak siirekli
yorum yapan kisilerin tespit edilmesi ve bu kisilerin yorumlarinin toplanmasi yazar analizi
caligmalarinda kullanilabilir. Diger taraftan bu verilerin yazar analizinde ne kadar basarili

olabilecegine dair bir 6n ¢aligma bulunmadigindan, ne kadar veri toplanmasi gerektigi, yazar
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sayisinin ne olmasi1 gerektigi gibi sorularin da cevaplanmasi i¢in ek caligmalara ihtiyag

olacaktir.
5.3. Sonug¢

Yazar dogrulama probleminin, yazar analizi problemleri arasinda en zorlu problem oldugu
onceki boliimlerde gerekceleri ile belirtilmistir. Bu zorlu probleme basarili bir ¢dziim
sunabilmek icin Oncelikle uygun veri kiimesinin belirlenmesi gerekliligi bir onceki boliimde
yapilan ¢aligmalar sonucu agik bir sekilde goriilebilmektedir. Bu gereklilik gbz oniine alinarak,
yapilacak tez calismasina en uygun veri kiimesinin belirlenmesi lizerine bu béliimde olas1 veri

kiimeleri iizerine aragtirmalar yapilmistir.

Hem Tiirkge hem bagka dillerde yazar analizinde kullanilan veri kiimeleri incelenmis, ele
aldigimiz probleme en uygun veri kiimesi olarak da blog yazi tiplerinden olusan bir veri kiimesi
kullanilmasinin uygun olacagina karar verilmistir. Literatiirde Ingilizce blog yazilari
kullanilarak yapilmis basaril bir yazar dogrulama c¢aligsmasinin var olmasi ve bu ¢aligmada
kullanilan veri kiimesinin umumi olmasi alinan kararda etkili olmustur. Her ne kadar bu tez
calismasimin oncelikli amaci1 Tiirkge metinler iizerine basarili bir yazar dogrulama modeli
gelistirmek olsa da, gelistirilen modelin baska dillerdeki basarisinin da baska dillerde
olusturulmus umumi veriler kullanilarak test edilecek olmasi planlanmaktadir. Bu planlamalar
ve arastirmalar dogrultusunda, bu tez ¢alismasi kapsaminda Tiirk¢e bir Blog yazilar1 Kiilliyati
olusturulmasina karar verilmistir. Sonraki ¢aligmalarda olusturulan Tiirk¢ce Blog kiilliyatinin
ozellikleri ve bu kiilliyat kullanilarak yapilan uygulamalardan elde edilen sonuglar

sunulmaktadir.
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6. TOPLANAN VERILERIN EVRENSEL MODEL
OLUSTURMAYA UYGUNLUGUNUN ON DENEYI

Bu boliimde, bir 6nceki boliimde kiilliyat1 olusturulmasina karar verilen Tiirk¢e Blog veri
kiimesinin yazar dogrulama probleminin ¢6ziimii i¢in 6nerdigimiz evrensel bir arka plan modeli
iiretimi i¢in uygunlugunun 6n deneyleri yapilmistir. Bu deneylerde amag ele aldigimiz veri
kiimesinin, ele aldigimiz 6zniteliklere gére dogal dagilimini ve davramisini gérmektir. Oyle ki;
ele aldigimiz verilerin 6nerdigimiz modele uygun dagilima sahip olup olmadig: ile ilgili bilgi
cikarimi yapilabilsin. Bu amag¢ dogrultusunda, ele alinan veriler kullanilarak farkli sayilarda
kiimeler olusturulmus ve verilerin olusturulan bu kiimelere dagilimi incelenmistir. Bu
incelemeler sonucunda ele aldigimiz veri kiimesi ile Onerecegimiz modelin basarili olup

olamayacagi degerlendirilmistir.
6.1. Yazar Dogrulama Probleminin Coziimii i¢in Planlanan Evrensel Model

Bilgi teknolojilerinin, 6zellikle web tabanli teknolojilerin hizli ve kontrolsiiz gelisimi, sug
orgiitleri veya terdr organizasyonlari i¢in iletisim kurulabilecek, yada disi iirlin dagitimi
yapabilecek (korsan yazilim veya calinti iiriin gibi) anonim bir ortam saglamaktadir [57].
Suglular sanal ortamda online mesajlasmada kimliklerini gizleme egilimindedirler. Dolayisi ile
adli bilisim uzmanlarinin suglular ile miicadelelerinde bu online mesajlarin anonimligi biiyiik

bir zorluk olarak onlerine ¢ikmaktadir [57].

Bir metnin karakteristiginin tislupsal olarak analiz edilmesi ile o metnin yazari ile ilgili
¢ikarimlara ulagsmak yazar analizi olarak adlandirilmaktadir. Yukaridaki boliimlerde
bahsedildigi gibi yazar analizi c¢alismalar1 temelde ii¢ bashik altinda ele alinmistir; yazar
tanimlama, yazar profil ¢ikarimi ve yazar dogrulama [3]. Yazar dogrulama problemini ele
aldigimiz bu calismada, bu problemi diger problemlerden ayiran en dnemli etmen olan arka
plan eksikligi iizerine evrensel bir model onerilmesi planlanmaktadir. Onerilmesi planlanan

modelin gosterimi Sekil 6.1°de gosterilmektedir.

67



Evrensel Model
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Sekil 6.1. Onerilmesi planlanan Evrensel Model gdsterimi

=

Sekil 6.1°de gosterilen, 6nermeyi planladigimiz evrensel model, birgok farkli tiirden dokiiman
icermektedir. Bu asamada; ¢ok sayida farkli yazardan alinan ¢ok sayida dokiimanin, farkl
Oznitelikler kullanilmasi ile bir araya getirilerek evrensel bir modeli temsil etmesi
beklenmektedir. Sekil 6.1°de, evrensel model disinda mavi renk ile gdsterilen dokiimanlar,
yazar dogrulama problemi kapsaminda ele alinan siipheli yazara ait oldugu bilinen dokiimanlari
temsil etmektedir. Yine Sekil 6.1°de, evrensel model disinda beyaz renk ile gosterilen dokiiman
ise, siipheli yazara ait olup olmadig1 belirlenmek istenen, yazari bilinmeyen yani sorgulanan
dokiiman1 temsil etmektedir. Onerilmesi planlanan modelin, yazar dogrulama probleminin

¢cozlimiine yonelik yaklagimi asagidaki gibidir.
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Eger sorgulanan yazara ait oldugu bilinen dokiimanlar ile yazar: bilinmeyen
dokiiman arasindaki uzaklik, yazar: bilinmeyen dokiiman ile evrensel model
arasindaki uzakliktan fazla ise; yazari bilinmeyen dokiiman siipheli yazar
tarafindan yazilmamigtir denir. Eger sorgulanan yazara ait oldugu bilinen
dokiimanlar ile yazari bilinmeyen dokiiman arasindaki uzaklik, yazari bilinmeyen
dokiiman ile evrensel model arasindaki uzakliktan az ise; yazari bilinmeyen

dokiiman stipheli yazar tarafindan yazilmigtir denir.

Onerilmesi planlanan modelin, yazar dogrulama probleminin ¢dziimiine ydnelik yaklagimimin

matematiksel ifadesi asagidaki gibidir.

Eger,
X <=, sorgulanan dokiiman siipheli yazara aittir
Eger,

X >Y; sorgulanan dokiiman siipheli yazara ait degildir

Onerilmesi planlanan modelin karar kurallar1 belirlendikten sonra bir énceki béliimde kiilliyat
olusturulmas: hedeflenen blog veri kiimesinin bir kismi ile toplanacak verilerin dogal
davranisinin ortak bir model olusturmaya elverisli olup olmadigi bir takim kiimeleme islemleri
ile 6l¢iilmiistiir. Olgme islemlerinin ayrintilar1 ve elde edilen sonuglarin yorumlar bir sonraki

boliimde bulunmaktadir.
6.2. Blog Verilerin Evrensel Model Olusturmaya Uygunlugunun Goézlemlenmesi

Belirli bir alanda iyi taniml1 bir kiilliyat olusturmak zaman alic1 bir siirectir. Bir dnceki boliimde
karar verildigi iizere, bu tez c¢alismasi kapsaminda blog yazilarini iceren bir kiilliyat
olusturulmaktadir. Yine bir 6nceki siirecte ayrintilari verildigi lizere, blog yazilari ¢cok ¢esitli ve
cok yazarli olabilmektedir. Bu yazilar arasinda bir yazara ait oldugundan emin oldugumuz
yazilar1 elde edebilmek i¢in her yazinin 6zenle incelenmesi gerekmektedir. Dolayis: ile
amaglanan kiilliyat olusumu uzun bir zaman alacaktir. Bu siirecte, 6nermeyi planladigimiz
modelin anlamli olup olmayacagini, toplanan bir kisim blog verisi ile bir takim testler yaparak
gormek istemis bulunmaktayiz. Bu asamada goézlemlemek istedigimiz durum; toplanan

verilerin dogasinda bir model barindirip baridirmadigidir.
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Mevcut durumda toplamis oldugumuz 10 yazara ait 50’ser blog yazisinin bulundugu veri
kiimesi kullanilarak farkli sayilarda kiimeleme sonuglarinin karsilastirilmasina ve verinin

dogasinda farkli kiimeler barindirip barindirmadigina bakilmasina karar verilmistir.

Bu boliimde yapilacak gozlemler igin; kelime cantast (BagOfWords - bow) adi verilen
Ozniteliklerin kullanim sikliklari, 6nceki boliimlerde basarili sonuglar iireten noktalamalar
Ozniteliklerinin kullanim sikliklar1 ve bu iki kiimenin birlesiminden olusan karma Oznitelik
kiimesi kullanilmistir. Bu ti¢ farkli 6znitelik kiimesi kullanilarak vektorel temsilleri olusturulan
dokiimanlarin (10 yazardan 50’ser dokiiman olmak iizere toplam 500 dokiimanin) 2’li, 5°1i,
10°1u ve 20’1li kiimeleri, ii¢ 6znitelik kiimesi i¢in de tretilmistir. Kiimeleme islemlerinde k-
means kiimeleme algoritmasi [58] kullanilmistir. Her bir dokiiman n tane 6zniteligi igeren n-
boyutlu bir reel vektdr olmak iizere {Xi1, X2, X3, ... , Xn} haline doniistiiriilmektedir. k
olusturulacak kiime sayis1 olmak {izere; tiim dokiimanlar D = {D3, Do, ... , Dk} k tane kiimeye
ayrilir. pi, i. kiimenin merkez noktasini veya ortalamasini temsil etmek {iizere, k-means

algoritmasina gore kiimeleme iglemi i¢in Denklem (10) ve Denklem (11)’de verilen islemler

kullanilmaktadir.
= 1 Z 10
X{€D;
k
TN N = 1P (11)
j=1 xiEDj

Kullanilan 6znitelik kiimelerinden Bow kiimesi igerdigi Oznitelik sayist bakimindan boyut
fazlaligr olusturdugundan bu asamada Bilgi kazanimi 6znitelik agirliklandirma algoritmasi
(algoritmanin  ayrintilar1  ileriki  boliimlerde verilecektir) kullanilmistir.  Kullanilan
agirliklandirma algoritmasina gore en ayirt edici 100 6znitelik testlerde kullanilmistir (en ayirt
edici 500 ve 1000 oznitelik de testlerde kullanilmig fakat anlamli bir fark goriilmediginden 100
Oznitelik tercih edilmistir). Sekil 6.2°de ele alinan on yazarin dokiimanlarinin noktalamalar

oznitelik kiimesi kullanilarak iki kiimeye dagilimi goriilmektedir.
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Sekil 6.2. Noktalamalar 6znitelik kiimesine gore verilerin 2 kiimeye dagilimi

Sekil 6.2°de verilen grafik, 10 yazara ait dokiimanlarin k-means kiimeleme algoritmasi
kullanilarak iki kiimeye dagilimmin grafigidir. Verilen grafikte her renk bir yazara ait
dokiimanlar1 temsil ederken, yatay eksen kiimeleri, diisey eksen de dokiiman sayilarini temsil
etmektedir. Bu dagilimda da 4. Boliimde karsilagilan aykiri yazilar benzeri bir dagilim
goriilmektedir. Olusturulan iki kiimede de her yazardan dokiimanlar bulunmakta fakat ilk kiime
daha kapsayici goriilmektedir. Ikinci kiime icin her yazardan az miktarda dokiiman
barindirdigindan daha yazar bagimli istisnalardan bahsedilebilir. Sekil 6.3’te veri kiimesinin

bow 6znitelik kiimesi kullanilarak iki kiimeye dagilimi goriilmektedir.

| “|‘|““‘

Sekil 6.3. Bow 6znitelik kiimesine gore verilerin 2 kiimeye dagilimi

Bow 0znitelik degerleri ile yapilan kiimeleme sonuglar1 Sekil 6.3°te goriildiigii iizere, 6nermeyi

planladigimiz yaklasim bakimindan daha umut verici bir dagilim sergilemektedir. Sekilde
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sadece ilk yazara ait bir takim dokiimanlar ikinci kiimeyi olusturmaktayken diger tiim
dokiimanlar birinci kiimede bulunmaktadir. Bu durum bow 6znitelik degerleri kullanilarak
onerilmesi planlanan modelde basarili sonuglar elde edilebilecegine dair olumlu bir gorseldir.
Diger taraftan bu tespit yeterli degildir, daha fazla kiime olusturularak verilerin davranisinin
daha ayrintili ele alinmasi gereklidir. Bunun yaninda noktalamalar O6znitelik kiimesinin
bilgilendirici 6zellikler barindirdigi hem literatiirdeki ¢alismalar ile hem de 6nceki boliimlerde
yapilan calismalara ile goriilmiistiir. Dolayist ile bow ve noktalamalar 6znitelik kiimelerinin
birlikte kullaniminda verilerin nasil bir dagilima sahip olacagmin da incelenmesi
gerekmektedir. Sekil 6.4’te, bu iki 6znitelik kiimesinin birlesiminden olusan karma adini

verdigimiz 6znitelik kiimesinin kullanimu ile verilerin iki kiimeye dagilimi goriilmektedir.

. [ | ||

Sekil 6.4. Karma 6znitelik kiimesine gore verilerin 2 kiimeye dagilimi

sy

Karma 06znitelik kiimesi kullanilarak elde edilen kiime dagilimlar Sekil 6.4’te goriildiigii tizere
noktalamalar 6znitelik kiimesinin dagilimia benzer bir dagilim sergilemektedir. Uretilen her
iki kiimede de veri kiimesinde bulunan her yazara ait dokiiman bulunmaktadir. Bu dagilimda,
ikinci kiimenin aykir1 yazi tislubunu temsil ettigini varsayarsak bile bazi yazarlarin bir¢ok
dokiimani bu iisluba yatkin goriilmektedir. Daha saglam ¢ikarimlarda bulunabilmek igin veri
kiimesinin farkli kiime sayilarindaki dagilimlarinin da incelenmesi gerekmektedir. Sekil 6.5°te
Noktalamalar 6znitelik kiimesi ile veri kiimesinin k-means algoritmasi ile 5 kiimeye dagilimi

gosterilmektedir.
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Sekil 6.5. Noktalamalar 6znitelik kiimesine gore verilerin 5 kiimeye dagilimi

Noktalamalar 6znitelik kiimesine gore verilerin 5 kiimeye dagilimi, Sekil 6.5°te goriildiigii
iizere, 2 kiimeye dagilimda oldugu gibi daha homojen bir dagilim sergilemektedir. Yani iiretilen
birinci ve besinci kiime disindaki kiimelerde bir¢cok yazardan farkli sayida dokiiman
bulunmaktadir. Birinci kiime daha kapsayici bir kiime olarak 9 yazara ait ¢ok sayida dokiimani
barindirirken, bes numarali kiimeye bakarak {iretilen kiimelerin daha yazar temsili kiimeler
olma egiliminde oldugu ¢ikarimi yapilabilir. Bu ¢ikarimi daha saglam yapabilmek i¢in daha
fazla kiime sayilarinda verinin dagilimi incelenecektir. Sekil 6.6’da bow veri kiimesi

kullanilarak eldeki veri kiimesinin 5 kiimeye dagilimi goriilmektedir.

i
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Sekil 6.6. Bow 6znitelik kiimesine gore verilerin 5 kiimeye dagilimi
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Sekil 6.6’daki veri dagilimi incelendiginde iiretilen {i¢ kiimenin de tiim yazarlara ait bir kisim
dokiimani barindirdig1 goriilmektedir. Bu durum, 6nerilmesi planlanan evrensel modelin, tek
bir temsilinin degil birden ¢ok temsilinin olabilecegini gostermektedir. Yani; aslinda tek bir
evrensel model degil birden ¢ok evrensel model olabilir. Bu ¢ikarim dokiimanlarin igerdikleri
konulara bagli da olabilmektedir. Soyle ki; evrensel modeller yazar lislubuna gore sekillenmis
olsaydr her kiimede bir takim yazarlar baskin olurdu fakat her kiimede her yazara ait
dokiimanlar var ise bu durum igerik ile alakali bir baglanti sonucu olugmaktadir sonucu
cikarilabilir. Sekil 6.7°de karma Oznitelik kiimesi kullanilarak iiretilen verilerin 5 kiimeye

dagilimi goriilmektedir.
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Sekil 6.7. Karma 6znitelik kiimesine gore verilerin 5 kiimeye dagilimi

Kullanilan veri kiimesinin karma 6znitelikler ile bes kiimeye ayrilmasi ile elde edilen dagilim,
Sekil 6.7°de goriildiigii lizere kiime sayis1 arttikga hem noktalamalar hem de bow 6znitelik
kiimesi ile elde edilen sonuclarin bir ortalamasi seklini almaktadir. Bu dagilim 6zelinde de tam
olarak iiretilen kiimelerin ortak bir modeli temsil edebilecegi veya yazar iislubuna dayali
kiimeler {iretilebilecegi ¢ikarimi yapilamamaktadir. Bu sonuglarin yetersizligi karsisinda,
iiretilen kiimelerin yazar tislubu dagilimini daha net gérebilmek i¢in yazar sayisi kadar kiimeler
iiretilmesine karar verilmistir. Sekil 6.8’de noktalamalar 6znitelik kiimesi kullanilarak veri

kiimesinin 10 kiimeye dagilim1 gosterilmektedir.
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Sekil 6.8. Noktalamalar 6znitelik kiimesine gore verilerin 10 kiimeye dagilimi

Onceki 2 ve 5 kiimeye dagilimlarina gore, Sekil 6.8°de goriildiigii iizere noktalamalar
oznitelikleri kullanilarak kiimelenen veriler yine homojen bir dagilim gosteriyor olmasina
ragmen bazi kiimelerde baz1 yazarlarin daha baskin oldugu sdylenebilir. Bu oran yazarlarin
kiimeler halinde ayrilabilecegi ¢ikariminin yapilabilecegi bir oran degildir. Dolayist ile bu
noktada sadece bazi yazarlarin bu 6znitelikler 6zelinde ayirt edilebilecegi ¢ikarimi yapilabilir.
Diger taraftan birinci kiime igerigi incelendiginde yazarlara ait dokiimanlarin ¢ogunun tek bir
yerde kiimelenme egiliminin hala var olmasi1 evrensel modelin nispeten etkili olabileceginin bir
gostergesidir. Sekil 6.9°da bow 0Oznitelik kiimesi kullanilarak {iretilen verilerin 10 kiimeye

dagilimi goriilmektedir.
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Sekil 6.9. Bow 6znitelik kiimesine gore verilerin 10 kiimeye dagilim
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Bow o0zniteliklerinin kullanimi ile elde edilen verilerin on kiimeye dagilimi Sekil 6.9°da
goriildiigii iizere evrensel model mantigina uygun bir diizeydedir. Soyle ki; iiretilen kiimelerin
cogunda fakli yazarlara ait dokiimanlar bir arada bulunmaktadir. Noktalamalar dagiliminda
oldugu gibi burada da bazi kiimeler baz1 yazarlar1 daha ¢ok temsil etme egiliminde olsalar da
genel izlenim yazarlar arasi ortak noktalarin tespit edilebilecegi tizerinedir. Sekil 6.10’da karma

Oznitelik kiimesi kullanilarak iiretilen verilerin 10 kiimeye dagilimi goriilmektedir.
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Sekil 6.10. Karma 6znitelik kiimesine gore verilerin 10 kiimeye dagilim1

Kullandigimiz veri kiimesindeki yazar sayist kadar kiime iireterek verilerin kiimelerdeki
dagilimim karsilagtirmak i¢in, Sekil 6.10°da oldugu gibi dokiimanlarin kiimelere paylasimlari
gorsellestirilmigtir. Karma Oznitelik kiimesinin kullanimiyla da elde edilen sonuglar ne
kiimelerin tamamen yazar bazli dagilima sahip oldugunu ne de tamamen ortak tislup bazli bir
dagilima sahip oldugunu gostermektedir. Birinci ve ikinci kiimeler dikkate alindiginda ortak bir
veya birkag model iiretilebilecegi sonucu ¢ikarilabilmekteyken, son kiime dikkate alindiginda
daha yazar bagimli modeller iiretilebilecegi sonucu c¢ikarilabilmektedir. Bu noktada; kiime
sayisint yazar sayisindan yliksek tutarak belki asil kiime dagilimimin sekli goriintiilenebilir.
Yani; bazi1 kiimeler tamamen belli yazarlarin farkli iisluplarini temsil ederken bazilari belli
oranlarda tiim yazarlarin ortak lislubunu temsil eder gibi bir ¢ikarim yapilabilir. Bu beklenti ile
ele aldigimiz veri kiimesi yine belirlenen ii¢ 6znitelik kiimesi kullanimi ile 20 kiimeye
boliinmiistiir. Sekil 6.11°de noktalamalar 6znitelik kiimesi kullanilarak iretilen verilerin 20

kiimeye dagilim1 goriilmektedir.
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Sekil 6.11. Noktalamalar 6znitelik kiimesine gore verilerin 10 kiimeye dagilim1

Noktalamalar 6znitelik kiimesi ile iiretilen veriler kullanilarak on yazar verilerinin 20 kiimeye
dagilimi Sekil 6.11°de goriildiigii tizere, 6nceki noktalamalar dagilimina benzer olarak daha
yazar bazl bir kiimeleme dagilimi sergilemektedir. Bu grafik 6zelinde daha belirli olarak bazi
cikarimlar yapilabilmektedir. Soyle ki; yazarlar aras1 kullanilan ortak bir tisluptan bahsedilebilir
ve bazi yazarlarin isluplari bu ortak tislup ile temsil edilebilir niteliktedir. Diger taraftan
yazarlarin biiyiik bir kism1 bu ortak iisluba yatkin yazilar tiretmis olsalar da yazilarinin biiyiik
bir cogunlugu daha 6zel bir iislubun temsilidir. Sekil 6.12’de bow 6znitelik kiimesi kullanilarak

tiretilen verilerin 20 kiimeye dagilimi gériilmektedir.

: AU |JJ| / ,¢||

Sekil 6.12. Bow 06znitelik kiimesine gore verilerin 20 kiimeye dagilimi
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Sekil 6.12°de goriilen dagilim, bow O6znitelik kiimesi kullanilarak elde edilen, daha ortak
iislubun yaygin oldugu, 6nceki dagilimlara benzer bir davranis sergilemektedir. Noktalamalar
Oznitelik kiimesi ile elde edilen verilerin 20 kiimeye dagiliminda yapmis oldugumuz ¢ikarimlar
kismen burada da gegerlidir. Soyle bir farkla ki; noktalamalar 6znitelik kiimesi kullanilarak
iiretilen verilerin dagilimi daha yazar bagimli bir durus sergilerken bow 6znitelik kiimesi
kullanilarak iiretilen verilerin dagilimi daha ortak tislup bagimli bir durus sergilemektedir. Sekil
6.13’te karma Oznitelik kiimesi kullanilarak iretilen verilerin 20 kiimeye dagilimi

goriilmektedir.
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Sekil 6.13. Karma 6znitelik kiimesine gore verilerin 20 kiimeye dagilimi

Karma o6znitelik kiimesi kullanilarak tiretilen verilerin 20 kiimeye dagiliminda, Sekil 6.13’te
goriildiigi gibi kiime temsillerinde bazi yazarlar baskin goriinse de genel davranis ortak
modellerin daha baskin oldugunu gostermektedir. Bu dagilimda en dikkat ¢ekici nokta son
kiimenin sadece bir yazara ait dokiimanlardan olusmasidir. Tek bir yazara ait kiime sayisinin
20 kiimede bir olmasi ve bu kiimenin s6z konusu yazar dokiimanlarin yaklasik yarisini icermesi,
saglam bir ¢ikarim yapabilmek i¢in yeterli degildir. Diger taraftan onceki iki 20 kiimelik

dagilimlarda yapmis oldugumuz ¢ikarimlar nispeten bu dagilim icin de gegerlidir.
6.3. Cikarimlar

Yazar dogrulama problemine evrensel bir model 6nermeyi planladigimiz bu tez ¢alismasinda,
planlanan 6nermenin kiigiik ¢apli bir 6n deneyini uygulayarak ne kadar basarili bir model
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iiretebilecegimizi nispeten gozlemleyebilmek i¢in bu bdliimde, toplanan verilere bir takim
kiimeleme iglemleri yapilmistir. 10 blog yazarina ait 50’ser yazil olmak iizere toplamda 500
dokiimanin dagiliminin ayrintili olarak ele alindig1 ve yorumlandig1 bu ¢alismada, kullanilan
verinin kendi dogasinda ortak bir model barindirip barindirmadigi gozlemlenmek istenmistir.
Noktalamalar, kelime ¢antas1 (bow) ve bu iki 6znitelik kiimesinin birlikte kullanimi ile elde
edilen karma Oznitelik kiimesi kullanilarak, ele alinan dokiimanlarin 3 farkli tiirde vektorel
temsillerinin tretilip karsilagtirllmigtir. Her gdsterim i¢in 2, 5, 10 ve 20 olmak tizere 4 farkl
kiime sayisinda kiimeleme islemleri yapilmis ve elde edilen kiimelerin yazar etiketli dokiiman
dagilimlar1 gorsel temsilleri ile yorumlanmistir. Yapilan tim degerlendirmeler sonucunda, ele
alinan verinin, se¢ili 6znitelik kiimeleri dogrultusunda, dogasinda ortak bir model barindirdigini
sOylemenin pek miimkiin olmadig1r goriilmiistiir. Soyle ki; veri igerisinde neredeyse tiim
yazarlara ait bir kisim dokiimanlar1 barindiran birkag ortak nokta ¢ikarilmasi miimkiindiir fakat
bu oran tiim yazarlar1 genel anlamda temsil edebilecek bir tek modelin var olabilecegi
cikariminin yapilabilecegi kadar yiiksek degildir. Yapilan ¢aligmalar dogrultusunda, daha
egitilmis bir modelin bu ortak noktalarin tespit ve yonetiminde kullaniminin daha uygun olacagi
cikarimina varilmis ve sonraki caligmalarda makine O0grenmesi ¢alismalarinda kullanilan

siniflama algoritmalarinin kullaniminin 6n planda tutulmasi gerektigi karar1 alinmistir.
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7. YAZAR TANIMLAMA ILE ANLAMLI METIN BOYU
SECIiMI

Bu boliimde, yazar analizi ¢aligmalarinin genel bir problemi olan anlamli metin boyu se¢imi
iizerinde durulmustur. Yapilan ¢alismanin amaci yazar dogrulama problemlerinde temel
adimlardan biri olacak anlamli metin boyunun belirlenmesidir. Calismada yapilan deneyler ile
yazar tanimlamadaki en anlamli ayirt edici metin boyunun ne olmasi gerektigi bulunmaya
calistlmistir. Bulunacak anlamli metin boyunun yazar dogrulama c¢alismalarinda da basaril
sonuclar verecegi varsayimi ile ¢aligmalar siirdiiriilmiistiir. Tiirk¢e Blog yazilarinin veri kiimesi
olarak kullanildig1 bu calismada elde edilen deneysel sonuglar ve yapilan ¢ikarimlar sézlii

bildiri olarak literatiire eklenmistir.
7.1. Konu Kapsam ve Literatiir

Internet kullaniminin ve veri paylasiminin popiilerligi géz oniinde bulunduruldugunda,
elektronik ortamlardaki metinsel veriler, metin analizinin farkli ¢esitlerde yapilabilme
potansiyelini ortaya koymustur. Metin formunda verilerin analiz edilmesi ile yapilan bilgi
¢ikarma calismalar1 yillardan beri ilgi odagi olmustur. Bir metin olusturulurken anlami, s6z
dizimsel 6zellikleri, kelime bilgileri, noktalamalar, ekler ve koklerin kullanimi gibi tiim dilsel
alanlar kullanilir. Tiim bu dilsel alanlar belirlenmis kurallar1 ¢ergevesinde kullanilir. Fakat bu
kurallarin kullanimina ve aralarindaki baglantilara metni yazan kisi karar verir. Bir metin bir
yazar tarafindan yapilmis belirli se¢imlerin son {iriiniidiir, dolayis1 ile her metin kendi
yaraticisinin parmak izini tasir. Bu ¢ikarimdan yola ¢ikarak metinsel ve dilsel 6zniteliklerin

kullanim ile farkli bakis agilarinda birgok basarili yazar tanimlama ¢aligsmasi yapilmistir.

Bir metnin yazari ile ilgili bilgi ¢ikarmak amaci ile karakteristigini analiz eden ¢alismalar Yazar
Tanimlama veya Yazar Analizi ad1 altinda ele alinmaktadir [7]. 19. Yy’dan beri istatistiksel ve
hesaplamali yontemlerin kullanimi ile bu bilgi ¢ikarma calismalari metinsel Oznitelikler
lizerinden yapilmaktadir [3]. Gilinimiizde Yazar Analizi c¢alismalar1 3 ana dala
yogunlagsmaktadir; Yazar Tanimlama, Yazar Profil Cikarimi ve Yazar Dogrulama. Yazar
tanimlama temelde ¢ok smifli bir siiflandirma problemdir [55]. Sorgulanan bir dokiiman ve
bu dokiimanin yazarinin da aralarinda oldugu bir grup yazar ele alinir. Amag sorgulanan
dokiimanin yazarinin bulunabilmesidir. Bu problemin zorlugu metin analizinde, yazarlar arasi
en ayirt edici Oznitelik kiimesinin belirlenmesidir. Yazar profil ¢ikarimi [10] metinlerden
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yazarlan ile ilgili demografik veya psikolojik bilgiler ¢ikarabilmeyi amaglamaktadir. Yazar
dogrulama problemlerinde [3] ise amag sorgulanan bir dokiimanin siiphelenilen bir yazara ait

olup olmadiginin tespit edilmesidir.

Anonim olarak elektronik metinlerin kolaylikla iiretilip yayinlanabilmesi ile yeni bir tehlike
dogmustur. Anonim metinler ile kisisel hayatin ihlaline sebebiyet verebilen bu gibi tehlikelere
¢Ozlim tiretebilmek i¢in yazar tanimlama ¢alismalarina olan ihtiyag artmaktadir. Bu ¢alismada
tiim yazar tanimlama problemlerine yazar dogrulama bakis acisi ile temel bir ¢6ziim Onerisi
sunmak amaglanmistir. Tiim yazar tanimlama problemleri bir dizi yazar dogrulama problemine
indirgenebileceginden [23], yazar dogrulama problemlerinin ¢6ziimii i¢in sunulacak basarili bir
katkinin yazar dogrulama problemlerinde de basarili bir katk: olarak ele alinacagi barizdir. Bu
yonii ile bu ¢alismada yapilan deneylerde yazar tanimlamadaki en anlamli ayirt edici metin
boyunun ne olmasi gerektigi bulunmaya calisilmistir. Bulunacak anlamli metin boyunun yazar

dogrulama c¢alismalarinda da basarili sonuglar verecegi varsayimi ele alinmistir.

Calismada incelenen literatiir, ulusal yani Tiirkge iizerine yapilan ¢alismalar ve uluslararasi yani
baska diller iizerinden yapilan ¢alismalar olarak iki koldan ele alinmistir. Tiirkge metinler
iizerinden bircok yazar analizi c¢alismasi yapilmistir ve bu c¢alismalar ¢ogunlukla yazar
tanimlama iizerine yogunlagmistir. Genellikle veri kiimesi olarak kdse yazilar1 kullanilmis ve
farklh 6znitelik kiimeleri ile farkli siniflama algoritmalar1 kullanilarak basarili sonuglar elde
edilmistir [48]. 12.000 kose yazisinin veri kiimesi olarak kullanildigi bir doktora tezinde 1135
deney yapilarak en basarili 6znitelik kiimesi olarak bazi noktalama isaretleri belirlenmistir [43,
51]. Adli bilisim bakimindan elektronik postalarin yazarinin belirlenmesi amaci ile elektronik
postalar ile ayn1 karakteristige sahip haber grubu mesajlarini da veri kiimesi olarak kullanan
calisma bulunmaktadir [52]. 5 yazar ve her yazara ait 250 mesajin veri kiimesi olarak
kullanildig1 s6z konusu ¢alismada ise 49 metinsel 6znitelik ile %80 tizeri siniflama basarisi elde
edilmistir. Yazar tanimlama calismalar1 uluslararasi literatiirde birgok defa farkli veri kiimeleri
kullanilarak yapilmistir. Alana 6zgii veri yaymi yapan PAN organizasyonu [9, 45, 55] bu
caligmalara olan ilgiyi arttirmistir. Pan organizasyonu tarafindan yayinlanan veri kiimelerine ek
olarak blog yazilar1 [23], elektronik postalar [17, 36], online mesajlar [16], sosyal medya
yazigmalari [36], farkli tiir ve konu yazilari [18, 32], u¢ gruplarin web forum mesajlar1 [38] vb.
veri kiimeleri kullanilarak farkli alanlarda da yazar tanimlama sorununa ¢6ziim sunulmustur.
Bazi yazar dogrulama problemleri de yazar tanimlama problemlerine doniistiiriilerek
¢oziillmeye calisilmustir. Ozellikle sahtekarlik (imposter) yontemleri ile yazar dogrulama
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problemleri ¢cok aday problemine doniistiiriilerek basarili sonuglar elde edilmeye calisilmistir
[29].

Bir metinden yazar ile ilgili bilgi ¢ikarma ¢alismalarinda birgok 6znitelik kiimesi ve bir¢ok
yontem kullanilmis olmasina ragmen, standart bir 6znitelik kiimesi ve yontem heniiz net olarak
belirlenememistir. Siirekli olarak farkli ¢esitlerde verilerin elektronik ortamlarda iiretiliyor
olmasi gergegi de bu islemleri daha da zorlastirmaktadir. Yazar tanimlama ¢alismalar: adli
bilisim, bilgisayar bilimleri ve dil bilimlerinin ortak bir dali olmasi sebebiyle popiilerligini uzun
siire korumaktadir. Bu c¢alismada yazar tanimlama c¢alismalari i¢in ele alinan metinlerin en
diisiik ayirt edici ve memnuniyet verici metin boyunun ne olmasi gerektigi sorusu iizerine
odaklanilmistir. Bu sorunun ¢éztimii i¢in Tiirk¢e blog yazilari toplanmis ve bu yazilar lizerinden

farkli metin boyutlar1 ve farkli 6znitelik kiimeleri ele alinarak deneyler yapilmistir.
7.2.  Kullanilan Veri Kiimesi

Yazar dogrulama calismalarinda sorgulanan metnin yazar ile ilgili bir arka plan bilgisi
olmadigindan ele almman metinlerin boyu problemin basarisi agisindan biiyilk 6nem
tasimaktadir. Ele alinan metinlerin boyutlarina gore yazar analizi ¢alismalarinda uygulanan
yontemler de degismektedir. Ornegin sosyal medya mesajlar1 veya kisa mesajlarm yazar
analizinin yapilacagi bir ¢aligma ile romanlarin yazar analizinin yapilacagi calismalarda aym
uygulamalarin, yontemlerin ve Ozelliklerin bire bir kullanimi anlamsiz olmaktadir. Bu
caligmanin amaci yazar dogrulama problemlerinde temel adimlardan biri olacak anlamli metin
boyunun belirlenmesidir. Bu amag¢ dogrultusunda hem farkli boylarda veriler i¢erebilen hem de
konu bagimli olmayan metinlerden olusan blog yazilar1 bu ¢alisma i¢in en uygun veri kiimesi
olarak tercih edilmistir. Ayrica blog yazilar1 hem yazar dogrulama ¢alismalarinda 6nemli bir
veri kiimesi hem de daha c¢ok kisisel yazilar Ozelligi barindirdigindan yazar analizi
problemlerinde ele alinabilecek en gercek diinya veri kiimesi olarak, yapmis oldugumuz dnceki
caligmalarda karara baglanmistir.. Blog yazilarinin farkli boyutlarda olabilmesi, iiretilecek
¢oziimiin farkli boylardaki verilerin bulundugu veri kiimelerine de uygulanabilecegini de
gostermektedir. Bu ayricaliklar g6z onilinde bulundurularak Tiirk¢e blog yazilar1 bu ¢calismada
ilk kez toplanmig ve Tiirtkce yazar analizi calismasinda uygulanmistir. Blog yazilar
toplanmadan Once bazi kriterler belirlenmistir. Asagida sirali kriterlere gore blog yazilar

secilmisgtir.

e Siirekli sabit bir konu lizerine yazilmamuis,
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e Reklam veya promosyon yazilari igermeyen,
e Enazson 3 yil i¢inde yazilmis

e Yazarin bir konu hakkindaki kisisel goriislerini belirttigi yazilar

Yukarida belirtilen kriterler dogrultusunda 10 blog yazar1 ve her yazarin son 50 yazisi
toplanmistir. Toplanan veri kiimesi 3 farkli grupta ele alinmistir. 1. grup veri kiimesi 10
yazardan rastgele 5 tanesinin seg¢ilmesi ile elde edilmis ve DS1 olarak adlandirilmistir. Kalan 5
yazara ait yazilar DS2 adi ile ikinci grup veri kiimesi olarak kullanilmistir. 3. grup veri kiimesi
ise tiim yazarlarin bir arada degerlendirildigi veri kiimesidir. Yazar odakli yazar analizi
caligmasinin tepkisi Sl¢iilmek istendiginden bu gruplara bolme islemi yapilmistir. Ayrica bu
caligmanin amaci yazar analizi ¢aligmalarindaki en anlamli ayirt edici minimum metin boyunu
bulmak oldugundan, ele alinan veri kiimeleri farkli metinsel biiyiikliiklerde ele alinmigtir. Her
veri kiimesi 6 farkli metin boyu ile degerlendirmeye alinmistir. Her yazara ait 50, 100, 250,
500, 750 kelimelik segmentler (metin parcalar1) ve metnin tamami olmak {izere toplamda 6
farkli boyda metinler elde edilmis. Metin boylarinin ele alinan metinden se¢ilme gosterimi Sekil

7.1°de verilmistir.
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Sekil 7.1. Metinlerden belirli segmentlerde pargalarin se¢imi

Metin boylari, Sekil 7.1°de goriildiigii izere, her metnin bagindan itibaren sayilan kelime say1si
ile belirlenmistir. Sekilde gosterilen 1-10 degerleri yazar sayisini, 1-500 degerleri dokiiman
sayisin1 gosterir ki; her segment alma isleminin tim dokiimanlara uygulandig: belirtilmek
istenmistir. Her 3 veri kiimesi de bu 6 farkli boyda ele alindigindan toplamda 18 veri kiimesi

deneylerde degerlendirilmistir.
7.3. Materyal ve Metot

Farkli 6znitelik kiimeleri bu ¢alismada ele alinmis ve elde edilen yazar tanimlama basarilari
karsilagtirilmistir. Tiirkce iizerine yapilan yazar analizi caligmalarinda bazi noktalama isaretleri
(temel noktalamalar ve ileri noktalamalar) en basarili ayirt edici Oznitelik kiimesi olarak
belirlendiginden [43] bu ¢alismada kullanilan ilk veri kiimesi belirlenen bu noktalama isaretleri

olmaktadir. Ikinci 6znitelik kiimesi olarak bag of word (BoW) olarak adlandirilan kelime
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cantas1 Oznitelik kiimesi kullanilmaktadir. Veri kiimesinde bulunan her kelime lematizasyon
(lemmatization) olarak adlandirilan kelime govdeleme isleminden ge¢mektedir. Yani her
kelime ¢ekim eklerinden ayrilip sadece gdvde olarak bulunmaktadir. Bu veri kiimesinde ele
aliana &znitelikler igerisinden, Ingilizcesi stop words olan ve dilimize etkisiz kelimeler olarak
cevrilebilen, dillerde ayirt edicilik bakimindan pek katki saglamadigi diistiniilen kelimeler
bircok calismada oldugu gibi bu ¢alismada da bow veri kiimesinden ¢ikarilmistir. Ugiincii
Oznitelik kiimesi olarak da kullanilan ilk iki 6znitelik kiimesinin birlesimi alinmis ve bu veri
kiimesi karma veri kiimesi olarak adlandirilmistir. Sonug olarak 3 farkli veri kiimesi, 6 farkli
metin boyu ve 3 farkli 6znitelik kullanimi ile toplamda 54 farkli 6zelliklerde veri kiimesi
bulunmaktadir. Bu veri kiimeleri, igerdikleri segment boyu ve oznitelikleri Tablo 7.1°de

gosterilmektedir.
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Tablo 7.1. Anlamli dokiiman boyu belirlemede kullanilan veri kiimeleri ve 6zellikleri

Veri Bow Oznitelik Noktalamalar Oznitelik Karma Oznitelik
Kiimesi kiimesi ile kiimesi ile kiimesi ile
DB1_Bow_50Seg DB1_Punct_50Seg DB1_Karma_50Seg
DB1 Bow_100Seg DB1 Punct_100Seg DB1_Karma_100Seg
DB1 DB1 Bow_250Seg DB1 Punct_250Seg DB1_Karma_250Seg
DB1_Bow_500Seg DB1_Punct_500Seg DB1_Karma_500Seg
DB1 Bow_750Seg DB1 Punct_750Seg DB1_Karma_750Seg
DB1_Bow_full DB1_Punct_full DB1_Karma_full
DB2_Bow_50Seg DB2_Punct_50Seg DB2_Karma_50Seg
DB2_Bow_100Seg DB2_Punct_100Seg DB2_Karma_100Seg
DB2 DB2_Bow_250Seg DB2_Punct_250Seg DB2_Karma_250Seg
DB2_Bow_500Seg DB2_Punct_500Seg DB2_Karma_500Seg
DB2_Bow_750Seg DB2_Punct_750Seg DB2_Karma_750Seg
DB2_Bow_full DB2_Punct_full DB2_Karma_full
DB3_Bow_50Seg DB3_Punct_50Seg DB3_Karma_50Seg
DB3 _Bow_100Seg DB3_Punct_100Seg DB3_Karma_100Seg
DB3 DB3_Bow_250Seg DB3_Punct_250Seg DB3_Karma_250Seg
DB3_Bow_500Seg DB3_Punct_500Seg DB3_Karma_500Seg
DB3_Bow_750Seg DB3_Punct_750Seg DB3_Karma_750Seg
DB3_Bow_full DB3_Punct_full DB3_Karma_full

Yazar tanimlama caligmalarinda belirlenecek basarili minimum metin boyunun yazar
dogrulama caligmalarinda da basarili sonucglar verece§i varsayimindan yola ¢ikarak, bu
caligmada yazar tanimlama uygulamalarinda anlamli sonug verecek en kisa metin boyu tespit
edilmeye calisilmistir. Bu amag¢ dogrultusunda iki O6nemli makine Ogrenimi algoritmasi

kullanilmistir. Bu algoritmalar ve 6zellikleri agagidaki boliimlerde kisaca belirtilmistir.

7.3.1. Destek Vektor Makinalar: (Support VVector Machines — SVM)

Makine 6grenimi algoritmalar1 arasinda giiclii teorik alt yapisi ve iirettigi giivenilir sonuglar ile
SVM algoritmasi son yillarin yaygin olarak kullanilan algoritmasi olarak ele alinmaktadir [59,

60]. Birgok yazar analizi ¢calismasinda da basarili sonuglar liretmesi sebebiyle SVM algoritmasi
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bu alanda da dnemini korumakta ve popiilerligini siirdiirmektedir [23, 61, 62]. Ozellikle
verilerin dogrusal olarak ayrimlarini belirlemede kullanilan algoritma hiper diizlemi en uygun
bolecek dogruyu bulmaya galisir. Dogrusal olarak ayrilabilen verilerin en uygun ayirt edici
diizlemini bulabilmek amaci ile ilk zamanlarda gelistirilmis olsa da farkli ¢ekirdek
fonksiyonlarinin kullanimu ile aralarinda dogrusal iliskili olmayan veriler {izerinde de basariyla
kullanilabilmektedir. Ozellikle RBF cekirdek fonksiyonu ile yazar analizi ¢alismalarinda ok
sinifli siniflandirict olarak SVM ile sinif ayrimlar1 elde edilebilmektedir. RBF ¢ekirdek
fonksiyonu Denklem (12)’de gosterildigi gibi hesaplanmaktadir.

RBF,, (xi,xj) = exp (—y. |1 — y||2) (12)

Bu calismada SVM algoritmast RBF ¢ekirdek fonkSiyonu ile yazar tanimlama amaciyla
siiflama basarisint elde etmek icin kullanilmaktadir. SVM c¢esidi olarak 1ibSVM ile SVC
(Spport Vector Classifier) yontemi kullanilmistir. Girdi parametreleri gamma = 0.0, ¢ =0.0,
cahce size = 80 ve epilson = 0,001 olarak verilmistir. Her deneyde 10 kathi- ¢apraz dogrulama

kullanilmustir.

7.3.2. Yapay Sinir Aglar: (Artificial Neural Network - ANN)

Yapay sinir aglari, yapay zeka calismalarinin temelini olusturan, insan beyninin c¢aligsma
prensibine dayali bilgisayar programlaridir [63]. Igerisinde birgok farkl1 tasarim barindiran bu
hesaplamali yaklasimlar veri madenciliginden, siniflamaya, Oriintii tanimadan tahmin
sistemlerine, dogal dil islemeye kadar bir¢cok alanda basariyla kullanilmaktadir [64]. Bu
calismada yapay sinir aglar siniflandirict olarak yazar tanimlama amaci ile kullanilmaktadir.
Girdi olarak verilen 6znitelikler 500 sinir hiicreli ara katmandan gegerek karar sinir hiicresine
iletilmektedir. Ara katmanda farkli sayilarda sinir hiicreleri kullanilmis ve en uygun say1 hem
performans hem de basar1 olarak en iyi sonucu verdiginden 500 olarak se¢ilmistir. Girdi
parametreleri training cycle = 100, learning rate = 0.3 olarak verilmistir. Secilen parametrelere

gore temsili bir yapay sinir ag1 Sekil 7.2°de gosterilmektedir.
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Sekil 7.2. Yapay sinir aglar1 uygulamasinin sekilsel gosterimi

7.3.3.Bilgi Kazanimi (Information Gain)

Secili 6znitelikler bakimindan siniflandirma performanslarinin anlamli olabilmesi i¢in 6zellikle
bow 0Oznitelik kiimesinin boyunun azaltilmasi gerekmektedir. Bu ama¢ dogrultusunda Bilgi
Kazanimi (Information Gain) 6znitelik se¢gme algoritmasi kullanilmistir [65]. Denklem (13)’te
verilen formiil ile, Bilgi kazanimi algoritmasinda her 6zniteligin bilgi kazanim metrigine gore
degeri hesaplanmistir. Verilen formiilde tk de§iskeni k. 6zniteligi, ci degiskeni ise 1. sinifi temsil

etmektedir.

P(t,c)
BK (ty c;) = ZZP(t )18 55 5y (13)

CiEc ti€EL

Bilgi kazanimi Oznitelik se¢cme algoritmasimin kullanimi ile SVM smiflandiricilarinda bow
Oznitelik setinin veri sayisinin yarisi kadar en yiiksek agirliga sahip 6znitelik secilmis ve hem
bow hem karma 6znitelik kiimelerinde bu segili 6zniteliklerin frekanslart kullanilmistir. Yapay
sinir aglariin (ANN) siniflandirict olarak kullanildig1 deneylerde ise yapilan 6n deneyler ile
bilgi kazanimi algoritmas1 kullamilarak secili en yiiksek degere sahip 1000 Ozniteligin

kullaniminda en anlamli sonuglar elde edilmistir. Dolayisi ile ANN kullanilan deneylerde hem
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bow Oznitelik setinde hem de karma 6znitelik setinde en yiiksek agirliga sahip 1000 6znitelik

kullanilmaktadir.
7.4. Sonuglar

Ele alinan DS1, DS2 ve DS3 veri kiimeleri, 50, 100, 250, 500, 750 ve tam metin olmak {izere 6
farkli metin boyunda, noktalamalar, bow ve karma olmak tizere 3 farkli 6znitelik kiimesi ve
SVM ile ANN olmak iizere 2 farkli siniflandirma algoritmasi kullanilarak yazar tanimlama

caligmasinda kullanilmistir. Toplamda 108 farkli kombinasyonlar ile deneyler yapilmistir.

Fakl1 kombinasyonlar sonucu elde edilen veri kiimelerinin siniflama performanslari ilk olarak
SVM ile hesaplanmistir. Calismanin kapsaminda da belirtildigi gibi elde edilen siniflama
performanslarinin her sinif bazinda dikkatlice ele alinmasi amaci ile siniflandirma sonuglari; en
iyi sinif performansi, en kétii sinif performansi ve ortalama performans olarak her deney 3 farkli
sonug ile degerlendirilmistir. SVM algoritmasi kullanilarak elde edilen deneysel sonuglar Tablo

7.2°de verilmistir.
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Tablo 7.2. SVM ile farkli metin boylarindan elde edilen siniflamalarin dogruluk sonuglari

SVM
Noktalama Bow Karma
Veri
Metin boyu | kiimesi | maks | min ort maks | min ort | maks | min ort
50 DS1 68,00 |24,00 |43,60 84,00 |0,00 37,20 [82,00 |20,00 |37,60
100 DS1 72,00 |30,00 |49,20 94,00 |2,00 38,00 (88,00 |16,00 |40,80
250 DS1 72,00 [42,00 |56,00 88,00 |0,00 44,80 |84,00 |22,00 |43,60
500 DS1 62,00 [42,00 |54,40 82,00 |0,00 46,40 |98,00 |14,00 |34,00
750 DS1 62,00 |44,00 |54,00 82,00 |0,00 47,20 92,00 |12,00 |32,00

Tam metin | DS1 62,00 |40,00 |53,60 50,00 |26,00 |38,00 |50,00 |26,00 |38,00

50 DS2 86,00 |12,00 |47,20 74,00 |16,00 |36,80 |78,00 |8,00 |38,00
100 DS2 82,00 |38,00 |63,20 80,00 |30,00 |53,20 |76,00 |20,00 |48,80
250 DS2 88,00 |52,00 |71,20 92,00 |30,00 |55,60 |90,00 |24,00 |52,40
500 DS2 88,00 |68,00 |75,60 96,00 |30,00 |62,40 |98,00 |8,00 |51,20
750 DS2 86,00 |60,00 |75,20 94,00 |30,00 |65,20 |90,00 |10,00 |49,60

Tam metin | DS2 86,00 |66,00 |74,80 60,00 |24,00 39,20 |60,00 |24,00 |39,20

50 DS3 82,00 |8,00 |28,40 78,00 |2,00 |26,40 |58,00 |6,00 |30,80
100 DS3 80,00 |10,00 |36,80 62,00 |2,00 |34,40 |62,00 |10,00 |32,80
250 DS3 80,00 |22,00 |47,20 86,00 |0,00 |45,00 |96,00 |4,00 30,20
500 DS3 88,00 |20,00 |48,80 92,00 |0,00 |46,20 |98,00 |4,00 |29,20
750 DS3 88,00 |10,00 |47,80 94,00 |0,00 |46,60 |76,00 |2,00 |27,40

Tam metin | DS3 86,00 |10,00 |47,60 48,00 |0,00 |24,60 |48,00 |0,00 |24,60

SVM smiflandirma ile elde edilen deneysel sonuglar dogrultusunda DS2 veri kiimesi ile DS1
ve DS2 veri kiimesinden genel olarak daha basarili sonuglar elde edilmistir. Ortalama
smiflandirma basarist bakimindan bakacak olursak, noktalamalar 6znitelik kiimesi bow ve
karma Oznitelik kiimelerinden daha yiiksek dogruluk sonucunu iiretmistir. Fakat bireysel
siniflama basarilar1 goz oniine alindiginda bow ve karma o6znitelik kiimeleri ile daha yiiksek
dogruluklar elde edilmistir. Yine bireysel siniflandirma basaris1 agisindan bakildiginda en
yiiksek siniflandirma basarist1 500 kelime boyutlu metinlerde karma 6znitelik kiimesinin
kullanim1 ile %98 olarak elde edilmistir. Ortalama siniflandirma basarisi olarak en iyi sonug
DS2 veri kiimesinde 500 ve {izeri kelime boyutlarinda noktalamalar 6znitelik kiimesi ile elde

edilmistir.
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Yazar tanimlama calismasi olarak smiflandirici performansini ¢alismanin etki alaninda
tutmamak adina SVM algoritmasi kullanilarak yapilan tiim deneyler ayni 6zelliklerde bir de
yapay sinir aglart (ANN) kullanilarak tekrarlanmistir. Noktalamalar 6znitelik kiimesinin
dogrudan girdi katmanina verildigi ANN deneylerinde, bow 6znitelik kiimesi i¢in en yliksek
agirliga sahip 1000 Oznitelik girdi katmanina verilmisken aymi 1000 Oznitelige ek olarak
noktalamalar da karma oznitelik kiimesi olarak girdi katmanina verilmistir. Tim ANN
deneylerinde ara katmanda 500 sinir hiicresi bulunmaktadir. SVM algoritmasinin kullaniminda
oldugu gibi ANN kullanilan deneylerde de bireysel sinif basarilarinin degerlendirileceginden,
her deneyde en yiiksek ve en diisiik siif performansi ve veri kiimesindeki tim simiflarin
ortalama performanslari degerlendirilmistir. ANN siniflandirma algoritmasi kullanilarak ile

elde edilen sonuglar Tablo 7.3’te gosterilmektedir.
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Tablo 7.3. ANN ile farkli metin boylarindan elde edilen siniflamalarin dogruluk sonuglari

ANN
Noktalama Bow Karma
Veri
Metin boyu | kiimesi | maks | min ort maks | min ort maks min ort
50 DS1 62,00 |40,00 |54,40 |68,00 |0,00 |24,40 |60,00 12,00 |30,80
100 DS1 68,00 |44,00 |55,60 |60,00 |10,00 |34,80 |58,00 12,00 |30,80
250 DS1 80,00 [30,00 |53,20 |76,00 |24,00 |49,20 |76,00 56,00 |67,60
500 DS1 66,00 |28,00 |54,00 [80,00 |38,00 |51,20 |84,00 60,00 |68,80
750 DS1 68,00 [28,00 |51,20 |[82,00 |28,00 |50,00 |78,00 54,00 |60,40

Tam metin | DS1 66,00 |26,00 |[50,40 |72,00 |16,00 |43,60 |68,00 36,00 |52,80

50 DS2 74,00 |46,00 |59,60 |56,00 |0,00 22,00 |52,00 0,00 25,60
100 DS2 78,00 |42,00 |64,80 |68,00 |8,00 24,00 |42,00 18,00 |28,40
250 DS2 84,00 |56,00 |[70,40 |86,00 |78,00 |82,40 [94,00 82,00 |88,00
500 DS2 94,00 |56,00 |73,60 |96,00 |78,00 |92,00 |[100,00 |84,00 |95,60
750 DS2 94,00 |62,00 |7560 |98,00 |78,00 |91,60 |[100,00 |80,00 |92,40

Tam metin | DS2 92,00 |60,00 |72,00 |98,00 |82,00 |93,20 |[100,00 |82,00 |92,80

50 DS3 64,00 |10,00 |36,20 |50,00 |2,00 16,80 |60,00 0,00 17,40
100 DS3 80,00 |22,00 |45,00 |56,00 |0,00 14,80 |68,00 0,00 15,80
250 DS3 80,00 |14,00 |46,20 |58,00 |0,00 17,40 |80,00 0,00 16,60
500 DS3 90,00 |18,00 |48,60 |74,00 |0,00 17,60 |72,00 0,00 16,60
750 DS3 92,00 |16,00 |49,80 |52,00 |0,00 17,00 |78,00 4,00 21,20

Tam metin | DS3 94,00 |16,00 |45,20 |64,00 |8,00 20,60 |44,00 0,00 17,20

Deneyler lizerinden yapay sinir aglarmin kullanimi ile yapilan siniflandirma sonuglar1 dikkate
alindiginda DS2 veri kiimesi ile genel olarak DS1 ve DS3 veri kiimelerinden daha yiiksek
dogrulukta sonuglar elde edilmistir. Ortalama smiflama basaris1 dikkate alindiginda karma
oznitelik kiimesi ile bow ve noktalamalar 6znitelik kiimelerinde 250 ve {izeri metin boylarinda
daha yiiksek dogrulukta sonuglar elde edilmistir. Fakat bireysel siniflama basarilar1 agisindan
bow ve karma oznitelik kiimeleri daha iyi sonuglar tiretmektedir. DS3 veri kiimesinde ise
noktalamalar 6znitelik kiimesi ile bow ve karma 6znitelik kiimelerinden daha yiiksek basari

elde edilmistir. Genel olarak ANN ile yapilan deneyler goz onilinde bulunduruldugunda 250
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kelime ve iizeri metin boylarinda bow ve karma 6znitelik kiimeleri kullanilarak en iyi sonuglar

elde edilmistir. En yiliksek dogruluk oranlari ise DS2 veri kiimesinde 500 kelime boyundaki

metinlerin siniflandirilmasinda karma 6znitelik kiimesi ile elde edilmistir.

SVM smiflama algoritmasi ve ANN siniflama yapis1 kullanilarak, veri kiimesinden elde edilen

siniflama islemlerinin dogruluk sonuclarinin grafiksel gosterimi, sonuglarin daha anlagilir

olmasi bakimindan, karsilastirmali olarak Sekil 7.3’te verilmektedir.
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Sekil 7.3. Kullanilan siniflama algoritmalarindan elde edilen karsilagtirmali sonuglar

94



7.5. Tartisma

Bu boliimde, yazar dogrulama ¢alismalarinda ele alinmasi gereken en diisiik dokiiman boyunun
ne olmasi gerektigi sorusunun cevabi i¢in bir takim deneyler yapilmistir. Bu deneyler yazar
tanimlama problemi {izerinden yiiriitilmiistiir. Bu durumun sebebi Oncelikle bir yazar1 temsil
edebilecek en anlamli metin boyunun bulunmasi gerekliligidir. Calismanin baslangicinda ele
aldigimiz varsayim dogrultusunda; bir yazarin lislubunu barindirabilen, bu iislubu temsil
edebilen en kisa metin parcasi, yazar dogrulama ¢alismalarinda da ele alinabilecek en kisa metin

parcast olmalidir.

Farkli metin boylarinin degerlendirildigi yazar tanimlama deneylerine gore, yazar tanimlama
ve yazar dogrulama c¢aligsmalarinda dikkate alinmasi gereken en diisiik ve anlamli metin boyu
500 kelime olarak goriinmektedir. 250 kelimelik metinlerden de elde edilen basarilar nispeten
iyl olmasina ragmen 500 kelimelik metinler kadar gilivenilir sonuglar liretmemistir. Diger
taraftan 750 kelimelik metinlerden de elde edilen basarilar bircok deneyde 500 kelimelik
yapilardan daha iyi sonuglar liretmesine ragmen, amacimiz en diisiikk anlamli boyutu belirlemek
oldugundan 500 kelimelik yapilarin yeterli olacagi kararlastirilmistir. Bir bagka 6nemli ¢ikarim
ise yapilan deneyler sonucunda goriilmektedir ki bazi veri kiimeleri ve 6znitelik kiimelerinin
kullaniminda metin boyunun artmasi elde edilen basarinin diismesine sebep olabilmektedir. Bu
sonu¢ dogrultusunda nispeten daha uzun metinlerin ayrica incelenmesi gerekliligi ortaya
cikmaktadir. Elde edilen sonuglar dogrultusunda goriilmektedir ki ¢ok asir1 olmamak sart1 ile
metin boyu arttik¢a noktalamalar, bow ve karma 6znitelik kiimelerinin kullaniminda elde edilen
basar1 da artmaktadir. Bunun yaninda yapilan deneyler gostermektedir ki 500 kelime boyunu
astiktan sonra elde edilen basari metin boyunun artmasi1 ile ¢ok bilylik farklar
olusturmamaktadir. Yapilan deneylerde ayrica goriilmektedir ki ele alinan 6znitelik kiimesinin
basarist da en az metin boyunun basaris1 kadar 6nemlidir. Bu ¢alisma ile elde edilen sonuglar
1s181nda ileriki ¢aligsmalarda belirlenen anlamli metin boyu iizerinde yazar dogrulama yapilmasi
planlanmaktadir. Yazar tanimlama ve yazar dogrulama ¢aligsmalar1 i¢in anlamli minimum metin
boyunun belirlenmeye calisildigi bu ¢alisma Uluslararas1 Dijital Adli Bilimler ve Giivenlik
Sempozyumu’nda, Tiirkge Metinler Uzerinde Yazar Tanimlama i¢in Anlamli Metin Boyunun

Karar1 adi ile sozl1i bildiri olarak sunulmustur [66].
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8. OZNITELIK SECIMI VE VERI KUMESI DENGELEME

Bu béliimde, yazar analizi ¢alismalarinda elde edilecek basarili sonuglari etkileyen, bir veri
kiimesinde gbzlemlenmesi gereken en 6nemli parametrelerden 6znitelik se¢imi ve her yazara
ait veri boyutunun etkileri tizerine ¢alismalar yapilmistir. Ele alinan veri kiimelerinin dengesiz
olusu yapilan ¢caligsmalarin glivenilirligini olumsuz bakimdan etkilemektedir. Bu ¢alismada, veri
kiimesinin yazarlara ait veriler bakimindan standartlagtirllmasi ve bu iglemlerin yazar
tanimlamadaki etkisi ele alinmistir. Kullanilan veri kiimesi hem dogal hali ile hem de
standartlastirilmis hali ile yazar tanimlama isleminde kullanilmis, avantaj ve dezavantajlari elde

edilen sonugclar {izerinden degerlendirilmistir.
8.1. Konu Kapsam ve Literatiir

Metinler yazar/yazarlarinin davranigsal parmak izini tagiyan en dnemli verilerden biridir.
Glinlimiiz teknolojilerini kullanarak bircok ¢alisma bu parmak izlerinin karakteristik
ozelliklerini c¢ikararak s6z konusu metnin yazarmi tespit etmeyi amacglamistir. Yazari
bilinmeyen bir dokiimanin karakteristiginin analiz edilmesi ile o dokiimanin yazari ile ilgili
bilgi ¢ikarma iglemleri Yazar Niteleme (Authorship Attribution) [10] veya Yazar Analizi
(Authorship Analysis) [7] adi altinda ele alinmaktadir. 19. yy’den beri istatistiksel ve
hesaplamal1 yontemlerin kullanildig1 bu caligmalar farkh tiirlerde ve farkli kisiler tarafindan
stirekli olarak metinsel veriler tiretilmesiyle giiniimiizde hala popiilerligini korumaktadir. Yazar
niteleme ¢aligmalari temelde 3 ana kola ayrilmaktadir [10]. Bu alanda yaygin olarak ele alinan
caligmalar Yazar Tanimlama (Authorship Identification) ¢alismalaridir. Yazar tanimlamada
genellikle bir grup aday yazara ait birgok dokiiman islenerek o yazarlara ait siniflar elde
edilmeye caligilir. Daha sonra yazar1 bilinmeyen bir dokiimanin bu aday yazarlardan hangisine
ait oldugu sorgulanir. Yazar Tanimlama g¢aligmalarinda sorgulanan dokiiman yazarinin aday
yazarlardan biri oldugu garantilenir, bu sebeple Yazar Tanimlama ¢aligmalar1 bir kapali kiime
(closed set) problemi olarak ele alinmaktadir. Yazar Profil Cikarimi (Author Profiling) [46, 47,
67] yazar niteleme ¢alismalarinin ana kollarindan biri olup, bir yazarin dokiimanlar1 iizerinden
0 yazara ait yas, cinsiyet, psikolojik durum gibi sosyo-demografik bilgilerin ¢ikarildig
caligmalardir. Yazar Dogrulama (Authorship Verification), yazar niteleme ¢alismalarinin en
zorlu koludur, yazari bilinmeyen bir dokiimanin ele alinan bir yazara ait olup olmadig:
sorgulanir [23]. Yazar Dogrulama probleminde sorgulanan dokiimanin yazari ile ilgili arka plan

bilgisi yoktur ve ele almman sadece 1 yazar oldugundan bu problem hem tek smifli bir
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siiflandirma problemi hem de acik kiime (open set) problemi olarak ele alinmaktadir. Yazar
dogrulama calismalar1 temelde, yazar1 bilinen bir dokiiman ile yazari bilinmeyen bir dokiimani
karsilastirip, iki dokiimanin ayni1 yazar tarafindan yazilip yazilmadig bilgisine ulasmaya calisir.

Calismalarin zorlugu kullanilan veri setinin sinirli olmasindan da kaynaklanmaktadir [50].

Metin formundaki verilerin analiz edilmesiyle metinlerden yazari ile ilgili bilgi ¢ikarmay1
amaclayan yazar niteleme ¢alismalar1 son yillarda yaygin olarak ytriitiillmektedir. Bu alanda
ele alinan veri kiimeleri standart bir yapida olmayip farkli yazarlardan farkli boyut ve
sayilardaki metinler ile niteleme islemleri yapilmaktadir. Bu durumda tiretilen modeller, verisi
daha fazla olan yazar tipini daha iyi niteleyebilme egiliminde olmaktadir. Bu ¢aligmada yazar
niteleme ¢aligmalar1 sonucu tiretilecek modellerin giivenilirligini arttirmak i¢in yazar-dokiiman
uzay1 standartlastirilarak yazar niteleme yapilmistir. Ele alinan veri kiimesi hem dogal hali ile
hem de standartlastirilmis hali ile yazar tanimlama isleminde kullanilmis, avantaj ve dez
avantajlar1 elde edilen sonuglar tizerinden degerlendirilmistir. Her yazarin ayni oranda egitime
katilmasi ile elde edilen yazar tanimlama sonuglarinin basarisinin alana anlamli bir bakis agis1
katmas1 beklenmektedir. Yazar niteleme problemlerinin ¢dziimiine yonelik veri kiimesi
normalizasyonu i¢in nasil bir yol izlenmesi gerektigi, bu ¢alismada deneysel calismalar ile
gosterilmektedir. Deneysel calismalar Tiirkge metinler lizerinde gergeklestirilmis, her asamada
makine 6grenmesi yontemleri kullanilarak yazar niteleme yapilmis ve elde edilen sonuglar

degerlendirilmistir.

Yazar niteleme caligmalarinda iki temel parametre elde edilen sonuglarin basarisini
belirlemekte 6nemli rol oynamaktadir, bunlar; veri kiimesindeki yazar sayis1 ve her yazar i¢in
ele alinan verinin boyutudur. Yapilan ¢aligmalarda yazar sayisinin artmasi veya yazarlara ait
veri boyutunun azalmasi elde edilecek basarinin diisiik ¢ikmasina sebep oldugu goriilmiistiir
[68]. Bu calismada yazar niteleme ¢alismalarinda kullanilacak veri kiimesinin bir 6n islem
olarak nasil normalize edilmesi gerektigi ve hangi kistaslar1 saglamasi gerektigi lizerine
caligmalar yapilmistir. Hem yazar - dokiiman uzaymin hem de ele alman dokiimanlarin
boyutunun nasil normalize edilmesi gerektigi yapilan deneyler ile gosterilmistir. Her veri
kiimesi i¢in farkli algoritmalar farkli sonuglar iiretecek olsa da 6nerilen adimlar her veri kiimesi

i¢in standart olmas1 beklenmektedir.

Yazar niteleme ¢aligmalari, dokiiman yazar atamasi igeren tiim problemleri kapsar. Bu sebeple
bu alanda farkli veri kiimeleri kullanilarak farkli problemler farkli algoritmalar ile ¢okga ele

alimmaktadir. Tarithi 19.yy’a dayanan bu calismalar, temelde yazarlarin tslup veya stilistik
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ozelliklerinin dokiimanlardan ¢ikarilarak sayisallastirilmasi ile gerceklestirilmektedir. 2009 ve
2014 yilinda Yazar Niteleme c¢alismalar ile ilgili yapilan arastirma makaleleri [3, 7],
hesaplamali yontemlerin ele alindig1 caligma [10], literatiirde var olan problemleri ve kullanilan
yontemleri tanitmaktadir. Kullanilan veri kiimesine gore yapilan ¢aligsmalar ¢esitlenmektedir.
Aykirt gruplarin tespit edilmesi amaciyla web forumlardaki yazigmalara uygulanan yazar
analizi caligmasinda [38], Ingilizce ve Arapga veri kiimelerinden bir¢ok farkli 6znitelik kiimesi
cikarilarak uygulamaya katilmis ve elde edilen sonuglar karsilastirmali olarak
degerlendirilmistir. Tiirk¢e metinler tizerine yapilan ¢ok oyunculu oyun platformlarinda birden
fazla kimlik kullananlarin tespitinin yapildig1 ¢alismalarda [53, 54] oyun ortamlarindaki sohbet
yazigmalar1 kullanilarak anlamli sonuglar elde edilmistir. Sosyal medya ortamlarindaki anonim
yazarlarin adli bilisim siireclerinde tespiti i¢in yapilan yazar niteleme c¢aligmasi [69],
dokiimandan yazar cinsiyetinin tespiti i¢in yapilan ¢alisma [70] ve elektronik postalarin yazar
tespiti igin yapilan ¢aligma [71] ile yazar niteleme alanindaki problem g¢esitliligi gozler 6niine
serilmektedir. Yazarlarin Gslup veya stilistik dzelliklerinin sayisallagtirilmasi ile ele alinan
yazar niteleme ¢alismalar1 genel kapsami ile birgok arastirmanin konusu olmustur [5]. Tiirkge
metinler {izerinde sayisal lislup aragtirmalarini inceleyen c¢alisma [6], orijinali Tiirkge olan bir

romanin ¢evirilerinin aslina olan sadakatini de 6l¢mektedir.

Genellikle yapilan ¢alismalar dokiimanlarin yapisini bozmadan yazar-dokiiman uzayina evirip
cikarilan Ozniteliklerin indirgenmesi ve veri madenciligi algoritmalar1 ile bilgi ¢ikarimi
iizerinedir. Boylesi durumlarda ¢ok sayida ve nispeten daha uzun yazilar igeren dokiimanlarin
yazarina ait elde edilecek bilgi ¢ikarimi daha fazla olacaktir. Ornegin yazar dogrulama
caligmalarinda ele alinan dokiiman sayisinin az veya dokiimanlarin igeriginin kisa olusu bu
caligmalarin giivenilirligini sarsmaktadir. Bu sebeple yazar niteleme c¢alismalarinda
dokiimanlarin boyutunun belirli sinirlarda olmasini gerektirmektedir. Yazar dogrulamada ele
almacak dokiiman boyutunun sahip olmas1 gereken alt sinir1 Tiirk¢e metinler icin belirleyen
calisma [66] ve Ingilizce i¢in yazarlara ait veri boyutunun giivenilir minimum degerinin 10.000
kelime olmas1 gerektigini belirten c¢alisma [72], yazar niteleme alaninda ele alinan veri
kiimesinin belirli kistaslar1 saglamas1 gerekliligini gostermektedir. S6z konusu gereklilik g6z
oniinde bulundurularak bu calismada Tiirk¢e yazar niteleme calismalarindaki veri kiimesi
normalizasyonunun nasil yapilmasi gerektigi deneysel calismalar ile her asamada yazar

tanimlama yapilarak elde edilen sonuglarin degerlendirilmesi ile gosterilmistir.
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8.2. Kullanilan Veri Kiimesi

Yazar niteleme alaninda yapilan ulusal ¢aligmalarda ¢ogunlukla, kolayca ve fazlaca elde
edilebildigi i¢in kdse yazilart kullanilmaktadir. Kose yazilart her ne kadar yazar nitelemede
kullanilsa da igerik bakimindan konu bagimli yazilardir. Farkli dillerde yapilan yazar niteleme
caligmalarinda farkli veri kiimeleri yayinlanmaktadir, fakat Tiirk¢e dilinde yazar niteleme
calismalarinda kullanilabilecek iyi tanimlanmis bir veri kiimesi bulunmamaktadir. Bu eksiklik
dogrultusunda, bu ¢alismanin baslangicinda iyi tanimli bir veri kiimesi toplanmistir. Giincel

blog yazilarindan toplanan bu veri kiimesinin 6zellikleri Tablo 8.1°de gosterilmektedir.

Tablo 8.1. Yazar niteleme galismalar1 i¢in toplanan veri kiimesinin 6zellikleri

120 blog yazari

Her yazara ait farkli boyutlarda 20 — 100 aras1 toplamda 6430 dokiiman

2015 Ocak — 2018 Ekim arasi yayinlanmis yazilar

Her yazardan toplamda en az 10.000 kelime
Esit oranda cinsiyet dagilimi (%50 Kadin, %50 Erkek)

Farkli igerikler

Veri kalitesi kontrolii i¢in Dokiiman Benzerligi (Kosiniis Uzakligi ile)

Karsilastirmasi

Toplanan veri kiimesinin birgok ¢calismada saglikli sonuclar verebilmesi i¢in yukarida belirtilen
standartlar 6zellikle konulmus ve veriler bu standartlara gére toplanmistir. Bu durum yazarlar
arast dokiiman sayis1 ve dokiiman boyutundaki farkliligin 6niine gegmemektedir. Bu sebeple
yazar niteleme c¢alismasi igin bir takim 6n islemler uygulanmistir. Uygulanan 6n islemler

sirasiyla;

e Her yazara ait dokiimanlarin birlestirilmesi

e Birlestirilen dokiimanlarin esit sayida kelime (token “surrounded by spaces”) icerek
sekilde dokiiman parcalarina ayrilmasi

e Her yazara ait esit sayida dokiiman parcalarinin oldugu yazar dokiiman uzaymin

belirlenmesi

Yapilan standartlagtirma islemlerinin yazar tanmimlamaya etkisini gosterebilmek adina her

asamada veri kiimesi 120 smifli olarak siniflandirilmistir. Her siniflandirma islemi ic¢in 5 kath
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capraz dogrulama kullanilmis ve veri kiimesinin %20’s1 test i¢in ayrilmigtir. Smiflandirma

islemlerinin yapildig1 durumlar sirasiyla;

e Veri kiimesine herhangi bir degisiklik yapilmadigi durum,
e Her yazara ait esit uzunlukta dokiimanlarin oldugu durum

e Her yazara ait hem esit uzunlukta hem de esit sayida dokiimanlarin oldugu durum

Veri kiimesinin smiflandirilmasi amaciyla metinlerin karakter n-gram ve token n-gram
Oznitelik kiimeleri ¢ikarilmistir. Yapilan ¢alismada tiim siiflandirma islemleri 120 simifli bir
siniflandirma oldugu icin elde edilen basarinin, mevcut yazar tanimlama g¢aligmalarindan
nispeten diisiik ¢ikmasi beklenen bir sonugtur. Kullanilan 6znitelikler ve bu 6zniteliklere gore

elde edilen siniflandirma sonuglari asagida detaylandirilmistir.

8.2.1. N-gramlar ve Ozellikleri

Literatiirde n-gram kavrami farkli yap1 ve ozelliklerdeki veriler i¢in kullanilmaktadir [18].
Ornegin; ozellikle konu cikarimu ile ilgili calismalarda kelime n-gramlar kullanilirken, yazar
niteleme caligmalarinda siklikla karakter n-gram ve token n-gramlar kullanilmaktadir. Bu
sebeple bu ¢alismada karakter n-gramlar ve token n-gramlar 6znitelik kiimesi olarak dikkate
alimmugtir. Daha ayrintili agiklama i¢in, ele alinan n-gramlarin farkliliklar1 ve ¢ikarim 6zellikleri

Tablo 8.2°de 6rneklenmistir.
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Tablo 8.2. Yazar niteleme ¢alismalarinda kullanilan n-gram ¢esitleri ve 6rnekleri

Kelime N gram

Karakter N gram

Token N gram (token n
prefix)

Bugiin ¢ok giizel bir giin.

Bugiin ¢ok giizel bir giin.

Bugiin ¢ok giizel bir giin.

* Kelime 3 gram (trigram);

* Karakter 2 gram (bigram);

* Token 2 gram (bigram);

-Bugiin ¢ok giizel -Bu-ug-gii-tin-ng -bu-go-gii
-¢ok giizel bir -¢0-0k-kg-gii-iiz -bi-gii
-giizel bir giin -ze-el-lb-bi-...
* Kelime 2 gram (bigram); * Karakter 3 gram (trigram); * Token 3 gram (trigram);
-Bugiin ¢ok -Bug-ugii-giin-iing -Bug-¢ok-giiz
-¢ok giizel -n¢o-¢ok-okg-kgii-giiz -bir-giin
-giizel bir -lize-zel-elb-...
-bir giin
* Kelime 1 gram (unigram); | * Karakter 4 gram (four_gram); | *  Token 4  gram
-bugiin -Bugii-ugiin-giing-iingo | (four_gram);
-cok -ngok-cokg-okgii-kgiiz -Bugii-¢ok-giize
-giizel -giize-lizel-zelb-... -bir-giin
-bir
-giin

Yazar analizi ¢aligmalarinda token n-gramlar i¢in token n-prefix, kelime k-6n ek gibi farkli
adlandirmalar bulunmaktadir. Bu ¢alisgmada s6z konusu 6znitelik kiimesi token n-gram olarak
kullanilmaktadir. Kelime kok temsili olarak bu oznitelik kiimesi Tiirkce ve Ingilizce

calismalarda kullanimi1 bulunmaktadir [18].
8.3. Materyal ve Metot

Yapist geregi cok smifli smiflandirma problemleri olan yazar tanimlama problemlerinin
¢coziimii icin siniflandirict makine oOgrenmesi algoritmalarindan faydalanilmaktadir. Bu
siiflandiricilarin kullanimi ile veri kiimesinde bulunan yazarlara ait bir kisim veriler ile o
yazarlara ait Oriintiiler 6grenilmeye c¢aligilir. Siniflandirict kullanilarak iiretilen egitilmis
modeller yardimi ile sorgulanan dokiimanlarin Ogrenilen yazarlardan birine atanmasi

gergeklestirilir. Bu ¢alismada literatiirde yazar tanimlama amaciyla siklikla kullanilan 3 farkh
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siniflama algoritmasi, yani makine Ogrenmesi yontemi kullanilmistir. Bu yontemler ve

tanimlar1 asagida verilmektedir.

8.3.1. Lojistik Regresyon (Logistic Regression) Algortimasi

Dogrusal regresyon analizinin gelistirilmis yontemi olan lojistik regresyon smiflandirma
caligmalarinda, girilen verilerin hangi sinifa ait olabilecegi olasiligini lojistik fonksiyon
kullanarak hesaplamaktadir [73-75]. Bu algoritma temelde En Yakin Komsuluk (Maximum
Likelihood Estimetion- MLE) algoritmasini kullanarak siniflandirma yapar. Lojistik regresyon
olasiliga dayali basarili hesaplamalar1 sebebiyle yazar analizi ¢aligmalarinda da siklikla tercih
edilen yontemlerden biridir [11, 76]. Belirtilen sebepler dogrultusunda bu ¢alismada da lojistik

regresyon algoritmasi siniflama basaris1 hesaplama amaci ile kullanilmaktadir.

8.3.2. Rastgele Orman (Random Forest) Algoritmasi

Rastgele Orman veya Rassal orman olarak Tiirk¢eye ¢evrilebilen Random Forest algortimasi,
farkl karar agaclarini optimum ¢6zlimii bulana kadar deneyen ve hem tahmin hem de siniflama
calismalarinda basarili sonuglar tiretebilen bir algoritmadir [77, 78]. Karar agaglari arasindan
parametre ayart yapmadan probleme en uygun dallanmayi belirleyebildiginden kullanim
kolaylig1 saglamaktadir. Karar agaclari genellikle Oznitelik segme yoOntemi olarak Bilgi
Kazanim Orani’n1 (Information Gain Ratio) [79] kullanirken, Rastgele Orman algoritmasi Gini
Index [80] yontemini kullanir. Yazar analizi ¢aligmalarinda da Rastgele Orman algoritmasi
siklikla kullanilmakta ve basarili sonuglar elde edilmektedir [81]. Bu c¢alismada da
smiflandirma performansi elde etmede Rastgele Orman Algoritmasi da kullanilmis ve elde

edilen sonuclar diger algoritmalardan elde edilen sonugclar ile karsilastirilmigtir.

8.3.3. Naive Bayes Algoritmasi

Olasilik tabanli hesaplamalar ile siniflandirici olarak kullanilan Naive Bayes algoritmasi, hem
tek basmna hem de Logistic Regresyon ile karsilastirmali olarak bir¢ok ¢alismada
kullanilmaktadir [82, 83]. Metin madenciligi ve yazar analizi calismalarinda da ¢okca
kullanilan yontemlerden biri olan Naive Bayes siniflandirma algoritmasi [84] bu ¢alismada da

siiflandirma performansi elde etmede kullanilmistir.
8.4. Kullanilan Oznitelikler ve Oznitelik Secme Algoritmalar
Kullanilan 06znitelik setleri, 6znitelik setlerine gore veri kiimesinin sayisal o6zellikleri,

siiflandirma algoritmalar: ve elde edilen sonuglar Tablo 8.3’te gosterilmektedir.
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Tablo 8.3. Segili 6znitelik kiimelerinin toplanan veri kiimesindeki dagilimlari

Oznitelik Veri Kiimesi Temsili Siniflandirma Sonuglari

Yapisi

Karakter 3-gram | Sozliikteki kelime sayis1 = 34.224 Logistic Regression = 0.00855
Toplam kelime sayis1 = 16.314.891 | Random Forest = 0.18195
Veri Boyutu (34.224 X 6430) Naive Bayes = 0.09642
Karakter 4-gram | Sozliikteki kelime sayis1 = 238.126 | Logistic Regression = 0.01088
Toplam kelime sayis1 = 16.308.461 | Random Forest = 0.24339
Veri Boyutu (238.126 X 6430) Naive Bayes = 0.18040

Token 4-gram + | Sozliikteki kelime sayis1 = 27.269 | Logistic Regression = 0.00777
3 karakterli ve 2 | Toplam kelime sayis1 = 2.591.587 | Random Forest = 0.23872
karakterli Veri Boyutu (27.269 X 6430) Naive Bayes = 0.40450
tokenler

Token 5-gram + | Sozliikteki kelime sayis1 = 49.922 Logistic Regression = 0.04121
4 karakterli ve 3 | Toplam kelime sayis1 =2.373.917 | Random Forest = 0.23872
karakterli Veri Boyutu (49.922 X 6430) Naive Bayes = 0.26516
tokenler

Yukaridaki tablo dikkate alindiginda, kullanilan 6znitelikler, veri kiimesinin &znitelikler
tarafindan temsil ediciligi ve siniflandirma sonuglar karsilikli olarak ele alindiginda kullanima
en uygun Oznitelik setinin Token 4-gram + 3 Kkarakterli ve 2 karakterli tokenler oldugu
cikarilmistir. Benzer sekilde yukaridaki tablo incelendiginde, bu veriler ve 6znitelik kiimeleri
kullanildiginda en anlamli siniflandirma algoritmalarinin Random Forest ile Naive Bayes

oldugu goriilmektedir.

Veri kiimesinin dogal halinin 6zellikleri elde edildikten sonra veri kiimesinin normalizasyon
islemlerine gecilebilmesi i¢in bir 6n islem daha gerekmektedir. Bu 6n islem yazar niteleme
caligmalarinda siklikla kullanilan 6znitelik agirliklandirma islemidir. Agirliklarina gore segilen
ozniteliklerin simiflandirma asamasinda kullanilmasi1 ve diger Ozniteliklerin ¢ikarilmasi ile
oznitelik indirgemesi yapilmaktadir. Oznitelik indirgemesi yapilmasi sonucu hem
siiflandirilacak verinin boyutu kiiglileceginden siniflandirma maliyeti diigiiriilecek hem de
siniflama bagarisina etkisi olmayan veya basariyi diistiren 6znitelikler siniflandirma agsamasinda

kullanilmayacaktir. Bu ama¢ dogrultusunda makine Ogrenmesi yontemlerinde siklikla
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kullanilan, Denklem (11) ile hesaplanan Information Gain [65, 85], Denklem (14) ile
hesaplanan Chi_Square [65, 86], Gini Index [87-89] ve Gain Ratio [90] algoritmalari, metin
analizi islemlerinde kullanilan, Denkelm (12) ile hesaplanan tf-idf (term frequency — inverse
document frequency) [91, 92] algoritmasi ve Denklem (14) ile hesaplanan tf-idf’e benzer
sekilde siiflar aras1 benzerligi dikkate alan tf-icf (term frequency — inverse class frequency)

[92-94] algoritmalar: kullanilmistir.

tf —idf(wi,d;) = tfy, X 1og< ) (14)

dj (wy)
Denklem (14), metin analizi islemlerinde siklikla kullanilan tf idf Oznitelik se¢me
algoritmasinin matematiksel ifadesidir. Tf idf 6znitelik agirliklandirma yontemi, dzniteliklerin
dokiimanlar aras1 ayirt edicilik degerini ¢ikarmaya caligir. Bu gosterimde tf degiskeni terim
frekansin1 temsil ederken tfwg) degiskeni i. Ozniteligin tim dokiimanlardaki frekansini
belirtmektedir. N degiskeni veri kiimesinde bulunan dokiiman sayisini temsil ederken, dj(wi)

degiskeni ise 1. 6zniteligi iceren dokiiman sayisini temsil etmektedir.

N
tf — icf (Wi ¢ ) = 2 e, X log ( ,(W,)> (15)

C
dec; 1

Denklem (15), tf idf 6znitelik agirliklandirma algoritmasi ile benzer amaca sahiptir. Tf idf
algoritmasi ile veri kiimesindeki 6zniteliklerin dokiimanlar arast ayirt ediciligi hesaplanmaya
calisilirken, tf icf 6znitelik agirliklandirma algoritmasi ile verilen 6zniteliklerin siniflar arasi
ayirt edicilik degerleri hesaplanmaktadir. Verilen denklemde tf degiskeni terim frekansini
temsil ederken tfw(y) degiskeni i. Ozniteligin j. siniftaki frekansii temsil etmektedir. N
degiskeni veri kiimesinde bulunan sinif sayisini temsil ederken cj(wi) degiskeni ise i. zniteligin

bulundugu smif sayisini belirtmektedir.

}:: : (Awic- - Ewic-)2
xZ(Wi; C]) — ]E' J (16)
iJ

WiCj

Denklem (16), ki-kare, Chi_Square veya x? olarak bilinen oznitelik agirhiklandirma
algoritmasinin matematiksel ifadesidir. Gozlenen ve beklenen degerlerin arasindaki farkin
anlamliligimin 6lgiilmesi temeline dayanir. Verilen denklemde w; degiskeni i. Ozniteligi, c;
degiskeni j. sinifi temsil etmektedir. Awcg degiskeni i. degiskenin j. smiftaki Olgiilen
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frekansini temsil etmektedir. Ewc) degiskeni i. degiskenin j. siiftaki beklenen frekansini

temsil etmektedir.
8.5. Sonuglar

Kullanilan veri kiimesine gore en anlamli 6znitelik seti olarak tespit edilen token 4-gram
Ozniteliklerinin, belirlenen Oznitelik agirliklandirma algoritmalarinda kullanilip, en yiliksek
agirlikli 500, 1000 ve 5000 6zniteligin secilmesi ile yapilan Naive Bayes siniflandirma islemleri
sonucu Tablo 8.4’te gosterilmektedir.

Tablo 8.4. Segili agirliklandirma yontemlerinin siniflandirma basarisi sonuglari

Yontem | Information Gain Chi Gini TF-IDF | TF-ICF
/ Boyut Gain Ratio | Square (x?) | Index
500 45,02 15,35 40,05 44,32 39,95 29,83
1000 45,09 15,82 44,14 47,22 43,11 33,87
5000 41,74 27,22 43,5 44 51 41,21 41,03

Kullanmis oldugumuz veri kiimesi i¢in en ayirt edici 6znitelik setinin Gini Index kullanilarak
segilen 1000 6zniteligin frekanslarinin oldugu Tablo 8.4°te goriilmektedir. Bu asamadan sonra

yapilacak siniflandirmalar i¢in segili 6zniteliklerin kullanilmasi uygun goriilmiistiir.

Veri kiimesinin dogal halinin 6zellikleri elde edildikten sonra veri kiimesinin normalizasyon
islemlerine gecilmistir. Bu asamada yazarlara ait farkli boyut ve sayidaki dokiimanlar bir araya
getirilerek esit uzunluklu dokiiman pargalar1 elde edilmistir. Oznitelik agirliklandirma
caligmalarinda en basarili sonucu 1000 kelimelik 6znitelikler verdigi i¢in dokiiman pargalarinin
1000 kelimelik yapida olmalarina karar verilmistir. Yazarlara ait dokiimanlarin birlestirilerek
1000 kelimelik dokiimanlar halinde ayrilmasi sonucunda veri kiimesinde 120 yazara ait
toplamda 2531 dokiiman elde edilmistir. Dokiiman boyutlari normalize edildikten sonra

Oznitelik indirgeme islemi uygulanmadan elde edilen siniflandirma sonucu asagidadir.

e Standartlastirilmis Dokiiman boyutlarmin Oznitelik Indirgeme Islemi Oncesi

Smiflandirma Sonuglar1 (2.531 X 27.269);

. Logistic Regression algoritmasi ile siniflandirma basarisi (accuracy) = 0.89349
. Naive Bayes algoritmasi ile siniflandirma basaris1 (accuracy) = 0.44970
. Random Forest algoritmasi ile siniflandirma basarisi (accuracy) = 0.35700
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Yukaridaki sonuglar ele alindiginda; dokiiman boyutlarindaki normalizasyon isleminin
siniflandirma basarisini arttirdigi gériinmektedir. Bu sonug, yazarlarin dokiiman bazli temsil
ediciligini ortadan kaldirmis, bir yazara ait her dokiimanin esit oranda temsil edicilige
katilmasin1 saglamistir. Dokiiman birlestirme islemi rastgele yapildigindan dokiimanlarin

zaman bagimlilig1 da ortadan kalkmis ve elde edilen sonucun daha anlamli olmasi saglanmastir.

Dokiiman boyutlar1 normalize edildikten sonra Oznitelik indirgeme islemi yapilmistir. Her
yazarin farkli sayilarda fakat ayni uzunlukta dokiimanlarinin bulundugu uzayin, segili
Ozniteliklere gore 6znitelik indirgeme islemi sonrasi elde edilen siniflandirma basaris1 asagida

gosterilmektedir.

e Standartlastirilmis Dokiiman Boyutlarinin Oznitelik Indirgeme Islemi Sonrasi

Siiflandirma Sonuglar (2.531 X 1000);

. Logistic Regression algoritmasi ile siniflandirma basarisi (accuracy) = 0.88165
. Naive Bayes algoritmasi ile siniflandirma basarisi (accuracy) = 0.87771
. Random Forest algoritmasi ile siniflandirma basarisi (accuracy) = 0.44575

Oznitelik indirgeme islemi sonrasi elde edilen siniflandirma basarisinda kullanilan algoritmaya
gore artislar veya azalislar olmaktadir. Oznitelik indirgeme islemi ile siniflandirma maliyeti
biiylik 6l¢iide azalmaktadir. Bunun sonucunda bireysel faydasi diisiik 6znitelikler siniflandirma
isleminden ¢ikarilirken, bu ozniteliklerin toplu etkisi de sonuca yansimaktadir. Oznitelik
indirgeme islemi bir fayda — zarar dengesi olusturmaktadir, bu sebeple indirgeme islemi karari
kullaniciya birakilmaktadir. Bu ¢alismada veri kiimesini en minimum boyutta anlamli olarak
nasil temsil edilebilecegi gosterilmek istendiginden 6znitelik indirgeme islemi yapilmasi tercih

edilmistir.

Dokiiman boyutlar1 normalize edildikten sonra veri kiimesindeki her yazara ait dokiiman
sayisindaki dengesizligi de ortadan kaldirmak i¢in her yazara ait esit sayida (Bu ¢alisma i¢in 10
dokiiman kullanilmaktadir.) dokiiman pargasi alinarak tekrar siniflama yapilmistir. Elde edilen

sonuglar asagidadir.

e Dokiiman Sayis1 Dengeleme Sonras1 Siniflandirma Sonuglari (1200 X 1000);

. Logistic Regression algoritmast ile siniflandirma basarist (accuracy) = 0.825
. Naive Bayes algoritmasi ile siniflandirma basarisi (accuracy) = 0.6958
. Random Forest algoritmasi ile siniflandirma basarisi (accuracy) = 0.3333
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Veri kiimesindeki dokiiman sayisinin yarisindan fazlasinin siniflandirmaya katilmamis
olmasina ragmen elde edilen siniflandirma sonucu tatmin edici ve anlamlidir. Siniflandirmalar
120 yazarin esit oranda verisi alinarak yapildigindan elde edilen modeller giivenilirdir. 120
yazarli bir dokiiman uzayinin adil, giivenilir ve basaril1 bir sekilde siniflandirilabilmesi, yapilan
caligmalarin farkli veri kiimelerinde, farkli yazarlar kullanildiginda da anlamli sonuglar

vereceginin bir gostergesidir.
8.6. Tartisma

Metin analizi ¢aligmalarindan biri olan Yazar Niteleme calismalar1 uzun yillardir popiilerligini
korumaktadir. Uluslararas1 calismalar karsisinda Tirkce {izerine yapilan calismalar, veri
kiimesi eksikliginden dolayi yetersiz kalmistir. Bu ¢aligmada s6z konusu yetersizlik géz 6niine
alinarak oncelikle yazar analizi ¢alismalarinda kullanilmak tizere iyi tanimli bir veri kiimesi
toplanmistir. Toplanan veri kiimesi dogal yapisi korunarak ve daha sonra normalize edilerek
Yazar Niteleme islemleri sonuglar karsilastirilmistir. Veri kiimesi 120 sinifli olmasindan dolay1
elde edilen sonuglar ¢ok basarili olmamasina ragmen anlamlidir. Caligsmada ele alinan Veri
Kiimesinin Normalize Edilmesi yaklagimi, literatiirde ele alinan veri kiimelerinin tekrar
degerlendirilmesi gerekliligini ortaya koymustur. Veri kiimesi normalizasyonu ile her yazar
siifi esit siirlar cergevesinde degerlendirilmis boylece elde edilen sonucun daha anlamli
olmas1 saglanmistir. ileriki ¢alismalarda, toplanan veri kiimesi ve elde edilen basarili ¢iktilar

kullanilarak Yazar nitelemenin alt problemlerine ¢6ziim bulma c¢aligmalar1 yapilacaktir.
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9. TURKCE METINLER iCiN YAZAR DOGRULAMA
YAKLASIMI, OZNITELIiK KUMESI VE
SINIFLANDIRMA ALGORITMASI SECIMi

Bu boliimde, derlemis oldugumuz Tiirk¢e Blog Yazilari kiilliyati kullanilarak yazar dogrulama
probleminin ¢oziimiine yoOnelik uygulamalar gerceklestirilmistir. Bu uygulamalar, yazar
dogrulama problemi Ozelinde Onerdigimiz ¢oziime yonelik uygulamalar olup, ¢oziimde
kullanilmas1 gereken Ozniteliklerin ve siniflandirma algoritmalarinin segimine ydnelik
karsilagtirmali deneyleri igermektedir. Yazar dogrulama probleminin ¢oziimiine yonelik
onermis oldugumuz yaklasimin ve kullanmamiz gereken araglarin belirlendigi bu caligsma,
yazar dogrulama problemine evrensel bir ¢éziim sunmaya calistigimiz bu tez ¢aligmasinin

onemli bir adimi olarak degerlendirilmektedir.

Onceki boliimlerde yapilan c¢alismalar, yazar dogrulama problemine yaklasimimizi
sekillendirmek i¢gin ele aldigimiz ¢alismalar1 icermekteydi. Onceki boliimlerden elde edilen
ciktilar dogrultusunda yazar dogrulama probleminin ¢oziimiine bir yaklagim gelistirdigimiz bu
caligmada oOncelikle Tiirkge metinlerin yazarlik dogrulamasi iizerine deneyler gergeklestirdik.
Gelistirmis oldugumuz yaklagim birka¢ adimdan olugmaktadir. Bu adimlarin olusmasinin
sebebi Onceki ¢aligmalarda elde ettigimiz anlamli sonuglarin uygulanabilmesidir. Bu adimlar

ve igerikleri agsagidaki alt boliimlerde gdsterilmektedir.
9.1. Veri Kiimesi On Isleme Adimlar

Onceki ¢alismalarda elde ettigimiz sonuglar dogrultusunda, dncelikle degerlendirilecek veri
kiimesinin bir takim 6n islemlerden ge¢mesi gerektigi goriilmiistiir. Bu islemlerden ilki bir
yazara ait farkli zaman ve konularda yazilmis dokiimanlarin bir araya getirilmesi ile tek bir
konu veya zaman bagimli yazilardan bagimsiz bir temsil etmektir. Bu ama¢ dogrultusunda

yapilan dokiiman birlestirme islemi Sekil 9.1°de gosterilmektedir.
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Locem ipsum dolor st amet, consetetur sadipscing
elitr, sed dlam nonumy eirmod tempor invidunt ut
labore et dolore magna aliquyam erat, sod diam
voluptiua, At vero eos et accusam ot justo duo dolores
et 23 rebum. Stet cita kasd gubergren, no sea
takimata sanctus est Lorem ipsum dolor st amet.
Lorem ipsum dolor sit amet, consetetur sadipscing
elitr, sod diam nonumy eirmod tempor invidunt ut
labore et dolore magna aliquyam erat, sed dam
voluptua, At vero eos et acousae et justo duo dolores
et & rebum. Stet cita kasd gubergren, no sea
takimata sanctus est Lorem ipsum dolor sit amet,
Lorem ipsum dolor st amet, consetetur sadipscing
elitr, sed diam noaumy eirmod tempor invidunt ut
labore et dolore magna aliquyam erat, sed diam
voluptua, At vero cos et accusam et justo duo dolores
et ea rebum, Stet cita kasd gubergren, no sea
takimata sanctus est Lorem ipsum dolor sit amet,
Lorem ipsum dolor sk amet, consetetur sadipscing
elitr, sed diam nooumy ermod tempor invidunt ut
labore et dolore magna aliquyam erat, sed diam
voluptua, Lorem ipsum dolor sit amet, consetetur
sadipscing eltr, sed diam nonumy ermod tempor
Inwvidunt ut labore et dolore magna aliquyam erat, sed

diam voluptua. At vero eos ot accusam et justoduo...

4

Sekil 9.1. Veri kiimesi 6n isleme adimlar1 (Adim 1)

Veri kiimesinin 6n islem adimlart Sekil 9.1°de goriildiigii gibi 6ncelikle dokiiman birlestirme

iizerinedir. Bu asamada birlestirilen dokiimanlar tek bir yazara ait toplamda belli bir standard1

saglayacak sekilde bir araya getirilmektedir. Soyle ki; bu asamada kullanacagimiz verinin

dengeli olmasini istedigimizden her yazara ait toplamda 10.000 kelimeye ulasana kadar,

rastgele segilmis dokiimanlar arka arkaya eklenmistir. Boylece, elimizde her yazara ait 10.000

kelimelik bir temsil dokiimani bulunmaktadir. Bir¢ok yazar analizi ¢calismasinda bu dokiiman

profil dokiimani olarak ele alinmistir. Sekil 9.2°de veri kiimesinde yapilmasi gereken 6n

islemlerden ikincisi goriilmektedir.
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Sekil 9.2. Veri kiimesi 6n isleme adimlar1 (Adim 2)

Her yazara ait rastgele se¢ili dokiimanlarin bir araya getirilmesi ile elde edilen 10.000 kelime
uzunlugundaki profil dokiimani, Sekil 9.2’deki temsili gdsterimde oldugu gibi 2. adimda n esit
parcaya boliinerek n tane dokiiman elde edilmektedir. Bu asamadaki n degiskeninin degeri
yazara ait ele alinacak dokiiman sayisin1 belirlemektedir. Bu tez ¢alismasi kapsaminda 500 ve
1000 kelimelik dokiimanlar {izerine yogunlasildigindan n deger 10 ve 20 olarak farkli deneyler
kapsaminda ileriki ¢alismalarda ele alinmistir. Sekil 9.3’te veri kiimesinde yapilmasi gereken

On islemlerden iiglinciisti goriilmektedir.
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Sekil 9.3. Veri kiimesi 6n isleme adimlar1 (Adim 3)
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Veri kiimesi lizerinde yapilacak son islem, Sekil 9.3’te goriildiigii gibi, iiretilen esit uzunluktaki
dokiimanlarin segili Oznitelikler kullanilarak vektorel temsillerine doniistiiriilmesidir. Bu
asamada her yazara ait iiretilen dokiimanlarin belirlenen 6znitelik kiimesine gore vektorleri
olusturulmaktadir. Olusturulan 6znitelik vektorleri de, tiim dokiimanlar i¢in ayni Oznitelik
kiimesi kullanildigindan hepsi esit sayida boyutta olmaktadir. Bu ¢alismada genel olarak kelime
cantasi (bow) Oznitelik kiimesi kullanilmistir. Calismanin devaminda bow 6znitelik kiimesi
farkli agirliklandirma yontemleri ile ele alinmis olmasina ragmen vektorel olarak dokiimanlari

temsil eden vektorlerin boyutu sabittir.
9.2. Yazar Dogrulama Orneklerinin Uretilmesi ve Etiketlenmesi

Yazar dogrulama problemine yonelik ¢alismalar, daha 6nce de bahsedildigi gibi, iki tiirlii ele
alimmaktadir. Sorgulanan bir dokiimanin belirli bir yazara ait olup olmadiginin belirlenmeye
calisildig1 yazar dogrulama calismalar1 ve iki dokiimanin ayni yazar tarafindan yazilip
yazilmadiginin belirlenmeye calisildig1 yazar dogrulama g¢alismalari. Biz bu tez kapsaminda,
yukarida bahsedilen ikinci durum igin, basarili bir yaklasim sunabilmek adina bir¢ok 6n ¢aligma
gerceklestirdik. Bu 6n caligsmalarin ¢iktisi olarak bu boliimde 6nerdigimiz yaklagimi gelistirmis
bulunmaktayiz. Bu yaklasim igerisinde ele aldigimiz probleme 6zgii 6rneklerin iiretimi de bu
caligma icerisinde gerceklesmesi gereken asamalardan biridir. S6z konusu problem kapsaminda
ele alinacak veri kiimesinde ayni yazara ait ve farkli yazarlara ait olmak iizere dokiiman ¢iftleri
bulunmalidir. Ele aldigimiz probleme 6zgii 6rneklerin nasil tiretildigi temsili olarak asagidaki
sekillerde gosterilmektedir. Sekil 9.4°te rastgele secilmis iki yazara ait verilerin temsili

gosterimi bulunmaktadir.
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Sekil 9.4. Veri kiimelerinden rastgele se¢ilmis iki yazara ait verilerin temsili gdsterimi

Yazar dogrulama bakis agisi ile bu ¢aligmada degerlendirecegimiz veri kiimesinde, ayn1 yazar
tarafindan iretilmis ve farkli yazarlar tarafindan iretilmis dokiiman giftlerinin bulunmasi
gerekmektedir. Bu gereklilik dogrultusunda oncelikle veri kiimesinde bulunan yazarlardan
Sekil 9.4’te goriildiigli gibi rastgele ikililer se¢ilmistir. Segilen bu ikililerin dokiimanlarini
temsilen tiretilen vektorler de temsilen goriilmektedir. Bu agamada tiretilmesi gereken 6rnekler
icin segili yazarlardan iiretilmis rastgele dokiiman giftleri alinmaktadir. Bu agsamanin temsili

Sekil 9.5’te goriilmektedir.
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Sekil 9.5. Yazarlara ait rastgele dokiiman ¢ifti se¢ciminin temsili gosterimi

Sadece iki yazara ait gorselin bulundugu Sekil 9.5’teki islem tiim yazarlara uygulanmaktadir.
Bu asamada her yazardan rastgele olacak sekilde (bu noktada ard arda olmayan dokiimanlarin
secimine 6zen gosterilmistir) dokiiman ciftleri se¢ilmistir. Secili bu dokiiman ¢iftlerinin yani
dokiimanlar1 temsil eden vektor ¢iftlerinin makine 6grenimi, veri madenciligi veya yapay zeka
teknikleri kullanilarak ele alinabilmeleri i¢in tek bir 6rnek haline getirilmeleri gerekmektedir.
Dolayist ile bir birlestirme yontemi kullanilarak se¢ili vektor ¢iftlerinin birlestirilip tek bir 6rnek
haline getirilmesi gerekmektedir. Sekil 9.6’da dokiiman ¢iftlerinin birlesiminin temsili

gosterimi bulunmaktadir.
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Sekil 9.6. Secili dokiiman ¢iftlerinin birlesiminin temsili gosterimi

Iki dokiimanin yazar dogrulamasinin nerdigimiz yaklasimda yapilabilmesi igin tek bir temsile
doniistiiriilmesi gerekmektedir. Sekil 9.6’da gosterildigi gibi, veri kiimesinde bulunan her
yazara ait rastgele secilmis dokiiman ¢iftlerinin birlestirilmesi ile ele aldigimiz probleme uygun
pozitif ~ Ornekler iretilebilmektedir. Bu asamada  farkli  birlestirme islemleri
kullanilabilmektedir. Devam eden bdliimlerde hangi birlestirme islemlerinin ele alindig:
deneysel calismalar ile ayrintili olarak verilmektedir. Belirli bir birlestirme islemi kullanilarak
tek bir vektore doniistiiriilen dokiiman temsili vektor ciftlerinin etiketlenme islemi yapilmasi
gerekmektedir. Sekil 9.7°de aynmi yazarlara ait dokiiman ciftlerinin birlestirilerek etiketlenme

adimi temsili olarak gosterilmektedir.
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Sekil 9.7. Ayni1 yazar tarafindan yazilan dokiiman giftlerinin birlesiminin etiketlenmesi

Iki dokiimanin yazar dogrulamasi problemine yénelik iiretilen ¢dziimlerin girilen drneklere
gore iki cevabi bulunmaktadir. Sorgulanan iki dokiimanin aymi yazar tarafindan yazilip
yazilmadiginin iki cevabi vardir; “evet” ve “hayir”. Eger sorgulanan dokiiman ¢ifti ayn1 yazar
tarafindan iiretilmis ise, gelistirilen ¢6ziimiin bu 6rnege “evet” yani “bu iki dokiiman ayn1 yazar
tarafindan yazilmistir” cevabini verebilmesi beklenir. Yazar dogrulama probleminin ¢ziimiine
yonelik Onerdigimiz yaklasim igerisinde egitilmis bir model barindiracagindan, modelin
egitilmesi i¢in kullanacagimiz 6rneklerin “1” yani “evet” ve “0” yani “hayir” etiketlerine sahip
ornekleri barindirmasi gerekir. Bu asamada aymi yazarlar tarafindan yazilmis dokiiman
ciftlerinin birlesimiyle elde ettigimiz vektorii “1” olarak yani evet olarak Sekil 9.7°de gortildiigi

gibi etiketlenmigtir.

Yazar dogrulama probleminin ¢6ziimiinde kullanilmak iizere probleme 6zgii veri kiimesi
olugturmak amaciyla yukarida anlatildigi gibi pozitif ornekler iretilmistir. Benzer sekilde
negatif orneklere de, yani farkli yazarlar tarafindan yazilmis dokiiman ¢iftlerinin birlesim
vektoriine, ihtiya¢ vardir. “evet” Orneklerinin liretimine benzer sekilde “hayir” orneklerinin
dretimi i¢in de ele aldigimiz veri kiimesinden temsili olarak iki yazar ait dokiimanlardan
rastgele birer dokiiman segilmektedir. Sekil 9.8’de farkli yazarlara ait dokiiman ¢iftlerinin

seciminin temsili gosterimi bulunmaktadir.
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Sekil 9.8. Farkl1 yazarlara ait rastgele dokiimanlarin se¢imi

Farkli yazarlar tarafindan yazilmis dokiiman ¢iftlerinin 6rneklerini olusturmak icin Sekil 9.8°de
goriildiigi gibi veri kiimesinde bulunan her yazara ait dokiimanlar rastgele olarak (bu asamada
bir yazara ait dokiimanlarin siirekli olarak aymi baska bir yazara ait dokiimanlar ile
eslestirilmemesi i¢in 6zen gosterilmistir.) baska yazarlara ait dokiimanlar ile eslestirilmistir. Bu
asamada bir yazara ait dokiimanlarin miimkiin oldugu kadar veri kiimesindeki farkli yazarlar
ile eslestirilmesi i¢in gelistirilen algoritma bir sonraki ana boliimde ayrintili olarak ele
alinmigtir. Sekil 9.9’da farkli yazarlara ait dokiiman giftlerinin bilesim isleminin temsili

gosterimi bulunmaktadir.
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Sekil 9.9. Farkl1 yazarlara ait dokiiman ¢iftlerinin birlesiminin temsili gosterimi

Ayni1 yazara ait dokiiman bilesiminde oldugu gibi, farkli yazarlar ait dokiimanlar1 temsil eden
vektorler de belirli bir birlestirme islemi kullanilarak tek bir vektore doniistiiriilmektedir.

Birlestirme islemi sonucu olusan vektoriin etiketlenmesi gorseli Sekil 9.10°da verilmektedir.

) HAYIR - 0

Sekil 9.10. Farkli yazarlar tarafindan yazilmis dokiiman ¢iftlerinin birlesiminin etiketlenmesi

Birlestirme islemi sonucu “1” ile etiketlenen “evet” orneklerinde oldugu gibi, ayni birlestirme
isleminin farkli yazarlara ait dokiiman ciftlerine kullanilmasi ile {iretilen birlesim vektorii “0”
olarak yani “hayir” olarak etiketlenmistir. On islemler sonrasi elde ettigimiz veri kiimesinde

bulunan tiim yazarlar ve tiim dokiimanlar i¢in bu islemler yapildiktan sonra yeni bir veri kiimesi
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Olusturulmus olmaktadir. Sekil 9.11°de bu yeni veri kiimesinin igerigi temsili olarak

gosterilmektedir.

Sekil 9.11. Yazar dogrulama yaklasiminda kullanilacak vektor uzayinin temsili gésterimi

Ayni yazarlara ait ve farkli yazarlara ait dokiiman g¢iftlerinin birlestirilmesi ile Sekil 9.11°de
gorildiigl gibi, yeni olusturdugumuz veri kiimesinde 0 ve 1 etiketlerine sahip vektorel yapilar
mevcuttur. Yani yeni veri kiimemiz iki sinifli bir kiime haline gelmis ve makine dgrenme
algoritmalar1, veri madenciligi yaklasimlari, yapa zeka teknikleri gibi farkli siniflandirma

algoritmalar1 kullanilarak iki sinifli bir model iiretilebilecek bir yapidadir.
9.3. Vektorel Birlesimde Ele Aldigimz Islemler

Degerlendirilecek iki dokiimanin ortak bir temsilini elde etmek amaci ile bu ¢alismada bazi
vektorel birlestirme islemleri uygulanmistir. Bu islemler girdi olarak aldig: iki vektoriin ortak
bir temsilini iiretebilmesi beklenen islemlerdir. Cok karmasik hesaplamalar icermeyen bu
islemler ele alinan vektorlerin her elemanini isleyip ortak bir temsil ¢ikaracak niteliktedir. S6yle
Ki; A1, A yazarina bir numarali dokiimanin vektorii olsun. A1(i), A yazarina ait bir numarali
dokiiman vektoriiniin 1. 6zniteliginin degeri olmak iizere; i degeri 0 ile dokiiman vektdrlerinin
boyutu arasinda deger alir. Bu calismada kullanilan dokiiman birlestirme yontemleri asagida

detaylandirilmistir.

Denklem (17) ile gosterilen ilk igslem, birlestirme islemi olarak toplama isleminin kullanildig:
formiildiir. Birlestirilecek iki vektoriin es indexleri toplanarak yeni olusacak birlesim

vektoriiniin ayn1 indexteki degerini olusturmaktadir.

V(D = D (41D, A42(0) (17)

Ve iki vektoriin birlesim vektoriinii temsil etmek {izere, Vg(i) birlesim vektoriinlin 1.

Ozniteliginin degerini temsil etmektedir. Denklem (18) ile gosterilen ikinci birlestirme islemi
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fark alma islemidir. Burada birlestirilecek iki vektoriin es indexlerinin farki alinarak olusacak

yeni vektoriin ayni indexinin degeri elde edilmektedir.
Vp(@) = A1 () — A;(D) (18)

Denklem (19) ile gosterilen iigilincii birlestirme islemi ortalama alma iglemidir. Burada
birlestirilecek iki vektoriin es indexlerinin aritmetik ortalamasi alinarak olusacak yeni vektoriin

ayn1 indexinin degeri elde edilmektedir.

1
VoD =3 ) (4D, 42()) (19)

Denklem (20) ile gosterilen dordiincii birlestirme islemi ¢arpim iglemidir. Burada birlestirilecek
iki vektoriin es indexlerinin ¢arpimi alinarak olusacak yeni vektoriin ayni indexinin degeri elde

edilmektedir.

ACES [ [CRGHO) (20)

Denklem (21) ile gosterilen besinci birlestirme islemi ¢arpimin karekokiiniin alinmasi islemidir.
Burada birlestirilecek iki vektoriin es indexlerinin ¢arpimlarinin karekokii alinarak olusacak

yeni vektoriin ayni indexinin degeri elde edilmektedir.

1
v = (| [, 4.0 )7 @)

Yukaridaki islemler veri kiimesinde eslestirme i¢in belirledigimiz “0” ve “1” etiketli tim
dokiiman ciftlerine uygulanmis, elde edilen birlesim vektorleri dokiiman ¢iftlerinin etiket
bilgisine gore etiketlenmistir. Kullanilan bes farkli birlestirme islemi ile ayni veri kiimesinden

5 farkli veri kiimesi elde edilmektedir.
9.4. Degerlendirilen Oznitelik Kiimeleri

Onceki boliimlerde yapilan hazirlik calismalari sonucunda kelime k-6n kok (token k-prefix) adi
verilen Ozniteliklerin sik  kullanim (frekans) degerlerinin Tiirk¢e metinlerin yazar
tanimlamasinda anlamli sonuglar verdigi cikarimi elde edilmistir. Ayrica, yine Onceki
bolimlerde yapilan hazirlik c¢aligmalarinda Gini index agirliklandirmast kullanilarak
agirliklarina gore segilen verilerin yazar tanimlamada ele alinan diger agirliklandirma

yontemlerinden daha ayirt edici sonuglar tirettigi ¢ikarimi elde edilmistir. Elde edilen ¢ikarimlar
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dogrultusunda bu bolimde, eldeki veri kiimesi kullanilarak farkli 6znitelik kiimeleri

kullanilarak hem yazar tanimlama hem yazar dogrulama yapilmistir.

Bu boliimde, bir 6nceki boliimde de kullanilan, bu tez ¢alismasi kapsaminda derlenmis Tiirkcge
Blog Kiilliyat1 veri kiimesi olarak kullanilmistir. Kullanilan veri kiimesinde 120 yazara ait blog
metinleri bulunmaktadir. Veri kiimesinin daha ayrintili 6zellikleri bir sonraki bdoliimde
verilmektedir. Bu ¢alismada veri kiimesinde dokiimanlar arasi birlestirme islemi yapilmadan
once, yani her yazara ait esit sayida ve esit boyutta n tane dokiimanin bulundugu durumda veri
kiimesi yazar asagida verilen 6znitelikler ile 120 sinifli ve 100 smifli olarak siniflandirma
islemine tabi tutulmustur. Daha sonra yukarida agiklanan birlestirme islemleri ile 120 sinifl
veri kiimesi iki smifli yapiya donistiiriiliip yazar dogrulama c¢alismasi bakimindan

siniflandirma basarisi 6l¢iilmiistiir.

Bu caligmada gerceklestirilen tiim siniflandirma islemlerinde veri kiimesinin %70’1 ele alinan
siniflandirict1 modelin egitiminde, %30’u ise modelin testinde kullanilmistir. Basar1 dl¢imii
olarak da formiilii 6nceki boliimlerde verilen dogruluk (accuracy) basari 6lgegi kullanilmistir.
Bu calismada kullanilan 6znitelikler ve bu ozniteliklerden elde edilen dogruluk degerleri

asagida alt bagliklar halinde sunulmaktadir.

9.4.1. Ozniteliklerin Kullamim Sikhiklari

Kelime k-6n kok ozniteliklerinin kullanildigi bu ¢alismada k degiskeni olarak, bir 6nceki
calismalarda kullanimi ile basarili sonuclar elde edilmesi sebebi ile 4 kullanilmistir. Veri
kiimesi On isleme adimlarindan sonra veri kiimesinde bulunan her dokiimandaki kelimelerin 4-
on-kok verileri elde edilmistir. Yine onceki ¢alismalardan elde edilen sonuglar dogrultusunda,
sayica fazla olan bu 6znitelikler, kullanimlari ile iiretilen temsil vektorlerinin seyrek bir vektor
olmasina sebep olacaktir. Dolayisi ile bu 6znitelikler onceki ¢alismalarda kullanimi basarili
bulunan Gini index agirliklandirma algoritmasi ile agirliklandirilmis ve en anlamli bulunan
1000 6znitelik degerlendirmeye alinmistir. Veri kiimesinde bulunan bu 1000 6zniteligin her
dokiiman i¢in kullanim sikliklar1 hesaplanmis ve elde edilen degerler ile 6ncelikle dokiiman
temsili vektorler tiretilmistir. Yazar etiketleri barindiran bu vektorler 120 sinifli ve 100 smifli
olarak siniflandirma islemine tabi tutulmustur. Daha sonra yine bu temsil vektorlerine yukarida
bahsedilen birlestirme islemleri uygulanmis ve elde edilen veri kiimesi 2 sinifli siniflandirma
islemine tabi tutulmustur. Bu asamada ikili siniflandirma igslemi 100 sinifli veriye uygulanmis

ve bu smiflandirma isleminde hi¢ bulunmayan diger 20 yazara ait iiretilen yazar dogrulama
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orneklerinden elde edilen sonuglar da validasyon sonucu olarak degerlendirmeye alinmustir.
Belirlenen 6zniteliklerin kullanim sikliklar1 kullanilarak yapilan siniflandirma sonuglar1 Tablo

9.1°de gosterilmektedir.

Tablo 9.1. Belirlenen 6zniteliklerin kullanim sikliklarindan elde edilen siniflandirma sonuglari

Ozniteliklerin Kullanim Sikliklari
Coklu Siniflandirma ikili Siniflandirma
Siniflandirma Yontemi h
Logistic Regression 0,825 0,825 0,37 0,305 | 0,38 0,63 0,555
AdaBoost 0,0708 0,095 0,6 1 0,6 0,64 0,65
Random Forest 0,3333 0,315 0,41 0,735 | 0,49 0,61 0,545
SVM 0,6875 0,58 0,44 0,7 0,525 0,62 0,475
NaiveBayes 0,6958 0,61 0,35 0,585 | 0,35 0,655 0,655
Siniflandirma Validasyon
Yontemi | toplam | fark [ ortalama [ carpkok | garpim
Logistic Regression 0,525 0,545 | 0,515 0,735 0,61
AdaBoost 0,595 1 0,595 0,65 0,65
Random Forest 0,48 0,765 | 0,545 0,555 0,585
SVM 0,585 | 0,745 | 0,67 0,765 0,5
NaiveBayes 0,445 | 0,68 | 0,445 0,665 0,66

Coklu Siniflandirma ve Ikili Simiflandirma alt basliklar ile verilen degerler Tablo 9.1°de
gosterildigi gibi kullanilan smiflama yontemlerine gore biiylik degisiklikler gostermektedir.
Ikili smiflama alt bashgmnda verilen yazar dogrulama sonuglari veri kiimesinde bulunan,
rastgele segilmis 100 yazarin verileri kullanilarak yapilan ikili siniflama sonuglaridir. Ayrica
validasyon alt bagliginda verilen sonuglar ikili siniflamada hi¢ verisi bulunmayan 20 yazara ait
verilerin yazar dogrulamasi sonuglaridir. Coklu siniflandirma ve ikili siniflandirma basligi
altinda verilen tiim sonuglar test kiimesinden elde edilen sonuglardir. Bu ve bundan sonraki tiim
tablolarda verilen degerler, elde edildikleri islemlerin 5 defa tekrarlanmasi ile ¢ikan sonuglarin

ortalamasi alinarak bulunmustur.

9.4.2. Ozniteliklerin Normallestirilmis Kullanim Sikliklar

Kelime 4-6n kok ozniteliklerinin kullanildigi bu ¢alismada bir 6nceki 6znitelik degerlerinin,
Oznitelik bazinda, yani Oznitelik-dokiiman matrisinin = siitun bazinda degerlerinin
normallestirilmesi ile elde edilen degerler kullanilmistir. Normallestirme islemi olarak onceki
boliimlerde bahsedilen min-max normallestirme yontemi kullanilmistir. Béylece dokiimanlarin

vektorel temsillerindeki Oznitelik degerleri 0-1 araliginda olmaktadir. Bu uygulama hem
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siiflandirma yontemlerinin daha etkili calismasina hem de verinin daha diizgiin bir dagilimla

temsil edilebilmesine katki saglayacaktir. Belirlenen 6zniteliklerin normallestirilmis kullanim

sikliklar1 kullanilarak yapilan siniflandirma sonuglar1 Tablo 9.2°de gdsterilmektedir.

Tablo 9.2. Belirlenen Ozniteliklerin normallestirilmis kullanim sikliklarindan elde edilen
siniflandirma sonuglari

Ozniteliklerin Normallestirilmis Kullanim Sikliklan

Siniflandirma
Yontemi

Coklu Siniflandirma ikili Siniflandirma

Logistic Regression 0,7916 0,78 0,4 0,39 | 0,44 0,635 0,595
AdaBoost 0 0,065 0,5 0,8 0,5 0,61 0,625
Random Forest 0,3 0,315 0,465 0,575 | 0,42 0,53 0,555
SVM 0,6791 0,7 0,475 0,475 | 0,475 0,475 0,475
NaiveBayes 0,3666 0,32 0,36 0,415 | 0,36 0,655 0,645
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,6 0,595 | 0,6 0,695 0,58
AdaBoost 0,585 0,77 | 0,585 0,655 0,665
Random Forest 0,555 0,64 | 0,535 0,585 0,605
SVM 0,5 0,5 0,5 0,5 0,5
NaiveBayes 0,465 0,53 | 0,465 0,675 0,665

Tablo 9.2°de goriildiigii gibi, 6zniteliklerin kullanim sikliklarinin normallestirilmesi ile bazi

siiflandirmalardan elde edilen sonuglar yiikselirken bazilari diigmektedir.

9.4.3. Kullamlan Ozniteliklerin Agirhklar

Yukarida da belirtildigi gibi bu calismada kullanilacak 6zniteliklerin belirlenmesinde 6znitelik

agirliklandirma yontemlerinden biri olan ve onceki ¢aligmalarda basarili ¢iktilar iireten Gini

Index agirliklandirma yontemi kullanilmistir. Tablo 9.3’te, dokiiman temsili vektorlerin

iretiminde segili 6zniteliklerin agirliklarinin kullanimi ile elde edilen siiflandirma sonuglari

gosterilmektedir.
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Tablo 9.3. Belirlenen 6zniteliklerin agirliklart kullanilarak elde edilen siniflandirma sonuglari

Ozniteliklerin Agirliklar
Siniflandirma Coklu Siniflandirma ikili Simiflandirma
Yontemi
Logistic Regression 0 0 0,475 0,475 | 0,475 0,475 0,475
AdaBoost 0,0041 0,005 0,595 | 0,575 | 0,595 0,615 0,615
Random Forest 0,2291 0,175 0,46 0,465 | 0,46 0,505 0,49
SVM 0,4916 0,53 0,475 | 0,475 | 0,475 0,475 0,475
NaiveBayes 0,3333 0,25 0,42 0,415 | 0,42 0,63 0,63
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,5 0,5 0,5 0,5 0,5
AdaBoost 0,635 | 0,615 | 0,635 0,62 0,62
Random Forest 0,545 0,575 | 0,6 0,605 0,57
SVM 0,5 0,5 0,5 0,5 0,5
NaiveBayes 0,455 | 0,445 | 0,455 0,65 0,65

Secili Ozniteliklerin agirliklar1 kullanilarak olusturulan temsil vektorleri ile elde edilen
smiflandirma sonuglar1 Tablo 9.3’te gortildigl gibi, 6zniteliklerin kullanim sikliklari ile elde

edilen dogruluk sonuglarindan daha az basarili sonuglar tiretmistir.

9.4.4. Kullanilan Ozniteliklerin Normallestirilmis Agirhklar:

Gini index kullanilarak belirlenen 6zniteliklerin agirliklarinin da hem siiflama basarisim
yiikseltecek olmasi hem de kullanilan verilerin agirlik bakimindan daha normal bir dagilimda
temsil ediciliginin arttirilmas1 amaci ile bir Onceki deneylerde kullanilan agirliklar
normallestirilmistir. Buradaki normallestirme isleminde de min-max normallestirmesi
kullanilmigtir. Tablo 9.4°te, dokiiman temsili vektorlerin iiretiminde, secili 6zniteliklerin
normallestirilmis  agirliklarinin -~ kullanimi  ile elde edilen smiflandirma sonuglari

gosterilmektedir.
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Tablo 9.4. Belirlenen oOzniteliklerin normallestirilmis agirliklar1 kullanilarak elde edilen
siniflandirma sonuglari

Ozniteliklerin Normallestirilmis Agirliklar
Siniflandirma Coklu Siniflandirma ikili Siniflandirma
Yontemi
Logistic Regression 0,7416 0,74 0,29 0,225 | 0,32 0,615 0,555
AdaBoost 0,0041 0,005 0,595 | 0,575 | 0,595 0,615 0,615
Random Forest 0,2041 0,215 0,525 | 0,465 | 0,465 0,56 0,515
SVM 0,6833 0,685 0,475 | 0,475 | 0,475 0,475 0,475
NaiveBayes 0,3333 0,25 0,42 0,415 | 0,42 0,63 0,63
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,53 0,49 | 0,52 0,67 0,64
AdaBoost 0,635 | 0,615 | 0,635 0,62 0,62
Random Forest 0,555 0,495 | 0,625 0,555 0,57
SVM 0,5 0,5 0,5 0,5 0,5
NaiveBayes 0,455 | 0,445 | 0,455 0,65 0,65

Normallestirme islemi uygulanarak elde edilen sonuglar bir¢ok yontemde degisiklik

gostermemis olup bazi siniflandirma sonuglarinda bir miktar iyilesmelere sebep olmustur.

9.4.5. Ozniteliklerin Kullamim Sikliklar ile Agirhiklar

Secili Ozniteliklerin kullanim sikliklar1 ile agirliklar1 carpimindan elde edilen degerler
kullanilarak bu deney kapsaminda dokiiman temsil vektorleri elde edilmistir. Elde edilen

vektorler ile gergeklestirilen siniflandirma sonuglari Tablo 9.5’te gdsterilmektedir.
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Tablo 9.5. Belirlenen 6zniteliklerin kullanim sikliklari ile agirliklari ¢arpimi kullanilarak elde
edilen smiflandirma sonuglari

Ozniteliklerin Kullanim Sikhiklari X Agirhklari

Siniflandirma

Coklu Siniflandirma ikili Siniflandirma

Yontemi
Logistic Regression 0,3166 0,325 0,485 | 0,445 | 0,485 0,515 0,475
AdaBoost 0,0875 0,085 0,6 1 0,6 0,64 0,65
Random Forest 0,3208 0,3 0,44 0,705 | 0,49 0,575 0,54
SVM 0,4666 0,51 0,475 | 0,475 | 0,475 0,475 0,475
NaiveBayes 0,5916 0,56 0,35 0,565 | 0,35 0,655 0,68
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,525 0,495 | 0,5 0,55 0,5
AdaBoost 0,595 1 0,595 0,65 0,65
Random Forest 0,495 0,755 | 0,52 0,64 0,62
SVM 0,5 0,5 0,5 0,5 0,5
NaiveBayes 0,45 0,665 | 0,45 0,66 0,64

9.4.6. Ozniteliklerin Kullamim Sikhklar ile Normallestirilmis Agirliklar:

Secili 6zniteliklerin kullanim sikliklari ile normallestirilmis agirliklari carpimindan elde edilen

degerler kullanilarak bu deney kapsaminda dokiiman temsil vektorleri elde edilmistir. Elde

edilen vektorler ile gerceklestirilen siniflandirma sonuglar1 Tablo 9.6°da gdsterilmektedir.
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Tablo 9.6. Belirlenen 6zniteliklerin kullanim sikliklart ile normallestirilmis agirliklar1 ¢arpimi
kullanilarak elde edilen siniflandirma sonuglari

Ozniteliklerin Kullanim Sikliklari X Normallestirilmis Agirliklari

Siniflandirma

Coklu Siniflandirma ikili Siniflandirma

Yontemi
Logistic Regression 0,8166 0,84 0,34 0,34 | 0,365 0,675 0,68
AdaBoost 0,0541 0,08 0,6 1 0,6 0,64 0,65
Random Forest 0,3291 0,265 0,48 0,885 | 0,415 0,53 0,565
SVM 0,7458 0,765 0,55 0,605 | 0,485 0,53 0,555
NaiveBayes 0,6208 0,56 0,35 0,565 | 0,35 0,655 0,68
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,535 0,59 | 0,56 0,725 0,715
AdaBoost 0,595 1 0,595 0,65 0,65
Random Forest 0,545 0,92 | 0,595 0,655 0,62
SVM 0,585 | 0,66 | 0,52 0,585 0,645
NaiveBayes 0,45 0,665 | 0,45 0,66 0,64

9.4.7. Ozniteliklerin Normallestirilmis Kullanmim Sikhklar ile Agirhiklar

Secili 6zniteliklerin normallestirilmig kullanim sikliklar1 ile agirliklart carpimindan elde edilen

degerler kullanilarak bu deney kapsaminda dokiiman temsil vektorleri elde edilmistir. Elde

edilen vektorler ile gergeklestirilen siniflandirma sonuglart Tablo 9.7°de gosterilmektedir.

Tablo 9.7. Belirlenen 6zniteliklerin normallestirilmis kullanim sikliklari ile agirliklart garpimi
kullanilarak elde edilen siniflandirma sonuglari

Ozniteliklerin Normallestirilmis Kullanim Sikhiklari X Agirliklari

Siniflandirma

Coklu Siniflandirma

ikili Siniflandirma

Yontemi
Logistic Regression 0 0 0,475 0,475 | 0,475 0,475 0,475
AdaBoost 0 0,065 0,6 0,665 | 0,6 0,6 0,57
Random Forest 0,3083 0,335 0,4 0,515 | 0,41 0,47 0,52
SVM 0,0125 0,01 0,475 | 0,475 | 0,475 0,475 0,475
NaiveBayes 0,3416 0,325 0,355 | 0,445 | 0,355 0,655 0,68
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,5 0,5 0,5 0,5 0,5
AdaBoost 0,615 | 0,765 | 0,615 0,625 0,575
Random Forest 0,55 0,625 | 0,575 0,545 0,535
SVM 0,5 0,5 0,5 0,5 0,5
NaiveBayes 0,465 0,535 | 0,465 0,67 0,625
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9.4.8. Ozniteliklerin Normallestirilmis Kullanim Sikliklar1 ile Normallestirilmis

Agirhiklar:

Secili Ozniteliklerin normallestirilmis kullanim sikliklar1 ile normallestirilmis agirliklar:
carpimindan elde edilen degerler kullanilarak bu deney kapsaminda dokiiman temsil vektorleri
elde edilmistir. Elde edilen vektorler ile gergeklestirilen siniflandirma sonuglar1 Tablo 9.8’de
gosterilmektedir.

Tablo 9.8. Belirlenen 6zniteliklerin normallestirilmis kullanim sikliklari ile normallestirilmis
agirliklar1 ¢arpimi kullanilarak elde edilen siniflandirma sonuglari

Ozniteliklerin Normallestirilmis Kullanim Sikliklar1 X Normallestirilmis Agirliklan
Siniflandirma Coklu Siniflandirma ikili Siniflandirma
Yontemi
Logistic Regression 0,5583 0,55 0,485 0,415 | 0,485 0,545 0,48
AdaBoost 0 0,065 0,5 0,8 0,5 0,61 0,635
Random Forest 0,2916 0,305 0,41 0,615 | 0,435 0,485 0,565
SVM 0,4541 0,495 0,475 | 0,475 | 0,475 0,475 0,475
NaiveBayes 0,3416 0,33 0,355 | 0,445 | 0,355 0,655 0,68
Siniflandirma Validasyon
Yontemi
Logistic Regression 0,55 0,45 | 0,5 0,61 0,51
AdaBoost 0,585 | 0,77 | 0,585 0,655 0,615
Random Forest 0,52 0,73 | 0,57 0,585 0,58
SVM 0,5 0,5 0,5 0,5 0,5
NaiveBayes 0,465 0,54 | 0,465 0,67 0,63

9.4.9. Kelime Bulutu

Oznitelik kullanim sikliklarinin én planda tutuldugu bu béliimde 4-6n-kok adi verilen, 4
karaktere kadar olan tiim kelimeler 6znitelik kiimesine eklenmistir. Ayrica 4’ten fazla karaktere
sahip kelimelerin ilk 4 karakteri, 6n kok olarak kelimeleri temsilen yine bu 6znitelik kiimesine
eklenmistir. Birgok dogal dil isleme ve yazar analizi ¢calismasinda oldugu gibi bu ¢ok fazla
saylda olan 6zniteliklerin belli bir orana indirilmesi gerekmektedir. Bu islem i¢in yaz 6znitelik
indirgeme iglemleri yapilir veya 6znitelik se¢me islemi yapilir. Bu tez kapsaminda kullanilan
Ozniteliklerin bireysel olarak agirligi — 6nemi de dikkate alindigindan 6znitelik segme islemi
kullanilmistir. Bu amag ile kullanilan gini index 6znitelik agirliklandirma yontemi ile veri
kiimesinde bulunan en yiiksek agirlikli 1000 6znitelik secilmistir. Secili bu 6zniteliklerin

kullanim sikliklarina gore boyutlandirildigi kelime bulutu Sekil 9.12°de gosterilmektedir.
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Sekil 9.12. Segili 6zniteliklerin kelime bulutu gosterimi

Kullanilan veri kiimesinde secili 6znitelikler i¢cinde en ¢ok kullanilan 6znitelikler; anla, insa(n),

diisii(n), konu, zama(n), ... gibi kelimeler olmustur.
9.5. Cikarmmlar

Yazar Dogrulama probleminin ¢éziimii i¢in Onerilen yontem igerisinde, “token 4-gram” olarak
da bilinen kelime 4-6n kok 6znitelikleri kullanilarak elde edilen en iyi sonuglar, dokiimanlarin

fark, carpim ve carpimlarinin karekokleri alinarak birlestirilmesi ile elde edilmistir.

Problemin ¢6ziimiine hizmet eden en anlamli 6znitelik setleri; 6zniteliklerin frekanslar1 ve
Ozniteliklerin frekanslarinin agirliklar ile ¢garpimidir. Elde edilen sonuglarin basarisi anlamli

fakat yetersizdir.

Ileriki caligmalarda, secili veri kiimesi ve model icin basariy1 yiikseltecek ek oznitelikler
kullanilmasi, elde edilen en basarili yapinin Literatiirdeki farkli dillerde yaymlanan veri

kiimeleri i¢in sonuglarinin alinmasi ve yayin yazimi planlanmaktadir.
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10. YAZAR ANALIZININ ADLI BILISIMINDE USLUPSAL
OZNITELIKLERIN DERIN KOMBINASYONU

Adli bilisimde Yazar Analizi (YA), bir yazara ait yazilardan o yazar ile ilgili bilgi ¢ikarmay1
amaclayan bir siirectir. Adli YA ¢alismalarina tehdit ve santaj igerikli iletilerle dijital medya
kullanicilarinin giivenligini tehlikeye atan anonim yazarlarin karakteristiginin tespit edilmesi
icin ihtiya¢ duyulmaktadir. iki kisa anonim yazinin ayni yazar tarafindan yazilip yazilmadiginin
analizi icin biz bu c¢aligmada farkli kategorideki iislupsal ozellikleri farkli siireglerde
birlestiriyoruz. Onceki YA ¢alismalarmin ¢ogunda farkli kategorideki iislupsal ozellikler
sunulan ¢dziimiin basinda bir 6n islem olarak birlestirilmektedir. Ogrenme siireci boyunca
kategori tabanli bir islem yapilmamaktadir; tiim kategoriler esit olarak degerlendirilmektedir.
Fakat onerdigimiz yaklasim her 6znitelik kategorisine kendi nitel ve nicel 6zelliklerine gore
ayrt 6grenme siireclerine sahiptir ve karar asamasinda bu siiregleri Derin Sinir Aglari
Kombinasyonu (C-DSA) kullanarak birlestirmektedir. Onerdigimiz yaklasimin Yazar
Dogrulama (YD) performansini degerlendirmek i¢in bu calismada, kullanilan her iislupsal
kategori icin probleme o6zgii Derin Sinir Aglart (DSA) tasarlanmis ve uygulanmistir.
Calismanin deneyleri iki farkli umumi Ingilizce veri kiimesi iizerinde yiiriitiilmiistiir. Elde
edilen sonuglar Onerilen yaklagimin sunulan ¢6ziimlerin genellestirme yetenegini ve
giivenilirligini biiylik olclide arttirdigin1 ve hatta tekil DSA’lardan daha yiiksek dogrulukta

sonuglar {irettigini gostermistir.
10.1. Arka Plan Bilgisi

Dijital ortamlarda metinsel verilerin {iretimi giin be giin siirekli ve tistel olarak artmaktadir. Bu
ortamalarda anonim veri iiretmenin kolayligi, takma isimler kullanarak birilerini tehdit etmek
veya birilerine santaj yapmak gibi anonim siber suglarin islenmesini de kolaylastirmaktadir. Bu
sebepler dolayisi ile yazi tislubunun analiz edilmesi ile dijital dokiimanlardan yazarlar ile ilgili
bilgi elde edebilmek biiylik dnem tagimaktadir. Bir yazara ait yazma {islubu hassas (bilissel
veya davranigsal) bir biyometridir [1, 2] ve iislupsal 6zniteliklerin yardimi ile bu biyometriler
belirlenebilmektedir. Bu 6znitelikler dokiimanlar1 yazarinin iislupsal temsiline doniistiirmede
kullanilmaktadir. Bunlar; sozciiksel, yapisal, alana 06zgli, sozdizimsel veya anlamsal
Ozniteliklerdir [5]. Yaklasik 200 yildir bu 6znitelikler birgok ¢alismada yazarlarin kisisel

karakteristiklerini elde etmek igin kullanilmaktadir [4]. Bu ¢alismada, bu 6zniteliklerin yazar
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analizi yontemlerinin genellestirme yetenegini arttirmak i¢in nasil kullanilmasi gerektigi

iizerine aragtirma yapilmistir.

Yazarlarin yazma {slubunu elde etmek i¢in birgok {islupsal teknik gelistirilmistir.
Arasgtirmacilarin ilgilendigi problemler bakimindan Yazar Analizi (YA) bes 6nemli alt boliime
ayrilmigtir: Yazar tanima, yazar dogrulama, yazar profil ¢ikarimi, iislupsal dlcek ve ters
iislupsal 6l¢ek [5]. Bu alanda arastirmacilar ¢ogunlukla yazar tanima ve yazar dogrulama
calismalarina yogunlasmis olsalar da [37], bu alandaki problemler birbiriyle iliskilidir ve bir alt
alan i¢in Onerilecek optimal bir ¢6ziim barindirdig tislupsal altyapr sebebiyle diger alanlarda
da faydali olacaktir. Yazar tanimlama caligmalar1 sorgulanan bir dokiimani bir yazara atama
iizerinedir. Yazar tanimlama caligmalarinin yazar dogrulama ¢alismalarindan farki kullanilan
aday yazar kiimesidir. Yazar tanimlama ¢aligmalarinda sorgulanan dokiimanin yazariin aday
yazarlar kiimesinde oldugu garantilenmistir, bu sebeple bu c¢aligmalar kapali kiime atama
problemi olarak ele alinmaktadir [10]. Fakat yazar dogrulama calismalarinda sorgulanan
dokiimana ait bir aday yazarlar kiimesi veya dokiimanin yazarina ait baska bir arka plan bilgisi

bulunmamaktadir.

Yazar Dogrulama (YD) Dijital Metinlerin Adli Bilisimi ve YA ¢alismalarinin ortak
alanlarindan biridir [20, 95]. YD ¢alismalarinin amaci, verilen bir grup dokiimanin yazarinin
ayn1 zamanda sorgulanan bir dokiimanin da yazari olup olmadigina karar vermektir (bir-e-gok)
[19, 96]. Bu galigmalarin en zorlu yapisinda ki bizim bu ¢aligmada da ele aldigimiz yap1, YD
verilen iki kisa anonim dokiimanin ayn1 yazar tarafindan yazilip yazilmadigina karar vermeyi
amaglar (bir-e-bir) [22, 97]. Bu yapida, sorgulanan bir metnin yazar1 hem yazari bilinen hem
de yazar1 bilinmeyen metinlere karsi dogrulanabilmektedir. Bu c¢alismada, bir-e-bir YD
problemi olarak, verilen iki dokiimanin iislupsal farkinin tek bir yazari temsil edip etmedigi
iizerine ¢alismalar yapilmistir. Bu ¢alismalar ile amacimiz, bazi tehdit mesajlarinin ayni kisi
tarafindan atilip atilmadig1 veya bir liriin i¢in 6nyargili yorumlarin ayni kisi tarafindan yapilip
yapilmadig1 gibi sorunlarin ¢oziimiine katkida bulunmaktir. YD zorlu bir problem oldugundan,
bircok ¢alismada farkli lislupsal kategorilerdeki 6znitelikleri birlikte barindiran modellerin, tek
bir kategorideki ozellikleri barindiranlardan daha yiiksek dogrulukta sonuglar irettigi
gosterilmistir [2, 18, 57]. Bu ¢alismalarin ¢ogunda farkli kategorideki 6znitelikler 6grenme
sirecinden Once yalin haliyle birlestirilmistir [18, 98]. Farkli olarak biz bu g¢aligmada
kullandigimiz her iislupsal 6znitelik kategorisi igin bu kategorilerin nitel ve nicel 6zelliklerine
gore ayr1 0grenme siirecleri gelistirdik ve bu siiregleri ¢oziimiin karar asamasinda bir araya
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getirdik. Boylece, hem 6grenme modelinin genellestirme yetenegi hem de kullanilan 6znitelik

kategorilerinin temsil ediciligi arttirilmis oldu.

YA problemleri siniflandirma problemleridir ve ele alinan problemin yapisina gore tek sinifli,
iki siifl1 veya ¢ok sinifli olarak degerlendirilmektedir. YA problemlerinin ¢oziimiinde; agac-
tabanli 6grenmeler, lojistik regresyon, Destek Vektor Makineleri, Bayes siniflandiricilar gibi
birgok denetimli 6grenme teknikleri kullanilmaktadir [5]. Denetimsiz 6grenme veya kiimeleme
bakis agis1 ile de K-ortalamalar, Beklenti Maksimizasyonu gibi teknikler genellikle {islupsal
benzerliklerine gore bir grup igindeki benzer dokiimanlarin bulunmasinda kullanilmaktadir [95,
99]. Ayrica, bazi 6znitelik kategorilerinin ¢ok boyutlu olmasi sebebi ile Temel Bilesenler
Analizi gibi 6znitelik se¢imi veya boyut indirgeme teknikleri de YA ¢aligmalarinda siklikla
kullanilmaktadir [100]. Bu ¢alismada Yapay Sinir Aglart (YSA) kullanilarak denetimli
ogrenme yaklagimi uygulanmistir. YSA’lar birden ¢ok gizli katman ve farkli mimariler ile
Derin Sinir Aglar1 (DSA) modeli olarak ele alinmaktadir. Sinir aglarinin genellestirme
yetenegini arttirmak i¢in bir¢ok sinir aginin bilesimi birgok ¢alismada ¢ok umut verici sonuglar
tretmistir [101]. Etkili bir sinir aglari birlesimi tasarlamak tek bir sinir ag1 tasarlamaktan daha
karmasik olmasina ragmen bir birlesik tasarim bir tekli tasarima gore daha giivenilir ve daha
genellestirilmis bir ¢6ziim sunmaktadir. Bu sebeple, AA problemlerinin ¢oziimiinde tek bir en
1yl DSA mimarisi kullanmak yerine, bu ¢alismada farkli DSA’larin birlesiminden olusan yeni
bir yaklagimin (C-DSA) kullanilmas1 onerilmistir. Farkli iislupsal kategoriler i¢in tasarlanan
DSA mimarileri, onerilen C-DSA mimarisinde karar asamasinda birlestirilmektedir. Bu
calismada, hem tekil DSA mimarilerinin hem de Onerilen C-DSA mimarisinin YD
performanslart deneysel caligsmalar ile gosterilmistir. Boylece, hem farkli kategorilerdeki
Ozniteliklerin YA’da kullaniminin etkisi hem de farkli ¢6ziim modellerinin YA’da bir arada

kullaniminin etkisi uygulamalarla gosterilmistir.

Iki umumi Ingilizce veri kiimesi hem tekil DSA’larin hem de 6nerilen C-DSA yaklasiminin
performans testinde kullanilmistir. Deneysel calismalarin sonuglar1 onerilen C-DSA
yaklagiminin tekli DSA’lara gore daha giivenilir, daha genellestirilmis ve daha dogrulugu

yiiksek ¢6ziim sundugunu gostermektedir.
10.2. Problem Tanim

Adli bilisimde Y A uzun yillardir intihal tespiti veya tartismali metinlerin yazarini belirleme gibi

birgok sorunun ¢oziimiinde ¢alisilmaktadir [3]. Metinlerin dijitallestirilmesiyle bu c¢alismalar,
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dijital metinlerin adli bilisiminde YA olarak gelismistir [102]. 2000 yilinda Stamatatos ve ark.
belirli bir kisinin sorgulanan metnin yazari oldugu hipotezinin onaylanmasi (veya reddedilmesi)
gerekliligiyle ilgilenmistir [103]. Calisma, yazarlik dogrulama sorununun ele alindig ilk
caligmadir. Bu durumda, bir yazar tarafindan yazilan metinler ve bu 6zel yazar tarafindan
yazilip yazilmadig1 sorgulanan harici bir metin vardir. Ote yandan, 2014 yilinda Koppel ve
Winter [23] YD problemini bir yazarin bilinen bir belgesi olarak gorece kisa bir dokiiman
olarak ele aldilar. Sorgulanan belgenin yazarligini dogrulamak i¢in bilinen tek bir kisa belge
varsa, sorun daha zor hale gelir. Iki anonim metnin yazarlik dogrulamasi (bire bir karsilastirma)
olarak kabul edilen sorun, birgok yazarlik analizi ¢alismasinin temelini olusturmaktadir [2]. Bu
tir dogrulama problemlerinin zorluklar1 arasinda, bilinen ve sorgulanan belgelerin uzunlugu
[23], en iyi ayirt edici Oznitelik setlerinin se¢imi [18] ve basarili bir yanit islevi bulunmasi [104]

bulunmaktadir.

YA'da yapilan caligmalar, en iyi aywrt edici Ozniteliklerin tek bir iislupsal kategoriden
olmadigint gostermistir. Farkli kategorilerdeki iislupsal 6zniteliklerin birlikte kullanilmasi
birgok Onerilen yontemin basarisini arttirmaktadir [2, 18, 57, 105]. Bu alanda yapilan
caligmalarin ¢ogu ya ¢oziimde tek bir Uslup kategorisi kullanmigtir [106-108] ya da farkli
Oznitelik kategorileri i¢in tek bir 6grenme modeli kullanmistir [1, 18, 109, 110]. Bu ¢alismada
literatiirden farkli olarak, iislupsal 6znitelikleri 6grenme siirecinde nitel ve nicel 6zelliklerine
gore degerlendiren yeni bir yaklagim oneriyoruz. Kullanilan her iislup kategorisi i¢in ayri bir
ogrenme siireci gelistiriyor ve bu asamalar1 karar asamasinda bir C-DSA mimarisi yardimiyla
birlestiriyoruz. Ogrenme modelinin saglamligini / giivenilirligini ve kullanilan dzniteliklerin
temsil edilebilirligini artirmak icin her 6znitelik kategorisi i¢in farkli bir siire¢ kullaniyoruz.
Onerilen yaklagim, tek bir iislup kategorisini veya farkli 6znitelik kategorileri igin tek bir modeli

kullanan yaklasimdan daha genel bir ¢6ziim sunmaktadir.
10.3. YD Orneklerinin Uretimi

10.3.1. Veri Kiimesi Diizenlemeleri

Onerilen yaklagimin performansm test etmek igin iki popiiler veri kiimesi, Ingilizce Blog
Kiilliyat1 [15] ve PAN-2015-ingilizce veri kiimesi [111] kullamilmustir. Ingilizce Blog
Kiilliyatr, 19320 blog yazari1 tarafindan {iretilen gonderilerden olusmaktadir. Bu veri
kiimesinden, 1000 yazardan 500 kelime igeren 20 adet rastgele metin alarak yeni bir veri kiimesi
elde ettik. Ayn1 yazardan alindig1 anlamina gelen 20 pozitif belge ¢ifti, her bir yazardan rastgele
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almmustir. Benzer sekilde, farkli yazarlardan alindiklar1 anlamina gelen 20 negatif belge ¢ifti,
her yazar i¢in diger yazarlarin rastgele se¢ilmis metinleri kullanilarak elde edilmistir. Boylece,

20.000 pozitif ve 20.000 negatif 6rnek igeren 40.000 6rnek ile yeni bir veri kiimesi elde ettik.

PAN-2015-Ingilizce veri kiimesi, konusmaci isimleri, karakterler vb. listesi hari¢ olmak {izere
oyunlardan elde edilen bir dizi iletisim yazigmalarina sahiptir [111]. Bu veri kiimesinde egitim
kiimesinde 100 belge cifti ve test kiimesinde 500 belge ¢ifti vardir. Derin mimariler kii¢tik bir
egitim kiimesi ile iyi performans gostermeyeceginden, egitim ve test kiimelerini deneylerde bir

araya getirdik.
10.3.2. Uslupsal Oznitelikler

Literatiirde, ¢esitli metin analiz yontemlerinde binden fazla iislupasal 6znitelik kullanilmistir.
Bu oznitelikler sozciiksel, sdzdizimsel, anlamsal, yapisal ve igerige 6zgii olarak kategorilere
ayrilmaktadir [30, 34]. Yazar analizi caligmalari arasinda hangi kategorilerin veya 6zniteliklerin
en 1yi sonuglar1 verdigine iliskin ortak bir karar yoktur. Miktar ve kalite bakimindan ¢ok farkl
olmalarina ragmen, ¢alismalarin ¢ogu elde edilecek basariyr artirmak i¢in bazi kategorileri

birarada kullanmistir [2, 18, 105].

Bu caligmanin deneylerinde ii¢ farkli 6znitelik kategorisi kullanilmistir. Sozciiksel 6znitelikler
(cl) olarak, bes karaktere kadar olan tiim kelimeleri ve daha uzun kelimeler i¢in ilk bes karakteri
alan kelime 5 oOneklerinin frekanslarini kullandik. Noktalama frekanslar1 (c2) sozdizimsel
oznitelikler olarak kullanilmistir ve yapisal 6znitelik kategorisi (c3) icin yapisal 6zellikler
(kelime tabanli paragraf uzunlugu, ortalama kelime uzunlugu, metin basina karakter sayisi,
metin basina noktalama sayis1) kullanilmigtir. Bu Oznitelik kiimelerini iki farkli yapida
kullandik. ik yapida, 6grenme siirecinden once, belgelerin vektdr temsilini almak icin tiim
ozellikleri birlestirdik (dc). Bu yapida her belge, farkli islup kategorilerinden farkli 6znitelikler
igeren tek bir vektdrle temsil edilir. Ikinci formda, her belge igin ayr1 ayr1 iig farkli vektdr temsili
kullandik (dcl, dc2 ve dc3). Her temsil belirli bir 6znitelik kategorisinin 6zelliklerini tasir ve

O0grenme agamasinda ayr1 bir siireci vardir. Bu dort vektoriin temsili asagida gosterilmistir.

d(cl) =[cly, clp, €13, ..., cln]
d(c2) =[c21, c22, €23, ..., c2m]
d(c3) =[ ¢34, €32, €33, ..., 3]
dc =[cly, clp, €13, ..., Cly, €21, C22, C23, ..., C2m, C31, C32, C33, ..., c3k]
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Yukaridaki vektorel gosterimlerde cl1, ¢2 ve ¢3 kullanilan 6zniteliklerin kategorilerini temsil

ederken, c2m ise c2 kategorisindeki m. 6zniteligin degerini temsil etmektedir.

10.3.3. Dokiiman Ciftlerinin Degerlendirilmesi

Belge ciftlerini tek bir gosterimde degerlendirebilmek i¢in, vektor uzayindaki ¢iftlerin mutlak
farkini1 kullandik. Bunu yaparak, degerlendirilen ¢iftlerin ayn1 sayida boyutuna sahip yeni bir
vektor temsili elde ettik. Bu gosterimi kullanarak, bir belge ¢iftinin mutlak farkinin tek bir
yazarin stilini temsil edip etmedigini sorguladik. S6z konusu belge ¢iftlerini, [23]
caligmasindaki denetimli 6grenme yonteminde uygulandigi sekilde, pozitif ve negatif AV
orneklerinin tek bir temsilini tiretmek icin degerlendirdik. Her YD 0rnegi asagidaki temsil

kullanilarak belge ¢iftlerinden (X ve Y) elde edildi.

COXY) =Tl Xa=Yall I Xe = Y2l [ Xs = Y3, ... [ Xn=Yn ][]

X ve Y iki belgenin 6znitelik vektorleri olsun ve Xi ile Yi ilgili 6zniteliklerin degeri olsun. X
ve Y ayn yazarin ¢iftiyse, C vektorii pozitif, farkli yazarlara ait dokiiman ¢ifti ise negatif olarak
etiketlendi. Bu etiketleme islemini, kullanilan her iki veri kiimesindeki metin g¢iftlerine
uygulayarak, bu veri kiimeleri pozitif ve negatif AV 6rnekleri igeren iki sinifli veri kiimeleri

haline doniistiirilmistir.
10.4. Uslupsal Ozniteliklerin Derin Birlesimi

Bu calismada, iki anonim belgenin yazarligint dogrulama probleminin ¢6ziimii i¢in C-DSA
kullanan yeni bir yaklasim uyguladik. Her tislup kategorisi ve tiim kategorilerin birlestirilmis
formu igin tek bir DSA tasarladik. Ardindan, bir C-DSA mimarisinde, tek DSA'lar1 derin bir

mimarinin karar asamasinda birlestirdik. Mimarilerin detaylar1 asagida verilmistir.

10.4.1. DSA Mimarileri

Hesaplamali teknikler hizla gelisirken, derin mimarileri olan DSA'lar denetimli 6grenme
yontemleri i¢in giiclii yapilar sunmaktadir [112]. Bu c¢alismada ele alinan YD probleminin
¢cOziimiine uygun derin mimariler ile Sinir Aglar1 (DSA) ile arastirilmistir. Kullanilan problem
tiirline ve veri setine gore, DSA yapilan icerdikleri katman ve sinir hiicresi sayist veya
aktivasyon fonksiyonlarinin tiirii gibi her bir katmanda kullanilan hiperparametreler agisindan
birgok sekil alabilir. Her soruna ve her veri setine uygun mimariyi liretmek karmagsik bir

siirectir. Ozellikle iiretilen yontemin kullanilan veriyi ezberlemesini &nlemek igin, her bir
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soruna ve her veri setine 6zgii uygun mimariyi ve parametreleri belirlemek gerekir. Onerilen

DSA tasarimlar1 Sekil 10.1'de gosterilmektedir.

mput: | (None, 35880)

mput_1: InputLayer
output: | (None, 35880)

mput: | (None, 35880)
dense: Dense
output (None, 128)
mput: | (None, 128) mput (None, 30)
dense_1: Dense mput_3: InputLayer
- output: | (None. 64) output: | (None, 30)
wmput (None, 64) mput (None, 30)
dense_2: Dense dense_12: Dense
- oufput: | (None, 32) output: | (None, 16)
: 1 t (N 4)
mput: 32 mput: | (None, 16) : : mpul one,
dense_3: Dense mput: | Glone, 32) dense_13: Dense X mput_4: InputLayer
- output: | (None, 16) - output (None, 4) output: | (None, 4)
y
mput .16 mput: (None, 4) mput: (None, 4)
dense 4: Dense o {one, 16 dense_l14: Dense dense_15: Dense
=] output: | (None, 4) output: | (None, 2) output: | (None, 2)
v ,
mput: | (None, 4) mput: | (None, 2) ) mput: | (None, 2)
dense_5: Dense dense_16: Dense dense_16: Dense
- output: | (None, 1) output: | (None, 1) output: | (None, 1)

Sekil 10.1. Farkli iislupsal 6znitelikler i¢in tasarlanan DSA mimarileri

Sekil 10.1'de gosterilen DSA mimarileri, blog veri kiimesi i¢in iiretilen YD modellerinin
temsilidir. Sekil 10.1'in sol tarafinda gosterilen ilk mimari, hem c1 (s6zciiksel 6znitelikler) hem
de dc (tim ozelliklerin birlestirilmesi) Ornekleri i¢in kullanilmistir. Sekil 10.I'in ortasinda
gosterilen ikinci mimari, ¢2 (sozdizimsel 6znitelikler) 6rnekleri i¢in kullanilmustir. Sekil 10.1'in
sag tarafinda gdsterilen son mimari c3 (yapisal 6znitelikler) 6rnekleri i¢in kullanilmistir. Blog
veri kiimesinin ds bi¢gimindeki girdi 6rnekleri 35880 boyutlu vektorlerdir. Sonuncusu harig tiim
yogun katmanlarda, selu (Scaled Exponential Linear Unit) aktivasyon fonksiyonu ve ¢ekirdek
bagslaticist i¢in lecun normal dagilimi kullandik. Son yogun tabakada, numunelerin sinifini
tahmin etmek i¢in sigmoid aktivasyon fonksiyonunu kullandik. Tiim DSA mimarilerinde,
katman sayisimi artirdigimizda veya her katmandaki sinir hiicresi sayisini artirdigimizda,
yontemin ezberleme egilimi de paralel olarak artmaktaydi. Bu sebeple, Blog veri kiimesi 40.000
ornek icermesine ragmen, daha karmasik bir mimari olusturmak gerekmemistir. Diger taraftan,

PAN veri kiimesi 600 6rnek igermesine ragmen, ayn1 DSA mimarisinde dc formuyla basaril
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sonuglar vermistir. PAN 6rnekleri 5551 boyutlu vektorlerdir ve ayni mimarileri kullanan bir

YD modelinin tiretiminde de kullanilmistir.

10.4.2. C-DSA Yaklasimi

Farkl1 tislupsal 6znitelik kategorilerinin temsil edilebilirligini ve 6nerilen DSA'larin genelleme
kabiliyetini arttirmak i¢in, her katmanda uygun fonsiyonlara ve sinir hiicrelerine sahip bir C-
DSA mimarisi tasarladik. Onerilen C-DSA mimarisinin 3 fazi vardir; 6grenme veya boyut
azaltma, birlestirme ve karar verme. YD i¢in Onerilen C-DSA mimarisi Sekil 10.2'de

gosterilmistir.

wput | (None, 35846)
output: | {None, 35546)

wput_ 2 InpaEayer

wput | {(None. 33546)

dense_ o Dense
oufput (Noue, 128)

mipait (Noue, 125)

dense_ " Dense
- output. | (None, 6d)

mpat: | (None, 6d) mput. | (None, 30)
dense_8 Dense - miput 3 InpulLayer -
outpul [ (None, 32) output | (None, 30)
4
mput: | (None, 32) mput- | (None, M) mpt (None, 4)
denze_9 Dense deze 12 Dense wpt_ 4 InputLayes
output: | (None. 16) owput | (None. 16) outpat | (None, 4)
A y
wput. | (Noune, 16) gt | (None, 16) gt (Noge. 1)
dense 10 Dense dense_13: Dense dense_ 1% Dense
= output: | (Noge, 4) = owtput. | (None, 4) = ompat. | (None, 2)
A
mput. | {(None, 4) wmput: | (None, 4) mpat: | (None. 2)
dense 11 Dense - denze 14 Dense dense 16 Dense
output: | (None, 4) output | (None, 2) output | (None, 1)
\ Y /
i wmput | [(None, 4). (None, 2}, (None. 1)]
concatenate Concafenate
owtput. {(None, 7)

mput. | (Noge. 7)

dense 17 Dense
owtput: | (Noae, 4)

wput: | (Noae, 4)
output: | (None, 2)

dense_18: Dense

mput | (None, 2)

denze_19: Dense
output: | (None. 1)

Sekil 10.2. YD problemi i¢in tasarlanmis, nerilen C-DSA mimarisi
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Sekil 10.2'de gosterilen C-DSA mimarisi, blog veri kiimesi i¢in tasarlanmis YD modelinin
temsilidir. C-DNN mimarisinin ilk agamasi, bir 6rnegin ii¢ farkli vektor gosteriminden alinan
ti¢ farkl girdi igerir. Temsiller kullanilan iislupsal 6zniteliklerin kategorilerine dayanmaktadir.
Bu asama, YD probleminin ¢6ziimii i¢in her bir girdi kategorisinin kodlanmis veya indirgenmis
bi¢gimlerini 6grenir. Niceliksel ve niteliksel 6zelliklerine gore kodlanan girdiler ikinci asamada

birlestirilir.

Sozciiksel Oznitelikler YA ¢alismalarinda en ¢ok kullanilan Ozniteliklerdir [19, 23], ve
literatiire gore, bu 6znitelikler tek baslarina kullanildiklarinda s6zdizimsel 6zelliklerden daha
etkilidir [18]. Bu nedenle, birinci kategorinin kodlanmis formu i¢in 4 sinir hiicresi kullandik.
Ote yandan, YA calismalarinda farkli sozdizimsel ozniteliklerle de basarili calismalar
yuritilmistiir [107, 109]. Bu ¢alismada kullandigimiz s6zdizimsel 6zellikler nicelik olarak
sOzcliksel 6zelliklerden daha kisadir ve literatiirde daha az kullanilmaktadir; bu sebeple, ikinci
kategorinin kodlanmis formu igin 2 sinir hiicresi kullandik. Ugiincii kategori sadece 4 6znitelige
sahiptir ve genellikle ana Oznitelik kiimesini desteklemek i¢in kullanilir. Bu sebeple, son
kategorinin kodlanmis formu i¢in sadece 1 sinir hiicresi kullandik. Birlestirme katmanina kadar

olan tiim yogun katmanlarda, DSA katmanlarinin 6zellikleri korunmustur.

Son karar agsamasinda farkli kategorilerin birlesiminin giiclinii arttirmak i¢in mimariye iki tane
daha yogun katman eklenmistir. Bu katmanlarda tanh (Hiperbolik tanjant) aktivasyon
fonksiyonu ve cekirdek baslaticis1 olarak diizgiin dagilim kullandik. Nihai karar sigmoid
aktivasyon fonksiyonuna sahip son katmandan elde edilmektedir. PAN veri kiimesinden elde

edilen ornekler i¢in de benzer ayarlamalar kullanilmastir.
10.5. Deneysel Sonuclar

Deneysel c¢alismalarda, oOnerilen DSA ve C-DSA yaklasimlar1 YD performanslarini
degerlendirmek i¢in 6nceden belirtilen iki veri seti kullanilarak test edilmistir. Tiim deneyler
Python 3.7'de Keras kullanilarak Tensorflow 2.0 iizerinde yapilmistir. Ornekleri 100
biiytikliigiinde gruplar halinde (batch size) gruplandirdik ve tiim deneylerde 50 devir (epoch)
kullandik. Veri kiimeleri pozitif ve negatif Ornek sayisi agisindan dengelendiginden,
degerlendirmelerde dogruluk ve f-6l¢iisii kullanmayzi tercih ettik. Ele alinan 6lgeklere gore, blog
ve PAN veri kiimelerinin DSA ve C-DSA mimarilerinden elde edilen YD dogruluklari ve

karsilastirmalart Sekil 10.3'te gosterilmektedir.
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Sekil 10.3. DSA ve C-DSA mimarilerinin YD performanslarinin elde edilen dogruluk
degerleri bakimindan karsilagtirmasi

Sekil 10.3'te gosterilen sonuglar, son siitun harig, blog veri kiimesinin deneylerinden elde
edilmistir. Tek bir kategorideki 6znitelikler kullanilarak, elde edilen sonuglar arasinda biiyiik
bir fark olmamakla birlikte, dogrulugu en yiiksek sonug¢ sozciiksel Ozniteliklerden elde
edilmistir. Ote yandan, onerilen C-DSA mimarileri kullamlan iislup kategorisinin her
kombinasyonunda DSA mimarilerinden daha yiiksek dogrulukta sonuglar iiretmistir. DSA ve
C-DSA mimarileri ile tiim 6znitelik kategorileri kullanilarak PAN veri kiimesinden de son

stitunda gorildigii tizere, benzer sonuglar elde edilmistir.

Blog ve PAN veri kiimelerinin DSA ve C-DSA mimarilerinden elde edilen YD f-6l¢iimleri ve

kargilastirmalart Sekil 10.4'te gosterilmektedir.
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Sekil 10.4. DSA ve C-DSA mimarilerinin YD performanslarinin elde edilen f-6l¢egi degerleri
bakimindan karsilagtirmasi

Deneylerde kullanilan veri kiimeleri dengeli kiimeler olmasina ragmen, onerilen yaklagimin
saglamligmi / gilivenilirligini gdstermek i¢in f-Ol¢timleri de hesaplanmistir. Sekil 10.4'te
gosterildigi gibi, f-Olgiimleriyle elde edilen sonuglar, dogruluk o6l¢iimleriyle elde edilen
sonuglarla hemen hemen aynmidir. F- olglimleri ile alinan sonuglara gore, onerilen C-DSA
mimarileri kullanilan islup kategorisinin her kombinasyonunda DSA mimarilerinden daha
saglam sonuglar {iretmistir. Sonuglar1 Sekil 10.3 ve Sekil 10.4'te verilen deneylerde, 10 kat
capraz dogrulama uygulanmigstir. Sekillerde, tiim siitunlar sonuncusu hari¢ blog veri kiimesinin
YD performanslarin1 gosterir. DSA mimarisi kullanilarak elde edilen dogruluk degerleri
dikkate alindiginda, tiim 6znitelikleri birlikte degerlendiren deneylerden yiiksek dogruluk elde
edilmistir. Diger yandan, ayni1 6zniteliklerden elde edilen dogrulugu arttirmanin yani sira, C-
DSA mimarisi kullanilarak ¢6ziimiin genellestirilmesi de artmistir. Sekillerin son siitunlari,
kullandigimiz PAN veri kiimesinin YD performanslarin1 gostermektedir. C-DSA mimarisinin
genelleme yetenegini gostermek igin, Sekil 10.5'te PAN veri kiimesinin egitim ve test

kiimelerinin dogruluk performanslar1 gosterilmektedir.
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Sekil 10.5. DSA (solda) ve C-DSA (sagda) mimarilerinde tiim 6znitelik kategorilerinin
kullanimi ile PAN veri kiimelerinden elde edilen dogruluk degerleri

Kullandigimiz PAN veri kiimesinin YD performansi, blog veri kiimesiyle kullanilan ayni
mimarilerle test edilmistir. Onerilen mimarinin farkli bir veri kiimesinde basarisim gdstermek
icin DSA ve C-DSA mimarileri iizerindeki farkli kategorilerden tiim Ozniteliklerle PAN
deneyleri gerceklestirilmistir. Sekil 5'te gosterildigi gibi, test ve egitim dogruluklar1 arasindaki
fark, C-DSA mimarisinde DSA'dan daha kiigiiktiir. Bu fark, C-DSA yaklagiminin tek bir DSA

yaklagimindan daha saglam ve genellestirilmis bir ¢6zlim sagladigini1 gostermektedir.
10.6. Sonuclar ve ileriki Calismalar

Uslupsal dznitelikler, dokiimanlardan bilgi elde etmek igin kullanilan 6zniteliklerdir. Dijital
metinlerin adli bilisiminde, dijital belgelerin yazar1 hakkinda bilgi edinmek nemlidir. Bu adli
tabanli yazarlik analizi ¢aligmalarinin gerekliligi, isimsiz yazarlarin dijital ortamda artmasiyla
artmistir. Yazarlik Analizi ¢aligmalarinin ¢ogu, farkli kategorilerdeki tislupsal 6znitelikleri
Onerilen bir ¢oziimde 6n isleme olarak birlestirmekte ve bunlar1 tek bir 6grenme siirecinde
kullanmaktadir. Bu ¢alismada, farkl: siireclerden farkl: iislupsal 6znitelikleri bir araya getiren
Derin Sinir Aglart Kombinasyonu (C-DSA) yaklagimi ilk kez tanitilmis, uygulanmis ve
basariyla gergeklestirilmistir.

Onerilen yaklasimin ii¢c asamasi vardir; 6grenme, birlestirme ve karar verme. Ogrenme
asamasinda, kullanilan her 6znitelik kategorisi i¢in nitel ve nicel dzelliklerine gére uygun bir
DSA mimarisi iiretmeyi Oneriyoruz. Bu asama her kategorinin kodlanmis veya indirgenmis
bi¢imini 0grenir. Birlestirme asamasinda, farkli 6znitelik kategorilerinin kodlanmis formlari,
bir 6rnegin tek bir temsilini elde etmek i¢in birlestirilir. Karar verme asamasinda, incelenen

orneklerin ele alinan probleme gore sinifina karar verilir.
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Verilen iki belgenin iislupsal farkinin tek bir yazar tarzini temsil edip etmedigini test etmek i¢in
C-DSA yaklagimimi kullandik. Bir YD problemi olarak, bu arastirma yazarlik analizi
caligmalarinin en zorlayicilarindan biri olmasina ragmen, C-DSA kullanarak tek mimarilere

gore daha dogru ve saglam sonuglar elde ettik.

C-DSA umut verici bir tasarim alternatifidir, ¢linkii bir grup siniflandiriciyr birlestirerek elde
edilen sonugclar tek bir en iyi siiflandiricidan daha iyi olma egilimindedir. Deneysel sonuglar,
bir ¢6ziimiin genelleme yeteneginin ve kullanilan tislupsal 6zniteliklerin temsil edilebilirliginin

C-DSA yaklagimi kullanilirken arttigin1 dogrulamaktadir.

Farkli tslupsal Ozniteliklerin sira bilgilerini kullanarak, CNN ve LSTM gibi etkili derin
ogrenme yontemleri, YA problemlerinin bir ¢éziimiinde gelecekteki ¢aligsmalar olarak C-DSA

yaklagimi ile test edilmesi planlanmaktadir.

143



144



11. iKiLi ARKA PLAN DESTEKLI YAZAR-BAGIMSIZ
YAZARLIK DOGULAMA SIiSTEMi

Bu boliimde, tezin genelinde ele almis oldugumuz giincel yazar dogrulama probleminin
¢Ozlimiine yonelik yazar bagimsiz bir sistem onerilmistir. Yapilan tez ¢calismasinin kalbi olan
bu béliimde iiretilen sistem, icerdigi model itibari ile bilgilendirici bir sistemdir. Onerilen sistem
hem Tiirk¢e hem de Ingilizce dokiimanlar ile test edilmis, her iki dilde yazilmis dokiimanlar
icin de basarili sonuglar elde edilmistir. Ozellikle Ingilizce dilinin test edilmesi i¢in kullanilan
veri kiimesi ile bildigimize gore su ana kadarki en yiiksek basarili sonug elde edilmistir.
Onerilen sistemin konu ve tiir bagimsiz olusu da bu sistemin bircok alanda kolaylikla
uygulanabilmesini saglamaktadir. Onerilen sistem modelinin bir &n islem olarak kullandig1
dokiiman normalizasyonu ile de hem yazar dogrulama problemlerindeki dengesiz veri durumu
hem de dokiimanlardaki zaman — konu bagi kirilarak daha faydali bir yaklasim gelistirilmis ve

etkileri gbzlemlenmistir.
11.1. Yazar Bagimsiz Yazarhk Dogrulama Sistemi

Yazarlik dogrulama, yazar analizi ve dijital metinlerin adli bilisimi konulariin ortak alanidir.
Klasik yazarlik dogrulama problemi, sorgulanan bir dokiimanin belirli bir yazar tarafindan
yazilip yazilmadigimin dogrulanmasi problemidir. Giincel ¢alismalar bu problemi verilen iki
dokiimanin yazarinin dogrulanmasi olarak ele almaktadir. Eger ¢aligmalarda sorgulanan durum
iki dokiimanin ayn1 yazar tarafindan yazilip yazilmadigi ise, ¢alismalarin verilecek nihai karar
icin yazar bagimsiz bir ¢6ziim sunmasi gerekmektedir. Her iki durumda da ¢aligmalarin ana
zorluklar1 verilen dokiimanlarin nasil degerlendirilecegi ile ilgili arka plan bilgisinin eksik olusu
ve uygun karar kosullarinin belirlenmesidir. Bu zorluklarin {istesinden gelebilmek i¢in yapilan
tez calismasinda yazar bagimsiz ikili Arka Plan Modeli (BBM — Binary Backrgound Model)
onerilmistir. Ele alinan iki dokiimanin yazarlik dogrulamasi i¢in 6nerilen BBM, ikili 6rnekler
barindiran, dengeli ve dlgeklenebilir bir arka plan sunar. Ornekler ayni yazardan veya farkli
yazarlardan alinan dokiiman c¢iftlerinin birlestirilmesinden olusmaktadir. Dokiiman ¢iftlerinin
dogrulanmasinda kullanilmak iizere yazar bagimsiz bir arka plan sunmak icin birgok yazardan
ornekler almmistir. Onerilen model hem modelin gelistirilmesinde dokiimani bulunan
yazarlarin dokiimanlar1 ile hem de modelin gelistirilme asamasinda goriilmemis yazarlarin

dokiimanlar ile test edilmistir. Yapilan deneyler gostermektedir ki, elde edilen sonuglar
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dogrultusunda onerilen model, yazar bagimsiz bir yazarlik dogrulama sistemi {iretmede
basarilidir. Modelin test edilmesinde, iyi tanimli ve elle etiketlenmis bir Tiirk¢e Blog kiilliyati,
kullanima agik bir Ingilizce Blog kiilliyat1 ve giincel yazar dogrulama problemlerinde
kullanilmak iizere yaymlanmis yine kullanima agik bir veri kiimesi kullanilmustir. ingilizce
Blog kiilliyat1 kullanilarak gelistirilen modelin degerlendirilmesinde, 6nerilen model hem
egitimdeki yazarlarin hem de model iiretiminde goriilmeyen yazarlarin test kiimelerinde %90
iizerinde dogruluk sonucu vermistir. Bu sonuglar, bildigimiz kadar ile bu veri kiimesinde pozitif
ve negatif Orneklerinin kullanildig1 yazar dogrulama calismalarinda elde edilmis en iyi

sonugtur.
11.2. Konu Kapsam

Elektronik ortamlarda metinsel verilerin tretimi siirekli ve katlanarak artmaktadir. Bu
ortamlarda anonim olarak kolaylikla veri iiretebilme imkani, takma isimler kullanilarak
kigilerin tehdit edilmesi gibi sug¢larin islenmesini kolaylastirmistir. Bu sebeple, dijital
dokiimanlardan yazarlar1 ile ilgili bilgi edinimi biiyiik 0nem tagimaktadir. Ele alinan
dokiimanlar; kaynak kodlar1 [41, 42, 113-115], elektronik postalar [17, 36, 52, 61, 95, 116,
1171, mikro mesajlar [36, 118, 119], u¢ gruplarin web forum mesajlar1 [38], elektronik sohbet
kayitlar1 [53, 120], blog gonderileri [23, 66, 121] veya farkli metinler olabilmektedir.
Dokiimanlardan yazarlar ile ilgili bilgi ¢ikarma islemleri yazarlarin yazma tislubunun analizi
ile yapilabilmektedir. Otomobil kullanma veya telefonla konusma gibi bir yazarin yazma
islubu hassas veya davranigsal bir biyometri olarak ele alinmaktadir [1, 2] , ki bu durum ‘her
dokiiman kendi yazarinin parmak izini tasir’ fikrinin de ¢ikis noktasidir. Bu bakis agisi ile yazar
analizi c¢alismalari, yazarin yazma tslubunu Olgmek ig¢in istatistiksel ve hesaplamali

yontemlerin kullanimiyla birlikte yaklagik 200 yillik uzun bir gegmise sahiptir [3, 4, 122].

Yazarlarin yazma iislubunu elde edebilmek i¢in birgok stilistik - tislupsal teknik gelistirilmistir.
Arastirmacilarin ilgilendigi problemlere gore yazar analizi ¢alismalar1 bir¢ok stilistik teknik
kullanilarak 5 ana kategoriye ayrilmaktadir. Bunlar; yazar niteleme, yazar dogrulama, yazar
profil cikarimi, stilistik Ol¢iimii ve ters stilistik Olglimiidiir [5]. Yazar analizi alaninda
arastirmacilar cogunlukla niteleme ve dogrulama kategorilerine ilgi gostermis [37] olmalarina
ragmen, bu alandaki tiim problemler birbiriyle iligkilidir ve biri i¢in Onerilecek en iyi ¢oziim,
stilistik altyap1 dolayistyla, digerleri icin de faydali olacaktir. Yazar niteleme veya tanimlama

caligmalari, sorgulanan bir dokiimani1 bir yazara atamaya ¢alisir. Yazar tanimlama
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problemlerinin yazar dogrulama problemlerinden farki sahip oldugu aday kiimesidir. Yazar
tanimlama caligmalarinda sorgulanan dokiimanin yazarinin sahip olunan aday yazarlar
kiimesinde oldugu garantilenmistir. Dolayisiyla bu calismalar kapali kiime problemi olarak ele
alinmaktadir [10, 123]. Diger taraftan yazar dogrulama problemlerinde sorgulanan dokiiman ile

ilgili bir arka plan bilgisi veya bir aday yazarlar kiimesi yoktur.

Bu tez calismasinda biz yazar analizi ¢alismalarinin en zorlu problemlerinden biri olarak
degerlendirilen [20] yazar dogrulama (Authorship Verification — AV) problemine bir ¢6ziim
onerdik. Yazar dogrulama g¢alismalar1 sorgulanan bir dokiimanin belirli bir yazar tarafindan
yazilip yazilmadiginin kararint vermek i¢in basarili karar dlgiitleri bulmaya ¢alisir [103]. Yazar
dogrulama problemi, yazar analizi problemlerinin temel bir problemi [20] oldugundan bu
alandaki diger tiim problemler bir dizi yazar dogrulama problemine indirgenebilir [23] ve yazar
dogrulama problemi ¢oziillirse diger problemler de ¢oziilebilir. Fakat bu durumun tersi pek
miimkiin degildir. Yazar dogrulama problemi, sorgulanan dokiimanin yazarin1 iceren bir aday
seti barindirmadigindan ki bu durumda herhangi biri sorgulanan dokiimanin gergek yazari
olabilir, ¢oziiml kapali kiime problemlerinin ¢éziimiinden daha zorlu olan bir agik kiime
problemi olarak degerlendirilmektedir [14]. Yazar dogrulama probleminde sorgulanan
dokiiman ile ilgili arka plan bilgisi olmadigindan ve siipheli olarak degerlendirilen tek bir yazar
oldugundan bu problem ayrica tek smifli bir siniflandirma problemi olarak da
degerlendirilmektedir [14, 15, 124]. Sorgulanan dokiiman ya belirtilen sinifa atanir ya da aykiri
sinif veya negatif Ornek olarak degerlendirilir [124]. Dolayist ile yazar dogrulama
caligsmalarindaki en biiyiik zorluk, belirtilen yazarin dokiimanlarmi baska yazarlarin
dokiimanlarindan ayiracak evrensel bir esik deger veya sinir belirlemektir [18]. Bu durum ile
birlikte, baska yazarlarin dokiimanlarmi temsil eden olas1 negatif 6rneklerin biiyiikliigii g6z
oniinde bulunduruldugunda, en temsil edici veya kapsayici alt 6rneklem kiimesinin se¢imi de
olduk¢a zorlu bir asamadir [15]. Bu tez c¢alismasinda, biz bir yazara ait dokiimanlar
karsilagtirmak i¢in gereken negatif Ornekleri, ele aliman veri kiimesindeki diger yazarlarin
dokiimanlarin1 kullanarak {irettik. Igerdigi ornekler bakimidan dengeli bir ikili arka plan
sunabilmek i¢in biz her yazarin dokiiman sayis1 yani pozitif 6rnek sayist kadar negatif 6rnek

urettik.

Literatiirdeki bir¢ok calisma yazar dogrulama problemini bir ¢esit yazar tanimlama problemi
olarak degerlendirdiginden dolayi, yazar tanimlamada ele alinan tiim zorluklar ayrica yazar
dogrulama i¢in de gegerlidir [3, 18]. Yazar tanimlama ¢alismalarinda 3 temel parametre elde
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edilen sonuglarin basarisini belirlemede 6nemli rol oynamaktadir. Bunlar; degerlendirilen veri
kiimesindeki yazar sayisi [125], degerlendirilen dokiimanlarin metin boyutu [126, 127] ve
verilerin yazarlar iizerindeki dagilimidir [128]. Eger aday yazar sayisi 20’nin altinda ve her
yazara ait en az 1000 kelime uzunlugunda egitim i¢in kullanilabilecek dokiiman varsa, bu
problem ¢oziilebilir bir problem haline gelir [5]. Aday yazar sayisinin artmasi veya yazarlara
ait veri miktarinin azalmasi elde edilecek basarinin azalmasina sebep olmaktadir [68]. Diger
taraftan eger degerlendirilen yazarlara ait veriler esit dagilmamas ise, degerlendirme asamasinda
da yazarlar esit olarak dikkate alinamayacaktir. Bu zorluklarin iistesinden gelebilmek icin ele
alinan veri kiimesindeki her yazar i¢in esit sayida ve esit uzunluktaki dokiimanlar1 veri kiimesi
normalizasyonu olarak bir 6n islem ile toparladik. Bu agamada, her yazar i¢in 10.000 kelime
uzunlugunda bir dokiimani profil 6rnegi olarak {irettik ve yazar verisi bakimindan dengeli bir
veri kiimesi olusturmak i¢in bu profil 6rnegini esit uzunlukta dokiimanlara boldiik. Yazarlarin
veri biiyiikliiklerinin farkliligindan kaynakli zorluga ek olarak, yazar analizi ¢alismalarindaki
zorluklardan biri de farkli dokiiman boyutlarinin degerlendirilmesi oldugu i¢in, 6nerdigimiz
modeli 100, 500 ve 1000 kelimelik dokiiman ornekleri ile ayr1 ayri olmak tizere 3 farkli
orneklem boyutu ile de test ettik.

Bu tez calismasinda, verilen iki dokiimanin ayni1 yazar tarafindan yazilip yazilmadigi sorusunun
cevabinin hangi degerlendirmeler ile verilebilecegi lizerine arastirmalar yaptik. Bazi ¢alismalar
bu soruyu belirlenen bir yazar ilizerinden yazar tabanli bir dogrulama problemi olarak
degerlendirmekte ve bir¢ok veya uzun bir dokiimana sahip yazarlarin yazar tanimlama problemi
olarak degerlendirmektedir. Bu bakis acisi ile yazar dogrulama g¢alismalar1 bir¢ok yanlis
anlagilmay1 barindirabilecek hale gelmektedir [21]. Fakat iki dokiimanin yazarinin
dogrulanmasi durumunda degerlendirilen soru, yazar bagimsiz bir soru haline donligmektedir.
Geleneksel yazar bagimli yazarlik dogrulama ve yazar bagimsiz yazarlik dogrulama

problemlerinin temsilen gosterimi Sekil 11.1°de gosterilmektedir.
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Etiketli metinler Dogrulama Modeli Etiketsiz metin

Ayn1 yazar tarafindan mi1
yazildi?

Y azar1 sorgulanan

A yazarina :
metin

ait metinler

(@)

Etiketsiz metin Dogrulama Modeli Etiketsiz metin

Ayni1 yazar tarafindan m1
yazildi?

Yazar1 sorgulanan
metin

Yazar1 bilinmeyen
metin

(b)

Sekil 11.1. Yazar bagimh yazarlik dogrulama (a), yazar bagimsiz yazarlik dogrulama (b)

Yazar bagimsiz yazarlik dogrulama durumunda bilinen dokiimanin yazarinin kim oldugu
onemli degildir, onemli olan iki dokiimanin ayni yazar tarafindan yazilip yazilmadigi sorusunun
cevaplanabilmesidir. Bu soru yazar analizi ¢alismalarinin en zorlu sorularindan biri oldugu i¢in
aciktir ki bu soru icin Onerilecek basarili bir ¢6zlim yazar analizi ¢alismalarinin ¢ogu sorusu
i¢in de basarili bir ¢6ziim sunacaktir. Bizim 6nemle vurguladigimiz ana arastirma sorusuna ek
olarak, bu tez calismasinda baska bazi arastirma konularim1 da degerlendirdik. Bir dil i¢in
basarili sonuclar veren 6znitelik kiimesinin bagka bir dildeki etkisini degerlendirdik. Ayrica,
yazar analizi c¢aligmalar1 aday yazar sayis1 ve veri boyutu bakimindan zorluklar
barindirdigindan, 6nerilen model agisindan yazar dogrulama ¢aligsmalarina bu dlgiilerin etkisini

de degerlendirdik.

Iki dokiimanin yazarligina karar verme asamasinda bir arka plan bilgisi sunan, yazar bagimsiz
bir yazarlik dogrulama modelini bu tez ¢aligmasinda 6nerdik. Yazar dogrulama problemini
dijital metinlerin adli bilisimi alaninda gercek bir diinya problemi olarak ele aldigimiz i¢in,
degerlendirme asamasinda blog yazilarii kullandik, ¢iinkii blog yazilar1 cogunlukla amator
yazarlar tarafindan yazilan, konu ve dil bilgisi kisitlamas1 olmayan yazilardir. Onerdigimiz

model ayrica diger tiir yazilara da kolaylikla uygulanabilirdir. Dahasi, model gelistirme
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stirecinde dil bagimh bir ara¢ da kullanmadigimizdan 6nerdigimiz model dil bagimsiz bir
modeldir. Tiirkce ve Ingilizce blog yazilari kiilliyati model degerlendirme asamasinda
kullanilmistir. Bu ¢aligsma igin el ile birebir kontrol edilen ve etiketlenen iyi tanimli bir Tiirk¢e
Blog kiilliyat: topladik. Ik defa bu ¢alismada sunulan bu Tiirkce kiilliyat Tiirkce dili ile ilgili
yapilacak yazar analizi ¢aligmalarinda glivenle kullanilabilir. Bunlara ek olarak bu tez ¢alismasi
Tiirkce dilinde yazilan metinleri yazar dogrulama perspektifinde kapsamli olarak degerlendiren
ilk calismadir. Onerdigimiz modelin literatiire en dnemli katkis1 yazar bagimsizligidir. Onerilen
model bir grup yazar kullanilarak bir defa iiretildikten sonra, ayni tiir ve dilde olmak sart1 ile
model TUretme asamasinda dokiimani goriilmeyen baska yazarlarin dokiimanlarinin
dogrulanmasi i¢in de basarili bir gekilde test edilebilir. Deneyler sonucunda 6nerilen model hem
model iiretim asamasinda dokiimani goriilmeyen hem de dokiimani goriilen yazarlarin baska
dokiimanlart ile test edildiginde benzer basarili sonuglar vermistir. Pozitif ve negatif 6rneklerin
degerlendirildigi yazar dogrulama caligmalari bakimindan 6nerilen model, ingilizce blog
kiilliyatinda bildigimiz kadar ile simdiye kadarki en yiiksek dogruluk sonucu olan %90 iizerinde
dogruluk sonucu vermistir. Onerilen model tiir bagimhilig1 egilimi icermesine ragmen bu
caligma kapsaminda, bir tiir kullanilarak iiretilen bir model baska bir tiiriin veri kiimesinde de
karsilastirilabilir sonuglar tiretmistir. Belirtilen tiim bu katkilara ek olarak énerdigimiz model
ayrica zamanla siirdiriilebilirlik saglayacak yeni ornekler eklenerek giincel olarak

egitilebilecek kapasitededir.
11.3. Tlgili Cahsmalar

Yazar analizi alaninda 200 yil1 agkin siiredir en ¢ok ele alinan problemler yazar niteleme veya
yazar tanimlama problemleri olmustur [3, 4, 122]. Bu problemler sorgulanan bir dokiimanin
verilen bir grup aday yazar icerisinde dokiimanlar1 kendine en benzer olan dokiimanlarin
yazarina atanmasi problemidir. 2000 yilinda Stamatatos ve arkadaslar1 yaptiklar: bir calismada
verilen bir yazarin sorgulanan bir dokiimanin yazari olup olmadig1 hipotezinin onaylanmasi
veya reddedilmesi gerekliligi ile ilgilenmislerdir. Bu ¢alisma yazar dogrulama probleminin ele
alindig1 ilk c¢alismadir. Bu bakis agisinda, belirtilen bir yazar tarafindan yazilan 6rnek
dokiimanlar vardir ve sorgulanan, harici bir dokiimanin belirtilen bu yazar tarafindan yazilip
yazilmadigidir. Benzer bakis acisi ile dijital metnin adli bilisimi ve tislup 6zellikleri tizerine bir
dizi bilimsel olay ve paylasimli uygulama barindiran PAN organizasyonu, 2013, 2014 ve 2015
yillarinda yazar dogrulama g¢aligsmalarina odaklanmislardir [8, 9, 44, 45]. Bu organizasyon

bilinen yazarlara ait 6rnek dokiiman veya dokiimanlarin oldugu ve her yazar i¢in o yazara ait
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olup olmadig1 sorgulanan bir dokiimanin oldugu yazar dogrulama caligsmalar1 i¢in agik veri
kiimesi paylasmistir. PAN organizasyonu tarafindan 2015 yilinda yayinlanan yazar dogrulama
veri kiimesi yazar bagimsiz modeller ile ¢oziilebilecek yapida oldugundan bu calismada da
iiretilen modelin testinde kullanilmistir. Sorgulanan bir dokiimanin yazarligin1 dogrulamak i¢in
arka planda bir yazara ait bilinen bir grup nispeten kisa veya tek bir uzun dokiimanin var oldugu
yaklagimlar kiime dogrulama olarak adlandirilabilir. Diger taraftan, 2014 yilinda Koppel ve
Winter yazar dogrulama problemini belirtilen yazarin bilinen dokiimani olarak sadece nispeten
kisa bir dokiimani ele almistir [23]. Bu bakis agis1 ile klasik yazar dogrulama problemi daha
zorlu bir problem haline gelmistir. Sorgulanan bir dokiimanin yazarini dogrulamak i¢in sadece
nispeten kisa bir dokiimanin bulundugu yaklagimlar tekil dogrulama olarak adlandirilabilir.
Tekil dogrulama probleminin zorluklari bilinen ve sorgulanan dokiimanlarin uzunlugu, en ayirt
edici Oznitelik kiimelerinin se¢imi ve basarili bir cevap fonksiyonunun bulunmasidir. Bu tez
calismasinda farkli uzunluklarda dokiimanlar, farkli 6znitelik kiimeleri ve cevap fonksiyonu

icin ikili siniflandiricilar ele alinmistir.

Yazar dogrulama problemi hem kiime dogrulama hem de tekil dogrulama olarak iki farkl
degerlendirme yontemi ile ele alinmaktadir, bunlar i¢sel ve digsal yontemlerdir [8]. Igsel
yontemlerde dogrulama probleminin cevabina karar genellikle sadece belirtilen yazarin
referans kiimesi kullanilarak verilir. I¢sel dogrulama yontemleri genellikle tek sinifli bir
siiflandirma problemi olarak degerlendirilir ve bu metodun zorlugu bilinen ve bilinmeyen
dokiimanlar arasi belirlenecek sinirin veya evrensel esik degerinin karakterize edilmesidir [18].
Dissal dogrulama yontemlerinde ise belirtilen yazarin bilinen dokiimanlarina ek olarak bagka
kaynaklardan veya bagka yazarlardan alinan dokiiman 6rnekleri aykir1 bir simif veya negatif
ornekleri temsil etmede kullanilmaktadir [23, 30]. Negatif 6rneklerin elde edilmesi ile tek sinifli
siiflandirma problemi ¢ok sinifli veya iki sinifli siniflandirma problemine doniismektedir.
Igsel modeller 6zellikle yazar basina bir grup bilinen dokiimanm veya uzun bir dokiimanin
mevcut oldugu yazar dogrulama calismalar1 i¢in daha uygundur. Bu uygunluk ile ¢ogunlukla
icsel modeller kiime dogrulama probleminde basariyla uygulanmaktadir. Diger taraftan eger
yazarlarin bilinen dokiimani olarak nispeten kisa bir dokiimanin oldugu durumda problemin
¢oziimiinde igsel yontemler yetersiz kalacaktir. Yani, kiilme dogrulama probleminin ¢oziimii
icin uygulanan yaklasimlar icsel ve digsal yontemler kullanilarak basarili bir sekilde
yiriitiilebilmektedir. Fakat tekli dogrulama probleminin ¢dziimii i¢in uygulanan yaklagimlar

icsel metotlarin kullanimi i¢in uygun degildir, bu yaklasimlarin daha fazla parametreyi
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degerlendirebilmesi i¢in digsal yontemlerin kullanilmasi daha uygundur. Bu tez ¢alismasinda
tek ve nispeten kisa dokiimanlarin yazarlik dogrulamasi probleminin ¢ézliimiine basarilt bir
model gelistirmeyi amagladigimiz igin 6nerdigimiz yazarlik dogrulama modelinde digsal bir
yontem uyguladik. Her yazara negatif 6rnekler iiretmek icin, degerlendirilen veri kiimesindeki
diger yazarlarin dokiimanlari1 kullanilarak bu tez calismasinda dissal yontem uygulanmistir. Bu
caligmada uygulanan ile karsilastirilabilir bir yontem, sorgulanan dokiimanin bazi kelimeleri
kullanilarak benzer tiir ve konuda olan, arama motorlarina gonderilen sorgular sonucu
toplanmis Orneklerin negatif Ornek olarak ele alindigi Sahtekarlar (Imposter) yontemi
kullanilmustir [23]. igerdigi web uygulamasmin getirdigi hesaplama maliyetine ek olarak bu
yontem bazi kuskular icermektedir. Bu kuskular arama motoru kullanilarak elde edilen negatif
ornekler (imposters) ile ilgilidir. Bu orneklerin yazari bilinen dokiimanin yazari tarafindan
yazilmis baska dokiimanlar olabilme ihtimali bu yonteme kusku distirmektedir [14].
Onerdigimiz model negatif 6rnekleri degerlendirilen veri kiimesindeki bagka yazara ait oldugu
bilinen diger dokiimanlar1 kullanarak iiretmektedir. Ozellikle Tiirkce kiilliyat ele alindiginda bu
kiilliyat el ile kontrol edilmis ve etiketlenmis oldugundan ayni yazara ait bagka bir dokiimanin

negatif ornek iliretmede kullanilmis olma riski bu ¢alismada yoktur.

Yazar tanimlama ve yazar dogrulama g¢aligmalarinda son yillarda popiilerlik dil bagimsiz
modellerin iiretilmesi lizerinedir [18], 6zellikle de Hint-Avrupa dil ailesindeki diller igin [104].
Dil bagimsizlik yazar analizi ¢aligmalarinda ¢ogunlukla dil bagimli dogal dil isleme araclarmin
Oznitelik ¢ikarimi asamasinda kullanilmamasina baghdir. Bu tez calismasinda 6nceki yazar
analizi calismalarinda basarili sonuglar lireten ve herhangi bir dil bagimli dogal dil isleme araci
gerektirmeyen farkli 6znitelik kiimeleri kullanilmistir. Boylece onerilen model hem tiim Hint-
Avrupa dil ailesi dillerinde hem de Tiirkge’nin de igerisinde bulundugu Ural-Altay dil ailesi
dillerinde birebir uygulanabilir. Bu tez ¢alismasinda &nerilen model Tiirkce ve Ingilizce ile

yazilmuis iki blog kiilliyati ile iiretilmis, test edilmis ve dogrulanmistir.
11.4. Kullamlan Veri Kiimeleri

Blog yazilar1 ¢ogunlukla amator yazarlar tarafindan yazilan, konu ve dil bilgisi kisitlamasi
olmayan yazilardir. Bu yazilar yazar analizi ¢aligmalarinin adli bilisimi alaninda kullanilan
ger¢ek diinya yazilar1 olarak degerlendirilebilir. Bu sebeple, onerdigimiz yazar dogrulama

modelinin test edilmesinde Tiirkce ve Ingilizce olmak iizere iki farkli dilden toplanmis blog
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yazilarmi kullandik. Asagidaki alt basliklar kullanilan kiilliyatlarin ayrintili tanimini ve

Ozelliklerini vermektedir.

11.4.1. Tiirk¢e Blog Yazilar Kiilliyati

Son zamanlarda bir¢ok dilde yazar analizi ¢alismalart yiiriitiilmiistiir. Tiirk¢e dilinde, yazar
analizi caligmalar1 arasinda ¢ogunlukla yazar tanimlama caligmalar1 yiiriitiilmiistiir. Fakat
Tiirkge dili kullanilarak yiiriitilen kapsamli bir yazar dogrulama ¢alismasi literatiirde
bulunmamaktadir. Bu sebeple Tiirkge dili ile yapilacak yazar analizi ¢alismalarinin sayisini
arttirmak ve kapsamli bir yazar dogrulama caligsmasi yiiriitebilmek i¢in Tilirk¢ce Blog Yazilar
Killiyati’n1 bu tez calismasinin bir 6zgiin degeri olarak derledik, topladik. Bu kiilliyat
blogspot.com veya kisisel blog domainlerinden alinan toplamda 120 yazarin blog yazilarim
icermektedir. Yazilar Ocak 2016 — Ekim 2018 yillar1 arasinda yaymlanmis ve 2018 yili
icerisinde toplanmistir. Tiirkge blog yazilar1 kiilliyat1 esit sayida kadin ve erkek yazari
barindirmakta ve her yazarin en az 10.000 kelimelik yazis1 oldugunu garantilemektedir. Bu
kiilliyat 1yi tanimli bir kiilliyattir, ¢linkii bir yazarin kendi yazisindan emin olmak i¢in el ile
etiketlenmigtir. Blog yazilar ile ilgili baz1 karmasik durumlar s6z konusu olabilmektedir.
Ornegin; bir yazar baska bir yazarin yazisim veya kendi dnceki yazilarindan birini tekrar
yayinlamis olabilir veya kendi kisisel yazisi yerine bir reklam igerigi yayinlamis olabilir. Bu
gibi karmasik durumlarin listesinden gelebilmek icin kiilliyattaki tiim dokiimanlar1 kosiniis
benzerligi uygulayarak kontrol ettik. Bir yazara ait benzer yazilar1 toplamamak icin, benzerlik
orani %97 ve Ustii olan yazilar1 kiilliyattan ¢ikardik. Her yazara ait her yaziy tek tek etiketledik.
Tiirkge blog kiilliyatinin metinsel 6zellikleri Tablo 11.1°de verilmektedir. Bu ¢alismada Tiirkge
blog kiilliyatin1 DS1 adu ile ilk veri kiimesi olarak ele aldik. Bu kiilliyat en yakin zamanda tiim

ilgililerin kullanabilmesine agik hale getirilecektir.
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Tablo 11.1. Tiirkge blog kiilliyatinin 6zellikler listesi

Yazar
Yazar basina | Yazar basma
. Toplam En yiiksek En diisiik basina
Ozellikler ortalama standart
deger deger deger ortalama
deger sapma
deger
Yazi sayisi 6430 53,58 18,70 100 23
Paragraf sayisi 194129 1617,74 1113,18 7493 144 30,19
Ciimle sayis1 252870 2107,25 1274,95 8932 607 39,32
Kelime sayis1 2646391 22053,26 12700,49 94109 10610 411,56
Karakter sayis1 16327751 136064,60 78206,11 557788 61113 2539,30
Noktalama sayis1 | 569192 4743,26 3395,29 22073 1621 88,52

11.4.2. Ingilizce Blog Yazilar Kiilliyat:

Ingilizce blog yazilari kiilliyat;, blogger.com iizerinden, Agustos 2004 tarihinde, 19.320
blogger’dan toplanmis yazilari barindirmaktadir [129]. Bu kiilliyat 6nerdigimiz modeli sik sik
karsilastirdigimiz Koppel ve Winter tarafindan yiiritilmiis olan [23] yazar dogrulama
caligmasinda kullanilmigtir. Kiilliyat esit sayida kadin ve erkek yazari barindirmaktadir. Yaygin
kullanilan Ingilizce kelimelerinden en az 200 defa kullanilmis bloglar toplanmis ve her toplanan
blogun aktif oldugu giinden kiilliyatin toplandig1 giine kadar yayinlanan tiim yazilar1 alinmistir.
Bu kiilliyatt DS2 ve DS3 ad1 ile iki farkli boyutta veri kiimesi olarak bu tez caligmasinda
kullandik. Ilk olarak tiim bloglar1 igerdikleri kelime sayisina gore biiyiikten kiigiige siraladik.
Ik 120 yazar, Tiirkce blog kiilliyat1 ile aymi dlgeklerde degerlendirebilmek icin DS2 veri
kiimesi olarak kullandik. Siral listedeki 1200 yazar1 da ayrica DS3 veri kiimesi adi ile li¢lincli
veri kiimesi olarak sec¢ip kullandik. Bu tez ¢alismasinda Onerdigimiz modelin
olgeklenebilirligini gostermek adina tigiincii veri kiimesini diger iki veri kiimesinden icerdigi
yazar bakimindan 10 kat daha biiyiik olarak sectik. Hem DS2 hem de DS3 veri kiimelerindeki

her yazarin Tirkce blog kiilliyatinda oldugu gibi en az 10.000 kelime igerdigi kontrol edilmistir.
11.5. ikili Arka Plan Destekli Yazar Dogrulama Sistemi

11.5.1. Yazar Bagimsiz BBM Uretiminin Genel Semasi

Bagka kaynaklardan toplanan 6rneklerin bir problemin ¢oziimii i¢in arka plan bilgisi olarak
kullanilmasi, konugsma tanimlama ve konusma dogrulama calismalarinda basarili bir sekilde
kullanilan, kabul edilmis ve iyi yerlesmis bir yontemdir [130, 131]. Bu ydntem ayrica yazar
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dogrulama g¢alismalarinda da farkl altyapilar ile kullanilmistir [23, 132]. Yazar bagimsiz bir
yazar dogrulama modeli gelistirmek i¢in bu tez calismasinda, ayni yazara ait dokiiman
ciftlerinin farkl yazarlara ait dokiiman ¢iftlerinden farkini temsil eden, dengeli ve 6lgeklenebilir
ikili bir arka plan 6nerdik. Arka plan 6rneklerini iiretmek i¢in bir takim birlestirme yontemleri
kullandik fakat iiretilen sistemin esnekliginin saglanmasi adina arka plan bilgisi iiretmek i¢in
baska yaklagimlar da bu asamada kullanilabilir. Sekil 11.2 arka plan liretmede kullandigimiz

metotlarin akigini gostermektedir.

SS—
Kailliyat

Veri kiimesi

tabanli veri 1kili Arka Plan
normalizasyonu g1kar1m1 secimi

ve etiketlenmesi

Oznitehk Oznitelik ]_{Baglrnsml Orneklerin tiretim

boliitleme

Sekil 11.2. Ikili arka plan iiretiminde kullanilan ydéntemlerin akist

Onermis oldugumuz yazar bagimsiz yazar dogrulama sistemi 4 iyi tamimli adimdan
olusmaktadir. {lk adim birer 6n islem olarak 3 alt adimdan olusmaktadir. Yazar kiimesi
biiytikliigii ve veri biiyiikligii bakimindan dengeli bir arka plan elde etmek i¢in ilk olarak, ele
aldigimiz veri kiimelerindeki her yazar i¢in esit olacak sekilde hibrit 6rnekleme ile veri
kiimelerini normalize ettik. Normalize etme islemi sonrasinda her yazar igin esit sayida ve esit
boyutta dokiimanlar elde edilmistir. Daha sonra tiim bu dokiiman drneklerinden, dil bagimsiz,
Tiirkce ve Ingilizce yazar analizi calismalarinda basarili sonuglar veren bazi oznitelik
kiimelerini ¢ikardik. On islem adimlarinda son olarak eldeki orneklere uygulamadaki
hesaplama maliyetini ve zamanini azaltmak i¢in tf-idf degerleri ile 6znitelik segme yontemini
uyguladik. Oznitelik segme islemi uygulandiktan sonra eldeki tiim 6rnekler yani dokiimanlar
secilen dzniteliklere gore 6znitelik vektdrlerine doniismiistiir. Ikinci adimda, ilk durumda her
yazarin normalize edilmis dokiiman orneklerini temsil eden Oznitelik vektorleri kiimesi
bulunmaktadir. Bu 6znitelik vektorleri kiimesini yazar tabanli olarak Model kiimesi ve
Dogrulama kiimesi olmak tlizere 2 gruba ayirarak veri boliitlemesi yaptik. Bir grup bagimsiz
yazara sahip olabilmek i¢in, 6nerilen modelin gelistirilme asamasinda etkisi olmayacak olan
yazarlarin dokiimanlarin1 barindiran Dogrulama kiimesini Model kiimesinden ayirdik.
Degerlendirilen veri kiimelerindeki yazarlarin 1/6’1 Dogrulama kiimesi i¢in rastgele se¢ilmistir
ve Onerilen modelin tutarliligini saglamak i¢in bu islem model gelistirme siirecinde Dogrulama
kiimesinin segiminden siirecin sonuna kadar 10 defa tekrarlanmistir. Ugiincii adimda,
elimizdeki Oznitelik vektorlerini ¢iftler olarak birlestirdik ve birlestirilen vektor ciftlerinin

yazarliklarina bagl olarak onlar1 “evet” veya “hayir” olarak etiketledik. Birlestirilen iki
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Oznitelik vektorlii eg§er ayn1 yazardan elde edilmis ise “evet” olarak, farkli yazarlardan elde
edilmis ise “hayir” olarak etiketlenmistir. Uretilen “evet/hayir” vektorleri Model kiimesi ve
Dogrulama kiimesi i¢in ayr1 ayr1 iiretilmistir. Her iki kiimede de yazarlar1 ayni olan dokiiman
ciftleri ve farkli olan dokiiman ¢iftlerinin birlesimini temsil eden Oznitelik vektorleri
bulunmaktadir. Onerilen modelin gelistirilmesinde rol oynayan dokiimanlarin yazarlarma ait
baska dokiimanlari, bagimli yazarlarin dokiiman kiimesi olarak ayirmak igin ikinci veri
boliitleme islemini t¢lincii adimda gergeklestirdik. Model kiimesindeki verileri 6rneklem
bazinda Egitim kiimesi ve Test kiimesi olarak ikiye ayirdik. Model kiimesindeki orneklerin
1/5’ini rastgele olarak Test kiimesi i¢in sectik. Onerdigimiz modelin tutarliligini saglamak igin
bu se¢im islemi her model iiretiminde bu asamadan sonuna kadar 5 defa tekrarlanmistir.
Onerilen modelin son asamasi dordiincii adimdir. Bu adimda bir takim ikili smiflandirma
algoritmalar1 Egitim kiimesi ile egitilmis bir model tiretmek i¢in kullanilmistir. Sniflandirma
algoritmalarmin sonucu olarak iiretilen modeli hem bagimli yazarlarin hem de bagimsiz
yazarlarin 6rnekleri ile test ettik. Onerilen modelin is akisi Sekil 11.3’te gosterilmektedir.

Devam eden boliimlerde yapilan islem adimlart detaylandirilmistir.

_ On islemler ' Etiketleme

————————— ~ b T

. 1
I
Veri kiimesi | I EV eﬁElanr
normalizasyonu | : - Orfle e
Il Dogrulama

=1
[ 1/6 yazarlarin ] [ 5/6 yazarlarin ] §|
|

vektorleri vektor uzay1

Omeklerin %80'i
(Egitim)

Simiflama

Kiilliyat

Omkelerin %20'si |
(Test)

Bagimsizlik tabanh
b veri kiimesi
boliitleme

~—— — —- — — =

Oznitelik
se¢imi

Yazar / dokiiman | b liitleme
vektor uzay1

,______________
)
o ¢
1
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Sekil 11.3. Ikili arka plan destekli yazarlik dogrulama sisteminin is akist

11.5.2. BBM i¢in On islemler

a)  Ornekleme Tabanl Veri Kiimesi Normalizasyonu

Yazar niteleme calismalarinda ele alinan {i¢ gesit drnekleme yaklagimi bulunmaktadir; profil
tabanli, Orneklem tabanli ve hibrit. Profil tabanli 6rnekleme yaklasiminda yazar basina

kullanilabilecek tiim dokiimanlar yazarin toplu yazma iislubunu temsil eden uzun, tek bir
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dokiiman elde edebilmek i¢in birlestirilir [3, 14]. Yazar basina yaklasik 10.000 kelimelik bir
veri, yazarin iislupsal kiimesinin belirlenmesi i¢in yeterli bir gliven degeri olarak goriilmektedir
[72]. Bu sebeple profil tabanli 6rneklerin nispeten uzun dokiimanlar olmasi beklenmektedir.
Orneklem tabanl yaklasimlarda ise ya bir yazara ait eldeki tiim 6rnekler ayr1 ayr1 degerlendirilir
ve ya eger bir yazara ait uzun bir dokiiman varsa degerlendirme i¢in bu uzun dokiiman bir¢ok
pargaya ayrilir. Orneklem tabanli yaklasimlarda yazar bagina elde bulunan egitilecek dokiiman
sayist bakimindan dengesiz sinif problemleri olusabilmektedir. Ayrica elde bulunan
dokiimanlarin boyutlarinin farkliligi da smif dengesizligi olusturabilmektedir. Diger taraftan
profil tabanli yaklagimlarda dengesiz smif problemi sadece profil 6rneginin uzunluguna
baghdir [3]. Omeklem tabanli yaklasimlarin ele alindigi durumlarda degerlendirilecek
dokiimanlarin boyutlari1 bakimindan normalize edilmesi gerekmektedir. Normalizasyon islemi
i¢in bu yaklagimlarda uzun dokiimanlar esit uzunlukta dokiimanlara ayrilmaktadir. Ornegin 500
karakter igeren [34, 37], 500 kelime iceren [23, 33], 200,500 ve 1000 kelimelik metinler i¢eren
[126], 500 ve 2000 kelime i¢eren [11] ve benzer oranlarda veri igeren dokiimanlar literatiirde

degerlendirilmistir.

Orneklem tabanli ve profil tabanli 6rnekleme yaklasimlarinin birlikte kullanimi ile Hibrit
ornekleme yaklagimi uygulanabilmektedir. Hibrit 6rnekleme yaklasiminin bir uygulamasi, bir
yazara ait egitim i¢in kullanilacak tiim dokiimanlar 6rneklem tabanli yaklasimda oldugu gibi
ayr1 ayr1 ele alinir, ve daha sonra her yazara ait drnekler tek bir profil vektorii temsili elde etmek
icin ortalama bir 6znitelik vektorii olarak birlestirilir [133, 134]. Diger bir hibrit 6rnekleme
yaklagimi uygulamasinda ise bir 6nceki uygulamadaki islem sirasinin tersi uygulanmaktadir.
Bu yaklasimin uygulamasinda 6ncelikle her yazar i¢in tiim egitim 6rnekleri birlestirilerek profil
ornegi tretilir ve daha sonra bu profil 6rnegi esit biiyiikliikte 6rneklemler elde edebilmek i¢in
esit uzunluktaki dokiimanlara boliiniir [37, 135]. Yazar kiime biiyiikligii ve veri biyiikligii
bakimindan dengeli bir model iiretebilmek i¢in bu tez ¢alismasinda profil tabanli 6rnekleme
yaklagimu ile 6rneklem tabanli 6rnekleme yaklagiminin sirali olarak bir arada kullanildig hibrit
ornekleme yaklasimi kullanilmistir. Profil tabanli 6rneklerin tiretim agamasinda bir yazara ait
orijinal doklimanlarin rastgele birlestirilmesine 6zen gosterdik. Yazarlarin yazma tislubu zaman
icinde dokiimandan dokiimana bilingli olarak veya bilingsizce degisebilir [24]. Bu nedenle bir
yazarin bilingli veya bilingsizce yapilan degisimleri igeren dokiimanlari arasindaki derin
benzerligin ¢ikarimi, o yazarin ayirt edici yazma tislubunun temsili igin olduk¢a dnemlidir [15].

Dokiimanlar1 arasindaki bilingli veya bilingsiz farkliliklara ragmen yazarin ayirt edici yazma

157



islubunu elde edebilmek icin dokiimanlar1 her yazar i¢in profil tabanli 6rnekler olusturma
asamasinda rastgele olarak bir araya getirdik ve daha sonra bu profil orneklerini esit
biiytikliikteki 6rneklemlere boldiik. Boylece bir yazarin dokiimanlari arasindaki zaman ve konu
baglami elimine edilmis oldu. Orneklem tabanli 6rnekler elde edildikten sonra, her 6rnek igin
bir dznitelik vektorii irettik. Iki dokiimanin yazarlik dogrulamasina verilecek cevabin
fonksiyonunu iiretebilmek i¢in vektorleri ¢iftler bazinda birlestirdik. Birlestirme sonucunda
elde edilen vektorleri, ayni yazara ait 6rneklerin birlesiminden olusuyorsa “evet” olarak, fakl
yazarlarin Orneklerinin birlesiminden olusuyorsa ‘“hayir” olarak etiketledik. Birlestirme
isleminin ayrintilar1 Bolim 7.5.4.’te verilmektedir. Bir yazara ait orijinal dokiimanlarin
“evet/hayir” drneklerine doniismesi sirasinda gectigi asamalari gosteren 6rnekleme isleminin i
akis diyagrami Sekil 11.4°te gosterilmektedir. Bu siireg ele alinan veri kiimelerindeki her yazar

icin ayr1 ayr1 uygulanmistir.
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Sekil 11.4. Bir yazar i¢in 6rnekleme agamasinin is akisi
Yazarlarin orijinal dokiimanlarin1 10.000 kelime tamamlanincaya kadar rastgele olarak bir
araya getirdik ve boylece her yazar i¢in 10.000 kelime uzunlugunda tek bir profil dokiimani
{iretmis olduk. Orneklem tabanli &rnekler bakimindan farkli biiyiikliiklerde dokiimanlari

degerlendirebilmek icin elimizdeki veri kiimelerinin [DS1, DS2, DS3] her birin 3 farkli veri
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kiimesine doniistiirdiik. Doniistiiriilen ilk veri kiimeleri profil tabanli 6rneklerin 10 esit pargaya
boliinmesi ile elde edilen, 1.000 kelime uzunlugundaki dokiiman orneklerini barindiran ve
DS1.1, DS2.1 ve DS3.1 olarak adlandirilan veri kiimeleridir. fkinci doniisiim islemi yine her
veri kiimesine bu defa 500 kelime uzunlugundaki orneklemleri elde edebilmek ig¢in profil
orneklerinin 20 esit parcaya bdliinmesi ile uygulanmis ve elde edilen veri kiimeleri DS1.2,
DS2.2 ve DS3.2 olarak adlandirilmigtir. Son doniisiim igslemi 100 kelime uzunlugundaki
dokiiman 6rneklerini iceren, DS1.3, DS2.3 ve DS3.3 olarak adlandirilan profil 6rneklerinin 100
esit uzunluktaki dokiimana boliinmesi ile elde edilen verilere uygulanmistir. Veri kiimesindeki
tiim yazarlar i¢in esit biiyiikliikteki 6rnekler elde edildikten sonra bu 6rneklerin ayni yapidaki
Oznitelik vektorlerini elde edebilmek igin bazi 6znitelik ¢ikarma ve segme algoritmalart bu
orneklere uygulanmigtir. Bu uygulamalar sonrasinda elde edilen 6znitelik vektorlerinin ayni
yazardan alian ciftlerin birlestirilip “evet” olarak etiketlenmesi ve farkli yazarlardan alinan
ciftlerin birlestirilip “hayir” olarak etiketlenmesi ile “evet/hayir” 6rnekleri liretilmis olmaktadir.
Uretilen tiim veri kiimelerinin listesi ve bu kiimelerin barindirdigi érneklem sayilar1 Tablo

11.2°de gosterilmektedir.

Tablo 11.2. Uretilen veri kiimelerinin listesi ve dzellikleri

. Veri Orneklem
Veri kiimesi ) Yazar basina Toplam evet/hayir
Dil kiimesindeki basina kelime
orneklem sayisi ornek sayisi
yazar sayisl sayis1

DS1.1 Tiirkce 120 10 1.000 2.400

DS1.2 Tiirkce 120 20 500 4.800

DS1.3 Tiirkce 120 100 100 24.000

DS2.1 Ingilizce 120 10 1.000 2.400

DS2.2 Ingilizce 120 20 500 4.800

DS2.3 Ingilizce 120 100 100 24.000

DS3.1 Ingilizce 1.200 10 1.000 24.000

DS3.2 Ingilizce 1.200 20 500 48.000

DS3.3 Ingilizce 1.200 100 100 240.000

b)  Oznitelik Cikarimi

Yazar analizi dogrudan bilingalt1 s6z dizimsel deyimler gibi 6zniteliklerin, bir yazarin tekil
yazma tislubunun tanimlanmasinda yeterli goriilen Gislupsal analiz ile tiiretilmektedir [1, 5]. Bu
tez calismasinda Oznitelik ¢ikarma islemlerini ele alinan veri kiimelerindeki her yazar icin
orneklem tabanli Ornekleri lrettikten sonra bu Ornekler iizerine uyguladik. Bu islemler
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oncesinde tiim orijinal dokiimanlardaki biiyiik harfler kii¢iik harflere doniistiiriilmiis ve ‘utf-8’
tabanl tiim dil kodlamas1 hatalar1 goz ard1 edilmistir. Bu calismada, Tiirkce ve ingilizce dilleri
kullanilarak yapilan yazar analizi ¢aligmalarinda en iyi sonuglari veren Oznitelik kiimeleri

kullanilmastir.

Hint-Avrupa dil ailesi ile karsilastirildiginda, kok kelimeye eklerin sondan eklenmesi ile
gelistirilen sondan eklemeli dil yapis1 geregi Tiirk¢e ¢ok farkli bir morfolojik ve s6z dizilimsel
yapiya sahiptir. Ingilizce’de “we are not coming” olarak 4 kelime ile yazilan anlam Tiirkce’de
“gelmiyoruz” olarak tek bir kelime ile ¢evrilebilmektedir. Verilen 6rnekteki “come” kelimesi
“gel” kok kelimesi olarak gevrilmekte iken verilen ingilizce ciimledeki diger kelimeler bu kok
kelimesine ek olarak sondan eklenmektedir. Tiirk¢enin sondan eklemeli bir dil olmasi ve
yiizlerce farkli kelimenin tek bir kok kelimeden tiiretilebiliyor olmasindan otiirii Tiirkge dili
kullanilarak yapilan yazar analizi ¢alismalarinda koklerin belirlenmesi 6nemli bir adimdir.
Kelimelerin koklerinin ¢ikarilmasinda dil bagimli bir dogal dil isleme araci kullanmamak igin,
Tiirkge dili iizerinde bu alanda yapilan bazi ¢calismalar Sabit On Kok (Fixed Prefix Stemming)
yontemini kullanmiglardir [136, 137]. Hint-Avrupa dil ailesinde kullanim1 i¢in de benzer
sekilde bu 0Oznitelik c¢ikarma yaklasimi, bir dokiimanda iki bosluk arasindaki yapinin ilk k
karakterinin elde edilmesi ‘kelime k-6n ek’ [token k-prefix] olarak adlandirilip kullanilmaktadir
[18]. Biz de bu tez galismasinda k-sabit 6n kok 6zniteliklerini, sagladigi dil bagimsizligina ek
olarak Tiirk¢e dokiimanlar i¢in de dnemini géz 6niinde bulundurup kullandik. Farkli k degerleri
icin farkli 6znitelik kiimeleri ¢ikardik. Ilk {ic ana dznitelik kiimemiz sirasi ile 3, 4 ve 5 k

degerlerin 6n kok 6zniteliklerinin frekanslarini icermektedir.

Ingilizce dili kullanilarak yapilan yazar analiz calismalarinda en ¢ok kullanilan 6znitelik
kiimesi, hem ¢ikarilmas1 kolay hem dil bagimsiz hem de giiriiltii tolerans1 oldugu igin bir
dokiimandaki sirali n karakterin degerlendirildigi karakter n-gramlardir [5, 68]. Ozellikle
karakter 4-gramlar en iyi sonucu vermektedir [11, 23], yazar basina ele alinan dokiiman sayis1
azalmig olsa bile [37]. Yukarida vurguladigimiz sonuglar dogrultusunda deneylerimizde
kullandigimiz dordiincii ana Oznitelik kiimesi karakter 4-gram Ozniteliklerinin frekanslar

olmustur.

S6z dizimsel bilgilerin eklenmesi gibi daha ¢ok cesitli 0zniteliklerin 6znitelik kiimelerine
eklenmesinin yazar analizi ¢alismalarinda olumlu bir etkiye sahip oldugu yapilan ¢alismalar ile
desteklenmektedir [68]. Bu bakimdan bu tez ¢alismasinda, yukarida belirtmis oldugumuz 4 ana

Oznitelik kiimesine ek olarak bazi yardimci Oznitelikler de eldeki dokiiman orneklerinden
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cikarilarak ana Oznitelik kiimelerine eklenmistir. Kullandigimiz yardimci oznitelikler her
dokiiman 6rnegi i¢in; noktalama frekanslarini, kullanilan ortalama kelime uzunlugunu, paragraf
frekansint ve toplam karakter sayisini igermektedir. Sonu¢ olarak bu tez c¢alismasinda
kullandigimiz Oznitelik kiimeleri, barindirdiklar1 Oznitelikler ve bu kiimelere verilen

adlandirmalar Tablo 11.3’te gosterilmektedir.

Tablo 11.2. Kullanilan 6znitelik kiimeleri, i¢erikleri ve adlandirmalar:

Oznitelik
Aciklama
kiimesi
FS1 kelime 3-6n-kok + 2 karakterli kelimeler + yardimci 6znitelikler
FS2 kelime 4-6n-kok + 2 ve 3 karakterli kelimeler + yardimci 6znitelikler
FS3 kelime 5-6n-kok + 2, 3 ve 4 karakterli kelimeler + yardime1 6znitelikler
FS4 karakter 4-gramlar + yardime1 6znitelikler

¢)  Oznitelik Segimi

Yazarlara ait dokiimanlarin temsili i¢in ¢ikarilan 6znitelik kiimelerinin, 6zellikle de karakter
tabanli 6znitelik kiimesinin ¢ok fazla bir biiyiikliige sahip olmasi 6rneklerin gésterimini oldukca
biiyiik boyutta olmasina sebep olmustur. Oznitelik boyutu biiyiidiikce yapilan uygulamalarm
hesaplama maliyeti ve kullanilan bellek boyutu da biiyiik 6l¢ciide artmaktadir. Bu 6zniteliklerin
boyutunu diisiirmek amaci ile hesaplama islemlerinin faydasi agisindan bir 6znitelik se¢me
algoritmasinin kullanilmasi gerekmektedir [5]. Iki dokiimanin yazarlik dogrulamasi amaci ile
gelistirilen yazar bagimsiz yazar dogrulama sisteminin gelistirilmesinde kullanilacak 6znitelik
segme algoritmasinin ele alinacak dokiimanlar arasindaki tekil farklilik iizerinden 6znitelik
se¢imi yapabilmesi gerekmektedir. Bu durumda tf-idf 6znitelik segme algoritmasinin 6nerilen
modelin amaglarina en uygun algoritma oldugu belirlenmistir. Orneklem tabanl &rnekler
iiretildikten sonra ele alinan tiim veri kiimeleri i¢in Denklem 22’de verilen formiil, 6znitelik

kiimelerindeki her 6zniteligin tf-idf degerini belirlemek icin kullanilmistir.

N
tf —idf (i) = tf (i) x log (m> (22)

Denklem (15), bu calismada kullanilan tf-idf oOznitelik agirliklandirma yo6nteminin

matematiksel temsilidir. Bu gosterimde tf degiskeni terim frekansini temsil ederken tf{(i)
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degiskeni i. Ozniteligin tim dokiimanlardaki frekansini belirtmektedir. N degiskeni veri
kiimesinde bulunan dokiiman sayisini temsil ederken, df(i) degiskeni ise i. Ozniteligi igeren

dokiiman sayisini temsil etmektedir.

Secili 6znitelikler bakimindan en iyi sonucu verecek degeri bulmak i¢in, dnerdigimiz modelin
egitiminde en yiiksek tf-idf degerine sahip ilk 100‘den ilk 10.000’e kadar olan Oznitelikleri
arttirarak Onerilen modelin egitim asamasinda elde ettigi dogruluk basarisin1 degerlendirdik.
Farkl1 boyutlardaki se¢ili 6zniteliklerin egitim asamasinda degerlendirilmesi sonrasi elde edilen
dogruluk sonuglart Sekil 11.5’te goriilmektedir. DS1.2 veri kiimesinde, SVM smiflandirma
algoritmasi ve kelime 4-6n kok 6znitelik kiimesi kullanimi ile yapilan deney sonucu 100 ve
10.000 en iyi tf-idf 6zniteliklerinin verdigi sonuglar dogrultusunda, en yiiksek tf-idf degerine
sahip ilk 3000 6zniteligin kullanimi ile en yiiksek dogruluk basarisi elde edilmistir. Yapilan
bir¢cok deney sonucunda, en yiiksek basar1 cogunlukla 3000 en yiiksek tf-idf degerli 6znitelik
kiimesi ile elde edildiginden devam eden ¢alismalarda yapilacak deneylerin bu bulguya gore en

yiiksek 3000 tf-idf degerli 6zniteliklerin sec¢imi ile yapilmasi uygun goriilmiistiir.
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Sekil 11.5. tf-idf 6znitelik se¢imine gére farkli boyutlardaki 6zniteliklerin dogruluk sonuglari

11.5.3. BBM i¢in Bagimsizlik Tabanh Veri Kiimesi Boliitleme

Veri kiimesi boliitleme islemi bu tez ¢alismasinin en 6nemli ve en gerekli adimlarindan biridir.
Onerdigimiz modelin gelistirilme ve degerlendirilme asamalarmin saglikl yiiriitiilebilmesi igin
ele aldigimiz veri kiimeleri siireg igerisinde iki defa béliitlenmektedir. Ilk béliitleme islemi veri
kiimesindeki yazarlar tarafinda yapilmaktadir. Onerilen modelin gelistirilmesi asamasinda
dokiimanlari ele alinmayan bagimsiz yazarlarin dokiimanlari ile modelin test edilebilmesi igin,
veri kiimesindeki yazarlar 1/6’s1 Dogrulama kiimesi, kalan 5/6’s1 ise Model kiimesi olarak

boliitlenmektedir. Se¢im islemi rastgele yiiriitilmektedir, bu sebeple model {iretim ve test
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asamalari, Dogrulama ve Model kiimeleri igin rastgele yazarlar seg¢ilerek 10 farkli iterasyon ile
uygulanmaktadir. i1k boliitleme isleminden sonra elde edilen her iki kiime icerisinde o kiimelere
ait “evet/hayir” &rnekleri iiretilmektedir. ikinci béliitleme islemi, Model kiimesi {izerinden
ornekler bazinda yapilmaktadir. Model kiimesinde bulunan “evet/hayir” 6rneklerinin 1/5°1
rastgele olarak Test kiimesi i¢in boliitlenmekte, geri kalan 4/5 6rnek kiimesi ise siniflandirma

algoritmasinin egitiminde kullanilmak tizere Egitim kiimesi olarak boliitlenmektedir.

Bu bolimiin 6nemi, Onerilen modelin yazar bagimsizligin1 test edebilecek altyapinin
hazirlanmasidir. Test kiimesindeki 6rnekler, baska d6rnekleri 6nerilen modelin gelistirilmesinde
rol oynayan yazarlardan elde edilmistir ve bu sebeple bagimli yazarlarin 6rneklerini temsil
etmektedirler. Dogrulama kiimesindeki ornekler ise, herhangi bir 6rnegi onerilen modelin
gelistirilmesinde rol oynamayan yazarlara ait 6rneklerden olugmaktadir ve bu sebeple bagimsiz
yazarlarin orneklerini temsil etmektedirler. Sonug¢ olarak, goriinen yani bagimli yazarlarin
orneklerinin dogruluk degerleri ile goériinmeyen yani bagimsiz yazarlarin 6rneklerinin dogruluk
degerleri arasindaki farki test edebilecek altyapr hazirlanmis olmaktadir. Onerilen modelin
iiretilmesi, Test ve Dogrulama kiimeleri ile degerlendirilmesi siireclerinin sézde kodu asagida

gosterilmektedir.

10 tekrar yap {
Veri kiimesindeki yazarlarin 1/6 sint Dogrulama kiimesi i¢in, 5/6 'sini Model kiimesi i¢in rastgele se¢
Secilen her iki kiime icin evet/haywr orneklerini tiret
5 tekrar yap{

Model kiimesindeki orneklerin %80 ini Egitim kiimesi i¢cin, %20 sini Test kiimesi i¢in rastgele

se¢
Egitim kiimesi 6rnekleri ile Ikili Arka Plan Modeli 'ni iiret

Uretilen model ile Dogrulama kiimesi ve Test kiimesinin dogruluk degerlerini ¢tkar

}

Bu tez ¢calismasinda uygulamis oldugumuz veri boliitleme isleminin adli bilisim bakimindan iki
avantaji1 bulunmaktadir. Yapilan boliitleme islemleri 1s18inda yazar dogrulama problemlerinin
iki durumlu hali i¢in ¢6ziim altyapisi hazirlanmis olmaktadir. Eger bir yazara ait bir grup

dokiiman varsa ve harici bir dokiimanin ayn1 yazar tarafindan yazilip yazilmadig1 dogrulanmak
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isteniyorsa, hazirlanan bu alt yap1 ile bagimli bir yazarin yazar dogrulamasi gibi ¢6zliim
sunulabilmektedir. Diger taraftan eger elimizde yazari bilinmeyen iki dokiiman varsa ve bu iki
dokiimanin ayni yazar tarafindan yazilip yazilmadigi dogrulanmak isteniyorsa, hazirlanan bu
altyap1 ile bagimsiz bir yazarin yazar dogrulamasi gibi bir ¢6ziim sunulabilmektedir. Ayrica
yine adli bilisim perspektifinden bakacak olursak, bu altyapi ile farkli boyutlarda dokiimanlarin

da degerlendirilebilir olmasi ekstra bir avantaj saglamaktadir.

11.5.4. BBM Orneklerinin Uretimi ve Etiketlenmesi

Hibrit ornekleme yontemi 6n islem olarak uygulandiktan sonra ele aldigimiz her veri
kiimesindeki her yazar i¢in dokiiman 6rnekleri bulunmaktadir. Var olan dokiiman 6rneklerine
Oznitelik ¢ikarimi ve 6znitelik segme algoritmalarinin uygulanmasi ile bu dokiiman érnekleri
Oznitelik vektorlerine doniismektedir. Bu tez calismasinda dnerdigimiz model ele alinan vektor
ciftlerinin birlestirilmesine dayanmaktadir. Ayn1 yazardan alinan vektorleri ¢iftler halinde
birlestirip bu bilesim vektoriinli “evet” olarak etiketledik. Benzer sekilde, farkli yazarlardan
alman bu 6znitelik vektorlerini ¢iftler halinde birlestirdik ve bu bilesim vektoriinii “hayir”
olarak etiketledik. Birlestirme islemi vektor ¢iftlerinde ayni sirada bulunan 6zniteliklere ayni
islemlerin yapilmasi ile yliriitiiliir ve yapilan islemin sonucuna goére de yeni bir bilesim vektorii
iiretilmis olur. Bu tez ¢aligmasinda birlestirme islemi i¢in 3 fakli islem kullandik ve bdylece 3
farkli model tiretmis olduk. Kullandigimiz ilk islem fark islemidir. Birlestirilecek vektor ciftleri
tizerindeki Ozniteliklerin mutlak farkindan olusturulan yeni vektérler BBM_fark olarak
adlandirilmaktadir. Uretilen vektdriin n. dznitelik degeri, birlestirilen vektorlerin n. dznitelik
degerlerinin mutlak farkindan elde edilmistir. Ikinci birlestirme islemi, birlestirilecek vektor
ciftlerinin ¢carpimini temel alir. BBM_carp olarak adlandirilan yontemde birlesim vektoriiniin
n. elemani, birlestirilecek vektor ciflerinin n. elemanlarmin ¢arpimi ile elde edilir. Ugiincii
birlestirme yontemimiz ise, birlestirilecek vektor c¢iftlerinin ¢arpimlarinin karekokii alinarak
elde edilen ve BBM_kok olarak adlandirdigimiz yontemdir. BBM_kok yonteminde
birlestirilecek vektor ¢iftlerinin n. elemanlarin ¢arpimi alinir ve alinan bu carpim degerinin
karekokii alinarak birlesim vektoriiniin n. degeri elde edilmis olur. Bu islem geometrik ortalama
alma islemidir [138-140]. Birlestirme islemleri ile olusan “evet/hayir” drneklerinin, drneklem
tabanli 0rneklerden birlestirilmis “evet/hayir” vektorleri olana kadarki tiim islem asamalari,

tanimlar1 ve matematiksel gosterimleri ile Tablo 11.4°te gosterilmektedir.
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Tablo 11.3. Uretilen evet/hayir drneklerinin islem tanimlar1 ve matematiksel gdsterimleri

Tanim Matematiksel Gosterim
120 yazar bulunan bir veri kiimesi Ag={A1, Az, A, ......... , A120}
Her yazar 6rneklem tabanli 10 drnege sahip A ={at, a?, a®, ad, ar®, ad®, ar’, @l ad®, at%}
Her 6rnek bir 6znitelik vektorii ile al= <fy, o, fa .oni. , f>
temsil edilir
A; yazari i¢in 10 evet drneginin iiretilmesi birlestir {(a:!, 1), (a1% a:%), (@:®, a1, ......... , (a1%, at)}
A yazari i¢in 10 hayir drneginin iiretilmesi | birlestir {(a:!, a2t), (a1%, as?), (@, asd), ......... , (@10, a1}
BBM _fark fonksiyonu ile birlestirme fark(a:!, a1?) = <cs, €2, Cs, ...... , en>, Ci = [|lac(fi) - a?(i)||
BBM _carp fonksiyonu ile birlestirme carp(ast, a1?) = <cy, C2, Ca, ...... , cn>, Ci = ait(fi) x a:?(fi)
BBM_kok fonksiyonu ile birlestirme kok(ai!, a;1?) = <cy, C2, Ca, ... ,Cn>, Ci =
1/2
(| [atcro.s3r)

BBM_fark yontemine benzer bir birlestirme islemi Koppel ve Winter (2014) tarafindan farkli
bir senaryo ile bir taban uygulama olarak uygulanmistir [23]. Yazarlar en iyi sonucu 6nerdikleri
danismansiz 0grenme yontemi ile elde etmislerdir. Fakat uygulamis olduklar1 bu taban
uygulamanin 6nerdikleri model ile olan rekabet giicline de dikkat ¢cekmislerdir. Biz bu tez
calisgmasinin ilk uygulamalarinda BBM_toplam ve BBM_ort olarak adlandirdigimiz, adindan
da anlagilacag1 iizere vektorel birlesim siirecinde ele alinan vektorlerin 6zniteliklerinin
toplamim1 ve aritmetik ortalamasini bilesim islemi olarak kullanan iki yontemi de
degerlendirdik. Yaptigimiz ¢aligmalarin neredeyse hepsinde bu iki yontem 6nermis oldugumuz
diger ii¢ yonteme kiyasla en kotii sonuglart vermistir. Tez ¢calismast boyunca yapilan deneylerin
coklugu ve ¢esitliligi goz oniinde bulundurularak bu iki yontem devam eden ¢alismalardan

cikarilmstir.

11.5.5. BBM Destekli Yazar Dogrulama Modelinin Hiper-parametreleri

Onermis oldugumuz BBM destekli yazar dogrulama modelinin hiper-parametrelerinin dnerilen
modelin ciktisina dogrudan ve sezgisel olarak bazi etkileri vardir. Onerilen modelin hiper-
parametreleri; arka planda kullanilan metinlerin boyutu, arka planda kullanilan yazarlarin
sayisi, arka planda kullanilan 6znitelik kiimesi ve arka planda kullanilan 6znitelik se¢gme
algoritmasidir. Onerdigimiz model nispeten kisa dokiimanlarin yazarlik dogrulamasi igin uygun
bir modeldir. Onerilen model farkli boyutlardaki dokiimanlarin da yazarlik dogrulamasinda

kullanilabildigi i¢in, model iiretiminde dokiiman boyutu parametresinin ele alinan problem
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kiimesine 0zgii olarak belirlenmesi gerekmektedir. Biz bu ¢alismada, 100 kelime ve altindaki
dokiimanlarin yazarlik dogrulamasinda kullanilmak iizere 100 kelimelik dokiiman ¢iftlerini
Onerilen modelin egitiminde kullandik. Aymi sekilde 100 ile 500 kelime arasindaki
dokiimanlarin yazarlik dogrulamasi i¢in arka plan 6rnekleri 500 kelimelik dokiimanlardan
olusan veri kiimesi ile, 500 kelime iizeri dokiimanlarin yazarlik dogrulamasi i¢in arka plan
ornekleri 1000 kelimelik dokiimanlardan olusan veri kiimesi ile egitilmesini 6neriyoruz. Arka
planda kullanilan yazarlarin sayis1 6nerdigimiz modelde sezgisel bir parametredir. Arka plan
orneklerinde bulunan yazar sayisinin siirekli artmasi, liretilen modelin basarisinda siirekli bir
artis saglamamaktadir. Probleme 0zgli yazar sayisinin bulunabilmesi i¢in parametre
optimizasyonu Onerilmektedir. Arka planda kullanilacak 6znitelik kiimesinin se¢imi Onerilen
modelin basarisini dogrudan etkilemektedir. Probleme ve kullanilan dile 6zgii olarak farkli
Oznitelik setlerinin farkli sonuglar iiretecegi asikardir. Dolayisi ile kullanilacak 6znitelik kiimesi
secimi i¢in ele alinan dil ve tiir dikkate alinmalidir. Arka planda kullanilan 6znitelik se¢me
algoritmasi kullanimi ve se¢imi tercihe baglidir. Bu c¢alismada kullanilan veri kiimesi ¢ok
boyutlu oldugundan ve devamindaki islemlerin gerceklestirilmesini biiylik 6lgiide
etkilendiginden 6znitelik se¢me algoritmasi kullanilmistir fakat makul oranlarda olan 6znitelik
kiimeleri i¢in 6znitelik se¢me islemi yapilmasina gerek yoktur. Ayrica, kullanilacak 6znitelik
secme algoritmasinin boyutunun belirlenmesi de probleme 6zgiidiir. Yine farkli degerler test

edilerek probleme en uygun miktar belirlenmelidir.
11.6. Deneysel Sonuclar ve Tartisma

Destek Vektor Makineleri (Support Vector Machine) ve Lojistik Regresyon (Logistic
Regression) smiflandirma algoritmalari, python 3.6 scikit kiitiiphanesindeki varsayilan
parametreleri ile bu tez ¢alismasinda, Onerilen modelin iretilmesinde kullanilacak
siiflandirma algoritmalar: olarak ele alinmistir. Bu iki yontemin pratikteki karsilastirilabilir
performanslar1 dolayisi ile yazar analizi ¢alismalarinda bu iki metot siklikla kullanilmaktadir
[23, 36, 62]. Onerilen birlestirme yontemlerinde oldugu gibi bu tez calismasinin ilk
uygulamalarinda bir¢ok siiflandirma algoritmasi kullanilmistir. Fakat yaptigimiz caligmalarin
neredeyse hepsinde SVM ve LR siniflandirma algoritmalar1 diger siniflandirma algoritmalari
ile kiyaslandiginda en basarili sonuglart iirettiginden ve tez g¢aligmasi boyunca yapilan
deneylerin ¢oklugu ile cesitliligi g6z 6nline alindiginda, devam eden ¢aligmalar bu iki yontem
iizerinden siirdiiriilmesine karar verilmistir. Onerilen modelin basarisin1 degerlendirmek igin

ortalama dogruluk (accuracy) 6lgegi kullanilmistir. Tiim veri kiimelerimizdeki Egitim, Test ve
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Dogrulama kiimelerimiz 6rnekler bakimindan dengeli oldugu i¢in bu ¢alismalardaki en uygun

Olcegin dogruluk 6lcegi olduguna karar verilmistir.

Onceki boliimlerde bahsedildigi gibi bu tez c¢alismasinda onerilen model hem model
gelistirilmesi agsamasinda dokiimani bulunan yazarlarin baska dokiimanlar ile (Test kiimesi)
hem de model gelistirme asamasinda hi¢ dokiimani olmayan yazarlarin dokiimanlari ile
(Dogrulama kiimesi) test edilmistir. Yapilan tiim deneyler, Windows 10 Enterprise Edition 64
bit Isletim Sistemi, 16gb ram, 2.00GHz Intel[R] Xeon[R] CPU E5-2620 6zelliklerine sahip
kisisel bir bilgisayar tizerinden yiirlitiilmiistiir. Tiim veri kiimeleri i¢in, se¢ili 6znitelik kiimeleri
ve Lojistik Regresyon algoritmasi, BBM_fark, BBM_carp ve BBM_kok ydntemleri
kullanilarak Egitim, Test ve Dogrulama ornekleri i¢in elde edilen ortalama dogruluk degerleri

Tablo 11.5’te gosterilmektedir.
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Tablo 11.4. Lojistik Regresyon kullanilarak iiretilen Ikili Arka Plan Modelinin ortalama
dogruluk sonuglari

Egitim Test Dogrulama

BBM  Veri

Yontem kiimesi FSL  FS2 FS3  FS4 FS1 FS2 FS3  Fs4 FS1 FS2 FS3  Fs4
DSL1 10742 0743 0751 0774 0687 0738 0740 0769 0660 0721 0705 0,752
DSL2 15706 0713 0700 0717 0671 0693 0692 0703 0645 0655 0673 0,698
DS13 10596 0610 0622 0652 0584 0597 0620 0654 0576 0582 0595 0,648

¥ |DPS21 10999 0993 1,000 1000 0695 0640 0721 0736 0667 0621 0727 0735

S |PS22 0995 0942 0998 0889 0621 0651 0645 0653 0613 0652 0703 0690

B |DS23 10791 0804 0794 0740 0651 0642 0642 0582 0652 0641 0655 0623
DS31 10819 0808 082 0817 0753 0757 0768 0791 0751 0751 0756 0,795
DS32 19757 0750 0756 0776 0718 0716 0727 0749 0719 0715 0710 0,748
DS3.3

0,755 0,740 0,708 0,689 0,744 0,729 0,687 0,671 0,730 0,722 0,684 0,674

DS1.1 0899 0,847 0,822 0,894 0,797 0,764 0,764 0,833 0,815 0,787 0,783 0,829
DS1.2 0,833 0846 0,796 0,860 0,782 0810 0,771 0,817 0,772 0,766 0,747 0,804
DS1.3 0,794 0,807 0,749 0,828 0,789 0,796 0,743 0,806 0,763 0,771 0,718 0,794

e DS2.1 0902 0,871 0,850 0,901 0827 0812 0815 0,827 0809 0,791 0,789 0,812
§| DS2.2 0,851 0,846 0,823 0,840 0,807 0,796 0,788 0,801 0,786 0,771 0,759 0,784
a DS2.3 0,789 0,794 0,776 0,764 0,770 0,768 0,756 0,737 0,753 0,745 0,734 0,728
DS3.1 0,800 0,766 0,750 0,778 0,801 0,766 0,752 0,778 0,791 0,759 0,754 0,777
DS3.2 0820 0,813 0,797 0,800 0814 0808 0,797 0,795 0813 0806 0,799 0,795
DS3.3 0,760 0,774 0,771 0,788 0,759 0,773 0,771 0,784 0,756 0,768 0,768 0,784
DS1.1 1,000 1,000 1,000 1,000 0,808 0,837 0,847 0,834 0829 0828 0843 0,840
DS1.2 0983 0,998 0,999 1,000 0825 0,849 0,843 0,805 0821 0818 0828 0,810
DS1.3 0891 0,896 0,888 0,887 0,857 0,850 0,835 0,798 0826 0823 0813 0,786
X DS2.1 1,000 1,000 1,000 1,000 0805 0,853 0,846 0,791 0805 0818 0821 0811
;I DS2.2 0978 0,992 0,991 1,000 0831 0841 0,845 0,767 0807 0814 0812 0,756
@ DS2.3 0826 0846 0,839 0,832 0,791 0,798 0,797 0,732 0,767 0,768 0,764 0,722

DS3.1 0941 0,949 0,946 0,924 0,901 0,902 0910 0,814 0,89 0895 0,903 0812
DS3.2 0911 0,926 0,927 0,888 0,885 0,891 0,894 0,840 0882 0888 0891 0,844
DS3.3 0841 0,854 0,848 0,816 0836 0847 0,840 0,805 0834 0842 0841 0,806

Ele alinan tiim veri kiimeleri i¢in en iyi sonuglar LR siniflandirma algoritmasi ile BBM_kok
birlestirme yonteminin kullaniminda ve 6zellikle kelime k-6n kok Oznitelik setleri ile elde
edilmistir. Bu ¢alismada elde ettigimiz sonuglar1 yazar dogrulama g¢alismalar1 arasinda 500
kelimelik dokiiman ciftlerinin yazarlik dogrulamasini ele alan ve bu degerlendirmeler ile
basarili sonuglar iireten Koppel ve Winter tarafindan yapilan ¢alisma [23] ile karsilastirdik.
Karsilastirdigimiz ¢alisma benzerlik tabanli bir Imposter metodu énermis ve Ingilizce Blog

kiilliyat1 kullanarak en basarili sonucu %87,4 dogruluk ile skor esik degeri ve karakter n-gram
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Oznitelik kiimesi kullanarak elde etmis. Bu Imposter metodu imposterler olusturmak i¢in web
tabanli uygulamalar kullandigindan bir takim kuskular barindirmaktadir. Ayrica birebir ayni
uygulama altyapisi kullanarak benzer sonuglar elde etmek de bu calisma i¢in pek miimkiin
goriinmemektedir. Bu tez caligmasinda gelistirilen uygulama ile karsilagtiracak olursak, 500
kelime uzunlugundaki dokiimanlarin kullaniminda, Test kiimesi i¢in %89 {izeri, Dogrulama
kiimesi igin ise yine %89 yakinlarinda basari, BBM_kok birlestirme yontemi ve kelime k-6n
kok oznitelik setleri kullanilarak elde edilmistir. Bu calismada ele alinan altyapinin iyi tanimli
olmasindan kaynakli olarak, iiretilen negatif orneklerin ayni yazara ait olmasi ihtimali de
bulunmamaktadir. Dahasi, 6nerdigimiz model aym altyapr kullanildig: siirece ayni sonuglari
iiretecektir. Onerdigimiz modelin karsilastirilan ¢alismadan bir diger farki ise kullanilan
Oznitelik kiimeleridir. Kelime k-6n kok oOznitelik kiimeleri karakter n-gram Oznitelik
kiimesinden daha iyi sonuglar vermistir. Bu calismada en basarili sonuglar, Ingilizce Blog
kiilliyatindan iiretilmis 1000 kelime uzunlugundaki dokiimanlarin degerlendirildigi deneylerde
kelime k-on kok Ozniteliklerinin kullanimi ile Test kiimesinde %90 {izeri ve Dogrulama
kiimesinde de neredeyse benzer oranlarda dogruluk olarak elde edilmistir. Elde edilen bu
sonuclar basarili bir yazar bagimsiz yazarlik dogrulama modelinin bu altyap1 kullanilarak elde

edildigini gostermektedir.

Oznitelik ¢ikarimi boliimiinde kelime k-6n kok oznitelikler kiimesinin Tiirkce dilinin
kullanimindaki oneminden bahsettigimiz gibi bu 6znitelik kiimelerinin basariya etkisi elde
ettigimiz test sonuglarinda goriilebilmektedir. Tiirkce dokiimanlarin kullanildig1 deneylerde
100 kelime uzunlugundaki dokiimanlarda bile Test kiimesinde %84 {izeri, Dogrulama
kiimesinde ise %82 tizeri dogruluk basarisi elde edilmistir. Benzer 6l¢ekler ile kiyaslandiginda,
120 yazarl Ingilizce Blog kiilliyatinda 1000 kelimelik ve 500 kelimelik dokiimanlarda Test
kiimesi i¢in %84 tizeri, Dogrulama kiimesi i¢in ise %81 iizeri dogruluk basarisi elde edilmistir.
Fakat ayn1 6lgeklerle Ingilizce Blog kiilliyatinda 100 kelimelik dokiimanlarin degerlendirildigi
deneylerde elde edilen dogruluk basarist Test kiimesi i¢in %79 tizeri, Dogrulama kiimesi i¢in
ise %76 iizeri olarak elde edilmistir. Ote yandan, ingilizce blog kiilliyatinda ele aldigimiz veri
kiimesini yazarlar ve drnekler bakimindan 10 kat genislettigimiz durumlarda, 1000 kelimelik
ve 500 kelimelik dokiimanlar i¢in elde ettigimiz dogruluk orani1 %90 yakinlarinda olmaktadir.
Hatta bu genisletilmis veri kiimesinde 100 Kkelime wuzunlugundaki dokiimanlarin
degerlendirilmesinde bile elde ettigimiz dogruluk orami %84 yakinlarinda olmaktadir. Bu

genisletilmis veri kiimesi ile yapilan deneylerden elde edilen sonuglar, liretilen arka plan
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orneklerinin yazar ve Orneklem bakimindan boyutunun modele etkisindeki giiciinii
gostermektedir. BBM_Kok birlestirme yonteminin Egitim kiimesi tizerindeki basarili sonuglari
siiflandirma uygulamasi olarak ele alinan modelin alt yapisal basarisini, 6zellikle 1000 kelime
uzunlugundaki dokiimanlar degerlendirildiginde, agiga c¢ikarmaktadir. LR siniflandirma
algoritmasi kullanildiginda en diisiik sonug¢lar BBM_fark birlestirme yonteminin kullanimi ile

elde edilmistir.

Onerdigimiz modelin bir diger degerlendirme deneyleri SVM smiflandirma algoritmasi
kullanilarak gerceklestirilmistir. SVM simiflandirma algoritmasi kullanilarak elde edilen
ortalama dogruluk degerleri, segili 6znitelik kiimeleri ve BBM_fark, BBM_carp ile BBM_kok
yontemlerinin kullanimindaki Egitim, Test ve Dogrulama kiimelerindeki 6rnekleri i¢in Tablo

11.6°da verilmektedir.
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Tablo 11.5. Destek Vektor Makineleri kullanilarak iiretilen Ikili Arka Plan Modelinin ortalama
dogruluk sonuglari

Egitim Test Dogrulama

BBM  Veri

yontem kiimesi FS1 FS2 FS3  FS4 FS1  FS2  FS3  FS4 FS1  FS2  FS3  FS4
DSL1 10996 0996 0995 1000 0737 0735 0719 0687 0767 0758 0748 0706
DS12 0919 0915 0894 0999 0687 0680 0670 0729 0705 0677 0680 0723
DS13 |o6o1 0658 0634 0770 0642 0605 0586 0652 0655 0632 0605 0672

¥ |DS21 15989 0992 0992 0998 0749 0759 0763 0776 0788 078 0770 0,769

S |PS22 g5 0875 0891 0989 0702 0700 0720 0741 0712 0704 0717 0741

B |DPS23 10621 0632 0649 0701 0574 0591 0613 0628 0595 0598 0614 0,641
DS31 |oos6 0982 0981 0996 0784 0777 0781 0776 0794 0790 0798 0784
DS32 |ogss 0889 0885 0975 0750 0756 0757 0763 0768 0771 0773 0777
DS3.3

0,687 0,694 0,701 0,724 0677 0675 0,684 0,684 0,677 0679 0,687 0,685

DS1.1 |1,000 1,000 1,000 1,000 0,490 0,490 0,490 0,490 0,500 0,500 0,500 0,500
DS1.2 1,000 1,000 1,000 1,000 0484 0485 0484 0,484 0,500 0,500 0,500 0,500
DS13 |0,750 0,754 0,791 0,971 0585 0549 0534 0,542 0569 0545 0534 0,540

e DS2.1 1,000 1,000 1,000 1,000 0526 0517 0516 0,525 0,532 05540 0,540 0,526
gl DS2.2 1,000 1,000 1,000 1,000 0521 0546 0532 0,544 0507 0532 0520 0,536
a DS2.3 |0,747 0,796 0,876 0,968 0,558 0,545 0,543 0,542 0,546 0,539 0,535 0,541
DS3.1 1,000 1,000 1,000 1,000 0545 0543 0545 0,544 0532 0533 0528 0,531
DS3.2 1,000 1,000 1,000 1,000 0,535 0531 0,536 0,535 0532 0536 0,526 0,533
DS33 (0,725 0,734 0,790 0,766 0632 0642 0,684 0,655 0,633 0663 0,675 0,656
DS1.1 (0932 0,928 0910 0,998 0812 0,785 0,771 0,724 0,791 0,769 0,734 0,687
DS1.2 (0,880 0,864 0,846 0,951 0,825 0821 0,791 0,780 0,804 0,775 0,758 0,754
DS13 (0,788 0,739 0,716 0,806 0,788 0,738 0,709 0,793 0,760 0,719 0,693 0,780
X DS2.1 0,926 0,909 0,897 0,971 0,815 0,795 0,767 0,742 0,805 0,777 0,744 0,700
;I DS2.2 (0,858 0,841 0,838 0,880 0,802 0,793 0,784 0,754 0,778 0,771 0,748 0,726
@ DS23 (0,723 0,732 0,729 0,724 0,721 0,728 0,729 0,716 0,706 0,707 0,712 0,702

DS3.1 (0,932 0918 0914 0,967 0,876 0863 0839 0,817 0,874 0859 0836 0814
DS3.2 (0881 0,872 0,855 0,895 0,860 0,850 0,833 0,828 0,858 0852 0,833 0,828
DS3.3 |0,788 0,783 0,780 0,776 0,782 0,781 0,778 0,776 0,787 0,782 0,774 0,773

LR smiflandirma algoritmasinda elde edilen sonuglar ile karsilagtirildiginda, SVM algoritmast
kullanildigi durumlarda da en basarili sonuglar BBM_kok birlestirme yontemlerinin
kullanildig1 yontemler ve ¢ogunlukla kelime k-6n kok Oznitelik kiimesi kullanimi ile elde
edilmistir. Tiirkge kiilliyatin degerlendirildigi deneylerde sadece 100 kelimelik dokiimanlarin
ele alindig1 durumda karakter 4-gram 6znitelik kiimesi az bir farkla kelime k-6n kok 6znitelik
kiimelerinden daha iyi sonuglar liretmistir. Koppel ve Winter tarafindan yapilan calismada,

BBM_fark birlestirme yontemine benzer bir yontem karakter 4-gram Oznitelik kiimesi
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kullanim1 ile 500 kelime uzunlugundaki dokiimanlara SVM kullanilarak bir taban uygulama
olarak uygulanmistir [23]. Yazarlar ingilizce Blog kiilliyatinda bu taban uygulamalari ile %79,8
dogruluk elde etmisler. Onerdigimiz model, ele alinan kiilliyatin 120 yazarli veri kiimesinde
500 kelimelik dokiimanlarda hem Test kiimesinde hem de Dogrulama kiimelesinde ayni
danismanli taban uygulama 6zelliklerinin farkli 6n islemler uygulanmasi ile %74,1 dogruluk
verirken 1200 yazarl veri kiimesinde %76 {izeri dogruluk vermistir. Diger taraftan BBM_kok
birlestirme yontemi uygulandiginda ayni veri kiimelerinden elde edilen Test kiimesi ve
Dogruluk kiimesinin dogruluk oranlar1 artmaktadir. Bu tez ¢alismasinda dnerilen modelin SVM
kullanimu ile elde edilen en yiiksek dogruluk degeri 1200 yazarl ingilizce Blog kiilliyatindaki
1000 kelime uzunlugunda dokiimanlarin degerlendirildigi ve FS1 Oznitelik kiimesinin
kullanildigi deneylerde hem Test kiimesi hem de Dogruluk kiimesi sonuglarina gore %87 tizeri
cikmaktadir. Deneylerin tamami gz oniine alindiginda hem SVM hem de LR simiflandirma
algoritmalarmin kullaniminda en yiiksek dogruluk degerleri DS3.1 veri kiimesinin kelime k-6n
kok Oznitelik setleri ile degerlendirilmesinde elde edilmistir. Tiirk¢e veri kiimesinin SVM ile
degerlendirilmesinde en yiiksek dogruluk oranit %80 yakinlarinda, 1000 ve 500 kelimelik
dokiimanlarin degerlendirildigi deneylerde, Test ve Dogruluk kiimelerinin sonuclariyla elde
edilmistir. SVM ile gerceklestirilen deneylerin geneline bakildiginda yine en yiiksek
dogruluklart BBM_Kok birlestirme yontemi verirken LR smiflandirma algoritmasindan farkli
olarak en diisiik sonuglar BBM_carp birlestirme yontemi ile elde edilmistir. Birlestirme
yontemleri karsilastirildiginda en yiiksek 6znitelik degerleri BBM_carp birlestirme yontemi ile
iiretilen degerlerde bulunmaktadir ve bu durum SVM ile siniflandirma modelinin basarisini

diistiren bir durum olabilmektedir.

LR smiflandirma algoritmasimin kullanimi ile karsilastirildiginda, SVM siiflandirma
algoritmasinin kullanimi ile tiim veri kiimelerindeki en yiiksek dogruluk degerlerinde diisiis
meydana gelmistir. Bu diisiise ek olarak, SVM siniflama algoritmasinin hesaplama maliyeti LR
siniflandirma algoritmasinin hesaplama maliyetinden ¢ok daha fazladir. Ozellikle diger iki veri
kiimesinin 10 kat1 biiyiikliikte olan1200 yazarin ele alindig1 DS3 veri kiimesinde model tiretmek
icin gergeklestirilen her bir tekrar LR kullaniminda yaklasik 1 saatin altinda siirerken SVM
kullaniminda bu siire en az 3 giin stirmektedir. DS1 ve DS2 veri kiimeleri i¢in 1000 kelime
uzunlugundaki dokiimanlarin kullanildig1 deneylerde hesaplama siiresi hem SVM hem de LR
algoritmalarmin kullaniminda 5 dakikanin altinda olurken, bu siire 500 kelime uzunlugundaki

dokiimanlarin degerlendirilmesinde 10 dakikanin altinda, 100 kelime uzunlugundaki

173



dokiimanlarin degerlendirilmesinde ise 140 dakikanin altinda olmaktadir. Model iiretiminde
gerceklestirilen her iterasyonda ayni veri bdliimlerine hem SVM hem de LR algoritmasi
uygulandigindan yapilan deneylerin hesaplama siiresi uzun olmaktadir. Ote yandan LR
siiflandirma algoritmasi tek bagina uygulandiginda deneylerin hesaplama stiresi biiyiik dl¢iide
azalmaktadir. Oznitelik ¢ikarimi ve se¢imi asamalarinda da, sayica fazla oldugu icin 6zellikle
karakter n-gram oznitelik kiimesinin islemleri diger 6znitelik kiimelerinin islemlerinden gok
daha uzun stirmektedir. Karakter 4-gram 6znitelik kiimesinin kullaniminda, yazar kiime sayis1
ve dokiimanlarin veri miktar1 arttik¢a c¢ikarilan 6zniteliklerin sayis1 da 300.000 yakinlarinda
olmaktadir. Kelime k-6n kok Oznitelik kiimeleri i¢in en uzun 6znitelik ¢ikarma ve se¢me
yontemlerinin sitiresi DS3.3 veri kiimesi i¢in yaklasik 2 giin siirmektedir. Diger veri kiimeleri

icin bu siire 2 saatin altindadir.

Ingilizce blog veri kiimesinin kullanimimi igeren ¢alismalarin genel bir karsilastirmas [141]
calismasinda yapilmistir. Caligmada 2000 yazarin 4 sayfa olacak sekilde (yaklasik 2000
kelimelik) dokiimanlar1 ¢ikarilmig. Benzer bir altyap1 saglamak i¢in biz bu ¢alismada her yazara
ait 1000 kelimelik dokiiman ciftlerini kullandik. Onerdigimiz modelin parametrelerini sdyle
ayarladik; arka plan iiretiminde 1000 yazar, tf-idf 6znitelik agirliklandirma kullanilarak en
yiiksek agirliga sahip 3000 Oznitelik, siniflandirma i¢in Logistic Regression algoritmasi ve
caligmada basarisi test edilmis li¢ 6znitelik kiimesi (FS1, FS2 ve FS3). Calismanin performans
Olgegi olarak, yazar dogrulama caligmalarinda siklikla kullanilan performans olgekleri;
dogruluk (accuracy), Alici Islem Karakteristiginin (Reciever Operating Characteristic - ROC)
Egri Altindaki Alan1 (Area Under Curve - AUC) ve Denklem 23’te gosterilen c@1 metrikleri

kullanilmastir.

c@1 = %(nc + (nz;'nc)> (23)

n = problem sayisi
nc = dogru cevaplarin sayisi

nu = cevaplanamayan problem sayisi
Yukaridaki denklemde eger ny degiskeni yani cavaplanamayan problem sayisi sifira esit ise,
c@]1 olgegi dogruluk olcegi ile ayni sonucu iiretecektir. Onerilen problemden ve [141]
calismasindan elde edilen sonuglar Tablo 11.7°de gosterilmektedir. Tiim ¢alismalarda ny degeri
sifirdir. Tabloda verilen Ogrenme tipinde; Tiirkceye egitilmis olarak cevirmeyi uygun

gordiiglimiiz istekli (eager) olarak belirtilen ¢alismalar, verilen bir egitim seti kullanarak genel
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bir yazar dogrulama modeli iiretme egilimindeki ¢alismalar1 temsil etmektedir. Tiirk¢eye
miskin olarak ¢evirmeyi uygun gordiigiimiiz tembel (lazy) olarak belirtilen ¢aligmalar ise her

yazar dogrulama problemi i¢in ayr1 bir 6grenme durumu ele alir.

Tablo 11.6. Ingilizce blog kiilliyat: kullanan ¢alismalar ile karsilastirma

AV yaklasimi AV Ogrenme c@l AUC | AUC*c@1
yontemi Tipi
Sikigtirma Modeli [141] igsel miskin 0,852 | 0,926 0,789
Profil Tabanli Yontem [14] igsel miskin 0,763 0,847 0,646
GLAD [142] icsel egitilmis 0,838 | 0,912 0,764
Sahtekarlar Yontemi [23] digsal miskin 0,744 0,792 0,589
BBM_kok (FS3) dissal egitilmis 0,895 0,957 0,856
BBM_kok (FS2) digsal egitilmis 0,892 | 0,954 0,850
BBM_kok (FS1) digsal egitilmis 0,894 | 0,955 0,843

Yukarida verilen yaklasimlar ile kiyaslandiginda, ele aldigimiz problem 6zelinde yani yazar
dogrulama problemini iki dokiimanin yazarliginin dogrulanmasi olarak ele alan c¢aligsmalar
arasinda, 6nerdigimiz model Ingilizce Blog kiilliyatinda, ele alinan ii¢ dlgekte de en yiiksek
basarili sonuglari iiretmistir. Bu ¢alismada tiretilen model ile test edilen verilerin ayni tiire (blog
verisi) ait olmus olmasi elde edilen yiiksek basarinin en 6nemli etmenidir. Karsilastirilan diger
yontemler ile kiyaslandiginda onerilen birlestirme yonteminin de bu problem 6zelinde basarili

bir karar kriteri olusturdugu goriilmektedir.

Yazar dogrulama calismalarinin karsilastirilmasinda tiir bagimlilik 6nemli bir 6zelliktir. Bu
sebeple, onerdigimiz modelin farkli bir tiire ait veriler igeren bagka bir veri kiimesi ile test
edilmesi igin, 2015 yilinda PAN organizasyonu tarafindan yayinlanan Ingilizce yazar
dogrulama veri kiimesini kullandik. Bu veri kiimesi oyun platformlarindan elde edilen,
kullanicilarin listesinin ve konusucularin isimlerinin ¢ikarildigi bir iletisim yazilar1 (dialog
lines) toplulugunu barindirmaktadir. Veri kiimesi karisik konularda veriler icermekte (cross-
topic) ve ele aldigimiz yazar dogrulama yapisi gibi her yazara ait bilinen sadece bir dokiiman
bulunmaktadir. Veri kiimesinde bulunan dokiimanlarin boyu yaklasik 500 kelime civarindadir.
Veri kiimesinin igerisinde egitim kiimesi ve test kiimesi olmak iizere iki boliim bulunmaktadir

yani veri yayincilari egitim ve test kiimelerini belirlemistir. Egitim kiimesinde 100 6rnek, test
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kiimesinde ise 500 6rnek barindirmaktadir bu veri kiimesi. Egitim icin verilen 6rnek sayisi,
onerdigimiz modele uygun bir sekilde arka plan olusturmaya yetersiz oldugundan bu verinin
testi i¢in Ingilizce Blog kiilliyati, énerdigimiz modelde arka plan olusturmak igin tekrar
kullanilmistir. PAN kiimesindeki 6rneklerin boyu yaklasik 500 kelimelik oldugundan biz de
arka planda 500 kelimelik dokiiman giftleri trettik. Bu deneyde Logistic Regresyon
siniflandirma algoritmasini 6n tanimli parametreleri ile kullandik. Karakter n-gram’dan daha
yiiksek basar1 elde ettigimi kelime k-6n kok 6znitelik kiimelerini (FS1, FS2, FS3) bu deneylerde
kullandik. Bu deneylerde farkli olarak bir 6znitelik segme algoritmasi kullanmadik, 6znitelik
kiimesinde bulunan tiim Oznitelikler temsil vektorlerde bulunmaktadir. PAN verilerinden
egitim kiimesi, arka planda olusturulacak modelin yazar sayist hiper-parametresinin
optimizasyonunda kullanilmistir. Kullanilan her 6znitelik kiimesi icin PAN’1n egitim verisi 50
ile 1000 yazar arasinda farkli yazar sayilari ile test edilmis ve her 6znitelik kiimesi i¢in egitim
kiimesinden elde edilen en yiiksek yazar sayist PAN’1n test kiimesinde yazar sayis1 parametresi

degeri olarak kullanilmistir.

PAN organizasyonu, problemin ¢dziimiine 6nerilen modellerin siralamasini basari sirasina gore
(AUC*c@]1) yayinlamaktadir. Tablo 11.8’de 6nerdigimiz modelden elde edilen test basarilari,
PAN yayimi zamaninda siralanan ilk bes model ve basarisi ve benzer bagka karsilagtirilabilir

calisma ve sonuglar1 sirasiyla verilmistir.
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Tablo 11.7. PAN 2015 Ingilizce veri kiimesini kullanan yazar dogrulama yaklagimlari ile

karsilastirma
AV yaklagim AV Ogrenme c@1 AUC AUC*c@1 | Cevapsiz | Calisma
yontemi Tipi problem siiresi
sayisi

Gelistirilmis digsal digsal miskin 0,785 0,812 0,637 - -
AV [143]
Genellestirilmis igsel egitilmis 0,76 - - - -
maske styirma [31]
Bagnall [144] digsal miskin 0,757 0,811 0,614 3 21:44:03
Sikistirma modeli igsel miskin 0,754 0,802 0,605 - -
[141]
BBM_kok (FS1) digsal egitilmis 0,708 0,764 0,540 0 00:00:36
Castro D. ve ark digsal miskin 0,694 0,750 0,520 0 02:07:20
[145]
BBM_kok (FS3) digsal egitilmis 0,69 0,744 0,513 0 00:17:01
Gutierrez ve ark digsal miskin 0,694 0,739 0,513 39 00:37:06
[146]
Kocher ve Savoy digsal miskin 0,689 0,738 0,508 94 00:00:24
[147]
BBM_kok (FS2) digsal egitilmis 0,68 0,739 0,502 0 00:09:02
PAN 15-ensemble - - 0,596 0,786 0,468 0 -
[45]

PAN 2015 Ingilizce veri kiimesi egitim kiimesinde ¢ok az sayida 6rnek igerdiginden zorlu bir
veri kiimesidir. Igerisinde bulunan dokiimanlarin da kisa boyutlu olmasi bu veri kiimesini daha
da zorlastirmaktadir. S6z konusu bu zorluklara ek olarak, PAN egitim kiimesindeki 6rneklerden
hicbir igerik bilgisi kullanmamamiza ragmen 6nerdigimiz modeli kullanarak bu veri kiimesinin
testinde karsilastirilabilir sonuglar elde ettik. Dahasi, onerdigimiz modelde kullanilan BBM
blog verileri kullanilarak iiretilmis olmasina ragmen diyalog yazilariin testinde makul sonuglar
tretmistir. Bu sonuglar Onerdigimiz BBM’in genellestirme kabiliyetini ve Onerdigimiz
birlestirme yontemi ve 6znitelik kiimesinin ayirt edicilik giliciinii gdstermektedir. Yukaridaki
tabloda bulunan diger caligmalar ile karsilastirildiginda sadece onerdigimiz model digsal ve
egitimli bir yaklagim ile yazar dogrulama problemine ¢6ziim sunmus olmanin yaninda, PAN’1n
egitim kiimesinin herhangi bir icerik bilgisini kullanmayarak basarili sonuglar {iretebilen tek

calismadir.
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Bu boliimde elde edilen sonuglar, bu tez kapsaminda ¢6ziilmesi planlanan problemin ¢éziimiine
yonelik elde ettigimiz en 6nemli ve en anlamli sonuglardir. Onceki boliimlerde ele aldigimiz
problemin ¢dziimiine yardimci olacagi diisiiniilen deneyler yapilmis ve her boliimiin sonuglari
kendi i¢inde degerlendirilmistir. Bu boliim tez calismasinin ana boliimii oldugundan bu
boliimde yapilan deneysel ¢alismalarin sonuglarinin yorumlanmasi TARTISMA boliimiine

birakilmistir.
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12. TARTISMA

Yazar dogrulama, yazar analizi caligmalarinin en zorlu problemlerinden biridir. Bu tez
caligmasinda yazar dogrulama problemini verilen iki dokiimanin yazarliginin dogrulanmasi
olarak degerlendirdik. Bu bakis agisi ile ele alinan yazar dogrulama problemi genel anlayistan
daha zorlu olan yazar bagimsiz bir yazar dogrulama problemine doniismektedir. Bu problemin
¢coziimiinii saglamaya yonelik bir altyapt sunmak icin literatiire en uygun 6n islemleri uyguladik
ve onlari bir alt islem kiimesi olarak, dnerdigimiz modelde kullandik. Onerdigimiz modelin
islem adimlar1 iyi tanimhidir ve baskalar: tarafindan kolaylikla uygulanabilir. ilk islem olarak
orijinal dokiimanlar yazar kiime biiyiikliigii ve veri biiyiikliigii bakimindan normalize edilmistir.
Bir yazar tarafindan farkli zamanlarda yazilmis dokiimanlar rastgele olarak birlestirilmis ve bu
yeni olusum sirasiyla esit sayida ve esit biiylikliikkte 6rneklere boliinmiistiir. Bu islem ile yazar
kiime sayis1 ve veri biiyilikliigli bakimindan veri kiimeleri normalize edilmis ve dokiimanlar
aras1 zaman ve konu bagi kirilmis olmaktadir. Boylece yazarlarin zaman ve konu bagimsiz
yazma uslubu da 6n plana ¢ikmig olmaktadir. Bir veri kiimesi i¢in tiim yazarlara ait 6rnekler
iiretildikten sonra bu &rneklere 6znitelik ¢ikarimi ve se¢imi yontemleri uygulanmistir. Oznitelik
¢ikarimi igin bu calismada, Tiirkce ve Ingilizce yazar analizi ¢aligmalarinda en basarili
oznitelikler olarak secilen ozniteliklerin ¢ikarimi yapilmustir. Ornekler arasi en ayirt edici
oznitelik kiimesini bulmak igin tf-idf dznitelik segme yontemi kullanilmistir. ikinci islem
olarak, model gelistirme agsamasinda goriilen ve goriilmeyen yazarlarin dokiimanlar1 arasindaki
iretilen modelin verecegi cevap farkini goérebilmek i¢in bir veri boliitleme stratejisi
kullanilmistir. Bu islem Onerilen modelin yazar bagimsizligini test etmek agisindan biiyiik
onem tagimaktadir. Veri kiimeleri 3 ayr1 kiimeye boliinmektedir; model {iretim 6rnekleri icin
Egitim kiimesi, goriilen yazarlarin Ornekleri i¢in Test kiimesi ve goriilmeyen yazarlarin
ornekleri icin Dogrulama kiimesi. Ugiincii islem verilen dokiiman 6rneklerinin birlestirilmesi
ile “evet/haynr” oOrneklerinin iiretimini icermektedir. Orneklerin {iretilmesinde 3 farkli
birlestirme yontemi kullanilmisttr. BBM_fark yontemi dokiimanlardaki 6zniteliklerin
degerlerinin mutlak farkini temel alirken, BBM_carp bu 6zniteliklerin ¢arpimlarini, BBM_kok
birlestirme yontemi ise bu 0zniteliklerin ¢arpimlarinin karekdk degerlerini temel almaktadir.
Son islem Onerilen modelin iiretim ve test asamalarini icermektedir. Bu ¢alismada Onerilen
model SVM ve LR ile iki farkli siniflandirma algoritmas: kullanarak onerilen model

iretilmistir.
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Bu tez ¢alismasinda &nerilen model dil bagimsiz bir modeldir. Tiirkce ve Ingilizce Blog
kiilliyatlar1 ayni1 altyapilar ile test edilmistir. Elde edilen sonuglar onerilen modelin dil
bagimsizligini dogrulamaktadir. Ayrica 6nerilen model 6l¢eklenebilir bir modeldir. Ayni dil
icin bir veri kiimesini iki farkli biiyiikliikte test edilmesi ve her iki boyut i¢in de 6nemli
sonuglarin elde edilmis olmasi ¢alismanin Olceklenebilirligini dogrulamaktadir. Bunlarin
yaninda 6nerilen model bilgilendiricidir. Bir¢ok yazar analizi ¢aligmasinin aksine arka planda
kullanilan yazar kiime sayis1 ve veri bliylikligii arttikca elde edilen dogruluk orani da 6nerilen
model ile artmaktadir. Ek olarak Onerilen model siirdiiriilebilirdir. Zamanla aktif olarak
kullanilan kelimeler degisse bile arka plana giincel 6rneklerin eklenmesi ile 6nerilen modelin
stirdiiriilebilirligi  saglanabilmektedir. Yapilan deneylerde iki dokiimanin yazarliginin
dogrulanmasinda en basarili sonuglar1 veren 6znitelik kiimesi kelime 4-6n kok ve en basarili
birlestirme yontemi de BBM_kok olarak goriilmektedir. Yazar dogrulama probleminin yazar
analizi ¢aligmalariin temel problemi oldugu goz Oniine alindiginda, bu bulgularin bu tiir

caligmalara katki saglayacagi beklenmektedir.

Bu tez calismasindaki en temel ¢ikarimlardan biri ele alinan probleme uygun bir altyapi
kurulmas1 gerekliligidir. Daha yiiksek dogruluk sonuclar1 farkli 6znitelik kiimeleri, farkl
siiflandirma algoritmalar1 ve hatta farkli siniflandirma parametreleri ile elde edilebilir. Bu
caligmada karsilasilan en 6nemli zorluk, model iiretiminde kullanilan yazar ve 6rneklem sayisi
arttikca islem ve bellek bakimindan hesaplama maliyetinin de artiyor olmasidir. Bu artis
diistintildiiglinde 6nerilen model bir noktadan sonra klasik bilgisayarlar ile liretilemeyecek hale
gelecektir. Bu sebeple ileriki caligmalar daha ¢ok yazar ve ornekler kullanilarak iiretilecek

modellerin biiyiik veri platformlarinda test edilmesi {izerine de olacaktir.

Yazar analizi problemlerinden en zorlu olan nispeten kisa iki dokiimanin yazarlik
dogrulamasinin yapildigi bu ¢alismada, biz dengeli, 61¢eklenebilir ve bilgilendirici bir arka plan
ile desteklenen bir model Onerdik. Bu arka plamin kullanimi ile sistemin karar iiretme
asamasinda kullanilmak iizere bir BBM olusturduk. Ayrica bu ¢alismada, dnerilen sistemde
dokiiman c¢iftlerinin degerlendirilebilmesi i¢in yeni, basit ve etkili bir dokiiman birlestirme

yontemi Onerdik.

Bu calismada 6nerdigimiz model iki kamuya acik Ingilizce veri kiimesi ile; PAN — 2015
Ingilizce yazar dogrulama veri kiimesi ve Ingilizce Blog kiilliyat:, ve bir yeni derlenmis Tiirkce
veri kiimesi ile test edilmistir. Onerilen model blog kiilliyatlari iizerinde, ayn1 veri kiimesinden

farkli yazarlar kullanilarak iiretilen BBM ile en basarili dogruluk sonucunu iiretmistir. Bu
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deneyler gostermektedir ki; degerlendirilen tiir ile ilgili bilgiye sahip oldugumuz, bu bilgiyi
kullandigimiz durumda 6nerilen model ile oldukga basarili sonuglar elde edilebilmektedir. Blog
verilerini kullanarak tiretmis oldugumuz BBM ile PAN verilerinin testi de yapilmistir. Bu
deneyde PAN verilerindeki egitim kiimesi sadece arka planda kullanilacak yazar sayisini
belirlemede kullanilmistir. PAN verilerinden egitim kiimesinin higbir igeriksel bilgi
kullanmamig olmamiza ragmen, PAN verilerinin test kiimesinden makul sonuglar elde ettik. Bu
deneysel sonuclar gdstermektedir ki; dnerilen model, degerlendirilen tiir ile ilgili herhangi bir
bilgiye sahip olmamasina ragmen yazar dogrulama performansi memnun edici seviyededir. Bu
durumda, sadece iiretilecek BBM’in ele alinan tiire gore parametrelerinin optimize edilmesi
gerekmektedir. Ingilizce veri kiimelerinden elde edilen sonuglarin yam sira, Tiirkce Blog
kiilliyat1 kullanilarak gergeklestirilen deneylerden de elde edilen sonuclar yiiksek basari

gostermektedir.

Yazar dogrulama, yazar analizi ¢alismalarinda ele alinan sicak ve popiiler bir konudur.
Arastirmacilar giin be giin bu konu iizerine yeni ¢dzlimler sunmaktadir. Bizim bu ¢aligmadaki
Onerimiz, iyi taniml1 bir BBM kullanmanin yazar dogrulama calismalarinda 1yi bir yonlendirici
ve tesvik edici olacagidir. Bu ¢alismanin devaminda, yazar dogrulama problemlerinin ¢6ziimii
icin kullanilacak BBM gibi yapilarin evrensel bir model mi yoksa farkl: tiirlerin birlesiminden

olusan tiir bagimli bir model mi olmasi gerektigi lizerine aragtirmalar yapilacaktir.
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