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Giiniimiizde, derin 6grenme yontemleri bilgisayarli gorii, konusma tanimlama ve dogal
dil isleme gibi bir¢cok alanda kullanilmaktadir. Derin 6grenme yOntemleriyle yapilan
kestirimler geleneksel makine Ogrenimi yontemlerine gore ¢ogu zaman daha basarili
ciktilar iiretmektedir. Son zamanlarda saghik alaninda yayinlanan veri kiimeleri, derin
o0grenme yontemlerinin Ozellikle medikal kodlarin kestirimi gorevlerinde kullanilmasinin
Oniinii agmugtir. Ancak, bu amag¢ dogrultusunda yapilan literatiir calismalarinin genelinde
sadece metin tabanli veriler kullanilarak kestirimler gerceklestirilmektedir. Bu caligmada,
hasta basvurularindaki medikal kodlarin kestirimine yonelik, hem metin verilerini hem
de zaman serilerini kullanan, cok modlu bir yontem Onerilmistir. Ayrica, bu kapsamda
literatiirdeki en bagarili sonuclar1 iireten metin tabanli derin 6grenme yoOntemleri de ele
alinmis ve Onerilen cok modlu yaklagim bu yontemlerle de test edilmistir. Sonug¢ olarak,
degerlendirilen her bir yontem icin, her iki veri tipi de kullanildiginda F1 skoru anlaminda

daha basarili sonuglarin elde edildigi gosterilmistir.
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ABSTRACT

PREDICTING MEDICAL CODES VIA DEEP LEARNING-BASED
METHODS

Mustafa Arda AYDEN
Master of Science, Department of ELECTRICAL AND ELECTRONICS
ENGINEERING

Master of Science, Electrical and Electronics Engineering
Supervisor: Assoc. Prof. Seniha Esen YUKSEL
Ocak 2023, 84 pages

Deep learning methods are used for prediction tasks in many areas such as computer
vision, speech recognition, and natural language processing. Such methods give more
flexible and powerful results than traditional machine learning methods. Improvements in
the publicly available healthcare data sets lead to deep learning works to be increased in
the healthcare domain especially for predicting the medical codes of patients. In this work,
a deep learning-based multi-modal method is proposed to predict medical codes by using
both text-based and time-series data. This method was developed with the help of publicly
available MIMIC-III data set and gives competitive results with similar healthcare prediction
methods which are using only text-based data. Furthermore, the proposed approach is also
tested with some state-of-the-art text-based models and showed that using both types of data

improves results in terms of F1 score.

Keywords: Deep Learning, Electronic Health Records, MIMIC-III, Diagnosis Prediction,
ICD
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1. GIRIS

Hastalarin gelecekteki saglik durumlarinin kestirimi derin 6grenme calismalari i¢in dnemini
koruyan bir konudur. Hasta yatis1 esnasinda elde edilen ve elektronik ortamlarda formatl
veya formatsiz olarak saklanan veriler kullanilarak cesitli kestirimler gerceklestirilmektedir.
Ozellikle makine 6grenimi yontemlerinin son zamanlarda artan basarisi bu alanda da hizli,
otomatik ve yliksek dogruluga sahip kestirim yontemlerini beraberinde getirmistir. Bu
calismalar hekimlere alternatif bir tan1 mekanizmasi olusturmanin aksine tani siireclerine

yardimc1 olma hedefi gozetilerek gerceklestirilmektedir.

Lireratiirdeki caligmalarin hedefleri hastanede kalis siiresinin kestirimi, yasam siiresinin
kestirimi ve sahip olunan hastaliklarin kestirimi olmak iizere li¢ ana bagliktan olusmaktadir.
Gergeklestirilen ¢aligmalarin ¢cogu bu gorevlerden yalnizca birini ele alsa da, birden fazla

gorevi ortak bir sekilde ¢oziimlemeyi hedefleyen ¢alismalara da rastlamak miimkiindiir.
Hastanede Kalis Siiresinin Kestirimi:

Bu gorev, yogun bakim iinitelerinin zaman planlamalarinin yapilmasi, her bir hasta i¢in
maliyet hesaplamalarinin yapilmasi ve hasta memnuniyetini artirabilmek i¢in énemli bir
analizdir. Tahminlemesi yapilacak olan ¢iktinin giin veya saat cinsinden sayisal bir deger

olmas1 nedeniyle regresyon gorevi olarak ele alinmaktadir.
Yasam Siiresinin Kestirimi:

Yasam siirelerinin kestirimi, regresyon veya ikili siniflandirma gorevi olarak ele alinabilir.
Siiresinin sayisal olarak tahminlemesi ile elde edilen sonuglarin diisiik dogrulukta olmasi,
ikili siniflandirma gorevlerine yogunlasan ¢aligmalarin sayisimi artirmistir. Bu ¢aligmalara
ornek olarak, hastanede yatis esnasinda oliim/yagsam tahminlemesinin yapilmasi veya belirli

bir siire zarfinda 6liim/yasam tahminlemesinin yapilmasi gosterilebilir.



Medikal Kodlarin Kestirimi:

Tibbi teshislerde karisikliklarin 6niine gecebilmek amaciyla bazi evrensel kodlama sistemleri
kullanilmaktadir. Bu evrensel kodlama sistemlerinde literatiirdeki her bir teshis ve tedavinin
kendine 6zgii bir kodu bulunmaktadir. Bu tezin ana konusu olan medikal kodlarin kestirimi,
kodlarin yapis1 itibariyle siniflandirma gorevi olarak ele alinmaktadir. Bazi teshislerin
birbirleriyle benzerlik gostermesi dolayisiyla her bir teshisi siniflandirmak yerine birden
fazla teshis kodunu igeren teshis grubunu sinifladirmak da miimkiindiir. Ayrica her bir hasta
bagvurusu sonucunda birden fazla teshis konulabilecegi i¢in genellikle cok etiketli ve ¢ok

siifl1 bir siniflandirma gorevi olarak ele alinmaktadir.

Medikal kodlar, genellikle sigorta ve faturalandirma islemleri icin kullanilmaktadir. Bu
kodlarin hasta bagvurularina atanmasinda yapilan hatalar hastanelerde maddi kayiplara yol
acmaktadir. Bu kodlarin atanmasi i¢in medikal kodlama uzmanlar1 gorevlendirilmektedir.
Medikal kodlama uzmanlar1 genellikle taburcu notlart okuyarak bu atama islemlerini
gerceklestirmektedir. Ancak taburcu notlarinin ¢ok uzun metinlerden olugsmasi ve hasta
yatis siireclerini tam anlamiyla temsil etmemesi, uzmanlarin iglerini zorlagstirmaktadir. Derin
0grenme yontemlerinin son zamanlarda artan basarisi, medikal kodlarin kestirimi gorevinde
de kullanilmalarinin Oniinii agmistir. Cesitli derin 0grenme yoOntemler ile hem siirecin
kisaltilmast hem de hatalarin en aza indirilmesi hedeflenmektedir. Bu noktada ¢ogunlukla
DDI tabanli derin 6grenme yontemleri kullanilmakta, hasta yatis1 esnasinda elde edilen metin
verilerininden yararlanilarak otomatik olarak medikal kodlarin kestirimini yapan sistemler

tretilmektedir.

Bu tez kapsaminda da, MIMIC-III veri kiimesinde yer alan ve diinya ¢apinda en yaygin
olarak kullanilan medikal kodlama sistemi olan ICD kodlama sistemi temel alinmig ve ICD

kodlarin kestirimi hedeflenmistir.

1.1. ICD Kodlama Sistemi

ICD, hastalara konulan tanilarin ve uygulanan tedavilerin sistematik kodlamasi amaciyla
kullanilan medikal kodlama sistemlerinden biridir. A¢ilimi Uluslararasi Istatistiksel Hastalik

2



Siniflandirmasi ve Tlgili Saglhik Sorunlari (International Statistical Classification of Diseases
and Related Health Problems) olan bu kodlama sisteminin temelleri 1900’1ii yillarin baglarina
dayanmaktadir ve baslangicta her 10 yilda bir giincellenmesi planlanmigtir. 1948 yilindan
bu yana Diinya Saglik Orgiitii’niin sorumlulugunda derlenen bu sistemin yayinlanan son
iki versiyonu olan ICD-9 ve ICD-10 giiniimiizde en sik kullanilan medikal kodlama
sistemlerindendir. MIMIC-III veri kiimesinde yer alan, dolayisiyla bu ¢alismanin da temelini

olusturan ICD-9 kodlama sisteminde yaklagik 13,000 farkli kod bulunmaktadir.

ICD-9 kodlar1 3,4 veya 5 basamaktan olusmaktadir. 5 basamakli kodlarin formati XXX. XX
seklinde olup, ilk {ic basamak hastalik kategorisi, son iki basamak ise iki alt kirilim
halinde hastalik etiyolojisi i¢in kullanilmaktadir. Diger bir deyisle; 3 basamaga sahip
kodlar ana hastaliklar1 temsil etmekte, 4. ve 5. basamaklar ise ana hastaliklarin alt
kollarm olusturmaktadir. Ornegin, 290 ICD-9 kodu demans hastaligini, 290.1 kodu erken
demans hastaligini, 290.12 kodu ise kuruntu 6zellikli erken demans hastaligini temsil
etmek icin kullanilmaktadir. Ek olarak, 3 basamakli ana kodlar da kendi aralarinda
siniflandirilmaktadir; bu kodlar hem hastaliklar hem de teshisler icin benzerliklerine gére 19
farkli gruba ayrilmistir. Kod sayisinin fazlaligindan dolayi, literatiirde sadece bu gruplarin

tahminlemesine yonelik de ¢calismalar yer almaktadir [7].

1.2. Tezin Amaci

Girig boliimiinde bahsedildigi gibi literatiirdeki her bir teshis ve tibbi siireclere siniflandirma
icin cesitli medikal kodlama sistemleri kullanilmaktadir. Bu medikal kodlama sistemlerinin
amaci sigorta ve faturalandirma acisindan tiim hastanelerin evrensel olarak kullanabildigi
ortak bir yap1 olusturmak ve boylelikle olas1 karigikliklarin 6niine gecebilmektir. Bu kodlama
stirecleri hastanelerde klinik kodlama gorevlileri tarafindan yonetilmektedir. Gorevliler her
bir hasta yatis1 siirecindeki verileri analiz etmekte ve siniflandirma sistemlerinde yer alan
kodlar ilgili hasta basvurusuna atamaktadirlar. Ancak, bu akis insan faktoriine oldukca
bagl olup, siire¢ boyunca zaman kayiplar1 yasanmaktadir. Ayrica yapilacak hatalar sonucu,

hastanelerin maddi kayiplara ugramalar1 da olasidir. Kodlama sistemlerinde yer alan teshis ve



tibbi tedavi kodlarimin ¢coklugu da bu siiregleri oldukca zorlastirmaktadir. Dolayisiyla, klinik
kodlama gorevlilerine yardimci olacak, hem zaman kazandiracak hem de olas1 hatalarin

Oniine gecebilecek c¢esitli calismalar gerceklestirilmektedir.

Bu tez ¢alismasinda da hastalarin medikal kodlarinin otomatik olarak tespit edilebilmesine
yonelik olarak gerceklestirilen literatiirdeki calismalar incelenmis ve MIMIC-III veri kiimesi
kullanilarak, sahip olunan hastaliklarin kestirimi i¢in bir yontem Onerilmistir. Bu yontemin
ciktilart analiz edilmis ve literatiirdeki diger calismalardan {istiin oldugu noktalar ortaya

konulmustur.

Her makine 68renimi ¢alismasinda oldugu gibi bu calisma i¢in de veri kiimesinin niteligi,
niceligi ve cesitliligi biiyilk onem tegkil etmektedir. Saglik kuruluglarinin sahip oldugu
elektronik hasta kayitlart biiyiik bir veri kiimesi olusturmada yeterli olsalar da, bu verilerin
sistematik bir sekilde elde edilmemesi derin 68renme caligmalarinda etkili bir sekilde
degerlendirilmelerinin Oniine gecmistir. Ancak, bir ¢ok hastadan uzun siireler boyunca,
sistematik bir sekilde alinan verilerle olusturulan veri kiimelerine de rastlamak miimkiindiir.
MIMIC-III veri kiimesi bu 6zelliklere sahip olmasi, sayisal olarak yeterli seviyede kayit
icermesi ve tiim arastirmacilarin kullanimina ac¢ik olmasi dolayisiyla bu anlamdaki en 6nde

gelen veri kiimesi konumundadir.

Tez kapsaminda MIMIC-III veri kiimesi, metin bazli veriler ve zamana baglh sayisal veriler
olmak tizere iki farkli baglikta ele alinmis ve her iki veri tipini kullanan derin 68renme
tabanli yontemler ayr1 ayri analiz edilmistir. iki veri tipi i¢in de farkli derin &grenme
yontemleri s0z konusu veri kiimesi ile e8itilmis ve test edilmistir. Calismada, kiiresel ¢apta
en yaygin kullanilan ve MIMIC-III veri kiimesinde yer alan, ICD kodlariin otomatik olarak

tahminlemesi hedeflenmistir.

Bu amagla, iki veri tipi i¢in en iyi sonucun elde edildigi derin 6grenme yOntemleri
birlestirilmis ve ortak bir model haline getirilerek, nihai yontem olarak kullanilmustir.
Boylelikle, hem metin bazli hem de sayisal verileri girdi olarak kullanarak, hastalarin
medikal kodlarmin (ICD) kestirimini gergeklestirebilen bir yontem elde edilmistir. Calisma

kapsaminda, metin bazli veriler ile elde edilen sonuclarin, zaman serisi verilerine gore
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daha basarili sonuglar verdigi gozlemlenmistir. Ancak metin bazl kestirim yapabilmek icin

kullanilan yontemler sayisal verileri kullanan yontemlerle birlestirildiginde genel model

basarisinin artig1 sonucuna ulagilmistir. Bu sonucu genellestirebilmek amaciyla, literatiirdeki

en bagarili sonuca sahip metin bazli yontemler temel alinarak da ayni yaklagim test edilmig

ve bu yontemlerin bagarisinin artirilabildigi gosterilmistir.

1.3.

Tezin Kapsam ve AKisi

Tezin geri kalan1 asagidaki gibi planlanmugtir.

Boliim 2.°de bu amac¢ dogrultusunda kullanilan MIMIC-III veri kiimesine yonelik

aciklamalar ve istatistiksel veriler aktarilmagtir.

Bolim 3.te MIMIC-III  kullanilarak  gergeklestirilen literatiir calismalari

degerlendirilmistir.

Boliim 4.’te hem bu ¢calisma kapsaminda kullanilan hem de benzer veri kiimeleri icin
literetiirde cesitli ornekleri bulunan derin 6grenme yontemleri aktarilmigtir. Boliim
4.1.de zaman serileri i¢in kullanilan derin 6grenme yoOntemlerinin, Boliim 4.2.°de
ise metin bazli veriler icin kullanilan derin 6grenme yoOntemlerinin aciklamalari

bulunmaktadir.

Bolim 5.’te tez ¢alismasi kapsaminda oOnerilen yontemler yer almaktadir. Boliim
5.1."de MIMIC-III veri kiimesinde yer alan sayisal veriler, Bolim 5.2.’de ise metin

verileri i¢in Onerilen yontemler agiklanmis ve deneysel sonuglardan bahsedilmistir.

Bolim 6.’da elde edilen sonuglarin degerlendirmesi yapilmistir. Ayrica sonuglarin

literatiirdeki diger ¢caligmalarla kiyaslamasi da bu boliimde mevcuttur.

2. VERI KUMESI

Bu tez kapsaminda kullanilan MIMIC-III veri kiimesi, Amerika Birlesik Devletleri’nde

bulunan Beth Israel Deaconess Medical Center isimli bir egitim hastanesinin yogun bakim
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tinitesinde, 2001 ve 2012 yillar1 arasinda tedavi gormiis hastalarin saglik verilerinden
olugmaktadir. Veri kiimesinde klinik notlar, zamana bagli sayisal veriler ve zaman bagimsiz
sayisal veriler yer almaktadir. Veri kiimesinde yer alan tablolara iligkin isim ve agiklamalara

Tablo 2.1°de yer verilmistir.

Aragtirmacilara tiimiiyle agik olarak yayimnlanmig bu veri kiimesinde 58,576 hasta
bagvurusuna ait veri bulunmaktadir. Bu bagvurularin 53,423 tanesi yetigskin hastalara
(15 yas ve lizeri) aittir. Veri kiimesi igerisinde tiim veriler ele alindiginda yas medyan
degeri 65,68 yil, hastane yatig siiresi medyam 7,08 giin, hastanede mortalite orani ise
%10,49°dur. Yetigkin hasta verileri icerisinde ilk bagvuru orant %83 olup, 38,425 farkli
yetiskin hastaya ait veri bulunmaktadir. Bu calismada da yetigkin hasta verileri kullanilmig
ve hastalar tekillestirilmistir. Bir hastanin birden fazla bagvurusunun bulunmasi: durumunda

ilk bagvurular1 temel alinmigtir.

MIMIC-III ve benzeri veri kiimelerinde, elektronik saglik kayitlarinin yapisi geregi bazi
problemler bulunmaktadir. Bu problemler; yiiksek diizeyde eksik veri icermesi, her bir
hasta verisinin ¢ok boyutlu olmasi, giiriiltiisii yiiksek verilerden olusmasi ve rastgele
hatalarin ¢cokca bulunmasi olarak siralanabilir. Her bir hasta sikayeti i¢in test/tahlil tipi ve
gorilintiileme yontemi gibi ¢ok farkli parametre bulunmaktadir. Kimi hastaliklarin teshisi
icin bazi parametrelere ihtiya¢ duyulurken, kimi hastaliklarin teshisi icin ise farkli bagka
parametrelere ihtiya¢ duyulmaktadir. Bu nedenle her bir hasta bagvurusunda bir ¢ok eksik
veriye rastlanmaktadir. Elektronik saglik verilerinden tahminleme yaparken bu durumun
g6z onilinde bulundurulmas: gerekmekle beraber, kullanilan 6n isleme yontemlerinin nemi

artmaktadir.

Bu problemin 6niine ge¢cmek i¢in ¢esitli geleneksel 6n isleme islemleri kullanildig1 gibi,
derin 6grenme tabanli bir yontem de One siiriilmiistiir. Deep Patient [8] adi verilen
bu yontem eksik veri kiimesini girdi olarak almakta, daha diisiik boyutlu ve eksik
verilerden armdilmig bir veri kiimesine doniistiirmektedir. Bu yOntemin temeli yi8in
giirtiltii giderici otokodlayicilara [9] dayanmaktadir. Giiriiltii giderici otokodlayicilar, girdi

olarak verilen Ozniteliklerden rastgele olarak belirli bir kisminin silinmesinden kalan



veriler ile girdinin tamamini tahmin etmeye yonelik bir yontemdir. Boylelikle, egitildikten
sonraki kullaniminda, gercekten eksik bir veri geldiginde onu tamamlamayi &8renecegi
diisiintilmiistiir. Deep Patient caligmasinda 3 adet ardigik giiriiltii giderici otokodlayicidan
olusan bir yi1gin giiriiltii giderici otokodlayict kullanilmigtir. Birbirlerine es ozelliklere
sahip her bir otokodlayici ayri ayri egitilmis ve egitimleri esnasinda her bir girdinin
%5 oranindaki Ozniteligi rastgele olarak sifirlanmistir. Model, c¢ikti olarak 500 boyutlu
bir veri kiimesi olusturmaktadir ve veri kiimesinde toplamda 60,238 Oznitelik oldugu
diisiiniildiigiinde ciddi derecede bir boyut diisiirme islemi uygulandig1 soylenebilir. Bu
islem sonrasi olusan veri kiimesi hem giiriiltiiden hem de eksik verilerden arindirilmig bir
yapidadir. Elde edilen bu veri kiimesine Deep Patient Veri Kiimesi adi verilmis, bu veri
kiimesi ile c¢esitli deneyler yapilmis ve sonuglar hem ham veri kiimesinin hem de diger
geleneksel on igsleme islemleriyle elde edilen veri kiimelerinin sonuglartyla kiyaslanmisgtir.
Bu sonuglar incelendiginde Deep Patient adi verilen veri kiimesinin, incelenen biitiin
gorevlerde ham veri kiimesine ve diger yontemlerle (PCA, GMM, K-means, ICA) elde edilen
veri kiimelerine oranla daha basarili sonuglar iirettigi gosterilmistir. Deep Patient modeli,
y1gin giiriiltii giderici otokodlayicilart medikal alanda kullanan ilk ¢alisma konumundadir.
Ayrica, calismanin goreve 0zgii olmayan bir Oznitelik 68renme yontemi olarak da bu
alanda kullanilan ilk model oldugu one siiriilmiistiir. Ancak, modelin ¢iktisinda elde edilen
veri kiimesinin zaman bilgisini kaybettigi diisliniildiigiinde, zamana dayali tahminleme
gorevlerinde kullanilamayacagini sOylemek miimkiindiir. Dolayisiyla, s6z konusu Deep
Patient modeli bu ¢alisma kapsaminda kullanilmamistir. Ek olarak, yapilan ¢alisma sadece
klasik bir makine 6grenimi yontemi olan rastgele orman (random forest) yonteminde test

edilmis, herhangi bir derin 6grenme yontemiyle nasil bir sonu¢ verdigi gosterilmemistir.

Bu tez calismasinda, MIMIC-III veri kiimesi, ICD-9 kodlarinin hem metin hem de
zamana bagli sayisal veriler kullanilarak tahminlemesi hedeflendigi icin girdi olarak;
noteevents, chartevents, inputevents ve labevents tablolari, ¢ikti olarak ise; diagnoses_icd
ve procedures_icd tablolar1 kullanilmistir. Noteevents tablosunda hasta yatis siireci boyunca
elde edilen metin bazl verilerin tamami, diger s6z konusu tablolarda ise hastalardan belirli

bir periyot ile elde edilen sayisal veriler bulunmaktadir.



Bu calismayla kiyaslanan literatiirdeki diger calismalarda noteevents tablosundaki sadece
hasta taburcu notlar1 ele alindig: icin, tez kapsaminda da metin tabanl verilerden sadece
hasta taburcu notlar1 kullanilmigtir. Ayrica, taburcu notlar1 klinik kodlama gorevlilerinin de
temel aldiklar1 verilerin basinda gelmektedir. Noteevents tablosundan elde edilen kisa bir

ornek ham taburcu raporu asagida yer almaktadir;

167853 Admission Date: [**2151-7-16**] Discharge Date: [**2151-8-4%*]

Service: ADDENDUM:

RADIOLOGIC STUDIES: Radiologic studies also included a chest CT, which confirmed
cavitary lesions in the left lung apex consistent with infectious process/tuberculosis. This also
moderate-sized left pleural effusion.

HEAD CT: Head CT showed no intracranial hemorrhage or mass effect, but old infarction
consistent with past medical history.

ABDOMINAL CT: Abdominal CT showed lesions of T10 and sacrum most likely
secondary to osteoporosis. These can be followed by repeat imaging as an outpatient.

[**First Name8 (NamePattern2) **] [**First Name4 (NamePatternl) 1775%*] [**Last
Name (NamePattern1) **], M.D. [**MD Number(1) 1776%%*]

Dictated By:[**Hospital 1807**] MEDQUIST36

D: [*#2151-8-5%*] 12:11 T: [**2151-8-5%*] 12:21

Sayisal veriler elde edilirken, Purushothan ve arkadaslarinin [10] kullanmis olduklar:
adimlardan yararlanilmistir. Bu veriler kullanilirken uygulanan veri 6n igleme adimlarma

Boliim 5.1.0.1.’de deginilmistir.

Veri kiimesindeki bazi hastalar metin veri kiimesinde bulunurken sayisal veri kiimesinde yer
almamaktadir. Bu durum goz 6niinde bulundurularak, veri kiimesindeki hastalar filtrelenmis

ve hem sayisal hem de metin veri kiimesinde yer alan hastalar temel alinmustir.

Etiket verileri icin ise literatiirdeki ¢aligmalarla adil bir kiyaslama ortami yaratabilmek
adina, veri kiimesinde en yaygin olarak goriilen 50 ICD kodu kullanilmustir. En sik goriilen

bu 50 ICD kodunun herhangi birine sahip olmayan hasta bagvurular1 da veri kiimesinden




cikarilmistir. Sonug olarak, elde edilen kodlarin listesi Tablo 2.2’de, goriilme sayilarinin
istatistigi ise Sekil 2.1°de bulunmaktadir. Ayrica filtrelenmemis ham veri kiimesindeki en

stk goriilen 50 ICD kodunun istatistigi de Sekil 2.2°de mevcuttur.

Elde edilen filtrelenmis, nihai veri kiimesinde 33330 adet farkli hastaya ait veri
bulunmaktadir. Bu veri kiimesine calismanin geri kalaninda A Veri Kiimesi ad1 verilmistir.
Gerceklestirilen her bir deney icin veri kiimesi egitim kiimesi, dogrulama kiimesi ve test
kiimesi olmak tizere sirasiyla 0,7, 0,15, 0,15 oranlartyla rastgele bir sekilde boliinmiis ve
egitimler gerceklestirilmistir. Adil bir kiyaslama ortami yaratabilmek amaciyla, her deney

icin ayn1 e8itim, dogrulama ve test kiimeleri kullanilmistir.

Shi ve arkadaglar1 [11] MIMIC-III veri kiimesi kullanarak, taburcu raporlarindan LSTM
tabanli ICD kod kestirimi ¢alismasinda egitim, dogrulama ve test veri kiimelerini sirasiyla
8066, 1728 ve 1729 hasta bagvurusunu temel alarak olusturmuslardir. Sonrasinda ise bu
veri kiimesi ¢esitli modern ¢alismalarda kullanilmis ve onerilen yontemler bu veri kiimesi
tizerinden raporlanmistir. Bu calismalar, Mullenbach ve arkadaslar1 [12], Vu ve arkadaslari
[13], Yuan ve arkadaslar1 [14], Yang ve arkadaglar1 [15] tarafindan gerceklestirilen ve bu
tez caligmasinda da incelenen calismalardir. Dolayisiyla Onerilen yontemin soz konusu
calismalarla kiyaslanabilmesi amaciyla, bu veri kiimesiyle de deney gerceklestirilmistir.
Ancak, egitim kiimesinde yer alan 2716 adet hasta bagvurusu, bu ¢alisma kapsaminda
olusturan sayisal veri kiimesinde yer almamaktadir. Dogrulama ve test veri kiimeleri i¢in
ise eksik hasta bagvurusu sirasiyla 395 ve 400°diir. Bu hasta bagvurular1 ¢ikarildiginda,
egitim kiimesi 5350, dogrulama kiimesi 1333, test veri kiimesi ise 1329 hasta bagvurusundan
olusmustur. Bu filtrelenmis veri kiimesine ¢calismanin geri kalaninda isaret edebilmek icin B
Veri Kiimesi adi1 verilmistir. B Veri Kiimesini kapsayan ve yukarida bahsedilen literatiirdeki

diger calismalarda kullanilmis olan veri kiimesine ise C Veri Kiimesi ad1 verilmistir.



Tablo 2.1 MIMIC-III Tablolar1

Tablo Aciklama
ADMISSIONS Hastane bagvurusuna Iliskin Temel Bilgiler
CALLOUT Yogun Bakim Taburcu Planlama Bilgileri
ICUSTAYS Yogun Bakim Yatigina Iliskin Temel Bilgiler
PATIENTS Hastalara Iligkin Temel Bilgiler
SERVICES Hastalarin Servis Transfer Bilgileri
TRANSFERS Hastalarin Oda Transfer Bilgileri
CAREGIVERS Tibbi Gorevli Bilgileri
CHARTEVENTS Zaman Bagimlh Grafik Veriler
DATETIMEEVENTS Zaman Verileri
INPUTEVENTS_CV Philips CareVue Sisteminden Elde Edilen Olgiimler
INPUTEVENTS MV iMDSoft Metavision Sisteminden Elde Edilen Ol¢iimler
NOTEEVENTS Tanimlanmamug Not Verileri (EKG, Radyoloji ve Taburcu Notlar1 gibi)
OUTPUTEVENTS Cikt1 Verileri
PROCEDUREEVENTS_MV Metavision Sisteminde Yer Alan Islemler #125
CPTEVENTS Faturalandirma Amaciyla Kullanilan CPT Kodlar1 #1000
DIAGNOSES_ICD ICD-9 Tan1 Kodlar1
DRGCODES DRG Teshis Kodlar1 #467
LABEVENTS Laboratuvar Olgiimleri
MICROBIOLOGYEVENTS Mikrobiyoloji Olgiimleri
PRESCRIPTIONS Recete Kayitlar
PROCEDURES_ICD ICD-9 Tibbi Islem Kodlari
D_CPT CPT Kodu Aciklamalari

D_ICD_DIAGNOSES
D_ICD_PROCEDURES
D_ITEMS
D_LABITEMS

ICD-9 Teshis Kodu Aciklamalari
ICD-9 Tibbi islem Kodu Agiklamalari
Olgiim Ogelerinin Kod Agiklamalari
Labaratuvar Ol¢ciim Ogelerinin A¢iklamalar
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ICDY Kodu
4019
3893
41401
42731
4280
3961
9604
25000
2724
5849
966
9671
9904
51881
8856
2720
5990
9672
53081
3615
2859
2851
3891
486
2449
2762
3722
8872
496
5070
3051
41071
3324
99592
3723
V5861
0389
4240
9915
311
2875
2761
5859
412
4241
40390
9971
4513
5119
V1582

Say1
15030
9476
9393
8758
7933
6177
6165
6113
6034
5695
5388
5340
4967
4904
4447
4388
4312
4249
4138
4086
3738
3310
3191
3134
3086
2818
2768
2749
2733
2567
2485
2358
2348
2330
2266
2231
2203
2148
2120
2116
2091
2039
2037
2004
2002
1976
1929
1920
1885
1873

Tablo 2.2 En Sik Goriilen 50 ICD-9 Kodu Agiklamalari

Kisa Isim
Hypertension NOS
Venous cath NEC
Crnry athrscl natve vssl
Atrial fibrillation
CHF NOS
Extracorporeal circulat
Insert endotracheal tube
DMII wo cmp nt st uncntr
Hyperlipidemia NEC/NOS
Acute kidney failure NOS
Entral infus nutrit sub
Cont inv mec ven {96 hrs
Packed cell transfusion
Acute respiratry failure
Coronar arteriogr-2 cath
Pure hypercholesterolem
Urin tract infection NOS
Cont inv mec ven 96+ hrs
Esophageal reflux
1 int mam-cor art bypass
Anemia NOS
Ac posthemorrhag anemia
Arterial catheterization
Pneumonia, organism NOS
Hypothyroidism NOS
Acidosis
Rflx sym dystrph lwr Imb
Dx ultrasound-heart
Chr airway obstruct NEC
Food/vomit pneumonitis
Tobacco use disorder
Subendo infarct, initial
Closed bronchial biopsy
Severe sepsis
Conjunctivitis NOS
Long-term use anticoagul
Septicemia NOS
Mitral valve disorder
Parent infus nutrit sub
Depressive disorder NEC
Thrombocytopenia NOS
Hyposmolality
Chronic kidney dis NOS
Old myocardial infarct
Partial esophagectomy
Hy kid NOS w cr kid I-TV
Therapeu plasmapheresis
Sm bowel endoscopy NEC
Biliary tr dx proc NEC
History of tobacco use

Uzun Isim
Unspecified essential hypertension
Venous catheterization, not elsewhere classified
Coronary atherosclerosis of native coronary ar...
Atrial fibrillation
Congestive heart failure, unspecified
Extracorporeal circulation auxiliary to open heart surgery
Insertion of endotracheal tube
Diabetes mellitus without mention of complicat...
Other and unspecified hyperlipidemia
Acute kidney failure, unspecified
Enteral infusion of concentrated nutritional substances
Continuous invasive mechanical ventilation for less than 96 consecutive hours
Transfusion of packed cells
Acute respiratory failure
Coronary arteriography using two catheters
Pure hypercholesterolemia
Urinary tract infection, site not specified
Continuous invasive mechanical ventilation for 96 consecutive hours or more
Esophageal reflux
Single internal mammary-coronary artery bypass
Anemia, unspecified
Acute posthemorrhagic anemia
Arterial catheterization
Pneumonia, organism unspecified
Unspecified acquired hypothyroidism
Acidosis
Reflex sympathetic dystrophy of the lower limb
Diagnostic ultrasound of heart
Chronic airway obstruction, not elsewhere clas...
Pneumonitis due to inhalation of food or vomitus
Tobacco use disorder
Subendocardial infarction, initial episode of ...
Closed [endoscopic] biopsy of bronchus
Severe sepsis
Conjunctivitis, unspecified
Long-term (current) use of anticoagulants
Unspecified septicemia
Mitral valve disorders
Parenteral infusion of concentrated nutritional substances
Depressive disorder, not elsewhere classified
Thrombocytopenia, unspecified
Hyposmolality and/or hyponatremia
Chronic kidney disease, unspecified
Old myocardial infarction
Partial esophagectomy
Hypertensive chronic kidney disease, unspecifi...
Therapeu plasmapheresis
Other endoscopy of small intestine
Other diagnostic procedures on biliary tract
Personal history of tobacco use
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Tipi
Tam
Tibbi Islem
Tam
Tani
Tam
Tibbi Islem
Tibbi islem
Tani
Tam
Tani
Tibbi islem
Tibbi Islem
Tibbi islem
Tani
Tibbi islem
Tan1
Tam
Tibbi Islem
Tam
Tibbi Islem
Tam
Tani
Tibbi islem
Tan1
Tam
Tani
Tam
Tibbi Islem
Tam
Tani
Tam
Tani
Tibbi islem
Tani
Tam
Tani
Tam
Tan1
Tibbi islem
Tan1
Tam
Tani
Tani
Tan1
Tibbi Islem
Tani
Tibbi Islem
Tibbi Islem
Tibbi Islem
Tan1
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3. LITERATUR OZETI

Bu alanda kullanilan geleneksel yontemler, matematiksel bir formiille temsil edilen
skorlama yontemleridir. Hekimler tarafindan belirlenmis baz1 kisith 6znitelikler kullanilarak
hesaplanan skorlar, hastalarin saglik durumlarmin kritiklik seviyesini Olgerek, yogun
bakim {iinitesindeki 6liim/yasam durumlarini tahmin etmede saglik caligsanlarina yardimci
olmaktadir. Bu yontemlerin baginda SAPS [16], SOFA [17] ve APACHE [18] yontemleri

gelmektedir. Tablo 3.1°de bu ii¢ yontemde kullanilan 6zniteliklere yer verilmistir.

Makine 6grenimi algoritmalarinin basarilarinin artmasiyla birlikte geleneksel yontemlerden
daha {iistiin sonuglar iiretebilecek yontemler de 6ne siiriilmiistiir. Purushotham ve arkadaslari
[10] bu alanda kullanilan literatiirdeki ¢esitli makine 6grenimi ve derin 6grenme yontemlerini
karsilagtirmis ve geleneksel skorlama yontemtemlerine gore daha basarili sonuglar elde
edildigini gostermislerdir. S6z konusu ¢alismada derin 6grenme yontemi olarak zamana
bagli verilerden kestirim yapmak i¢cin GRU tabanli bir model kullanilmistir. Ayrica,
MIMIC-III veri kiimesi kullanilarak, farkli sayisal Ozniteliklere sahip li¢ ayr alt veri
kiimesi olusturulmus, her bir veri kiimesi i¢in hastane mortalitesi, kisa zamanli mortalite,
uzun zamanli mortalite, hastanede kalma siiresi ve ICD kodu tahminleme gorevleri
analiz edilmigtir. Ik veri kiimesinde SAPS skorlama sisteminde kullanilan 17 6znitelik,
ikinci veri kiimesinde SAPS skorlama sisteminde kullanilan 6zniteliklerin elde edildigi 20
ham o6znitelik ve {ligiincii veri kiimesinde ise skoralama sistemlerinden bagimsiz olarak
136 ham oOznitelik kullanilmistir. Sonug¢ olarak, 6zellikle 6znitelik sayisinin fazla oldugu
ve ham verilerin kullanildig1 deneylerde derin 6grenme tabanli yontemlerin hem diger
makine 6grenimi hem de skorlama yontemlerine gore, ele alinan her bir gorev icin daha
basarili sonuclar iirettikleri ortaya konulmustur. Dolayisiyla, bu tez calismasinda da sayisal

verilerden tahminleme gorevi i¢in en sik goriilen 136 ham veri kullanilmistir.

Elektronik saglik kayitlarini iceren veri kiimeleri sadece sayisal verilerden olusmamaktadir;
bu veri kiimelerinin ¢cogunda hastane bagvurusu ve yatis esnasinda elde edilen klinik notlara

da rastlamak miimkiindiir. Ozellikle MIMIC-III veri kiimesinin biiyiik ¢cogunlugunun bu
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Tablo 3.1 Skorlama Sistemlerinde Kullanilan Oznitelikler ve MIMIC-III Tablolari

Oznitelik MIMIC-III Oznitelik No MIMIC-III Oznitelik Ismi MIMIC-III Tablo ismi
723 GCSVerbal chartevents
454 GCSMotor chartevents
184 GCSEyes chartevents
Glasgow Koma Skalast 223900 Verbal Response chartevents
223901 Motor Response chartevents
220739 Eye Opening chartevents
51 Arterial BP [Systolic] chartevents
442 Manual BP [Systolic] chartevents
Lo 455 NBP [Systolic] chartevents
Sistolik kan basnet 6701 Arterial BP #2 [Systolic] chartevents
220179 Non Invasive Blood Pressure systolic chartevents
220050 Arterial Blood Pressure systolic chartevents
211 Heart Rate chartevents
Kalp Aus izt 220045 Heart Rate chartevents
678 Temperature F chartevents
Viicut Tsist 223761 Temperature Fahrenheit chartevents
676 Temperature C chartevents
223762 Temperature Celsius chartevents
50821 PO2 labevents
50816 Oxygen labevents
. 223835 Inspired O2 Fraction (FiO2) chartevents
PO2/FiO2 Orans 3420 Fi02 chartevents
3422 FiO2 [Meas] chartevents
190 FiO2 set chartevents
40055 Urine Out Foley outputevents
43175 Urine outputevents
40069 Urine Out Void outputevents
40094 Urine Out Condom Cath outputevents
40715 Urine Out Suprapubic outputevents
40473 Urine Out IleoConduit outputevents
40085 Urine Out Incontinent outputevents
40057 Urine Out Rt Nephrostomy outputevents
40056 Urine Out Lt Nephrostomy outputevents
40405 Urine Out Other outputevents
40428 Orine Out Straight Cath outputevents
40086 Urine Out Incontinent outputevents
40096 Urine Out Ureteral Stent #1 outputevents
[drar Ciktist 40651 Urine Out Ureteral Stent #2 outputevents
226559 Foley outputevents
226560 Void outputevents
226561 Condom Cath outputevents
226584 Tleoconduit outputevents
226563 Suprapubic outputevents
226564 R Nephrostomy outputevents
226565 L Nephrostomy outputevents
226567 Straight Cath outputevents
226557 R Ureteral Stent outputevents
226558 L Ureteral Stent outputevents
227488 GU Irrigant Volume In outputevents
227489 GU Irrigant/Urine Volume Out outputevents
Serum Ure veya BUN 51006 Urea Nitrogen labevents
WBC 51300 WBC Count labevents
51301 White Blood Cells labevents
HCO3 50882 BICARBONATE labevents
Sodium Seviyesi 950824 Sodium Whole Blood labevents
50983 Sodium labevents
Potassium Seviyesi 50822 Potassium, whole blood labevents
50971 Potassium labevents
Bilirubin Seviyesi 50885 Bilirubin Total labevents
- - intime icustays
Yag - dob patients
Edinsel Bagisiklik Yetmezligi Sendromu - icd9_code diagnoses_icd
Hematolojik Neoplazi - icd9_code diagnoses_icd
Metastatik Kanser - icd9_code diagnoses_icd
. - curr_service services
Yatis Sekli - ADMISSION_TYPE admissions

notlardan olustugu sdylenebilir. Dolayisiyla, derin 6grenme yontemlerinin dogal dil igleme
literatiiriindeki etkinliginin artmasiyla birlikte bu alanda da cesitli calismalar yiiriitiilmiis ve

klinik saglik raporlarini temel alan kestirim yontemleri gelistirilmistir.

Huang ve arkadaglarinin [19] ¢alismasinda 30 giinliik hastane geri yatig tahminlemesi icin
bir BERT [20] modeli 6ne siiriilmiistiir. Bu ¢alismada MIMIC-III veri kiimesinde bulunan
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tahliye notlar1 ve yogun bakim siiresince toplanan EKG ve radyoloji raporlar1 gibi diger
klinik notlar kullanilmigtir. ClinicalBERT ad1 verilen bu yontem ile yogun bakim yatis
esnasindaki herhangi bir zamana kadar elde edilen metin tabanl verilerle, hastanin tahliyesi
durumunda geri yatig siiresinin kestirimini yapmak miimkiin kilinmigtir. ClinicalBERT
modeli klinik alanda ozellestirilmis bir BERT modelidir. BERT modeli transformator
kodlayici temelli bir yontem olup, kelimelerin veya yazi1 obeklerinin baglamsal 6zellikleri
gozetilerek vektorel hale getirilmesini saglayan bir derin 6grenme modelidir. Bu model diger
derin 6grenme tabanli dogal dil igleme yontemlerinin aksine kelime dizilerini sagdan sola ve
soldan saga olmak iizere ¢ift yonlii ele almaktadir, boylelikle kelimeler arasindaki iliskinin
daha keskin bir sekilde kestirilmesi hedeflenmistir. Temel BERT modeli Wikipedia veri
kiimesi tizerinde egitildigi ve s6z konusu veri kiimesinin medikal ciimleleri tam anlamiyla
temsil etmedigi i¢in Onceden egitilmis BERT modelini kullanmak yerine MIMIC-III veri
kiimesi ilgili tablolart ile tekrardan bir model egitimi gerceklestirilmistir. Temel BERT
modelinin detayli aciklamasina Boliim 4.2.5.’den ulasilabilir. Calismada elde edilen sonuglar
incelendiginde ClinicalBERT modelinin, BERT, Bag-of-words ve BI-LSTM yontemlerine

oranla daha basarili ¢iktilar iirettigi sdylenebilir.

Jin ve arkadaslar [21] tarafindan yayinlanan bir calismada ise hem metinsel hem de sayisal
veriler aynm1 anda kullanilmistir. Cok modlu bir derin 6grenme yonteminin 6ne siiriildiigii bu
calismada hastane mortalitesi gorevi ele alinmistir. Sayisal veriler i¢in bir LSTM modeli,
metin tabanli veriler i¢in ise Doc2VecC [22] temelli bir derin 6grenme yontemi kullanilmustir.
Egitim asamasinda bu iki model birbirine baglanmis ve iki modelin ¢iktisi olarak elde edilen
vektorler tek bir vektorde birlestirilerek tam baglantili katmana girdi olarak verilmisgtir.
Boylelikle ayn1 anda hem sayisal hem de metinsel veriler ayn1 anda 6gretilmistir. Sayisal
veriler i¢in kullanilan LSTM temelli derin 68renme agina her bir hastanin 17 6zniteligi i¢cin
ilk 48 saat boyunca ikiser saatlik periyotlarla 6rneklendirilmis zaman bagimli verisi girdi
olarak verilmigtir. Bu tez calismasi da c¢ok arach bir yaklasima sahip olmasi dolayisiyla
Jin ve arkaslarinin ¢alismasi ile paralellik gostermektedir. Ancak s6z konusu c¢alismada
hastane mortalitesini tahminleme gorevine yogunlasilirken, bu tez ¢alismasinda ise mortalite

tahminlemesi yerine, ICD kodlarinin tahminlemesi gorevi iizerinde ¢alisilmistir. Dolayisiyla,
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Jin ve arkadaglarinin ¢aligmasi iki sinifli tek etiketli bir gorev olup, bu calisma ¢ok sinifli
cok etiketli bir problemin ¢oziimiinii hedeflemektedir. Jin ve arkadaglarinin ¢aligmasinda,
metin tabanli verilerin 68renilebilmesi icin kullanilan derin 6grenme aginda, ciimlelerin
ogelerstirilebilmesi edilebilmesi amaciyla medikal NER tabanli bir servis kullanilmigtir [23].
Sozliiksel ogelestirilmis metinler Doc2vecC modeline girdi olarak verilmistir. Doc2vecC
modeli biitlin metnin vektorel bir temsilini ¢ikarmaya yonelik bir yontemdir. Bu modelin
egitiminde her bir kelime ciktis1 komsu kelimelerin yani sira rastgele secilmis kelimeler de
girdi olarak verilmektedir. Rastgele vektorlerin de kullanilmasinin yan etkisi olarak kelime
vektorlerinin ortalamalarinin dokiiman vektoriinii temsil etmesi hedeflenmistir. Doc2vec
modelinin sadece komsu kelimelerle egitildigi diisiiniildiiglinde, Doc2vecC modelinin
dokiiman vektoriinii temsil etmede daha basarili oldugunu sdylemek miimkiindiir. Ayrica
model, heniiz egitilmemis yeni veriler icin daha az efor gerektirmektedir. Genellikle duygu
analizi, dokiiman siniflandirma ve anlamsal iliskinlik gorevleri i¢cin kullanilan bu yontem,
caligsmada klinik metinlerin temsili i¢in kullanilmigtir. MIMIC-III veri kiimesinin kullanildig:
bu calismanin sonucu olarak, bu tarz bir cok modlu derin 6grenme yonteminin hastane
mortalitesinin kestirimi konusunda karsilastirilan diger tek tip (sayisal veya metinsel)

yontemlere gore %2 daha basarili bir sonug verdigi gosterilmistir.

Vu ve arkadaglar1 [13] metin verilerinden ICD kodunun kestirimi igin etiket dikkat
mekanizmal1 bir derin 6grenme modeli onermislerdir. Bu ¢alismada, temel dogal dil isleme
yontemi olarak word2vec kullanilmistir. Ayrica, klinik notlardaki kelimelerin baglamsal
ozelliklerini elde edebilmek amaciyla word2vec kelime vektorlerini girdi olarak alan bir
BiLSTM modeli konumlandirilmigtir. Dikkat mekanizmasi i¢in ise BiLSTM katmaninin
ardindan etiket dikkat katmani uygulanmis ve c¢ikti olarak kullanilacak her bir ICD kod
etiketi icin farkli bir vektor iiretebilen yap1 elde edilmistir. Etiket dikkat katmani olarak, Lin
ve arkadaglar1 [24] tarafindan Onerilmis olan bicimlendirilmis 6z-dikkat mekanizmasi temel
alimmustir. En sik goriilen 50 ICD-9 kodu temel alindiginda, bu ¢aligmanin sonuglarinin diger

dikkat mekanizmal1 aglara oranla daha basarili sonuclar verdigi goriilmektedir.

Reys ve arkadaglart [25] da metin verilerinden ICD kodu tahminlemesi gorevi igin

word2vec modelini temel alan c¢esitli siniflandiricilar olusturmuglardir. MIMIC-III veri
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kiimesinden elde ettikleri metin bazli raporlar ile bir sozliik olusturmuslar ve word2vec
modelinin egitimini tamamlamiglardir. Word2vec ile elde ettikleri rapor vektorlerini ise
tic farkli siniflandirict ile test etmiglerdir. Bu siniflandiricilar; evrigimsel sinir ag1 tabanl
siiflandirici, dikkat mekanizmali evrigsimsel sinir ag1 tabanl siniflandirict ve GRU tabanl

bir siniflandiricidir.

Yang ve arkadaglar1 [15] ise Longformer yontemini temel alan Knowledge Enhanced
PrompT (KEPT) yontemi ile giiclendirilmis bir derin 6grenme yontemi 6nermislerdir. DDI
yontemi olarak Longformer tabanli bir yontem se¢melerini MIMIC-III veri kiimesinde yer
alan metinlerin diger yontemlerle tam olarak temsil edilemeyecek kadar biiylik olmasiyla
aciklamiglardir. Bu yontemde, metinleri Longformer modeline girdi olarak verirken ayni
zamanda ICD kod smiflarinin da boliitlenmis hallerini de girdi olarak vermiglerdir.
Dolayisiyla modelin MIMIC-III veri kiimesinde yer alan metinlerle birlikte ICD kodlarin1

da 6grenmesini amaclamiglardir.

Tablo 3.2 bu tez calismasinda degerlendirilen literatiir ¢calismalarinin hedef, kullanilan veri

kiimesi tipi ve DDI yontemi agisindan kiyaslamasin gostermektedir.
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Tablo 3.2 Literatiirdeki ¢aligmalarin Kiyaslanmasi

Calisma Yil Tahminleme Gorevi Veri Tipi | Kullanilan Temel Y 6ntem
=
= =
2 |2 E
= £ g8 =S
-5 - £ @ | & T 5
s O g =) 5 © O Q
22 5 E£82 2 z88 2 0E
2 2 £ 2 3|2 8 2% 3 S %
A A 5 = 2 la & =|2 2 ' 7 =
S 938 F £|F F 2|88 &5 S
S. Purushotham [10] 2017 v v v v’ v’
Mengqi Jin [21] 2018 v’ v’ v’
J. Mullenbach [12] 2020 | v/ v’ v’
Kexin Huang [19] 2020 v’ v’ v’
L. Franz [26] 2020 | v V7 v v’
Thanh Vu [13] 2020 | v v’ v
Arthur D. Reys [25] 2020 | v v
Yang Liu[27] 2021 | v v’ v v
Zhichao Yang [15] 2022 | v v’ v
Zheng Yuan[14] 2022 | v v’ v’
Bu Tez Calismasi v’ v’ v Vv v’
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4. KULLANILAN DERIN OGRENME MODELLERI

Yukaridaki boliimlerde aktarildigir gibi, bu tez kapsaminda, hem dogal dil isleme hem
de zaman serileri tabanli derin 6grenme modelleri kullanilmistir. Metin bazli verilerin
dogal dil isleme, sayisal verilerin ise zaman serileri modelleri ile sonuclara katki
saglamalar1 hedeflenmigtir. B6liim 4.1.’de zaman serileri, Boliim 4.2.’de ise dogal dil isleme
calismalarinda kullanilan modellerin detayli incelemeleri mevcuttur. Bu noktada asil amag,
her iki veri tipi i¢in de girdi olarak verilen Ozniteliklerin kodlama vektorleriyle temsil

edilmesidir.

4.1. Zaman Serileri Icin Kullanilan Derin Ogrenme Yontemleri

Hastane yatislar1 esnasinda tahlil ve elektronik olgiimler basta olmak iizere bir¢ok sayisal
veri toplanmaktadir. Bu sayisal verilerin ¢ogu hastalarin durum degisimlerini analiz
edebilmek icin belirli bir periyot icerisinde siirekli olarak tekrarlanmaktadir. Dolayisiyla, bu
verileri zamana bagh olarak degrlendirmek gerekmektedir. Giiniimiizde zaman serileri i¢in

kullanilan baz1 yontemler asagida siralanmuasgtir.

4.1.1. RNN

Yinelemeli sinir aglari (Recurent Neural Networks) zaman serileri ile tahminleme yapma
gorevlerinde kullanilan temel derin 6grenme modellerinden biridir. Zaman serilerinin
kestiriminin temellerini olusturan bu yontemin ileri beslemeli ve evrigimli sinir aglarindan
farki bir hafiza mekanizmasina sahip olmasidir. Bu hafiza mekanizmasi, hiicrelerdeki
girdilerin birbirlerine bagli olmasiyla saglanmaktadir. Zaman serisindeki ¢ anindaki bir
degisken icin #-/ anindaki degiskenden hafiza degeri aktarilmaktadir, boylelikle modelin

egitim asamasinda hafiza vektoriiniin de 6grenilmesi saglanmaktadir.

Klasik RNN model diyagrami Sekil 4.1’de bulunmaktadir. Diyagramda yer alan x’ r anindaki

girdi degigkenini, y' t anindaki ¢ikti degiskenini ve &' ise ¢ anindaki hafiza degiskenini
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temsil etmektedir. Ancak bu calismada ele alinan gorev, hastane yatisinin tamamlanmasinin
ardindan elde edilen ICD kodunun tahminlenmesine dayanmaktadir. Dolayisiyla her bir ¢
anindaki ¢ikti kestiriminden ziyade, yalnizca f+/ anindaki ¢iktinin kestirimi saglanmalidir.
Bu tarz tahminleme gorevlerine uygun olan yap1 Sekil 4.2’de goriilebilir. Bu sekilde de
x' t anindaki girdi degiskenini, a' ¢ anindaki hafiza degiskenini ve y' ise ¢ anindaki ¢ikti

degiskenini temsil etmektedir.

@ N ™ s ~ =
<1> <2> <t> <t+1>
Y ) Y ﬁl}
. _/ - _/ — _/ — _/
IS N N ) a<t—1> N g<t> N g <tH1>
\ N _/ ~ J \ J . J
“ e e T = T ™
.’L‘<1> $<2> .’L'<t> $<t+1>
\ ) 8 )
Sekil 4.1 Klasik RNN Diyagrami
N
<i+1>
ﬁ‘l
- _/
s D N a<t—1> N g<t> N
‘_. ‘_. .
b _/ N J X A . S
f 1 b
.’L‘<1> $<2> .’L'<t> $<t+1>

Sekil 4.2 Zaman Serileri Siniflandiricisi Olarak Kullanilan RNN Diyagrami

Sekil 4.3’te 6rnegi gosterilen her bir hiicrenin ¢iktis1 Denklem 1 ile temsil edilmektedir.

ay = f(at—la xt) (1)

Vektorel olarak, bir aktivasyon fonksiyonu ile birlikte ¢ikti icin Denklem 2 ortaya
cikmaktadir. Denklemde yer alan A hafiza vektorlerini, X girdi vektorlerini, W ise bu
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vektorlerin katsayr vektorlerini temsil etmektedir. Denklemde aktivasyon fonksiyonu olarak

tanh kullanilmustir.

Ay = aktivasyon(Wao Ai—1 + Wi Xy) (2)

Sekil 4.3’te ise bir RNN hiicresinin i¢ yapis1 gosterilmistir. RNN hiicresi ¢ aninda girdi
olarak x' degiskenini almakta, bir 6nceki hiicreden gelen @' degiskeni ile carpmakta ve elde
edilen degeri tanh aktivasyon fonksiyonundan gecirerek hem o hiicrenin ¢iktisini, hem de bir

sonraki hiicreye aktarilacak olan degeri temsil eden y' ve a' degiskenlerini iiretmektedir.

ytA
G )
Ai_q ¢
>

r
tanh
4

4

Tt

Sekil 4.3 RNN hiicresi [1]

4.1.2. Uzun-Kisa Vadeli Bellek (LSTM)

Bolim 4.1.1.’te aciklanan RNN mimarisi, yapisi itibariyle bazi dezavantajlara sahiptir.
Bu dezavantajlarin en temelinde kaybolan gradyan problemi yer almaktadir. Derin
ogrenme literatiiriinde sik¢a yer alan kaybolan gradyan problemi, kullanilan aktivasyon
fonksiyonunundan elde edilen degerler sifira yakin oldugu i¢in, ardisik tekrarlayan her bir
islem sonrasi sifira daha da yakinsamasi durumudur. RNN yapilarinda da, Denklem 2’den de
anlagilacagi lizere, zaman serilerinin uzunlugu arttik¢a her bir hiicrede elde edilen ¢ikt1 sifira
yakinsamaktadir, dolayisiyla onceki hiicrelerden gelen hafiza bilgisi de kaybolmaktadir. Bu

sorunun ¢oziimii icin LSTM ve GRU modelleri 6ne siiriilmiistiir. LSTM modelinde, RNN
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modeline ek olarak unutma kapisi (forget gate), girdi kapis1 (input gate), hiicre durumu (cell
state) ve ¢ikt1 kapisi (output gate) adi verilen yapilar kullanilmigtir. Sekil 4.4’te bu yapilarda

kullanilan matematiksel ifadelerin yer aldig1 gorsel bulunmaktadir.

Unutma kapist bilginin ne kadarimin unutulacagini belirlemek i¢in kullanilmaktadir. Bu
kapida bir onceki hiicreden gelen deger (a,;), giincel deger (x,) ile birlestirilerek sigmoid
fonksiyona girdi olarak verilmektedir, sigmoid fonksiyondan elde edilen ¢ikt1 (f;) sifira ne

kadar yakinsa bilginin o kadar unutulacagi anlami tasimaktadir.

Girdi kapisi ise hiicre durumunu giincellemek icin kullanilmaktadir. Bir 6nceki hiicreden
gelen bilgi (a,.;) giincel bilgi (x,) ile birlestirilir ve unutma kapisinda oldugu gibi bir sigmoid
fonksiyonuna girdi olarak verilir. Girdi kapisindan elde edilen deger (i,) bire ne kadar yakinsa
hiicre durumunun o kadar giincellenecegi anlasilmaktadir. Ek olarak, ag1 diizenlemek i¢in
tanh fonksiyonu kullanilmaktadir. Tanh ve sigmoid fonksiyonlarindan elde edilen degerler

carpilarak girdi kapisinin ¢iktist olusturulmaktadir.

Hiicre durumu taginacak bilgilerin belirlenmesi icin kullanilan bir yapidir. Bu yapida
unutma kapisinin ¢iktist (f;) bir onceki hiicrenin ciktisiyla (¢, ;) carpilir ve bu deger mevcut
hiicrenin girdi kapisindan elde edilen degerle birlestirilir (c,). Bdylelikle bir sonraki hiicreye

aktarilacak (c,) belirlenir.

Cikt1 kapis1 hiicre durumu ile beraber bir sonraki hiicreye aktarilacak bilgiyi belirler.
Bu kapida, bir onceki hiicreden elde edilen veri (a,;) mevcut bilgi (x;) ile birlestirilerek
sigmoid fonksiyonundan gecer, sigmoid fonksiyonunundan elde edilen deger (o) ise hiicre
durumunundan alinan degerin tanh fonksiyonu uygulanmis hali ile birlestirilerek bir sonraki

hiicreye aktarilir (a,).

4.1.3. GRU

GRU modeli, LSTM ile benzer bir yapidadir. Bu modelde de cesitli kapilar aracilifiyla

RNN mimarisinde ortaya ¢ikan problemlerin ¢oziimii hedeflenmistir. GRU modelinde LSTM
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Sekil 4.4 LSTM hiicresi [1, 2]

modelindeki kapilar yerine sifirlama (reset gate) ve yenileme (update gate) kapilar1 olmak

tizere iki tipte kap1 yapisit kullanilmaktadir.

Giincelleme kapis1 hangi bilgilerin atilacagina ve hangi bilgilerin korunacagina karar

vermek icin kullanilmaktadir.

Sifirlama kapisi ise Onceki hiicrelerden ve giincel girdiden elde edilen bilgilerin ne kadarinin

unutulacagina karar vermek icin kullanilmaktadir.

Sekil 4.5’te bir GRU hiicresindeki matematiksel islemlerin temsili bulunmaktadir.

atT
ar—1( ) >

Tt

Sekil 4.5 GRU hiicresi [1, 3]
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4.1.4. Evrisimli Sinir Aglar

Giintimiizde, genellikle nesne siniflandirma ve boliitleme gibi ¢esitli goriintii isleme gorevleri
icin kullanilan evrigimli sinir aglari, tek boyutlu ve zamana bagl verilerden kestirim yapmak
icin de kullanilmaktadir. Bu noktada kullanilan sinir aglar1 genellikle 1 boyutlu evrisimsel
katmanlardan olusmaktadir. Evrisimsel katmanlarda ardisik verilerin birbirleriyle olan
ilisikileri temel alinarak girdi vektoriine kiyasla daha diisiik 6znitelige sahip olan bir vektor
tiretilmektedir. Aglarin ¢ciktisindan elde edilen bu yap1 6znitelik 6grenme mekanizmasi olarak
degerlendirilebilir. Genellikle ses ve finansal verilerin analizi gibi gorevler icin kullanilan
tek boyutlu evrisimsel sinir aglar1 zamana bagli yapisi itibariyle sayisal tibbi verilerden
otomatik tahminleme gorevi i¢in de kullanilabilmektedir. Ayrica bu alanda gerceklestirilen
baz1 ¢alismalarda GRU ve LSTM gibi modeller ile birlikte de kullanilarak daha keskin bir
sonug elde edilmesi de hedeflenmistir [28, 29].

Sekil 4.6’da zaman serileri i¢in kullanilan basit bir 1 boyutlu evrisimsel sinir ag1 yapisi
mevcuttur, bu yapida ardisik n elemanli bir seri sisteme girdi olarak verilmekte, ii¢
adet evrisimsel katman ve bir adet ortalama havuzlama katmani kullanilarak 6znitelik
vektorii elde edilmektedir. Sonraki katmanda ise siniflandirici amaciyla tam baglantili

katman kullanilmisgtir.

- Sitmiflar

Katmuan-4 1 Katman-5

Tam B'aglantlh

Evri@im Katman-3

Sekil 4.6 Ornek Evrisimsel Sinir Ag1 [4]
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4.2. Dogal Dil isleme icin Kullamlan Derin Ogrenme Yontemleri

Dokiimanlardan  Oznitelik 6grenimi  dogal dil isleme c¢alismalar1 kapsaminda
degerlendirilmistir [30]. Bu o6znitelikler 6grenilirken genel metin anlamlarin1 goz 6niinde
bulundurmak gerekmektedir; birbirine yakin anlamlara sahip metinler benzer vektorlerle
temsil edilmeli, birbirinine zit anlamlara sahip metinler ise karsit vektorlerle temsil

edilmelidir.

Dogal dil isleme yoOntemlerinin temelinde bir sozliik olusturmak ve bu sozliikte yer
alan her bir eleman i¢in sayisal bir vektor temsiliyetini elde etmek yatmaktadir. Ancak
bu vektorlerin kelime anlamlarmi temsil edebilme o6zelli§i olmalidir. Ornegin “kral”
ve “kralice” kelimelerini temsil eden vektorler birbirlerine yakin dogrultuda olmalidir.
Ayrica, matematiksel olarak; “kral” vektoriinden “adam” vektorii cikarilip “kadin”

vektorii eklendiginde yaklagik olarak “kralice” vektoriinii vermelidir.

4.2.1. Word2Vec

2013 yilinda literatiirde yerini alan Word2Vec [31] yontemi en temel derin 68renme
tabanli dogal dil isleme yontemlerinden biridir. Word2Vec yontemi, metinler igerisindeki
kelimelerin sira ve baglam ozelliklerini gozeterek her bir kelime icin sayisal bir vektor
elde etmeye yarayan bir gozetimsiz 6grenme yontemidir. Bu yontemde, metin bazli e8itim
verilerindeki her bir sozciigii iceren bir sozliikk olusturulur ve her biri icin ayr1 bire bir
kodlama vektorleri liretilir. Bu vektorler sozliikteki kelime sayisi boyutundadir. Vektor
icerisindeki her bir kelimenin ait oldugu eleman 1 geri kalan O olarak temsil edilmektedir.
“Elma bir meyvedir” sozliigii ile olusturulan basit bir veri kiimesindeki kelimeler icin

cikarilan bire bir kodlama vektor 6rnekleri Tablo 4.1°de bulunabilir.

Tablo 4.1 Bire bir kodlama Ornegi

elma | bir | meyvedir
1 0 0
0 1 0
0 0 1
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Word2Vec modelinde, vektorler ¢ikarildiktan sonra, her bir kelime vektorii modele girdi
olarak, verilen her kelimenin komsu kelime vektorleri ise ¢ikti olarak verilmektedir.
Boylelikle sakli katmanda elde edilen vektoriin baglamsal olarak temsil edildigi bir vektor

elde edilmesi hedeflenmistir. Sekil 4.7°de Word2Vec’e dair basit bir diyagram bulunmaktadir.

Girdi Katmani Gizli Katman Cikt1 Katmam

=
[eXeXe)

=
O -

Sekil 4.7 Word2Vec Diyagrami [5]

Word2Vec modelinde komsuluk iligkileri acisindan farklilasan 2 adet yontem kullanilabilir.
Bunlar CBOW ve Skip-Gram olarak adlandirilmaktadir. ki yontemde de ortak olarak
pencere boyutu parametresi bulunmaktadir. Bu parametre her bir iterasyonda ele alinacak
olan kelime sayisini belirlemektedir. CBOW yonteminde pencerenin ortasindaki kelime ¢ikti

olarak kullanilmakta geri kalan kelimeler ise girdi olarak kullanilmaktadir (Sekil 4.8).

Skip-gram yonteminde ise pencerenin ortasindaki kelime girdi olarak kullanilmakta geri
kalan kelimeler ise c¢ikti olarak kullanilmaktadir. (Sekil 4.9) Skip-gram yontemi CBOW
yontemine gore daha yavag olsa da, daha nadir rastlanan kelimelerin temsilinde bagar1 orani
daha yiiksektir. Skip gram modelindeki amag girdi olarak verilen her bir kelime i¢in baglam
kelimelerinin tahmin edilme oranini en yiiksek diizeye ¢ikarmaktir. Dolayisiyla, wy, wy, ...

temsil edilebilir.

T +c

%Z Z log p(wy4n|wy) (3)

t=1 n=—c,n#0
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Girdi Katmani

O = 00CQ]

[ eXeXo]| [O©

Nk
=
[THEe)

= O == 000]

Ks)

CxV-dim
Sekil 4.8 CBOW Diyagrami [5]

Cikti Katmam

Girdi Katmant . ¢ atman

CxlV-dim

Sekil 4.9 Skip-Gram Diyagramu [5]

Sonug¢ olarak, Word2Vec modeli, yukarida bahsedilen iki yontemden biri kullanilarak

egitildiginde modelin ortasinda yer alan sakli katmanda N boyutlu bir vektor olugsmaktadir.
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Bu vektor, sozliikteki kelimelerin her biri icin baglam vektorlerini temsil etmektedir.
Bu yontem eger bir siniflandirma gorevinin temeli olarak kullanilacaksa, sakli katmanda
elde edilen vektor, bir smflandiriciya girdi olarak verilerek siniflandirma gorevi
gerceklestirilebilir. Bu noktada kullanilan siniflandirici karar destek vektdr makinasi gibi bir
makine 6grenimi yontemi olabildigi gibi tam baglantili veya evrisimsel katmanlara sahip bir

sinir ag1 da olabilir.

4.2.2. Doc2Vec

Doc2Vec [32] yontemi Word2Vec yontemi kullanilarak olusturulmusg, dokiiman temsilini
saglayan bir yontemdir. Bu yontemde de Word2Vec CBOW yo6nteminde oldugu gibi her bir
kelime ciktis1 icin komsu kelimeler girdi olarak verilmektedir. Ancak, Word2Vec yontemine
ek olarak egitim kiimesindeki her bir paragraf/metin i¢in tekil bir numara (paragraf ID) da
girdi olarak kullanilmaktadir. Buradaki asil ama¢ metinlerde yer alan kelimelerin baglamsal
ozellikleri 68renilirken bir yandan da toplam metinlerin vektorlerini ¢ikarabilmektir. Egitim
siireci tamamlandiginda, paragraflarin baglamsal 6zelliklerini olusturan sayisal bir vektor
elde edilmektedir. “Elma ve armut meyvelere 6rnek olarak gosterilebilir.” ciimlesi i¢in
olusturulmus ve pencere boyutu 4 olarak kullanilmig 6rnek bir Doc2Vec diyagrami Sekil

4.10’da bulunmaktadir.

Ancak, Doc2Vec modelinin bazi dezavantajlar1 da mevcuttur. En Onemli dezavantaji,
egitim kiimesinde kullanilmayan yeni bir paragraf icin egitim siirecinin tekrar edilmesi
gerekliligidir. Bu dezavantaj dolayisiyla test asamasinda da egitim i¢in ciddi bir zaman kaybi
s0z konusudur. Ayrica yeni paragraflarin icerigine bagh olarak, baglam sozliigiiniin siirekli

giincellenmesi gerekmektedir.

4.2.3. Doc2VecC

Doc2Vec modelinde bahsedilen, her yeni paragraf icin tekrardan egitim gerektirmesi

dezavantaji sebebiyle Chen ve arkadaslari [22] tarafindan Doc2VecC modeli ortaya
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Sekil 4.10 Ornek Doc2Vec Diyagrami

konulmustur. Doc2VecC modeli 6zellikle daha 6nce model tarafindan goriilmemis metinlerin
vektorel bir temsilini ¢ikarmaya yonelik bir yontemdir. Doc2Vec modeli ile benzerlik
gosteren bu modelin egitiminde her bir kelime ciktis1 icin komsu kelimelerin yani sira
metin igerisinden rastgele secilmis kelimeler de girdi olarak verilmektedir. Rastgele kelime
vektorlerinin de kullanilmasinin yan etkisi olarak, kelime vektorlerinin ortalamalarinin
dokiiman vektoriinii temsil etmesi hedeflenmigstir. Doc2Vec modelinin sadece komsu
kelimeler ile egitildigi goz Oniinde bulunduruldugunda, Doc2VecC modelinin dokiiman
vektoriinii temsil etmede daha basarili oldugunu soylemek miimkiindiir. Modelin rastgele
secilmis kelimelerle egitilebildigi ve kelime vektor ortalamalarinin paragraflarin temsilinde
kullanilabildigi diisiiniildiigiinde, heniiz egitilmemis yeni veriler i¢in daha az efor
gerektirdigi soylenebilir. Bu yontem, genellikle duygu analizi, dokiiman smiflandirma ve

anlamsal iligskinlik gorevleri i¢in kullanilmaktadir.

4.2.4. Doniistiiriiciiler

Son zamanlarda dogal dil isleme hedefiyle kullanilan derin 68renme modelleri genelde
doniistiiriicli tabanli yontemlerdir. 2017 yilinda Attention Is All You Need [6] makalesinde
tanitilan doniistiiriicii modelleri yukarida bahsedilen diger yontemlere oranla daha kararlt

sonuglar vermektedir. Genel olarak dizi tabanli verilerden ¢ikarim yapilabilmek amaciyla
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geligtirilmis olan doniistiiriiciiler, dogal dil isleme gorevlerinin yani sira, bilgisayarli

gorii gorevlerinde de kullanilmaktadir.

Dondigtiiriiclilerin temelinde dikkat mekanizmasi yer almaktadir. Dikkat mekanizmalari,
dogal dil isleme modellerine girdi olarak verilen serilerin, kullanildig1 gorev icin daha
anlamli noktalarina odaklanmak i¢in kullanilmaktadir. Bu alandaki temel calismada One
stiriilen doniistiiriicii modelinde 6 kodlayici, 6 ¢oziicii modiil bulunmaktadir. Bu modiillerde
ileri beslemeli sinir aginlarina ek olarak ¢ok bash 0z dikkat ve maskelenmis ¢ok baglt
0z dikkat katmanlar1 da kullanilmistir. Bu katmanlar, RNN gibi diger modellerin aksine,
verilerin paralel islenmesine olanak saglamistir. Boylelikle, egitim siireci hizlandirilmig bir
dikkat mekanizmas1 elde edilmistir. Sekil 4.11°de bir kodlayict (sol) ve bir ¢oziicii (sag)
modiilden olusan katmanin mimarisi gosterilmistir. Kodlayicida iki adet alt katman
bulunmaktadir. Bu katmanlar ¢cok bagh dikkat ve tam baglantili ileri beslemeli katmanlardir.
Coziicii ise ti¢ farkli alt katmandan olugsmakta olup, bu katmanlar sirasiyla maskelenmis cok

bagh dikkat, ¢cok bagh dikkat ve tam baglantili ileri beslemeli katmanlardir.

Giincel DDI yontemlerinde doniistiiriicii yapisi sik sik kullanilmaktadir. Bu ¢aligmada,

doniigtiiriicti tabanl olarak, BERT modeli ve Longformer modeli ele alinmustir.

4.2.5. BERT

Cift Yonlii Kodlayici Beyani (Bidirectional Encoder Representations from Transformers)
modeli [20] Google arastirmacilar tarafindan gelistirilmis, dontistiiriicli tabanli bir dogal dil
isleme modelidir. Word2Vec modelinde, Boliim 4.2.1.’de bahsedildigi gibi, sozliikteki her
kelime i¢in bir 6znitelik vektorii iiretilmektedir ve bu 6znitelik vektorii, kelimenin ciimledeki
anlamindan bagimsiz olarak, aym kelime icin her zaman aymi vektorii liretmektedir.
Dolayisiyla, Word2Vec modeli, kelimelerin farkli climlelerde kazandiklar1 farkli anlamlari
yansitma konusunda zayif kalmaktadir. Ornek vermek gerekirse; “Agacin neredeyse biitiin
dal-lar1 kirilmig.” ve “Denizalti denize ilk dal-1s1m1 gergeklestirdi.” climlelerinde yer alan
“dal” kelimesi iki farkli anlamda kullanilmistir. Ancak word2vec modeliyle Oznitelik
ogrenimi gerceklestirildiginde, iki ciimlede de yer alan dal kelimesi aym vektorle temsil
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Sekil 4.11 Temel Doniistiiriicii Model Mimarisi [6]

edilmektedir. Bu ornekte sestes bir kelime O6rnegi gosterilmistir, ancak kelimeler sestes
olmasa bile, bir kelimenin farkli ciimlelerde farkli agirlikliklart ve anlamsal 6zellikleri
olabilmektedir. Bu noktada BERT modeli, farkli anlamsal 6zellikleri temsil edebilmek icin
kullanilan bir yontemdir. Ek olarak, bu model sadece kelimelerin vektorlerini {iretmek igin
degil, climlelerin veya paragraflarin vektorlerini elde etmek icin de kullanilabilmektedir.

BERT yontemi kullanildiginda, bir model ile hem kelimelerin hem de paragraflarin
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sayisallagtirilmis vektorlerini ¢iktir olarak alabilmek miimkiindiir. Temel BERT modelinde
kelimeler ve paragraflar 768 boyutlu bir vektorle temsil edilmektedir. Temel BERT
modelinden tiiretilmis benzer modeller de genellikle 768 boyutlu temsil vektor ciktilar
tiretmektedir. Ancak, sakli katman parametreleri degistirilerek daha biiyiik veya kiigiik

boyuta sahip vektorlerle de kelimeleri ve paragraflar temsil edilebilmektedir.

Baslangicta BERT-Base ve BERT-Large olmak iizere temel olarak 2 adet BERT modeli 6ne
stiriilmiistiir. BERT-Base modelinde 12 adet kodlayic1 modiilii BERT-Large modelinde ise 24
adet kodlayic1 bulunmaktadir. Dolayisiyla, BERT-Large modeli daha fazla parametreye sahip
olmakla beraber daha kesin sonuglar iiretebilmektedir. Ancak BERT-Large modeli icin daha
fazla veri gerekmekte ve sozliik/metin sayisi az oldugu durumlarda BERT-Base modelinin

kullanilmas1 daha uygun goriilmektedir.

4.2.6. Longformer

BERT gibi doniistiiriicii tabanli dogal dil isleme yontemleri olduk¢a basarili ¢iktilar iiretseler
de bu yontemlerin ¢ogu paragraf gibi uzun dizileri isleme konusunda yetersiz kalmaktadir.
Temel BERT modeli en fazla 512 sozliiksel 6geye (token) sahip dizileri isleyebilmektedir.
Longformer [33] ise bu sorunun 6niine gecebilmek ve uzun dizileri de girdi olarak kullanarak
bir sonug iiretebilmek amaciyla gelistirilmis doniistiiriicii tbanli bir yontemdir. Daha uzun
dizileri girdi olarak kullanabilmek amaciyla, bu yontemde diger doniistiiriicii tabanl
yontemlere ek olarak farkli dikkat yontemleri de modele eklenmistir. Bu yontemler asagida
siralanmagtir.

Kayan Pencere ile Dikkat:

Bu yontem 1 boyutlu bir evrisimsel katmanlardan olusmaktadir. Pencere boyutu w olarak
belirlendiginde her bir sozliiksel 6genin w komsulugunda yer alan sozliiksel ogelerle bir
gizli katman yaratilmaktadir. Ayrica, katman sayis1 / olarak belirlenirse, her bir sozliiksel
Oge i¢in [ x w boyutunda bir gizli katman ortaya ¢cikmaktadir. Bu gizli katmanlar her bir
sozliiksel Oge icin cevre sozliiksel ogelerden elde edilen bir dikkat mekanizmasi olarak

goriilebilir.
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Genislemeli Kayan Pencere ile Dikkat:

Genislemeli kayan pencere terimi genellikle evrisimsel katmanlar i¢in kullanilan bir ifade
olup amaci ¢iktida girdiye dair daha fazla bilgi elde edilmesidir. Longformer yonteminde de
amagc her bir sozliiksel 6ge i¢in kullanilan dikkat mekanizmasinin kapsam alanlarinin daha
genis olmasidir. Genislemesiz kayan pencerelere gore kullanilan katmanlarin bilgiyi aktarma
kapasitesinin daha yiiksek olmasi, daha az katman kullanarak toplam islem karmasikligini
azaltmaya yardimci olmaktadir.

Genel Dikkat ve Genislemeli Kayan Pencere ile Dikkat:

Yukarida aktarilan yontemler dikkat mekanizmalar1 acisindan yeterli gibi goziikse de uzun
terimlerin dizilerin temsilini daha i1yi saglayabilmek i¢in ek olarak bir de genel dikkat

mekanizmasi eklenmistir.

Sonug¢ olarak, Lonformer yonteminin, hem hesaplama hem de hafiza anlaminda verimli
oldugu belirtilmistir. Ayrica diger uzun paragraf isleme yontemlerinin aksine, bu yontem

siiflandirma gibi kodlama goérevlerinde de kullanilabilmektedir.

5. ONERILEN YONTEMLER VE DENEYSEL
SONUCLAR

Bu calismada, MIMIC-III veri kiimesinde yer alan hem zamana bagli sayisal veriler hem de
metin tabanl klinik notlar temel alinmig olup, bu veriler ICD kodlarinin tahminlemesinde
kullanilmistir. Oncelikle her ikisi ayr1 gorevler olarak ele alinmis ve model egitimleri
gerceklestirilmigtir. Bu iki gorevde ayr1 ayri en iyi sonucu veren derin 6grenme modelleri,
ana gorevde kullanilacak alt modeller olarak degerlendirilmis ve iki model birlestirilerek
daha keskin sonuglar elde edilmesi hedeflenmistir. Bu iki alt derin 68renme aginin
ciktilar1 bir tam baglantili katmanda birlestirilmistir. Kullanilacak alt derin 68renme
modelleri belirlendikten ve 6n igleme islemleri uygulandiktan sonra model bir biitiin halinde

egitilmistir. Gorevin cok etiketli-cok sinifl1 bir yapida olmasi dolayisiyla her bir modelin

33



egitimi esnasinda hata fonksiyonu olarak logit fonksiyonlu ikili capraz entropi fonksiyonu

(binary cross entropy with logit loss) kullanilmistir.

Boliim 5.1.°de sayisal veriler kullanilarak gerceklestirilen ¢alismalar, Béliim 5.2.°de metin
tabanli veriler kullanilarak gerceklestirilen caligsmalar, Boliim 5.3.’te ise her iki veri tipi
birlikte kullanilarak gerceklestirilen calismalar ve bu calismalardan elde edilen sonuglar
yer almaktadir. Kullanilan yontemler bu boliimlerin alt bagliklar1 halinde verilmistir. Bu alt
boliimlerde, kullanilan her bir yontem i¢in model mimari diyagramlari da yer almaktadir. Bu
diyagramlardaki none ve ? parametreleri 6bek (batch) boyutunu temsil etmekte olup, deney

altyapisina gore degisiklik gosterebilmektedir.

Model bagarilarinin dl¢ciimenmesinde F1 skoru (Denklem 4) temel alinmig ve deneylerin
sonuglart bu metrik ile kiyaslanmistir. Bu metrik duyarlilik (Denklem 5) ve keskinlik
(Denklem 6) parametrelerinin harmonik ortalamalar1 ile elde edilmektedir, dolayisiyla
siniflandiricilarin hem duyarlilik hem de keskinlik metrikleriyle kiyaslanabilmesine imkan
saglamaktadir. Problemin c¢ok sinifli ve ¢ok etiketli bir yapida olmasi sebebiyle de Mikro
F1 skoru kullanilmistir. Mikro F1 skoru, simmiflarin agirlikli ortalamalan ile elde edilen F1
skorunu temsil etmektedir. Tablolarda yer alan F1 skorlari, siniflarin agirlikli ortalamalariyla

elde edilmis Mikro F1 metrigini temsil etmektedir.

2 x Duyarlilik x Keskinlik

F1 Skoru = 4
o Duyarlilik + Keskinlik @
Dogru Pozitif
Duyarhilik = — &0 PO2 , (5)
Dogru Pozitif + Yanlis Negatif
Dogru Pozitif
Keskinlik = osT T (©6)

Dogru Pozitif 4+ Yanlis Pozitif

Calismaya dahil edilen her bir yontem i¢in model egitimleri Nvidia 3090 TI ekran karti
kullanilarak PyTorch [34] kiitiiphanesi ile gerceklesmistir. Sayisal verilerin 6n isleme
islemleri icin Pandas [35], metin tabanli verilerin 6n isleme islemleri icin ise NLTK [36]
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kiitiiphaneleri kullanilmistir. DDI isleme yontemleri icin onceden egitilmis modeller ise
huggingface kiitiiphanesi ile elde edilmistir. Her bir deney sonucunun analizi i¢in scikit-learn

[37] kiitiiphanesi kullanilmugtir.

5.1. Sayisal Veri Tabanh Siniflandirma

Sayisal veri tabanli simiflandirma gorevi icin CNN, GRU ve LSTM tabanli ii¢ ayr1 yontem
kullanilmig ve sonuglar1 analiz edilmistir. Bu modellerin deneysel altyap:r detaylarina

strastyla Boliim 5.1.1.°den, Boliim 5.1.2.’den ve Boliim 5.1.3.’ten ulagilabilir ulagilabilir.

5.1.0.1. Veri On Isleme

Veri kiimesindeki sayisal Oznitelik secimi ve On isleme islemlerinde Purushothan ve
arkadaslarinin [10] ¢alismasindaki en kapsamli 6znitelik seti kullanilmigtir. MIMIC-IIT veri
kiimesi kullanarak elde edilen bu alt veri kiimesinde 20.000’den fazla hasta bagvurusunda yer
alan 136 adet zamana bagl 6znitelik mevcuttur. Bu 6zniteliklere Tablo 5.1°de yer verilmistir.
Veri kiimesindeki bazi 6znitelik isimleri hem biiyiik harfle hem de kiiciik harfle yazilmig
bir sekilde yer alabilmektedir, dolayisiyla tablodaki isimler veri kiimesinde oldufu gibi
birakilmistir. Ayrica, bire bir ayn1 isime sahip 6znitelikler de bulundugu icin, bazi 6znitelikler
tek bir isimle yer almaktadir. Tablodaki 6znitelikler hasta yatisindan itibaren 24 saatlik bir
sire zarfi icin ele alinmis ve birer saatlik dilimler halinde 6rneklenmistir. Dolayisiyla elde

edilen sayisal verilerin zamana bagl ve 136x24 boyutunda oldugunu sdylemek miimkiindiir.

MIMIC-III veri kiimesinde yer alan sayisal tablolar yapilar1 itibariyle Boliim 2.’de anlatildig:
gibi bazi sorunlara sahiptir. Bu sorunlarin en basinda yiiksek eksik veri oranlar1 ve ayni
Ozniteligi temsil eden verilerin birden farkl tablolarda yer almalar1 durumudur. Dolayisiyla,
on igsleme islemlerinde bu durumun goz 6niinde bulundurulmasi gerekmektedir. Bu noktada,
birden fazla tabloda yer alinan 6znitelikler, Purushothan ve arkadaglarinin [10] calismasinda
oldugu gibi tek bir 6znitelik altinda birlestirilmistir. Ayrica eksik veriler i¢in, eger bir hasta
bagvurusunda herhangi bir zaman diliminde o 6znitelik yer aliyorsa sirasiyla ileri ve geri

doldurma islemleri uygulanmigtir. Eger bir hasta bagvurusunda o 6zniteligin hi¢cbir zaman
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Tablo 5.1 Sayisal Veriler icin Kullamlan Veri Kiimesindeki Oznitelikler

Albumin 5
Fresh Frozen Plasma
Lorazepam (Ativan)
Calcium Gluconate
Midazolam (Versed)
Phenylephrine
Furosemide (Lasix)
Hydralazine
Norepinephrine
Magnesium Sulfate
Nitroglycerin
Insulin - Regular
Morphine Sulfate
Potassium Chloride
Gastric Meds
D5 1/2NS
LR
Solution
Sterile Water
Piggyback
OR Crystalloid Intake
PO Intake
GT Flush
KCL (Bolus)
Magnesium Sulfate (Bolus)
epinephrine
vasopressin
dopamine
midazolam
fentanyl
propofol
Gastric Tube
Stool Out Stool
Urine Out Incontinent
Ultrafiltrate
Fecal Bag
Chest Tube #1
Chest Tube #2
Jackson Pratt #1
OR EBL
potassium level mean
hgb
peep
Packed Red Blood Cells

Pre-Admission
TF Residual
urinary output sum
HEMATOCRIT
PLATELET
HEMOGLOBIN
MCHC
MCH
MCV
RED BLOOD CELLS
RDW
CHLORIDE
ANION GAP
CREATININE
MAGNESIUM, TOTAL
CALCIUM
PHOSPHATE
INR(PT)

PT

PTT
LYMPHOCYTES
MONOCYTES
NEUTROPHILS
BASOPHILS
EOSINOPHILS
PH
BASE EXCESS

CALCULATED TOTAL CO2

PCO2
SPECIFIC GRAVITY
LACTATE

ALANINE AMINOTRANSFERASE (ALT)
ASPARATE AMINOTRANSFERASE (AST)
ALKALINE PHOSPHATASE

ALBUMIN
pao2
serum urea nitrogen level

white blood cells count mean
serum bicarbonate level mean

sodium level mean
bilirubin level
chloride
Aspirin

Bisacodyl
Docusate Sodium
Humulin-R Insulin
Metoprolol Tartrate
Pantoprazole
ArterialBloodPressurediastolic
ArterialBloodPressuremean
RespiratoryRate
AlarmsOn
MinuteVolumeAlarm-Low
Peakinsp.Pressure
PEEPset
MinuteVolume
GLUCOSE
weight
height
glucose
spo2 peripheral
arterial pressure mean
diastolic blood pressure mean
ie ratio mean
fio2
body temperature
heart rate
systolic blood pressure abp mean
gcseyes
gcsmotor
gesverbal
SkinCare
RespAlarm-High
SpO2DesatLimit
PulmonaryArteryPressurediastolic
Tidal Volume(set)
PulmonaryArteryPressuresystolic
HeartRateAlarm-Low
Glucosefingerstick
O2Flow
PulmonaryArteryPressuremean
RespiratoryRate(Set)
Central VenousPressure
MeanAirwayPressure
Tidal Volume(observed)
MinuteVolumeAlarm-High

dilimi i¢in bir kaydi yoksa, diger hasta bagvurularinin ortalamalariyla doldurma islemi

uygulanmustir.

Asagida, bu tez calismasinda sayisal verilerden tahminleme gorevi icin kullanilan her bir

modelin aciklamalar1 ve sonuglarina yer verilmistir. Her bir model, bu calismada sayisal

verilere sahip olan filtrelenmis A Veri Kiimesi ile egitilmis, egitim esnasinda optimizasyon
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algoritmasi olarak le-5 baslangic 6grenme orantyla ADAM [38] kullanilmistir.

5.1.1.

CNN ile Sayisal Verilerden ICD-9 Simflandirma

input: | [(None, 136, 1)]

input: InputLayer -
output: | [(None, 136, 1)]

Y
input: (None, 136, 1)

output: | (None, 133, 136)

convld: ConvlD

input: | (None, 133, 136)

batch normalization: BatchNormalization -
output: | (None, 133, 136)

input: | (None, 133, 136)
output: | (None, 33, 136)

average_poolingld: AveragePoolingl D

Y
input: | (None, 33, 136)

output: | (None, 33, 136)

dropout: Dropout

input: | (None, 33, 136)
output: | (None, 30, 136)

convld_1: ConvlD

input: | (None, 30, 136)

batch_normalization_1: BatchNormalization
output: | (None, 30, 136)

input: | (None, 30, 136)
output: | (None, 7, 136)

average_poolingld_1: AveragePooling1 D

input: | (None, 7, 136)

dropout_1: Dropout
output: | (None, 7, 136)

input: | (None, 7, 136)
output: | (None, 7, 512)

dense: Dense

Y
input: | (None, 7, 512)

output: | (None, 7, 512)

dense 1: Dense

input: | (None, 7, 512)

output: Dense

output: | (None, 7,350)

Sekil 5.1 Sayisal verilerden ICD siniflandirma amaciyla kullanilan CNN Modeli

37



Bu modelde, zamana bagli sayisal veriler ile tahminleme icin bir boyutlu bir CNN
modeli kullanilmigtir. 1x4 boyutlu filtreler ile 4 saatlik zaman araliklar1 ardisik olarak
islenmis, bdylelikle her bir bagvurudaki 4 saatlik degisimlerin zaman boyutunu kaybetmeden
tahminlemeye katki saglamalar1 hedeflenmistir. Modelde toplamda 2 adet CNN katman
kullanilmigtir. CNN katmanlarinin ardindan, kaybolan gradyan probleminin Oniine ge¢cmek
icin Batch Normalization katmanti, asir1 9grenme probleminin oniine ge¢mek icin ise sirasiyla
Avarage Pooling ve Dropout katmanlar1 kullanilmistir. Siniflandirict amaciyla 3 adet tam
baglantili katman kullanilmis olup ilk iki tam baglantili katmanda 512, son katmanda ise 50

noron bulunmaktadir. Model diyagrami Sekil 5.1°de verilmistir.

Model egitimi esnasinda her bir egitim turu icin elde edilmis kayip, dogruluk ve F1 skor
verileri Sekil 5.2°de yer almaktadir. Sonug olarak, dogrulama F1 skoru temel alindiginda en
iyi deger 330. egitim turunda 0.39 olarak elde edilmistir. Bu model i¢in test F1 skoru 0.38

olarak raporlanmustir.

0.40 A
24 Dogrulama 0.89 Dogrulama
= Egitim W .
Z 2 0.884 | 0351
=
% 90 0.87 0.30 1
. z
g = 0.86 1 —
£ 187 ) = 0.25
8 a 0.85
2 167 0.20
=~ .
= 0.84
3 14 1
M
0.83 Dogrulama 0.15 -
124 Egitim
0.82 4
T T T T T T T T T T T T
0 100 200 300 0 100 200 300 0 100 200 300
Egitim Turu Egitim Turu Egitim Turu

Sekil 5.2 Sayisal verilerden ICD siniflandirma amaciyla kullanilan CNN Modeli Sonug Egrileri, a)
Kayip, b) Dogruluk, c¢) F1 Skor

5.1.2. GRU ile Sayisal Verilerden ICD-9 Simiflandirma

Elde edilen veri kiimesi zamana bagli verilerden olustugundan, GRU modeli i¢in uygun bir
yapidadir. Bu noktada, ICD kodu tahminleme gorevi i¢in Onerilen model, her biri 20 gizli

katmana sahip 2 katmanli bir GRU modelidir. GRU modelinden elde edilen 6znitelikler
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RELU aktivasyon fonksiyonunun ardindan tam baglantili bir katmana girdi olarak verilmis

ve siniflandirma modeli tamamlanmistir. Model diyagrami Sekil 5.3’te bulunmaktadir.

Numerical Input | input:

[(None, 136, 24)] | [(None, 136, 24)]

InputLayer output:

Y

GRU | input:
GRU | output:

(None, 136, 24) | (None, 136, 20)

Y

Flatten | input:

(None, 136, 20) | (None, 2720)

Flatten | output:

Y
Output_Encodings for Numerical | input:

(None, 2720) | (None, 100)

Dense output:

Y

dense | input:

(None, 100) | (None, 50)

Dense | output:

Sekil 5.3 Sayisal verilerden ICD siiflandirma amaciyla kullanilan GRU Modeli

GRU modelinin egitim turlar1 boyunca elde edilen kayip, dogruluk ve F1 skor egrileri Sekil
5.2’de yer almaktadir. Sonu¢ olarak, dogrulama F1 skoru temel alindiginda en iyi deger
200. egitim turunda 0.44 olarak elde edilmistir. Bu model icin test F1 skoru 0.45 olarak
raporlanmistir. GRU modeliyle, bu tez calismasinda sayisal verilerden kestirim yapmak
amactyla kullanilan diger modellere oranla kayip ve F1 skoru agisindan daha basarili bir

sonug alindig1 goriilmektedir.

18

—— Dogrulama 0.915 4 0.45 4
171 | Egitim 0.910 4 0.40 1
2 .
2
2 16 A | 0.905 4 0.35
& ‘ 0.30
3 1r | i
=15 % 0.900 1 :
= 2 = i
o 14 2 0.895 1 i 025
2 1 s 0.20
Z 134 0.890
& 0.15
5 12 1 0.885
— Dogrulama 0.10 A
114 0.880 1 Egitim 0.05 —— Dogrulama
T T T T T T T T T T T T T T T
0 50 100 150 200 0 50 100 150 200 0 50 100 150 200
Egitim Turu Egitim Turu Egitim Turu

Sekil 5.4 Sayisal verilerden ICD siniflandirma amaciyla kullanilan GRU Modeli Sonug Egrileri, a)
Kayip, b) Dogruluk, c¢) F1 Skor
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5.1.3. LSTM Ile Sayisal Verilerden ICD-9 Simflandirma

Bu yontemde de temel olarak Boliim 5.1.2.°de aktarilan GRU modeline benzer bir yontem
kullanilmigtir. Ancak modeldeki GRU katmanlari, genel yapist ve calisma prensibi Boliim
4.1.2.°de aktarilan LSTM katmanlariyla degistirilmistir. Boylelikle, LSTM modelinin de

irettigi sonuclar gézlemlenmistir.

Kullanilan LSTM tabanli model icin elde edilen kayip, dogruluk ve F1 skor egrileri Sekil
5.5’te yer almaktadir. Sonug¢ olarak, dogrulama F1 skoru temel alindiginda en iyi deger

57. egitim turunda 0.40 olarak elde edilmistir. Bu model icin test F1 skoru 0.42 olarak

raporlanmagtir.
70 1 B
—— Dogrulama 1.00 Dogrulama 0.40 —— Dogrulama
60 Egitim 0.98 - Egitim
fg 0.35 1
= 50 4 0.96
Bl 0.30 1
— ~ 4
z 40 4 _; 0.94 095
E D o Y20
o 30 1 g 0.92
2 0.20 1
2 20 0.90 1
= \
2 11 0.88 /\w“ 0.15
. 0.10 1
0 0.86
0 50 100 150 200 0 50 100 150 200 0 50 100 150 200
Egitim Turu Egitim Turu Egitim Turu

Sekil 5.5 Sayisal verilerden ICD siniflandirma amaciyla kullanilan LSTM Modeli Sonug Egrileri, a)
Kayip, b) Dogruluk, c¢) F1 Skor

5.2. Metin Tabanh Simiflandirma

Metin bazli siniflandirma gorevi i¢in Bolim 6.’da detayli aciklamalar1 yapilan yontemler

uygulanmustir. Bu yontemler sirasityla Word2Vec, BERT ve Longformer tabanli yontemlerdir.

5.2.0.1. Veri On Isleme
Boliim 2.’de aktarildig1 gibi MIMIC-III veri kiimesinde yer alan metin bazli raporlardan
yalnizca taburcu raporlart kullanilmigtir. Veri 6n isleme islemleri icin, her bir taburcu

raporundaki tarih, saat ve 6zel karakterler silinmig ve biitiin harfler kiigiiltiilmistiir.
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Bu tez kapsaminda metin bazli verilerden ICD-9 kodu siniflandirmasina yonelik kullanilan
modellerin ve uygulanan deneylerin ag¢iklamalar1 asagida siralanmistir. Bu deneylerin her biri
icin A Veri Kiimesi kullanilirken Longformer yontemi i¢in literatiirdeki diger caligsmalarla
adil bir kiyaslama yaratilabilmesi amaciyla ek olarak B Veri Kiimesi ile de deneyler
tekrarlanmistir. Bu boliimde yer alan On isleme islemleri detaylar: aktarilan her bir deney

i¢in ayn1 sekilde uygulanmustir.

5.2.1. Word2Vec ile ICD-9 Stimflandirma

Word2Vec modeli ¢alismasinda Oncelikle veri kiimsesinde yer alan kelimelerle 1522
elemanli bir sozliik olusturulmustur. Bu sozliik ve egitim kiimesi kullanilarak Word2Vec
modeli egitilmistir. Word2Vec modeli egitilirken, biiyiik veri kiimelerinde daha basarili
olmas1 sebebiyle Skip-Gram yontemi kullanilmigtir. Word2Vec ile ICD smiflandirma
gorevinin deneyleri esnasinda Reys ve arkadaslarinin [25] ac¢ik kaynak kodlu caligmasi
altyap1 olarak kullanilmistir. Dolayisiyla, her bir metin i¢in ilk 2000 kelime temel alinmus,
geri kalan kelimeler silinerek sabit bir girdi vektorii kullanilmas1 amaclanmigtir. Sakli katman
olarak 300 birimlik bir tam baglantili kullanilmis ve her bir kelimenin 300 boyutlu bir vektor

halinde temsil edilmesi saglanmugtir.

Word2Vec modelinin egitimi tamanlandiktan sonra model 6znitelik 6grenimi matrisine
doniistiiriilmiis ve siniflandict modelinde temel olarak bu matris ile c¢alisiimistir.
Smiflandirma amaciyla kullanilan her bir girdi i¢in kelime temsil vektorleri ¢ikarilmigtir.
Bu vektorlerden siniflandirma yapmak amaciyla ise amaciyla ise Reys ve arkadaslarinin [25]
calismasinda oldugu gibi CNN, Dikkat Mekanizmali CNN ve GRU modelleri kullanilmig ve

tic ayr1 model i¢in sonuclar analiz edilmistir.

Altyap1 olarak kullanilan ¢alisma, ¢iktida iiretilen vektoriin boyutu bakimindan farklilik

gostermektedir. Cikt1 vektor boyutlar: da bu veri kiimesine gore degistirilmistir.

CNN modelinde 1 boyutlu 500 birimlik bir CNN katmani kullanilmistir. Modeli kararlt

hale getirmek icin batch normalizasyon katmani, overfitting probleminden kacinmak i¢in
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mput: | [(?, 2000)]
output: | [(7, 2000}]

mput_1: InputLayer

 J

nput: (7, 2000)
output: | (7, 2000, 300)

embedding: Embedding

Y
mput: | (2, 2000, 300)

output: | (7, 2000, 500)

convld: ConvlD

Y

mput: | (7, 2000, 500)
output: | (7, 2000, 500)

batch_normalization: BatchNormalization

Y

mput: | (2, 2000, 500}
output: (7, 500)

global_average_poolingl d: GlobalAveragePoolinglD

Y
mput: | (2, 500)
output: | (2, 350 }

dense: Denge

Sekil 5.6 Word2Vec ile ICD siniflandirict amaciyla kullanilan CNN Modeli

ise ortalama havuzlama katmani kullanilmistir. Model diyagrami Sekil 5.6’da gosterilmisgtir.
Egitim agsamasinda aktivasyon fonksiyonu olarak Zanh, optimizasyon algoritmasi olarak

Adam, 6grenme orani olarak ise 0.001 ve 0.0001 arasinda degisken oranlar kullanilmistir.

Dikkat mekanizmali CNN modelinde 1 boyutlu 500 birimlik bir CNN katmani, batch
normalizasyon ve dikkat katmamn ile birlikte kullanilmistir. Model diyagrami Sekil 5.7°de
yer almaktadir. Egitim esnasinda optimizasyon algoritmasi olarak CNN modelindeki

parametrelerle Adam tercih edilmistir.

GRU modelinde de GRU katmani yine batch normalizasyon ve ortalama havuzlama
yontemleriyle birlikte konumlandirilmistir. Model diyagram: Sekil 5.8’de bulunabilir. Egitim

icin optimizasyon algoritmasi olarak burada da Adam kullanilmisgtir.
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input: | [(?, 2000)]

mput_1: InputLayer ————————
output: | [(?, 2000)]

input: (7, 2000)
output: | (2. 2000, 300)

embedding: Embedding

input: | (2, 2000, 300)
output: | (2, 2000, 500)

convld: ConvlD

mput: | (2, 2000, 500) input: 1
batch_normalization: BatchNormalization trainable matrix: TrainablehIatrix
- output: | (?, 2000, 500) - output: | (50, 500)

\ /

input: | [(50, 500), (?, 2000, 500)]
output: (2, 50, 504)

attention: Attention

input: | (2, 50, 500)
output: (2, 50)

hadamard: Hadamard

Sekil 5.7 Word2Vec ile ICD siniflandirict amaciyla kullanilan dikkat mekanizmali CNN Modeli

nput: | [(?, 2000)]

mput_ 1: InputLayer
output: | [(7. 2000)]

\ J

mput: (7. 2004)

embedding: Embedding
output: | (2, 2000, 300)

Y
mput: | (¢

=3

. 2000, 300)

au GRU
) output: | (7, 2000, 504)

K]

input: | (2, 2000, 500)

batch_normalization: BatchNormalization
- output: | (2, 2000, 500)

|

nput:

I
]

2, 2000, 500)

global_average poolingld: GlobalAveragePoolingl D
output: (7. 500)

|
input: | (2, 500)
output: | (2, 50 )

dense: Denge

Sekil 5.8 Word2Vec ile ICD siniflandiric1 amactyla kullanilan GRU Modeli
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Egitimi gergeklestirilen Word2Vec modeline girdi olarak verilen bazi kelimelerin TSNE
uzayindaki vektorel gosterimleri Sekil 5.10°da, PCA uzayindaki vektorel gosterimleri ise
5.11°de bulunabilir. Bu gosterimlerden, genellikle birbiriyle ayn1 kelime 6beklerinde yer alan
kelimelerin benzer matematiksel konumlarda olduklar1 sonucuna ulagilabilir. Ornegin, TSNE

uzayinda “heart” ve “rate” kelimeleri birbirlerine cok yakin noktalarda konumlanmislardir.

Bu modelden elde edilen vektorleri siniflandirma amaciyla kullanilan iic farkh
siiflandiriciya ait keskinlik, duyarlilik ve F1 skoru sonuglari ise Tablo 5.2’de bulunmaktadir.
Sonuglar degerlendirildiginde, dikkat mekanizmali CNN modelinin simiflandiricilar
icerisinde en basarili yontem oldugu sodylenebilir. Bu modelin egitimine iligkin kayip,

dogruluk ve F1 skor egrileri Sekil 5.9°da yer almaktadir.

Tablo 5.2 Word2vec ile Metin Bazli Siniflandiric1 Sonuglari

Keskinlik | Duyarhhk | F1 Skoru | Egitim Turu
CNN 0.56 0.57 0.57 4
Dikkat Mekanizmali CNN 0.60 0.62 0.61 5
GRU 0.59 0.62 0.60 9
Dogrulama 0.96 Dogrulama 0.60 Dogrulama
12 Egitim 0.94 1 Egitim
2 0.55
= 114 0.92
?10- \/\/ . 0.50 -
E N %0_88_ / & 0.45
SR a
Eg s 4 0.86 0.40
g 0-844 0.35
0.82
6 0.30
25 5.0 75 100 125 25 50 75 00 125 25 5.0 75 100 125
Egitim Turu Egitim Turu Egitim Turu

Sekil 5.9 Sayisal Verilerden ICD Siniflandirma Amaciyla Kullanilan Dikkat Mekanizmali CNN
Modeli Sonug Egrileri, a) Kayip, b) Dogruluk, c) F1 Skor
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Sekil 5.10 TSNE Uzayinda Ornek Word2vec vektorlerinin Gosterimi
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Sekil 5.11 PCA Uzayinda Ornek Word2vec vektorlerinin Gosterimi
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5.2.2. BERT lle ICD-9 Smiflandirma

BERT ile ICD-9 smiflandirma yonteminde, MIMIC-III veri kiimesindeki metin sayisinin
diger dogal dil isleme gorevlerine oranla daha az olmasi nedeniyle BERT-Base modeli
temel alinmistir. Boliim 4.2.°de belirtildigi gibi BERT modeline en fazla 512 sozliiksel
ogeye sahip diziler girdi olarak verilebilmektedir. MIMIC-III veri kiimesi ise daha uzun
serilere sahip metinlerden olugsmaktadir. Bu noktada, verilerin ortalama uzunlugu 1528
kelime, medyan degeri ise 1415 kelimedir. Bu tarz uzun verileri BERT ile kullanabilmek
i¢in Onerilen yontemlerden biri yalnizca ilk 512 sozliiksel ogeyi girdi olarak kullanmaktir,
ancak bu durumda geri kalan vektorler temsil edilememektedir. Bu calismada ise girdi
olarak kullanilan metinler yiginlara ayrilmis ve 2 adet 512 sozliiksel 6geye sahip y1gin ayri
ayrt kullanilmis ve BERT sonucu olusan ¢iktilart birlestirilmistir. Tek bir BERT modeli
768 boyutlu bir gizli katmandan olugsmaktadir. ICD-9 siniflandirma gorevi kapsaminda,
bu gizli katman BERT modeline girdi olarak verilen metinlerin Oznitelikleri olarak
degerlendirilmistir. Caligmada bir metin iki y18in kullanildig i¢in kullanilan metinlerin her
biri 1x1528 boyutlu bir vektor ile temsil edilmistir. Elde edilen bu vektor bir adet tam
baglantili katmanda kullanilarak, simiflandirma goérevi saglayacak model olusturulmustur.

Modelin diyagrami Sekil 5.12°de mevcuttur.

Modelde kullanilan BERT 6znitelik ¢ikarimi alt modeli icin dnceden egitilmis bir model olan
BERT-Base-Uncased modeli kullanilmigtir. BERT makalesinde 6nerilen bu model wikipedia
ve book corpus [39] veri kiimeleri kullanilarak egitilmis temel BERT modelidir. Model, girdi
olarak sadece kii¢iik harfleri almaktadir, dolayisiyla veri 6n isleme islemlerinde bu durum goz

oniinde bulundurulmus ve biiyiik harfler kiiciik harflere doniistiiriilmiistiir.

Model egitimi esnasinda optimizasyon algoritmasi olarak Adam, 6grenme orani olarak ise

le-5 kullanilmigtir.

BERT tabanli ICD smiflandirma icin kayip, dogruluk ve F1 skor egrileri Sekil 5.13’te yer
almaktadir. Sonug olarak, en yiiksek dogrulama F1 skoru 5. egitim turunda, 0.52 olarak elde

edilmigtir. Bu model i¢in test F1 skoru 0.54 olarak raporlanmistir.
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Sekil 5.12 BERT Tabanli ICD-9 Siniflandirici Modeli
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Sekil 5.13 Metin tabanli ICD simiflandirict amaciyla kullanilan BERT Modeli Sonug Egrileri, a)
Kayip, b) Dogruluk, c¢) F1 Skor

5.2.3. Longformer Ile ICD-9 Siiflandirma

Longformer modeli ile ICD-9 siniflandirma yonteminde, iki farkli onceden egitilmis
model temel alinmistir. Bu modellerin ilki Longformer makalesinde tanitilan temel
Longformer modelidir [33], bu model WikiHow [40] and TriviaQA [41] veri kiimeleri
kullanilarak egitilmistir. Ikinci model ise, klinik ¢aligmalara yonelik gelistirilmis olan
Clinical-Longformer [42] modelidir; bu modelin yapist temel longformer modeliyle ayni
mimaride olup kullanilan veri kiimesi bakimindan farklilagsmaktadir. Clinical-Longformer
modeli bu ¢alismada da kullanilan MIMIC-III veri kiimesi ile e8itilmis durumdadir. Bu tez
kapsaminda, ICD-9 kodlarinin tahminlenmesi i¢in iki Longformer modeli 6nceden egitilmis
model olarak kullanilmigtir. Ancak daha az e8itim turu gerektirmesi ve temel Longformer
yontemine oranla daha basarili sonuclar ortaya koymasi nedeniyle Clinical-Longformer’in
onceden egitilmis modelinin kullanildigi yontem temel alinmigtir. Bu modelin ¢iktist
bir seyreltme katmanina girdi olarak verilmis sonrasinda ise siniflandirma amaciyla tam

baglantili bir katman yerlestirilmistir (Sekil 5.14).

Clinical-Longformer tabanli modelin egitimi esnasinda elde edilen kayip, dogruluk ve F1
skor egrileri Sekil 5.15’te yer almaktadir. Sonug olarak, en yiiksek dogrulama F1 skoru 7.
egitim turunda 0.64 olarak raporlanmistir. Bu deger, tez calismasinda metin verileri i¢in

kullanilan modeller arasinda temel veri setinden (A Veri Seti) elde edilen en yiiksek skordur.
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‘ 4096 Longformer Tokeni | InputLayer

l

TFLongformerModel

Duzlestirme Flatten

Y
‘ SEYRELTME P 0.4 ‘ Dropout |

l

‘ Metin Verisi Longformer Cikti Vektoru

CIKTI

Longformer

Dense

Sekil 5.14 Metin tabanli ICD siniflandirici amaciyla kullanilan Longformer Modeli
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Sekil 5.15 Longformer Modeli Sonug Egrileri, a) Kayip, b) Dogruluk, c) F1 Skor

5.3. Sayisal ve Metin Tabanh Verileri Birlikte Kullanarak

Siiflandirma

Hem sayisal hem de metin tabanli veriler kullamilarak ICD kodu kestirimi yapabilmek
amaciyla 5.1. ve 5.2. boliimlerinden elde edilen yontemler birlestirilmis ve bu modeller
kullanilarak yeni bir model olusturulmustur. Sayisal veriler i¢in en iyi sonucun elde edildigi
yontem GRU tabanli yontem, metin bazli veriler i¢in ise en iyi sonucun elde edildigi yontem
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Longformer tabanli yontemdir. Dolayisiyla, Longformer ve GRU modelinden olusan bir
birlestirilmis model nihai model olarak kullanilmistir. Lonformer ve GRU kullanarak elde

edilmis birlestirilmis modelin sonuglar1 5.3.1.’de yer almaktadir.

Ayrica, Onerilen yontem literatiirdeki en iyi sonucun elde edildigi DDI yontemi olan
KEPT (Knowledge Enhanced PrompT) temel alinarak da degerlendirilmis ve sonuglar
raporlanmistir. Bu modelin agiklamasi ve birlestirilmis yontemden elde edilen sonuglar da

5.3.2.’de bulunmaktadir.

5.3.1. Longformer ve GRU ile Smiflandirma

Longformer ve GRU temel alinarak olusturulmus modelin diyagrami Sekil 5.16’da yer
almaktadir. Ana modelde kullanilan alt modeller birer Oznitelik ¢ikarimi modeli olarak
kullanilmis, elde edilen Oznitelikler birlestirilerek her bir hasta icin genel bir 6znitelik
vektorii elde edilmistir. Bu vektor hem sayisal hem de metin bazli verilerin temsilini
olusturmaktadir. 1x100 boyutlu bu 6znitelik vektorii seyreltme ve tam baglantili katman
ile birlikte kullanilmistir. iki alt model icin de temel alinan deneylerde en iyi sonucun
elde edildigi modeller 6nceden egitilmis model olarak degerlendirilmistir. Sonu¢ modeli
egitilirken hem bu alt modellerde ince ayarlama yapilmis hem de yeni eklenen katmanlar
siniflandirilma gorevi i¢in bastan itibaren egitilmistir. Kullanilan alt modellerde oldugu gibi
burada da Adam optimizasyon algoritmasi 1e-5 6grenme oraniyla kullanilmistir. Dogrulama,

test ve egitim setleri i¢in diger deneylerle ayni hastane bagvurular: temel alinmustir.

Longformer tabanli birlestirilmis model i¢in elde edilen sonug¢ egrileri Sekil 5.17°de yer
almaktadir. Bu modelde en iyi dogrulama F1 skoru 18. egitim turunda 0.68 oraniyla elde
edilmigtir. Test kiimesinde ise 0.69 olarak raporlanan F1 skoru, bu tez calismasinda A Veri

Kiimesi icin elde edilen en yiiksek F1 skoru niteligindedir.

50



‘ METIN GIRDISI ICIN 4096 LONGFORMER TOKENI | InputLayer ‘ SAYISAL GIRDI | InputLayer

l L 4
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Sekil 5.17 Birlestirilmis Model (Longformer) Sonug¢ Egrileri, a) Kayip, b) Dogruluk, ¢) F1 Skor

5.3.2. KEPT ve GRU ile Siniflandirma

Bu calismada elde edilen sonuglar1 genellestirebilmek amaciyla literatiirdeki en basarili
sonucun elde edildigi KEPT (Knowledge Enhanced PrompT) yontemi kullanilarak da
deneyler gerceklestirilmistir. KEPT yontemi Yang ve arkadaslar1 [15] tarafindan, ICD
kodlama amaciyla Onerilmis bagka bir Longformer tabanli dil modelidir. Bu yontemde,

cok smifli gorevler icin alternatif bir yaklasim gelistirilmistir. Geligtirilen yaklasimda,
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Longformer modeline taburcu raporlarimin yani sira, tahmin edilmesi hedeflenen 1CD
kodlariin aciklamalar1 da girdi olarak verilmistir. Bu noktada, oncelikle taburcu notlarinin
ve ICD kod aciklamalarinin sozliiksel ogeleri (token) dnceden egitilmis Clinical-Longformer
yontemi ile elde edilmistir. Ayrica, ICD kod ag¢iklamalar: girdi olarak verilirken, sozliiksel
ogelendirilmis aciklamalarin sonuna [MASK] sozliiksel 6gesi eklenerek bu sozliiksel 6genin
dil modeli tarafindan tahmin edilmesini hedeflenmistir. Ciktida ise her bir hasta bagvurusu
icin sahip olunan ICD kod agiklamar1 “yes” sozliiksel dgesiyle, sahip olunmayan ICD
kod acgiklamalar1 “no” sozliiksel dgesiyle temsil edilerek bire bir kodlama benzeri bir yap1
olusturulmustur. Boylelikle ¢iktida, dil modelinin “yes” olarak tahmin edildigi [MASK]
sozliiksel ogeleri tahmin edilen ICD kodu olarak, ‘no” olarak tahmin edilen [MASK]

sozliiksel dgeler ise tahmin edilmeyen ICD kodu olarak elde edilmistir.

Bu tez calismasinda, KEPT modeli icin Yang ve arkadaglari tarafindan egitilmis ve
paylasilmis model 6nceden egitilmis model olarak kullanilmistir. Model, 5.1.’de belirtilen
GRU modeli ile birlestirilmis ve bir smiflandirict katmani kullanilarak ICD kodlarinin
kestirimi hedeflenmistir. Bu noktada KEPT modelinin parametreleri sabitlenirken, GRU ve
siiflandic1 katmanlarinin parametreleri sabitlenmemis ve séz konusu parametrelerin tekrar

egitilmesi saglanmustir.

KEPT ve GRU kullanarak elde edilmis birlestirilmis modelin egitimleri, Bolim 2.’de
aktarilan ve adil bir kiyaslama ortami yaratabilmek amaciyla iretilen, filtrelenmis B Veri
Kiimesi ile gerceklestirilmistir. Bu veri kiimesi temel KEPT c¢alismasinda kullanilan veri
kiimesinden icerdigi hasta bagvuru sayis1 bakimindan farklilik gosterse de Onerilen yontemi

genellestirebilmek acisindan yeterli konumdadir.

Egitim sonucunda, en iyi dogrulama sonuglar1 8. egitim turunda elde edilmistir. Bu egitim
turunda, dogrulama veri kiimesi icin dogruluk, Mikro F1 skoru, keskinlik ve duyarlilik
degerleri sirasiyla 0.94, 0.75, 0.75 ve 0.74 olmustur. Elde edilen test Mikro F1 skoru ise

0.75’tir. Bu metriklerin e8itim esnasinda elde edilen grafikleri 5.18’de yer almaktadir.

Ayrica, Onerilen yontemin sonuclarinin sadece metin bazli verileri girdi olarak alan KEPT

modeli ile de kiyaslanmasi icin bu calismada kullanilan, énceden egitilmis temel KEPT
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Sekil 5.18 Birlestirilmis Model (KEPT) Sonug¢ Egrileri, a) Kayip, b) Dogruluk, c) F1 Skor

modeli, s6z konusu test veri kiimesi ile test edilmistir. Bu model i¢in elde edilen Mikro F1

skoru, keskinlik ve duyarlilik degerleri sirasiyla 0.93, 0.73, 0.74 ve 0.72 olmustur.

Sonug olarak, KEPT modeli temel alindiginda da sayisal verilerin eklenmesiyle sonuclarin
yiikseldigi gozlemlenmis ve bu tez calismasinda Onerilen yontem KEPT modeli ile de

dogrulanmigtir.

6. SONUC

Tez kapsaminda, hem metin hem de sayisal tabanli yontemler Onerilmis ve bu yontemler
igerisinde en 1yi sonucun elde edildigi yontemlerle bir birlestirilmis model olusturulmustur.
Bu modellerin kiyaslamasi Tablo 6.1°de yer almaktadir. Bu ¢alismada oOnerilen ve egitimi
gerceklestirilen, sayisal veriler icin en iyi sonucun alindigi yontem 0.45 F1 oraniyla GRU
tabanli model, metin bazli veriler i¢in en iyi sonucun alindig1 yontem ise 0.64 F1 oraniyla
Longformer tabanli modeldir. Birlestirilmis modelde ise iki yontemden de yukarida bir F1
skoru 0.69 oraniyla elde edilmistir. Ayrica, 5.3.2.’de belirtildigi gibi literatiirdeki en bagarilt
yontem olan KEPT modelini de temel alarak bir birlestirilmis model olusturulmus ve bu
model de sayisal verileri girdi olarak alan GRU modeli ile birlestirilmistir. Ancak bu ¢aligma
kapsaminda KEPT modelinin egitimi gerceklestirilmemis, Yang ve arkadaslari tarafindan

elde edilmis model 6nceden egitilmis model olarak oldugu gibi kullanilmistir. Tablo 6.1°de
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bu modelin de sonuglari yer almaktadir. Bu sonuglar ¢calismada elde edilen en basarili sonug

konumundadir.
Kayip Dogruluk | Keskinlik | Duyarhhk | Mikro F1
(BCE with Logit)
Veri Tipi Model
CNN 22.17 0.88 0.24 0.56 0.34
Sadece Sayisal Veriler GRU 13.45 0.89 0.36 0.61 0.45
LSTM 15.35 0.89 0.32 0.55 0.40
Word2Vec 10.09 0.92 0.61 0.62 0.61
BERT 9.47 0.93 0.44 0.69 0.54
Sadece Taburcu Notlar1
Longformer 10.61 0.92 0.56 0.75 0.64
KEPT 9.16 0.93 0.74 0.72 0.73
Birlestirilmis Model 9.32 0.93 0.61 0.76 0.69
(Longformer)
Sayisal Veriler & Taburcu Notlar1
Birlestirilmis Model 8.67 0.94 0.76 0.74 0.75
(KEPT)

Tablo 6.1 Calismada Onerilen Yontemlerden Elde Edilen Sonuglar

Bu calismada ayrica DDI algoritmalarinin iirettigi maksimum token uzunlugunun da &nemli
oldugu ortaya konulmustur. Hasta taburcu notlarinin 512 token ile temsil edilemeyecek kadar
uzun olmasi, BERT yonteminden alinan sonucun daha basarisiz olmasina neden olmustur.
Ek olarak, raporlarin vektorlendirilmesi i¢in iki adet BERT modeli ile maksimum token
sayis1 1024°e c¢ikarilsa da sonuglar yetersiz kalmistir. Bu ¢ikarim Yang ve arkadaglarinin
[15] ¢alismasindaki ¢ikarim ile de paralellik gostermektedir. Ayrica Biswas ve arkadaglar
[43], Zhang ve arkadagslar1 [44], Pascual ve arkadaglar1 [45] da ¢alismalarinda MIMIC-III
veri kiimesinden elde edilen taburcu notlarini temsil etmek icin daha yiiksek boyutlu token

vektorlerin kullanilmasi gerekliligini gostermislerdir.

Sayisal veriler i¢in olusturulan modeller degerlendirildiginde, yalnizca sayisal verilerin

kullaniminin bu kestirim gorevi i¢in yetersiz oldugunu sdylemek miimkiindiir. Ancak, bu
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veriler metin tabanli verilere ek olarak kullanildifinda genel basariy1 artirdiklart acgikca

goriilebilir.

Birlestirilmis modelden (Longformer & GRU) elde edilen 6rnek bir sonu¢ Ek 1’de yer
almaktadir. Bu ornekte girdi olarak verilen taburcu notunun ham haline karsilik alinan sonu¢

ve tahmin edilmesi hedeflenen ICD kod etiketleri bulunmaktadir.

Sayisal ve metinsel yontemlerin sonuglari incelendiginde, kestirimi yapilan ¢ogu sinif i¢in
metin bazli yontemlerin basarili oldugu gozlemlense de, bazi siniflar icin sayisal verilerin
cok daha iyi sonuglar iirettigi soylenebilir. Tablo 6.1°de (EK-2) sayisal veriler i¢in kullanilan
GRU modelinin her bir siif icin test veri kiimesi hata matrisi bulunmaktadir. Tablo 6.2’de
(EK-2) ise metin bazli veriler icin kullanilan Longformer tabanli yontemden elde edilen
test veri kiimesi hata matrisi yer almaktadir. Bu hata matrislerinden anlagilabilecegi iizere,
sayisal veri tabanli yontem ile 17 adet smifta 0.2°nin altinda F1 skoru elde edilmistir.
Bu say1 metin tabanlh siniflandiricida 8, birlestirilmis modelde ise 3’tiir. 2859 ICD kodlu
Anemia NOS (Kansizlik) hastalig1 her iic model i¢in en basarisiz sinif olmugtur. Bu sinif i¢in
sayisal veriler ile 0.05, metin bazli veriler ile 0, birlestirilmis veriler ile 0.02 F1 skoru elde
edilmigtir. Dolayisiyla, bu yontemlerle tahmin edilmesi en zor olan hastaligin “kansizlik”
hastalig1 oldugu sdylenebilir. Ug veri tipi i¢in de basarili sonucun aldig1 sinif ise 3961 ICD
koduyla Mitral stenos/aort insuf (Aort Yetmezligi) hastaligidir, bu sinif i¢in her bir veri tipi

ile yaklagik 1.0 F1 skoru elde edilmistir.

Bu tez calismasinin ana amaci, metin bazli verilerden DDI isleme yoluyla gerceklestirilen
calismalarin basarisini, sayisal verileri de dahil ederek artirmaktir. Bu noktada, metin
bazli veriler ile kestirim sonuglarmin aktarildigi Boliim 5.2. ve birlestirilmis yontemin
sonuglarinin bulunabilecegi Boliim 5.3.’deki sonug grafiklerinden anlasilacagi tizere Mikro
F1 skoru anlaminda %5’e yakin bir iyilesme s6z konusudur. Dolayisiyla hedeflenen sonuca

ulagildigini soylemek miimkiindiir.

Sonugclart siif bazli olarak daha detayli bir sekilde degerlendirebilmek i¢in Ek 6.’de yer alan
hata matrislerini her bir sinif icin ayr1 ayr incelemek gerekmektedir. S6z konusu matrisler

incelendiginde, 28 adet siifta Mikro F1 skorunun arttigi goézlemlenmistir. En ¢ok artig
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yasanan ICD kodlar1 2875 ve 2761 ICD kodlaridir, bu kodlar sirastyla Thrombocytopenia
(Trombositopeni - kandaki trombosit sayisinin azlig1) ve Hyposmolality (Hipoosmolalite -
stv1 fazlaligl veya sodyum kaybi) hastaliklarini temsil etmektedir. 22 adet sinifta ise Mikro
F1 skorunun sabit kaldig1 veya azaldig1 gbzlemlenmistir. Ancak bu azalma sinif bazinda en
cok 0.1 ile simirli kalmistir. Dolayisiyla, azalma yasanan siniflarda da ¢ok fazla bir kaybin

olmadig1 s6ylenebilir.

Tablo 6.2°de ICD kodlarinin kestirimi i¢in Onerilen ve Bolim 2.’de detaylar1 aktarilan C
Veri Kiimesi ile gerceklestirilmig literatiirdeki calismalarin 50 ICD kodu icin Mikro F1
skoru sonuglart yer almaktadir. Tabloda ayrica bu tez calismasindaki en basarili sonuglarin
elde edildigi yontemlerin F1 skorlari ve bu yontemlerde kullanilan veri kiimeleri de
bulunmaktadir. Koyu renkle ifade edilmis satirlar bu calismadan elde edilmis sonuglara
aittir, diger satirlardaki sonuglar ise ¢aligmalarin kendisinden alinmigtir. Diger ¢aligmalarda
kullanilan veri kiimeleri bu calismadaki veri kiimesinden farkli oldugu i¢in adil bir kiyaslama
ortami yaratilamasa da, Onerilen birlestirilmis yontemin test edilen her iki deneyde de
calismalarin bagarisini arttirdigini sdylemek miimkiindiir. Dolayisiyla, test edilen her bir
metin bazli model i¢in sayisal veriler eklendiginde basarinin artig1 sonucuna ulagilmistir.
Ayrica, soz konusu bu yontem Boliim 5.3.2.°de aktarilan, Yang ve arkadaslarinin onerdigi

KEPT yontemi ile kullanildiginda bu calismadaki ve literatiirdeki en basarili sonug¢ elde

edilmisgtir.
Calisma Mikro F-1 Skoru Veri Kiimesi Veri Tipi
Bu Calisma (KEPT + Sayisal Smiflandiricr) 0.751 B Veri Kiimesi Metin + Sayisal
Bu Cahsma (KEPT) 0.733 B Veri Kiimesi Metin
Zhichao Yang (KEPT) [15] 0.728 C Veri Kiimesi Metin
Zheng Yuan [14] 0.725 C Veri Kiimesi Metin
Thanh Vu [13] 0.716 C Veri Kiimesi Metin
Yang Liu [27] 0.717 Tiim MIMIC Veri Kiimesi Metin
Bu Calisma (Longformer + Sayisal Siniflandicr) 0.691 A Veri Kiimesi Metin + Sayisal
Xiancheng Xie [11] 0.684 C Veri Kiimesi Metin
Fei Li [46] 0.670 Tiim MIMIC Veri Kiimesi Metin
Bu Cahisma (Longformer) 0.640 A Veri Kiimesi Metin
James Mullenbach [12] 0.633 C Veri Kiimesi Metin

Tablo 6.2 Sonuglarin Literatiirdeki Diger Calismalarla Karsilastirilmasi
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EKLER

EK 1 - Test Veri Kiimesinde Yer Alan Ornek Bir Hasta Taburcu Notu ve

Sonucu

Admission Date: [**2127-4-25%*] Discharge Date: [**2127-4-29*%*] Date of Birth:
[**2074-8-24**] Sex: M Service: CARDIOTHORACIC Allergies: No Known Allergies /
Adverse Drug Reactions Attending:[**First Name3 (LF) 165**] Chief Complaint: chest
pain Major Surgical or Invasive Procedure: OPERATION: 1. Emergency coronary artery
bypass graft x6, left internal mammary artery to left anterior descending artery, saphenous
vein sequential grafting to obtuse marginal 1 and 2, saphenous vein sequential grafting
to posterior left ventricular branch and posterior descending artery, saphenous vein graft
to diagonal. 2. Endoscopic harvesting of the long saphenous vein. History of Present
[llness: Mr. [**Known lastname **] is a 52 yo who woke this pm with left sided chest
discomfort radiating to jaw. He has no history of similar pain. He was taken by EMS
where he was found to have ST elevations in the inferior leads, which resolved with
nitroglycerine. He was taken to the cath lab were he was found to have severe, difuse
3 vessel disease not amenable to percutaneous intervention. He is transfered for surgical
intervention. Past Medical History: PMHx: Multiple broken bones, s/p spinal fusion L
region” 25 years ago s/p surgical repair/pinning of R clavicle s/p repair of torn R rotator
cuff Social History: Lives with:wife and 3 children Occupation:IT analyist Tobacco:denies
ETOH:2 beers/week runs 5 miles/day Family History: n/c Physical Exam: Physical Exam
Pulse:47 Resp: 14 O2 sat: 100B/P Right: 115/67 Left: Height: Weight: General: Skin:
Dry [x] intact [x] HEENT: PERRLA [x] EOMI [x] Neck: Supple [x] Full ROM [x]
Chest: Lungs clear bilaterally [x] Heart: RRR [x] Irregular [] Murmur-none Abdomen:
Soft [x] non-distended [x] non-tender [x] bowel sounds + [x] Extremities: Warm [x],
well-perfused [x] Edema none [x]Varicosities: None [x] Neuro: Grossly intact [x] Pulses:
Femoral Right: angioseal-no hematoma Left:2+ DP Right:2+ Left:2+ PT [**Name (NI)
167**]:2+ Left:2+ Radial Right: 2+ Left:2+ Carotid Bruit Right: none Left:none Pertinent
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Results: [**2127-4-29%*] 06:50AM BLOOD WBC-5.8 RBC-3.11* Hgb-10.3* Hct-28.9*
MCV-93 MCH-33.3* MCHC-35.8% RDW-14.6 Plt Ct-187# [**2127-4-25%*] 04:14AM
BLOOD WBC-4.8 RBC-4.03* Hgb-13.4* Hct-37.7* MCV-94 MCH-33.2* MCHC-35.5%*
RDW-12.6 PIt Ct-237 [*%*2127-4-25%*] 01:43PM BLOOD PT-14.2* PTT-26.3 INR(PT)-1.2*
[**2127-4-25%*] 04:14AM BLOOD PT-12.6 PTT-46.5* INR(PT)-1.1 [**2127-4-29%%*]
06:50AM BLOOD Glucose-96 UreaN-15 Creat-0.9 Na-139 K-4.2 Cl-103 HCO3-27
AnGap-13 [**2127-4-25%*] 04:14AM BLOOD Glucose-107* UreaN-15 Creat-0.7 Na-139
K-3.7 CI-105 HCO3-27 AnGap-11 [**Hospitall 18**] ECHOCARDIOGRAPHY REPORT
[**Known lastname **], [**Known firstname **] [**Hospitall 18**] [**Numeric Identifier
89931**] (Complete) Done [**2127-4-25%*] at 9:34:01 AM FINAL Referring Physician
[**Name9 (PRE) **] Information [**Name9 (PRE) **], [**First Name3 (LF) **] Division
of Cardiothoracic [**Doctor First Name **] [**First Name (Titles) **] [**Last Name
(Titles) **] [**Hospital Unit Name 4081**] [**Location (un) 86**], [**Numeric Identifier
718**] Status: Inpatient DOB: [**2074-8-24**] Age (years): 52 M Hgt (in): 72 BP (mm
Hg): 101/56 Wgt (Ib): 200 HR (bpm): 40 BSA (m2): 2.13 m2 Indication: Intraop CABG
acute STEMI ICD-9 Codes: 410.91, 424.0 Test Information Date/Time: [**2127-4-25%%]
at 09:34 Interpret MD: [**First Name8 (NamePattern2) **] [**Last Name (NamePatternl)
**], MD Test Type: TEE (Complete) Son[**Name (NI) 930**]: [**Initials (NamePattern4)
**] [**Last Name (NamePattern4) **], MD Doppler: Full Doppler and color Doppler Test
Location: Anesthesia West OR cardiac Contrast: None Tech Quality: Adequate Tape #:
2011AW1-: Machine: us 4 Echocardiographic Measurements Results Measurements Normal
Range Left Ventricle - Septal Wall Thickness: *1.4 cm 0.6 - 1.1 cm Left Ventricle -
Inferolateral Thickness: *1.2 cm 0.6 - 1.1 cm Left Ventricle - Diastolic Dimension: *5.8 cm
i= 5.6 cm Left Ventricle - Systolic Dimension: 3.3 cm Left Ventricle - Fractional Shortening:
0.43 ;= 0.29 Left Ventricle - Ejection Fraction: 55Left Ventricle - Stroke Volume: 76 ml/beat
Left Ventricle - Cardiac Output: 3.04 L/min Left Ventricle - Cardiac Index: *1.43 ;= 2.0
L/min/M2 Aorta - Sinus Level: 3.3 cm j= 3.6 cm Aorta - Ascending: 3.4 cm j= 3.4 cm
Aortic Valve - Peak Gradient: 4 mm Hg ; 20 mm Hg Aortic Valve - Mean Gradient: 2
mm Hg Aortic Valve - LVOT VTI: 20 Aortic Valve - LVOT diam: 2.2 cm Aortic Valve -
Valve Area: 3.3 cm?2 ;= 3.0 cm2 Mitral Valve - E Wave: 0.5 m/sec Mitral Valve - A Wave:
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0.2 m/sec Mitral Valve - E/A ratio: 2.50 Mitral Valve - E Wave deceleration time: 197 ms
140-250 ms Findings LEFT ATRIUM: Normal LA size. RIGHT ATRIUM/INTERATRIAL
SEPTUM: Normal RA size. LEFT VENTRICLE: Mild symmetric LVH. Mildly dilated LV
cavity. Overall normal LVEF (;5SRIGHT VENTRICLE: Normal RV chamber size and free
wall motion. AORTA: Normal aortic diameter at the sinus level. Normal ascending aorta
diameter. No atheroma in ascending aorta. Normal aortic arch diameter. Focal calcifications
in aortic arch. Normal descending aorta diameter. Focal calcifications in descending aorta.
AORTIC VALVE: Normal aortic valve leaflets (3). No AS. No AR. MITRAL VALVE:
Normal mitral valve leaflets with trivial MR. TRICUSPID VALVE: Normal tricuspid valve
leaflets with trivial TR. PULMONIC VALVE/PULMONARY ARTERY: Normal pulmonic
valve leaflets. No PR. PERICARDIUM: No pericardial effusion. GENERAL COMMENTS:
A TEE was performed in the location listed above. I certify I was present in compliance
with HCFA regulations. No TEE related complications. Conclusions Pre bypass: The left
atrium is normal in size. There is mild symmetric LVH with mild LV chamber enlargement.
Overall left ventricular systolic function is normal (LVEF;55ventricular chamber size and
free wall motion are normal. The aortic valve leaflets (3) appear structurally normal with
good leaflet excursion and no aortic regurgitation. The mitral valve appears structurally
normal with trivial mitral regurgitation. Post bypass: Patient is a paced on phenylepherine
infusion. Preserved biventricular function, LVEF ;55Aortic contours intact. Remaining exam
is unchanged. All findings discussed with surgeons at the time of the exam. I certify that I
was present for this procedure in compliance with HCFA regulations. Electronically signed

by [**First Name8 (NamePattern2) **] [**Last Name (NamePatternl) **], MD, Interpreting

CareGroup IS. All rights reserved. Brief Hospital Course: The patient was brought to the
operating room on [**4-25%*] where he underwent CABGX6 ( left internal mammary
artery to left anterior descending artery, saphenous vein sequential grafting to obtuse
marginal 1 and 2, saphenous vein sequential grafting to posterior left ventricular branch
and posterior descending artery, saphenous vein graft to diagonal) with Dr.[**First Name
(STitle) **]. Please refer to operative report for further surgical details. He was transferred
to CVICU in stable condition for recovery and invasive monitoring. POD 1 found the patient
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extubated, alert and oriented and breathing comfortably. He was neurologically intact and
hemodynamically stable, weaned from inotropic and vasopressor support. Beta blocker was
initiated and the patient was gently diuresed toward the preoperative weight. Mr.[**Known
lastname **] was transferred to the step down unit further recovery. Chest tubes and pacing
wires were discontinued without complication. Physical therapy was consulted for evaluation
of assistance with strength and mobility. He continued to progress and by the time of
discharge on POD #4 he was ambulating freely, the wound was healing and pain was
controlled with oral analgesics. Dr.[**First Name (STitle) **] cleared him for discharge to
home with VNA services on POD#4. All appropriate follow up instructions were advised.
Medications on Admission: None Discharge Medications: 1. oxycodone-acetaminophen
5-325 mg Tablet Sig: 1-2 Tablets PO Q4H (every 4 hours) as needed for pain. Disp:*50
Tablet(s)* Refills:*0* 2. ranitidine HCI 150 mg Tablet Sig: One (1) Tablet PO BID (2 times
a day). Disp:*60 Tablet(s)* Refills:*2* 3. simvastatin 10 mg Tablet Sig: Two (2) Tablet PO
DAILY (Daily). Disp:*60 Tablet(s)* Refills:*2* 4. metoprolol tartrate 25 mg Tablet Sig:
0.5 Tablet PO BID (2 times a day). Disp:*30 Tablet(s)* Refills:*2* 5. docusate sodium
100 mg Capsule Sig: One (1) Capsule PO BID (2 times a day). Disp:*60 Capsule(s)*
Refills:*2* 6. furosemide 40 mg Tablet Sig: One (1) Tablet PO once a day for 7 days.
Disp:*7 Tablet(s)* Refills:*0* 7. potassium chloride 10 mEq Tablet Extended Release Sig:
Two (2) Tablet Extended Release PO once a day for 7 days. Disp:*14 Tablet Extended
Release(s)* Refills:*0* 8. aspirin 81 mg Tablet, Delayed Release (E.C.) Sig: One (1) Tablet,
Delayed Release (E.C.) PO DAILY (Daily). Disp:*60 Tablet, Delayed Release (E.C.)(s)*
Refills:*2* Discharge Disposition: Home With Service Facility: Care Centrix Discharge
Diagnosis: CAD Discharge Condition: Alert and oriented x3 nonfocal Ambulating, gait
steady Sternal pain managed with oral analgesics Sternal Incision - healing well, no erythema
or drainage Discharge Instructions: DISCHARGE INSTRUCTIONS: Please shower daily
including washing incisions gently with mild soap, no baths or swimming, and look at
your incisions Please NO lotions, cream, powder, or ointments to incisions Each morning
you should weigh yourself and then in the evening take your temperature, these should
be written down on the chart No driving for approximately one month and while taking
narcotics, will be discussed at follow up appointment with surgeon when you will be able
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to drive No lifting more than 10 pounds for 10 weeks Please call with any questions
or concerns [**Telephone/Fax (1) 170**] **Please call cardiac surgery office with any
questions or concerns [**Telephone/Fax (1) 170**]. Answering service will contact on
call person during off hours** Females: Please wear bra to reduce pulling on incision,
avoid rubbing on lower edge Followup Instructions: You are scheduled for the following
appointments: Surgeon Dr.[**Last Name (STitle) 7772**] #[**Telephone/Fax (1) 170%%*]
Date/Time:[**2127-5-26**] at 1:00 Cardiologist Dr.[**Last Name (STitle) 31888**] on
[**5-29%*] at 1pm Please call to schedule the following: Primary Care Dr. [**Last
Name (STitle) **],[**First Name3 (LF) **] in [**5-20%*] weeks Address: [**2127*%*],
[**Apartment Address(1) 3745%*], [**Location (un) **],[**Numeric Identifier 42001%**]
Phone: [**Telephone/Fax (1) 76493**] [**Name6 (MD) **] [**Name8 (MD) **] MD
[**MD Number(2) 173**] Completed by:[**2127-4-29%%*]

Etiket:

* Single internal mammary-coronary artery bypass (3615)
» Extracorporeal circulation auxiliary to open heart surgery (3961)

* Coronary Atherosclerosis of native coronary artery (41401)

Tahmin:

Single internal mammary-coronary artery bypass (3615)

» Extracorporeal circulation auxiliary to open heart surgery (3961)

Coronary Atherosclerosis of native coronary artery (41401)

* Anemia, unspecified (2859)
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ICD Kodu: 9971
F1 Skoru: 0.25

ICD Kodu: 40390
F1 Skoru: 0.66

12
%1.0

9 11
%12.9 %16.9

ICD Kodu: 5859
F1 Skoru: 0.47

ICD Kodu: 2761
F1 Skoru: 0.26

ICD Kodu: 2875

12
F1 Skoru: 0.56 F1 Skoru: 0.20

57 21 g
%4.7 %1.7 %0.2

41 40 56 21 13
%50.6 %49.4 %44.4 %17.9 %11.7

ICD Kodu: 9915
F1 Skoru: 0.45

ICD Kodu: 4240
F1 Skoru: 0.64

ICD Kodu: 0389
F1 Skoru: 0.44

ICD Kodu: V5861
F1 Skoru: 0.57

8 36
%0.6 %2.9

38
%38.4

ICD Kodu: 99592
F1 Skoru: 0.61

ICD Kodu:
F1 Skoru:

ICD Kodu: 41071
F1 Skoru: 0.53

ICD Kodu: 3051
F1 Skoru: 0.59

1202

17
%97.9 %1.4

36 71 3
%43.4 %49.3  %50.7
ICD Kodu: 8872
F1 Skoru: 0.32

ICD Kodu: 3722
F1 Skoru: 0.71

ICD Kodu: 2762
F1 Skoru: 0.19

17
%23.6

ICD Kodu: 486
F1 Skoru: 0.40

ICD Kodu: 3891
F1 Skoru: 0.32

ICD Kodu: 2851
F1 Skoru: 0.46

ICD Kodu: 2859
F1 Skoru: 0.02

18 1110 54 5
%1.5 %95.4 %4.6 %0.4

5 98 66 2
%22.5 VSR %40.2 %1.0

ICD Kodu: 53081
F1 Skoru: 0.74

ICD Kodu: 9672
F1 Skoru: 0.74

ICD Kodu: 5990
F1 Skoru: 0.47

ICD Kodu: 2720
F1 Skoru: 0.61

41 40
%3.5 %3.5

36 107 66 3
%24.7 %61.8 BCZELW) %55.7

ICD Kodu: 51881
F1 Skoru: 0.65

ICD Kodu: 9904
F1 Skoru: 0.30

ICD Kodu: 9671
F1 Skoru: 0.57

ICD Kodu: 966
F1 Skoru: 0.65

9 53] 1099
%0.7 %4.6 %95.1

9 94
%20.9 %51.1

ICD Kodu: 2724
F1 Skoru: 0.76

ICD Kodu: 25000
F1 Skoru:

ICD Kodu:
F1 Skoru:

ICD Kodu: 3961
F1 Skoru: 0.99

ICD Kodu: 42731
F1 Skoru: 0.82

ICD Kodu: 41401
F1 Skoru: 0.84

ICD Kodu: 3893
F1 Skoru: 0.55

ICD Kodu: 4019
F1 Skoru: 0.80

35 106 1S5)
%3.6 %10.4 %19.0

156
%51.1

2I'ahmin] 2I'ahmin] 2I'ahmir;

Sekil 6.3 Birlestirilmis Model icin Elde Edilen Hata Matrisi
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