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OZET

GUDERMANNIAN KAYIP FONKSiYONU VE
GUDERMANNIANBOOST IKiLi SINIFLANDIRMA YONTEMIi

Onur TOKA
Doktora, Istatistik Boliimii
Tez Damismani: Prof. Dr. Meral CETIN

Aralik 2016, 66 sayfa

Bu ¢alismada bir saglam kayip fonksiyonu ve ilgili kayip fonksiyonu Uzerinden ikili boosting

siiflandirma yontemi onerilmistir.

Siniflandirma yontemlerinin amaci genellestirme becerisine sahip iyi siniflandirict elde
etmektir. Boosting yontemler kayrp fonksiyon ve basit siniflandiricilardan olusur. iteratif
algoritmalar olarak girdilere gore sinif etiketlerini tahmin eder. Kayip fonksiyonlar boosting
algoritmalarda kosullu riski minimize eder. Bircok kayip fonksiyon sadece yanlis
simiflandirmaya ceza verirken saglam (robust) kayip fonksiyonlar sadece yanlis siniflandirmaya
degil ayn1 zamanda dogru siniflandirmaya da ceza vererek daha kararli siniflandirict elde eder.
Saglam kayip fonksiyonlar, 6grenme verisindeki aykiri degerlere ve bozulmalarin oldugu

yapiya kars1 dayaniklidir. Bu yizden, test kimesinde yiiksek performansla ¢alisan yontemlerdir.

Calisma, kayip fonksiyonlar, saglam kayip fonksiyonlar ve Ozellikleri hakkinda 6zet bilgiler

icermektedir. Saglam kayip fonksiyon oOzelliklerine sahip olan TanjantBoost algoritmasi



verilmis, istatistiksel tutarlilik igin algoritmada bir diizeltme yapilmistir. Son olarak,
TanjantBoost yonteminin siniflandiriciya yakin gozlemler tizerindeki etkisini basarili hale
getirmek i¢in daha biiylik ceza veren kayip fonksiyon incelemesi yapilmis ve Gudermannian
kayip fonksiyonu ile boosting algoritmasi olan GudermannianBoost ikili siniflandirma yontemi
onerilmistir. GudermannianBoost yonteminin etkin oldugu durumlar farkli benzetim senaryolari

ve bazi gercek veri kiimeleri iizerinden tartigilmistir.

Anahtar Kelimeler: GudermannianBoost Yontemi, Saglam Kayip Fonksiyonu, Ikili

Siniflandirma, Boosting Ydntemler



ABSTRACT

GUDERMANNIAN LOSS FUNCTION AND GUDERMANNIANBOOST
BINARY CLASSIFICATION
METHOD

Onur TOKA
Doctor of Philosophy, Department of Statistics
Supervisor: Prof. Dr. Meral CETIN

December 2016, 66 pages

In this study, a robust loss function and binary boosting classification method are proposed.

The purpose of classification methods is to obtain classifier function with generalization ability,
i.e., high prediction performance. Boosting methods as iteratively algorithms, which include a
loss function and weak classifier, are a way of predicting class labels of given inputs. Loss
function is the way of penalizing conditional risk in boosting algorithm. While most of loss
functions only penalize the misclassification, some robust loss functions give penalties not only
large negative (misclassification) margin but also large positive (accurate classification) margin
in order to get more stable classifiers. Robust loss functions stand up to outliers and
contaminated part in training data. Therefore, classifiers are the methods which display high

prediction performance in testing part.

This study reports brief information about loss functions, robust loss functions and their

properties. In addition, there is a correction to ensure statistical consistency on the algorithm of



TangentBoost, one of the methods having all properties of robust loss functions. Finally, in order
to get more stable classifiers, Gudermannian loss function, which gives more penalties for both
small positive and small negative margin than Tangent loss function does, and
GudermannianBoost as a corresponding binary classification boosting method are proposed.
The advantages of GudermannianBoost method are discussed based on the applications of some

spesific simulation scenarios and some real datasets.

Keywords: GudermannianBoost Method, Robust Loss Function, Binary Classification,

Boosting Methods
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1.  GIRIS
Bilim, Tiirk Dil Kurumu tarafindan "Evrenin ya da olaylarin bir bdliimiinii konu olarak secen,
deneysel yontemlere ve gerceklige dayanarak yasalar ¢ikarmaya ¢alisan diizenli bilgi" olarak
tanimlanmistir. Bilimin ortaya ¢ikmasinin en biiylik sebeplerinden biri, bilme istegidir.
Bilinmeyene ulasmak ve bilinenler sayesinde hayat1 kolaylastirmak istegi bilimin sakli kalmig
amagclarindandir. Bilimsel calismalarin genislemesi, bilimde daha detayli bilgilerin elde
edilebilmesi adina bilimin alt dallar1 olusturulmustur. Bilim, ilgi alanlarina ve ¢alismalarin
benzerliklerine gore smiflandirilarak gesitli bashiklar altinda incelenmistir. Istatistik, bir bilim
dali olarak ge¢miste elde edilen deneyimlerle gelecege ait tahminler ve yorumlar yapma,
gelecege sekil verme amacini tagir. Ayrica istatistik, diger disiplinlerin deneyimler ve gézlemler
sonucu ortaya attig1 hipotezleri sinar, gelecekte yasanabilecek olaylarin ve olgularin énceden
tahmin edilebilmesi amacini tasir. 16. ylizyil ortalarinda haftalik 6liim oranlarinin agiklanmasi,
17. ylizyilda niifus ve ekonomik verilerin kayit altina alinmasi siirecleri istatistigin baslangici
olarak goriilmiistiir. Istatistiksel ¢ikarsama ve tahmin ydntemlerinin ortaya atilmasi, diger bilim
dallarinda ortaya konulan hipotezler tizerinden gelecegi ¢ikarsamada aktif olarak kullanilmasi,

istatistige bir bilim dali olma 6zelligini kazandirmistir.

Gilinlimiiz diinyasinda teknolojik ozelliklerinin gelismesi, verilerin anlik tutularak veri
tabanlarina aktarilmasi, diizenli bilgiler halinde incelenmesi ve yorumlanmasi, istatistigin
gelisimine katki sunmustur. Istatistik, hizla gelisen teknolojinin sonucunda ortaya ¢ikan devasa
veri kiimelerin {lizerinde calismaya baslamis, ¢ok boyutlu verilerin degiskenleri arasindaki
iligskilerden faydalanarak siniflandirma, kiimeleme ve boyut indirgeme problemlerinin baglica
¢oziim kaynagi olmustur. Simiflandirma 6zelligine sahip istatistiksel yontemler, bir deney
siirecin basarili ya da basarisiz olmasi, denege konulacak taninin hasta, hasta degil bi¢iminde
belirlenebilmesi ya da kurumlarin kiigiik, orta ve biiylik isletme olabilecegi gibi bir¢ok alanda
kullanilabilir. Ayrica smiflandirma yontemleri sayesinde aykiri degerlerin belirlenmesi ve
incelenmesi dnem arz etmektedir. Siiflandirma yontemleri {izerinden aykiriliklar incelenerek
riskli kredi belirleme, az goriilen hastaliklarda risk belirleme, istenmeyen e-posta belirleme
(spam mail detection) ve sahtekarlik belirleme (fraud detection) analizleri yapilmaktadir.
Istatistiksel literatiirde siniflandirma ile ilgili énerilmis ve gelistirilmekte olan bircok ydntem
vardir. Siniflandirmada yeni Onerilerin ortaya atilmasi birgok alanda kullanilan yontemlerin

daha hizli sekilde daha az hatayla siniflandirma yapmasini amaglamaktadir.

1



Bu ¢aligmanin birinci bélimainde istatistiksel 6grenme ve saglam ayrim tabanli bazi ¢alismalar
aciklanmustir. Istatistiksel 6grenme, matematiksel olarak iliskilerinin ortaya konuldugu bir
stirectir. Tahmin stirecinin ilk adimi1 oldugundan bu calismada kisaca 6zetlenmistir. Ayrim
tabanli simiflandiricilarin kayip fonksiyonlar iizerinden ortaya c¢ikartilmasi, aykiriliklarin
o6grenme kiimesindeki etkisinin azaltilmasi ile ilgili ¢esitli 6neriler de bu boliimiin igerisinde yer

almistir.

Ikinci boliimde smiflandirma ydntemlerinde kullanilan bazi kayip fonksiyonlar verilmistir.
Klasik ve saglam siniflandirma yontemlerinde kullanilan, istatistiksel 6zellige sahip olan ve
metodolojinin i¢inde siklikla kullanilan kayip fonksiyonlar yapilari itibariyle yiizeysel olarak

incelenmistir.

Ugiincii béliimde boosting yontemler, yontemlerde kullamlan saglam kayip fonksiyonlar
verilmistir. Ayrica saglam boosting algoritmalar icin gerekli kayip fonksiyon ozellikleri
tartigilmigtir. Trigonometrik fonksiyonlardan elde edilmis TanjantBoost yonteminde olasilik
degerlerini 0-1 araligmma almak i¢in bir diizeltme yapilmistir. TanjantBoost yonteminin
sonugclar1 incelendiginde siniflandiriciya yakin gézlemlere daha hizli artan ceza verebilecek ve
benzer Ozellikleri tasiyacak olan bir kayip fonksiyon arastirilmistir. Bu noktadan hareketle
Tanjant kayip fonksiyon Onerisine benzer bir kayip fonksiyon, Gudermannian kayip fonksiyon,
Onerilmistir. Saglam kayip fonksiyonu 6zellikleri tasiyan Gudermannian kayip fonksiyonu i¢in
regresyon tabanli boosting algoritmasi, LojitBoost’a benzer algoritma, GudermannianBoost
onerilmistir. GudermannianBoost yontemi ikili siniflandirma problemleri i¢in ayrilabilir veri
kiimelerinde kullanilmaktadir. YoOntem, benzer bir yontem olan TanjantBoost un
siiflandiriciya yakin yanlis siniflandirilmis gézlemlere duyarliligini azaltmaktadir. Dolayisiyla
onerilmis olan kayip fonksiyon ve LojitBoost mantigindan hareket ederek Onerilen
GudermannianBoost  yontemi, aykirihiklarin  ve yanlis smiflandirmalarin  algoritma

adimlarindaki basit siniflandiriciya etkilerini azaltmaktadir.

Calismanin dérdiincii ve son boluminde ise benzetim ve gercek veri kiimeleri ile uygulamalar
yapilmig, GudermannianBoost’un etkin oldugu noktalar agiklanmistir. Benzetim verileri
kullanilarak TanjantBoost yonteminden etkin olabilecegi durumlar aragtirilmigtir. Ayrica gercek

veri kiimeleri kullanilarak diger boosting algoritmalarla olan farkliliklari incelenmistir.



Calismada onerilen yeni yontem, 6grenme kiimesindeki iyilestirme sonucunda test kiimesinde

daha basarili sonuglar vermistir.

1.1.  Istatistiksel Ogrenme

Ogrenme kavrami bircok alanda farkli ifadeler ile agiklanabilmektedir. Psikoloji bilimi,
O0grenmeyi aktif yasananlar sonucunda meydana gelen bir kavram olarak agiklamaktadir. Egitim
bilimi ise okuma ya da yasama eylemleri sonucunda ortaya ¢ikan bilingli ya da bilingsiz olarak
diisiincede meydana gelen degisiklikler olarak agiklamaktadir. Sosyolojide Bandura’nin sosyal
ogrenme ile ilgili ortaya atmis oldugu kuram, bireylerin yasayarak 6grenmis oldugu iyi seyleri
taklit etmesi, kotii seylerden ise uzak durmasi olarak agiklanmaktadir. Kavram olarak bilimler
arasinda farkli sekilde agiklamalara sahip olsa da 6grenme, ortaya ¢ikan bir durumun gozden
gecirilerek kullamshi hale getirilmesi olarak tarif edilebilir. Istatistiksel 6grenme, yukarida
kavram olarak aciklanan tiim yontemlerin matematiksel formiile dokilmesidir. Ogrenme veri
klimesi (training data set) (ge¢misteki deneyimler) kullanilarak elde edilen fonksiyonel iliskiler
(diistincedeki degisimi yaratma) daha sonray1 tahmin etmekte (elde edilecek kararlari, durumlari
aciklamakta) kullanilir. Istatistiksel 6grenmede asil amag tahmindir. Istatistiksel dgrenmenin en
basit tanimi, elde edilmis, gozlenmis verilerdeki girdi ¢ikti iliskilerini modelleyerek gelecekte

elde edilecek bilgilerde ¢iktilar: tahmin etmektir.

Matematiksel gosterimlerle agiklanmak istendiginde (x,y) ciftleri hem geg¢mis gozlemlerde
hem de gelecek gozlemlerde ayni ancak genellikle bilinmeyen X X Y iizerinde tanimli P
dagilimindan birbirlerinden bagimsiz olarak elde edilmektedir. Verilerin ortaya ¢ikma siireci iki
adimla agiklanabilir. Once girdi degeri x bilinmeyen Py marjinal dagilimindan elde edilir. Daha
sonra elde edilen x degerleri i¢in P(.|X) kosullu olasiligiyla Y (zerinden y ¢iktilar1 tiretilir.
Burada P(.|X) kosullu olasiliginin bilinmemesi girdi ve ¢ikt1 degerleri arasindaki nedensel
aciklamanin bilinmemesi anlamina gelmektedir. Bu siire¢ ge¢miste elde edilmis verilerin ortaya
c¢ikartilma mantiidir. Bir sonraki adimda ise 6grenme durumu ortaya ¢ikartilir. Yani, girdi ve
cikt1 ¢iftleri (x,y) icin tahmin fonksiyonu f(x) elde edilerek fonksiyonun Kalitesi
belirlenmelidir. f(x), girdi degiskenleri x ile ¢ikt1 y’nin iligkisel fonksiyonudur ve y ¢iktisinin
ileride alacag: degerleri tahmin eder. Istatistiksel 6grenmenin bu kismui fonksiyonun tahmin

stirecidir. Siirecin diger bir adimi, riskin minimize edilmesidir.



En iyi fonksiyonu elde etmek icin girdiler-giktilar sonucunda elde edilen f(x) tahmini ile ¢ikti
degerleri arasindaki uzaklik, daha kavramsal olarak kayip (loss), 6lgtlmelidir. Kaybin beklenen
degeri, bilinmeyen dagilimdan gelen verilerle elde edilen tahminin riskini 6lger. Siirecin bir
sonraki adiminda ise 6grenme problemleri vardir. Genel olarak 6grenme problemleri orinti
tanimlama, regresyon ve yogunluk (density) kestirimi bagliklar1 altinda incelenebilir. Siirecin

devami deneysel riskin minimize edilmesidir [1].

Alt bagliklarda fonksiyonun elde edilisi, tahmin, kayip ve risk kavramlari agiklanmistir. Ancak
daha oOncesinde literatiirde yapilan c¢alismalar ve ¢alismalarin katkilar1 ile ilgili bilgiler
verilmistir. Daha sonra ise saglam kayip fonksiyonlar1 ve kullanilabilecegi yontemlerle ilgili
caligmalar agiklanmistir. Devaminda kayip fonksiyonlar, riskler ve saglam boosting
simiflandirma yontemleri ilerleyen basliklarda daha detayli olarak ele alinmistir. Calismada son
olarak, Gudermannian kayip fonksiyon onerisi, ozellikleri, kosullar1 ve boosting algoritmasi

(GudermannianBoost) verilmistir.

1.2.  Ayrim Tabanh Siiflandirma Yontemlerinde Baz1 Saglam Oneriler

Ikili siniflandirma ydntemlerinde ayrim (margin) tabanli yontemler hem zayif siniflandiricilar
(weak classifier) hem de destek vektor makineleri (DVM) ile kullanilmaktadir. Bir¢ok bilim
dalinda siiflandirma ydntemleri gelistirilmektedir. Ozellikle sinyal tanilama, goriintii elde etme
gibi uygulama alanlarinda ikili siiflandirma yontemleri ile ilgilenilmesi istatistiksel tabanli
olmayan bir¢ok yoOntemi ortaya c¢ikartmistir. Ancak, istatistikgilerin oOnerilerinde, bayes
tutarlilik, tutarlilik gibi istatistiksel; bozulma noktasi, etki fonksiyonu gibi saglam istatistigin
onemli ozellikleri tizerinden yontemler gelistirilmistir. Son donemlerde yapilan ¢aligmalarda
kayip fonksiyonlarin aykiri degerlerden etkilenmemesi icin c¢esitli Oneriler getirilmektedir.
Ayrica, zayif siniflandiricilarin ortaya ¢ikarmis oldugu ayirict fonksiyonun (siniflandiricinin)
test kiimelerinde yiiksek siniflandirma basarisi elde etmesi ile ilgili ¢caligmalar yapilmaktadir.

Ogrenme kiimelerinde aykir1 gozlemlerin olmasi, 6zellikle zayif siniflandiricilarda sorunlar

yaratmakta, bu sorunlarin agilmasi i¢in ¢esitli yontemler 6nerilmektedir.

Wu ve Liu [2] ¢alismasinda, DVM’nin kayip fonksiyon olarak kullandigi hinge kayip
Ol¢limiiniin, aykir1 degerlere karsi duyarli oldugu belirtilmistir. Veri kiimesindeki aykiri

degerlerin gereginden daha c¢ok destek vektor olusmasina sebep oldugu agiklanmustir.



Sorunlarin ¢dziimlenmesi i¢in kesilmis hinge kaybi 6nerilmistir. Onerilen yontemin klasik

DVM yoOntemine gore daha saglam ve istatistiksel olarak tutarli oldugu gosterilmistir.

Xu vd. [3] calismasinda, asir1 uyumu engellemek i¢in diizenlenmis DVM yontemi
onerilmektedir. Yapilan saglam smiflandirma onerisinin aslinda DVM’nin cezalandirici terimi
tizerine getirilen kisitlama oldugu goriilmiis ve yeni Onerilerin ceza terimi Uzerinden

gelistirilebilecegi belirtilmistir.

Carrizosa ve Morales [4], matematiksel optimizasyon yontemlerinin siniflandirma
yontemleriyle birlestirilmesinin degiskenleri tanimlamada, siniflandiricilart yorumlamada ve
veri kiimesindeki aykiriliklara cevap vermede etkin oldugunu belirtmislerdir. Katistirma
(embedding) yontemleri ile DVM’yi birlestirerek daha etkin sonuglar elde edilebilecegi

gosterilmistir.

Park [5] calismasinda, ayrim tabanli siniflandiricilar verilmistir. Karar fonksiyonu ile yanlis
simiflandirmay1r minimize edecek sekilde siniflandirici elde edilmeye calisiimaktadir. Yanlis
simiflandirma tek basina bir amag olarak alindiginda birgok siniflandirict asiri uyum sorunu
yasamaktadir. Bu problemi ¢6zmek i¢in ama¢ fonksiyonuna diizenleme ya da blzme
(shrinkage) uygulanabilir. Genelleme hatasini minimize etmek, modelin uyumunu kontrol eder.
Cezalandirict terim iyi bir genelleme yapabilmek adina asiri uyumu engellemeye ¢alisir. DVM,
cezalandirici lojistik regresyon, agirliklandirilmis ayristirma analizi gibi yontemler, farkli kayip
fonksiyonlar kullandigindan farkli smiflandiricilar ve farkli ¢oziimlemeler elde eder.

Uyarlanabilen kayip fonksiyon, yonteme avantaj saglarsa siniflandirmada etkinlik arttirilabilir.

Gupta [6] calismasinda, veri kiimesinin arttirilamadigi durumda mevcut siniflandirma
yontemlerinin basarisiz sonuglar verdigi belirtilmistir. Ozellikle kanser ¢alismasi gibi énemli
durumlarda, smiflandirma yonteminin yanlig siniflandirma se¢gme ihtimali goz Oniinde
bulunduruldugunda problemin ne kadar énemli oldugu goriilebilir. Onerilen yontem, verideki
gercek kayip fonksiyonlarini daha iyi sunabilmeyi ve aykiri degerden etkilenmeden ¢6ziim elde

etmeyi amaglamaktadir.

Ma vd. [7], Onerilen algoritmanin diger saglam simiflandirma yontemlerinden daha hizli
calistigini belirtmislerdir. Ayrica 6grenme kiimesindeki aykirt degerlerin, uygulamada dogru

siiflandirma kurallarinin belirlenmesini engelledigi gosterilmistir.



Song vd. [8], 6grenme kiimesindeki veri noktalarina verilecek agirliklarin merkezden uzaga
gittikge azaltilacak sekilde olmasini 6nermislerdir. Ancak veri dagilimi i¢in model varsayimlari
gereklidir. DVM, ramp-kayip ile ayrimlari ihlal eden tek nokta i¢in maksimum cezalandiriciya
siir konularak saglamlastirilmistir. Bu durum, iki paralel hinge kayip fonksiyonunu gikararak
ve bazi ikili dogrusal fonksiyonlarla saglanmistir [9,10]. Bu yontemlerin en dnemli eksileri

konveksligin saglanmamasidir.

Debruyne [11] calismasinda, ¢ekirdek fonksiyonlar tizerinde yapilan ¢alisma verilmis, elde
edilen saglam DVM yontemi tartisilmis, Stahel Donoho aykirilik belirleme yonteminin faydasi

aciklanmis ve ¢cok boyutlu veri kiimesinde gorsellestirme tizerinde uygulamalar yapilmigtir.

Mai [12] ¢alismasinda, degisken sayisinin gézlem sayisindan fazla oldugu durumlarda se¢im
yontemlerinin smiflandirma yontemleriyle birlikte kullanilabilecegi gosterilmistir. Etkin
smiflandiricilar olusturulurken degisken sayisinin gézlem sayisini gegmesi, aykirt degerlerin
bulunmasi ve bu etkilerden dolayr hesaplama zamaninin ¢ok uzun siireli olmasi biiylk
problemdir. Onerilen yontem, degisken secimi icin kullanilan LASSO’nun cezalandirma

yontemi Uzerinden seyreklik (sparsity) analizi yapmasidir.

Buckstein [13] ¢alismasinda, model se¢imi, siniflandirma ve boyut indirgeme i¢in kullanilan
istatistiksel yontemlerde aykiri degerlerden kurtulabilmek igin genel seyreklik kontrolleri
uygulanmigtir. LASSO’nun cezalandirici parametresi iizerinden seyreklik kontroli
yapilmaktadir. Ayrica seyreklik analizi yapilirken aslinda siniflandirma ydntemleri i¢in aykir
degerlerin belirlenmesi saglanmaktadir. RANSAC yontemi, altkiimelerde elde edilen
modellerin tutarli olana kadar incelenmesi lizerine kurulmustur. Seyrekligin incelenmesi,

karisikligin azaltilmasinda kullanilmaktadir.

Lim [14] ¢alismasinda, gruplama yontemi énerilmistir. Calismanin en 6nemli 6zelligi altkiime
segimleri tizerinden siniflandirma yaparak bu smiflarin birlestirilmesidir. Ancak altkiime
segimleri farkl altkiimeler lizerinden yapilmakta ve degisken se¢cim yontemleri bu stirece dahil

edilmemektedir.

Oh [15] calismasinda, boosting yontemlerin smiflandirma iizerindeki tahmin kesinligini
gelistirmek amaciyla 6neride bulunulmustur. Boosting yontemlerde en énemli problem, asir
uyuma yatkin olmalaridir. GA-Boosting yontemi, zayif 6grenicilerin ve agirliklarinin, genetik

algoritma Ttzerinden gelistirilmesi tizerine kurulmus ve Onerilmistir. Calismada lojistik
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regresyon ve ayristirma analizi, varsayimlarindan dolay1 elestirilmistir. Karar agaglar1 agiklama
ve gorsellik bakimindan tercih edilebilir ve iliskileri agiklamada oldukca basarili olarak
betimlenirken katistirmali modeller kadar etkin olmadiklar1 belirtilmistir. DVM ve ayrim
smiflandiric1 yontemler, hinge kaybimi ya da benzer yapidaki kayip fonksiyonlar1 optimize
etmeye c¢aligmaktadir. Aykir1 degerlere karst dayanikli olmak bu c¢alismanin konusu olmustur.
DVM gibi modern yontemlerle yeni bir siniflandiriciyr birlestirmek yerine, kayiplarin gergek
durumunu ortaya koyabilen bir kayip fonksiyonu iiretmenin analitik olarak daha kolay oldugu

agiklanmustir.

Verinin boyutlarina gore kiigiik 6rneklemlerde cekirdek fonksiyonun karmasikligi ve ¢ok
boyutlu uzayda projeksiyon galigsmasi asirt uyum problemine sebep olabilmektedir[16, 17].
Ozellikle biyolojideki deneysel tasarimlarda mikro-dizi verilerin gdzlem sayilarmin az olmasi
boyut azaltma yontemlerine sebep olmaktadir. Roweis ve Saul [18] calismasindaki gibi az
boyutlu uzaylarda calisilan komsu katistirma yontemleri icin boyut azaltma calismalari

onemlidir.

Ren ve Dai [19] ¢alismasinda, regresyon tabanli bir siniflandirma ydntemi énerilmistir. Onerilen
yontem, biiyiik varyanslarla dagilan siniflandirma problemlerinde aykiri degerlere karsi saglam

bir yontemdir.

Chi [20], LASSO’nun 6rneklem sayisinin kiiciik, degisken sayisinin ¢ok oldugu durumda
yaptig1 ¢oziimlemelerin basarili olmasindan yola ¢ikmistir. Degisken sayisi1 ve dolayisiyla
verinin boyutu arttik¢a verideki bozulumlar1 incelemek, aykir1 degerleri belirlemek daha zor
olmaktadir. Bu c¢alismada aykir1 degerler degisken se¢im yoOntemini problemli hale
getirmektedir. Sorunu giderebilmek icin iki diizeyli cevap degiskeninde minimum uzaklik
kestiricisi Onerilmistir.

Nudurupati [21] calismasinda, iyi bir siniflandirici onerilirken diisiik bir siniflandirma hatast,
ayni zamanda grup sayisi, gozlem sayisi, grup yapisi ve sekli gibi ¢esitli durumlari g6z 6niinde
bulundurulmasi gerektigi belirtilmistir. Projeksiyon izleme (projection pirsuit) yontemi
tzerinden verilen oneriler gozden gegirilmistir. Onerilen ydntemlerin tamami saglam

istatistikler yardimiyla gelistirilmistir.

Literatirde saglam yaklasimlarin Onerildigi 6nemli bir yontemler toplulugu ise boosting

algoritmalardir. Gerek klasik gerekse saglam yontemler kullanilarak zayif 6grenicilerin (weak
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learners) elde edilmesi, strecin sonunda zayif &grenicilerin birlestirilmesiyle gig¢li bir
smiflandirict bulunmasi amaglanmaktadir. AdaBoost [22] algoritmasi iistel hatayr minimize
etmeye calisir ve zayif 6greniciler ile giiglii bir siniflandirici yaratmaya ¢alisan, hizli ve etkili
yontemlerden en cok bilinenidir. LojitBoost [23], binom sapmayir minimize ederek
calismaktadir. Zay1f 6greniciler, regresyon modeli lizerinden olasilik degerleri elde etmektedir.
Siniflar ise bu olasilik degerleri {izerinden belirlenmektedir. GentleBoost [23] ayn1 zamanda
Gentle AdaBoost olarak da bilinen, AdaBoost ve LojitBoost yontemlerini birlestiren bir
boosting algoritmasidir. AdaBoost gibi {istel kaybi kullanirken ayn1 zamanda LojitBoost gibi
regresyon modeli iizerinden zayif 6grenicileri elde etmeye ¢alismaktadir. RobustBoost [24]
algoritmasi, AdaBoost mantig1 ile ¢alisir. Farki ise asirt yanlis siniflandirmalarin bulundugu
durumlara agirlik vermeyerek aykirt degerlere karsi duyarsizligi saglamasidir. RealBoost [23]
ya da Real AdaBoost yontemi ise siniflara ait olma olasiliklari izerinden hareket ederek, analitik
olarak minimizasyonu saglamaktadir. Elde edilen olasilik ve minimizasyon problemi ile sinif
etiketleri tahmin edilmektedir. BrownBoost [25] yontemi konveks olmayan bir fonksiyon
kullanmaktadir ve denklem sistemi ¢6zumiinden hareket etmektedir. Zayif 6grenicilerin siirekli
olarak yanlis smiflandirildiklart durumlarda ilgili gozlemi smiflandirma disinda tutarak

AdaBoost yonteminde iyilestirme denenmistir.

Masnadi-Shirazi [26] calismasinda, kayip fonksiyonlarinin hem Bayes tutarli 6zelliginden hem
de ayrim tabanli siniflandirma yontemlerinden bahsedilmektedir. Bayes tutarli kayip fonksiyonu
basaris1 lizerinde durulmustur. Ayrica kayip fonksiyonlarina savage kayip ve tanjant kayip
onerileri getirilmis ve bu Onerilerin saglam 6zellikleri agiklanmistir. Tanjant kayip fonksiyonu
icin LojitBoost algoritmasina benzer bir algoritma Onerilmistir. Konveks olmayan bir kayip
fonksiyonu, bilinen risk fonksiyonu tzerinden bu algoritma ile minimize edilmektedir. Ancak
Onerilen TanjantBoost algoritmasi olasilik degerlerini 0-1 arasinda bulamamaktadir. Kobetski
ve Sullivan [27] olasilik degerleri tizerindeki sorunu goriip w agirliklar tizerinden ¢6ziim
tiretmislerdir. Bu ¢aligmada, LojitBoost mantigi degistirilmeden ¢6ziim igin algoritmadaki

olasilik degerleri alt ve {ist sinir degerleri yardimiyla 0-1 araligina alinmistir.

Ayrim tabanli siniflandiricilarin amag fonksiyonunda kayip fonksiyonun 6nemli bir yer tutmasi
ve saglam Onerilerin kayip fonksiyonlarla incelenmesi nedeniyle bundan sonraki bolumde kayip
fonksiyon hakkinda bilgi verilecek, siniflandirma yontemlerinde kullanilan kayip fonksiyonlar

ve Ozellikler incelenecektir.



2.  KAYIP FONKSiYONU

2.1. Kayip Fonksiyonu
Risk miktari, L: X XY X R = [0,0) olmak Uzere f(x) tahmin degerinin beklenen kaybi

kullanilarak 6l¢iilebilir. Bu durumda f(x)’in riski,

Rup(f) = f L(x,y, f(0) dP(x,y) = f f L(x,y, f(O)dP (1) @.1)

seklinde elde edilir. x,, 1, Xp42, -, X, YENI verileri igin ortalama deneysel kaybin da miimkiin
oldugunca kiigiik olmasi gerekmektedir. Biiyiik sayilar yasasi geregince m — oo durumunda
ortalama deneysel kayip R, p(f)’ye yakinsar. Yani risk, f fonksiyonu icin iyi bir él¢timd(ir.
Siniflandirma durumlarinda f(x)’in ger¢ek tahmini f*(x)’e miimkiin oldugunca yakinsamasi
gerekmektedir. Ornek olarak bir kayip fonksiyonu, p >0 olmak tizere, L,(x,y, f(x)) =
|f*(x) — f(x)|P seklinde ifade edilebilir. Bu durumda ortalama kayip yani risk,

Rupo () = [IF°60 = FGOP dPx) (22)

seklinde ifade edilebilir. Bu durumda biitiin miimkiin fonksiyonlarin infimumu en kii¢uk risktir:
. in

R*Lp(f) = fiX ]_C) RRL,P(f) (2.3)

Ozetlenmesi gerekirse amag, f: X — R fonksiyonu ile R, » (f) riskini minimize etmektir [28].

Ry p (fp) = R*L,P ) (2.4)

n — 0o

Ayrim tabanli simiflandirma yontemlerinde beklenen kaybi, riski, bulmak i¢in dagilimla ilgili
gerekli ek bilgi P dagilimmin bilinmedigi varsayimi altinda D:{(xy,v1), ..., (Xn, Vn)} Veri
kimesinden elde edilmektedir. Bu durumda P bilinmediginden R p(f) bilinemez ve f*

dogrudan bulunamaz. D sonlu 6rneklem ciftleri icin Ry p(f), deneysel karsihigi R, p(f) =

%Z?zl L(y;, f (x;)) ile yer degisir. Ancak her bir f i¢in deneysel risk kuramsal riske yakinsa da

inf

yaklagik minimumu vermez. R*; p(f) = £iX >R

Ry p(f) minimizasyonunun saglanmadigt

durumda D veri kiimesinde siniflandirma basarili olabilir ancak yaklasitk minimum igin
minimizasyonu saglamadigindan daha sonra elde edilecek veriler i¢in gerekli olan siniflandirma
tahminlerinde basarisiz olur ve bu durum asir1 6grenme (overfitting) olarak adlandirilir. Asiri
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ogrenme durumundan kurtulmak i¢in 6ncelikle f:X — R fonksiyonlarinin kii¢iik bir F kiimesi
secilir. Secilen fonksiyonlar minimum riske yakinsama saglayanlardir. Dolayisiyla biitiin
fonksiyonlar tzerinden Ry, (f)’yi minimize etmek yerine sadece F Uzerinden minimizasyon

in

U R, p(f) ¢oziimii yapilir. Bu yaklasim deneysel risk minimizasyonu

saglanacak sekilde feF

(empirical risk minimization-DRM) olarak adlandirilir ve Ry p(f)’in sonlu 6rnekleme

in
feF
, P, inf

kargilik gelen yaklasik sonuglarmi iiretmektedir (R*, , .(f) = fe FR Lo ().

DRM’nin iki olumsuz yonii bulunmaktadir. ilk olarak F’yi tanimlayacak zenginlige sahip bir
dagilim (P) bilgisi bulunmamaktadir. Yani model hatasinin veya yakinsama hatasinin yeterli

derecede kiigiik oldugunu garanti edemez. Bu problemi giderebilmek i¢in 6rneklem biiyiikligi
nile f kiime biiyiikliigii arttirilarak yakinsama hatasi azaltilir. ikinci olumsuzluk ise }Z};R 1o (f)

¢Ozlimsliz olabilir. Bu durumda R;p() riski ¢oziime daha uygun olan temsili riskle
degistirilebilir. Kayip fonksiyonlar, ayrim tabanli siniflandiricilarla bu noktada kullanilabilir

hale gelmektedir.

2.2.  Smiflandirma Yéntemlerinde Kullanilan ve Onerilen Kayiplar

Bu boéliimde siniflandirma yontemlerinde kullanilan kayip fonksiyonlar ele alinmistir. L: X X
Y X R — [0,00) oOl¢iilebilir oldugu durumda kayip fonksiyonu ya da kisaca kayip olarak
adlandirilmaktadir. Smiflandirma yontemlerine en uygun olan kayip fonksiyonu 0-1 kayip
fonksiyonudur. Ancak, fonksiyon konveks olmayan ve tiirevienemeyen yapisindan dolay1 ¢ok
uygulanabilir degildir [1]. Dolayisiyla temsili konveks kayip fonksiyonlar 6nerilmistir. Konveks
yapinin genelde tercih edilen yap1 olmasmin sebepleri tek optimum degerin olmasi; kullanim
kolaylig1 saglamasi ve konveks optimizasyon araglari ile ¢oziimlenebilmesi olarak siralanabilir.
Konveks yapida karsilasilan en biiyiik sorun ise yanlis siniflandirilmis olan gézlemlere ¢ok fazla
ceza verilmesidir. Ustelik karesel olarak artan kayip fonksiyon degerlerinin monoton cezadan
daha fazla ceza veriyor olmasi, siniflandiricinin aykiri degerlerden etkilenmesine ve tek bir
gozlemde bile smiflandiricinin farklilagsmasma (kararli olmamasina) neden olmaktadir.
Dolayisiyla, aykiri degerlerin siniflandirma tizerindeki etkisini azaltmak icin kesilme

(truncated) uygulanan bazi kayip fonksiyonlarin ister istemez konveks yapis1 bozulmaktadir. Bu
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yiizden son donemde yapilan ¢alismalarda konveks olmayan kayip fonksiyonlar 6nerilmektedir.
Her kayip fonksiyonun 6zellikleri genel olarak kendi basliklari altinda incelenecektir.

2.1.1. Sifir-Bir, Agirhikh Sifir-Bir Kayip ve Diizlestirilmis Sifir Bir Kayip

Y ={—1,+1}, P ise X XY iizerinde tamiml1 bilinmeyen dagilimdir. ikili siiflandirmadaki
amag, P dagilimindan gelen (x, y) ¢iftlerini kullanarak sadece x’i gozlenmis durumlarin y etiket
tahminini yapmaktir. Bu durum igin Ly_;:Y X R — [0,00) olmak Uzere yeY ve teR iken

simiflandirma kaybi1 asagidaki gibi tanimlanir:

Lo-1(3,t) = 1(_co ] (ysign(t)) (2.5)

Tahmin ile ger¢ek degerin isaretleri uyusmadigi durumda bir cezalandirma yapan bu kayip
fonksiyon aslinda dgrenme amacimi basit bir sekilde agiklamaktadir. Ikili siniflandirmanin
gercek kayip fonksiyonu olarak ifade edilir. Agirlikli ikili siiflandirma durumunda ise Y =
{—1,+1} ve ae(0,1)’dir. Bu durumda a-agirlikli siniflandirma kaybi Ly g-1y: ¥ X R — [0, )
olmak iizere asagidaki gibi tanimlanir [28]:
l—a y=1vet<O0
Loo-ny(,t) =1 @, y=—-1lvet=>0 (2.6)
0, o.d.

Esitlik (2.6) ve Sekil 2.1°den de anlagilacag: gibi a-agirlikli siniflandirma kaybi siniflara gore

farkli agirlik vermektedir.

Sifir-Bir Kayip Fonksiyonu Agirlikh Sifir-Bir Kayip Fonksiyonu
5 5
Agirhikh 0-1 Kayip (alfa=0.2)

4 4
=3 =3
= =
- -
= =
Q i
5 2 o)
[a] o
= =3
- -
o ]
¥ 1 x 1

o o

-1 -1

-2 -1.5 -1 0.5 0 0.5 1 15 2 -2 -1.5 -1 0.5 o 0.5 1 15 2
yt Degeri yt Degeri

Sekil 2.1. Sifir-Bir Kayip Fonksiyonlari 1

Sifir-bir kaybina diizeltme islemi uygulanarak limit ile ilgili sorun ¢ozilmek istenmektedir.

Diizlestirme isleminin yapilmasinin sebebi ise tlirevlenebilir sifir-bir kaybinin olusturulmasidir.
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Zhao vd. [29] ¢alismasindaki uyarlanmis sifir bir kayb1 Sekil 2.1°den takip edilebilir ve Y =
{—1,+1}, Lgo-1): YxR — [0, ) olmak lizere asagidaki gibi tammlanar:

0, yt>1
1 3 1
— 3
Lao-1y(7, ) =9 ~(yt)} —=yt+= —1<yt<1 (2.7)
4 4 2
Sifir-Bir ve Uyarlanmig Sifir-Bir Fonksiyonu gglrllkll Sifir-Bir ve Uyarlanmig Sifir-Bir Fonksiyonu
Uyarlanmig 0-1 Kayip Uyarlanmig 0-1 Kayip

4 4 4
= 3 = 3
] =
— —
T B
T 2 = 2
[a] [a]
= =
= -
o o
x 1 j 21

0 . 0 —

-1 -1

-2 -1.5 -1 0.5 0 0.5 1 1.5 2 -2 -1.5 -1 0.5 0 0.5 1 1.5 2
yt Degeri yt Degeri

Sekil 2.2. Sifir-Bir Kayip Fonksiyonlar1 2

2.1.2. Karesel, Kesilmis Karesel ve Uyarlanmis Karesel Kayip

Karesel kaybin sifir-bir kayiplarindan ayirt edici en dnemli 6zelligi dogru siniflandirmaya da
cezalandirma yontemi uygulamasidir. Esitlik (2.8)’de verilen karesel kayip, siniflandirmanin
dogru ya da yanlishigina bakmaksizin siniflandiriciya uzak gézlemlere karesel sekilde artan bir

ceza degeri vermektedir:

Lxareser = (1 — yt)z y =*1,teR (2.8)
Karesel kayip ile elde edilen optimizasyon probleminin elde edecegi siniflandirma fonksiyonu
cok degisken olabilmektedir. Bu durum aykir1 degerlere karsi duyarli olmanin haricinde

siniflandirma fonksiyonunun bir degerde bile kararl1 davranamamasina sebep olmaktadir. Bu

durumu engellemek icin Esitlik (2.9)’da verilen kesilmis karesel kayip Onerisi getirilmistir:

(1 —yt)?, 1-yt)<1
Ly karesel = { 1)’ (1- it) > 1 y =11, teR (2.9

Karesel kayip fonksiyonun kesilmesi ile yanls siniflandirilmis aykirt  degerlerin

siiflandiricilara olan etkisi giderilmistir. Ancak karesel kayiptaki diger bir dezavantaj ise dogru
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siiflandirmanin ve yanlis siniflandirmanin da esit ceza almasidir. Dogru siniflandirmanin ceza
degeri almamas1 gerektigi diisiiniilerek Esitlik (2.10)’da verildigi gibi karesel fonksiyona bir
uyarlama yapilmstir:

Ly kareset = mak. (0, (1 — yt))z y =*x1,teR (2.10)
Kayiplarin ilgili degerlere gore vermis oldugu ceza Sekil 2.3 ten takip edilebilir.

Kesilmis Karesel Kayip Fonksiyonu Uyarlanmis Karesel Kayip Fonksiyonu
5 5 T

Karesel Kayip Fonksiyonu

(=]

\

Karesel Kayip

(=]

Kesimig Karesel Kayip [a?fa:[].Z}I

©a

Uyarlanmig Karesel Kay\p]

- \ - - \
E \ & 2 \
7 2 \ g 2 7 2 \
8] \ [s] 8] \
e \ e e \
= = =
€1 \\ 1 €4 \ 1 2 \\
/ \ / \
N \ \
) N // ) N // 0 -
_‘] i _‘I i _‘I i
- 0 1 -2 1 0 1 - 0 1
yt Degeri yt Degeri yt Degeri

Sekil 2.3. Karesel Kayip Fonksiyonlar

Uyarlanmis karesel fonksiyon hinge karesel fonksiyon olarak da bilinmektedir. Dogru
simiflandirmada herhangi bir ceza verilmemekte ancak yanlis smiflandirilmig bir gézlemin
cezasi karesel sekilde artirilarak devam etmektedir. Her ne kadar dogru siniflandirmada cezanin
sifira indirgenmesi tartigilabilir bir nokta olsa da ger¢ekte dikkat edilmesi gereken nokta yanlis
siniflandirilmig aykirt degerlerin kayip fonksiyonu tizerinde baskin olarak siniflandiricida etkin
olmasidir.

2.1.3. Hinge, Kesilmis Hinge, Diizlestirilmis Hinge ve Genellestirilmis Diizlestirilmis
Hinge Kaybi

Hinge, klasik DVM yonteminin temel almis oldugu kayip fonksiyondur ve Sekil (2.11)’de
verilmistir. Lpjnge: Y X R = [0,00) igin yt <1 ile her tahmin t’yi dogrusal olarak

cezalandirmaktadir.

Lpinge(,t) = max{0,1—yt} y=£1,teR (2.11)
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Hinge kaybi ile elde edilen siniflandiricinin, dogrusal gekirdek fonksiyonu kullaniminda
aykiriliklara duyarli olmasi, veri kiimesindeki kiigiik degisimlerde bile kararli davranmamasina
sebep oldugu goriilmiistiir [30]. Rennie [31], hinge kaybinda dogru siniflandirmaya ceza
verilmemesinin siniflandiriciya etkisinin oldugunu belirtmistir. Zhang [32], ¢alismasinda hinge
kaybinin yumusak (soft hinge) DVM yontemindeki siniflandirma kaybinin en iyi temsilcisi
oldugunu belirtmistir. Ayrica Wu ve Liu [2], ¢alismalarinda destek vektor sayisini azaltabilmek
ve aykir1 deger etkisini en aza indirgeyebilmek i¢in kesilmis hinge kaybini1 6nermislerdir.

Kesilmis hinge kayb1 baz1 kaynaklarda ramp-kaybi1 olarak gegcmektedir [30].

Kesilmis hinge fonksiyonu, y = +1,teR,s < 0 degerleri i¢in Ly, (y,t) = max{0,1 — yt} ve
Lys(y, t,s) = max{0,s — yt} olan iki fonksiyonun farki olarak tanimlanmistir ve Esitlik

(2.12)’deki gibi verilmistir:
LK_Hinge()’: t, S) = LHl(y; t) - LHS(y' t, S) y= il' tER' s<0 (212)

Kesilme ile belirlenen s (s < 0) degerinden daha kuglk tim yt degerlerine ayni ceza verilir.

Fonksiyonlarin ilgili degerleri Sekil 2.4’ten takip edilebilir.

Hinge Kayip Fonksiyonu Kesilmis Hinge Kayip Fonksiyonu (s=-1.4) Diizlestirilmis Hinge Kayip Fonksiyonu
T T T 5 5
Kesilmis Hinge Kayip (s=-1.4)l l Diizlestirilmis Hinge Kayip

Kayip Degeri L(y,t)
Kayip Degeri L(y,t)
Kayip Degeri L(y,t)

yt Degeri yt Degeri yt Degeri

Sekil 2.4. Hinge Kayip Fonksiyonlar1 1

Bu sayede optimizasyon problemi yanlis siiflandirilmis ve siiflandiricidan ¢ok uzakta elde
edilmis gozlemlerin etkisinden kurtulacaktir. Wu ve Liu [2], aykir1 deger etkisinden arindirilmis
smiflandiriciyr  belirlemektedir. Ayrica, degisken sayisinin ¢ok oldugu durumlarda
siiflandiricilart belirleyen destek vektorlerin sayisinin azaldigimi gostermislerdir. Calismada,
kesilmis hinge ile elde edilen destek vektdrlerin, hinge kayb1 ile elde edilen destek vektorlerin

altkiimesi oldugu da belirtilmistir.
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Hinge kaybr ile ilgili literatiirde karesel hinge olarak isimlendirilen fonksiyon bu calismada

uyarlanmis karesel kayip olarak alinmistir.

Diizlestirilmis Hinge kayb1, hinge kaybinin yt = 1’deki tiirevlenemez yapisinin optimizasyon

yontemine olan etkisini arindirmak igin 6nerilmistir[31]:

0.5 — yt, yt<0
Lp inge@,t) =10.5(1 — yt)?, 0<yt<l1 (2.13)
0, yt=>1

Diizlestirilmis Hinge kaybi1 sadece tiirevlenebilmeyi degil ayni zamanda kanonik yapiy1
saglayarak gradyen tabanli ¢6ziimiin de miimkiin olmasina yardimci olmaktadir. Diizlestirilmis
hinge kaybi bir parametreye baglanarak genellestirilmis diizlestirilmis hinge kaybi ismiyle
Esitlik (2.14)’deki gibi onerilmistir [31]:

(04 -
/(a +1) vt yt=0
LGen_D_Hinge(a: yt) = 1/(CZ +1) (yt)““ —yt+ a/(a +1) 0<yt<1 (2.14)
0, yt=>1

Sekil 2.5’ten de goriilebilecegi gibi a parametresi kayip degerin biiyiikliigiine gore cezayi
belirlemektedir. a’nin biiyiik bir say1 olmas1 hinge kaybina benzer bir kaybin olusmasina sebep

olmaktadir.

Gengllegtirilmi§ Diizlestirilmig Hinge Kayip Fonksiyonu (alfa=1) Genellestirilmis Diizlestirilmis Hinge Kayip Fonksiyonu (alfa=100)
T T T T T T T 5

Genellestirilmis Diizlestiriimis Hinge Kaylpl Genellestirilmis Diizlestirilmis Hinge Kay\pl

4 4+
=3 =3
2 2
| |
o) ©
B 5 2 ot
[a] [a]
a a
> >
@ T
X 1 X 1r

0 0

] L n L L L L L R

-2 -1.5 -1 -0.5 0 0.5 1 15 2 -2 -1.5 -1 -0.5 0 0.5 1 1.5 2
yt Degeri yt Degeri

Sekil 2.5. Hinge Kayip Fonksiyonlar1 2
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2.1.4. Lojistik, Kesilmis Lojistik Kayip
Lojistik kayip, lojistik regresyonun kayip fonksiyonu olmakla birlikte en 6nemli 6zelligi sekil
olarak hinge kaybima yakin olmasidir. Ancak hinge kaybinin aksine sonsuz sayida

tirevlenebilmektedir. Lojistik kayip Esitlik (2.15)’teki gibi verilebilir:

Li,j(y,t) = log,(1 + exp(—yt)) y = *1,teR (2.15)

Sinifa atama tahminlerinde olasilik vermesi ve bu olasiliklar {izerinden yeni simiflandirma
yapmak isteyen uygulamacilarin ¢ok olmasi, lojistik regresyon yontemini cekici hale
getirmektedir. Cezalandirilmis lojistik regresyon (penalized logistic regression) yonteminde de
mantik ceza ve kayip olarak iki asamanin optimizasyonudur. Kullanilacak kayip fonksiyon
degerinin yani cezanin sinirsiz olmasi iizerine Park [5] kesilmis lojistik kayip kullanilmasini

Onermistir:

LKLS(y' t, S) =
log,(s + exp(—yt)) olan iki fonksiyonun farki kesilmis lojistik fonksiyonu olarak

y ==x1,teR,s < 0 degerleri igin Lg;,(y,t) = log,(1+ exp(—yt)) ve

tanimlanmistir ve Esitlik (2.16)’daki gibi verilmistir:

LKLO]-.(% t,s) = Lg1 (0, ) — Lgs(n,t,s) y =11,teR,s <0 (2.16)

Cezalandirilmis lojistik regresyonda verilen bu Onerinin klasik yonteme gore daha saglam
oldugu gosterilmekle birlikte, Fisher tutarliligi sagladigi, aykir1 degerlere daha duyarsiz bir
smiflandirma yontemi oldugu ve sonugta elde edilen olasilik degerlerinin de aykir1 degerlerden
etkilenmedigi gozlenmistir [5]. Lojistik ve kesilmis lojistik fonksiyonlarmin farklar1 Sekil

2.6’dan takip edilebilir.

Lojistik Kayip Fonksiyonu Kesilmis Lojistik Kayip Fonksiyonu (s=-1.4)
5

Ustel Kayip Fonksiyonu

Sekil 2.6. Ustel ve Lojistik Kayip Fonksiyonlari
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2.1.5. Ustel Kayip

Adaboost yonteminin kayip fonksiyonu iistel kayiptir ve Esitlik (2.17) deki gibi gosterilir. Ustel
kayip fonksiyonun boosting yontemlerde kullanilma sebebi yanlis smiflandirma oldukga
cezanin hizli bir bicimde artiyor olmasi olarak agiklanmustir. Ustel kaybin kademeli olarak
tirevlenebilmesi ve konveks olmasi Newton yontemi ile ¢oziimii kolaylagtirmaktadir. Ancak

yontemin aykir1 degerlere karsi siirsiz ceza veriyor olmasi, asiri 6grenme durumunu ortaya
cikartabilecektir [23].

Lister(y, 1) = exp(=yt) y = +1,teR (2.17)
2.1.6. 2-Diizeyli Yapay Sinir Aglar1 Kaybi
Ceza ve kayip terimleri i¢in kayip fonksiyona sinir aglari iizerinden bir fonksiyon yazilarak
coziimleme yapilabilecegi de bilinmektedir. Cezalandirilmis lojistik regresyona olduk¢a benzer
sekilde kullanilan bu kayip, diger kayip fonksiyonlar ile de sikca karsilastirilmaktadir. Li ve
Yang [33] gizli tabaka olmadan iki tabakadaki siniflandirma i¢in yapay sinir aglarini asagidaki
gibi tanimlamistir:

1 2

L =(1l————— = +1,teR 2.1
ZYSA(yl t) ( 1+exp(—yt)) y x1,te ( 8)

Iki diizeyli yapay sinir aglar1 kayip fonksiyonu Sekil 2.7°deki gibidir.

2 Diizeyli Sinir Aglan Kayip Fonksiyonu Phi Kayip Fonksiyonu

5
| N. 2-diizeyli SA Kayip | Phi Kayip

4 4
=3 =3
e s
- -
@ @
Jg 2 )8 2
o o
=3 =3
= =
(] o
% 1 X

~
.

0 B 0

_ﬂ A A . i A i i _‘I i A " i i i

2 45 -1 05 0 05 1 15 2 2 15 4 05 0 05 1 15 2

yt Degeri yt Dederi

Sekil 2.7. Iki Diizeyli Sinir Aglar1 ve Psi Kayip Fonksiyonlari
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2.1.7. Psi(¥) Kaybi
Simiflandirmada deneysel genellestirme hatasini en aza indirgemeye ¢alismanin asir1 6grenmeye

sebep olacagindan yola ¢ikan Shen vd. [34], yeni kayip fonksiyonu esitlikteki gibi

Onermislerdir:
2, yt <0
Ly(y,t) =4{1—yt 0<yt<1 y = +1,teR (2.19)
0, yt>1

Yontem aslinda hinge fonksiyonuna benzemektedir. Farki ise, dogru siniflandirilmis ancak
siiflandiriciya yakin olan kayiplara dogrusal artan bir ceza verirken, yanlis siniflandirmaya
sabit ve 2 degerinde bir ceza vermektedir. Cezanin iki ile sabit olmasi aykir1 degerlere duyarsiz

olmasina ve yeniden 6rnekleme durumunda kararli davranmasina sebep olacaktir.

2.1.8. Sigmoid Kayip
Mason vd. [35], ayrim tabanli kayip fonksiyonlarin asir1 6grenmeden kurtulmanin bir yolu
oldugunu agiklamiglardir. Adaboost yonteminde iistel kayip ile asir1 6grenme durumu meydana

geldiginden sigmoid kayip fonksiyonu Esitlik (2.20)’deki gibi 6nerilmistir:
Lsigmoia(¥,t) = 1 — tanh(Ayt) y = 1, teR (2.20)

Fonksiyondaki A parametresi, ayrima gore dikligin miktarini belirlemektedir. Sekil 2.8’den de
goriilecegi iizere A parametresi arttik¢a, kayip fonksiyonu dogrusal bir halden egrisel bir hale

gecmektedir.

N.SSigmoid Kayip Fonksiyonu (lamda=0.2) N.SSigrnoid Kayip Fonksiyonu (lamda=0.5) NE; Sigmoid Kayip Fonksiyonu (lamda=1)

| N. Sigmoid Kayip (lamda=0 2}] \ N. Sigmaid Kayip (lamda=0 5)J \ N. Sigmoid Kaylp(\amda:ﬂ]

4 4 4
= 3 = 3 = 3
= = =
- - -
& & &
g 2 g2 T 2
[ a o
a o o ™
= = = AN
5] m m N
¥ 1 ¥ 1 ¥ 1 .

\\\\

0 i} ] ~

-1 -1 -1

-2 B 0 1 2 -2 -1 0 1 2 -2 -1 0 1 2

yt Degeri yt Degeri yt Degeri

Sekil 2.8. Sigmoid Kayip Fonksiyonlari
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Dizeltme yapan A parametresi, ¢ok kii¢iik kayip degerlerine artan bir hizda; daha sonra
dogrusala yakin olacak sekilde ceza verir. Biiyiik kayip degerine sahip olanlara ise azalan ve

belli bir noktadan sonra sabitlesen ceza vermektedir.

2.1.9. Huber ve Uyarlanmus Huber Kayb1

Zhang [32] tarafindan 6nerilen Huber kaybi, uyarlanmis karesel kaybin (karesel hinge kaybin)
yt degeri -1 ve daha diisiik deger aldig1 durumda cezayr monoton hale getirmektedir. Kaybin
aldig1 ceza degerleri Esitlik (2.21)’den takip edilebilir:

max{0, (1 — yt)}?,
—4yt,

yt = —1

LHuber(y' t) = { 6.d

y=+1teR (221)

Ancak Chapelle [36], DVM’nin primal ¢6ziimiinde denemeler yaparken uyarlanmis modifiye
kaybini Esitlik (2.22)’deki gibi 6nermistir:

0, yt>1+h
14 h—yt)?
LM_Huber(y; t) = %, [1—yt|<h y = %1,teR (2.22)
1—yt, yt<1l—h

Zhang [32] calismasinda, siniflandirma igin kullanilan Huber kaybinin belli bir degerden sonra
monoton hale getirilmesi dogrusal bir fonksiyon ile saglanirken, Chapelle [36]’de Onerilen
uyarlanmis Huber kayb1 h parametresine bagli olacak sekilde deger almaktadir. h degerinin 0,01
ile 0,5 arasinda olmasi Onerilmektedir ve sifira yakin deger almasi hinge kaybina benzer

fonksiyonu ortaya ¢ikarmaktadir. Kayiplarin degerleri Sekil 2.9’dan takip edilebilir.

P;uber Kayip Fonksiyonu (Zhang,2004) Huber Kayip Fonksiyonu (Chapella,2007)  Huber Kayip Fonksiyonu (Chapella,2007)
T 5 5

Sekil 2.9. Huber Kayip Fonksiyonlari
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2.1.10. Savage Kayip ve Tanjant Kayip
Aykir1 degerlere karsi saglam olan yapiya sahip kayip fonksiyonlardir. Kosullu risk
fonksiyonunun saglamasi gereken tutarlilik tartisilmis ve Masnadi-Shirazi ve Vasconcelos

[37,38] tarafindan Esitlik (2.23)’te verilen Savage kayip onerilmistir:

1
(1 + exp(2yt))?

LSavage . t) = y = x1,teR (2.23)

Savage kayip fonksiyonu, siniflandirmadaki yt degerinin kii¢iik oldugu durumda karesel olacak
sekilde bir kayip degeri verirken yt degerinin artmasiyla birlikte sabitlesmeye baslamaktadir.
Bu 6zellik ile aykir1 degerlere kars1 saglam bir kayip fonksiyon onerilmistir. Kayip fonksiyonu

konveks olmamasina ragmen yoOntemde minimizasyon iglemi karesel risk iizerinden

yapilmaktadir.

Tanjant kayip, savage kayip 6zelligini saglamakla birlikte dogru siniflandirmaya da kayip degeri
tanimlamaktadir. Kayip fonksiyonu Esitlik (2.24)’deki gibi Onerilmistir:

Lrangent(¥, t) = (2 arctan(yt) — 1)? y = +1,teR (2.24)

Ustelik dogru smiflandirmanin ceza degeri aym durumda olan yanls smiflandirmadan daha

kiigiik ve yine sinirlt bir sekilde elde edilmistir. Kayip degerleri Sekil 2.10°dan takip edilebilir.

Savage Kayip Fonksiyonu Tangent Kayip Fonksiyonu Tangent Kayip Fonksiyonu
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Sekil 2.10. Savage ve Tanjant Kayip Fonksiyonlari
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3. BOOSTING YONTEMLERDE SAGLAM KAYIP FONKSIYONU

3.1. Boosting

Boosting yontemlerde en temel mantik, zayif siniflandiricilar1 bir araya getirerek gucli bir
smiflandirici ortaya ¢ikartmaya calismaktir. Boosting yéntemler, bir¢ok zayif siiflandiricinin
birlikte verecegi ¢ikti sonucundaki kararin, bir smiflandiricinin kararindan daha mantikli
olacagindan hareketle 6nerilmistir. 1980’lerin sonunda siniflandiricilarin birlestirilmesiyle daha
giiclii bir siiflandirma elde edilebilir mi sorusu ile tartigmalar baslamistir [39]. GUnUmiize
kadar cesitli algoritma yontemleri Onerilerek boosting metodolojisi gelistirilmistir. Baslica
algoritmalar, Adaboost, LojitBoost, Realboost, Brownboost olarak isimlendirilebilse de temel
mantik aymdir. Ozellikle arastirmacilarin kullanmis oldugu boosting algoritmalari ile ilgili
bir¢ok caligma bulunmaktadir. Son yillarda yapilan ¢alismalar incelendiginde Wang ve Yang
[40], meme kanseri goriintiilerini tanilamada AdaBoost algoritmasi ile bir uygulama yaparak
gercek veri kiimesinde boosting yontemlerin basarilarina deginmistir. Dubossarsky vd. [41] bir
uygulama olarak dalga tabanli gradyan boosting algoritmasini Onermistir. Yontem R
programina eklenmistir ve basarili bir sekilde regresyon uyumu ve smiflandirict
uretebilmektedir. Sen vd. [42] boosting ve asirt 6rnekleme ile etkili bir siniflandirma yontemi
onermiglerdir. Pan vd. [43] calismasinda, ceza duyarli grafik siniflandirma algoritmasi,
CogBoost, yanlis siniflandirma cezalarin1 minimize edecek sekilde ¢alismaktadir. YOntem
ayrica biiylik oOlgekli verilerde hizli 6grenme mantigint gelistirmistir. 'YOntemi yanlis
siiflandirmalarin minimize edilmesi i¢in iteratif olarak en 6nemli ayrisma grafigini secer ve
dogrusal programlama problemini her iterasyon i¢in optimal kayip fonksiyon tabanli Bayes
karar kurali ile ¢oziimler. Mund vd. [44], dengesiz sinif dagilimlari ve aykiriliklarin bulundugu
durumlar i¢in bir smniflandirma yontemi onermislerdir. Zeng vd. [45], esnetilebilir konveks
kabuk ile maksimum ayrim siniflandirmasi igin bir 6neri vermistir. Nie vd. [46] siniflandirma
problemlerinde AdaBoost yonteminin olasiliksal —smiflandirmalart  (izerine  Oneriler
getirmislerdir. Ozellikle siniflara atama igin gerekli olan olasilik degerlerinin aykir1 degerlere
kars1 duyarsiz olmasi igin 6neri gelistirmislerdir. De Menezes vd. [47] en ¢ok olabilirlik modeli
ile lojistik regresyon ve ikili boosting algoritmast ile lojistik regresyon yontemlerini
karsilastirmak amaciyla calisma yapmiglar ve boosting tabanli olan siniflandirmada daha
basarili sonuglar elde etmislerdir. Kim vd. [48], siniflar arasinda dengeli oranlarin bulunmadigi

veri kiimeleri igin geometrik ortalama tabanli bir boosting algoritmasi dnermislerdir. Zhai vd.
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[49] dengesiz veri kiimeleri igin dengeli birden ¢ok veri kiimesi yaratarak ¢6zum bulmaya
calisan bir yontem Onermislerdir. Onerilen algoritma, hizli, Slgeklenebilir ve karsilastirildig
yontemlerden daha basarili olarak tamitilmistir. Lin vd. [50], RBoosting isimli, tekrar
Ol¢eklenebilir ve boosting algoritmasinin 6grenme siirecini gelistiren yontemi 6nermislerdir.
Yontemin genellestirme bakimindan karsilastirilan diger yontemlerden iyi sonuglar verdigi
goriilmiistiir. Wang ve Pineau [51], dengesiz siniflarin bulundugu durumda anlik siniflandirma
yapabilecek olan bagging ve boosting yontemler (zerinde galismislar ve bircok algoritma
vermisler, uygulama icin bircok veri kullanmiglardir. Nikolaou vd. [52], arastirdiklar1 boosting
yontemler (zerindeki uygulamanin sonucunda AdaBoost yonteminin karar esik degeri ve
kalibre edilmis olasilik degerleri ile kullanilabilir oldugunu belirtmislerdir. Ghosal vd. [53],
DVM smiflandirmasi ile seyrek cezalandirmali ileri se¢im yontemini birlestirerek ¢ok boyutlu
verilerde degisken se¢imi ve ikili siniflandirma yontemi 6nermislerdir. Yontem aslinda ileri
secim yontemi ile cezalandirilmig DVM ve onun ¢esitlerinin bir araya getirilmesidir. Martinez
ve Gray [54], boosting algoritmalarinda aykir1 degerlerin etkisini arindirmak igin yontemin,
ayrim soyma (margin peeling) yontemi ile birlestirilmesini 6nermislerdir. Conroy vd. [55],
kayip verilerin oldugu durumda saglam siniflandirma i¢in katistirma modeller kullanilan bir
yontem onermislerdir. Bir¢cok siniflandirma yontemi ve kayip veri yiikleme yontemleri ile elde
edilen Onerileri bir araya getirerek gercek veri kiimesi iizerinde sonuclar1 karsilagtirmiglardir.
Xiong vd. [56], gorsel tanilama i¢in saglam degisken havuzu yontemi ile kiimeleme yontemi
onermislerdir. Onerilen yontemler gercek veri uygulamasina sahip giincel galigmalarda
kullanilmaktadir [57-60].

Bundan sonraki boliimlerde boosting yontemlerde kayip fonksiyonun onemi, saglam kayip
fonksiyon ozellikleri, Masnadi-Shirazi vd. [38] tarafindan Onerilen saglam kayip yontemi,
tanjant kayip fonksiyonu, bu ¢alismada Onerilen Gudermannian kayip fonksiyonu ve saglam
ozellikleri, tanjant kayip i¢in gradyan azalis (gradient descent) tizerinden uyarlanan LojitBoost

mantigiyla GudermannianBoost yontemi aktarilmistir.

3.2. Boosting Yontemlerde Saglam Kayip Fonksiyonlar ve Ozellikleri

Boosting yontemlerde kayip fonksiyon 6nemli bir yer tutmaktadir. Ozellikle kayip fonksiyon
Uzerinden riski minimize eden boosting yontemlerde segilen kayip fonksiyonun &nemi
bayuktir. Siniflandirmada kullanilan kayip fonksiyonlar ile ilgili bilgiler detayli olarak Bolim

2’de anlatilmistir. Klasik boosting yontemlerde en temel mantik, basit yanlis siniflandirmaya
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verilen cezalarin smirsiz olmasidir. Bu mantik gesitli arastirmacilar tarafindan tartisilmistir.
Ayni1 sekilde dogru siniflandirilmis olan gézlemler i¢in sadece siniflandiriciya yakin olanlara az
miktar ceza uygulanmasi1 (margin-enforcing) 6grenme veri kiimesindeki aykir1 degerlerin ve
bozulmalarin siniflandirict {izerinde etkili olmasina sebep olmaktadir [30]. Bu problemin
giderilmesi igin Masnadi-Shirazi vd. [38] tarafindan TanjantBoost algoritmasi ile saglam olan
bir yontem Onerilmistir. Saglam kayip fonksiyonlar ile siniflandiricilarin elde edilmesi, veri
kiimesindeki aykir1 degerler ve bozulumlardan etkilenmeyen kestirimler elde etmek i¢in blyik
Oonem tasimaktadir. Hem yanlis hem de dogru siiflandirma i¢in ceza verilmesi aykir1 degerlerin
etkisini ortadan kaldirmayr amacglamaktadir. Masnadi-Shirazi vd. [38] bilgisayar
gorinttlemesinde saglam siniflandiricilar iizerine yapmis olduklart 6nerilerde saglam kayip i¢in

cesitli 6zellikler siralamislardir.

3.3.  Saglam Kayip Fonksiyon Ozellikleri

Siiflandirma yontemlerinde yanlis siniflandirma igin smirsiz cezalarin bulunmasi, dogru
smiflandirmalara ceza verilmemesi, siniflandiricinin aykirt degerlerden etkilenmesine ve
orneklemlere gore kararsiz siniflandiricilara sebep olmaktadir. Birgok kayip fonksiyon,
smiflandiriciya yakin ve dogru siniflandirilmis olan gézlemler i¢in ¢ok az ceza uygulamaktadir.
Ayrica siiflandiricidan uzak ve yanlis siniflandirilmis gozlemler icin ceza sinirlandirilmasinin
yapilmamasi, yine klasik kayiplarda saglam olmayan siniflandiricilarin ortaya ¢ikmasina sebep

olmaktadir.

Bu noktadan hareketle saglam kayip fonksiyonlarmin hangi &zellikleri tasimasi gerektigi
Masnadi-Shirazi vd. [38] tarafindan asagidaki maddeler ile verilmistir (Ly(y, t) = ¢(yt)):

e Smiflandiriciya uzak olan gézlemler i¢in belli noktadan sonra sabitlesmis kayip degeri

verilmelidir:
¢'(0) = ¢p'(=0) =0 (3.1)
e Yanlis simiflandirma i¢in sinirlandirilmis ceza uygulanmalidir:
$(—00) =y < o0 (3.2)

e Dogru siniflandirma i¢in yanlis siniflandirmadan daha az olacak sekilde sinirlandirilmig

ceza uygulanmalidir:
0 < ¢p(0) =k, <k, (3.3)
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e Ayrim sinir cezalandirmasi olmalidir (margin enforcing):

$(0)>0 (3.4)

Bu kosullarin saglanmasi igin smiflandirict ve siniflandiriciya ait olan risk fonksiyonu, y (v) =

fHEH [ (=v)] ve —J[v] = Cylv] esitlikleri altinda asagidaki kosullari saglamalidir:

[F11(e0) = [f 1] (—o0) = 0 (3.5)
Fi() > 2 = £1(0) (3.6)
€5(05) > 0 3.7)

ColF ()] + (o) > 0 (38)

Colf ()] + y(—o0) < o (3.9)

Boosting algoritmalar icin o©nerilen saglam kayip fonksiyon mantigi, temel olarak
smiflandirictya  olan uzakliga gore verilecek cezalarin  miktarlarin1  sinirlandirarak
simiflandiricinin  daha tutarli ¢oziimler vermesini amaglamaktadir. Bu noktadan hareket
edildiginde Masnadi-Shirazi vd. [38] tarafindan tanjant kayip fonksiyonu ve bu kayip

fonksiyona bagli boosting algoritmasi 6nerilmistir.

3.4. Tanjant Kayip Fonksiyonu
Kosullu risk minimizasyonu simnifsal olasiliklarin elde edilmesiyle iliskilidir. Aslinda kayip
fonksiyonu minimize ederken buradaki amag, asagidaki beklenen kazanci maksimum yapan

olasilik kestiricisi 7} degerini bulmaktir:

I, %) =nh(H) + (1 —mI.() (3.10)

Esitlikteki I; (), y = 1 olayinda 1} tahmini igin elde edilen kazanim, I_;(#), y = —1 olayinda
) tahmini icin elde edilen kazanimdir. I, (%) ve I_,(#) fonksiyonlarinin beklenen kazancin

maksimum olmasi1 7} = 7 esitligi ile saglanmaktadir. Bu durumda,

I(m,h) <I1(mn) =] (3.11)

denklemi i¢in esitlik ancak 7 =7 durumunda saglanmaktadir. Esitligin saglanmasi igin
maksimum kazanim fonksiyonu J(n)’in tam konveks olmasi ve asagidaki esitliklerin

saglanmasi gerekmektedir [61]:
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Lm =]+ @ -n)] () (3.12)
I_1(m) =J@m) —nJ' () (3.13)

Riskin minimize edilmesi ve beklenen kazang ve olasilik ile ilgili ¢ikarimlar iizerinden yola
¢ikan Masnadi-Shirazi vd. [38] tanjant kaybin1 6nermislerdir. J(n) = J(1 — n) esitliginin ve f

tersinirken f~1(—v) =1 — f~1(v) simetrisinin saglanmasi durumunda yukarida esitlikleri

verilen I;(.) ve I_4(.) fonksiyonlari I;(1) = —¢(f(n)) ve I_1(n) = —p(—f(m)) Esitlik
(3.14)’teki kayip fonksiyon igin saglanir:

¢w) = ~JIf W] = (1= W) W] (3.14)
Bu durumda beklenen kazanimin maksimum edilmesi ile riskin minimize edilmesi arasindaki
iliski C () = —J (1) esitligi lizerinden ifade edilebilmektedir. Yani, J(7) = —Cg () esitligi
diisiiniildiigiinde Cy(n) ve fy fonksiyonlari tanimlanarak kayip fonksiyon Esitlik (3.14)
kullanilarak elde edilebilir. Burada kosul olarak f~1(—v) = 1 — f~1(v) olmali ve Ce(n) tam

konkav olmalidir.

Bu ozelliklerden hareket ederek Cg (1) = 4n(1 — n) ve Sekil 3.1°de verilen baglanti fonksiyonu
f(n) = tan(n — 0,5) alindiginda kayip fonksiyonu formiilii iizerinden Esitlik (3.15)’teki gibi
bir 6neri getirilmistir:

¢ (v) = [2arctan(n) — 1]? (3.15)

06 Tanjant Baglanti Fonksiyonu Tanjant Baglanti Fonksiyonu Tersi

04 r
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Sekil 3.1. Tanjant Fonksiyonu ve Tersi

Onerilen fonksiyonun grafigi Sekil 3.2’deki gibidir.
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Sekil 3.2. Tanjant Risk Fonksiyonu ve Kayip Fonksiyonu

Karesel bir risk oldugu ve Cg (1) nin konveks oldugu bilinmektedir. Ayrica f ~1°in var oldugu

(f~Y(v) = arctan(v) + 0.5) ve simetrik olma dzelligini sagladig1 goriilmektedir. Bu noktadan
hareketle f~1(v)’in S-tipi bir fonksiyon olmasi ve smirli olmasi gerektigi tartisilmistir. Bu
ozellige sahip olan f~1(v) fonksiyonunun tersi almarak f(n) elde edilebiliyorsa ve riskin

minimizasyonu i¢in gerekli olan sartlari sagliyorsa kayip fonksiyon onerilebilir.

3.5.  Oneri: Gudermannian Kayip Fonksiyonu

Bir 6nceki alt bolimde belli 6zellikler tizerinden kayip fonksiyon elde edilebildigi ve bu kayip
fonksiyonlardan biri olan tanjant kayip fonksiyonu agiklanmistir. Ters fonksiyonun S-tipi
fonksiyon olacag: diisiiniildiigiinde olasilik dagilim fonksiyonlar1 kullanilabilir. Ancak yanlis
smiflandirma ve dogru siniflandirmada farkli cezalandirma degerleri igin trigonometrik

fonksiyonlarin kullanilmasi 6nerilebilir.

Masnadi-Shirazi [26], ters fonksiyonun cosh ve sec oldugu ve risk fonksiyonun en kiigiik
kareler alindigi durumda hem bayes tutarli hem de saglam olan kayip fonksiyonlarin elde
edildigini gostermistir. Bu yontemlerle elde edilen iki kayip fonksiyon Esitlik (3.16)’da ve
Esitlik (3.17)’de verilmistir:

_ 4 i -V 4 i —n )\’
Geosn(V) =1+ Earcsm (7) + = arcsin (7) (3.16)

a- m> 4 <a = m>
(3.17)

4
Gsec(v) =1+ Z arcsin ( 5 + = arcsin 7o
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Iki kayip fonksiyonun ceza degerleri Sekil 3.3 ten takip edilebilir.

Cosh Kayip Fonksiyonu Sec Kayip Fonksiyonu

-10 -8 -6 -4 -2 0 2 4 6 8 10
Kayip Degeri Kayip Degeri

Sekil 3.3. Cosh ve Sec Kayip Fonksiyonlari

Yukaridaki kayip fonksiyonlarin en biiyiik 6zelligi yanlis siniflandirmaya oldugu gibi dogru
siiflandirmaya da ceza vermesi ve ceza miktarinin yanlis siniflandirma cezasindan daha az
olmasidir. Ayn1 sekilde tanjant kayip fonksiyonu da benzer 6zelligi tasimaktadir. Tanjant kayip
fonksiyonunun Sekil 3.3’te verilen fonksiyonlardan farki daha hizli sekilde ceza vermesi ve
daha hizli sabitlesmesidir. Siniflandiriciya yakin ve yanlis siniflandirilmis goézlemlerin
siiflandirict iizerindeki etkisini azaltmak i¢in Tanjant kayip fonksiyonundan daha hizli ceza
veren ve daha hizli sabitlesen bir kayip fonksiyona ihtiya¢ duyulmaktadir. Trigonometrik
fonksiyonlar gibi ters fonksiyon 6zelligini tasiyan fonksiyonlardan biri de Esitlik (3.18)’de

verilen Gudermannian fonksiyonudur:
arcsin(tanh(n)) (3.18)

Gudermannian fonksiyonu trigonometrik fonksiyonlar arasinda gecis saglayan bir fonksiyondur
ve genel yazim sekli Esitlik (3.19)’da verilmistir:

n

gdn) = j; cosh(D) dt,—oo <n < o (3.19)

Esitlik (3.19) haricinde Gudermannian fonksiyonu birden ¢ok sekilde yazilabilir ve bu esitlikler
Esitlik (3.20)’de verilmistir:

gd(n) = arcsin(tanh(n)) = arctan(sinh(n)) = arccsc(coth(n))

= sgn(n) arccos(sech(n)) = arcsec(cosh(n)) = 2 arctan (tanh (% n))

= 2 arctan(exp(n)) — %T[ (3.20)
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Tersi alinabilen bir fonksiyon olmasi 6zelligi de kayip fonksiyon igin kullanimini uygun
kilmaktadir. Gudermannian fonksiyonun tersi Esitlik (3.21)’de ve farkli yazilimlar1 Esitlik
(3.22)’de verilmistir:

d-l()—fn dt, - <n<s 3.21
g n_ocos(t)'ZnZ (3.21)
1+sin(n)| 1. |1+ sin(n)
-1 _ — —
gd—*(n)=1In —cos(n) > In ‘—1 —sin) In|tan(n) + sec(n)|

1 1
=ln ’tan (—n + —n)’ = arctanh(sin(n)) = arcsinh(tan(n)) = arccoth(csc(n))

4 2
= arccsch(cot(n)) = sgn(n) arccosh(sec(n))
= sgn(n) arcsech(cos(n)) (3.22)

Bu durum i¢in Gudermannian fonksiyonunun tersi baglanti fonksiyonu olarak ele alinsin:
f(m) = arcsinh(tan(n — 0,5)) (3.23)

Tanjant baglanti fonksiyonu ve Gudermannian baglant1 fonksiyonu arasindaki farklilik Sekil

3.4’ten takip edilebilir.

Tanjant Baglanti Fonksiyonu Gudermannian Baglanti Fonksiyonu
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0.4 1 0.4

0.2 1 0.2

0 0
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-0.2 1 -0.2

-0.4 -0.4

-0.6 -0.6
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1

7n Degeri n Degeri

Sekil 3.4. Tanjant ve Gudermannian Fonksiyonlar1
Gudermannian fonksiyonu f~1(v) olarak alindiginda asagidaki gibidir:
f~1(v) = arcsin(tanh(v)) + 0,5 (3.24)

Esitlik (3.24)’teki 0,5 degeri, ayrim sinirlarinda cezalandirma uygulanmasi ve bayes tutarliligin
saglanabilmesi (n = 0,5 durumunda f(n) = 0) icin yapilan diizenlemedir. Tanjant ve

Gudermannian baglant1 fonksiyonlarinin tersi Sekil 3.5 ten takip edilebilir.
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Sekil 3.5. Tanjant ve Gudermannian Fonksiyonlar1 Tersi
f~*(v) = arcsin(tanh(v)) + 0,5 ve risk Cy(n) = —J(n) =4n(1 —n) scklinde kabul

edildiginde ¢p(v) = —J[f ()] — (1 = F1())J'[f 1 (v)] esitliginden ve J'(n) = —4(1 —
2n) esitliginden kayip fonksiyon asagidaki gibi elde edilir:

4[arcsin(tanh(v)) + 0,5][0,5 — arcsin(tanh(v))]
4[0,5 — arcsin(tanh(v))][—2 arcsin(tanh(v))]

= 4[arcsin(tanh(v)) + 0,5][0,5 — arcsin(tanh(v))]
— 8[0,5 arcsin(tanh(v)) — arcsin(tanh(v))?]

= [2 arcsin(tanh(v)) — 1]?

o)

+

¢ (v) = [2 arcsin(tanh(v)) — 1]? (3.25)

Kayip fonksiyon genel olarak saglam kayip fonksiyon 6zelliklerini tagimasiyla birlikte diger
trigonometrik fonksiyonlardan elde edilen yontemlere benzemektedir. Diger trigonometrik
fonksiyonlardan farki, Gudermannian kayip fonksiyonunda cezalandirma daha hizli sekilde

artar ve sabitlesir.

Sekil 3.6’dan da gozlenebilecegi gibi tanjant fonksiyonunun artisina nazaran Gudermannian
fonksiyonu hizla ceza arttirmakta; daha sonra tanjant fonksiyonunda oldugu gibi
sabitlesmektedir. Cezalar sinirlandirilmaktadir ve dogru siniflandirma, yanhs siiflandirmadan
daha az sekilde ceza almaktadir. Kaybin degeri, yani simiflandiriciya uzaklik arttikca kayip
fonksiyonlarin vermis oldugu ceza aynidir. Bu kayip fonksiyonun sinir degerlerine fazla ceza
vermesi sayesinde smiflandiriciya yakin yanlis siniflandirilmis gézlemlerin siniflandiricinin

kararliligini etkilemesi 6nlenebilir.
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Sekil 3.6. Tanjant ve Gudermannian Kayip Fonksiyonlar1 ve Farklar
3.6. Gudermannian Kayip Fonksiyon Ozellikleri
Riskin minimize edilmesi igin risk fonksiyonu Cg(n) = —J(n) = 4n(1 —n) ve kosullu risk
Co(m =ned(f) + (1 —n)p(—f) olmak iizere asagidaki Esitlik (3.26) saglanmalidir. Sekil
3.7°de verilen Cg () 6nceden belirlenerek formiille kayip fonksiyonu elde edildiginden kosul
saglanacaktir:
Co(m =ndp(f) + A —mo(=f7)

= n(2 arcsin(tanh(arcsinh(tan(n — 0.5)))) — 1)?

+ (1 = n)(2 arcsin(tanh(—arcsinh(tan(n — 0.5)))) — 1)?

=4n(1—-n) (3.26)

Kosullu Risk Grafigi
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Sekil 3.7. Gudermannian Risk Fonksiyonu
J(m) =J( —n) ozelligi de J(n) = —4n(1 — n) oldugundan saglanmaktadir.

7Y (—=v) = 1 — f~1(v) esitliginin saglandig1 asagidaki gibi goriilebilir:
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f~Y(—v) = arcsin(tanh(-v)) + 0,5 = —arcsin(tanh(v)) + 0.5
=1 — (arcsin(tanh(v)) + 0,5)
=1-f(v) (3.27)

Bu kosullar bayes tutarlilik ve riskin minimizasyonu i¢in gerekli olan ve formiille elde edilen
kayip fonksiyonun sagladigi 6zelliklerdir ancak gosterimlerle yeniden agiklanmistir. Saglam
oOzellikler i¢in BolUm 3.3’te verilmis olan maddelerin gegerliligi incelenmek istendiginde kayip

fonksiyonun tirevi icin Sekil 3.8 cizilerek ¢p'(0) = ¢'(—o0) = 0 oldugu gériilmiistiir.
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-1000 -800 -600 -400 -200 O 200 400 600 800 1000 -1000 -800 -600 -400 -200 O 200 400 600 800 1000
Degerler Degerler

Sekil 3.8. Kayip Fonksiyon ve Tiirev Degerleri

Sekil 3.8’de gorildiigli gibi yanlis siniflandirma i¢in smirlandirilmis ceza uygulanmakta
(p(—0) = k; < ©); dogru siniflandirma i¢in yanlis siniflandirmadan daha az olacak sekilde
sinirlandirilmig  ceza uygulanmaktadir. (0 < ¢p(0) = k, < k;). Gudermannian kayip
fonksiyonu ayrim smir cezalandirmasi kosulu ¢(v) = [2 arcsin(tanh(v)) — 1]? fonksiyonu
icin ¢(v) =0,5> 0’dir. Fonksiyonun saglam kayip icin gerekli oOzellikleri sagladigi
goriilmiistiir. Gudermannian kayip fonksiyonui¢in y (v) = f~1(—v)xJ'[f ~1(—v)] ve —][v] =
Celv] olmak tizere gerekli kosullar Esitlik (3.28)- Esitlik (3.33)’te incelenmistir:

[f 7' (®0) = {1 — tanh()? = 0 (3.28)

[f ' (—) = {/1 — tanh(—)2 = 0 (3.29)

f~1() = arcsinh(tan()) + 0,5 = 2.5708 > % = f71(0) (3.30)
C;(0.5) = 4(0,5)(0,5) =1>0 (3.31)
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Colf ()] +y(e0)
= 4[arcsin(tanh(e)) + 0,5] [0,5 — arcsin (ta”h (Ozo))]

+ [arcsin(tanh(—)) + 0,5]4[2(arcsin(tanh(—x)) + 0,5) — 1]

[n+1” [ l=1-n?+2n%-2n = (1 —1)?
- (3.32)

Coplf 1 (0)] + y(~)
= 4[arcsin(tanh(e)) + 0,5][0,5 — arcsin(tanh())]
+ [arcsin(tanh(e)) + 0,5]4[2(arcsin(tanh(w)) + 0,5) — 1]

T+ 1 1+n
[ [ [ ]=1-—7?+2n%+ 21 = (r + 1)?

(3.33)

TUm Kosullarin saglandig esitliklerle de gosterilerek Masnadi-Shirazi [26]’de saglam kayip
fonksiyon Ozellikleri olarak tanimlanan tiim maddeler incelenmistir. Gudermannian kayip
fonksiyonu kullanilarak GudermannianBoost algoritmasi yazilabilir. Ancak 0Oncesinde
TanjantBoost algoritmasinda istatistiksel tutarlilik i¢in olasilik degerlerinde bir diizeltme

yapilmistir.

3.7.  TanjantBoost Algoritmasinda Bir Diizeltme

Masnadi-Shirazi vd. [38]’nin onerdikleri algoritmada baslangi¢ olasilik degerleri siniflandirict
fonksiyon kullanilarak yeniden hesaplanmaktadir. Ancak verilen algoritmanin olasilik degerleri
0-1 arasinda olmadigindan hem baslangi¢ olasilik degerleri hem de bu degerler iizerinden
hesaplanan agirlik degerleri hesaplanamamaktadir. Kobetski ve Sullivan [27], olasilik degerleri
Uzerindeki sorunu gorip w agirliklari tizerinden gradyan azalis yontemi ile ¢oziim tiretmislerdir.
Ancak yapilan benzetim g¢aligmasinda TanjantBoost sonuglari, diger yontemlere gore iyi
sonuglar vermemistir. Calismanin bu boliimiinde LojitBoost algoritma mantigi [62] kullanilarak
R programinda TanjantBoost kodlamasi yazilmis ve p degerini 0-1 araligina indirgeyen gerekli
diizeltme yapilmistir. Diizenleme sonucunda simiflandirict fonksiyon degeri negatif olan
g06zlemin olasiligi 0,5 altinda ve simiflandiric1 fonksiyon degeri pozitif olan gdzlemin olasiligi
0,5 iistiinde olacak sekilde diizenlenmis, ayrica agirlik degerleri de olasilik degerleri tizerinden

bulundugu i¢in siniflandirma, istatistiksel siniflandirma yontemine benzetilmistir. Algoritmalar
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Cizelge 3.1°de verilmistir. Algoritmada degistirilen olasilik degeri p ve yeniden formiile edilmis
p degeri Esitlik (3.34)’teki gibidir:

Peski = arctan(f) +.5

arctan(f) — arctan(—)
Pyeni =

arctan(o) — arctan(—o) (3.34)

Belli araliktaki siniflandirict fonksiyon degeri i¢in olasilik ve agirlik degerlerini veren grafikler
cizdirilmistir. Elde edilen grafikler incelendiginde p degerinin dogru atanmasinin w agirlik

degerlerindeki dogrulugu sagladigi goriilmektedir.

w degerinin p olasilik degeriyle iliskisi Sekil 3.9 tizerinden incelenebilir.

05 00
\ |
0
025
\
0

A0
W2

-20

p1 p2

Sekil 3.9. TanjantBoost Algoritmalar1 Agirlik Degerleri

p degerinin 0,5 ‘ten kii¢iik olmasi -1 sinifinda yer almasi; 0,5’ten biiyiik olmasi ise +1 sinifinda
yer almasi durumudur. 0,5 civarindaki p degerine sahip gozlemlerin siniflarinin belirlenmesi
zordur. Ayrica bu p degerlerinin w degerleri en biiyiik olanlardir. Bu degerlere gore

minimizasyon yapilmasi yontemin ilk adimidir.

TanjantBoost yonteminde olasiliklar ve agirliklar i¢in elde edilebilecek degerler Sekil 3.10°da
cizdirilmistir. Sekilden de izlenebilecegi gibi 0,5 olasilik degerine yakin gézlemlerin agirliklar
artmaktadir. Bu durum sayesinde siniflandiriciya yakin olanlara daha fazla agirlik vererek ayrim

tabanli bir ¢ozlim saglamaya c¢aligilmaktadir.
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Cizelge 3.1. TanjantBoost ve Diizeltilmis TanjantBoost Algoritmasi

TanjantBoost Algoritmasi

Girdiler: D = {(x1,y1), .., (xn, ¥2)} veri kiimesi olmak
uzere, ye{l,—1} smiflari  belitticken M, zayif
siiflandiricilarin sayisini belirlemektedir.

Baslangic Degerleri: Her n®(x,) = 0,5°dir.
fOE =0

Dongu 1.

iigin

m = {1,2, ..., M} igin asagidaki islemler devam ettirilir.

(m

y = 1smufiigin z; ) agagidaki esitlikteki gibi alinir:
2™ = —(n = D + tan?(n — .5))

(m

y = —1 sifi igin z; ) asagidaki esitlikteki gibi alinir:
2™ = —n(1 + tan?(y — 5))

L

Agirliklar ise agagidaki formiille elde edilir:

w™ =0 () (1 -1 ()

wl.(m) = wl-(m) / toplam(wi(m))

Dongu 2.
k={12,..,K} icin  (qx))m =
i Wi(m)q(xl-) olmak iizere asagidaki en kiigiik kareler islemi
coziimlenir:
o = (Dy{Pr (x)zidw — (Pr (xi)wlZidw
P DulPE @) — (D ()

_ (D1 () lzidw — (Dre (i) w{Pre (X Zi D
k (Dy{Pr ()l — (i ()2

Dongl 2 Sonu
[ 2
k* = a‘r‘gmklnz Wl(m) (Zi - a¢k¢)k(xi) - bd’k)
i

by

Ilgili k* degeri iizerinden riskin minimizasyonunu saglayan
onemli degisken iizerinden siniflandirict fonksiyon elde
edilir.
f(mﬂ) (x) = f(m)(xi) + (ag, Pr(x) + by,)
n+ D (x;) = arctan(f™+D(x,)) +.5

Dongu 1 Sonu
Ciktt:  h(x) = sgn[f® (x)]

Algoritma Sonu.

TanjantBoost (Diizeltilmis) Algoritmasi

Girdiler: D = {(x1,y1), ..., (xp, ¥o)} veri kiimesi olmak
uzere, ye{l,—1} simflari  belirtitken M, zayif
smniflandiricilarin sayisini belirlemektedir.

Baslangic Degerleri: Her iicin 7®(x,) = 0,5°dir.

fO@ =0
Dongu 1.
m = {1,2, ..., M} igin asagidaki igslemler devam ettirilir.

(m

y = 1smifiigin z; ) asagidaki esitlikteki gibi alinir:
zl.(m) =—n—-D(1+ tan’*(n —.5))

(m

y = —1 smfi igin z; ) asagidaki esitlikteki gibi alinir:
Zi(m) = —n(1 + tan?(n — .5))

Agirliklar ise agagidaki formiille elde edilir:
w{™ =1 G (1 -7 (x)

wi(m) = wi(m) / toplam(wi(m))

Dongu 2.

k={12,...K} icin  (qx))m =
Yi Wi(m)q (x;) olmak tizere asagidaki en kiiciik kareler iglemi
cozimlenir:
A (Dw{Pr (x)zidw — (Pre (xi)Dw(zidw
P (DulDE e — (b))%

b = (D1 () wzdw — (Dre (i)l Dre (X Zi D
P (Dwl(pZx)w — (D ()3

Dongl 2 Sonu
[ 2
k* = a‘rgmklnz Wi(m)(Zi - a¢k¢)k(x[) - b¢k)
i

Ilgili k* degeri iizerinden riskin minimizasyonunu saglayan
onemli degisken iizerinden siniflandirict fonksiyon elde
edilir.

f(mﬂ)(xi) = f(m)(xi) + (ag, Pr(x) + bg,)

arctan(f ™*V(x;)) — arctan(—oo)

(Mm+1)(y.) =
1 (x:) arctan(oo) — arctan(—oo)

Dongu 1 Sonu

Ciktt:  h(x) = sgn[f®™ (x)]

Algoritma Sonu.
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Sekil 3.10. TanjantBoost Algoritmalari Olasilik ve Agirlik Degerleri

Agirliklarin TanjantBoost yonteminde 6nemini gormek icin basit bir veri kiimesi tiiretilerek bir
smiflandirma yapilip sonuglar incelenebilir. Uretilen veri kiimesi, gozlem numaralari {izerinde
olacak sekilde gozlemler, gercek simniflandirict fonksiyonu ve siniflandirma sonuclar farkli

renklerle Sekil 3.11°den incelenebilir:

Benzetim Verisi 1 (Siniflandirici: x2=0)

yk

05

0.0

x2
>

6 14 05
3

35
3?29

Sekil 3.11. TanjantBoost Algoritmasi icin Ornek Veri Sagilimi
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X, = 0 dogrusunun istii 1, alt1 -1 smifi olarak ayrilmistir. Yanlis siniflandirma saglamak igin -
1 sinifinin i¢inde belli bir alanda +1 siniflar1 olusturulmustur. Agirliklar ve siniflar i¢in olasilik
degerleri takip edebilmek amaciyla iiretilmis olan 40 gozlem, gozlem numaralariyla takip
edilmistir. Algoritmanin her adiminda en anlamli bulunan degiskenin iizerinden siniflandirma
yapilmaktadir. Her dongii sonucunda elde edilen fonksiyon degerlerinin toplami sonucunda

gbzlemlerin siiflar1 belirlenmektedir.

Bir algoritma adimi1 sonrasinda elde edilen olasilik degerleri ve olasilik degerleri tizerinden elde

edilen agirlik degerleri Sekil 3.12°de verilmistir:

0.035

o

~ 7 6 14 18

3T 38
16 1
g 1 22 26 30 20
© |55 o
& 34 23 3 2 7
12 15 o £l 40
2 w . 27
o 9
S 7 24 " 1 28
S 345

=% 18 2 o . 19 5730

=] ° 1;4 SR %

o 38 23 32

1 2
7 2 2 21 36
9 2 5 25 33
335 o
o 10 29 3739
o 21 25 36 8
22 20
o 11 -
S s 16

Index Index

Sekil 3.12. TanjantBoost Algoritmasinda Ornek Verinin Olasilik ve Agirlik Degerleri

Olasilik degerleri incelendiginde 18. gozlem, -1 smifinda 0,5’e¢ en yakin gozlem olarak
bulunmustur. 16. gozlem ise +1 smifinda yer alip siniflandirictya en uzak pozisyondadir.
Agirliklardan bu durum incelendiginde en biiyiik degeri 18. gézlem alirken 16. gdzlem en diisiik
degeri almistir. Burada olasilik ve ilgili agirlik degerleri siiflandiriciya uzakliga gore elde

edilirken z degerleri lizerinden de yanlis siniflandirmanin minimizasyonu yapilmaktadir.

Yontemin LojitBoost’tan temel farki, tanjant kayip fonksiyonu kullanmasi ve dogru
siniflandirmaya da bir ceza degeri vermesidir. BrownBoost yontemi de ayni sekilde kayip
fonksiyon ve algoritma degisimi ile daha saglam bir yapiy1r ve kararli bir smiflandirici

olusturmaya caligmaktadir.
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3.8. GudermannianBoost Yontemi

Boosting yontemlerin temel amaci, zayif 6grenicilerin dogrusal birlesim uzayinda gradyan

azalg kullanarak deneyimsel riski (R = X; ¢(vf(x))) minimize etmesidir. S(x) = XL, r#(x)

karesel toplami i¢in giincelleme adimi x™*1 = x™ + _Z(Tx) seklindedir. LojitBoost [23], x;

dx

gozlemleri yerine olasilik kestirim degerlerini  (%(x;)) kullanmanin daha uygun olacagi
noktasindan hareket etmektedir [26]. Gudermannian kayip fonksiyonu Boliim 3.5 ve Bolim
3.6’da verilmistir. Gudermannian kayip fonksiyonu ic¢in LojitBoost mantig1 kullanildiginda
r(n) = 2arcsin(tanh(yf(7))) — 1olur ve bu durumda optimizasyon problemi asagidaki
gibidir:

N
f*= argm;n;(z arcsin(tanh(yf(n))) — 1)? (3.35)
Gauss adim giincellemesi i¢in esitligin son hali asagidaki gibidir:

n+l _ n _ n T(U)
f* = =fm" +Af(m) = f)" ——- (3.36)

on

2arcsin(tanh(yf(m))) — 1

= ()" — 3.37
= Gamh Gy (337
)" - arcsin(tanh(yf(n))) — 0,5 (338)

yy/1 = (tanh(f()y))?

Dogrusal regresyon modeli, z(n)’i yakinsatmak i¢in kullanilabilir. Siniflar ig¢in z(n) = Af(n)

asagidaki gibidir:
_ .. _ arcsin(tanh(arcsinh(tan(n-0,5))))-0,5
Y= 1 smufy lemn Z(n)l - J/1-(tanh(arcsinh(tan(n—0,5))))2 ] (3'39)
_ .. _ arcsin(tanh(arcsinh(tan(n-0,5))))+0,5
y = —1smifiiginz(n)_, = J/1—(tanh(arcsinh(tan(n-0,5))))?2 ] (3.40)

Baska bir formda yazilmak istenirse asagidaki gibi elde edilebilir:
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arcsin| ——20@M-05) -0,5
/1+(tan(n—0,5))2
[1—(tan(n—0,5))2]

1+(tan(n—-0,5))2

y = 1 sinifi i¢in z(n), (3.41)

arcsin(—tan(n_o's) >+0,5
/1+(tan(‘r]—0,5))2

— 42
[1—(tan(n—o,5))2] (3 )
1+(tan(n-0,5))2

y = —1 smfi i¢in z(n) _;

LojitBoost mantigiyla hareket eden TanjantBoost algoritmasi ornek alindiginda
GudermannianBoost yontemi de agirliklar (zerinden benzer bir siniflandirma uygular.

GudermannianBoost algoritmasi Cizelge 3.2 deki gibidir:

Cizelge 3.2. GudermannianBoost Algoritmasi

Girdiler: D = {(x1,¥1), ..., (xp, ¥)} Vveri kimesi olmak Dongu 2.
uzere, ye{1,—1} simflart  belirticken M, zayif
siniflandiricilarin sayisini belirlemektedir. k={12,..,K} icin {(q(x))m =2 Wi(m)q (x;) olmak

lizere asagidaki en kiiciik kareler islemi ¢oziimlenir:
Baslangic Degerleri: Her iicin 7™ (x;) = 0,5°dir.

fO@ =0 0 = (D (x)zidw — {Di (x)dw{zidw
Déngl 1. P DR — (B
. . .. L (Pr () wlZdw—{(Pre () w(Pre (xi)Zi)
m = {1,2, ..., M} igin asagidaki islemler devam ettirilir. b¢k = 2k ‘<1>X<¢)’£"(Vm))vf_<;k"(vxﬁ)})‘av LW
y =1 smifi ig_:in Zi(m) asagidaki esitlikteki gibi almlr:_ Déng 2 Sonu
. tan(n — 0,5) min
- . _ (m) 2
S <J T+ (G 0507 K=args Z wi (2 = ag Pi(x) — by,)
z; T =— i
_ - 2 .
E Etan(n g'g)gz] Ilgili k* degeri tizerinden riskin minimizasyonunu
+ (tan(y — 0,5) i saglayan onemli degisken iizerinden siniflandirici
fonksiyon elde edilir.
y = —1 sinifi i¢in Zi(m) asagidaki esitlikteki gibi alinir: N N
[ 1 FOD () = FM(x) + (ag, Px(x;) + bg,)
. tan(n — 0,5)
arcsin +0,5 (m+1)
Lo _ J1+ (an(n — 0,5))2 7D (x,)
; = — . Fm+1)(4.)) _ : Fm+1) (,..
1— (tan(y — 0.5))2 _ arcsin(tanh (f (xl)) arcsin(tanh (f (xL))
1+ (tan(y — 0,5))2 arcsin(tanh(c)) — arcsin(tanh(—))

Dongii 1 Son
Agirliklar ise agagidaki formiille elde edilir: gt .

Wi(m) _ U(m)(xi) (1 . n(m)(xi)) Cikti: h(x) = sgn[f(M)(x)]
Wi(m) - Wi(m)/toplam(wi(m)) Algoritma Sonu.
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Algoritma ayni olsa da iki yontemde ortaya ¢ikan farkliliklar, Gauss adimindan, kullanilan
Gudermannian fonksiyonundan ve baglanti fonksiyonundan olugmaktadir. Agirliklandirilmis en
kicuk kareler ¢ozimlemesi sonucunda elde edilen degiskene ait fonksiyon degeri (izerinden
siiflandirma yapilabilir. Fonksiyonlarin sinif degerlerine gore almis oldugu n degerleri Sekil

3.13’ten takip edilebilir:

Gudermannian Kayip Fonksiyonu Gudermannian Kayip Fonksiyonu
- 15 T T . . = 0
ks ks
o o
D 1t 051
s} a
y c
505/ & 1
1 i
>0 - ' : ' > .15

0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1

7 Degerleri n Degerleri
Tanjant Kayip Fonksiyonu Tanjant Kayip Fonksiyonu
~ 15 = 0
Lo s
o o
D 1t 05
a a}
S S
=

:5 0.5} 5
1 i
>0 >.15

0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 038 1

n Degerleri n Degerleri

Sekil 3.13. Farkli Siniflardaki Olasilik Degerleri i¢in Tanjant ve Gudermannian Kayiplari

Gudermannian fonksiyonu, tanjant ve lojistik ile ilgili olasilik ve agirlik degerleri Sekil 3.14’ten
takip edilebilir. TanjantBoost algoritmasinin p degerleri, GudermannianBoost ve LojitBoost
algoritmasindan elde edilen p degerlerinden daha hassas bir yapiya sahiptir.
GudermannianBoost algoritmasi ise siniflandiricilara en yakin gozlemlere en biiyiik agirlik
degerlerini vermektedir. Olasilik degerleri 0-1 degerlerine yaklastik¢a agirliklar, LojitBoost
algoritmasinda oldugu gibi hizlica diismektedir. Bu diisiis TanjantBoost algoritmasinda daha

yavastir.

TanjantBoost ve GudermannianBoost olasilik ve agirlik degerlerini incelemek igin yine 40

gozlem rasgele lretilmis ve Sekil 3.15°te verilmistir.
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Sekil 3.14. Lojistik, Tanjant ve Gudermannian Olasilik ve Agirlik Degerleri
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Benzetim Verisi 1 (Siniflandirici: x2
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Sekil 3.15. Ornek Bir Veri Siniflandirmasi
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Ilgili kayip fonksiyonlarmin karsilastirilabilmesi i¢in olasilik degerleri ve olasilik degerleri

tizerinden elde edilen agirlik degerleri Sekil 3.16 ve Sekil 3.17°de verilmistir.

Q [=]
2 A 5 40
5 10 24 g4, ¢ a1
119 53 36 39 D 16 31
89 27 33
22 28 3 19 15
o | ; 17 % 38 i 26
12
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©
g £ o 17 20 38
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Sekil 3.16. Ornek veri icin GudermannianBoost Olasilik ve Agirlik Degerleri
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Sekil 3.17. Ornek Veri icin TanjantBoost Olasilik ve Agirlik Degerleri

Tanjant olasilik degerleri incelendiginde 18. gézlem, -1 siifinda 0,5’e en yakin gézlem olarak

bulunmustur. 5. gozlem ise +1 smifinda yer alip siniflandiriciya en uzak pozisyonda yer
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almaktadir. Agirliklardan bu durum incelendiginde en biiyiilk degeri 18. gozlem alirken 5.
gozlem en digik degeri almistir. 18. gozlemin yam sira +1 smifinda yer alan 35. ve 40.
gozlemlerin de diger gozlemlere gore yiiksek agirlik degerleri aldigr gorilebilir. 35. ve 40.
gozlemler yanlis sinifta bulunan 12, 14, 20, 26 gézlemlerinin siiflandiriciya olan etkisini dogru
siiflandirilmig ve agirliklar biiyiik olan gozlemler olarak engellemektedir. Bu durum her ne
kadar O6grenme kiimesinde dogru siniflandirma oranmni azaltsa da test kiimesinde yanlig
siniflandirmadan etkilenmeden dogru simiflandirma oranimi yiiksek tutmayi saglamaktadir.
GudermannianBoost ile TanjantBoost mantik olarak ayni hareket eden algoritmalar olsa da
GudermannianBoost agirlik degerlerinin  siniflandirictya  yakin  olan gozlemler igin
TanjantBoost agirlik degerlerinden daha biiyiik oldugu, siniflandiricidan uzaklasildik¢a agirlik
degerlerinin daha hizli azaldig1 goriilmiistiir. Bu durum olasiliklarin Tanjantboost algoritmasina
gore daha homojen olarak dagilmasini saglamaktadir. Sekil 3.16 ve Sekil 3.17 olasilik

dagilimlar tablolarindan bu durum takip edilebilir.

Bu bolimde, TanjantBoost ve GudermannianBoost yontemleri, olasilik ve agirlik degerleri,
kayip fonksiyonlar gibi 6zellikler teorik olarak verilmistir. GudermannianBoost yontemini diger
boosting yontemlerle karsilastirmadan once TanjantBoost ile kiyaslanabilecegi baz1 6zel

benzetim kiimeleri liretilmis ve sonuglar bir sonraki boliimde agiklanmustir.
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4, UYGULAMA

4.1.  TanjantBoost ve GudermannianBoost Benzetim Calismasi

R 3.3.0 programinda caTools paketi LojitBoost [62] algoritmasindaki fonksiyonlar ve alt
donguler yenilenerek TanjantBoost ve GudermannianBoost kodlar1 yazilmistir. TanjantBoost
ve GudermannianBoost algoritmalarindaki farkliliklar, baglanti fonksiyonlari, baglanti
fonksiyonlarmin tersleri ve yontemlerin olasilik degerleridir. Olasilik degerlerinin farkli bir
fonksiyonla iiretilmesi agirlik degerlerini de degistirmektedir. Iki boosting algoritmasindaki
farklilik Bolim 3.5’te anlatildigr gibidir. Bu bélimde yontemler 6grenme ve test klimelerindeki
dogru smiflandirma, duyarlilik ve segicilik (sensitivity and specificity) bakimindan

karsilastirilacaktir. Benzetim ¢aligmasi igin farkli yapiya sahip dort benzetim verisi tiretilmistir:

Benzetim verisi 1: Siniflandiriciya yakin tek bir yonden yanlis siniflandirilmis verilerin oldugu

durumdur.

Benzetim verisi 2: Siniflandiriciya yakin iki yonden yanlis siniflandirilmig verilerin oldugu

durumdur.

Benzetim verisi 3: Smiflandiriciya uzak tek yonden yanlis smiflandirilmis verilerin oldugu

durumdur.

Benzetim verisi 4: Smiflandiriciya uzak iki grubun bulundugu ve siniflandiriciya yakin iki

yonden de yanlis siniflandirilmanin oldugu durumdur.

Uretilmis olan &rnek veriler Sekil 4.1°de verilmistir. Yanlis siniflandirmalar 6grenme veri
kiimesi i¢in aykir1 deger olarak diislinlilmiis ve test kiimelerinde sadece (-10,10) arasinda
iretilmistir. x; = 0 dogrusu gergek siniflandirict olarak kabul edilmistir. Benzetim c¢aligsmasi
i¢in yukarida belirtilen 0zelliklere sahip dort veri klimesi igin sirasiyla 100, 200 ve 300 gézleme
sahip 6grenme kiimeleri olusturulmus, her birinde sirasiyla %5, %10, %15, %20 yanlis
simniflandirma ya da smiflandiriciya uzak ama dogru simiflandirma gozlemleri tiiretilmistir.
TanjantBoost ve GudermannianBoost algoritmalari i¢in kendi dongiileri sirasiyla 5, 10, 15
olarak secilmistir. Ogrenme siirecinden sonra her bir siire¢ i¢in 1000 gdzlemlik test kiimeleri
olusturulmustur. ki ydntem i¢in de 1000 tekrar sonucunda elde edilen ortalama genel dogruluk

orani, duyarhlik ve secicilik degerleri, standart sapmalari ile verilmistir. Kolay incelenebilmesi
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icin gézlem sayilarinin bulundugu 6grenme kiimelerinin sonuglari, sadece 1. benzetim kiimesi

i¢in verilmis, diger veri kiimeleri i¢in verilmemistir.

Sekil 4.1. Benzetim Veri Kimeleri

Yukarida verilen benzetim verilerine iligskin elde edilen sonuglar Cizelge 4.1-Cizelge 4.6’da
verilmistir. Cizelge 4.1°de 1. benzetim kiimesinde gozlem sayisinin 100, bozulma i¢in eklenen
yanlig siniflandirma oranlarinin %5, %10, %15 ve %20; algoritmanin dongii sayilarinin sirastyla
5, 10 ve 15 (A.A.: Algoritma adimi) oldugu durumlar icin elde edilen sonuglar verilmistir.
Sonuglar incelendiginde GudermannianBoost algoritmasi ile elde edilen sonuglarin ¢ok az olsa
da TanjantBoost algoritmasindan daha fazla dogruluk oran1 verdigi goriilmiistiir. Iki algoritmada
da yanlis siniflandirma durumlarinda duyarlilik ve se¢icilik degerlerinin diistiigii goériilmektedir.
Algoritma dongil sayist arttirildiginda dogru simiflandirma oranlarinin arttigi goriilmektedir.
TanjantBoost algoritmasinin kullanildig1 boosting yontemde segicilik degerleri bazi benzetim
adimlarinda daha biiyiiktiir. Ancak genel dogruluk oraninda etkisi olmamistir. Siiflandiricinin
tek tarafina yakin yanlis smiflandirilmis gozlemler oldugunda GudermannianBoost sonuglari
daha biiyiik dogru siniflandirma orani elde etmektedir. 1. benzetim kiimesinde Cizelge 4.2’de
gozlem sayisinin 200 ve Cizelge 4.3°te gozlem sayisinin 300; yanlis siniflandirma oranlarinin
%S5, %10, %15 ve %20; algoritmanin dongii sayilarinin sirastyla 5, 10 ve 15 oldugu durumlar

icin sonuglar verilmistir. Sonuclar gézlem sayisinin artig1 bakimindan incelendiginde dogruluk
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oranlarmin ¢ok az miktarda arttigi, duyarlilik degerinin distiigii ve sec¢icilik degerinin arttigi
goriilmiistiir. Yanlis siniflandirmanin oldugu sinifta tahminlerin dogrulugunun distiigii, diger
grupta daha yiiksek dogru smiflandirma oldugu goriilmektedir. Ancak yanlis siniflandirma %5
oldugunda duyarliligin %5 ten kii¢iik olmasi, %20 oldugunda duyarliliktaki oranin %20 kadar
etkilenmemesi 6grenme veri kiimesindeki siniflandiricinin aradaki fark kadar etkilendigini

gOstermektedir.

Cizelge 4.4°te 2. benzetim kiimesinde gozlem sayisinin 100, bozulma i¢in eklenen yanlig
siiflandirma oranlart %35, %10, %15 ve %20; dongii sayilarinin sirastyla 5, 10 ve 15 oldugu
durumlar i¢in sonuglar verilmistir. Sonuglar incelendiginde GudermannianBoost algoritmast ile
elde edilen sonuglarin TanjantBoost algoritmasindan daha az dogruluk orani verdigi
goriilmiistiir. Siniflandiricinin iki tarafinda da yanlis siniflandirma olmasi durumunda 6grenme
kiimesi i¢in TanjantBoost daha basarili sonuglar vermistir. Ogrenme veri kiimelerinin tahmin
sonuglari incelendiginde yanlis siniflandirma oraninin artmasi 6grenme kiimelerinde genel
dogruluk oraninda azalmalara sebep olmaktadir. Hem duyarlilik hem de segicilik degerlerinin
yanlig siiflandirma oranmi arttik¢ca diigmesi iki sinifin da yanhs siniflandirilan gbzlemlerinin
ogrenme kiimesindeki etkisinden kaynaklanmaktadir. Bu durum hem GudermannianBoost hem
de TanjantBoost algoritmalarinin yanlis smniflandirmadan az etkilendigini gostermektedir.
Ancak siniflandiriciya yakin yanlis siniflandirilmis gézlemlerin, 6grenme kiimesine olan etkisi
TanjantBoost yonteminin yiiksek dogruluk oranina sahip olmasina sebep olmus olabilir. Bu
sonucun etkisi test kiimesinde daha kolay aktarilabilir. Eger test kiimesinde
GudermannianBoost yonteminin daha yiiksek dogruluk oranina sahip oldugu goriiliirse
TanjantBoost algoritmasinin siniflandiriciya yakin yanlis siniflandirilmis gézlemlere daha
duyarli oldugu sonucu ortaya ¢ikacaktir. ki ydntemin de dnemli dezavantaji vardir: Birbirinden
ayrilmasi ¢ok zor olan veri kiimelerinde siniflandirict fonksiyon, gergekten baska sinifta olan
gbzlemi yanlis siniflandirilmis gézlem kiimesi olarak diisiinebilir. Yanlis siniflandirmalara karsi
daha duyarsiz kayip fonksiyon kullanilirken amag, siiflandiriciya yakin yanlis siniflandirma
etkisini test kiimelerinde azaltarak daha basarili tahmin yapmaktir. Cok karmasik yapiya sahip
veri kiimelerinde ayrilabilir farkli bir uzayda siniflandirma yapmak dezavantaj1 engelleyebilir.
DVM’deki ¢ekirdek fonksiyonlarin kullanimi, ayrim tabanli boosting algoritmasinda da

sorunlara ¢6ziim getirebilir.
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Cizelge 4.1. Benzetim Verisi 1°de 100 Ogrenme G6zlemi icin Sonuglar

Benzetim Verisi 1 Genel Dogruluk Orani Duyarlilk Segcicilik
GB B GB B GB B
n Bozulma A.A. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S.
100 0,05 5 0,95362 0,017 0,95337 0,017 0,95416 0,042 0,95311 0,043 0,94756 0,042 0,94785 0,043
100 0,05 10 0,95577 0,017 095477 0,017 0,95571 0,038 0,95333 0,040 0,95167 0,037 0,95148 0,038
100 0,05 15 0,95758 0,016 0,95664 0,016 0,95944 0,031 0,95849 0,032 0,95280 0,033 0,95133 0,035
100 01 5 0,94247 0,021 0,94231 0,021 0,91851 0,060 0,91717 0,051 0,95706 0,049 0,95769 0,049
100 01 10 0,94401 0,022 0,94325 0,022 0,92068 0,043 091769 0,046 0,95949 0,044 0,96009 0,045
100 0,1 15 0,94676 0,021 0,94574 0,021 0,92227 0,038 0,92172 0,040 0,96418 0,038 0,96211 0,040
100 0,15 5 0,93814 0,022 0,93759 0,022 0,87997 0,063 0,87795 0,054 0,97883 0,037 0,97927 0,037
100 0,15 10 0,94076 0,020 0,93935 0,020 0,88489 0,047 0,88117 0,049 0,98065 0,032 0,98067 0,032
100 0,15 15 0,94346 0,020 0,94250 0,020 0,88825 0,041 0,88751 0,043 0,98367 0,029 0,98210 0,030
100 0,2 5 0,93294 0,021 0,93209 0,022 0,84681 0,058 0,84437 0,060 0,99138 0,022 0,99152 0,023
100 0,2 10 0,93608 0,018 0,93428 0,018 0,85325 0,048 0,84877 0,060 0,99311 0,017 0,99289 0,018
100 0,2 15 0,93838 0,017 0,93717 0,018 0,85794 0,044 0,85602 0,046 0,99403 0,015 0,99290 0,018
Cizelge 4.2. Benzetim Verisi 1°de 200 Ogrenme Gozlemi igin Sonuglar
Benzetim Verisi 1 Genel Dogruluk Oram Duyarhhk Secicilik
GB B GB B GB B

n Bozulma A.A. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S.
200 0,05 5 0,95420 0,012 0,95408 0,012 0,95543 0,031 0,95461 0,031 0,95045 0,029 0,95084 0,030
200 0,05 10 0,95530 0,012 0,95475 0,012 0,95551 0,028 0,95343 0,029 0,95281 0,028 0,95337 0,030
200 0,05 15 0,95645 0,012 0,95616 0,012 0,95594 0,025 0,95583 0,026 0,95514 0,026 0,95447 0,027
200 0,1 5 0,94398 0,016 0,94382 0,016 0,91758 0,037 0,91612 0,038 0,96311 0,038 0,96394 0,038
200 0,1 10 0,94571 0,017 0,94505 0,016 0,91773 0,032 0,91490 0,033 0,96668 0,035 0,96759 0,035
200 01 15 0,94715 0,016 0,94643 0,016 0,91860 0,027 0,91867 0,028 0,96933 0,029 0,96769 0,030
200 0,15 5 0,94220 0,015 0,94163 0,015 0,88133 0,037 0,87918 0,038 0,98709 0,023 0,98766 0,022
200 0,15 10 0,94234 0,014 0,94100 0,014 0,87958 0,033 0,87625 0,034 0,98909 0,020 0,98911 0,020
200 0,15 15 0,94582 0,013 0,94523 0,014 0,88416 0,029 0,88398 0,031 0,99206 0,015 0,99096 0,017
200 0,2 5 0,93569 0,014 0,93477 0,014 0,84789 0,038 0,84557 0,038 0,99758 0,008 0,99763 0,008
200 0,2 10 0,93532 0,013 0,93369 0,014 0,84764 0,036 0,84345 0,037 0,99693 0,010 0,99698 0,010
200 0,2 15 0,93930 0,012 0,93879 0,012 0,85581 0,031 0,85494 0,032 0,99825 0,006 0,99787 0,007
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Cizelge 4.3. Benzetim Verisi 1°de 300 Ogrenme Go6zlemi icin Sonuglar

Benzetim Verisi 1 Genel Dogruluk Orani Duyarlihk Segcicilik

GB B GB B GB B
n Bozulma A.A. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S.
300 0,05 5 0,95421 0,010 0,95415 0,010 0,95502 0,025 0,95417 0,026 0,95178 0,025 0,95235 0,025
300 0,05 10 0,95497 0,010 0,95483 0,010 0,95468 0,024 0,95308 0,025 0,95354 0,024 0,95454 0,025
300 0,05 15 0,95530 0,010 0,95502 0,010 0,95525 0,020 0,95542 0,021 0,95433 0,021 0,95346 0,022
300 0,1 5 0,94512 0,014 0,94504 0,014 0,91550 0,029 0,91408 0,029 0,96801 0,031 0,96900 0,031
300 0,1 10 094635 0,013 0,94602 0,013 0,91430 0,026 0,91187 0,027 0,97145 0,028 0,97270 0,028
300 0,1 15 0,94838 0,014 0,94772 0,014 0,91592 0,022 0,91583 0,023 0,97421 0,024 0,97285 0,025
300 0,15 5 0,94330 0,012 0,94267 0,012 0,87790 0,031 0,87575 0,031 0,99232 0,015 0,99282 0,015
300 0,15 10 0,94400 0,011 0,94279 0,011 0,8789 0,027 0,87557 0,028 0,99318 0,014 0,99354 0,014
300 0,15 15 0,94555 0,011 0,94518 0,011 0,88202 0,023 0,88207 0,024 0,99392 0,012 0,99311 0,014
300 0,2 5 0,93539 0,011 0,93457 0,011 0,84499 0,031 0,84288 0,031 0,99912 0,004 0,99919 0,004
300 0,2 10 093536 0,011 0,93383 0,011 0,84510 0,029 0,84129 0,030 0,99910 0,004 0,99912 0,004
300 0,2 15 0,93944 0,009 0,93898 0,010 0,85449 0,024 0,85355 0,026 0,99930 0,004 0,99908 0,004

Cizelge 4.4. Benzetim Verisi 2°de 100 Ogrenme Gozlemi icin Sonuclar

Benzetim Verisi 2 Genel Dogruluk Orani Duyarhhik Segcicilik

GB B GB B GB B
n Bozulma A.A. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama  S.S.
100 0,05 5 0,91530 0,015 0,91532 0,015 0,91447 0,044 091439 0,045 0,91017 0,044 0,91007 0,045
100 0,05 10 0,91757 0,016 0,91716 0,016 0,91547 0,042 0,91484 0,043 091426 0,041 091356 0,042
100 0,05 15 0,91699 0,014 0,91687 0,014 0,91403 0,036 0,91359 0,038 0,91565 0,034 0,91535 0,036
100 0,1 5 0,85777 0,021 0,85797 0,021 0,85518 0,058 0,85559 0,059 0,85227 0,061 0,85203 0,061
100 0,1 10 0,85776 0,020 0,85847 0,020 0,85315 0,054 0,85411 0,056 0,85574 0,053 0,85570 0,055
100 0,1 15 0,85588 0,020 0,85596 0,020 0,85300 0,047 0,85321 0,048 0,85339 0,048 0,85281 0,049
100 0,15 5 0,80618 0,025 0,80658 0,026 0,80231 0,068 0,80269 0,069 0,80161 0,070 0,80183 0,071
100 0,15 10 0,80732 0,026 0,80873 0,026 0,80583 0,063 0,80712 0,065 0,80106 0,065 0,80194 0,067
100 0,15 15 0,80385 0,025 0,80445 0,025 0,80178 0,055 0,80188 0,057 0,80008 0,056 0,80061 0,057
100 0,2 5 0,76305 0,031 0,76365 0,031 0,76104 0,080 0,76157 0,081 0,75612 0,077 0,75659 0,078
100 0,2 10 0,76536 0,032 0,76604 0,032 0,76051 0,071 0,76084 0,072 0,76316 0,071 0,76364 0,073
100 0,2 15 0,75869 0,031 0,75894 0,031 0,75539 0,060 0,75537 0,061 0,75645 0,060 0,75651 0,061
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Cizelge 4.5’te 3. benzetim kiumesinde gozlem sayisinin 100, bozulma i¢in eklenen yanlis
siiflandirma oraninin %5, %10, %15 ve %20; algoritmanin dongii sayilarinin sirastyla 5, 10 ve
15 oldugu durumlar i¢in sonuglar verilmistir. Sonuglar incelendiginde yanhs siiflandirma orani
arttikca Ogrenme kiimesinde dogru smiflandirma orani oldukga diismektedir. Algoritmada dongii
sayisini arttirmak dogruluk oranimi arttirsa da 0grenme kiimesinde dogru siniflandirma oranin
hizlica diismesi, sadece yanlis siniflandirma ile degil ayn1 zamanda siniflandiriciya uzakta olan
yanlis siniflandirilmis gézlemlerin etkisiyle de agiklanabilmektedir. Y 6ntemler karsilastirildiginda,
smiflandiricinin sadece bir tarafinda siniflandiriciya uzak ve yanlis siniflandirilmis veriler icin
GudermannianBoost algoritmasi ile elde edilen sonuglarin TanjantBoost algoritmasindan daha
yuksek dogruluk orani verdigi gorilmistiir. Hem duyarlilik hem de secicilik degerleri yanlis
siniflandirma arttikga diismekte ancak yanlis siniflandirmanin bulundugu sinifin tahmininden

dolay1 duyarlhiligin daha hizli azaldig1 goriilmektedir.

Cizelge 4.6’da 4. benzetim kimesinde gozlem sayisinin 100, bozulma i¢in eklenen yanlig
smiflandirma oraninin %5, %10, %15 ve %20; algoritmanin dongii sayilarinin sirasiyla 5, 10 ve 15
oldugu durumlar i¢in sonuglar verilmistir. Sonuclar incelendiginde yanlis siniflandirma orani
arttikga 0grenme kiimesinde dogru siniflandirma orani oldukg¢a diismektedir. Algoritmada dongii
sayisini arttirmak dogruluk oranini arttirmaktadir. Ancak 4. benzetim kiimesinde test verilerinde
olmayan smiflandirictya  uzak dogru  smiflandirmanin  etkisi  Ogrenme  kiimesinde
gorilememektedir. Yontemler karsilastirildiginda, GudermannianBoost algoritmasi ile elde edilen
sonuglarin  TanjantBoost algoritmasindan daha az dogruluk oram1 verdigi goriilmiistiir.
Siniflandiricr iki tarafta da yanls siniflandirma olmasi durumunda 6grenme kiimesinin tahmininde
TanjantBoost daha basarili sonuglar vermistir. Ancak bu sonug benzetim verisi 2’de oldugu gibi,
test kiimesinde GudermannianBoost sonuglarinin lehine olursa, TanjantBoost algoritmasinin
siiflandiriciya yakin ve yanlis siniflandirilmis gozlemlerden etkilendigi anlamina gelecektir.
Ogrenme veri kiimelerinin sonuglar1 incelendiginde yanlis siniflandirma oranmin artmasi genel
dogruluk oraninda azalmalara sebep olmaktadir. Hem duyarlilik hem de segicilik degerlerinin
yanlis smiflandirma arttikga diismesi iki sinifinda yanlis siniflandirilan gézlemlerinin 6grenme

kiimesindeki etkisinden kaynaklanmaktadir.
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Cizelge 4.5. Benzetim Verisi 3’te 100 Ogrenme Gozlemi icin Sonuglar

Benzetim Verisi 3 Genel Dogruluk Orani Duyarhhk Segicilik
GB B GB B GB B
n Bozulma A.A. Ortalama S.S. Ortalama  S.S. Ortalama  S.S. Ortalama S.S. Ortalama S.S. Ortalama  S.S.
100 0,05 5 0,91441 0,024 0,91271 0,025 10,9189 0,062 0,91493 0,064 0,90483 0,016 0,90481 0,016
100 0,05 10 0,92388 0,019 0,91897 0,021 0,94268 0,049 0,93112 0,053 0,90232 0,021 0,90300 0,021
100 0,05 15 0,93113 0,016 0,92412 0,019 0,95827 0,039 0,94130 0,046 090319 0,019 0,90451 0,017
100 0,1 5 0,83172 0,032 0,82952 0,032 0,82400 0,087 0,81896 0,088 0,83124 0,015 0,83129 0,015
100 0,1 10 0,84644 0,028 0,83925 0,029 0,85839 0,075 0,84171 0,080 0,83016 0,019 0,83039 0,019
100 0,1 15 0,86059 0,024 0,85030 0,025 0,89089 0,065 0,86729 0,069 0,82997 0,018 0,83039 0,017
100 0,15 5 0,74254 0,041 0,73979 0,041 0,69689 0,123 0,69016 0,126 0,76825 0,019 0,76836 0,019
100 0,15 10 0,76396 0,034 0,75615 0,035 0,75070 0,101 0,73219 0,105 0,76652 0,019 0,76661 0,019
100 0,15 15 0,77629 0,032 0,76655 0,033 0,77787 0,095 0,75474 0,099 0,76729 0,020 0,76744 0,020
100 0,2 5 0,65463 0,043 0,65198 0,043 0,55287 0,149 0,54541 0,151 0,71684 0,033 0,71739 0,034
100 0,2 10 0,67656 0,039 0,66929 0,039 0,61336 0,127 0,59516 0,130 0,71262 0,022 0,71293 0,023
100 0,2 15 0,68703 0,037 0,67906 0,037 0,63705 0,120 0,61669 0,123 0,71389 0,023 0,71435 0,024
Cizelge 4.6. Benzetim Verisi 4’te 100 Ogrenme Gozlemi icin Sonuclar
Benzetim Verisi 4 Genel Dogruluk Orani Duyarhhik Segcicilik
GB B GB B GB B

n Bozulma A.A. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama  S.S.
100 0,05 5 0,92264 0,014 0,92266 0,014 0,91976 0,043 0,91961 0,044 0,91999 0,043 0,92003 0,044
100 0,05 10 0,92344 0,014 0,92294 0,014 0,91918 0,038 0,91810 0,041 10,9228 0,039 0,92245 0,041
100 0,05 15 0,92333 0,014 0,92328 0,014 0,92023 0,034 0,92008 0,036 0,92273 0,034 0,92224 0,036
100 0,1 5 0,88001 0,019 0,88013 0,019 0,87408 0,055 0,87406 0,055 0,87957 0,055 0,87966 0,056
100 0,1 10 0,88043 0,019 o0,88071 0,019 0,87939 0,051 0,87956 0,053 0,87587 0,049 0,87578 0,051
100 0,1 15 0,87828 0,018 0,87906 0,018 0,87632 0,043 0,87673 0,045 0,87599 0,043 0,87661 0,045
100 0,15 5 0,84759 0,021 0,84794 0,021 0,84388 0,065 0,84400 0,066 0,84427 0,063 0,84472 0,063
100 0,15 10 0,84854 0,023 0,84928 0,023 0,84543 0,057 0,84621 0,059 0,84609 0,058 0,84640 0,060
100 0,15 15 0,84211 0,021 0,84294 0,022 0,84050 0,049 0,84129 0,051 0,83924 0,049 0,83961 0,051
100 0,2 5 0,82341 0,025 0,82388 0,025 0,81944 0,072 0,81963 0,072 0,82043 0,070 0,82108 0,071
100 0,2 10 0,82306 0,025 0,82384 0,025 0,81703 0,059 0,81757 0,061 0,82387 0,062 0,82456 0,064
100 0,2 15 0,81758 0,025 0,81879 0,025 0,81341 0,054 0,81436 0,055 0,81719 0,055 0,81826 0,057
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Cizelge 4.7°de tiim benzetim verileri i¢in modelin daha 6nce gormemis oldugu 1000 gozlemlik test
verileri iretilmistir. Bu veri kiimeleri yanlis siiflandirma olmadan iretilmistir. Elde edilmis
modellerin tahminleri lizerinden dogru siniflandirma, duyarlilik ve segicilik degerleri verilmistir.
Benzetim verisi 1’de, 6grenme kiimesindeki gozlem sayilar1 degistiginde dogruluk oraninda,
duyarlhlik ve secicilik degerlerinde ¢ok az da olsa artis gozlenmistir. Test kiimelerinde ortaya ¢ikan
bagka bir sonug ise, 2. ve 4. benzetim verilerinde TanjantBoost 6grenme kiimesi i¢in daha iyi sonug
vermis olsa da test kiimesinde bu basariy1 gosterememistir. Yani GudermannianBoost yonteminin
smiflandiriciya yakin olan yanhis smiflandirilmis gozlemlere karsi daha duyarsiz oldugu
sOylenebilir. TanjantBoost 6grenme kiimesinde daha yiiksek dogru siniflama oranina sahipken test
kiimesinde bu basarmin diismesi 6grenme kiimesindeki yanlig siniflandirmanin siniflandiriciya
olan etkilerinden dolayidir. GudermannianBoost sonuglari tek bir benzetim harig, hepsinde
TanjantBoost algoritmasindan daha iyi sonug vermistir. Test kiimelerinde en diisiik dogruluk orani,
ogrenme verisinde olan ancak test verisinde olmayan siniflandiriciya uzak, dogru siniflandirilmis
gozlemler ve siniflandiriciya yakin, yanlis smiflandirilmis goézlemlerin oldugu 4. benzetim
verisindedir. Yine de %20 oraninda yanlis siniflandirma olmasina ragmen test kiimesinde dogru

siiflandirma orani %90’1n altina diismemistir.

Benzetim kiimeleri ayrilabilir siniflardir. Siniflarda farkl etiketlere sahip gozlemlerin aykir1 deger
ya da yanlis siniflandirma olarak kabul edildigi kiimelerdir. Benzetim ¢alismasi sonucunda, test
kiimeleri arasindaki dogruluk oranlar1 karsilastirildiginda yanlis siniflandirmalardan ya da aykari
degerlerden etkilenmeden TanjantBoost ve GudermannianBoost yontemlerinin iyi sonuglar
verdigi, GudermannianBoost yoOnteminin TanjantBoost’a goére dogruluk oranini arttirdig
goriilmektedir. Ayrica GudermannianBoost yonteminin simiflandiricilara  yakin  yanlis
simniflandirma durumunda 6grenme kiimesinden daha az etkilendigi ve test kiimesinde de
TanjantBoost yonteminden daha iyi sonug¢ verdigi goriilmistiir. Yontemler basit siniflandirict
mantifiyla c¢alistigindan her degiskende yanlis siniflandirmadan etkilenmeyecek sekilde
siniflandiricinin segilmesi temel mantiktir. Iki yontem de ayrilmasi zor veri kiimelerinde dogru
siifinda bulunan bazi goézlemler yanhs siniflandirilmis olarak kabul etme dezavantajina sahiptir.
Bu durumun asilmasi i¢in ¢ekirdek fonksiyonlar kullanilabilir ya da algoritmadaki dongii sayisi
arttirtlabilir. GudermannianBoost yonteminin daha detayli incelenmesi i¢in farkli veri kiimelerinde
diger boosting yontemleri ile inceleme yapilabilir. Bir sonraki uygulama ¢aligmasi bazi gercek veri

kiimelerinde yontemlerin karsilastirilmasidir.
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Cizelge 4.7. Tim Benzetim Verileri icin Test Veri Kiimesi Sonuglari

Genel Dogruluk Orani Duyarhhik Segicilik
n Bozulma A.A. GB B GB B GB B
BV1 Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama  S.S.
1000 O 5 0,97042 0,018 0,96977 0,018 0,94814 0,040 094708 0,041 0,99269 0,014 0,99245 0,015
1000 O 10 0,96966 0,016 0,96818 0,017 0,94558 0,036 0,94331 0,038 0,99374 0,011 0,99305 0,012
1000 O 15 0,97204 0,014 0,97147 0,015 0,94822 0,030 0,94792 0,031 0,99587 0,009 0,99502 0,010
BV1
1000 O 5 0,97466 0,013 0,97421 0,013 0,95151 0,028 0,95070 0,028 0,99784 0,005 0,99776 0,005
1000 O 10 0,97348 0,013 0,97258 0,013 0,94933 0,027 0,9478 0,029 0,99759 0,006 0,99727 0,006
1000 O 15 0,97411 0,011 0,97389 0,012 0,94960 0,024 0,94952 0,024 0,99858 0,004 0,99824 0,005
BV1
1000 O 5 0,97543 0,011 0,97499 0,011 0,95197 0,023 0,95111 0,023 0,99883 0,004 0,99881 0,004
1000 O 10 0,97454 0,011 0,97366 0,012 0,95025 0,023 0,94864 0,024 0,99885 0,003 0,99869 0,004
1000 O 15 0,97505 0,009 0,97519 0,009 0,95063 0,019 0,95102 0,019 0,99951 0,002 0,99939 0,002
BV2
1000 O 5 0,98009 0,012 0,97840 0,012 0,97895 0,024 0,97856 0,024 0,97853 0,023 0,97821 0,023
1000 O 10 0,97872 0,013 0,9778 0,013 0,97810 0,023 0,97728 0,024 0,97931 0,021 0,97841 0,022
1000 O 15 0,98194 0,010 0,98129 0,011 0,98126 0,019 0,98081 0,020 0,98260 0,018 0,98177 0,019
BV3
1000 O 5 0,90681 0,039 0,90419 0,040 0,81468 0,080 0,80939 0,082 0,99870 0,005 0,99873 0,005
1000 O 10 0,92030 0,034 0,9118 0,036 0,84442 0,070 0,82715 0,075 0,99622 0,011 0,99662 0,010
1000 O 15 0,93601 0,030 0,92474 0,032 0,87596 0,061 0,85248 0,064 099622 0,010 0,99718 0,009
BV4
1000 O 5 0,97462 0,015 0,97412 0,015 0,97346 0,029 0,97294 0,030 0,97579 0,028 0,97533 0,029
1000 O 10 0,97504 0,014 0,97372 0,015 0,97599 0,025 0,97467 0,026 0,97404 0,027 0,97273 0,028
1000 O 15 0,97951 0,012 0,97815 0,012 0,97914 0,021 0,97775 0,022 0,97989 0,020 0,97856 0,022
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4.2.  Cesitli Boosting Yontemlerde Ogrenme ve Test Kiimeleri Dogru Siiflandirma Oram
Karsilastirmasi

Siniflandirma yontemleri, gozlenmis verileri kullanarak 6grenme siireglerinden gegcmekte ve daha
sonraki verilerin siniflarinin tahmin edilmesini amaglamaktadir. Bu bdlimde DVM ve boosting
yontemleriyle GudermannianBoost yontemi karsilastirilmigtir. Bu karsilastirma i¢in Kaliforniya
Universitesi veri tabanindaki dort gercek veri kullanilmistir [63]. Veri olarak XOX oyunu verisi
(Tic-Toc-Toe) [64], satrang oyunu verisi [65], iflas verisi (qualitative bankruptcy)[66], Avustralya
kredi verisi (Credit Approval) [67] kullanilmistir. Oyun verileri ve iflas verisi klasik karar agaglari
ile %100 dogru siniflandirilabilecek veri kiimeleridir. Bu veri kiimelerinde herhangi bir yanlis
siiflandirma ya da aykirilik yoktur. XOX, satrang verilerinde kazanma ve kaybetme durumlari
belirli sekilde kategorilestirilmis verilerden olusurken, iflas verisi de tamamen sistemde gerekli
olan durumlarda negatif, orta diizey ve pozitif olarak siniflandirilmis kategorik verilerden
olusmaktadir. Ug verideki temel farklilik girdi degisken sayilarmin ¢ok olmasi, az olmasi ve ¢ikt1
degiskenlerinde iki sinifin oranlarinin birbirlerinden farkli olmasidir. Avustralya kredi verisi ise
hem nitel hem de nicel verilerden olusmaktadir. Ayrica, girdileri ve karar agaglar1 ile tam
ayrilabilecek bir yapiya sahip degildir. Gergek veri kiimelerindeki dogru siniflandirma oranlart

incelenirken segilmis olan verilere gére GudermannianBoost yonteminin 6zellikleri incelenmistir.

Verilere ve verilerin 6zellikleri ile ilgili detayli bilgiye Asuncion and Newman [66]’dan ulasilabilir.
Veri kuimeleriyle ilgili genel bir bilgi verilecek olursa, iflas, XOX ve satran¢ veri kiimeleri tam
olarak ayrilabilir, yanlis siniflandirmanin olmadigi ve aslinda GudermannianBoost yonteminin en
kot sonuglar elde edebilecegi durumlardir. XOX verisinde %34,7 oraninda 1 simifi bulunurken,
iflas ve satran¢ veri kiimelerinde sirasiyla %57,2 ve %52,2 oraninda 1 sinifi bulunmaktadir. Bu
deger Avustralya kredi verisinde %50,40’tir. G6zlem ve degisken sayilari ile sinif oranlar Cizelge

4.8°de verilmistir.

Cizelge 4.8. Gergek Veri Kiimeleri ile Tlgili Bilgiler

Veri kiimesi Degisken Sayisi Gozlem Sayisi 1 Simif Orani
iflas Verisi 7 250 %57,2
XOX Oyun Verisi 10 958 %34,7
Satrang Oyun Verisi 37 3196 %52,2
Avustralya Kredi Verisi 15 690 %50,4

52



Ug tane tam ayrilabilir veri kiimesi hem degisken hem gdzlem sayist hem de smif oranlar
bakimindan GudermannianBoost yonteminin dogru siniflandirma oranina etkisini karsilagtirmak
icin onemlidir. Avustralya kredi verisi ise gilinliik hayattandir ve yanlis siniflandirma (ya da

aykirilik, bozulma) olarak diisiiniilebilecek verileri i¢cinde barindirmaktadir.

Gergek veri kiimelerinden tiim veriler i¢in %60, %70 ve %80 oraninda 6grenme kiimesi alinarak
model kurulmustur. 40 dongili algoritma i¢in dogru siniflandirma ortalamalar1 ve standart
sapmalar1 Cizelge 4.9°da verilmistir. Sonuglar hem 6grenme hem de test kiimesi igin elde
edilmistir. B1 algoritmasi iistel kayip fonksiyonu kullanan RealBoost, B2 algoritmasi iistel kayip
fonksiyonu kullanan GentleBoost, B3 algoritmasi lojistik kayip fonksiyonu kullanan RealBoost,
B4 algoritmasi lojistik kayip fonksiyonu kullanan GentleBoost algoritmalaridir. Sonuglar 250

tekrar i¢in alinmustir.

Ayrilabilir  veri kiimelerinde degisken sayist ve gozlem sayist Onemli olmaksizin
GudermannianBoost yontemi diger yontemlerden daha kétii siniflandirma sonuglart vermektedir.
Ancak XOX kimesinde siniflandirma sonuglari daha kotiidir. Bu durumun sebebi, sinif
degerlerinin farkli oranlarda olmasindan kaynaklanmaktadir. Dengeleme (balancing) yapildiginda
sonuglarda GudermannianBoost yonteminin diger veri kiimelerindeki gibi sonu¢ vermesi
beklenmektedir. Tam ayrilabilir kiimelerde GudermannianBoost yontemi diger boosting
yontemlerden daha 1yi sonuglar vermemis olsa da oOzellikle test kiimesinde diger yontemlerle
benzer dogru siniflandirma oranlar1 vermistir. Tam ayrilabilir veri kiimeleri yerine karmasik
oranlari olan ve aykiriliklarin da bulundugu bir veri kiimesinin iizerinden daha detayli galisilabilir.
Ciinkii GudermannianBoost yoOnteminin diger boosting yontemlere gore ayrilabilir veri

kiimelerinde daha basarili olmas1 beklenmektedir.

Avustralya kredi verisi Cizelge 4.10 Uzerinden incelendiginde diger boosting yontemler ve
DVM’nin 0grenme kiimesi sonuglart GudermannianBoost yonteminden daha iyidir. Ancak bu asir
O0grenme  probleminden  kaynaklanmaktadir. Test kiimesinde yapilan incelemede
GudermannianBoost yonteminin DVM’den daha iyi sonug verdigi diger boosting yontemlerle
dogru siniflandirma oranlarmin birbirlerine yakin oldugu goriilmektedir. Yontemin yanlis
siniflandirma ya da aykirilik diye tanimlanabilecek durumlari arttikga diger boosting yontemlerden
daha iyi sinif tahmini yapacagi Ongorilmektedir. Ciinkii diger boosting yontemler veriden

ogrenmeyi fazla bir sekilde yaparken yanlis simiflandirma oraninin (6grenme kiimesindeki
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aykiriliklarin)  0grenme kiimesinde artmasi, yoOntemleri fazla etkilemektedir. Ancak
GudermannianBoost  yonteminde dogru smiflandirmanin = ve yanlis  siniflandirmanin
cezalandirilmasinin ve belli noktadan sonra cezanin sabitlenmesinin etkisi vardir. TanjantBoost
yontemi de aym Ozellikleri tasimaktadir ancak ilk uygulamada goriilebilecegi gibi
GudermannianBoost yontemi tim benzetim verilerinde test kiimesini dogru siniflandirmada daha
Iyi sonuclar vermistir. Yontemlerin 6grenme siirecinden test siirecine gegerken dogru siniflandirma

oranindaki disiisler Sekil 4.2 ve Sekil 4.3ten gorulebilir.

%80 Ogrenme ve 40 Algoritma Ddnglisii

1,0000
0,9500
05000 \
0,8500
0,8000

Deneme Test

0,80;40
— (5B em— B B2 B3 e====Bl e DVM

Sekil 4.2. Yontemlerin Ogrenme ve Test Kiimesi Dogru Siniflandirma Oranlari 1

%90 Ogrenme ve 40 Algoritma Déngisii

1,0000
0,9500
0,9000 \
0,8500
0,8000

Deneme Test

0,90;40
— B  e— 1 B2 B3 e===Bl e DVM

Sekil 4.3. Yontemlerin Ogrenme ve Test Kiimesi Dogru Siniflandirma Oranlari 2
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Cizelge 4.9. Gergek Veri Kiimelerinde Ogrenme ve Test Kiimeleri icin GudermannianBoost Algoritmast Dogru Siniflandirma

Bakimindan Diger Boosting Yontemler ve DVM ile Karsilastirilmasi

GB Bl B2 B3 B4 SVM
Veri Oran Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S.
iflas 0,6 0,9999 0,001 0,9998 0,001 0,9998 0,001 1,0000 0,000 11,0000 0,000 11,0000 0,000
Ogrenme 0,7  0,9999 0,001 0,9999 0,001 1,0000 0,000 1,0000 0,000 11,0000 0,000 1,0000 0,000
0,8 0,9999 0,001 0,9999 0,001 11,0000 0,000 11,0000 0,000 11,0000 0,000 11,0000 0,000
XOX 0,6 0,7135 0,014 0,9862 0,003 0,9882 0,003 0,9874 0,003 0,9890 0,003 0,9570 0,008
Ogrenme 0,7 0,7112 0,011 0,9860 0,003 0,9880 0,003 0,9877 0,003 0,9891 0,003 0,9628 0,006
0,8 0,7150 0,010 0,9861 0,002 0,9879 0,002 0,9880 0,003 0,9890 0,002 0,9673 0,004
King 0,6 0,9383 0,003 0,9949 0,002 0,9961 0,001 0,9971 0,001 0,9969 0,001 0,9578 0,011
Ogrenme 0,7 0,9386 0,003 0,9954 0,001 0,9964 0,001 0,9972 0,001 0,9972 0,001 0,9625 0,011
0,8 0,9384 0,002 0,9957 0,001 0,9968 0,001 0,9976 0,001 0,9973 0,001 0,9647 0,010
Kredi 0,6 0,8702 0,010 0,9207 0,010 10,9414 0,009 0,9345 0,010 0,9450 0,009 0,9081 0,010
Ogrenme 0,7 0,8700 0,009 0,9205 0,009 0,9426 0,007 0,9342 0,009 0,9458 0,008 0,9059 0,009
0,8 0,8687 0,007 0,9212 0,007 10,9438 0,007 0,9349 0,008 0,9467 0,007 0,9041 0,007
iflas 0,4 0,9952 0,006 0,9941 0,008 0,9963 0,007 0,9956 0,008 0,9976 0,007 0,9948 0,006
Test 0,3 0,9956 0,007 0,9935 0,008 0,9954 0,007 0,9945 0,008 0,9968 0,007 0,9956 0,006
0,2 0,9956 0,007 0,9935 0,008 0,9954 0,007 0,9945 0,008 0,9968 0,007 0,9956 0,006
XOX 0,4 0,6998 0,019 0,9691 0,010 0,9664 0,010 10,9722 0,009 0,9704 0,009 0,8976 0,021
Test 0,3 0,7061 0,025 0,9749 0,008 0,9746 0,008 0,9769 0,007 0,9760 0,007 0,9225 0,018
0,2 0,7072 0,031 0,9758 0,011 0,9741 0,011 0,9773 0,010 0,9767 0,011 0,939 0,019
Satran¢ 0,4  0,9383 0,005 0,9896 0,003 0,9905 0,003 0,9914 0,003 0,9913 0,003 0,9497 0,009
Test 0,3 0,9377 0,007 0,9903 0,003 0,9912 0,003 0,9918 0,003 0,9917 0,003 0,9528 0,009
0,2 0,9383 0,008 0,9918 0,004 0,9925 0,004 0,9935 0,003 0,9932 0,003 0,9558 0,010
Kredi 0,4 0,8619 0,016 0,8656 0,016 0,8663 0,016 0,8660 0,017 0,8664 0,017 0,8554 0,016
Test 0,3 0,8621 0,022 0,8667 0,021 0,8676 0,021 0,8673 0,021 0,8668 0,021 0,8536 0,022
0,2 0,8612 0,027 0,8660 0,026  0,8662 0,028 0,8659 0,027 0,8660 0,028 0,8539 0,027
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Cizelge 4.10. Avustralya Gergek Veri Kiimesinde Ogrenme ve Test Kiimeleri i¢in GudermannianBoost Algoritmast Dogru

Siniflandirma Bakimindan Diger Boosting Yontemler ve DVM ile Karsilastirilmasi

GB Bl B2 B3 B4 DVM

Veri Oran A.A Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S. Ortalama S.S.

Ogrenme 0,6 30 0,8689 0,010 0,9138 0,009 0,9319 0,009 0,9235 0,010 0,9346 0,010 0,9086 0,010
0,6 40 0,8702 0,010 0,9207 0,010 0,9414 0,009 0,9345 0,010 0,9450 0,009 0,9081 0,010
0,6 50 0,8709 0,011 0,9274 0,010 0,9495 0,008 0,9432 0,010 0,9542 0,009 0,9075 0,010
0,7 30 00,8681 0,008 0,9137 0,009 0,9332 0,008 0,9237 0,009 0,9353 0,009 0,9062 0,009
0,7 40 00,8700 0,009 0,9205 0,009 0,9426 0,007 0,9342 0,009 0,9458 0,008 0,9059 0,009
0,7 50 00,8711 0,009 0,9283 0,008 0,9500 0,007 0,9439 0,008 0,9546 0,008 0,9054 0,009
0,8 30 0,8674 0,007 0,9133 0,007 0,9335 0,007 0,9237 0,008 0,9364 0,007 0,9043 0,007
0,8 40 00,8687 0,007 0,9212 0,007 0,9438 0,007 0,9349 0,008 0,9467 0,007 0,9041 0,007
0,8 50 0,8699 0,007 0,9283 0,007 0,9516 0,006 0,9451 0,007 0,9551 0,006 0,9044 0,007
0,9 30 10,8671 0,004 0,9135 0,007 0,9351 0,006 0,9242 0,007 0,9364 0,006 0,9037 0,005
0,9 40 0,8678 0,005 0,9212 0,007 0,9445 0,006 0,9352 0,007 0,9473 0,006 0,9035 0,004
0,9 50 0,8688 0,005 0,9280 0,007 0,9519 0,005 0,9448 0,006 0,9554 0,005 0,9033 0,005

Test 0,4 30 0,8604 0,017 0,8659 0,016 0,8661 0,016 0,8658 0,016 0,8657 0,016 0,8545 0,017
0,4 40 0,8619 0,016 0,8656 0,016 0,8663 0,016 0,8660 0,017 0,8664 0,017 0,8554 0,016
0,4 50 0,8630 0,018 0,8675 0,017 0,8675 0,017 0,8678 0,017 0,8679 0,017 0,8556 0,017
0,3 30 00,8601 0,020 0,8658 0,020 0,8658 0,021 0,8664 0,021 0,8663 0,020 0,8538 0,020
0,3 40 0,8621 0,022 0,8667 0,021 0,8676 0,021 0,8673 0,021 0,8668 0,021 0,8536 0,022
0,3 50 0,8613 0,021 0,8657 0,021 0,8661 0,020 0,8657 0,021 0,8659 0,021 0,8546 0,021
0,2 30 0,8595 0,027 0,8650 0,026 0,8655 0,026 0,8662 0,025 0,8658 0,026 0,8521 0,027
0,2 40 00,8612 0,027 0,8660 0,026 0,8662 0,028 0,8659 0,027 0,8660 0,028 0,8539 0,027
0,2 50 00,8602 0,027 0,8660 0,025 0,8672 0,026 0,8671 0,025 0,8674 0,026 0,8532 0,026
0,1 30 10,8596 0,041 0,8662 0,037 0,8661 0,038 0,8654 0,037 0,8674 0,038 0,8522 0,040
0,1 40 0,8609 0,040 0,8668 0,039 0,8679 0,040 0,8673 0,039 0,8682 0,039 0,8525 0,040
0,1 50 0,8643 0,038 0,8676 0,040 0,8706 0,038 0,8684 0,038 0,8688 0,038 0,8550 0,039
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Diger boosting yontemler, her durumda test kiimesine bir diisiis ile gegmektedir. Diger taraftan
GudermannianBoost i¢in diisiis ger¢eklesmemektedir. Bu durum iki agidan incelenmelidir.
Boosting yontemlerde asirt 6grenme sorununun engellenmesi icin GudermannianBoost,
LojitBoost gibi regresyon tahmin temelli yontemler kullanilabilir. Veri kiimeleri ¢ok karmagik
yapilarda oldugunda, GudermannianBoost ¢ekirdek fonksiyonlar ile birlikte kullanilirsa veya
algoritmanin adim Sayist arttirilirsa, yontem daha basarili hale getirilebilir. Diger boosting
algoritmalardaki diisiisler incelendiginde, iistel ve lojistik kayipli GentleBoost, RealBoost
algoritmalarina gore daha fazla diisiis kaydetmektedir. Iki yontemden RealBoost’un aykiri

degerlere kars1 daha duyarsiz oldugu sdylenebilir.

Algoritmadaki dongii sayist degisken sayisinin katina gore belirlenirse, GudermannianBoost
yontemi daha basarili siniflandirma yapabilmektedir. Yine Avustralya gercek kredi verisinde 14
bagimsiz degiskenin oldugu durum incelendiginde sirasiyla 14, 28, 42, 224 ve 238 algoritma
tekrart yapilmistir. Bu sart altinda, Cizelge 4.11’de Avustralya verisine ait farkli dongii
sayilarinda GudermannianBoost yonteminin test kiimelerinde daha basarili oldugu goriilmiistir.
Diger boosting yontemler 6grenme kiimesinden test kiimesine geciste dogru siniflandirma
oranlarinda diisiis yasamaktadir. Ancak bu durum hem az dongii hem de ¢cok dongii sayisinin
bulundugu durumlarda GudermannianBoost i¢in gegerli degildir. Basar1 oranlart Cizelge

4.11°de ve Sekil 4.4’te verilmistir.

28 Dongu 224 Dongu
0,99 0,99
0,94 0,94
0,89 \ 0,89
/
0,84 0,84
D T D T
=@ GB B1 B2 =@ GB B1 B2
B3 e=@=B4 ==@=DVM B3 e=@=B4 «=@=DVM

Sekil 4.4. Dongii Sayis1 Ogrenme ve Test Kiimesi Dogru Smiflandirma Oranlar
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Cizelge 4.11. Avustralya Gergek Veri Kiimesinde Degisken Sayis1 Katinda Dongii Sayisina

Gore Dogru Simiflandirma Bakimindan Diger Boosting Yontemler ve DVM ile

Karsilastirilmasi

Veri Oran A.A. GB B1 B2 B3 B4 DVM

Ogrenme 0,8 14 0,849638 0,849638 0,896739 0,905797 0,914855 0,905797
0,8 28 0,860507 0,860507 0,911232 0,936594 0,923913 0,931159
0,8 42 0,871377 0,913044 0,951087 0,931159 0,947464 0,905797
0,8 224  0,862319 0,983696 0,998188 0,972826 0,998188 0,902174
0,8 238 0,855073 0,987319 0,998188 0,985507 0,998188 0,902174

Test 0,2 14 0,884058 0,876812 0,891304 0,876812 0,884058 0,927536
0,2 28 0,891304 0,876812 0,855073 0,869565 0,869565 0,884058
0,2 42 0,847826 0,847826 0,847826 0,84058 0,833333 0,833333
0,2 224  0,905797 0,884058 0,891304 0,891304 0,898551 0,891304
0,2 238 0,884058 0,869565 0,862319 0,869565 0,869565 0,869565

Ogrenme ve test kiimelerindeki gegislerde algoritma adim sayist degisken sayist kadar

oldugunda DVM ve iistel kayip fonksiyonlu GentleBoost yontemi GudermannianBoost

yonteminden daha iyi sonug vermistir. Adim sayisi degisken sayisinin iki katina ¢ikartildiginda

GudermannianBoost yontemi diger yontemlerden daha iyi sonu¢ vermektedir. Diger tiim

algoritma adimlarindaki sonuclar GudermannianBoost lehinedir.
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5. SONUC ve TARTISMA

Istatistiksel siniflandirma degisken 6zelliklerine gore simif etiketini belirleyebilme strecidir.
Girdiler ve ¢iktilar {izerinden modellerin kuruldugu asama, 6grenme stirecidir ve siire¢ sonunda
elde edilen model ile istatistiksel tahmin elde edilebilir. Girdi verilerinde aykiriliklarin ve yanlis
siniflandirmalarin olmasi 6grenme siireci i¢in problemdir. Yanlis modeller ve yanlis tahminler
elde edilmesi modelin gegerliligini ve gozleme gore modelin kararliligini etkilemektedir. Bu
noktadan hareketle saglam siniflandirma yontemleri ile 6grenme siirecindeki aykiriliklara kars

duyarsiz modeller elde edilmeye ¢alisilmaktadir.

Bu calismada istatistiksel 0grenme ve saglam ayrim tabanli bazi calismalar agiklanmustir.
Siniflandirma yontemlerinde kullanilan bazi kayip fonksiyonlar verilmistir. Klasik ve saglam
siiflandirma yontemlerinde kullanilan, istatistiksel 6zellige sahip olan ve metodolojinin i¢inde
siklikla kullanilan kayip fonksiyonlar yapilar1 itibariyle ylizeysel olarak incelenmistir.
Gudermannian kayip fonksiyonu olarak isimlendirilen ve Masnadi-Shirazi [26] ¢alismasinda
belirtilen 6zellikleri tasiyan fonksiyon i¢in regresyon tabanli boosting algoritmasi, LojitBoost’a
benzer algoritma, GudermannianBoost onerilmistir. Calismada son olarak benzetim ve gercek
veri kiimeleri ile uygulamalar yapilmis, GudermannianBoost’un etkin oldugu noktalar

acgiklanmustir.

LojitBoost gibi klasik ve regresyon tabanli yontemlerde 6grenme ve test kiimesindeki dogru
siniflandirma oranlar1 birbirine yakindir. Ancak diger boosting yontemlerde asir1 6grenme
problemi, test kiimesindeki dogruluk oranin1 6grenme kiimesindeki dogruluk orani kadar elde
edememektedir. Yontemlerdeki algoritma sayisi arttirildikga 6grenme kiimesindeki aykiriliklar
smiflandiriciy1 ¢ok fazla etkilemeye baslamaktadir. GudermannianBoost yontemi ise 6grenme
kiimesindeki ayrimlari net bir sekilde ifade etmeye caligmaktadir. Bu durumu regresyon tabanli
tahminleri kullanarak sinifa ait olma olasiliklarindaki hatayr minimize ederek yapmaya
calismaktadir. Sinifa ait olma olasiliklari, yanlis siiflandirmalarin etkisinden arindirilmaya
calisilmaktadir. Bu silire¢ ise Gudermannian kayip fonksiyonu ve karesel risk fonksiyonu
kullanilarak elde edilmektedir. Uygulamada yapilan smiflandirma g¢aligmalar1 sonucunda,
GudermannianBoost yonteminin  6grenme kiimesindeki asir1  dgrenmeyi engelledigi
goriilmiistir. Ogrenme kiimesindeki bu siire¢, tahminin ve test kiimesindeki ciktilarin

sonucunda iyilestirmeler getirmektedir. GudermannianBoost yontemi, TanjantBoost siirecini
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ornek alan ancak siniflandiriciya yakin aykiriliklarin etkisini TanjantBoost yonteminden daha
cabuk arindiran bir ydntemdir. Bu durum benzetim ¢alismasiyla gosterilmistir. Onerilen
yontemin dezavantaji ise uygulamada da agiklandig gibi, zor ayrilabilir veri kiimelerinde dogru
siniflandirilmis gozlemleri yanhs smiflandirilmis olarak 6grenebilir. Bu durumu engellemek
icin DVM’de de Oneri olarak getirilmis olan g¢ekirdek fonksiyon kullanimi bir ¢ozumdur.
Ayrilabilir hale getirecek sekilde farkli bir wuzayda veriyi tanimladiktan sonra

GudermannianBoost yonteminin uygulanmasi daha basarili sonuglar getirecektir.

Bu c¢alismadan sonra yapilabilecekler, yontemi ¢oklu smif i¢in genellestirmek, cekirdek
fonksiyon yardimiyla yontemi daha fazla dogru siniflandirma orani verebilir hale getirmek,
karar agaci ¢izimi ile gorsellestirilebilmek, algoritma adimlart yardimiyla aykirt degerleri

belirlemektir.
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