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OZET

TIP BILISIMINDE VERI MADENCILiGI YONTEMLERI
KULLANILARAK HASTALIKLARIN TAHMIN EDIiLMESI

Yasemin Hande SITKI

Yiksek Lisans, ISTATISTIiK Bolumii
Tez Damismani: Dog. Dr. Esra POLAT

Aralik 2020, 86 sayfa

Gunimuzde veri madenciligi biiylik boyutlu verilerden sakli kalan bilgiyi ortaya
cikararak, isletmelerin karar verme siireglerine destek saglamasindan 6tiirii 6zellikle
saglik isletmelerinin idaresinde ve saglikla ilgili politikalarin belirlenmesinde 6nemi
gittikce artan bir aractir. Ayrica son yillarda saglik alaninda veri madenciligi
algoritmalar1 kullanilarak hastaliklarin teshis edilmesine yonelik bilimsel yayinlar

yapilmaktadir.

Bu tez calismasinda, en sik kullanilan veri madenciligi smiflandirma yontemleri
incelenmis, dort farkli devlet hastanesinin Uroloji brangina bagvuran hastalardan
toplanan veriler kullanilarak, tiroloji branginda goriilen 18 farkli hastaligin teshisine
yonelik bir ¢alisma yapilmistir. Bu amagla simiflandirma algoritmalarindan Rastgele
orman (Random Forest), Rasgele agag (Random Tree), Cok katmanl algilayicilar
(Multilayer Perception), K-en yakin komsu (IBk), Kstar, Lojistik regresyon, Naive
Bayes ve ZeroR algoritmasi kullanilmis ve olusturulan modellerin dogru siniflandirma

oranlarina yani hastaliklar1 ne kadar dogru teshis ettiklerine bakilmistir.

Bu algoritmalardan Rasgele orman, Lojistik regresyon ve Cok katmanl algilayicilar

algoritmalarinin teshiste digerlerine gore daha basarili oldugu goriilmiistiir. Ilerleyen
i



calismalarda iiroloji brangina iliskin hastaliklarinin ya da baska branslarda goriilen
hastaliklarin teshisine yonelik burada sozii gecen algoritmalar kullanilarak bir
uygulama gelistirilebilir. Boylece saglik calisanlarina teshiste fikir verilmesi ve is
yuklerinin azaltilmasi, erken teshis ile hastaliklarin 6nceden bulunarak tedavi

surelerinin daha kisa olmasi mimkiin olabilir.

Anahtar Kelimeler: Uroloji, Veri Madenciligi, WEKA, Rastgele Orman Algoritmast,

Karar Agaci Algoritmasi
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PREDICTION OF DISEASES USING DATA MINING METHODS
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December 2020, 86 pages

Nowadays, Data Mining is an increasingly important tool, especially in the
administration of healthcare enterprises and in determining health-related policies, as
it provides support for the decision-making processes of businesses by revealing
information hidden from large dimensional data. Moreover, scientific publications
have been made in the field of health in recent years to diagnose diseases using data

mining algorithms.

In this thesis, most frequently used data mining classification methods were examined,
and a study was conducted to diagnose 18 different diseaes in the urology branch using
the data collected from the patients who applied to the urology branch of four different
public hospitals. For this purpose, classification algorithms Random Forest, Random
Tree, Multilayer Perception, IBK, Kstar one of the sample based algorithms, Simple
Logistic and Naive Bayes from statistical algorithms and ZeroR from rule learning
algorithms were used, and the correct classification rates of the created models, namely

how correctly they diagnosed the diseases, were examined.



Among these algorithms Random Forest, Simple Logistic and Multilayer Perception
algorithms have been found to be more successful in diagnosis than others. In future
studies, an application can be developed for the diagnosis of diseases related to urology
branch or diseases seen other branches by using the algorithms mentioned here. Thus,
it may be possible to give healthcare professionals an idea in the diagnosis and to
reduce their workload, to find the diseases in advance with early diagnosis and to

shorten the treatment period.

Keywords: Urology, Data Mining, WEKA, Random Forest Algorithm, Decision Tree
Algorithm
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1. GIRIS

Saglik kuruluslarinin is akisi, klinik uygulamalari, klinik arastirmalari, hasta bilgileri,
kaynak yonetimi, politikalar ve arastirmalar1 ¢ok fazla veri igerir. Bu veriler, veri
madenciligi igin benzersiz bir firsat olmustur. Geleneksel olarak, verilerden
operasyonel bilgi ¢ikarmak i¢in istatistiksel teknikler kullanilmistir. Yeni bir yontem
olan veri madenciligi, iliskilendirmeler, siniflandirmalar ve tahminler agisindan
degerli saglik bilgilerini kesfetmek ve onlar1 kullanmak icin bir firsat saglar. Saglik
hizmetlerine iliskin bu tiir kodlanmis bilgiler, saglik hizmetlerinin sunumuna iligkin

stratejik ongoriler saglayabilir.

Tip alan1 genisledikce, her hastayr hastaliklardan, yan etkilerden ve tibbi
rahatsizliklardan korumak her hekimin gorevidir. Doktorlar, bilgi tabanlarimi
genisgletmek i¢in bir arag olarak taramalar, steteskoplar ve diger cerrahi prosedirlerin
yani sira veri madenciligini de kullanabilir. Veri madenciligi, saglik sektoriiniin birgok

yonii i¢in kullanilabilir.

Dolandiricilig tespit etmek, ilag endiistrisinde ilaglarin yan etkilerini degerlendirmek
ve hatta genetige dayali belirli hastaliklarin teshisi gibi alanlarda kullanilir [1]. Saghk
diinyasinin veri madenciligi i¢in yarattig1 essiz firsatlar g6z oniine alindiginda, veri
madenciligi hastaliklarin olusumunu tahmin etmek icin de kullanilabilir. Boylece
doktorlarin 1s yikiiniin rahatlamasi, hata yapma ihtimallerinin diismesi ve yanlis
teshisten dogabilecek maddi ve manevi zararlarin 6niine gegilmesi gibi hem hasta, hem

doktor hem de hastane yonetimi agisindan bir¢ok faydas1 vardir.

Veri madenciligi, saglik sektoriiniin saglik sistemleri i¢in, verimsizlikler ile maliyeti
azaltma ve iyilestirilmis bakim saglayan en iyi uygulamalarmi belirlemek igin
sistematik olarak veri analizini saglar. Bazi uzmanlar, bakimi iyilestirme ve maliyetleri
diistirmenin toplam saglik bakimi maliyetlerinin  %30'unu olusturabilecegine
inanmaktadir [2]. Bununla birlikte, saglik hizmetlerinin karmasiklig1 ve teknolojinin
benimsenme hizinin yavas olmasi nedeniyle, veri madenciligi endiistrisi, bu verilerin
ve analitik stratejilerin uygulanmasiyla birlikte etkilidir. Bu konu 6zellikle Ttrkiye'de
1



daha az ilgi gormiistir. Hastaliklarin ortaya c¢ikmasii oOnlemek icin veri
madenciliginin kullanilmasi, iilkenin saglik sektoriiniin maliyetlerini diistirmede ¢ok

faydali olabilir.

Veri madenciligi ayn1 zamanda bilgi kesfi olarak da bilinir. Veri madenciligi,
isletmelerin problemlerini ¢dzmesine, yeni firsatlar1 elde etmesine ve riskleri
diisirmesine destekci is bilgilerini elde etmek icin, biliyiikk boyutlu verilerin analiz
edilmesidir. Bu veri bilimi alani, ismini biiyiik bir veritabanindan énemli olan yani ise
yarayan bilgileri aramakla degerli taslar1 ¢ikarmak icin daglar1 kazmak arasindaki
benzerlikten alir. Bu iki siire¢ de sakli kalmis degeri bulmak i¢in biiylik miktarlarda

malzeme Uzerinden analiz yapilmasini gerektirmektedir.

Bu tez ¢alismasinda, ikinci boliimde veri madenciligi kavramindan, 6zellikle saglik
alaninda olmak {tizere farkli uygulama alanlarindan ve popiiler veri madenciligi
algoritmalarindan bahsedilmistir. Ugiincii boliimde, bu tezde uygulanan smiflandirma
yonteminden, siniflandirmada algoritmalar karsilagtirirken kullanilan dlgiitlerden ve
kisaca WEKA programindan bahsedilmistir. Dordiincii boliimde iiroloji bransina
basvuran hastalardan elde edilen biiyiik veriden yararlanarak, yaygin kullanilan veri
madenciligi algoritmalarindan hangisinin {irolojik hastaliklarin teshisinde daha basarili
oldugu WEKA programinda yapilan uygulama ile ortaya konmustur. Karsilagtirma
sonucunda hastalarin hastaliklarin1 dogru teshis etmede ©one ¢ikan simiflandirma

algoritmalar1 belirlenmis ve sonuglar yorumlanmaistir.



2. GENEL BIiLGILER

2.1. Veri Madenciligi

Bu bolimde, veri madenciligi kavramindan kisaca bahsedilecektir. Bu tez
caligmasinda saglik alaninda bir uygulamaya yer verildiginden dolay1 bu sektordeki
kullanim1 detaylandirilacaktir. Veri madenciliginde kullanilan algoritmalardan
bahsedilecektir. En son olarak ise saglik sektorii gibi baska sektorlerdeki farkli

uygulamalarindan da bahsedilecektir.

2.1.1. Veri Madenciligi Tanim

Veri madenciligi, ham verilerden bilgiyi belirlemeyi ve kesfetmeyi amaglayan bir
arastirma alanidir. Bu bilgi tanima ne kadar dogru olursa, yaklasim o kadar basarili
olur [1]. GlnUmuzde veri, arastirmacilar, endistri ve sirketler i¢in ¢ok Onemli
konulardan biridir. Modern ¢agda veri iiretimi ¢ok daha gelismis oldugu i¢in, veri

madenciligi de popiiler bir bilim haline gelmistir.

Ham verilerden bilgiyi kesfetmek, veri madenciliginin ana gorevidir. Veri madenciligi
ad1 verilen ham verilerden bilgi kesfetmenin adimlar1 vardir. Bunun igin énce veriler
hazirlanip standartlagtirilir, ardindan Ozellik se¢im yontemlerine goére modeli
olusturmak i¢in gerekli olan 6zellik ¢ikarilir. Bu adimlardan sonra, siniflandirma
modelini olusturmak i¢in makine &grenimi algoritmalar1 kullanilir. Sonunda en

basarili algoritma belirlenir.

_ Makine
Iistatistik Odgrenmesi

Veri
Madenciligi

Veritabanm

Sekil 2. 1 Veri madenciliginin bagka bilimler ile iligkisi [2].



“Glinlimiizde, bilgi sistemleri, biiylik miktarlarda veriyi saklayarak, isleyerek ve analiz
ederek karar verme siireglerinde yararl bilgiler sagladigindan bir¢ok kurulus icin

vazgecilmezdir.” [3].

Sekil 2.1’de veri madenciliginin baska bilimler ile iliskisi gorilmektedir. Veri
madenciliginin birgok bilim ile iliskisi vardir, bu bilimler veri tabani, istatistik ve

makine 6grenmesi bilimleri olarak bilinir.

Veri madenciligi, dijital cagin gelisiyle 6ne ¢ikan yeni bir konu degil, bir asirdan fazla
bir siiredir arastirmacilar arasinda bir kavram haline gelmistir ve 1930'lardan beri veri
madenciligi bir arastirma konusu olarak ilgi ¢ekmistir. Veri madenciligine iliskin ilk
orneklerden biri, 1936'da Alan Turing'in modern bilgisayarlara benzeyen hesaplamalar
yapabilen evrensel bir makine fikrini tanitmasiyla ortaya c¢ikmustir. 1930'lardan
bugiine, veri madenciligi onemli bir uygulama alani oldu ve bu bilim gittikce

blyuyerek daha fazla ilgi gérmiistiir[1].



2.1.2. Veri Madenciligi Siireci

Veri madenciligi 4 6nemli asamadan olusmaktadir: 1- Veri Toplama 2- Veri
Temizleme 3- Model Olusturma 4- Model Kullanma. Her veri madenciligi uygulamasi

bu asamalardan olusmaktadir.

Veri Veri Model Model
Toplama Temizleme Olusturma Kullanma

Sekil 2. 2 Veri Madenciligi Asamalari

1-Veri Toplama

Veri toplama, veri madenciliginde en 6nemli adimdir. Adindan da belli olmak iizere
veri madenciliginde her sey veriden baslar. Her alanda veri temin etmenin kendi
zorluklar1 vardir. Mesela saglik alaninda veri temin etmek en zor asamadir; ¢Unku
hastalarin verilerinin gizliligi de s6z konusudur. Verilerin kullanabilmesi igin verilerin
tek bir veri tabaninda veya veri ambarinda birlestirilmesi gerekir. Elde edilen veriler

bir sonraki adimda temizlenecek ve yararli olabilecek veriler ¢ikartilacaktir [5].
2-Veri Temizleme

Veri temizleme veya veri kontroll, bozuk veya yanlig verinin temizlenmesi ve
cikartilmas1 asamasidir. Bu etapta verilerin {izerine bir On isleme yapilir. Veri
temizleme islemi ne kadar diizgiin yapilirsa kurulacak modelin basaris1 da o kadar

artar[1]. Bu asamada, veriler model olusturmak i¢in uygun hale getirilir.
3-Model Olusturma

Veri madenciliginde modeli olusturmamiz i¢in farkli yontemler hakkinda diisiinme ve
veri icin en ideal olan1 segmek gerekmektedir. Bu asama tek bir iglem gibi
goriinmesine karsin, detayli islemler igerebilir. Bu amaca varmak igin ¢esitli
algoritmalar gelistirilmistir. Bu algoritmalarin geneli, ayn1 veri setiyle degisik
modelleri modellemeye ve en iyisini segmek amaciyla en iyisini yapmak igin ugrasan
bir metoda dayanmaktadir. Veri madenciligi algoritmalar1 uygulandiktan sonra elde
edilen sonuglar yorumlanir ve ¢alismanin ne kadar basarili olup olmadigi

degerlendirilir. Bu adimda farkli algoritmalar uygulanir ve farkli algoritmalardan elde



edilen sonuglar karsilastirilir. En iyi sonug ise gelecek adimda kullanmak igin segilir.
Eldeki sonuglar baska c¢aligmalardaki sonuglar ile karsilastirilir. Genellikle,
algoritmanin kolay uygulanabilirligi ve dogrulugu, calismada kullanilacak yontemi

belirlemede temeli olusturur.

Bu calismada da tiroloji hastaliklarin1 tahmin etmek i¢in bu asamalar uygulanacak ve
farkli veri madenciligi algoritmalar1 kullanilarak en basarili sonucu veren algoritma

belirlenecektir.
4-Model Kullanma

Veri madenciligi ¢alismalarinin nihai hedefi kullanilabilir bir model olugturmaktir.
Veriler toplanir, temizlenir ve daha sonra farkli algoritmalar kullanilarak en basarili
algoritma belirlenir. Bunlar yapildiktan sonra yeni veriler iizerine veri madenciligi

yapmak ic¢in elde edilen en iyi model kullanilir [1].

2.2. Saghkta Veri Madenciligi

Tibbi veri; hasta kayitlar1 gibi saglik hizmeti bilgilerini depolayan veri tabanlari
anlamina gelmektedir. Biligim Teknolojisi’nin gelismesi ile paralel olarak, bu tir tibbi
verilerin birgogu elektronik formlarda saklanmaya baslamistir. S6z konusu veri
tabanlar1 biylk miktarda veri icerir. Tibbi veriler rontgen, manyetik rezonans
gorinttleme (MRI), bilgisayarli tomografi (CT), ultrason gibi farkli kaynaklardan elde
edilebilir. Boylelikle wveri hacmindeki biylime ve sayisallastirilmig verinin
depolanmast igin gerekli veri tabanlarindaki artis1 katlanarak devam etmistir [1]. Ote
yandan, ham tibbi veriler; géruntulemeler, hasta ile goriismeler, laboratuvar verileri ve
hekimin gozlemleri ve degerlendirmeleri gibi farkli kaynaklardan toplanabilir [2].
Tibbi verinin gesitli tirleri mevcuttur. Bunlar; gorintuler, veri kimeleri, sinyaller,
dalga boylar1 vb. olabilir. Mevcut senaryoda, bilgi toplama araglar1 alanindaki
arastirmalarin ve gelistirmelerin bir sonucu olarak, elektronik formatta erisilebilir olan
blyik miktarda bilgi veya veriye taniklik edebiliriz. Bu derece buyuk miktarlarda veri
ve bilginin depolanabilmesi igin veri tabani boyutlarinin da 6nemli Olgude arttigi
aciktir [3].



Aslinda veri madenciligi, bilgi kesfi olarak bilinen daha genis bir olasiligin temel bir
strecidir. Veri madenciligi ve bilgi kesfi arasindaki karsilikli iligski, Sekil 2.3'de

gosterilmektedir.

N
* Bu agsamada veriler toplanir ve ham veri hazirlanir.
Ham Veri
J
N
+ On isleme ve veri kontrolii yapilir ve veri madenciligi yapilmasi i¢in
Veri hazir hale getirilir.
Temizleme J
N
* Veri madenciligi bu asamada rol alir. Veri madenciligi algoritmalari
M kullanilarak model olusturulur.
odel )
N
* Ham veriden elde edilen bilgiler ger¢ek hayatta kullanilir.
Bilgi
J

Sekil 2. 3 Bilgi kesfi siirecinde veri madenciliginin rolii

Tibbi veriler, yalnizca yeni veri tabani teknolojileri ve internet yoluyla var olabilen
yuzlerce kamusal ve 6zel veri tabaninda erisilebilir vaziyettedir. Saglik hizmetleri
sektoruniin her yil terabaytlarca veri fiiretebilecegi tahmin edilmektedir. Aslinda,
kaliteli saglik hizmeti icin faydali bilgiler elde etmek zor ve 6nemli bir is olup, bu
amacla ginimiz veri tabanlarinda ¢ok blylUk miktarlarda veri mevcuttur. Bununla
beraber, buradan ayiklanan/gikarilan bilgi, neredeyse yok denecek kadar azdir.
Dolayisiyla, somut bilgi elde etmenin mimkin olabilmesi icin, verilerin etkin
organizasyonu, analizi ve yorumlanmasi son derece blylk 6neme sahiptir. Gergekte,
bu blyik tibbi veritabanlarin yénetimi icin elverigli drtintilerin ve bu éruntulerden
gizli Dbilgilerin  kesfedilmesi adina, farkli hesaplama tekniklerine ihtiyac
duyulmaktadir[4]. Veri madenciligi surecinde, genellikle, muazzam buyuklikte
gozlemsel veri kiimeleri analiz edilir ve sonrasinda veri siniflandirmasi amaciyla ise
yarar gizli oruntiler ayiklanir. Glinlimuzde veri madenciligi tibbi veriler ile de

bulusmustur. Bunun nedeni; hastalar, hastalarin tibbi durumlar1 ve tedavileri



arasindaki karmasik iliskinin anlasilir bigimde analiz edilmesi icin [7], tibbi verilerden
bilinmeyen, degerli ve gizli bilgilerin tespitine yonelik etkili tekniklere ihtiya¢

duyulmasidir[6].

2.2.1.Veri Madenciligi Gorevleri ve Saghk Hizmetleri Alaninda Kullanimi

Bir uygulama alanindan digerine degisiklik gosteren ¢esitli veri madenciligi modelleri
mevcuttur. Ancak genel anlamda, 6ngoértici model ve betimleyici model olmak (zere
iki grupta kategorize edilmektedir. Sekil 2.4’te, tip ve saglik hizmetleri alanina iliskin

bir takim 6dnemli veri madenciligi gorevlerine yer verilmektedir.

Veri Madenciligi Gorevleri

Ozetleme iliskilendirme | Simflandirma Kiimeleme Trend analizi Regresyon

Sekil 2. 4 Veri Madenciligi Gorevleri

(i) Ozetleme: Ozetlemede, veri seti soyutlanir ve bu da, verilerin genel bir incelemesini
sunan daha kuglUk bir veri setiyle sonuglanir. Dolayisiyla Ozetleme, verilerin
soyutlanmas1 veya genellestirilmesi olarak da ifade edilebilir. Ozetleme, birgok
soyutlama dlizeyine kadar gerceklestirilebilir ve farkli bakis agilarindan ele alinabilir.
Ornegin; ¢agrinin detaylarina bakmak yerine arama suresi, arama sayis1 ve arama
sirasinda ortaya ¢ikan tutar 6zetlenebilir. Ayni sekilde, aramalar da ulusal aramalar

veya uluslararasi aramalar temelinde Ozetlenebilir. Farkli soyutlama diizeylerinin bu



kombinasyonlari, verilerde mevcut olan gesitli orintiler ve duzenlilikler hakkinda

bilgi vermektedir [8].

(i) Iliskilendirme: 1liskilendirme, bily(ik veritabanlarmda nesnelerin bir aradaligini
veya baglantisin1 arar. Bu tir bir baglanti, iliskilendirme kurali olarak bilinir. Bir
iliskilendirme, nesneler arasinda mevcut olan iliskileri agi3a ¢ikarir. iliskilendirmenin
temel amaci, nesneler arasinda var olan iliskileri, yani, baska bir nesnede bir nesne
kiimesinin varhigini bulmaktir [9]. Iliskilendirme kurallar1 genellikle pazarlama, emtia
yonetimi, reklamcilik gibi alanlarda kullanilir. Bu iliskilendirme kurallarindan, ¢esitli
nitelikler arasinda var olan iliskiler ve Oruntiler ¢ikarilir. Birliktelige dayali veri
madenciligi, nitelikler arasindaki iligkileri tespit etmeyi ve ardindan bu veri
kiimelerinden kurallar olusturmay1 amaclamaktadir [10]. Ornegin; "cagr1 bekletme"
nin "¢agri gorintileme™ ile iliskili oldugu bir iliskilendirme kural, "¢agr1 bekletme™
hizmetine abone olmasi durumunda misterinin "¢agr1 gorintileme” hizmetine de

abone olma olasiliginin yuksek oldugunu soyler.

(iii) Siniflandirma: Simflandirma, veri kimelerini hedef siniflara ayirir. Siniflandirma
teknikleri, mevcut her bir veri 6rnegi icin hedef smiflari tahmin eder. Ornegin;
smiflandirma tekniklerinden yararlanilarak, bir hasta, hastalik modellerine
dayanilarak® ylksek riskli” veya “disik riskli” olarak siniflandirilabilir. Bu
yaklagimda simiflar bilinir, dolayistyla bir tiir denetimli 6grenme oldugu s6ylenebilir.
Ikili ve cok dizeyli olmak Gzere iki yontemin mevcut oldugu smiflandirma gorevinde,

veri seti, egitim ve test veri kimelerine bolinmiistiir.

Dahast, smiflandirici, egitici veri seti yardimiyla egitilir ve ardindan siniflandiricinin
dogrulugu test veri seti tzerinde test edilir. Veri madenciliginin siniflandirma gorevi
cogunlukla saglik hizmetleri endustrilerinde kullanilmaktadir [6]. Genellikle farkli
hastaliklarin tedavi maliyetini tahmin etmek igin, siniflandirma gérevinden yararlanilir
[11].

(iv) Kiimeleme: Siiflandirma ve kiimeleme arasinda ince bir fark vardir. Siniflandirma
denetimli 6grenme, kimeleme ise denetimsiz 6grenme yontemidir. Siniflandirma
seviyelendirilen smif bilgisine sahip iken, kiimelemede seviyelendirilen sinifa iliskin
bilgi mevcut degildir. Kiimelemede benzer veriler ayn1 kimeye yerlestirilirken, farkli
veriler bagka bir kiimeye yerlestirilir [12]. Klimeleme, verileri bolimlemek/parcalara

ayirmak icin ¢ok az bilgiye ihtiyac duyar veya hic bilgi gerektirmez. Once kiimeleri



tanimlamayi, ardindan da kiimelere yeni bir 6érnek atanmasini gerektiriyor olmasi,

kiimelemenin dezavantajidir [13].

(v) Trend analizi: Literatlrde, zamana bagli bircok veri ile karsilagilabilir. Bir sirketin
satiglari, bir miisterinin Kredi kart1 islemleri ve hisse senedi fiyatlar1 gibi drneklerin
tamami zaman serisi verileridir. Bu tir veriler, “zaman” 6zelligine sahip nesneler
olarak gorilebilir. Zaman boyutu ile beraber verilerde oruntiler ve dizenlilikler

bulmak zordur. Trend analizi bu kaliplar1 kesfeder.[9].

(vi) Regresyon: Regresyon analizi, iki ya da daha ¢ok degisken arasindaki iliskiyi
6lcmek icin kullanilan analiz metodudur. Eger bu analiz tek bir degisken kullanilarak
yapiliyorsa tek degiskenli regresyon, birden c¢ok degisken kullaniliyorsa ¢ok
degiskenli regresyon analizi olarak adlandirilir. Regresyon analizi ile degiskenler
arasindaki iliskinin varligi, eger iliski var ise bunun giicii hakkinda bilgi edinilebilir.
[14]

A. Saglik Hizmetleri igin Veri Madenciligi

Saglik hizmetleri sektorlerinin verilere olan bagimliligi her gegen gun artmaktadir
[15]. Tip biliminin en énemli goérevi, herhangi bir hastaligin teshisi ve hastalarin
tedavisidir. Son zamanlarda, tedavi esnasinda ortaya ¢ikan maliyetin disiiriilmesi ve
tedavinin etkinliginin artirilmasi amaciyla, doktorlarin el yazisi notlart elektronik

kayitlara doniistiiriilmiistiir [16].

Ek olarak, saglik hizmetlerinde veri madenciligi uygulamalari asagidaki kategoriler

altinda incelebilir:

a. Hastaliklarin tanist ve tahmini —Saglik sektorl s6z konusu oldugunda son derece
onemli olan, hastaliklarin tanis1 ve prognozu (6ngoérust) [17], veri madenciliginin
saglik hizmetlerine yonelik kullaniminin baslica amaglaridandir. Saglik hizmetleri
icin veri madenciligine bagvurulmasi, doktorlarin kendileri tarafindan saglanan saglik
hizmetlerini iyilestirmesine yardimci olmustur [15]. Hasta igin yanlis bir tedavi
secilerek zaman ve para israf edilemez, 6yle ki bu ayn1 zamanda hastanin sagligina da
zarar verebilir[18].
b. Hastanelerin derecelendirilmesi — VVeri madenciligi teknikleri, derecelendirilmeleri
icin ¢esitli hastanelerin tim ayrintilarin1 inceler[19]. Cesitli hastaneler, ciddi
hastaliklar1 olan hastalar1 idare etme kapasitelerine gore, kuruluslar tarafindan

siralanirlar. Yani, daha yiksek siradaki hastaneler, en yiiksek oncelige sahip ylksek
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riskli hastalarin tedavisi icin daha uygundur. Ote yandan, risk faktorii daha diisiik olan

diisiik dereceli hastanelerde durum bdyle degildir.

c. Daha iyi tedavi teknikleri — VVeri madenciligi teknikleri yardimiyla, hem doktor hem
de hasta, tim tedavi tekniklerini karsilastirarak en iyi tedavi opsiyonunu secebilir. En
iyi yontemi secmek icin, tedavileri hem etkinlik hem de maliyet a¢isindan
degerlendirebilirler. Yine veri madenciligi sayesinde, ¢esitli tedavilerin yan etkileri de
bilinerek, hastalar i¢in olas riskler azaltilir [6].

d. Etkili Tedavi Teknikleri— Veri madenciligi; tedavilerin nedenleri, semptomlari, yan
etkileri ve maliyetleri gibi unsurlar karsilastirilarak, tedavilerin etkinliginin analiz
edilmesi icin kullanilir. Ornegin; ayn1 hastaliktan muzdarip ancak tedavilerinde farkl
ilaglar kullanilan farkli hastalarin tedavi sonuglar1 karsilastirilabilir. Bu sayede,
hastanin hem saghigi hem de bitcesi agisindan, hangi tedavinin daha etkili olacagi
anlasilabilir [20].

e. Hastalara sunulan daha kaliteli hizmetler — Teknolojideki ilerleme ile paralel
olarak, dijitallestirilmis bi¢gimde depolanan ¢ok sayida veriye halihazirda sahibiz. Veri
madenciligi, bu devasa tibbi veriler tzerinde uygulandiginda; ilging, bilinmeyen
orlntulerin birgogunu ayiklamaya yardimci olabilir. Bu orlntulerin yardimiyla,
hastalara saglanan hizmetlerin ve bakimin kalitesi artirilabilir. Veri madenciligi,
ayrica, daha iyi tedavi edilebilmeleri adina hastalarin gereksinimlerinin bilinmesine de
yardimct olur [6]. Milley, buna ek olarak, veri madenciliginin, saglik kuruluslari
tarafindan verilen hizmetlerinin gelistirilmesi i¢in belirli hasta ihtiyaglarinin analizine

yardimci olabilecegini ifade etmektedir [21].

f. Hastanelerde enfeksiyon kontrolii — Hastane enfeksiyonlart her yil milyonlarca
hastay1 etkilemekte olup, ilaca direngli enfeksiyonlarin sayis1 oldukga fazladir [22].
Veri madenciligi araciligiyla, enfeksiyon kontrolli verilerindeki bir takim diizensiz
orlntalerin belirlenmesi igin, enfeksiyon incelemesi yapilir [15]. Enfeksiyon kontrol
icin, bu orlntller, alanda yetkin biri tarafindan daha fazla incelenir. Enfeksiyon
kontrol verilerinde bilinmeyen kaliplar1 kesfetmek igin veri madenciligi tekniklerinden

yararlanan bu tip bir g6zetim sistemi, Alabama Universitesi'nde uygulanmistir [23].

0. Yuksek riskli hastalarin saptanmasi — American Healthways (ginimuzdeki adiyla
Tivity Health, Amerika Birlesik Devletleri’'nde kurulmus bir sirket); diyabet hastaligi

yonetim hizmetleri sunan hastanelerin, diyabetik hastalarin yasam kalitesini
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iyilestirmesine ve masraflarin1 diisiirmesine yardimci olmaktadir. YUksek riskli ve
diisiik riskli hastalar1 ayirt etmek igin, American Healthways, tahmine dayali
(6ngoruct) modelleme teknigini kullanmistir. Tahmine dayali modelleme teknigi ile
sagliklariyla ilgili daha fazla endise duyan yuksek riskli hastalar, saglik hizmeti

saglayicilari tarafindan tespit edilmistir [24].

h. Sigorta dolandwriciligi ve kotiye kullamiminin azaltilmasi — Saghk sigortast;
hastalar, doktorlar, hastaneler gibi aktorler tarafindan siradigi taleplerin 6riintilerini
belirlemek icin bir model olusturur [25]. 1998 yilinda, Texas Medicaid Fraud and
Abuse Detection System, veri madenciligi teknikleriyle dolandiricilik ve suistimali

tespit ederek milyon dolarlik tasarruf saglamistir [26].

I. Hastane kaynaklarimin dogru yonetimi — Hastane kaynaklarinin yonetimi, saglik
endustrisinde énemli bir gorev olup, veri madenciligi, hastane kaynaklarinin yonetimi
icin bir model olusturur. Group Health Cooperative (Amerika Birlesik Devletleri’nde
kurulmus kar amaci gutmeyen bir saglik kurulusu), veri madenciliginden
faydalanarak, hastanelere daha diisiik maliyetlerle hizmet saglar [27]. Blue Cross
(saglik sigortasi saglayici bir sirket), veri madenciligi yardimiyla maliyetleri diisiirerek
ve ciktilari iyilestirerek etkili bir hastalik yonetimi yirQtir [28].

J. Tibbi cihaz endustrisi— Saglik sektoru tibbi cihazlar olmadan diisiiniilemez. Mobil
iletisim ve ucuz kablosuz biyo-sensorler, hastalarin 6nemli belirtilerini incelemek
adma guvenli bir yontem saglayan mobil saglik uygulamalarina iliskin en 6nemli
unsurdur [29]. Sonug olarak, saglik hizmetlerinde veri madenciliginin basarisi,
tamamen seffaf ve organize saglik hizmeti verilerinin mevcudiyetine baglidir. Bundan
dolay1, saglik endustrileri, daha sonra uygun sekilde ¢ikarilabilmesi i¢in verilerin nasil

toplanacagini ve depolanacagini dikkate almalidir [30].
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Saglik hizmetlerinde veri madenciligi uygulamalar1 Sekil 2.5' de verilmistir.

Yiksek
Riskli
Hastalarin
Belirlenmesi

Hastane
Kaynak
Yonetimi

Etkili
Tedaviler

Enfeksiyon
Kontrolii

T1ibbi Cihaz
Endiistirisi

Hastalik
Tanis1

Sekil 2. 5 Saglik Hizmetlerinde Veri Madenciligi Uygulamalari

Bu tez ¢alismasinda hastalik tanisi iizerinde durulmustur. Uroloji branginda goriilen
hastaliklarin teshisine yonelik kullanilabilecek veri madenciligi algoritmalari

kiyaslanarak sonuglar yorumlanmaistir.
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2.2.2. Saghkta Bilgi Yonetimi ve Veri Madenciligi

Son yillarda, tibbi saglik hizmetleri artan bir ilgi ve popllerlik kazaniyor. Molekdler,
biyomedikal teknikler, tibbi goruntiileme ve hastalarin tibbi kayitlar1 gibi teknolojik
gelismeler nedeniyle, her gin biyuk miktarda tibbi veri dretilmektedir. Klinik
uygulamalardan bireysel arastirmalara kadar, s6z konusu tibbi veriler; hasta kayitlari,
laboratuvar raporlar1 gibi tibbi bilgilerin dijitallestirilmesinin ardindan, yizlerce 6zel
veri halka acik veritabaninda saklanmaya baslamistir. Bugin, veri toplama hizi veri
¢ikarma hizindan ¢ok daha yuksektir. Bu nedenle, ise yarar olmasi igin bu verilerin iyi
organize edilmesi ve saklanmasi gerekmektedir. Bu buyuk tibbi veri havuzlarimi
islemek ve ondan yararli 6riintiiler elde etmek icin, yeni bilgi teknolojisi tekniklerine

ihtiyag vardir.

20. ylizyilda, psikoloji ve biligsel bilimlerle birlikte yonetim, bilgi ydnetiminin
evrimine yol agmistir [31]. 'Bilgi yonetimi' terimi 80'lerde ortaya ¢ikmis olup,
akademik disiplin 1995'te gelistirilmistir [32]. Aslinda bilgi yonetimi, performansi en
Ust dizeye c¢ikarmak adina bilgiyi toplamak, yonetmek, kullanmak, analiz etmek,
paylasmak ve kesfetmek igin yonetimsel bir yaklasimdir [33]. Bilgiyi neyin
olusturduguna dair bir tanim mevcut olmamakla birlikte, soyut ve g¢ikarimsal
olmasinin yaninda, bilgi, hipotez Uretmeyi ve karar vermeyi desteklemek icin
gereklidir. Yakin gegmiste, arastirmacilar, bilgi yonetiminin organizasyonel ve
operasyonel performans tzerinde olumlu etkileri oldugunu ortaya koyan galismalar
yapmustir [34, 35]. Orzano ve ark. tarafindan yapilan ¢alismada oOnerilen bir bilgi
yonetimi modeli, saglik hizmetleri endustrilerine iliskin énemli bilgiler vermis olup,
bilgi yonetimi sureclerinin daha iyi organizasyon 6grenimi ve karar vermeyi sagladigi
ve bunun da, daha iyi bir organizasyon performansina yol agtig1 ifade edilmistir.
Biyomedikal bilginin a¢ik hale getirilmesi adma; verilerin depolanmasini,
kurtarilmasini, paylasgilmasini ve yonetimini desteklemek icin bilgi yonetimi
metodolojileri ve tekniklerinden yararlanilmistir. Son zamanlarda hem bilimsel hem
de ticari alanlarda kullanilmakta olan bilgi yonetiminin, sirketlerdeki uygulamalari
icin birgok hedef ve zorluk s6z konusudur. Bilgi yonetimi, performanslarini artirabilir,
riskleri degerlendirebilir, ortaklik gelistirmeye yardimci olabilir, yonetimi organize
edebilir ve ekonomik degerlerini artirabilir [37]. Bilgi yonetimi konusuna, T.D.

Wilson’in  getirdigi baz1 elestiriler mevcuttur [38]. Fakat, sirketlerin ve
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organizasyonlarin bilgi yonetimine gercekten ihtiya¢ duymasi nedeniyle, bu elestiriler
bilgi yonetimine yenik diisebilir.

Bilgi yonetimi yontemleri ve teknikleri; insanlar ve teknoloji, gereksinimleri ortaya
cikarma ve deger Olcimi olmak Uzere Uc¢ ayr1 kategori altinda incelenebilir.
Gunumuzde, bu cercevede, teknik perspektifler kadar beseri perspektifler de goz
onlinde bulundurulmaktadir. Beseri perspektiflerin, temelde, motivasyon ve
benimseme ile alakali oldugu sGylenebilir. Yalnizca teknolojik fayda ugruna degil,
ayni zamanda organizasyonu/sirketi etkileyeceginden dolayi, c¢alisanlar, bilgi
yonetiminden yararlanmalar1 adina finansal veya finansal olmayan tesvikler
araciligiyla motive edilirler. Tesviklerin yan1 sira, hem g¢alisan hem de sirket icin bir
kazan-kazan sistemi ve bir kazan-kaybet 6dul sisteminin mevcudiyeti 6nerilmistir
[39]. Bilgi motivasyonuyla ilgili bir diger konu ise, bilginin benimsenmesidir. Bunun
sebebi, insanlarin bilgi yonetimini kullanmaya hazir olmayisidir [40]. Temelde bilgi
kesfi olarak bilinen daha genis bir olasiligin temel bir adim: olan veri madenciligi,
farkli alanlarda kullanilmaktadir (6rnegin; farkli biyolojik bilgilerin, ilaglara ve hasta
bakimina dair bilgilerin kesfi gibi). Modellerin istatistiki analizinde kullanilan veri
madenciligine, tip alaninda da, bir teknik olarak siklikla bagvurulmaktadir[27]. Veri
madenciliginin temel amaci, bir dizi veriyi ya da ham veriyi analiz ederek, yeni ve ise
yarar kaliplar1 belirlemek ve ortaya ¢ikarmaktir [41]. Yapay sinir aglari, karar agaglari,
bulanik kiimeler, destek vektor makineleri, bayes aglar1 ve genetik algoritmalar gibi
cesitli veri madenciligi teknikleri, sistem ve kullanicilar tarafindan bilinmeyen bilgi ve
kaliplart kesfetmek igin kullanilir [42, 33]. Biyomedikal veri madenciliginde, hasta
verileri "bireysel olarak tanimlanabilir" olmamalidir. Bu, hicbir kaydin hasta hakkinda
yeterli veri sunmamasi1 anlamina gelmektedir. Bu sayede hi¢ kimse hastay: teshis

edemez [2].
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2.3. Veri Madenciligi Algoritmalari

Veri madenciligi, tibbi verilerin islenmesi i¢in gesitli teknikler kullanir. Aslinda,
nitelik se¢imi icin, veri madenciligi teknikleri kullanilmaktadir. Siniflandirma igin
gerekli olan minimum bir oznitelik alt kiimesini secmek gerekir. Ozellik kiimesinin
gereginden fazla olmas1 durumu verimliligi diisiirebilir. Oznitelik segimi, tibbi teshisin
alanina giren bir sorundur [43]. Oznitelik alt kiimesi Uretimi, veri 6n islemenin bir
adimi olan, veri azaltma olarak da bilinmektedir [44]. Bunun disinda, 6znitelik segimi,
modelin dogrulugunu maksimize etmek icin gereken 6zelliklerin sayisin1 en aza
indirir. Ayrica, 6zellik kiimesinin gerektirdigi alan1 azaltmaya yardimeci olur. Ozellik
kiimesinde bulunabilecek fazlalik gurultli verimliligini ortadan kaldirir ve bu sayede

veri madenciligi algoritmasmin verimliligi artar [45].

Ozellik secim siireci, dort temel asamadan olusmaktadir: alt kiime olusumu, alt
kiimenin degerlendirilmesi, durdurma olgutl olarak kullanilan bir segim kriteri ve
nihai alt kiime o6zelligi [44]. Baslangig adim1 olarak, mevcut olan bos degerler ve
fazlaliklar gibi bazi tutarsizliklar ortadan kaldirildiktan sonra, 0Ozellik Kkimesi
arastirilir. Ozellik kiimesinin aranmasinin ardindan, alt kiime olusturma siireci baslar.
Sonrasinda, 0znitelik degerlendiricisi, olusturulan alt kiimeyi degerlendirir [47]. Alt
kiime olusturma ve degerlendirme asamasi, se¢cim/durdurma kriterleri saglanana dek

surer. Oznitelik seciminin amaci, uygun maliyetli ve verimli bir model Gretmektir [46].

2.3.1. Yapay Sinir Aglar

Yapay Sinir aglari; “gogunlukla dogrusal olmayan smiflandirma igin kullanilan,
denetimli siiflandiricilardir. “Noron” adi verilen biyolojik sinir hicrelerinin ¢alisma
dinamiklerini devralirlar”. Hesaplamali nronlar ve biyolojik sinir hiicreleri arasindaki
farki belirtmek igin, bilgisayar miihendisligi ve veri bilimi alaninda bu aglar, “yapay
sinir aglar1” adiyla anilir [48].

20. ylizyilin baglarinda gelistirilmis olan yapay sinir aglart [48], tip biliminin
kullandig1 en popiler veri modelleme algoritmalarindan biridir. Karar agaglarinin ve
Destek Vektér Makinesi’nin icadindan once, yapay sinir aglari en iyi siniflandirma

algoritmastydi [49].
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Yapay sinir aglarinin avantajlar1 asagidaki gibi siralanabilir: [48]

1. Egitim i¢in guraltuld verileri diizglin bir sekilde isleyebilir.

2. Girdi ve ¢ikt1 arasinda karmasik iligkiler Gretebilir. Herhangi bir dis yardim olmadan

kendi 6zelliklerine gore verileri analiz edebilir ve diizenleyebilir.
3. Kiimeleme ve prototip olusturma i¢in gesitli yapay sinir aglari kullanilabilir.

Yapay sinir aglari’nin kullanilmasindaki temel amag, 6rintli tanima ve siniflandirma
gorevlerini yerine getirmektir [50]. Yapay sinir agi sistemi, bir insan beyni 6rnek
almarak modellenmistir. Insan beyni, birbirine bagli milyonlarca nérondan
olugsmaktadir. Yapay néronlari, benzer bigimde birbirine baglayan sinir aginda, her
baglantinin bagh agirhigi vardir. Uyarlanir dogasi nedeniyle, agirliklari ayarlayarak
hatay1 en aza indirmeye yardimc olur [3]. Bu ndronlar, ¢ikti fonksiyonunu tretmek
icin paralel olarak birlikte calisirlar. Ogrenme asamasinda, ag, girdinin dogru simf
etiketini tahmin etmek icin, agirliklar ayarlayarak dgrenecektir. Yapay Sinir Aglari,
basit modelleme yontemlerinden farkli olarak, dogrusal olmayan iliskiyi tahmin
edebilmelerinden kaynakli ek bir avantaja sahiptir [51]. Tibbi verilerin analizinde
onemli bir rol oynayan yapay sinir aglarinin bu alandaki uygulamalari; doku
siiflandirmasi, hastalik tahmini ve ilag gelistirmeyi icermektedir. Bazi ¢alismalarda
yapay sinir agi kullanilarak, kalp hastaliklarinin tahmini yapilabilir oldugu tespit
edilmistir [52]. Asagida, yaygin olarak kullanilan yapay sinir ag mimarilerine yer

verilmektedir:

I. Cok Katmanli Yapay Sinir Ag: (MLNN): Bu tur yapay sinir aglari, dogrusal olmayan
kiimeler icin siniflandirma problemini ¢6zdiigii gizli katmanlar1 kullanir [53]. Bu gizli
katmanlar genellikle hiper diizlemler olarak yorumlanirlar. Bu tlr sinir aglari, farkli

veri kategorilerini siniflandirmak i¢in kullanilmaktadir.

ii. Polinomiyal Yapay Sinir Aglar: (PNN): Polinomiyal yapay sinir aglari, ¢ok
degiskenli polinom eslemeleri Ureten ¢ok katmanli algilayicilar gibi birimlere

benzeyen noronlara sahiptir.
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Sekil 2.6’de tek gizli katmanli yapay sinir ag1 gosterilmistir.

Giris 1 (Input 1)
Giris 2 (Input 2)

Girdi 1 (Hidden 1)
Girdi 2 (Hidden 2)
Girdi 3 (Hidden 3)

hidden 3

output 1

Cikis 1 (Output 1)

Sekil 2. 6 Tek gizli katmanli yapay sinir ag1.

2.3.2. Karar Agaci

Karar agaci algoritmasi, kosullu bir olasilik algoritmasidir. Karar agaci, egitim
verilerinin analizinden elde edilen kurallara gore veri siniflandirmasini test eder. Karar
agaci, karar icin bir nedene ulagsmak isteyen sireclerde ¢ok kullanighidir. Pek ¢ok
makine 6grenimi algoritmasinda sadece siniflandirma yapilir ve siniflandirma nedeni
belli bir sinifa agiklanmaz ve bazen agiklanamaz, ancak karar agaci algoritmasinda
siniflandirma insanlar tarafindan anlagilabilir kurallara dayandigindan karar vermenin
nedeni de anlagilabilir. Ornegin, profesyonel pazarlamada, farkli gruplari ve basarili

pazarlama igin ihtiyaglarin1 bilmek ¢ok faydalidir [54].
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Sekil 2.7°de 6rnek bir karar agaci algoritma sonucu verilmistir.

kik dugim (@

digim @ ® ® ® L L

0000000000 0000 0000000 ®

® ® & 000 o @ saf dugam

Sekil 2. 7 Ornek bir karar agac1 algoritma sonucu

Karar agaci, dallardan ve diigiimlerden olusur. I¢ diigiim (internal), alt iki dala
ayrilirken saf (terminal) diigtim en son yerdir ve hig alt diigiimii yoktur.[107] Terminal
olmayan her diiglim, bir veri 6gesindeki bir testi veya kosulu temsil eder. Karar
agaclari, ornekleri terminal olmayandan terminal diigiimlerine dogru siralayarak
siniflandirir [54]. Hangi dalin segilecegi, tamamen testin sonucuna baglidir. Ornegin,
tibbi geri kabul icin bir karar agact oldugunu diisiinelim. Bu agacin yardimiyla, bir
hastanin yeniden hastaneye yatmasi gerekip gerekmedigine karar verebiliriz [3].
Temelde cesitli avantajlar ve dezavantajlarin ve her segenegin potansiyel degerinin
gorsel bir temsilini olusturan karar agaglar1 [55], genellikle yoneylem arastirmasi
analizinde kosullu olasiliklarin hesaplanmasi i¢in kullanilir. Karar agaglar yardimiyla
en uygun alternatifler se¢ilebilir ve maksimum bilgi kazanimina dayali olarak kok
diigimden yaprak diiglime geg¢isin oldugu goriiliir, bu geciste benzersiz sinif ayrimina
isaret eder [57]. Veri madenciliginin diger bazi uygulamalarinda (6rnegin pazarlama),
bir tahminin dogrulugu, ihtiyac duyulan tek sey olabilir. Oriintiiniin isleyisine dair bilgi

sahibi olmak 6nemli olmayabilir. Ornegin; bir pazarlama profesyoneli bir pazarlama
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kampanyas1 baglatmak istediginde, miisteri segmentlerinin genel tanimlarina ihtiyag

duyacaktir. Karar agaci algoritmasi, bu tiir uygulamalar i¢in oldukga elverislidir [58].

2.3.3. Bulanik Kiimeler

Bulanik kiimeler ve bulanik mantik, veri madenciliginde genellikle belirsizligi temsil
etmek ve islemek i¢in kullanilan en iyi metodolojidir. Eksik ve girdltill veriyle basa
¢ikmanin en iyi yontemlerinden biri olan bulanik kiimeler ve bulanik mantik [51],
Onerilen uzman sistemin uygulanmasi igin gereklidir. Bu, belirsiz verileri islemeye
yardime1 olan bulanik kiime teorisi, Zadeh [59] tarafindan tanitilmistir. Bulanik mantik
yardimiyla, herhangi bir 6zel durumun herhangi bir kimeye diisme olasiligi

hesaplanabilir ve ardindan bu degere dayali olarak kararlar alinabilir [60].

2.3.4. Destek Vektor Makinesi

Ik kez 1999 yilinda ortaya atilmis olan Destek vektor makinesi (DVM) kavrami [61-
62], diger tum algoritmalara kiyasla en dogru sonuglart saglar. Bir siniflandirma
teknigi olup, istatistiksel 6grenme teorisi temelinde calisir [62-63]. DVM, c¢esitli
cekirdekler icin evrensel bir yaklasim olarak kullanilmistir [64]. Ogrenme verilerinin
alt kiimesine destek vektori adi verilir ve destek vektor makineleri bunun yardimiyla

tanimlanir. Yerel minimum degerin olmamasi, DVM'nin temel 6zelliklerinden biridir.

DVM modeli, egitim verilerinin bir temsili olup, destek vektorlerinin yardimiyla,
yogunlastirilmis veriler elde edilebilir [65]. DVM, iki farkli smifin Ornekleri
arasindaki marj1 en Ust diizeye ¢ikaran optimal bir ayiric1 hiper dizlem bulur. ikili
smiflandirmaya iliskin problemlere yonelik gelistirilmis olan DVM, daha sonra gok
smifli problemlerle ilgili de kolayca genisletilebilir niteliktedir. DVM'nin popdlerlik
kazanmasindaki en 6nemli nedenlerden biri de budur [66-67]. Bir ikili siniflandirma
gorevinde, hiper dizlem, iki ¢ikt1 arasindaki bolinmedir. Gorevler igin faydali olmasi
adma tekli ve c¢oklu hiper-dizlemler olusturabilir. DVM'leri uygulamak icin iki
yontem mevcuttur. Tlki, matematiksel programlamay1 icermektedir. Ikinci yontem ise,
cekirdek islevlerini kullanir. Hiper diizlem kullanmanin temel gorevi, veri noktalari
arasindaki ayrimin maksimize edilecek olmasidir [3]. Gurdlttll verilerde, iki farkl
simifin Ornekleri arasindaki marj maksimize edilerek hata en aza indirilir ve hiper

diizlem, ayirma alaninin merkez ¢izgisi olarak tanimlanir.

DVM lerin iki tiiri vardir. ilki, veri noktalarin1 dogrusal Karar sinir1 yardimiyla ayiran

dogrusal DVM’lerdir. Bunlar, rahatlikla ikiye ayrilabilen veri kimelerinde iyi
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performans sergiler. Verilerin smiflandirilmasint  tahmin ederken maksimum
genelleme yapabildiginden dolay1r en gucli algoritma oldugu bilinir[45]. DVM,
kapakgik siniflandirmasi/kalp atist gibi ikili simiflandirma problemlerinde kesinlik
saglar [68-70].

2.3.5. Bayes Ag1

Bayes agi, belirsiz alan hakkindaki bilgileri temsil eden 6zel bir ag turd olup, olasilikli
grafik modellerin (GM'ler) alanina aittir. Bayes aginda; diigiimler degiskenleri, ¢esitli
kenarlar da bu degiskenler arasindaki olasiliksal bagimliliklar: temsil etmektedir [71-
73]. Bayes ag1, her degisken icin iki tur bilgi tanimlar [74].

2.3.6. Genetik Algoritma

Genetik algoritma, genetige ve seleksiyona dayali bir arama ve optimizasyon
teknigidir. Bu algoritmalar, temelde, orintileri bulmaktan ziyade veri madenciligi
algoritmalarinin 6grenme sureci igin bir rehber gorevi goren sinir kiimelerinde
kullanilir. Ayrica, degiskenler ve aralarindaki bagimliliklar hakkinda hipotez formdile
etmek icgin, veri madenciliginde iligskilendirme kurallar1 ya da baska bir bigiminde
kullanilirlar. Genetik algoritmanin temel fikri, sema teorisinde sunulan diger
coziumlerin iyi kisimlarini - doganin canlilarin DNA'larin1 birlestirerek yaptigi gibi -
birlestirerek ¢ok daha iyi bir ¢dziim elde edilebilir [75]. Genetik bir algoritmada, belirli
secim kurallar altinda uygunlugun en Ust duzeye ¢ikarildigi bir duruma evrimlesen
birgcok bireyden olusan bir populasyon mevcuttur [76]. Baslangigta, her kuralin bir
problemin ¢ozimand temsil edecegi sekilde, rastgele bir kurallar toplulugu
olusturulur. Sonrasinda, genellikle en gliclu kurallar olan ebeveyn olarak kural ciftleri
secilir ve daha sonra yavru dretmek icin bu kural giftleri birlestirilir [77]. Genetik bir
algoritma temelde secim, gecis ve mutasyon olmak (izere (i¢ operatérden olusur.
Secimde, yeni bir nesil yetistirmek icin uygunluk esasina gore bir dizi secilir.
Ardindan, ¢aprazlama ile daha iyi yavrular Gretmek icin bu uygun ve iyi diziler
birlestirir. Mutasyon, daha sonra, bir diziyi yerel olarak degistirir ve boylelikle genetik
cesitlilik, bir populasyonun bir neslinden digerine devam eder. Her nesilde,
algoritmanin sonlandirilmas1 i¢in poptlasyon degerlendirilir. Sonlandirma Kriterleri
karsilanmadig: takdirde, U¢ operator tarafindan tekrar calistirilir ve ardindan yeniden

degerlendirilir.
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2.3.7. Naive Bayes Algoritmasi

Bayes teoremi veri madenciligi ve makina 6greniminin temel dinamiklerinden biridir.
X = {X1, .... Xn} biciminde bir veri seti oldugunda, 6grenme gorevi, gozlemlenen
kiimenin meydana getirdigi dagilimin 6zelliklerini agiga ¢ikarmaktir. Bayes kurali,
veri setinin kosul olarak verildigi bir 6zelligin olasiligini tahmin etme ydntemidir.
Ydntem bunu yaparken hy ve h; hipotezlerinin hy /A hy ifadesinin gergeklesemeyecegi

hallerde agiga ¢iktigni ve xi’nin gbzlemlenebilir bir olay oldugunu varsaymaktadir.

P(x;lh1)P(h1)
P(x;|h1)P(hy) + P(x;|h2) P(hy)

P(hylx;) = (2.1)

hy hipotezi ile baglantili onsel olasilik P(hy) iken, P(hy|x;) ise sonsal olasiliktir. x; Veri
degerinin ortaya ¢ikma olasiligi P(x;) ve bir hipotez verildiginde gézlemin onu tahmin
ettigi kosullu olasilik ise P(hy|x;)’dur. m farkli hipotez s6z konusu oldugu durumlar

i¢in (2.2) uygulanir ve bu durumda (2.1) de, en genel haliyle (2.3)' e esittir.

m

P(x) = Z P(x;|h;)P(h;) (2.2)

]

P(x;|hy)P(h
P(hylx) = T L(i,)( ) (2.3)

Naive Bayes algoritmasi, Bayes kosullu olasilik kuralinin gdzlemlenen bir 6rnegin
Ozellikleri arasinda uygulanmasi temeline dayanan dogrusal bir siniflandirma
algoritmasidir. Naive Bayes algoritmasinda, her o6zelligin siniflandirma sonucuna
katkis1 esittir. Veri setindeki bir 6zelligin var olup olmamasi, diger 6zelliklerin var
olup olmamasin1 kesinlikle etkilememektedir. Bu algoritma, siiflandirmaya iliskin
gerekli parametreleri tahmin etmek icin yalnizca degiskenlerin varyansina ve
ortalamasina ihtiya¢ duymaktadir. Bundan dolayi, O6grenme semasi Kontrol
edildiginden, egitim adiminda siniflandirict igin genellikle az miktarda veri yeterlidir
[71].

Bir degiskenler grubu smiflandirmasinda, egitim kiimesinden elde edilen kosullu ve

onsel olasiliklar kullanilir [71]. ti degiskenler grubunun, {Xi1, Xi,....,Xip} seklinde
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gosterilen p bagimsiz 6zellik degerine sahip oldugu varsayilsin, P(Xix|C;) bilindiginden

dolay, her xix dzelligi ve Cjsinifi icin P(tj|C;) asagidaki gibi tahmin edilir:

P(t16) = | [ PCeucl) 24)

Naive Bayes algoritmasi’nin avantajlar1 agsagidaki gibi siralanabilir: [72]
1. Buyk veri kiimeleri i¢in de hizli ve dogrudur.
2. Hesaplamalari kolaylastirir.

Naive Bayes’in en dnemli dezavantaji, aralarinda bagimliligin oldugu bazi durumlarda

degiskenler, dogru sonuclar vermez. [72].

2.3.8. Rastgele Orman (Random Forest)

Rastgele Orman; ilk olarak Adele Cutler ve Leo Breiman tarafindan, denetimli bir grup
smiflandirma algoritmasi bigiminde gelistirilmistir. Aslinda bu algoritma isminde
gecen "Orman" sozciigii karar agaci algoritmasiyla farkini anlatir. Bu algoritmada tek
bir karar agac1 yerine, orman gibi bir grup ikili karar agaci kullanilmaktadir. "Rastgele"
sOzcugl, bu ormanin, daha sekilsel bir bicimde, 6n yiikleme ile degistirilen temel
egitim kimesinin rasgele alt kiimelerinden olusturuldugunu gosterir. Egitim kiimesi
boyutuna goére, ondan binlerceye kadar ayri karar agacindan rastgele bir orman
olusturulabilir. Bu nedenle karar agaci algoritmasinin avantajlar1 ve dezavantajlari bu
algoritma icinde gecerlidir.

Rastgele orman siniflandiricilari, dogrusal olmayan siniflandirma gorevlerinin cogunu
yerine getirebilir. Rastgele Orman, her vektore iliskin degisken sayist ¢ok fazla
oldugunda ve egitim kiimesi ¢ok genis oldugunda en ideal algoritmadir [54-55].
Rastgele Orman algoritmas1 iki asamadan olusur. Egitim asamasi olarak da
adlandirilan ilk asamada, etiketli temel kiimenin rastgele alt kiimelerinden orman
yapist meydana getirilir. Bir N vektor populasyonun bir siniflandirma ¢aligmasinda
elimizde oldugunu varsayalim ve hedefimiz 'n' sayida karar agaci baridiran rastgele
bir orman olusturmak olsun. Ilk olarak, orman yapisin1 meydana getirmek amaciyla,

temel veri setinden ’n’ sayidaki alt kiimeleri rastgele aliyoruz. ‘Yerine koyma teknigi
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ile her yeni adimda alt kiimelerin secimi gerceklestirilir. Bu nedenle, alt kiimeler
benzer olabilir. Boylece, rastgele secilen ’n’ altkiimeye bagli olarak ormandaki her
karar agaci blyr. ikinci bir parametre olarak, degisken sayis1 sabit tutulabilir. Bundan
dolay1, her alt kiimede ayni tutulmasina ragmen alt kiimeler arasindaki degiskenler
farkli olabilir. Her iki halde de, karar agaglarinin en iyi bolinme olcutleri rastgele
secilen altkiime vektorleri ile belirlenmektedir. Agaglar buyutulirken her agacin
tamamen biyumesini saglamak igin, karar agaglar1 budanmaz. Sekil 2.8’de érnek bir

rastgele orman algoritmasi verilmistir.

Rastgele Orman

—_—

Sekil 2. 8 Ornek bir rastgele orman algoritmasi

Test asamasi olarak da adlandirilan ikinci asamada, olusturulmus orman yapisi
kullanilarak ormanm daha Once hi¢ gormedigi etiketlenmemis bir vektorin smifi
tahmin edilir. Ormandaki karar agaglarinin her biri ile etiketlenmemis vektor
simiflandirilir. Her bir bélge agacinin siniflandirma sonucu oylama olarak adlandirilir.
Sonug olarak, nihai siniflandirma islemi, tek bir karar agacina dayali olarak degil

ormandaki oy ¢cogunlugu g6z éniinde bulunrularak yapilir [55].
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Bu algoritmalar saglik hizmetlerinde de yaygin olarak makine 6grenme teknikleri

olarak karsimiza ¢ikmaktadir.
Saglik Hizmetlerinde Makine Ogrenme Teknikleri

Makine ogrenimi alaninda ¢ok sayida arastirma mevcut olup, bu arastirmalar
cogunlukla uygulamaya yoneliktir. Makine 6grenimi arastirmalar1 saglik alaninda
yaygin olarak kullanilmaktadir. Makine 6grenimi yontemleri, arastirmadaki artisin
ilerlemelere yol agacagi alanlar1 belirleyebilir. Algoritmik ¢ozumlerin sunulamadig:
ve bicimsel kodlarin veya uygulama alani hakkinda bilgi taniminin yetersiz oldugu
durumlarda, makine 6grenimi yontemleri ortaya ¢ikar. Makine 6greniminin bircok
yontemi  bulunmakla birlikte, bunlar genel olarak, &grenme asamasinda
manipilasyonun dogasina gore sembolik ve alt-sembolik olarak siniflandirilabilir [78].
S6z konusu sembolik 6grenme yontemi oldugunda, karar agaglarinda oldugu gibi,
gerekli bilgi ve yapilan ¢ikarim seviyesi farklidir [79]. Diger yandan, genetik
algoritmalar [80] ve yapay sinir aglar1 [81] alt-sembolik siniflandirma ydntemlerine

ornektir.

Saglik alaninda makine 6grenimi yontemlerinden bahsedecek olursak; bu tekniklerin
ve araglarin hastaliklarin teshis ve prognozunda (6ngorisiinde), hastaligin ilerlemesine
yonelik tahminlerde veya tibbi bilginin ¢ikarilmasinda yardimci oldugu séylenebilir.
Timevarimsal 6grenme gibi sembolik yéntemler, uzman sistemlere 6grenme ve bilgi
yonetimi eklemek igin kullanilir [82]. Makine 6grenimi araglari; eksik degerler,
rastgele giriltl veya sadece birkac hasta kaydi gibi, tibbi alanin bazi karakteristik
oOzelliklerini ele almaya yardimct olur [83]. Sinir aglari gibi alt-sembolik 6grenme
yontemleri, bu veri kimelerini idare edebildiklerinden dolay1, karar vermeyi
gelistirmeye de yardimci olurlar [84]. Tibbi teshiste 6nemli bir uygulama, gz ardi
edilemeyecek bir yardim saglayan tibbi gorintilemelerin yorumlanmasidir [85].
Gergekten de, saglik hizmetleri alaninin bilgisayar sistemlerine olan bagimliliginin
artmasi ile makine 6grenimi yOntemleri bircok durumda hekime 6nemli Olcude

yardimci olabilmekte ve gercek zamanli tan1 konmasini saglayabilmektedir.

Makine 6grenimi, tibbi Kararlar almanin yani sira tibbi karar verme sistemlerinin
verimliligini ve Kalitesini de iyilestirir [86]. Bir tip uzmaninin bir sistemden elde edilen
sonuglar1 ne derece iyi kavrayabilecegi ve kullanabilecegi, blylk 0Olgtide, kullanilan

makine 6grenimi yontemlerine baglidir. EKG tanisi i¢in ¢alisan birgok arastirmaci
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tibbi uzman, tibbi uzman sisteminin bilgilerini gelistirmeye yonelik makine 6grenme

teknikleri uygulamistir.

Daha Once veri madenciliginden bahsederken Ozellikle saglik hizmetleri ve saglik
sektorindeki uygulamalarindan bahsedilmistir. Ancak veri madenciligi uygulamalari
sadece saglik alani ile kisitli degildir. Bu bélumde diger alanlardaki uygulamalarindan
da bahsedilecektir.

2.4. Veri Madenciligi Uygulamalari

Veri ¢ozumlemesine yonelik veri madenciliginin gucunden kaynakli olarak, veri
madenciliginin, gergek hayatta farkli alanlarda gok cesitli uygulamalart mevcuttur
[100-102]. Bu uygulamalarda bir veya daha fazla veri madenciligi gorevi, teknigi ve
yontemi uygulanmaktadir [6, 15]. Veri madenciliginin gercek hayattaki ¢esitli

uygulamalarina asagidaki bolumlerde yer verilmistir.

2.4.1. Telekominikasyon Sektoru

Telekom/mobil servis saglayicilari tarafindan (i) pazarlama kampanyas, (ii) misteriyi
elde tutma, (iii) misteriler igin, miisteri Segmentasyonuna dayali paket olusturma, (iv)
iletisim altyapisinin optimum kullanim1 gibi unsurlara yonelik strateji olusturulmasi
ve tasarlanmasinda veri madenciliginden yararlanilmaktadir. Mobil hizmet
saglayicilari, siniflandirma ve kiimeleme kullanimi sayesinde, dogrudan pazarlamayi
tesvik edecek pazarlama kampanyalar1 igin strateji gelistirebilirler. Kiimeleme ve
ardindan siniflandirma yardimi ile miisteriler, hareketlerinin tahmin edilebilmesi igin
cesitli gruplara ayrilabilir. Miisterilerin servis saglayici tarafindan elde tutulabilmeleri
adina, spesifik pazarlama stratejileri ve paketleri formule edilebilir ve tasarlanabilir.
Tanimlanan miisteri gruplarina gore, 6zel paketler de, bu ¢esitli miisteri gruplarinin
ihtiyaclarina/gereksinimlerine uygun sekilde formile edilebilmektedir. Paketlerin
tasarlanmasinda birliktelik ¢6ziimlemesinden de yararlanilabilir. Ag kullanim modeli,
yetersiz kullanilan ve asir1 kullanilan ag altyapisini ayirt etmek icin veri madenciligine
bagvurularak analiz edilebilir. Bdylece altyapinin geneli en verimli sekilde

kullanilabilir ve/veya ihtiyaca gore gelistirilebilir [87, 88].
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2.4.2. Perakende Sektoru

Sektor oyuncular1 ve stiper market sahipleri, veri madenciliginden yararlanabilir. Veri
madenciligi yardimiyla; (i) miisterilerin satin alma davranislari, (ii) pazar-sepet
analizi, (iii) misterilerin segimleri, (iv) Urlnlerin raflara yerlestirilmesi, (v) etkili
tekliflerin/kuponlarin/indirimlerin sunulmasi ve (vi) miisteri segmentasyonu’na dair
tahminde bulunabilirler. Miisterilerin satin alma davranislarini ve pazar sepet analizini
ongormek icin birliktelik ¢6zumlemesi kullanilir. Birliktelik kullanilarak, satis
verilerinden, saglanan destek ve gliven seviyesine dayali yaygin 6ge kiimeleri ortaya
cikarilabilir. Bdylece, bu yaygin 6ge kiimeleri yakinlara yerlestirilerek satiglarda artis
elde edilebilir. Satis verilerinin kiimeleme kullanilarak analiz edilmesi ile Uriinlerin
yerlestirilmesi i¢in en elverisli konum (yani raflar) belirlenebilir ve satislarin
artirilmast igin en uygun teklifler tespit edilebilir. Satis verileri, kimeleme ve/veya
smiflandirma kullanilarak c¢esitli miisteri segmentlerini kesfetmek icin de analiz
edilebilir. Farkli pazarlama kampanyalar1 ve promosyonlar, ya da teklifler, ortaya
cikan miisteri segmentlerine uygun bigimde o6zellestirilebilir. Cok az satin alma
gerceklestirdigi halde ¢ok harcayan miisteri ile ok sik satin alim yapan ancak kuguik
miktarlar harcayan miisteriye yaklasim farkli olacaktir [89-91].

2.4.3. Finansal Veri Analizi

Finans ve bankacilik sektorlerindeki finansal veriler, sistematik veri analizini ve veri
madenciligini kolaylastirir. Finansal veri analizinde veri madenciligi; (i) kredi 6deme
tahmini, (ii) misteri kredi politikas1 analizi, (iit) hedefe yonelik pazarlama igin miisteri
segmentasyonu ve (iv) kara para aklanmasinin tespiti icin kullanilabilmektedir.
Oznitelik siralamas1 ve 6znitelik secimi sayesinde, veri madenciligi ile miisterilere ait
(i) kredi gecmisi, (ii) 6deme-gelir oran1 ve (iii) kredi vadesi’nin tespit edilmesi igin
miisterilerin 6deme gegmisleri analiz edilebilir. Bu tahmin, bankalarin/finans
kuruluslarinin kredi verme politikalarini olusturmalarinda ve miisterilere puanlarina
gore kredi vermelerinde yardimci olacaktir. GuUnumizde bankalar ve finans
kuruluslari, misterilere kredi vermeden 6nce, veri madenciligine dayali CIBIL puanini
kontrol etmektedir [92-95]. CIBIL puan, kredi ge¢misinizin ¢ basamakli sayisal bir
Ozetidir. Puan, CIBIL raporunda bulunan kredi gegmisi kullanilarak elde edilir.
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2.4.4. Saghk sektorii

Saglik hizmetleri sektoriinde, veri madenciliginin yararli oldugu kanitlanmis farkli
alanlar mevcuttur. Bu alanlar miisteri iliskilerinin iyilestirilmesi, 6ngoriicii tibbin
gelistirilmesi, dolandiricilik ve ihmalin tespit edilmesi ve genel saglik yonetimini de
kapsamakta olup, bazilari, sistem igerisinde belli 6gelerin dogrulugunu kesin olarak

belirlemeye yoneliktir.

Ozellikle saglik sektoriinde tek tek verimliliklerin artirilmasi, hasta bakiminin
artirtlmasinda ve daha fazla hastanin yasami kurtarilarak maliyetlerin diistiriilmesinde

veri madenciliginin ise yarar oldugu gortlmektedir.

Son yillarda, saglik hizmetleri sektoriinde; (i) kronik hastaliklarin tanimlanmasi ve
analiz edilmesi, (i) etkili tedaviler i¢in olasi nedenlerin ve ilaglarin tespit edilmesi ve
ortaya cikarilmasi, (iii) hastaligin yayilmaya egilimli oldugu yiiksek riskli bolgelerin
takip edilmesi, (iii) hastaligin yayilmasim1 azaltmaya yonelik programlarin
tasarlanmasi, (iv) hastalarin rejyonlarmin (bdlgelerinin) tanimlanmasi gibi amaglarla

veri madenciliginden yararlanilmaktadir.

Saglik hizmetleri sektérinde, gorintileme ve laboratuvar testlerine ait veriler ve
raporlar; kimeleme, siniflandirma, iligskilendirme ve aykir1 deger algilama gibi veri
madenciligi gorevleri ile analiz edilir. Kronik hastalik semptomlarinin, bu hastaliklarin
olasi nedenlerinin ve tedavilerinin tanimlanmasi, tespit edilmesi ve dngdrilmesi icin
bu gorevlerden yararlanilir. Bu sekilde, s6z konusu hastaliklar i¢in etkin tedavi
yontemleri mimkiin olabilir. Hastaligin yayilma ihtimalinin yiksek oldugu riskli
rejyonlarmn belirlenmesi ve takip edilmesi adina, analiz daha da genisletilebilir. Bu tip
bir analizden yola ¢ikarak; hastaliklara ve onlemlerine dair toplumu bilgilendiren
bolgesel kampanyalar tasarlanabilir. Hastalik semptomlarinin, hastaliga yol agan
nedenlerin ve tedavide kullanilan ilaglarin strekli karsilagtirilmasini mimkun kilan
veri madenciligi sayesinde, etkin tedavi yontemlerini ve bunlarin beraberinde getirdigi

yan etkileri tespit etmeye yonelik veri analizleri gergeklestirilebilir [96-97].
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2.4.5. Dolandiricilik tespiti ve su¢ 6nleme

Aykiriliklar veya aykiri degerler, blylk miktarda veri islenerek yapilan veri
madenciligi yoluyla da tespit edilebilir. Aykir1 degerler, verilerdeki seyrek kaliplarin
ortaya ¢ikarilmasiyla belirlenebilir.  Yaygin olmayan Orintller genellikle
sahtekarlik/su¢ faaliyetine aittir. Dolayisiyla, aykir1 deger tespiti ve/veya yaygin
Orintl madenciligi yardimi ile olas1 dolandiriciliklar tespit ve tahmin edilmekte,

boylelikte suglarin ortaya ¢ikisi 6nlenebilmektedir [98].

2.4.6. Miisteri Iliskileri Yonetimi

Basarili misteri iligkileri yonetimi, daha uygun miisterilere hitap edilmesi ve
misterilerin daha iyi elde tutulmasi ile elde edilebilir. Veri madenciligi; (i) veritabani
pazarlamasinin, (ii) misteri edinme ve miisteri koruma kampanyalarinin tanimlanmasi

ve tahmini yoluyla miisteri iliski yonetimini gclendirebilir [99-100].
2.4.7. Tavsiye sistemleri

Tavsiye sistemleri, paydaslara veri madenciliginden yararlanan kullanicilarin ilgisini
cekebilecek gesitli dneriler sunar. Bu sistemler, kullanici i¢in bir 6geyi tahmin etmeye
yonelik kullanict iglemlerini, kullanici profillerini, anahtar kelimeleri, 6geler
arasindaki ortak 6zellikleri inceler. Tavsiye sistemlerinde; makine 6grenimi, istatistik,
bilgi alma gibi bircok veri madenciligi teknigi kullanmilmaktadir. Ornegin pazarlama
alaninda, tavsiye sistemi; kullanici tarafindan gegmiste sorgulanan runlerle benzer
olan rlnlerin veya zevklerin dogrultusunda, kullanicinin zevkleri ile benzerlik tasiyan

diger misterilerin tercihlerine bakarak, Griin 6nerisinde bulunabilmektedir [95].

2.4.8 Cevrimigi pazarlama / E-ticaret

Cevrimigi pazarlama ve e-ticaret alanlarinda faaliyet gosteren g¢esitli bilyiik
markalar/saticilar da islerini bilylitmek i¢in veri madenciliginden yararlanmaktadir.
Ornegin: (i) e-ticaret saticilari, web iizerinde metin madenciligi kullanarak {iriiniin en
diisiik fiyatim1 kesfeder, (i1) biiyilik fast-food zinciri saticilari, miisteri deneyimlerini
gelistirmek i¢in veri madenciligi kullanarak miisterilerin siparis modelleri, bekleme
stireleri, siparig biiyiikliikleri gibi unsurlar1 inceler, (iii) ¢evrimi¢i medya servis
saglayicilar1 ayrica bir dizi veya filmi miisteriler arasinda nasil popiiler hale

getireceklerini 6grenmek i¢in veri madenciliginden yararlanirlar [95].
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3. YONTEM

Veri madenciligi yontemleri; Birliktelik kurallari, siniflandirma ve tahmin, kiimeleme

analizi ve aykirilik analizi olarak 4 farkli yonteme boliinmektedir.

1.Birliktelik Kurallari: Bu yéntem, veri madenciliginde en iyi bilinenlerdendir. Buyuk
veri tabanlarindaki iliskili degiskenleri ve bu degiskenlerin aralarindaki iligkinin
biiyiikligiinii belilemek igin basvurulan bir metoddur.

2.Smiflandirma ve Tahmin: Bir gdzlemin niteliklerinin gelecekteki veri yonelimlerinin
aciklanmasi amaciyla incelenmesi ve Onceden belirlenmis bir sinifa bu gozlemin
atanmasidir. Rastgele orman, Lojistik regresyon ve Navie Bayes siniflandirmada
kullanilan temel algoritmalardandir.

3.Kiimeleme Analizi: Kiimeleme yontemindeki amag; islenebilir duruma getirmek i¢in
dagilmis  haldeki  verilerin  Ozellikleri ~ dogrultusunda  birlestirilmesidir.
Siniflandirmadan farki kiimeler 6nceden saptanmamustir. Kiimelemede yaygin olarak
kullanilan algoritmalara K-Metoids ile K-Means 6rnek olarak verilebilir.

4. Aykirilik Analizi: Verilerdeki aykirt degerlerin ve ug¢ degerlerin, algoritmalar ile
denetim yapilarak ortaya c¢ikarilmasi srecidir. Bu tarz olagan disi veriler kayit etme,
okuma ve 6l¢im gibi hatalardan dolayr meydana gelmektedir. Veri madenciligindeki
algoritmalar, bu olagandisi verileri tamamen ortadan kaldirmay1 ya da en aza indirmeyi
hedeflemektedir.

Bu caligmada amag veri madenciliginde en sik kullanilan yontemlerden siniflandirma
yontemlerini incelemek ve bu smiflandirma algoritmalarini kullanarak WEKA
yazilimi aracili8i ile tiroloji bransi verilerinin analizini yapmak ve tip doktorlarinin da

kullanabilecegi faydali sonuglar elde etmektir.

3.1. Ssmiflandirma

Onemli siniflar1 tanimlayan modelleri ¢ikarmak veya gelecekteki veri egilimlerini
tahmin etmek ic¢in kullanilabilecek iki veri analiz bigimi vardir. Bu iki yontem
asagidaki gibidir:

e Siiflandirma

e Tahmin
Siniflandirma modelleri, kategorik siif etiketlerini Ongortr ve tahmin modelleri
surekli 6nemli fonksiyonlari tahmin eder. Ornegin, banka kredisi uygulamalarim

giivenli veya riskli olarak smiflandirmak i¢in bir siniflandirma modeli veya gelir ve
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meslekleri goz Oniline alindiginda potansiyel misterilerin bilgisayar donanimi
tizerindeki harcamalarini dolar cinsinden tahmin etmek igin bir tahmin modeli
olusturabiliriz [1].

Burada 6nemli faktor, algoritmalarin basarisini en iyi sekilde 6l¢gmektir. Yaratilan
modelin basar1 oranimi 6lgmek igin birgok faktor kullanilabilir. Veri madenciligi
arastirmalarinda en dogru modelin hangisi oldugunu anlamak igin dogruluk, kesinlik
ve duyarlilik gibi o6l¢itlerden faydalanilir. Yalnizca dogruluk kriteri kullanilarak
model se¢ciminin yapilmasi bilimsel ¢alismalarda yeterli goriillmemektedir. Dogruluk
Olcutd ile birlikte duyarlilik ve kesinlik 6l¢utlerinin de modele karar verme siirecinde

dikkate alinmasi gerekir [1].

Bu bolimde, makine 6grenme algoritmalarinin basarilarini belirlemede kullanilan
Olciitlerden  bahsedilecektir. ilk olarak dogruluk, duyarliik ve kesinligin
hesaplanmasini anlayabilmek igin hata(karigiklik) matrisinden bahsetmek gerekir [1].

Cizelge 3.1°de hata matrisi verilmistir.

Cizelge 3 1 Hata(Karisiklik) Matrisi

Tahmin Edilen Deger

Dogru Pozitif (DP) Yanlis Negatif (YN)
Gergek Deger

Yanlis Pozitif (YP) Dogru Negatif (DN)

Model tarafindan dogru olarak tahmin edilen gozlemler Dogru Pozitif ile Dogru
Negatif kisimlarinda, yanlis tahmin edilenler ise Yanlis Pozitif ve Yanlis Negatif

altinda toplanir. Bu terimlerin aciklamalarini inceleyecek olursak:

Dogru Pozitif: Bunlar ger¢ek degeri 1 ve tahmin ettigimiz degerin de 1 oldugu

orneklerdir.

Dogru Negatif: Bunlar gercek degeri 0 ve tahmin ettigimiz degerin de 0 oldugu
orneklerdir.

Yanlis Pozitif: Bunlar ger¢ek degeri 0 ancak tahmin ettigimiz degerin 1 oldugu

orneklerdir.

Yanlis Negatif: Bunlar gercek degeri 1 ancak tahmin ettigimiz degerin 0 oldugu
orneklerdir.
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Modelin basarisint dlgmek icin dogruluk orani ¢ok kullanilan bir dl¢iittiir. Dogruluk
oran1, modelin dogru tahminlerinin oranini belirler. Ornegin; 100 magtan meydana
gelen bir veri setinde 40 magin sonucu dogru tahmin edilir ise, dogruluk oranimiz %40
olur. Dogruluk 6l¢iitii, esit dagilim gostermeyen veri kiimelerinde yalniz basina higbir
zaman yeterli olmamaktadir. Mesela; 100 hastadan olusan bir verimiz olsun ve bu
kisilerden bazilar1 kanser hastas1 olsun ve bazilar1 da kanser hastas1 olmasin. Gerg¢ekten
kanser hastasi olanlardan yalnizca 10°’nuna kanser teshisi konulsun. Bu ise aslinda
kanser oldugu halde teshis edilemeyen kisilerin varligini gosterir ve bu arzu
edilmeyecek bir durumdur. Bu nedenle modellerin dogrulugunu belirlemede diger

Olciitler de kullanilmalidir [1].
Asagida belirtilen olciitler ile algoritmalarin basarisi dl¢iilebilir.

e Ortalama Kok Kare Hata (Root mean squared error)

e Dogru Siiflandirma Oran1 (Correct classification rate/Accuracy)

e Kesinlik degeri (Precision)

e Kappa Istatistik Degeri (Kappa statistic)

e Ortalama Mutlak Hata (Mean absolute error)

e ROC Alan Degeri (ROC Area)

e Duyarlilik (Recall)
Bu boliimde algoritmalarin siniflandirma performanslarint degerlendirme Olgiitleri
hakkinda bilgi verilecektir.
Bu olciitlerin  hesaplanmasinda Cizelge 3.1°de verilen hata(karisiklik) matrisi
kullanilir. Hata matrisi, tahminlerin dogrulugu hakkinda bilgi veren 2x2’lik bir
matristir. Siniflandirma sonucu olusan modelin gergek degerleri ile tahmin edilen

degerlerinin karsilastirilmasina olanak saglar.
Modellerin performanslarini degerlendirme 6l¢iitleri asagidaki gibi verilebilir:

Dogruluk (Accuracy): Tim dogru tahmin edilen degerlerin, bitlin sonuclara olan

oranidir [1].
Dogruluk = DP+DN / ( DP+DN+YN+YP) (3.1)

Duyarlilik (Sensitivity): Duyarlilik (DP Orani) dogru tahmin edilen pozitif sinif
degerlerinin, tiim pozitif smif degerlerine oranidir. Pozitif kararin dogru olma

olasiligdir [1].
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Duyarlilik = DP oran1 = DP / (DP + YN) (3.2)

Ozgiilliik (Specificity): Dogru tahmin edilen negatif sinif degerlerinin, tiim negatif sinif

degerlerine oranidir. Negatif kararin dogru olma olasiligini gésterir [1].
Ozglllik = DN / (DN + YP) (3.3)
Yanlis pozitiflerin orani olan YP Orami= 1- Ozgiillik seklinde hesaplanr.

ROC (Receiver Operating Characteristics): Bir tani1 testine ait 6zgiilliik ve duyarlilik
degerleri arasindaki bagint1 igin ROC egrisi grafiksel gosterim saglar. Dogru pozitif
orana yani duyarliia karsin yanlis pozitif oranlarin (1-6zgullik) noktalanarak
cizilmesiyle ROC egrisi olusturulur. DP orani ile YP orani arasindaki iliskinin
grafiksel olarak gosterimidir. Grafikte egri altinda kalan alan (AUC) degeri 1’e
yaklastik¢a tan1 degeri yiikselmektedir. ROC i¢in en iyi deger 1°dir, 0,5 degeri ise
siniflandirmanin basarili olmadigini gosterir. ROC degerinin 1 olmasi, veride higbir

yanlis tahmin olmadig1 anlamina gelir.

MCC (Matthews Correlation Coefficient): Bu kriter, iki sinifli veriler i¢in diger
olgiitlere kiyasla daha dogru sonuglar vermektedir. Dengeli dagilim géstermeyen veri
kiimelerinde dahi en dogru sonucu verir. MCC’nin formiilii (3.4)’de verilmistir. MCC,
—1 ve +1 arasinda degisen bir korelasyon katsayisi olup, gergek sinif ve tahmin edilen
ikili smiflandirmalar arasindaki korelasyonu gosterir. Rasgele smiflandirma
oldugunda kriter 0 degerini verir, 1 degeri elde edildiginde mevcut gergek degerler ile
siiflandiricinin verdigi kararlarin tamamen birbirine ters oldugu anlamina gelir. +1
degeri ise smiflandirma basarisinin tam dogru oldugu anlamina gelir. Hesaplanan

degerin 1’e yakin olmast dogru bir siiflandirma yapildigini géstermektedir[1]:
MCC = (DPxDN) — (YPxYN) / V(DP+YP)x(DP+YN)x(DN+YP)x(DN+YN) (3.4)

Duyarlilik (Recall): Dogru tahmin edilen pozitif sinif degerinin, biitiin ger¢ek pozitif

sinif degerlerine oranidir.
Duyarlilik=DP/(DP+YN) (3.5)

NOT: Geri ¢agirma ve duyarlilik (DP Orani) ayni degerleri vermektedir. Uygulama

bolimindeki algoritmalar icin elde edilen tablolarda bu deger goriilmektedir.
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Kesinlik (Precision): Dogru tahmin edilen pozitif sinif degerinin, biitiin pozitif olarak

tahmin edilen siif degerlerine oranidir [1].
Kesinlik = DP / (DP+YP) (3.6)

PRC (Precision-recall Curve): Iki &nemli performans olgiitii olan kesinlik ve
duyarlilik arasindaki baginti1 bu performans 6lg¢iitii ile incelenir. Bu iki deger her bir
kesim noktasinda hesaplanarak bir egri olusturulur. Egri olusturulurken Y ekseninde
kesinlik ve X ekseninde duyarlilik degerleri yer alir. PRC egrisi bu iki degerin
kesisiminden elde edilen noktalarin birlestirilmesi ile olusturulur. 1’e yakin PCR

degerleri tahminin dogrulugunu gosterir [1].

F-Olgiitii (F-Measure): Duyarlilik ve kesinlik karsilastirma kriterleri, yalniz baslarima
anlamli bir karsilagtirma sonucu ¢ikarmamiza yetmeyebilir. Bu durumda, bu iki kriteri
birlikte degerlendirmek daha dogru sonuglara gotiirebilir. F-0l¢iti bu amacla

tanimlanmistir. Bu 0Ol¢iit, duyarlilik ve kesinligin harmonik ortalamasidir.
F-Olgiitii = (2xDuyarlilikxKesinlik)/(Duyarlilik+Kesinlik) (3.7)

Kesinlik, duyarlilik ve F-0lciit degerleri 1° e yaklastikga modelin basarist artar.

34



4. BULGULAR

Veri madenciliginin tip bilisiminde kullanim1 giincel konulardan biridir ve giderek
daha da 6nemini arttirmaktadir. Veri madenciligi, yapay zekanin en dikkat ¢eken
uygulamalarindandir ve sistemlerin planl bir deneyimi olmadig: halde deneyimden
otomatik olarak 6grenmesini ve ilerlemesini saglar. Veri madenciligi’nde, verilere
kendileri igin ulasabilen ve bu verileri 6grenebilen bilgisayar programlart gelistirmek
Uzerinde odaklanilir. Veri madenciligi algoritmalar1 ile bir tahmin modeli
olusturulabilir, 6rnegin bu tezde veri madenciligi algoritmalar1 {iroloji hastaliklarini

tahmin etmek igin kullanilmigtir.

Veri madenciligi U¢ ana bolimden olusmaktadir: Veri, veriye ait Ozellikler ve
algoritmalar. Veri madenciligi’nde kullanilan ¢ok fazla algoritma mecuttur ve her
gecen gun de yeni algoritmalar eklenmektedir. Bu tez ¢alismasinda siniflandirma

algoritmalari iginde yaygin olarak bilinen sekiz algoritma incelenmistir.
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4.1. Veri Seti Hakkinda Bilgiler

Analizde kullanilacak veri setinden bu bolimde bahsedilecektir. Bu tez ¢alismasinda,
tiroloji brangina ait dort farkli hastaneden alinan, etik ilkelerine uygun, 1985 hastaya
iliskin verilerle WEKA programinda siniflandirma islemleri yapilmistir. Veriler, ilk
olarak hastanelerden toplanarak veri birlestirme, veri temizleme ve Onisleme
stireclerinde isleme tutulmuslardir. Veriler Uzerinde bir takim diizenlemeler (6n
islemler) yapilarak model kurmaya hazir hale getirilmistir. Bu islemlerin ardindan
175909 veriden 1985 hastaya iliskin veri ortaya ¢ikmis olup analize hazir hale
getirilmistir. Smiflandirma islemine ge¢gmeden 6nce kullanilan veri setine iliskin

bilgiler verilecektir:
Bu uygulamada 5 farkli asama vardir:
e Veri setini toplamak
e Verileri bigcimlendirmek
e Modeli olusturmak
e Eniyi modeli belirlemek
e Eniyi modeli iiroloji hastaliklarini tahmin etmek i¢in kullanmak

Bu ¢alismanin amac1 yas, cinsiyet, lokasyon ve semptom bilgilerine dayanarak tiroloji

hastaliklarini teshis etmektir.
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4.1.1. Kullanilan Veri Seti ve Veri Setinin Diizenlenmesi

Kullanilan veri seti 18 adet teshis ana grubunu bulundurmaktadir. Bu teshislere iliskin
45 adet semptom bulunmaktadir. Hastalara iligkin dogru teshis koymada hastalarda

gorulen semptomlar 6nemli bir bilgi icermektedir.
Yas verileri 6 kategoriye ayrilmis olup 1’den 6’ya kadar etiketlenmistir.

Cinsiyet verileri 2 kategoriye ayrilmis olup, erkek 1 ve kiz 2 olarak etiketleme

yapilmustir.

Konum verileri 3 kategoriye ayrilmistir: 0: Konum Bilinmiyor, 1: Kentsel ve 2: Kirsal
olmak {izere etiketleme yapilmistir. Asagida Cizelge 4.1.’de veri seti detayli bir sekilde

anlatilmistir.

Verinin temizlenmesi ve doniisimiinden sonraki asama modelleme asamasidir.
Siniflandirma i¢in kullanilan modeller veri seti Uzerinde uygulanarak dogrulugu en

yuksek olan model secilecektir.
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Cizelge 4. 1 Veri seti degiskenleri

Yas

Cinsiyet

Lokasyon

Semptom

Teshis

1:0-10
cocukluk

1: Erkek

0:Konum

bilinmiyor

45 adet semptom

bulunmaktadir.

18 adet teshis

bulunmaktadir.

2:11-24
genglik cagi

2: Kadin

1:Kentsel

3:25-40
yetigkinlik
¢agl

2: Kirsal

4:41-64

5:65-79
yaslilik

doénemi

6: 80-Ustu
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Cizelge 4.2°de 18 adet teshisin goriildiigii hasta sayisi, bu teshisleri gosteren teshis

numaralar1 ve teshislerin neler olduguna iliskin bilgiler verilmektedir.

Cizelge 4. 2 Teshis listesi

NO | SAYI | TESHIS | TESHIS ADI

1 135 N23 Renal kolik, tanimlanmamis

2 149 N20 Bobrek ve tireter tasi

3 454 N39 Uriner sistemin diger bozukluklart

4 37 N30 Sistit

5 21 N35 Uretra darlig

6 69 R31 Hematiiri, tanimlanmamais

7 313 N31 Mesanenin noéromuskiiler fonksiyon bozuklugu, bagka yerde siniflanmamis
8 40 C67 Mesane malign neoplazmi

9 |32 186 Varikoz venler, diger yerlerin

10 | 110 R32 Uriner inkontinans, tanimlanmamis

11 | 88 R10 Abdominal ve pelvik agr1

12 | 180 R30 Isemeyle birlikte agri

13 | 38 N28 Bobrek ve tireterin diger bozukluklari, bagka yerde siniflanmamis
14 | 46 M79 Diger yumusak doku bozukluklari, bagka yerde siniflanmamais

15 | 46 M54 Dorsalji

16 |15 N48 Penisin diger bozukluklari

17 | 189 R52 Agr1, bagka yerde siniflanmamis

18 | 23 N45 Orsit ve epididimit
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Teshis

Sekil 4. 1 Hastalarin teshis bilgilerinin frekans dagilim grafigi

Sekil 4.1°de hastalarin teshis bilgileri frekans dagilim grafigi verilmistir. Sekil 4.1 ve
Cizelge 4.2 birlikte incelendiginde “N39 Uriner sistemin diger bozukluklar1”
teshisinin en sik goriilen teshis oldugu goriilmektedir. Hastalarn 454(%22,87)

tanesine bu teshis konmustur.
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Yiizde

309

209

109

Erkek Kadin

Cinsiyet

Sekil 4. 2 Hastalarin cinsiyetinin frekans dagilim grafigi

Sekil 4.2°de hastalarin cinsiyetinin frekans dagilim grafigi verilmistir. Hastalarin
%47,76’s1n1 erkek ve %52,24’tinii kadinlar olusturmaktadir. Sayilara bakildiginda

kadinlarin sayisinin daha fazla oldugu goriilmektedir.
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Sekil 4. 3 Hastalarin konumunun frekans dagilim grafigi

Sekil 4.3°de hastalarin konumlarinin frekans dagilim grafigi verilmistir. Hastalarin
biiyiik cogunlugunun kentlerde yasadig1 goriilmektedir. Konum bilinmiyor, kentsel ve

kirsal olarak grafik dagilmaktadir.
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Sekil 4. 4 Hastalarin yas frekans dagilim grafigi

Sekil 4.4°de hastalarin yas frekans dagilim grafigi verilmistir. Sekil 4.4’de gorildigi
gibi; caligmaya katilan 1985 hastanin %0,3’1 0-10, %11,79°u 11-24, %22,17’si 25-40,
%42,02°s1 41-64, %20,05°1 65-79 ve %3,68’1 80 ve lizeri yas araligindaki hastalardir.
Ozet olarak, yas dagilimma baktigimiz zaman 6 gruba ayrilmistir.0-10 aralif1 en az

gorulen teshis grubudur.41-64 yas araligi ise en ¢ok teshisin goriildiigii gruptur.
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4.2. Analiz Sonuglari

Veri madenciliginde yaygin kullanilan yontemlerden biri simiflandirmadir. Veri
setindeki herbir g6zlemin bir seri 6zelligi mecuttur ve bu 6zelliklerden biri de sinif
bilgisidir. Bir 6grenme algoritmasina dayanan siniflandirmada, sinif bilgisi bilinen
egitim kiimesindeki gozlemler 6grenme amaciyla kullanilarak bir model meydana
getirilir. Bu olusturulmus modelin basarisi, egitim kiimesinde bulunmayan gézlemler
(test kiimesi) ile denenerek 6l¢ilur. Bu model kullanilarak sinif bilgisi bilinmeyen bir
gozleme iligkin bir sinif belirlenebilir. Verinin temizlenmesi ve doniisiimiinden
sonraki asama modellemedir. En yiiksek dogruluga sahip model, degisik modeller veri

seti Uzerinde denendikten sonra segilir.

Bu bolimde siniflandirma algoritmalarinin sonuglar1 ayr1 ayri olarak verilmistir. Bu
algoritmalar ile elde edilen modelleri karsilagtirmak i¢in performans 6l¢me kriterleri
kullanilmistir. Bu ¢alismada 10-katli bagimsiz gegerlilik smamasi yontemi

kullanilmustir.

Siniflandirma algoritmalarindan Rasgele agag, Rastgele orman, Cok katmanli
algilayicilar, K-en yakin komsu, Kstar, Lojistik regresyon, ZeroR ve Naive Bayes
algoritmalar1 ile analizler yapilmistir. Bu boliimde her bir algoritma ile siniflandirma
analizleri yapilmis olup ¢ikan sonuglar sonraki alt bolimlerde verilmistir. Daha sonra

en basarili model i¢in elde edilen sonuglara iliskin yorumlar detayl olarak verilmistir.
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4.2.1. Rasgele Agac (Random Tree) Algoritmasi Sonuclar:

Cizelge 4.3°de goriildiigii gibi, Rasgele aga¢ algoritmasi ortalama % 65,44 dogruluk
ile hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama mutlak hata,
ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli kare hatasi,
kesinlik, duyarlilik, F 6lgiitii ve ROC alan degeri gibi diger 6lgiitlere de yer verilmistir.

Bu degerleri elde etmemiz icin 10-kathh bagimsiz gecerlilik smmamasi yOntemi

kullanilmistir.
Cizelge 4. 3 Rasgele Agag algoritmasi sonuglari

Dogru Siniflandirma Orani % 65,4408
Kappa istatistigi 0,6105
Ortalama Mutlak Hata 0,0399
Ortalama Kok Kare Hatas1 0,185
Bagil Mutlak Hata 00 40,4648
Kok Goreceli Kare Hatasi % 83,3568
Kesinlik 0,654
Duyarlilik 0,654
F-Olgiti 0,653
ROC Alan Degeri 0,837

Cizelge 4.3’de goriilebilecegi gibi, Rasgele agag¢ algoritmasimin dogru siniflandirma
orani %65,44 olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik
ve kesinlik gibi baska Sl¢iitler de verilmistir. Rasgele agac algoritmasi %65,4 kesinlik

ve % 65,4 duyarlilik oranlarina sahiptir.
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4.2.2. Rastgele Orman (Random Forest) Algoritmasi Sonuglari

Cizelge 4.4°de goriildiigii gibi, Rastgele orman algoritmasi ortalama %73,2 dogruluk
ile hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama mutlak hata,
ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli kare hatasi,
kesinlik, duyarlilik, F 6lgiitii ve ROC alan degeri gibi diger 6lgiitlere de yer verilmistir.

Bu degerleri elde etmemiz icin 10-kathh bagimsiz gegerlilik smamasi yo6ntemi

kullanilmistir.
Cizelge 4. 4 Rastgele Orman algoritmasi sonuglari

Dogru Siniflandirma Orani %73,2
Kappa istatistigi 0,6963
Ortalama Mutlak Hata 0,0435
Ortalama Kok Kare Hatasi 0,1458
Bagil Mutlak Hata %44,1458
Kok Goreceli Kare Hatasi %65,6856
Kesinlik 0,728
Duyarlilik 0,732
F-Olgiiti 0,727
ROC Alan Degeri 0,950

Cizelge 4.4°de goriilebilecegi gibi, Rastgele orman algoritmasinin dogru siiflandirma
oran1 %73,2 olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik ve
kesinlik gibi baska Ol¢iitler de verilmistir. Rastgele orman algoritmas1 %72,8 kesinlik

ve %73,2 duyarhilik oranlarina sahiptir.
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4.2.3. ZeroR Algoritmasi Sonuglari

Cizelge 4.5°de goruldigi gibi, ZeroR algoritmasi ortalama %22,87 dogruluk ile
hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama mutlak hata,
ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli kare hatasi,
kesinlik, duyarlilik, F 6lgiitii ve ROC alan degeri gibi diger 6lgiitlere de yer verilmistir.

Bu degerleri elde etmemiz icin 10-kathh bagimsiz gecerlilik smmamasi yOntemi

kullanilmistir.
Cizelge 4.5 ZeroR algoritmasi sonuglart

Dogru Siniflandirma Orani %22,8715
Kappa istatistigi 0
Ortalama Mutlak Hata 0,0985
Ortalama Kok Kare Hatasi 0,2219
Bagil Mutlak Hata %100
Kok Goreceli Kare Hatasi %100
Kesinlik -
Duyarlilik 0,229
F-Olgiiti -
ROC Alan Degeri 0,493

Cizelge 4.5°de goriildiigi gibi, ZeroR algoritmasinin dogru siniflandirma orani
%22,87 olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik ve
kesinlik gibi bagka olgiitler de verilmistir. ZeroR algoritmas1 %22,9 duyarlilik ve
%49,3 ROC alan degeri oranlarina sahiptir.
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4.2.4. KStar Algoritmasi Sonuglar

Cizelge 4.6’da goriildiigii gibi, KStar algoritmasi ortalama %70,93 dogruluk ile
hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama mutlak hata,
ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli kare hatasi,
kesinlik, duyarlilik, F 6l¢iitii ve ROC alan degeri gibi diger dlgiitlere de yer verilmistir.

Bu degerleri elde etmemiz igin 10-kathh bagimsiz gegerlilik sinamasi yontemi

kullanilmuastir.
Cizelge 4. 6 KStar algoritmasi sonuglari

Dogru Siniflandirma Orani 970,932
Kappa istatistigi 0,6706
Ortalama Mutlak Hata 0,0434
Ortalama Kok Kare Hatasi 0,1522
Bagil Mutlak Hata % 44,0688
Kok Goreceli Kare Hatasi % 68,6068
Kesinlik 0,703
Duyarlilik 0,709
F-Olcti 0,702
ROC Alan Degeri 0,950

Cizelge 4.6’da goriildiigii gibi, KStar algoritmasinin dogru siniflandirma orani %70,93
olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik ve kesinlik gibi
bagka oOlciitler de verilmistir. KStar algoritmas1 %70,3 kesinlik ve %70,9 duyarlilik

oranlarina sahiptir.
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4.2.5. K-En Yakin Komsu (IBK) Algoritmasi Sonug¢lari

Cizelge 4.7°de goriildiigii gibi, k-en yakin komsu algoritmasi ortalama %69,12

dogruluk ile hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama

mutlak hata, ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli

kare hatasi, kesinlik, duyarlilik, F ol¢iitii ve ROC alan degeri gibi diger 6l¢iitlere de

yer verilmistir. Bu degerleri elde etmemiz icin 10-katli bagimsiz gegerlilik stnamasi

yontemi kullanilmistir.

Cizelge 4. 7 K-En Yakin Komsu Algoritmasi sonuglari

Dogru Siniflandirma Orani %69,1184
Kappa istatistigi 0,6513
Ortalama Mutlak Hata 0,0383
Ortalama Kok Kare Hatasi 0,1648
Bagil Mutlak Hata 9638,8949
Kok Goreceli Kare Hatasi %74,2764
Kesinlik 0,694
Duyarlilik 0,691
F-Olgiti 0,691
ROC Alan Degeri 0,896

Cizelge 4.7°de gortldiigii gibi, k-en yakin komsu algoritmasinin dogru siniflandirma

orani %69,12 olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik

ve kesinlik gibi bagka oOlgiitler de verilmistir. K-en yakin komsu algoritmasi %69,4

kesinlik ve %69,1 duyarlilik oranlarina sahiptir.
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4.2.6. Cok Katmanh Algilayicilar (MultilayerPerception) Algoritmasi Sonuglar:

Cizelge 4.8 de goriildiigii gibi, Cok katmanli algilayicilar algoritmasi ortalama %72,19
dogruluk ile hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama
mutlak hata, ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli
kare hatasi, kesinlik, duyarlilik, F ol¢iitii ve ROC alan degeri gibi diger 6l¢iitlere de
yer verilmistir. Bu degerleri elde etmemiz i¢in 10-katl bagimsiz gecerlilik sinamasi

yontemi kullanilmastir.

Cizelge 4. 8 Cok Katmanli Algilayicilar algoritmasi sonuglari

Dogru Siniflandirma Orani 9%72,1914
Kappa istatistigi 0,6862
Ortalama Mutlak Hata 0,0339
Ortalama Kok Kare Hatasi 0,16
Bagil Mutlak Hata %34,3806
Kok Goreceli Kare Hatasi 972,1128
Kesinlik 0,720
Duyarlilik 0,722
F-Olgutd 0,720
ROC Alan Degeri 0,945

Cizelge 4.8’de goriildiigii gibi, ¢ok katmanli algilayicilar algoritmasinin dogru
smniflandirma orant %72,19 olarak belirlenmistir. Cizelge’de dogruluk oraniyla
beraber, duyarlilik ve kesinlik gibi bagka olgiitler de verilmistir. Cok katmanlh

algilayicilar algoritmasi1 %72 kesinlik ve %72,2 duyarlilik oranlarina sahiptir.
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4.2.7. NaiveBayes Algoritmasi Sonuclari

Cizelge 4.9°da goriildiigii gibi, Naive Bayes algoritmasi ortalama %66,22 dogruluk ile
hastalig1 teshis edebilir. Tabloda dogruluk oranina ek olarak, ortalama mutlak hata,
ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli kare hatasi,
kesinlik, duyarlilik, F 6lgiitii ve ROC alan degeri gibi diger 6lgiitlere de yer verilmistir.

Bu degerleri elde etmemiz icin 10-katli bagimsiz gecerlilik sinamasi yontemi

kullanilmistir.

Cizelge 4. 9 Naive Bayes algoritmasi sonuglari

Dogru Siniflandirma Orani %66,2222
Kappa istatistigi 0,6151
Ortalama Mutlak Hata 0,0434
Ortalama Kok Kare Hatasi 0,1631
Bagil Mutlak Hata %44,0316
Kok Goreceli Kare Hatasi %73,5376
Kesinlik -
Duyarlilik 0,662
F-Olgiiti -

ROC Alan Degeri 0,952

Cizelge 4.9°da goriildiigli gibi, Naive Bayes algoritmasinin dogru siniflandirma orani
%66,22 olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik ve
kesinlik gibi baska olgiitler de verilmistir. Naive Bayes algoritmas1 %66,2 duyarlilik

ve %95,2 ROC alan degeri oranlarina sahiptir.
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4.2.8. Lojistik Regresyon (Simple Logistic) Sonuclar:

Cizelge 4.10°da goriildigu gibi, Lojistik regresyon analizi ile ortalama %72,6
dogruluk ile hastalik teshis edilebilir. Tabloda dogruluk oranina ek olarak, ortalama
mutlak hata, ortalama kok kare hatasi, kappa istatistigi, bagil mutlak hata, kok goreceli
kare hatasi, kesinlik, duyarlilik, F ol¢iitii ve ROC alan degeri gibi diger 6l¢iitlere de
yer verilmistir. Bu degerleri elde etmemiz i¢in 10-kathi bagimsiz gegerlilik sinamasi

yontemi kullanilmistir.

Cizelge 4. 10 Lojistik Regresyon sonuglari

Dogru Siniflandirma Orani %72,6
Kappa istatistigi 0,6908
Ortalama Mutlak Hata 0,0393
Ortalama Kok Kare Hatasi 0,1443
Bagil Mutlak Hata 9639,91
Kok Goreceli Kare Hatasi %65,02
Kesinlik 0,727
Duyarlilik 0,726
F-Olgiiti 0,724
ROC Alan Degeri 0,964

Cizelge 4.10°da goriildiigii gibi, Lojistik regresyon analizinin dogru siniflandirma
orani %72,6 olarak belirlenmistir. Cizelge’de dogruluk oraniyla beraber, duyarlilik ve
kesinlik gibi bagka oOl¢iitler de verilmistir. Lojistik regresyon analizi sonuglar1 %72,7

kesinlik ve %72,6 duyarlilik oranlarina sahiptir.
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Dogru Siniflandirma Orani(Model Basari Orani)
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Rastgele Rasgele Cok K-En Yakin ~ Kstar Lojistik ZeroR  Naive Bayes

Orman Agac Katmanh Komsu Regresyon
Algilayicilar

Sekil 4. 5 Uygulanan algoritmalarin dogru siniflandirma orani

Uygulanan algoritmlarin dogru siniflandirma orani (model basar1 orani) Sekil 4.5’de
verilmistir. Sekil incelendiginde, ZeroR algoritmasinin en diisiik performansa sahip
oldugu gorilmektedir. Rastgele orman, Cok katmanli algilayicilar ve Lojistik

regresyon algoritmalarinin birbirine yakin performanslari ile 6ne ¢iktig1 sdylenebilir.
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Cizelge 4. 11 Uygulanan algoritmalarin detayli sonuglari

ok K-En Lojistik )
Rastgele | Rasgele ¢ J Naive
Katmanl Yakin | Kstar Regresy | ZeroR
Orman Agac Bayes
Algilayicilar | Komsu on
Dogru
Siniflandir
ma Orani
%73,2 % 65,4 %72,191 %69 %71 | %7259 | %22,9 | %66,22
(Model
Basar
orant)
Kesinlik
' 0,728 0,654 0,720 0,694 |0,703| 0,727 - -
degeri
Kappa
Istatistik 0,6963 | 0,6105 0,6862 0,651 |0,671| 0,6908 0 0,6151
Degeri
Ortalama
Mutlak 0,0435 | 0,0399 0,0339 0,038 |0,044| 0,0393 | 0,099 | 0,0434
Hata
Ortalama
Kok Kare 0,1458 0,185 0,16 0,165 | 0,152 | 0,1443 | 0,222 | 0,1631
Hatas1
ROC Alan
. 0,950 0,837 0,945 0,896 | 0,950 | 0,964 0,493 0,952
Degeri
F Olgiti 0,727 0,653 0,720 0,691 |0,702 | 0,724 - -
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Weka paket programinda sirasiyla Rastgele orman, Rasgele agag, Cok katmanl
algilayicilar, K-en yakin komsu, KStar, Lojistik Regresyon, ZeroR ve NaiveBayes

algoritmalar1 uygulanmis ve elde edilen sonuglar Cizelge 4.11°de gorilmektedir.

Cizelge 4.11°de goriildiigii gibi en yiiksek basart oranini veren algoritma %73,2
oraniyla Rastgele orman algoritmasi olmustur. Bu algoritmay1 takiben en basarili
algoritmalar %72,59 basar1 oraniyla Lojistik regresyon ve %72,2’lik basar1 oraniyla

Cok katmanli algilayicilar algoritmasi olmustur.

Kappa, beklenen dogruluk ile goézlenen dogrulugu karsilastirmaya yarayan, mevcut
simiflara yapilan atamalar arasinda uyusma olup olmadigini gosteren bir istatik
degeridir. 0,6963 oraniyla Rastgele orman algoritmasi ve 0,6908 oraniyla Lojistik
regresyon algoritmalar1 Kappa degerleri agisindan 6ne ¢ikan algoritmalardir. Bunlari
Cok katmanli algilayicilar algoritmasi takip etmektedir. Kappa degerinin 0,61 —

0,80 arasinda olmasi 6nemli derecede uyusma oldugunu gostermektedir.[106]

Ayrica model basarisi degerlendirme kriterlerinden ROC alan degerinin, kesinlik, f
Ol¢ltd ve duyarlilik degerlerinin de 1’e yakin olmast istenir. Cizelge 4.11°e bakildigi
zaman ZeroR algoritmasi disindakilerinin ROC alan degerlerinin 1°e genelde oldukga
yakin oldugu goriilmektedir. En ¢ok goriilen teshis “N39 Uriner sistemin diger
bozukluklari” i¢in en basarili algoritma olan Rastgele orman algoritmasinin ROC
egrisi ¢izimi Sekil 4.6’da verilmistir.

Plot (Area under ROC = 0.9872)
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a
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Sekil 4. 6 Rastgele orman algoritmasinin N39 teshisi icin ROC egrisi ¢izimi
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5.SONUC

Giliniimiizde verideki artistan Gtiirii bilgiye ulasmada yasanan sikintilardan otiirii veri
madenciligi ortaya cikmistir. Bilgisayar programlart olmadan veri madenciligi
yontemleri uygulanamaz. Karar agaglari, veri kiimeleme, apriori yontemi, bayes
siniflandiricilar vb. ¢esitli algoritmalar bu programlarda vardir. Elde edilen verilerden
algoritmalar uygulanarak bilgi elde edinimi saglanir. Bu algoritmalar1 uygulamak igin
cesitli programlar mevcuttur. Bu tez ¢alismasinda agik kaynak kodlu WEKA programi
kullanilmistir. Giinlimiizde WEKA erisime agik ve pratik bir program oldugu i¢in

yaygin bir bicimde tercih edilmektedir.

Veri madenciliginin en popiiler uygulamalarina son yillarda 6zellikle saglikta ve tipta
rastlanmaktadir. Biiyiik boyutlardaki veriden, gizlenmis, faydali, kullanilabilir bilgileri
elde etmek ve stratejik kararlar vermede veri madenciligi kullanilir. Veri madenciligi,
verilerin analizine dayali karar verme modelleri olusturan bir yontemdir. Bu nedenle
veri madenciliginin, karar vermede destekg¢i olan bir yontem olarak saglik hizmetleri
sunarken, saghik kurumlarim1 yonetirken ve saglik politikalart olustururken
kullanilmasiyla, saglik¢ilarin dogru ve yararli kararlar vermelerine destek saglanir.
Literatiirde basta kanser ve kalp hastaliklar1 olmak iizere bir¢ok hastalik teshisine

yonelik yapilan tez ve makaleler mevcuttur.

Bu tez calismasinda, hastanelerin {iroloji bransina bagvuran hastalardan elde edilen
gercek bir veri seti izerinde, WEKA veri madenciligi yazilimi ile 8 adet siniflandirma
algoritmas1 uygulanmistir. Boylece, 18 farkli hastalik icin hangi algoritma ya da
algoritmalarin smiflandirmada en iyi sonu¢ verdigi bulunmaya c¢aligilmistir. 1985
hasta icin en ¢ok goriilen hastalik teshisi N39 Uriner sistemin diger bozukluklaridir.
Analizdeki hastalarin ¢ogunlugunu kadinlar olusturmakta, ancak, kadin ve erkek sayis1
arasinda c¢ok biiyiik bir fark yoktur. Bu hastalardan elde edinilen bilgiler 1s181nda 41-
64 yas araligindaki kisilerde iiroloji ile ilgili rahatsizliklarin daha sik goriildigi

gdzlenmistir.

Olusturulan modellerin dogru siniflandirma oranlarmna bakildiginda %73,2 ile
Rastgele orman algoritmasinin en yiiksek sonucu verdigi, sirasiyla %72,59 basari
orantyla Lojistik regresyon ve %72,2 oramiyla Cok katmanli algilayicilar

algoritmalarinin bagarili oldugu goriilmiistiir.
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ZeroR algoritmast ise %22,87°lik dogru smiflama oraniyla en disiik dogru
smiflandirma basarist gosteren algoritma olmustur. ZeroR algoritmasi igin elde edilen
sonug literatiir ile uyusmaktadir. Bu algoritma diger algoritmalar ile kiyaslandiginda

genellikle daha basarisiz sonuglar vermektedir.

Rastgele orman algoritmasina iliskin her bir teshis i¢in elde edilen analiz sonuglarina
ve karigiklik matrisine bakildiginda; algoritmanin basta en sik goriilen teshis N39
olmak tizere diger teshislerin birgogu i¢in de basarili dogru siniflandirma sonuglari
verdigi gorilmistiir.

Model sonuglarinda en basarili algoritma ¢ikan Rastgele orman algoritmasi ile onun
en yakin takipgileri Lojistik regresyon ve Cok katmanli algilayicilar algoritmalari
kullanilarak; ilerleyen calismalarda iiroloji hastaliklarinin teshisine yonelik bir
uygulama gelistirilebilir. Boylece saglik calisanlarina teshiste fikir vermesi ve is
yiiklerinin azaltilmasi, erken teshis ile hastaliklarin O6nceden bulunarak tedavi

surelerinin daha kisa olmast mumkiin olabilir.

Benzer ¢alismalar farkli tip bransindaki hastalardan elde edilen veri kiimeleri Gizerinde
de yapilabilir ve farkli veri madenciligi araglarinda ve farkli algoritmalar kullanilarak
karsilagtirmalar genisletilebilir. Saglik yoneticilerinin, saglik kurumlarimin verimli,
daha etkin ve kaliteli yOnetilmesi amaciyla eldeki verilerden en basarili sekilde
faydalanan ve karar siireclerine yardim saglayacak sistemlere ihtiyaglar1 vardir.
Gilinlimiizde saglik alaninda yapay zeka, saglik uzmanlarinin en hatasiz ve yeni bilgiyi
elde etmesini, en ideal ve objektif ¢cozimler Uretmesine yol acacak karar vermede

destek bir arag halini almaktadir.
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EKLER

EK-1 WEKA YAZILIMI HAKKINDA

1993 yilinda, Yeni Zelanda'daki Waikato Universitesi, Weka'nin orijinal versiyonunu
gelistirmeye basladu.

Weka, acgik kaynakli bir yazilim, veri on isleme, ¢esitli veri madenciligi ve makine
O0grenimi algoritmalarinin uygulanmasi ve gorsellestirmesi i¢in araglar saglar, boylece
makine Ogrenimi tekniklerini gelistirebilir ve bunlar1 ger¢ek diinyadaki veri
madenciligi problemlerine uygulayabilirsiniz [105].

Weka, veri madenciligi gorevleri i¢cin makine 6grenimi algoritmalarindan olusan bir
koleksiyondur. Algoritmalari ya kendi Java kodunuz ile ¢agirabilir ya da direkt bir veri
setine uygulanabilirsiniz. Weka’da, siniflandirma, veri on isleme, regresyon,
kiimeleme, gorsellestirme ve iliskilendirme kurallar i¢in araglar mevcuttur. Ayrica
yeni makine dgrenimi semalar1 ortaya ¢ikarmak icin de ¢ok idealdir.

Weka, asagidakiler icin bir ara¢ koleksiyonudur:

e Regresyon

e Kimeleme

e Baglant1

e Veri 0n isleme
e Siniflandirma

e Gorsellestirme
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WEKA yaziliminin goriintiisii

Weka'nin avantajlar1 sunlardir:

e GNU Genel Kamu Lisans1 altinda iicretsiz kullanilabilirlik.

e Tasmabilirlik, tam olarak Java programlama dilinde uygulandigindan ve bu
nedenle neredeyse tiim modern hesaplama platformlarinda ¢alistigindan.

e Veri 0n isleme ve modelleme tekniklerinin kapsamli bir koleksiyonu.

e Qrafik kullanic ara yiizleri sayesinde kullanim kolaylig1.
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EK-1l ALGORITMALARA ILISKIN OLCUTLERIN PERFORMANS
DEGERLENDIRME SONUCLARI VE KARISIKLIK MATRIiSLERI

Rasgele agac algoritmasinin siniflara gore ayrintili dogruluk orami ve diger olgiitlere

iliskin performans degerlendirme sonuglar1 bu béliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC
Area Class

0,543 0,014 0481 0,543 05510 0,499 0,784 0,336 M79
0,472 0,054 0467 0472 0470 0416 0,715 0,303 R30
0,836 0,017 0,742 0,836 0,786 0,775 0910 0,656 R32
0,430 0,046 0,406 0430 0417 0,374 0,753 0,261 N23
0,474 0,010 0486 0,474 0480 0,470 0,728 0,224 N28
0,435 0,015 0,400 0435 0417 0403 0,758 0,227 M54
0,261 0,026 0,319 0,261 0,288 0,259 0,690 0,181 R10
0,863 0,032 0,889 0,863 0876 0,840 0,918 0,815 N39
0,551 0,013 0,613 0,551 0,580 0,567 0,784 0,439 R31
0,400 0,004 0,429 0,400 0,414 0,410 0,697 0,189 N48
0,436 0,038 0481 0436 0458 0,417 0,769 0,303 N20
0,783 0,003 0,783 0,783 0,783 0,780 0,890 0,643 N45
0,475 0,006 0,613 0475 0535 05531 0,784 0,381 C67
0,750 0,005 0,727 0,750 0,738 0,734 0,873 0,647 186

0,865 0,006 0,744 0,865 0,800 0,798 0,943 0,701 N30
0,762 0,005 0,615 0,762 0,681 0,681 0,878 0,471 N35
0,815 0,033 0,820 0,815 0,817 0,783 0,909 0,731 N31
0,598 0,052 0,549 0,598 0,572 0,526 0,835 0,396 R52

Weighted Avg. 0,654 0,032 0,654 0,654 0,653 0,621 0,837 0,529
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Rasgele aga¢ algoritmasinin detayli karigiklik matrisi bu boliimde sunulmustur.

abcdefghijkIlmnopqgr <-classified as
253 0811230011000001 a=M79
18 6 2491216 03 70102 3722 b=R30
0292200040030111040| c=R3
12 2 358 2294002000120 119| d=N23
241218001003010002 4| e=N28
2215120100001 0000121| f=M4
020 311 01123 2124020016 2| g=R10
311 610 2 0 4392 016 0116 3 35| h=N39
110000213 01000002 1| i=R31
031000010600100021|j=N48
113 127 3134116502000 225| k=N20
0000000100118 01000 2| I=N45
2301200100401910214 m=cC67
010000000011 020005|n=186
03000011000000300 0] 0=N30
110000000000 2001 10| p=N35
010 9 1125522110000 0255 1| g=N31

218 116 3 4150017 31400 1113| r=R52
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Rastgele orman algoritmasinin siniflara gore ayrintili dogruluk orani ve diger dlgiitlere

iliskin performans degerlendirme sonuglari bu boliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC

Area Class

0,500 0,007 0,639 0,500 0,561 0,556 0,910 0,618 M79
0,600 0,040 0,600 0,600 0,600 0,560 0,908 0,629 R30
0,927 0,006 0,895 0,927 0911 0,906 0,989 0,946 R32
0,415 0,040 0431 0415 0423 0,381 0,881 0,374 N23
0,421 0,006 0571 0,421 0485 0,482 0,809 0,399 N28
0,435 0,007 0,588 0,435 0,500 0,496 0,907 0,512 M54
0,375 0,026 0,402 0,375 0,388 0,361 0,934 0,434 RI10
0,960 0,014 0954 0,960 0957 0,944 0987 0,976 N39
0,594 0,006 0,774 0,594 0,672 0,668 0980 0,754 R31
0,400 0,002 0,667 0,400 0,500 0,514 0,917 0,467 NA48
0,483 0,036 0,518 0,483 0,500 0,461 0,880 0,482 N20
0,609 0,002 0,778 0,609 0,683 0,685 0,947 0,787 N45
0,675 0,005 0,730 0,675 0,701 0,696 0984 0,766 C67
0,844 0,005 0,730 0,844 0,783 0,781 0,979 0,882 186

0,892 0,003 0,846 0,892 0,868 0,866 0,997 0,905 N30
0,714 0,001 0938 0,714 0811 0,817 0,998 0,895 N35
0,952 0,031 0,854 0,952 0,900 0,882 0,992 0,956 N31
0,667 0,056 0,555 0,667 0,606 0,563 0,933 0,601 R52

Weighted Avg. 0,732 0,025 0,728 0,732 0,727 0,706 0,950 0,750
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Rastgele orman algoritmasinin detayli karigiklik matrisi bu bdliimde sunulmustur.

=== Karisiklik Matrisi=——=

abcdefghijkIlmnopqgr <-classified as
233 0101 0301012100001 a=M79
0108 6 2 4 313 502601110424 b=R30
0 2102 1 000 000210000040| c=R32
8 125 0011 30024 00010 227| d=N23
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o O o o +—» O
o O O O o o
_ O — O +—» O
O P N O - -
© O O O O Pk
O O O O O

0
0
0
0

50316 000004020002 4| e=N28
305020131 0010000021 f=M54
20081113 1101020006 3] g=R10
506 00 143 001000300 2] h=N39
000000041 010000027 0] i=R31
4 00000006 1000003 1| j=N48
13022 3033007202100 029 k=N20
014 0 3 0 0 0 3| I=N45

0270110 1] m=C67
1027000 4| n=186
0003300 1| o=N30
010015 1 0| p=N35
0000 0298 0| q=N31

5202300211500 0126| r=R52
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ZeroR algoritmasinin siniflara gore ayrintili dogruluk orani ve diger olgiitlere iliskin

performans degerlendirme sonuglari bu béliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
0,000 0,000 ? 0,000 2 ? 0,473 0,022 MT79
0,000 0,000 ? 0,000 ? ? 0,499 0,091 R30
0,000 0,000 ? 0,000 ? ? 0,499 0,055 R32
0,000 0,000 ? 0,000 2 ? 0,490 0,067 N23
0,000 0,000 ? 0,000 2 ? 0,478 0,018 N28
0,000 0,000 ? 0,000 ? ? 0,473 0,022 M54
0,000 0,000 ? 0,000 ? ? 0,490 0,043 R10
1,000 1,000 0,229 1,000 0,372 ? 0,497 0,228 N39
0,000 0,000 ? 0,000 2 ? 0,493 0,034 R31
0,000 0,000 ? 0,000 ? ? 0,417 0,007 N48
0,000 0,000 ? 0,000 ? ? 0,496 0,074 N20
0,000 0,000 ? 0,000 ? ? 0,453 0,011 N45
0,000 0,000 ? 0,000 ? ? 0,499 0,020 C67
0,000 0,000 ? 0,000 ? ? 0,474 0,015 186
0,000 0,000 ? 0,000 ? ? 0,470 0,017 N30
0,000 0,000 ? 0,000 2 ? 0,478 0,010 N35
0,000 0,000 ? 0,000 2 ? 0,496 0,157 N31
0,000 0,000 ? 0,000 ? ? 0,497 0,095 R52

Weighted Avg. 0,229 0,229 ? 0,229 ? ? 0,493 0,113
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ZeroR algoritmasinin karigiklik matrisi bu béliimde sunulmustur.

Karisiklik Matrisi

a

b

c

d

efghijkIlmmnopqqgr <-classified as

00046 00000O0O0O0O0O0| a=M79

0

0

0180 0 0 0O 0O 0O 0O OOOO| b=R30
0110 0 0 0 0 0 0 0 0 0 O] c=R32
0135 0 00000 OOO O] d=N23
038 000O0O0O0O0O0O0 0] e=N28
046 0 0 00O0O0O0O0O0 0] f=M54
08 000O0O0OO0OO0O0O0 0| g=R10
0454 0 0 0 0O 0O O OOO O] h=N39
069 000O0O0OO0O0O0O0O0] i=R31
015 0 0 0 0 00O0O O 0] j=N48
0149 0 0 0 0 0 0 0 0 O O] k=N20
02300 0 0 0O0O0O0O0 0] I=N45
040 000O0O0O0O0O0O0OO0 O] m=C67
032 0000O0O0OO0O0O0O0|] n=186
037 0000O0O0O0O0O0 0] o=N30
021 00 000O0O0OOO0 0] p=N35
03130000000 O0O0O0| g=N31

0189 0 0 0 0 OO OO0O0 O] r=R52
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KStar algoritmasinin smiflara gére ayrintili dogruluk orani ve diger olgiitlere iliskin

performans degerlendirme sonuglari bu béliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC

Area Class

0,543 0,010 055 0,543 0549 0,539 0,894 0,562 M79
0,539 0,037 0,591 0,539 05564 0,523 0,913 0,584 R30
0,900 0,008 0,868 0,900 0,884 0,877 0,991 0,948 R32
0,437 0,037 0461 0437 0,449 0,410 0,897 0,403 N23
0,474 0,007 0581 0474 0522 0,516 0,873 0,427 N28
0,326 0,009 0,469 0,326 0,38 0,379 0,926 0,463 M54
0,318 0,022 0,400 0,318 0,354 0,330 0,918 0,409 R10
0,921 0,023 0923 0,921 0922 0,899 0,985 0,957 N39
0,406 0,008 0,651 0,406 0,500 0,501 0,949 0,591 R31
0,400 0,005 0,400 0,400 0,400 0,395 0,960 0,436 N48
0,470 0,035 0,519 0470 0493 0455 0,873 0,460 N20
0,652 0,002 0,789 0,652 0,714 0,715 0,946 0,681 N45
0,675 0,003 0,844 0,675 0,750 0,750 0,986 0,795 C67
0,781 0,005 0,714 0,781 0,746 0,743 0,990 0,866 186

0,892 0,004 0805 0,892 0,846 0,844 0,995 0,903 N30
0,762 0,002 0,800 0,762 0,780 0,778 0,998 0,892 N35
0,930 0,041 0,808 0,930 0,865 0,840 0,989 0,950 N31
0,730 0,061 0,556 0,730 0,632 0,594 0,930 0,574 R52

Weighted Avg. 0,709 0,029 0,703 0,709 0,702 0,678 0,950 0,729
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KStar algoritmasinin karisiklik matrisi bu boliimde sunulmustur.

abcdefghijkIlmnopqgr <-classified as
252 070111103200000 3] a=M79
097 713 21210 0350002 21422 b=R30
039 000110000010050|] c=R3
92159 1134102000010 033] d=N23
141118030004000002 4| e=N28
0407015131 002000002 2| f=M54
214 36 2132812100201011 2| g=R10
0706 000418224001 4037|] h=N39
220400322802000002 1| i=R31
0300000006 000O0O0O0S5 1| j=N48
112 024 3 026 017001100127 k=N20
0000000110115 02000 3| 1I=N45
3101101100502700000| m=cCe7
100000000001 0250005]| n=186
00000003 00000O033010|] 0=N30
0200000100101 0016 0 0] p=N35
033110108210000 229 0] g=N31

18011 20230017 1150 0 0138| r=R52
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K-en yakin komsu algoritmasinin smiflara gore ayrtili dogruluk orani ve diger

Olciitlere iliskin performans degerlendirme sonuglart bu boliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC

Area Class

0,587 0,017 0450 0,587 0509 0,501 0,828 0,480 M79
0,589 0,058 0,502 0,589 0542 0,494 0,847 0,492 R30
0,864 0,008 0,864 0,864 0864 0856 0,973 0,895 R32
0,430 0,044 0414 0430 0422 0379 0,805 0,350 N23
0,447 0,009 0,500 0,447 0472 0,463 0,779 0,325 N28
0,457 0,010 0,525 0,457 0488 0478 0,839 0,421 M54
0,295 0,023 0,377 0,295 0331 0,307 0,763 0,282 R10
0,907 0,020 0,932 0,907 0920 0,896 0,965 0,937 N39
0,449 0,013 0564 0,449 0,500 0,487 0,833 0,453 R31
0,400 0,006 0,353 0,400 0,375 0,371 0,777 0,235 N48
0,463 0,036 0,507 0,463 0,484 0,445 0,790 0,385 N20
0,696 0,002 0,800 0,69 0,744 0,743 0,878 0,642 N45
0,575 0,002 0,852 0,575 0,687 0,69 0879 0,673 C67
0,781 0,006 0,694 0,781 0,735 0,732 0,960 0,772 186

0,838 0,004 0,795 0,838 0816 0812 0,981 0,851 N30
0,714 0,002 0,833 0,714 0,769 0,769 0,918 0,758 N35
0,879 0,029 0,851 0,879 0,865 0,839 0972 0,901 N31
0,630 0,050 0,572 0,630 0,599 0,556 0,874 0,496 R52

Weighted Avg. 0,691 0,028 0,694 0,691 0,691 0,664 0,896 0,665
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K-en yakin komsu algoritmasinin karigiklik matrisi bu bélimde sunulmustur.
=== Karisiklik Matrisi=—==
abcdefghijkIlmnopqgr <-classified as
27406 0110103200000 1 a=M79
2106 6 1 4 21010 0 4500011721 b=R30
0695 1001001000100 50| c=R32
11 2 158 218 4102 000 20 025]|] d=N23
352317 010003000001 3| e=N28
06 0602111 00010000010 f=M54
220 210 11426 1210010006 2| g=R10
110 17 00 1412 2 2 400 2 40 2 6] h=N39
33040022310200000220]| i=R31
03001000060O0O0O0O004 1| j=N48
216 026 4 1 14016901100 023|] k=N20
0000000110116 02000 2| I=N45
310110111080230000 0| m=cC67
100000000001 025000 5| n=186
01 0000140000003000|] o=N30
030000010010100150 0| p=N35
1731103016 2100012275 0] g=N31

418 016 3 0220018 1150 0 0119| r=R52
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Cok katmanl algilayicilar algoritmasinin siniflara gore ayrintili dogruluk orani ve

diger odlgiitlere iliskin performans degerlendirme sonuglar1 bu béliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area

Class

0,500 0,013 0,469 0,500 0,484 0,472 0,89 0,476 M79
0,561 0,034 0,620 0,561 0589 0,551 0,910 0,563 R30
0,891 0,012 0810 0,891 0848 0840 0,987 0,862 R32
0,400 0,045 0,394 0,400 0,397 0,353 0,879 0,343 N23
0,474 0,009 0,500 0,474 0486 0477 0876 0,355 N28
0,391 0,009 0,500 0,391 0439 0431 0,876 0,357 M54
0,398 0,025 0,422 0,398 0,409 0,383 0,869 0,348 R10
0,947 0,014 0953 0,947 0950 0,936 0,990 0,983 N39
0,681 0,009 0,723 0,681 0,701 0,691 0969 0,730 R31
0,333 0,004 0417 0,333 0,370 0,368 0,958 0,307 N48
0,497 0,034 0,540 0,497 0517 0481 0,894 0,499 N20
0,739 0,005 0,654 0,739 0,694 0,691 0950 0,700 N45
0,675 0,005 0,730 0,675 0,701 0,696 0,948 0,768 C67
0,781 0,007 0,641 0,781 0,704 0,702 0,977 0,797 186

0,865 0,006 0,727 0,865 0,790 0,789 0,983 0,768 N30
0,762 0,002 0,800 0,762 0,780 0,778 0,997 0,880 N35
0,917 0,017 0911 0,917 0914 0,898 0,985 0,949 N31
0,667 0,049 0,589 0,667 0625 05585 0,915 0,511 R52

Weighted Avg. 0,722 0,022 0,720 0,722 0,720 0,698 0,945 0,712
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Cok katmanli algilayicilar algoritmasinin karigiklik matrisi bu bdliimde sunulmustur.

=== Kanisiklik Matrisi===

abcdefghijkI1l mnopqgr <-classifiedas

231012 2120001111000 1| a=M79

3101 9 4 4 312 3 04801132121| b=R30

1298 3002001000000 30| c=R32

12 3 354131150019 00010 023|] d=N23

122318020002020000 6| e=N28

441511810 0001001000 1| f=M54

217 3 7183 4013010110 4| g=R10

0309001430 002001600 2] h=N39

0000000047 000O0O0OO0OO022 0] i=R31

030110110520100000]| j=N48

210 124 2250007411201 123| k=N20

10000000O0CO00O

03001001007

00000O0OO0CO0OOO

01010003000

01100001000

171 3 000

027 0001

2 025000

0003200

01001l 0

1| I=N45
0| m=C67
5] n=186
0| 0=N30

1| p=N35

0130101018 1000010287 0] g=N31

011 014 41130018 51500 0126| r=R52
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Naive Bayes algoritmasinin siniflara gére ayrintili dogruluk orani ve diger dlgiitlere

iliskin performans degerlendirme sonuglari bu boliimde sunulmustur.
=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC
Area Class

0,294 0,009 0455 0,294 0,357 0,353 0,920 0,290 M79
0,540 0,069 0,447 0,540 0489 0434 0,921 0,532 R30
0,897 0,017 0,761 0,897 0,824 0,815 0,994 0,929 R32
0,211 0,031 0,286 0,211 0,242 0,207 0,904 0,340 N23
0,111 0,002 0,500 0,111 0,182 0,231 0,904 0,215 N28
0,071 0,003 0,333 0,071 0,118 0,147 0,902 0,241 M54
0,219 0,012 0,467 0,219 0,298 0,297 0,894 0,390 R10
0,914 0,002 0993 0,914 0,952 0,940 0,990 0,983 N39
0,375 0,005 0,750 0,375 05500 0,519 0944 0,532 R31
0,000 0,000 ? 0,000 ? ? 0,963 0,313 N48
0,420 0,027 0,553 0,420 0,477 0,446 0,908 0,474 NZ20
0,636 0,009 0538 0,636 0,583 0,578 0,962 0,681 N45
0,667 0,008 0,615 0,667 0640 0,634 0,985 0,647 C67
0,273 0,003 0,600 0,273 0375 0,398 0,992 0,698 186
0,714 0,002 0,909 0,714 0,800 0,802 0,984 0,798 N30
0,400 0,000 1,000 0,400 0,571 0,631 1,000 1,000 N35
0,923 0,052 0,788 0,923 0,850 0,820 0,982 0,907 N31
0,806 0,121 0,403 0,806 0,538 0,511 0,904 0,529 R52

Weighted Avg. 0,662 0,033 ? 0,662 ? ? 0,952 0,697
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Naive Bayes algoritmasinin karigiklik matrisi bu boliimde sunulmustur.
=== Karisiklik Matrisi ===
abcdefghijkIlmnopqgr <-classified as
520800100010000000| a=M79
133 11002000000010617| b=R30
0130000000000O0O0O030]| c=R32
100800000010 00000O0O019| d=N23
01 001000001000O001S5]| e=N28
01130130003000000 2| f=M54
11041 0170000000006 2| g=R10
0702001133 0000000O0O0 3| h=N39
100200009000000O0012 0| i=R31
1400000000O0O0OO0OOO0O0OT1O0]|] j=N48
150200100021 01000019 k=N20
000010000007 110001 I=N45
00000001001 080000 2| m=cCo7
0O0000O0OO0O0O0ODODOOA4030004| n=1I8
0301000000O0O0O0O010 00 0] o=N830
0O 0000OO0DO0OOODOOO300200| p=N35
0050010030000O0O00108 0] g=N31

08000000001 20100050| r=R52
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Lojistik regresyon analizinin siiflara gore ayrintili dogruluk orani ve diger olgiitlere

iliskin performans degerlendirme sonuglari bu boliimde sunulmustur.

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC

Area Class

0,522 0,011 0,533 0,522 0527 0,516 0936 0,427 M79
0,617 0,051 0,547 0,617 0580 0,536 0,928 0,557 R30
0,909 0,011 0,826 0909 0866 0859 0,99 0,908 R32
0,467 0,038 0474 0,467 0470 0,432 0922 0,405 N23
0,263 0,007 0417 0,263 0,323 0,321 0921 0,352 N28
0,304 0,009 0,438 0,304 0,359 0,352 0,950 0,462 M54
0,398 0,025 0427 0,398 0412 0,386 0,937 0,419 RI10
0,938 0,007 0977 0,938 0957 0,945 0,993 0,987 N39
0,696 0,006 0,800 0,69 0,744 0,738 0988 0,784 R31
0,467 0,005 0,438 0,467 0,452 0,448 0,945 0,330 N48
0,436 0,026 0,580 0,436 0498 0,469 0,910 0,523 N20
0,783 0,004 0,692 0,783 0,735 0,733 0,991 0,714 N45
0,775 0,007 0,705 0,775 0,738 0,733 0,984 0,785 C67
0,844 0,006 0,711 0,844 0,771 0,770 0,998 0,891 186

0,784 0,006 0,725 0,784 0,753 0,749 0,995 0,853 N30
0,810 0,001 0944 0,810 0872 0,873 0991 0,830 N35
0,917 0,017 0911 0,917 0914 0,898 0,991 0,965 N31
0,683 0,062 0,538 0,683 0,601 0,559 0,940 0,576 R52

Weighted Avg. 0,726 0,022 0,727 0,726 0,724 0,703 0,964 0,739
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Lojistik regresyon analizinin karisiklik matrisi bu boliimde sunulmustur.
=== Karisiklik Matrisi ===
abcdefghijkIlmnopqgr <-classified as
242091120002111000 2| a=M79
3111 8 6 5112 0 05503020 019| b=R30
0 31000000000 10200040| c=R32
9 716312230017 00010029 d=N23
180110 050003000001 9| e=N28
221611415 0002000000 3| f=M54
222 28113300010100021| g=R10
1606001426 011010710 3] h=N39
0000000048 0000O0OO0OO021 0] i=R31
0200002007 2020000O0 0| j=N48
28221 3061006501100 039 k=N20
01 00000O00O0OO0O18 01100 2| I=N45
1401000100113 00000| m=cCé67
0O 000O0OO0O0O0O0ODOO1027 000 4] n=186
01 0310030000002 00 0] o=N830
000000010001 20017 00| p=N35
0470001012 2000000287 0] g=N31

022 0911110112 40800 0129| r=R52
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. Alacaatli Mah.5072.cad.Besiroglu Diamond Tower

Sitesi 4A Blok Daire No:18 Yasamkent /Ankara

: 0555 462 21 75
: yaseminhande@yandex.com

: Ingilizce

: Hacettepe Universitesi Istatistik Boliimii

: Istatistik Uzman Yardimcist
Renevo Energy
: AR-GE Proje Uzmani-Yazilim Gelistirici

Sisoft Saglik Bilgi Sistemleri A.S.
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