YINELEMELI SiNiR AGLARI iLE FINANSAL VERi TAHMIiNi

FINANCIAL DATA PREDICTION WITH RECURRENT NEURAL NETWORKS

EKIiN KECECI

PROF. DR. TURHAN MENTES

Tez Danismani

Hacettepe Universitesi
Lisansiistii Egitim — Ogretim ve Smav Yonetmeliginin
Istatistik Anabilim Dal1 i¢in Ongordiigii
YUKSEK LISANS TEZI

olarak hazirlanmustur.

2020



OZET
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Tez Damismani: Prof. Dr. Turhan MENTES
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Yinelemeli sinir aglart (RNN) elde edilen ¢iktilarin her adimda aga tekrar dahil
edildigi yapay sinir ag1 modelidir. Yinelemeli sinir aglarinin en biiyiik avantaji sirali
verilerde her bir Ornegin Onceki Orneklere bagli olarak degisimini goz Oniinde
bulundurmasidir. Yinelemeli sinir ag1 modelleri gelistik¢e bazi teorik engeller ortaya
cikmis ve bu engellere ¢oziim olarak farkli modeller gelistirilmistir. Uzun Streli Kisa
Donemli Hafiza (LSTM) aglarinin, bu modeller arasinda en cok ilgi géren ve en iyi
tasarlanmig yinelemeli sinir ag1 modellerinden biri oldugu sdylenebilir. Bu calismada,
uygulama boliimiinde LSTM modelinin finansal varlik fiyatlarinin degerlendirilmesinde
diger sinir ag1 modellerine gore basarisi 6lgtimlenmistir. LSTM modelinin kiyaslanan
diger modellerden daha iyi siniflama basaris1 verdigi goriilmiistiir.

Anahtar Kelimeler: Yinelemeli sinir aglari, finans, veri tahmini, LSTM, zaman serileri



ABSTRACT

FINANCIAL DATA PREDICTION WITH RECURRENT NEURAL NETWORKS

EKIN KECECI

Postgraduate, Department of Statistics
Supervisor: Prof. Dr. Turhan MENTES
June 2020, 36 pages

Recurrent Neural Network is an artificial neural network model which the outputs
are re-included to network input in every iteration. The biggest advantage of recurrent
neural networks is that they consider the variation of each sample in the sequential data
depending on the previous examples. As reccurent neural network models developed,
some theoretical obstacles emerged and different models were developed as solutions to
these obstacles. It can be said that Long term short term memory (LSTM) networks are
one of the most popular and best designed reccurent neural network models among these
models. In this study, the success of LSTM model is compared to other neural network
models in evaluating financial asset prices. The LSTM model gave better classification
accuracy than other compared models.

Keywords: Reccurent neural networks, finance, data prediction, LSTM, time series
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1.Giris

1940’11 yillardan giliniimiize bilgisayarlarin gelisimiyle birlikte matematiksel
islemlerin hizli ¢oziilebilir hale gelmesi, yapay sinir aglari modellerinin igleyisini daha
hizli ve kullanigh hale getirmistir. Dijitallesme devrimiyle birlikte resimden sese ve 1sidan
hiza kadar her tiir fiziksel degerin dijital verilere donistiiriilebilir hale gelmesi, bu
degerlerin bilgisayar ortamindaki yapay sinir aglari modelleriyle 6grenilebilmesi ve girdi
degerlerine bagli tahminler iretilebilmesini saglamistir. Bilgisayar mimarileri ve
hizlarinin gelismesiyle birlikte 6grenme hizlar1 ve boyutlar1 da artmistir. Yapay sinir
aglar1 herhangi bir matematiksel modelle tasvir edilemeyen veya ¢ok karmasik
algoritmalara sahip problemlerin ¢6ziimii i¢in tercih edilebilecek bir makine 6grenmesi
modelidir. Insan beyninin fonksiyonel o6zelliklerine benzer sekilde, 6grenme,
iliskilendirme, smiflandirma, genelleme ve optimizasyon gorevlerini basariyla

yapmaktadir.

Yinelemeli Sinir Ag1 (RNN) ise birimler arasindaki baglantilarin yonlendirilmis bir
dongii olusturdugu yapay sinir ag1 sinifidir. Ileri beslemeli sinir aglarin aksine, yinelemeli
sinir aglar1 kendi giris bellegini girdilerin rastgele dizilerini islemek i¢in

kullanabilmektedirler. [1].

Bu o6zellik sayesinde yinelemeli sinir aglar1 sirali verilerde ve zaman serilerinde
onceki degerlerden edindigi bilgiyi de aga dahil ederek diger sinir ag1 modellerinden daha

iyi sonuglar elde edilmesini saglamaktadir.

Bu ¢alismada, yinelemeli sinir aglarindan once temel olusturmasi agisindan sinir
aglarinin tarihgesi ve calisma prensipleri incelenecektir. Daha sonra yinelemeli sinir
aglarinin bir ¢esidi olan Uzun Siireli Kisa Donemli Hafiza (LSTM) aglarina iliskin bir
inceleme yapilacak ve son olarak LSTM modeli kullanilarak Borsa Istanbul vadeli islem

kontratlar tizerinde finansal veri tahmin modeli gelistirilecektir.

Bolim 2°de tipik bir yapay sinir aginin yapisindan baslanarak, Yinelemeli Sinir Aglari

(RNN) ve Uzun Siireli Kisa Dénemli Hafiza (LSTM) aglar1 agiklanmistir. Bolimler



siralanirken en basit sinir ag1 yapisindan, uygulamada kullanilacak olan karmasik bir sinir
ag1 modeli olan LSTM aglarina kadar asamali olarak ge¢ilmistir. Boylece sinir agi

mimarilerinin literatiirdeki tarihsel gelisimini gérmek de miimkiin olmustur.

Sinir ag1 mimarileri ve ¢alisma prensipleri ac¢iklandiktan sonra Bolim 3’te
uygulamanin veri 6n isleme asamasinda kullanilacak yapisal kirilma ve degisim noktasi
tespit yontemleri incelenmistir. Bu yontemler, uygulama boliimiinde kullanilacak finansal
veriyi makine 6grenmesi modeline en uygun hale getirmek i¢in kullanilmistir. Uygulama

asamasinda bu yontemlerin model basarisina olan etkisi de gosterilmistir.

Uygulama boliimiinde finansal zaman serisi verisi tizerinde fiyat hareketlerini yukari
veya asag1 yonlii olarak smiflayan iki model kurulmustur. Ilk model basit bir mimariye
sahip tipik bir yapay sinir ag1 modelidir. Ikinci model ise ¢alismanin ana konusunu

olusturan en iyi tasarlanmis sinir ag tiirlerinden biri olan LSTM aglaridir.

Veri seti olarak Borsa Istanbul Vadeli islem ve Opsiyon piyasasinda islem géren
Endeks30 kontratina ait veriler kullanilmistir. Bu verilerden belirli finansal indikatorler

kullanilarak farkli degerler de elde edilmis ve bu degerler girdilere dahil edilmistir.

Uygulama sonucunda LSTM aglari, ileri beslemeli sinir ag1 modeline gore daha
yiiksek siniflama basarisi elde etmistir. Beklendigi tizere sirali zaman serisi verisinde

yinelemeli sinir ag1 modellerinin daha yiiksek basar1 orani yakaladig gortilmiistiir.



2. Yapay Sinir Aglan

2.1. ileri Beslemeli Yapay Sinir Aglar

2.1.1. Sinir Aglar Tarihgesi

Sinir ag1 teorisi Mcculloch ve Pitts [2] tarafindan 1940’11 yillarin baslarinda
gelistirilmis olup, yontemin farkli alanlarindaki uygulamalar1 ise zaman igerisinde
literatlire kazandirilmis ve gelismistir. Yapay Sinir Aglar1 yaklasimi, lineer olmayan
karmasik fonksiyonlart modellemek i¢in beynin diisiinme siirecini taklit eden sistemlerin
olusturulmasinda kullanilmaktadir. Bunun nedeni beynin, model tanima, algilama ve
hareket kontrolii gibi karmasik islemlerin gerceklestirilmesinde bilgisayar ¢iplerinden
daha hizli ve daha verimli olmasidir. Bu nedenle, beyin fonksiyonlarini taklit etmek sinir
agina, fiziksel akil yiiritme ve geleneksel matematiksel yaklasimlarla ¢oziilemeyen

problemleri modellemek i¢in ¢oziimler tiretme yetenegi verebilmektedir.

Arastirmacilarin literatiire katkisiyla birlikte birgok farkli sinir agi tiirti ortaya
cikmistir. Bunlara &rnek olarak; ileri Beslemeli Sinir Aglar1 (FFNN), Evrisimli Sinir
Aglar1 (CNN) [3], Cekismeli Uretici Sinir Aglar1 (GANN) [4], Uzun Siireli Kisa Donemli
Hafiza Aglar1 (LSTM) [5], Noral Turing Makinesi (NTM) [6] modelleri gosterilebilir.

Gerivayithm Ydnii

A

Girdi Cikt

Girdi Cikt1

Girdi Katmam Gizli Katman Cikas Katmam

Sekil 1.Yapay sinir aglarina yonelik tipik bir geri yayilim semasi



2.1.2. Sinir Hiicresi Modellemesi

\ Dentritler

Akson Terminalleri
»

Sekil 2. Sinir hiicresi anatomisi

Bir sinir hiicresi sinir sistemini olusturan en kii¢iik yap1 tasidir ve canlilarda bilgi
transferini saglayan temel islem birimidir. Ortalama bir insan beyninde 86 milyar sinir
hiicresi bulunmaktadir. Sinir hiicreleri sinaps adi verilen ve elektrigi ileten noktalardan
birbirilerine baghdir. Sinir hiicreleri temel olarak tizerine gelen elektrik sinyalini toplayan
ve toplanan sinyal degerinin bir sonraki birime aktarilip aktarilmayacagina karar veren
birimlerdir. Elektrik sinyali ilk olarak dendritler vasitasiyla sinir hiicresine ulasir. Bu
dendritler birgok farkli sinir hiicresinden gelen elektrik sinyallerini alan baglantilardir.
Dendritler vasitasiyla sinir hiicresine ulasan elektrik sinyalleri bir toplam fonksiyonuna
sokulur. Daha sonra toplam degeri bir aktivasyon fonksiyonuna verilerek, gelen sinyalin
sonraki sinir hiicrelerine aktarilip aktarilmayacagi karar verilir. Aktivasyon fonksiyonu
temelde belirli bir esik degeri olan ve bu esigin gecilme durumuna gore agik veya kapali
(1-0) sonucunu veren bir anahtar gorevi gormektedir. Sinyalin iletilmesi durumunda
akson uclarina aktarilan elektrik buradan diger ndronlara geger. Elektrik sinyali diger
noronlara gecerken her akson ucunda belirli bir agirlik degeriyle ¢arpilmasi da gerekir.
Bir yapay sinir ag1 modelinde amaglanan, her bir akson ucundaki agirliklarin optimal
sekilde ayarlanarak, c¢iktinin probleme en uygun ¢6ziimii igeren sonucu vermesini

saglamaktir.

Bir sinir aginda, katmanlar halinde organize edilmis birbirine bagli sinir hiicreleri
(veya islem birimleri) bulunur. Tipik bir sinir ag1 3 katmandan olusur. Bunlardan birincisi
giris katmani, ikincisi gizli katman ve sonuncusu ise ¢ikis katmani seklinde tanimlanabilir
(Sekil 1). Katmanlar arasindaki baglantilar, giris katmanina sunulan bilgilerin gizli

katmanlardan ¢ikis katmanina kadar akmasina izin verir. Bu baglantilar, sunulan girdiler



ve karsilik gelen ciktilar arasindaki iliskinin dogasini 6grenmek i¢in sinir ag1 sistemi

tarafindan kullanilan agirliklarin optimize edilmesiyle stirekli olarak giincellenir.

Bias (Yanhhk)

b
. | W)
!
Girdiler X; O—w, Z f —— » Cikn
Aktivasyon
 0—s W, Fonksiyonu
Agirhiklar

Sekil 3. Sinir hiicresi modellemesi

Sinir agmin en temel islem birimi olan sinir hiicresini matematiksel olarak
modellemek istersek, oncelikle her dendritten gelen elektrik sinyallerini bir agirlik (w)
degeriyle ¢arpmamiz gerekir. Daha sonra bu degerler bir toplam fonksiyonuna aktarilir.
Bulunan toplam degeri bir aktivasyon fonksiyonuna gonderilir ve aktivasyon fonksiyonu
elektrik sinyalinin sonraki sinir hiicrelerine iletilip iletilmeyecegine karar verecektir.
Aktivasyon fonksiyonundan ¢ikan sonug sinir hiicresinin bagli oldugu diger hiicrelere
aktarilir ve aym islemler tekrar edilir. Aktivasyon fonksiyonuna gonderilecek toplam

deger asagidaki formiil ile elde edilir.

- f(b + Zn:xiwl)

i=1

b: Yanlilik degeri, x : Girdi, w: Agirlik, n: Girdi Sayist

Verideki her bir nokta i¢in sinir aginda gerceklesen islemler sirasiyla asagidaki

sekilde verilmistir.

1. Girdi néronlarma veriden gelen degerler verilir.



2. Verilen degerler bir sonraki katmanda bulunan sinir hiicrelerine ilgili baglantinin
agirhigi (wi) ile ¢arpilarak gonderilir.

Karmandaki her bir noron kendisine iletilen agirliklar: toplar.

Her bir néron toplanan degeri bir aktivasyon fonksiyonuna gonderir.

Aktivasyon fonksiyonu gelen degerin aktarilip aktarilmayacagina karar verir.

Bu sekilde girdi noronlarindan gelen veri ileriye dogru tiim katmanlara gonderilir.

N kW

Cikis katmaninda elde edilmis deger ile olmasi gereken deger karsilastirilir ve bir

kay1ip degeri elde edilir. Bu kayip degerini hesaplamak icin bir kayip fonksiyonu

kullanilir.

8. Bulunan kayip degerini azaltmak i¢in bir optimizasyon algoritmasi ile sinir
agidaki tiim agirliklar glincellenir.

9. Istenilen kriterler gergeklesene veya belirli bir adim sayisina gelinene kadar bu

islemler tekrar edilir.

2.1.3. Aktivasyon Fonksiyonu

a = logsig(n) a = tansig(n) a = purelin(n)

Sekil 4. Yapay sinir aglarinda islem iinitelerinde kullanilan transfer fonksiyonlari

Her noronun i¢inde, girilen ve toplanan verileri isleyerek noron ¢iktisina ¢eviren
ve otomatik olarak sonraki katmanda bulunan ndron i¢in bir girdi verisi haline getiren bir
aktivasyon fonksiyonu kullanilmaktadir. Sinir hiicresinde kullanilmak tizere farkl
aktivasyon fonksiyonlar1 mevcuttur. En yaygin fonksiyonlar baslica; Logsigmoid
(Logsig), Tanjant Sigmoid (Tansig) ve dogrusal aktivasyon fonksiyonu seklinde
siralanabilir (Sekil 4) [7]. Aktivasyon fonksiyonlarinda genellikle dogrusal olmayan
fonksiyonlar kullanilir. Bunun en 6nemli sebebi yapay sinir aglar1t modeline esnek bir
hesaplama altyapisi saglayabilmek ve ¢6ziim bulunmasi istenen probleme dogasina yakin

bir ¢oziimle yaklasabilmektir. Eger aktivasyon fonksiyonu dogrusal bir fonksiyon olursa,



elde edecegimiz ¢ikti, girdi vektoriiniin dogrusal doniisimiinden bagka bir sey

olamayacaktir.

2.1.4. Kayip Fonksiyonu

Kay1p fonksiyonu sinir ag1 tarafindan tahmin edilen ¢ikt1 degeri ile olmasi gereken
cikt1 degeri arasindaki hatay1 hesaplayan ve sinir aginin optimize edilmesi i¢in gerekli
kayip degerini bulan fonksiyondur. Sinir ag1 modelleri ¢6ztimledikleri problemin ¢esidine
gore farkli kayip fonksiyonlari kullanilabilir. Ornegin ¢oziimlenen problem bir siiflama
problemi oldugunda, ¢ikt1 degeri 1 veya 0 olarak bulunmali ve buna gére tahmin edilen
sinif degeri olusmalidir. Bu durumda “Ikili Capraz Entropi” kayip fonksiyonu uygun bir
secim olacaktir. Fakat bir zaman serisi problemi ele alindiginda “Ortalama Karesel Hata”
gibi uzaklik bazli bir kayip fonksiyonu kullanilmasi uygun olacaktir. Asagida uzaklik

bazli ve kategorik kayip fonksiyonlarma iliskin formiiller yer almaktadir.

Ortalama karesel hata formiilii;

1 ,
MSE = NZ“‘ )
=

N: Veri sayisi, fi: Hesaplanan sonug degeri, yi: Gergek sonug degeri

Kategorik ¢apraz entropi formiilii;
C

CCE(p, t) = - Z to,c log(Po,C)

c=1

C: Sinif sayisi, toc: Belirleyici carpan (0-1), c¢: Stmif

2.1.5. Optimizasyon Algoritmasi

Kay1p fonksiyonu ile hesaplanan hata degerinin diisiiriilebilmesi i¢in sinir aginda
bulunan agirlik degerlerinin dogru sekilde giincellenmesi gerekir. Her bir agirligin hatay1
azaltacak bi¢imde dogru yonde giincellenebilmesi i¢in bir optimizasyon algoritmasi
kullanilmalidir. Bu algoritma her bir adimda hatay1 azaltarak, kayip degerini minimize
etmeyi saglayan bir optimizasyon yontemi olmalidir. Yapay sinir aglar1 genellikle geri

beslemeli bir 6grenme siirecine sahiptir. Yani ¢iktidan hesaplanan hata degeri agdaki her

7



bir katman i¢in geriye dogru agirliklarin giincellenmesinde kullanilir. Geri besleme her

adimda ¢ikt1 degerinden hesaplanan hatay1 minimize eden bir algoritmadir.

Sinir agindaki noronlar arasindaki her bir baglanti i¢in agirliklar her adimda

asagidaki formiille yeniden hesaplanir.

+ aEt:oplam

W: = W; —Nn *
L l an

E : Hata, w : Agirlik, n : Ogrenme orani
Her yeni agirlik yeniden hesaplanirken amag, ilgili agirliktaki (wi) degisimin,
toplam hata (Ewplam) degerini ne sekilde etkiledigini bulmaktir. Boylece toplam hatay1

azaltacak sekilde wi agirligini giincellemek miimkiin olacaktir. Bunun i¢in toplam hatanin

wi agirligina gore kismi tiirevi bulunmalidir.

aEtoplam _ aEtoplam . dout,, . onet,q

ow; dout,; Onet,; Jdw;

E: Hata, out: Cikt1, w: Agirlik, net: Ag girdisi

Eldeki her bir veri i¢in veya dnceden belirlenmis bir adim sayisina erisilene kadar
tiim agirliklar yukaridaki formiille yeniden hesaplanir ve giincellenir. Her giincellemede
kayip fonksiyonundan elde edilen kayip degerinin diismesi beklenir. Kayip degerinin
diismesi, veri seti ve beklenen ciktilar arasinda bir iligski bulundugunu ve yapay sinir ag1
agirliklarinin bu iliskiye uygun sekilde giincellendigini gostermektedir. Adim sayisinin
sonuna gelinmesine ragmen kayip degerlerinde bir diisiis gdzlenmemesi, ver seti ve
beklenen ¢ikti arasinda bir iligki bulunmadigi veya yapay sinir ag1 mimarisinin bu iligkiyi

dogru bir sekilde yakalamaya uygun olmadig1 seklinde yorumlanabilir.



2.2.Yinelemeli Sinir Aglar

2.2.1. Yinelemeli Sinir Aglar: Giris ve Tarihce

1980’11 yillarda temelleri atilan bir yapay sinir ag1 modeli olan 6zyinelemeli sinir
aglar1 (RNN) ozellikle dogal dil isleme (NLP) alaninda dizi isleme 6zelligi olmasindan
dolayi siklikla tercih edilmektedir. Konusma, metin, miizik, video gibi sirali akisa sahip
verilerde bagarili sonuclar iireten RNN yapisinda ileri beslemeli sinir ag1 yapisindan farkli
olarak ilerideki katmanlardan girislere geri besleme yapilmaktadir. Ag bu sayede onceki

bilgilere bagh bir ¢ikis tiretmektedir. [8]

Agin yapisi, standart bircok katmanl sinir agina benzemekle birlikte agin gizli
katmanlar1 arasinda gecmis zamandan gelen verilerle iligkili baglantilara izin veriliyor.
Bu baglantilar araciligiyla model ge¢mis hakkinda bilgi tutabiliyor ve verilerde

birbirinden uzak olaylar arasindaki zamana bagli korelasyonlar1 kesfedebiliyor. [9]

Li) ?aOTalé‘T} at
Ll

Sekil 5. Yinelemeli sinir ag1 modeli

T
2

Sekil 5°te verilen yinelemeli sinir ag1 modelinde dikkat edilmesi gereken, ilk
boliimde verilen sinir ag1 modelinden farkli olarak, burada zamana dayali bir gosterim
yapilmis ve verideki her bir noktay1 temsil eden x; girdileri ve h¢ ¢iktilar1 gosterilmistir.
Yani sekilde agin calistirilirken her t zamanda yapacagi islemler kesit olarak verilmistir.
“M” ise sinir hiicresini ifade eder. Her bir noktada “M” ileri beslemeli sinir aglarinda

oldugu gibi bir ¢ikt1 tiretir (h¢). Buna ek olarak yinelemeli sinir aglarinda bulunan

€\

ogrenilmis bilgileri iceren bir “c” ¢iktis1 daha tiretir. Sekilde goriildiigii tizere herhangi bir

x girdisi kendisinden 6nceki x.1 girdisinden elde edilen “c” vektoriinii hesaplamaya dahil

C‘ 2

etmektedir. “c” gegmisten 6grenilmis bilgileri igeren bir agirlik vektoriidiir. Her yeni yeni

(13 ”

x¢ verisinde, h; sonucunun hesaplanmasi i¢in, x¢ girdi vektorii yaninda “c¢” vektorii de



kullanilmaktadir. Boylece veride ileri gidildik¢e gecmis verilerden elde edilmis olan
sonuglar da tekrar girdi olarak kullanilabilmektedir. Bu durum yinelemeli sinir aglarinin
sirali verilerde ve zaman serilerinde ileri beslemeli sinir aglarina gore daha iyi sonug

vermesini saglamaktadir.

Ornegin, bir ciimle icinde bir sonraki kelimeyi tahmin etmek i¢in, o anki
kelimeden once hangi sozciiklerin geldigini bilmek gerekmektedir. RNN mimarisinin
yinelenen olarak adlandirilmasinin sebebi, bir dizinin her 6gesi i¢in (ctimledeki kelimeler

gibi) ayn1 gorevi onceki ¢iktilara bagl olarak yerine getirmesidir. [10]

2.2.2. Calisma Mantig1 ve Teorisi

c{t—l}

Sekil 6. Yinelemeli sinir ag1 modeli

[ [P

Yukaridaki sekilde “x™ girdi vektori, “y” c¢ikt1 vektorii ve “c” yinelemeli sinir
aglarma 6zel olan gegmis verilerden elde edilen bilgileri saklayan bir vektordiir. Yalnizca
“x” ve “y” vektorleri diisiiniildiigtinde bu model ileri beslemeli bir yapay sinir agidir.
Burada farkli olan her bir x; girdisi i¢in 6nceki verilerden elde edilen sonuglar igeren ci.1
vektorii aga dahil edilmektedir. Asagidaki formiil ile her bir x noktas1 i¢in “a” vektoriiniin

({3}

ve “y” ¢ikt1 vektoriiniin degerleri hesaplanir.

< = gWe. ¢ + we x< + by)

Formiilde ¢ vektorii t zamandaki ve t zamandan 6nce dgrenilen bilgileri iceren

<t-1>

vektordiir. ¢ vektoriinii hesaplamak icin t-1 verisinden edilen ¢™' vektorii ve giincel
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girdi olan x™* vektorii kullanilir. Bylece 6nceki tiim veriden elde edilen bilgileri i¢eren

yeni bir ¢ vektorii elde edilmis olur.
y<t> = g(Wy.C<t> + by)

Daha sonra y™* ¢iktisinin elde edilebilmesi i¢in 6nceki formiilde hesaplanan a™
bilgi vektorii formiildeki yerine yazilir. Bu sekilde ag ¢iktist (y) her bir x girdisi i¢in
hesaplanmis olur.

Formiillerde “g” fonksiyonu aktivasyon fonksiyonunu ifade etmektedir.
Formiillerde ayn1 gosterilmis olsa da genellikle a=* vektoriiniin hesaplanmast i¢in “tanh”
aktivasyon fonksiyonu tercih edilir. Bunun en 6nemli sebebi 6z yinelemeli sinir aglarinin
en bliylik problemlerinden biri olan kaybolan gradyan durumunu 6nlemeye uygun
olmasidir. Bu probleme sonraki boliimde detayli olarak deginilecektir. Cikt1 degeri olan
y™" hesaplamasi i¢in ise ¢dziilmesi istenen probleme uygun herhangi bir aktivasyon

fonksiyonu segilebilir.

2.2.3. Kaybolan Gradyan problemi

Teoride yinelemeli sinir aglar1 basit ve gii¢lii bir model olsa bile, pratikte dogru
bir sekilde egitilmesi zordur. Modelin bu hantalliZinin baslica nedenleri Bengio ve
digerleri (1994) tarafindan da aciklandig1 gibi kaybolan gradyan ve patlayan gradyan
problemleridir. [9] [11]

Bu problemin ardinda yatan sebebi anlamak i¢in basit bir 6rnek vermek gerekirse;

w” skalar bir agirlik degiskeni olsun ve modelimiz “w” degiskeninin bir¢ok kez

carpimini igeren asagidaki esitlik olsun;
Xt+1 = W. Xy

Buna goére “t” zaman sonraki sonug, modelin ilk haline (to) gore w' ile ¢arpilmis
olacaktir. Bu durumda “t” zaman iginde ileri gidildik¢e |w[>1 ise ifade cok biiyiik bir
saytya gidecek ve “patlayan” olarak tanmimlanacaktir. Ayni sekilde [w|<l olmasi

durumunda da ifade sifira yakinsayacak ve “kaybolan” olarak tanimlanacaktir.
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Bu durum yinelemeli sinir aglarinda gegmisten gelen bilgileri iceren matristeki
agirliklarin her t zamanda carpilmasiyla ortaya ¢ikmaktadir. Sonug olarak agirliklar ya
sifira yakinsayacak ya da cok biiyiik degerlere ulasacak ve model dogru bir sekilde

egitilemeyecektir.

Kaybolan gradyan ve patlayan gradyan sorunu yinelemeli sinir aglarinin teoride
basit ve basarili bir model olmasina karsin pratikte ciddi bir soruna sahip olmasina yol
acmaktadir. Bu sorunun ¢6ziimii i¢cin yinelemeli sinir aglarinda bazi modifikasyonlar
yapilmis ve daha sonra bu sorunlara ¢6ziim olan Uzun Siireli Kisa Dénemli Hafiza

(LSTM) ve Gegitli Tekrarlayan Birim (GRU) gibi modeller ortaya ¢ikmistir.

Bolum 3.2.°de de bahsedildigi gibi yinelemeli siniri aglarinda ge¢misten gelen
bilgileri igeren vektérin  hesaplanmasinda  “tanh”  aktivasyon fonksiyonu
kullanilmaktadir. Tanh aktivasyon fonksiyonunun alabilecegi degerler 1 ve -1 arasinda
sabitlenmis oldugu i¢in “t” zamanda ileri gidildik¢e agirliklarin ¢arpimlarindan elde
edilen degerlerin ¢ok biiyiikk veya sifira yakin hale gelmesi diger aktivasyon
fonksiyonlarmma gore daha zor olmaktadir. Asagidaki gorselde tanh aktivasyon

fonksiyonu ve relu aktivasyon fonksiyonlari verilmistir.

RELU

Sekil 7. Relu ve Tanh Aktivasyon Fonksiyonlari

2.3. Gecitli Tekrarlayan Birim (GRU)

2.3.1. GRU Giris ve Tarihce

Yinelemeli sinir aglarinin en biiyiik problemi olan kaybolan veya patlayan

gradyan sorunu, yinelemeli sinir aglarinin verideki uzun siireli iliskileri 6grenebilmesini
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oldukca zor hale getiriyor. Bu nedenle verideki uzun siireli iligkileri basariyla belleginde
tutabilecek ve bu 6grenilmis bilgiyi verideki diger noktalara uygulayabilecek modellerin
gelistirilmesi gerekiyordu. LSTM modeli bu soruna ¢oziim getirerek yinelemeli sinir
aglarmin sirali zaman serilerindeki basarisini oldukg¢a arttirdi. LSTM modelinden daha
sonra ortaya ¢ikmasina ragmen daha basit ve hesaplama siiresi daha kisa bir yapiya sahip
olan GRU (Gegitli Tekrarlayan Birim) modeli ise oldukg¢a popiiler bir model haline geldi.
[k olarak 2014 yilinda Cho ve digerleri tarafindan &nerilen model [12], ayn1 yil
yaymlanan  “Gegitli ~ Tekrarlayan  Birimle Dizi  Modellemenin  Deneysel

Degerlendirilmesi” gibi bir¢ok uygulamada basarisini kanitladi. [13]

GRU tipik bir yinelemeli sinir agindan farkli olarak “t” zamanda &grenilen
verinin, dgrenilmis bilgiyi saklayan vektore yazilip yazilmayacagma karar veren bir
kapiya (gate) sahip olmasidir. Boylece ise yarayabilecek bilgileri belleginde daha uzun
stire tutabilirken, ise yaramayacak verileri carpima dahil etmeyerek kaybolan gradyan
sorununun da 6niine gegmis olacaktir. Bunun sonucunda zaman serisindeki uzun siireli

iliskileri 6grenebilen ve daha iyi performans veren bir model ortaya ¢ikmis olur.

2.3.2. Calisma Mantig1 ve Teorisi

C-d:t—l::

Sekil 8. GRU hiicresi

>

Tipik bir yinelemeli sinir aginda oldugu gibi her GRU hiicresi girdi olarak x™
girdi vektoriinii ve gegmis bilgileri igeren ¢!~ vektoriinii alir. Cikt1 olarak ise y** ve ¢=*
vektorlerini bir sonraki hiicreye gonderir. Tipik bir yinelemeli sinir agindan farkli olarak

c*” ¢iktist  hesaplanirken ¢*'”  vektériinden gelen  bilginin  giincellenip
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giincellenmeyecegine karar veren bir fonksiyon bulunmaktadir. Tipik yinelemeli sinir
aglarinda ¢™* vektorii herhangi bir kosul olmaksizin giincellenmekte ve bu durum ¢arpim

sayisini arttirdigi i¢in kaybolan gradyan sorunu ortaya ¢ikmaktadir.
p<t> = o<t>

Oncelikle GRU formiilii i¢in ¢** vektoriinii h* olarak ifade edecegiz. Su an bu
iki degisken birbirine esit olacak fakat LSTM bolimiine gecildiginde bu degiskenler

farkli olacagi boyle bir ifade kullanalim.

h<t> = tanh (W [h<""">,x<">] + b)

Ik olarak girdi vektorii (x) ve eski bilgi vektoriinii (h™"1") kullanarak h<*
vektoriiniin yeni “aday” degerini hesaplayalim. Aday degeri olmasimin sebebi, ileri
beslemeli yapay sinir aglarindaki gibi hesaplanan degerin hemen yeni bilgi vektorii olarak
esitlenmemesidir. Bunun yerine bu aday deger bir kap1 fonksiyonuna gonderilir ve bu
fonksiyon bilgi vektoriiniin aday degerle giincellenip giincellenmeyecegine karar verir.
Bu asamada oOnceki boluimlerde agiklandigir gibi yine tanh aktivasyon fonksiyonu
kullanilir

Ju =0 (Wu[h<t_1>; x<t>] + by)

GRU arkasindaki en biiylik fikir olan “kap1” veya “ge¢it” fonksiyonu, O ile 1
arasinda bir sonu¢ dondiiriir ve yeni h™ vektoriiniin hesaplanmasinda aday h™"
vektoriinin ne oranda kullanilacagma karar verir. Bagka bir ifadeyle ge¢misten
Ogrenilmis bilgileri saklayan vektoriin, yeni veriden 6grenilmis bir bilgiyle ne oranda
degistirilecegine karar verir. Boylece uzun siireli iligkiler iceren bir veride gegmis bilgileri
saklayan vektoriin dogru bir sekilde tutulmasini ve ileriye aktarilmasini saglar.
Aktivasyon fonksiyonu olarak 0 ile 1 arasinda deger dondiiren Sigmoid aktivasyon

fonksiyonu kullanilir.

h<t> = gu- fl<t> + (1 _ gu)-h<t_1>
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Son olarak yeni bilgi vektoriinii olusturmak ic¢in kap1 fonksiyonundan elde edilen
deger, aday h™ vektorii ile ¢arpilir ve (1-Kap1 degeri) ile toplanir. Aday deger ¢arpimi ve
(1- Kap1 degeri) toplandigi i¢in ¢arpimdan dolay1 ortaya ¢ikabilecek ¢ok biiyiik ve ¢ok
kiictik sayilar engellenmis olur ve kaybolan gradyan sorunu ortaya ¢ikmaz. Ayni zamanda

h*" i¢inde yalnizca ise yarayacak bilgilerin tutulmasi saglanur.

24. LSTM

2.4.1. LSTM Giris ve Tarihce

Uzun Siireli Kisa Donemli Hafiza (LSTM) kavramu ilk olarak 1997 yilinda Sepp
Hochreiter ve Jirgen Schmidhuber tarafindan yayinlanan makale ile ortaya ¢ikmustir.
Makalede yinelemeli sinir aglarinda bulunan ge¢mis verilerden 6grendigi bilgileri
bellegine alarak aga dahil etme 6zelliginin her ne kadar oldukea iyi bir fikir oldugunu
belirtse de, pratikte bu algoritmalarin ileri beslemeli bir sinir agina goére avantaj

saglamadigini ifade etmistir.

Yinelemeli sinir aglarinda kisa siireli bellege ne konulacagini 6grenmek icin en
yaygin olarak kullanilan algoritmalar, 6zellikle girdiler ve karsilik gelen 6gretici sinyaller
arasinda zaman gecikmesi uzun oldugunda cok fazla zaman alir veya hi¢ iyi ¢alismaz.
Teorik olarak biiylileyici olmasina ragmen, mevcut yontemler, 6érnegin, sinirli zaman
aralikli ileri beslemeli aglarda geri-beslemeli sinir aglarina kiyasla ag¢ik pratik avantajlar

saglamamaktadir. [5]

Hochreiter ve Sepp makalesinde LSTM modelini tanitirken; “Gurtltiild,
sikistirilamaz giris dizileri durumunda bile 1000 adimi asan zaman araliklarinda kisa
stireli iliskileri kaybetmeden baglanti kurmay1 6grenebilir.” olarak ifade etmistir. Bu
durumda yinelemeli sinir aglarinin en biiyiik problemi olan kaybolan veya patlayan
gradyan sorunu ¢6ziilmiis ve uzun zaman serilerinde beklenen sekilde gegmis donemde

elde edilen bilgileri aga basaril bir sekilde dahil eden bir model elde edilmistir.
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Sekil 9. LSTM Modeli

Sekil 8’de LSTM modelindeki ilk modiile bakildiginda aslinda Yinelemeli Sinir
Aglar1 boliimiinde bulunan sekil ile neredeyse ayni oldugu goriilmektedir. Sekilde, x; girdi
vektorii, “M” sinir hiicresi ve h; sinir hiicresinin ¢iktisidir. Burada farkli olarak ortada
bulunan modiile bakildiginda sinir ag1 modelinin ¢iktiy1 elde ederken bir¢ok farkli yol
kullandig1 goze carpacaktir. Bu yollar ilk olarak karigik goziikse de yinelemeli sinir
aglarindaki kaybolan gradyan problemine ¢6ziim olmaktadir. Sonraki boliimde her bir

LSTM aginda ¢ikt1 degerlerinin nasil hesaplandigi incelenecektir.

2.4.2. Cahisma Mantig1 ve Teorisi

yt
F'y
f Ny
C{t—l:: @ @ » (.-=.1:=~
Ctanho
| P
h=t1= Lril_l L?_l |E|r£| \jﬂ_l 5 > =t

1—=:b=—

Sekil 10. LSTM hiicresi

LSTM aglari, basit yinelemeli sinir aglar1 ve GRU modeline gore daha karmasik

bir yapiya sahiptir. Bu modelde 3 farkli kap1 fonksiyonu bulunur. Kap1 fonksiyonlar
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Ogrenilmis bilginin ne kadarinin unutulacagini, yeni bilginin 6grenilmis bilgiyi ne kadar
degistirecegini ve bu degisimlerin bir sonraki hiicreye ne sekilde aktarilacagina karar
veren fonksiyonlardir. Bu sayede karmasik uzun siireli iligkiler ag tarafindan basarili bir

sekilde 6grenilebilir.

GRU aksine bu modelde ¢ ve h™" iki farkli vektordiir ve LSTM hiicresinden iki

farkl1 vektor olarak bir sonraki hiicreye aktarilirlar.

¢<t> = tanh (W [A<">,x<>] + b,)

Aday ¢™ vektorii GRU modeline benzer sekilde yukaridaki formiille hesaplanir.

gu =20 (Wu[h<t_1>»x<t>] + bu)

Aday ¢™ vektoriiniin, gegmis bilgileri igeren ¢™ vektoriinii ne oranda

degistirecegine karar veren giincelleme kapis1 fonksiyonu yukaridaki formiille hesaplanir.
gf =0 (Wf [h<t—1>, x<t>] + bf)

Gegmis veriden gelen bilgilerin ne oranda unutulmasi gerektigine karar veren

<t-1>

unutma kapisi fonksiyonu, ¢="~ vektoriintin yeni degerinin hesaplanmasinda kullanilir.

Jo =0 (W, [h<t_1>; x<t>] + b,)

Son kapi olan ¢ikti kapisi, bir sonraki hiicreye aktarilacak h™ vektoriiniin

hesaplanmasinda kullanilir.

C<t> — (gu-5<t>) + (gf.C<t_1>)

Yeni ¢ vektorii hesaplanirken, 6ncelikle aday ¢™ vektorii ile giincelleme kapisi

<t-1>

carpimi bulunur. Daha sonra ¢™'~ vektorii ile unutma kapisi ¢arpimi bulunur ve iki ¢arpim

toplanarak yeni ¢ degeri elde edilir.

h<t> <t>)

= g,-tanh (c
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Son olarak yeni h™ vektoriiniin hesaplanmasi i¢in yeni ¢ vektoriiniin tanh

aktivasyon fonksiyonu ¢iktisi ve ¢ikt1 kapisi ¢arpimi yukaridaki formiille yapilir.

Sonugta elde edilen model gelismis uzun siireli bellek kapasitesi, unutma yetenegi
ve uzun sireli iligkileri yorumlayabilme o6zelligi bulunan, sirali verilerde iistiin

performans gosteren saglam bir model halini almistir.

3. Yapisal Kirilma ve Degisim Noktasi Tespiti

Uygulamaya ge¢cmeden 6nce sinir aglarindan bagimsiz bir konu olan yapisal
kirllma ve degisim noktasi testlerine deginilecektir. Bunun sebebi, uygulamada
kullanilacak verilerin borsa verisi olmasindan dolay1 ortaya ¢ikan ani fiyat hareketlerinin

ve dis miidahalelerin modelin basarisin1 olumsuz etkilememesini saglamaktir.

3.1. CHOW Testi

Chow testi 1960 yilinda Gregory C. Chow tarafindan bulunan, verideki herhangi
bir noktada yapisal bir kirilmanin veya degisimin olup olmadiginmi test edilmesini
saglayan bir ekonometri modeli olarak ortaya ¢cikmistir. Bu yontem 6ziinde test edilecek
noktadan onceki ve sonraki veriler i¢in iki regresyon dogrusu olusturur ve bu iki
dogrunun arasindaki egim farkini inceleyerek bir degisim noktasi olup olmadigini test

eder.

(RSS, — (RSS; + RSS,)) / k

CHOW =
(RSS, + RSS,)/(Ny + N, — 2k)

RSS, = Tiim veriye ait regresyon dogrusu
RSS; = Kirilma 6ncesi regresyon dogrusu

RSS; = Kirilma sonras1 regresyon dogrusu

Genellikle iki iligkinin tamamen ayni oldugunu varsaymak i¢in ekonomik bir gerekce
yoktur. iki periyotta veya iki grup icin iliskilerin sadece bir kismmin ayni oldugunu
varsaymak daha mantikli olabilir. Belki belirli bir gida trliniine olan talebin fiyat

esnekligi II. Diinya Savasi'ndan bu yana degismemisken, gelir esnekligi degismistir. Belki
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iki grup firmanmn yatirimi aym sekilde kardan etkilenir, ancak likit varliklardan
etkilenmez. Istatistiksel olarak, iki regresyondaki katsay1 alt kiimelerinin esit olup

olmadigin1 sorguluyoruz. [14]

3.2. Cezalandirilmis Degisim Noktasi Tespiti (PELT) Yontemi

Degisim noktasi tespitinde kullanilan yontemler genellikle bir optimizasyon
algoritmasina dayanmaktadir. Turong, Oudre ve Vayatis tarafindan 2019 yilinda yapilan
bir calismada bu yoéntemlerden bazilari incelenmistir. Incelenen yoéntemler ile ilgili

Python yazilim dilinde kodlanmais bir kiitiiphane de yazarlar tarafindan sunulmustur.

Bir degisim noktasi tespit algoritmasi temelde {i¢ boliimden olusur. Bu boliimler;
Maliyet fonksiyonu, arama metodu ve kisitlardir. Maliyet fonksiyonu bir “homojenlik”
Ol¢iisii olarak da tanimlanabilir. Homojen kelimesi burada bir veride bulunan degisim
noktast sayisini ifade etmektedir. Eger veride degisim noktasi bulunmuyorsa bu
“homojen” bir veri oldugu anlamina gelir. Veride bir veya daha fazla degisim noktasi
bulunuyorsa bu “heterojen” olarak tanimlanabilir. Maliyet fonksiyonu homojenlik

degerini maksimize eden bir fonksiyon olacaktir.
Arama algoritmast asagidaki problemleri ¢oziimleyecek optimizasyon
algoritmasidir.
Problem 1: Degisim noktasi sayist (K) bilindiginde;
LA

Problem 2: Degisim noktas1 sayist (K) bilinmediginde;

mTin V(T) + pen(T)

T en iyi segmentasyon kabul edildiginde V(T) kriterinin minimize edicisidir. K
ise degisim noktast sayisidir. Degisim noktast sayist bilinmediginde pen(T)

segmentasyonun karmasiklik derecesi ol¢iistidiir.
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PELT algoritmasi ise degisim noktasi sayist bilinmediginde arama problemine
¢Oziim bulan bir algoritmadir. Uygulamada kullanilacak veride degisim noktalar1 6nceden

belirlenmeyecegi icin PELT optimizasyon yontemi tercih edilmistir.

PELT algoritmasi adimlar1 asagidaki gibidir;
Girdiler: {y,}I_, verisi, c(.) maliyet fonksiyonu, B penalt: degeri
Tanimla: Z bir (T + 1) uzunlugunda dizi; Z[0] <« —f
Tanimla: L[0] <@
Tanimla: y «—{0}
fort=1,..,Tdo
t < argminge, [Z(s) + c(ys.0) + B
Z() < [Z(D) + c(ye.o) + B]
L) « L@ v {$}
xe—{sex: Z(s)+ c(ys..) < Z(O} U {t}

[15]

4.Uygulama

4.1. Giris

Bu calismada LSTM, GRU ve ileri beslemeli yapay sinir agi  modelleri
kullanilarak Borsa Istanbul Vadeli Islem ve Opsiyon piyasalarinda islem goren Endeks
30 vadeli kontratinda yiikselis ve diislis trendlerinin tahmini yapilacaktir. Veri olarak
Endeks 30 vadeli kontratinin segilmesinin nedeni, bu kontratin Borsa Istanbul 30
endeksinde iglem goren hisselerle hesaplaniyor olmasidir. Yani tek bir hisse senedine
dayal1 degil, Bist30 endeksi i¢cindeki tiim hisselere dayali olarak fiyati belirlenmektedir.
Bu durum tek bir hissede meydana gelebilecek dis etkiler ve manipiilasyonlardan daha az
etkilenecegi anlamina gelmektedir. Bu nedenle bir makine 6grenmesi modeli i¢cin daha

uygun bir veri olduguna karar verilmistir.
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Sekil 11. Endeks 30 Vadeli Kontrat1 Grafigi

Yukaridaki gorselde Endeks 30 Vadeli Kontratina ait giinliik periyotta bir mum
grafigi yer almaktadir. Her bir mum c¢ubugu kendi i¢inde Acilis, Kapanis, Yiiksek ve
Diisiik degerlerine sahiptir. Her bir mum ¢ubugu i¢inde belirlenen periyotta kontratin
aldigi ilk deger, son deger, en yiiksek deger ve en diisiik degeri ifade etmektedir. Modelde
girdi olarak 5 dakikalik periyottaki veriler kullanilacaktir. Bunun nedeni uzun
periyotlarda meydana gelebilecek dis etkilerin kisa periyotlarda modeli daha az
etkilemesidir. Dolayisiyla daha kisa vadeli periyotlar kantatif bir model i¢in dogru bir

sec¢im olacaktir.

Bu c¢aligmada cikt1 degerleri ise ALIM veya SATIM anlamina gelen bir sinif
degeri olacaktir. Egitim verisinde bu smif degerlerinin nasil hesaplandigina asagidaki
bolimlerde yer verilmistir. Veri hazirlama ve 6n isleme asamasindan sonra LSTM
modeli, GRU modeli ve ileri beslemeli bir yapay sinir ag1 modeli kurulacaktir. Bu
modellere ait konfigiirasyonlara da asagidaki boliimlerde deginilmistir. Kurulan modeller
egitim verisi ile egitildikten sonra test verisi ile sinanacak ve modellerin performanslari

karsilastirilacaktir.

Uygulama yapilirken Python yazilim dili kullanilmistir. Sinir aglari, GRU ve
LSTM aglan i¢in Google tarafindan desteklenen Keras ve Tensorflow kiitiiphaneleri
kullanilmigtir. Bunun disinda verideki degisim noktalarinin ¢ikarilmasi i¢in de iki farkl
kaynaktan yararlanilmistir. Chow testi i¢in Joshua Loong tarafindan gelistirilmis python

kiitiiphanesi kullanilmistir. PELT degisim noktasi tespiti algoritmasi i¢in Charles Turong,
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Laurent Oudre ve Nicolas Vayatis tarafindan gelistirilen Ruptures kiitiiphanesi

kullanilmastir.

4.2. Verinin Hazirlanmasi

Veri seti olarak Endeks 30 yakin vade kontratinda Ekim 2015 ile Mart 2020
arasindaki 5 dakikalik veriler elde edilmistir. Bu veri setinde toplamda 5 dakikalik 115876
adet mum grafigi verisi bulunmaktadir. Bu verilerin %80°1 egitim ve %20’si test verisi
olarak ayrilmistir. Egitim verisi i¢in gerekli olan ¢ikti degerleri yiikselis ve diisiis
simiflarmi temsil edecek sekilde 1 ve 0 olarak ayrilacaktir. Bunu yaparken asagida
algoritmasi verilen, “ZigZag” yontemi adi verilen bir hesaplama ile verideki diisiis

trendleri ve yiikselis trendleri isaretlenmistir.

ZigZag algoritmast;

Girdi (Salinim Ytzdesi): swp = 0.01
Tanimla: H bir t uzunlugunda bos dizi
Tanimla: L bir t uzunlugunda bos dizi
Tanimla: Z bir t uzunlugunda bos dizi
oH=0

oL=0

sH = false

sL = false

fort=1,..., T do
hy > h,y; > oH=t
sL = false & [(hoy — lor) / lor] * 100 > swp -

sH = false
sL = true
Zy = o

Ly = 1o,

lt > lOL - oL=t
sH = false & [(hog — lor) / lor]] * 100 = swp —

sL = false
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Bu yonteme gore diisiis yasanan bir piyasada, son noktadan “%x” oraninda bir
artis olana degin tiim veriler diisiis olarak isaretlenir. Bu durumun tersi i¢in de yiikselis
olarak tiim veriler yiikselis olarak isaretlenir. Veri olusturulurken bu oran %1 olarak

alinmastir.

Data

118 - *:..

117 - W

Y

116 1 : R
115 - W . A
-y 3 !

M - J 5

i b F

%

114 L

113 -

Sekil 12. Yiikselis ve Diisiis Trendlerinin Isaretlenmesi

Yukaridaki grafikte kesikli ¢izgiler diisiis trendlerini, kesiksiz ¢izgiler ise yiikselis
trendlerini gostermektedir. Boylece egitim verisindeki ¢ikti degerleri olacak ytikselis ve
diistis siniflart isaretlenmis olur. Modelimizden beklentimiz burada 6grenecegi yiikselis
ve diisiis siniflarin1 daha 6nce gérmedigi bir test verisinde de basarili bir sekilde tahmin

etmesidir.

Cikt1 degerleri elde edildikten sonra veri seti toplamda 5 girdiye ve 1 ¢iktiya sahip
bir veri haline gelmistir. Girdiler icinde mum grafigi verisine ait acilig, kapanis, yiiksek,
dusiik ve hacim degerleri bulunmaktadir. Bu 5 girdi varligin fiyati hakkinda bilgi icerse
de elde edilmek istenen ¢ikt1 hakkinda fazla bir bilgi icermemektedir. Oyle ki korelasyon
tablosu olusturuldugunda c¢ikti degeri ile fiyat bazli girdiler arasinda bir iligki
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bulunamamustir. Asagodaki tabloda Ac¢ilis (Open), Kapanis (Close), Yiiksek (High) ve
Diisiik (Low) degerlerine bakildiginda ¢ikti ile arasinda bir korelasyon bulunmadigi
goriilityor. Bu nedenle bu girdilerden farkli indikator verileri de tiiretilerek ve girdi olarak
modele saglanarak model basarisinin arttirilmasi miimkiindiir. Bunun i¢in finansta sik¢a
kullanilan indikatorler arasindan se¢ilmis 8 farkli indikator kullanilacak ve girdi sayisi
13’e c¢ikarilmis olacaktir. Kullanilan indikatorlere ait agiklama sonraki boliimde

verilmistir.

Indikatorler arasinda korelasyon incelendiginde bazi indikatérler icin daha yiiksek
korelasyon degerleri gozlemlenmistir. Fiyat verilerinin kendi arasindaki korelasyonu 1
olmasina ragmen ¢ikt1 degeri agisindan korelasyon bulunmamaktadir. Ote yandan bazi
indikatorler ve ¢ikt: degeri arasinda korelasyon digerlerine oranla daha yiiksektir. Ornegin
WilliamsR, RSI ve CCI indikatorleri ¢ikti degeri {izerinde daha yiiksek korelasyona
sahiptir. Yine de bu degerler £0.40 {izerine ¢ikamadigi i¢in gii¢lii bir korelasyondan s6z

etmek miimkiin degildir.

Open — 1 1 1 1 0.04 X 4 0.029
High - 1 1 1 1 0.043 5 0.033

Low = 1 1 1 1 0.044 4 0.058 0.034

Close = 1 1 1 1 0.046 ) 0.058 0.035

Volume -0.063 X 0.035 -0.069 0.037 -0.067 0.05
ma = 1 1 1 1 0.036 - 0.031 - 0.043 - 0.019 -0.015
williams .044 -0.063 0.031 - 0.0082 0.7 0.041 0.024 - 0.35
adx . L 0.14 0.01 0.0082 0.034 0.0097 .038 0.011 -0.0012 -0.029

rsi .084 -0.083 0.034 0.081 - 0.059 - 0.41
linreg - 1 1 1 1 0.035 0.041 0.0097 0.081 - 0.058 - 0.027 -0.02
mom 4 5 -0.069 y : 0.7 0.058 - 0.27
ema — 0037 - 0.013 z
cci 34 -0.067 0.019 -0.0012 07 0.027 0.57 0.013 -

TARGET 9 2 . 022 0.05 0.015 0.35 -0.029 0.41 0.02 g -0.012 0.32

ma
adx
rsi
linreg
mom
ema
oci

§ $ : 3
2 g 3
] I & 3]

Volume
williams
TARGET -

Sekil 12. Model girdileri ve ¢iktisi korelasyon tablosu
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Asagidaki listede verideki yiiksek, diisiik, agilis ve kapanis degerleri kullanilarak
tiiretilmis finansal indikatorlerin listesi verilmistir; Tiim indikatorler i¢in son 14 periyot

kullanilmistir, yani her bir deger kendisinden dnceki 14 deger kullanilarak hesaplanmstir.

e MA (Hareketli Ortalama): Son 14 kapanis degerinin ortalamasi alinir.

e WILLIAMSR: Yiiksek ve diistiklerin farkini kullanarak hesaplanan indikator O ile
100 arasinda deger alan bir momentum gostergesidir.

e ADX: Belirli bir yonde olusan fiyat hareketini gosteren indikatordiir.

e RSI: Fiyat hareketlerinin giictinii 6l¢mek icin kullanilan indikatordiir.

e LINREG: Son 14 kapanis degerine ait lineer regresyon hesaplanir.

e MOMENTUM: Zamana bagh fiyattaki degisimi hesaplayan indikatordiir.

e EMA (Ussel Hareketli Ortalama): Klasik hareketli ortalamada degisimlerin
yumusatilmis olarak hesaplandigi indikatordiir.

e CCI: Ortalama fiyat degisimi ve standart sapma kullanilarak elde edilen

momentum gostergesidir.

Model kurma asamasina gegmeden once Boliim 6’da bahsedilen yapisal kirilma
ve degisim noktalarinin model basarisini ne yonde etkiledigiyle ilgili testlerin
yapilabilmesi i¢in de veri hazirlanmasi gerekmektedir. Bunun i¢in 6ncelikle elde ettigimiz
nihai veri setinin bir kopyasi alinir. Daha sonra veri tizerinde Boliim 6’da verilen CHOW
testi ve PELT testleri uygulanir. Bulunan degisim noktalari isaretlenir ve egitim verisinde
herhangi bir aralik i¢inde bu noktalardan biri bulunuyorsa, ilgili veri girdilerden ¢ikarilir.

Sonug olarak elde degisim noktalarindan arindirilmig bir veri seti kalir.
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Sekil 13. Degisim noktalarinin isaretlenmesi
Son olarak verinin yapay sinir aglarina uygun bir girdiye doniistiiriilmesi icin
normalize edilmesi gerekmektedir. Veriyi 1 ve -1 arasina normalize ettigimiz zaman
ozellikle fiyat verilerinde yeni gelecek verideki fiyatlarin aralik disinda kalma
ihtimalinden dolay1 Oncelikle verideki her bir noktanin 6nceki noktaya gore ytizdelik
degisimi almmistir. Daha sonra yeni degerler tizerinden tiim girdiler 1 ve -1 arasmna

normalize edilmistir.

4.3. Model Kurulmasi

LSTM modeli, GRU modeli ve ileri beslemeli yapay sinir ag1 modellerinin
karsilastirilmasi icin {i¢ farkli model kurulacaktir. Daha sonra bu iic model degisim
noktalar1 ¢ikarilmis ve degisim noktalar1 ¢ikarilmamis iki veri setiyle egitilecektir. Son
olarak elde edilen 6 sonuca ait metrikler karsilastirilarak performans karsilagtirmasi

yapilacaktir.

Oncelikle sinir ag1 modellerinin kurulumu i¢in ag mimarisi secilmeli ve baslangi¢

parametreleri belirlenmelidir. Asagidaki tabloda modellerin konfigiirasyonlar1 verilmistir.

Isim Deger

Egitim Veri Sayisi 87527
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Test Veri Sayisi 23175
Gizli Katman Sayis1 2
Katman Noron Sayisi 100
Cikt1 Katmani N6ron Sayisi 1
Aktivasyon Fonksiyonu Relu
Kay1ip Fonksiyonu Ikili Capraz Entropi
Ogrenme Orani 0.0005
Ornek Seri Uzunlugu 50
Devir Sayist 10

Tablo 1. Sinir Ag1 Konfigiirasyonu

Egitim ve test verisi belirlenirken makine 6grenmesi uygulamalarinda sikca
kullanilan %80 egitim ve %20 test verisi olarak dagilim yapilmistir. Aglarin gizli katman
sayist belirlenirken verinin karmasiklik derecesi diisliniildiigiinde ve yapilan testler
sonucunda 2 gizli katmanin, tek gizli katmana gore daha iyi sonug¢ verdigi goriilmiistiir.
Bu nedenle aglara 2 gizli katman eklenmistir. Her bir katmanda 100 néron bulunmaktadir.
Bu say1 verinin boyutu goz oniinde bulundurularak belirlenmistir. Cikt1 katmaninda ise
problemin bir ikili siniflama problemi olmasi nedeniyle 1 néron bulunmaktadir. Ayni
sekilde onceki boliimlerde agiklandigi gibi ikili simiflama problemine uygun olarak
“Relu” aktivasyon fonksiyonu ve “Ikili Capraz Entropi” kayip fonksiyonu modellerde

kullanilmistir.

Ogrenme orani her bir agirhigin yeniden hesaplanmasinda kullanilan ve 6grenme
adimlarmin yeterince kiiciik ve kesin hale gelmesini saglayan katsayidir. Bu katsay1
secilirken farkli 6grenme oranlari test edilmis ve probleme en uygun katsay1 bulunmustur.
Ogrenme oranmin yiiksek oldugu durumlarda model hizli bir sekilde egitim verisine
yakinsamig ve “overfitting” adi verilen, asir1 6grenmeden kaynakli ezberleme sorunu

ortaya ¢ikmistir.

Calismada ozellikle LSTM aglarinin uzun siireli iligkileri tanima konusundaki
basarisinin gosterilmesi hedeflendigi i¢in her bir 6rnek i¢in seri uzunlugu 50 olarak
secilmistir. Yani modele verilen girdiler verideki sirali 50 degerdir. Bu deger literatiirde

“window size” parametresi olarak da bilinmektedir. Deger olarak 50 secilmesinin nedeni
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sinir ag1 mimarilerinin noéron sayilart ve hesaplama siireleri g6z Oniinde
bulunduruldugunda, 50 sirali girdi uzunlugu hem uzun siireli iliskileri igermesi hem

hesaplama siiresi kisa olmasindan dolay1 se¢ilmesine karar verilmistir.

4.4. Sonuglar

4.4.1. LSTM Modeli Sonuclari

Kurulan LSTM modeli, GRU modeli ve ileri beslemeli yapay sinir ag1 modeli
Onceki boliimde verilen parametreler ile egitilmis ve her devir sonunda test verisi ile
sinanarak, siniflama dogrulugu elde edilmistir. Her model degisim noktalar1 ¢ikarilmis ve

degisim noktalar1 ¢ikarilmamais iki veri setiyle ayr1 ayri ¢aligtirilmastir.

07
0.68
0.66
S . Degisim noktalar cikarilmis
0.62 . Degisim noktalar1 cikarilmamis
06 /
0.58
x: Devir, y: Smiflama Yiizdesi
0 1.2 3 4 5 8§ 7 8 8
Sekil 14. LSTM aglar1 test verisi dogru siniflama oranlar1

0.76

0.72

0.68 B Ezitim verisi

0.64 T~ B Test verisi

0.6

0.56 \ f x: Devir, y: Simflama Yiizdesi

Sekil 15. LSTM aglar egitim ve test verisi dogru siiflama oranlari
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Yukaridaki grafikte goriildigl tizere ilk devirden itibaren test verisi {izerindeki
siiflama basarisinin genellikle arttig1 goriilmektedir. En yiiksek basarinin elde edildigi
devrin, degisim noktalar1 ¢ikarilmis veride 0.69 smiflama orani basarisi ile 8. devir
oldugunu ve bu noktaya kadar simmiflama yiizdelerinin diizenli bir artis i¢inde oldugu
gozlemlenmektedir. Dolayisiyla model gergekten veriden 6grenerek birtakim bilgiler elde
etmis ve bu bilgileri test verisinde basarili olarak kullanabilmistir. Son devire gelindiginde
ise smiflama basarisi oraninin 0.67 oldugu goriilmektedir. Model, 9. Devirde egitim
hatasini diisiirmiis fakat test hatasini arttirmistir. Bu durum agirliklarin fazla yakinsayarak
verinin ger¢cek dogasindan ¢ok egitim verisine uygun bir hale geldigini yani asir1 grenme

(overfitting) gerceklestigini gostermektedir.

Degisim noktalar1 ¢ikarilmayan veriye baktigimizda, daha diizensiz bir artigin
oldugu ve 4. devirde biiyiik bir diisiis yasandig1 goriilmektedir. Yapay sinir aglarinda
egitim yapilirken egitim verisi i¢in hatanin azaldigi bazi noktalarda test verisi i¢in yiiksek
hatalar elde edilebilirr Bu durum O6grenme siireci i¢indeki adimlar1 atarken
karsilagilabilecek dogal bir sonugtur. 4. Devirde yasanan biiylik diisiis bu sekilde
yorumlanabilir. Fakat burada asil 6nemli nokta degisim noktalar1 ¢ikarilmamis veride,
basar1 oranlarindaki diizensizlik, degisim noktalari ¢ikarilmis veriye gore daha fazladir.
Yani degisim noktalar1 ¢ikarilan veri setinde, dogru bilginin model tarafindan
Ogrenilebilmesi kolaylagsmistir. Bu durum makine 6grenmesinde dogru veri se¢imi ve

dogru veri 6n islemenin 6nemini de gostermektedir.

Tahmin: 0 Tahmin: 1
Gercek: 0 6589 3731
Gergek: 1 2705 6538

Tablo 2. LSTM degisim noktalar1 ¢ikarilmis veri seti hata matrisi

Yukaridaki tabloda degisim noktalar1 ¢ikarilmis veri seti ile egitilmis LSTM
modeli hata matrisi bulunmaktadir. Goritildiigi tizere gergek deger ve tahminler arasinda
dengeli bir dagilim bulunmaktadir. Model 67.10% oraninda dogru tahmin elde etmistir.
Siniflar arasindaki hata orani karsilastirildiginda “ALIM” smifina karsilik gelen “0”

degerinde daha yiiksek basar1 elde edildigi goriiliiyor. Fakat inceleyecegimiz diger hata
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matrislerine bakildiginda her zaman “ALIM” kategorisinde yiiksek basar1 elde
edilemediginden, bu durum i¢in herhangi bir yargiya varilamaz. Siniflara ait verilerin
neredeyse esit oldugu bir veri setinde 67.10% basari orant modelin basarili olarak

egitildigini gostermektedir.

Tahmin: 0 Tahmin: 1
Gergek: 0 7786 3990
Gercgek: 1 3937 6500

Tablo 3. LSTM degisim noktalar1 ¢ikarilmamis veri seti hata matrisi

Degisim noktalar1 ¢ikarilmamis veri setinde hata matrisine bakildiginda ise
siiflama basarisinin 64.31% degerine diistiigli goriilityor. Degisim noktalar1 ¢ikarilmis
veri setiyle karsilastirildiginda, burada en biiyiik kaybin “ALIM” sinifina karsilik gelen 0
degerinde yasandig1 goriiliiyor. Siniflarin tek basina tahmin basarisi birbirine oldukca

yakin hale gelmistir.

4.4.2. GRU Modeli Sonuclari

0.67
0.65

e B Deisim noktalar: gikartimis
i . Degisim noktalan ¢ikarilmamas
0.59

0.57 x: Devir, y: Smiflama Yiizdesi

Sekil 16. GRU modeli test verisi dogru siniflama oranlari

Yukaridaki grafikte GRU modeli kullanarak iki ayr1 veri seti ile egitilmis
modellerin, test verisindeki basar1 oranlar1 verilmistir. Degisim noktalar1 ¢ikarilmis veride

ilk devirdeki %61 basar1 orani ile son devirdeki %64 basari orani arasinda 6nemli bir fark
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bulunmamaktadir ve devirler arasinda diizensiz bir artis yasandigi goriilityor. Degisim
noktalar1 ¢ikarilmamis veride ise devirler arasindaki siniflama basarisinin oldukga
diizensiz oldugu goriiliiyor fakat son devirdeki basar1 oraninin beklenenin aksine degisim
noktalar1 c¢ikarilmig veriden yiiksek oldugu goriilmektedir. Degisim noktalar

cikarilmamis veride son devirde %68’lik bir basar1 orani elde edilmistir.

Tahmin: 0 Tahmin: 1
Gergek: 0 8305 3471
Gergek: 1 4389 6048

Tablo 4. GRU degisim noktalar1 ¢ikarilmis veri seti hata matrisi

Ileri beslemeli yapay sinir aglari ile degisim noktalar1 ¢ikarilmis verideki hata

matrisi incelendiginde smiflar arasinda dengeli bir dagilim goriiliiyor. Genel basari

oranina bakildiginda ise 64.62% siiflama dogrulugu gozlemlenmistir.

Tahmin: 0 Tahmin: 1
Gercek: 0 7917 3859
Gergek: 1 3075 7362

Tablo 5. GRU degisim noktalar1 ¢ikarilmamais veri seti hata matrisi

Degisim noktalar1 ¢ikarilmamis veri incelendiginde ise beklenenin aksine hata
oraninin azaldigi goriilmektedir. Siniflama basarisi son devirde 68.78% olmus ve LSTM
modelini bile geride birakmistir. Fakat smiflama basarisinin devirler arasindaki
diizensizligi goz onilinde bulunduruldugunda bu sonucun LSTM modelinde elde edilen

sonu¢ kadar saglam olmadig1 sdylenebilir.
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4.4.3. ileri Beslemeli Sinir Ag1 Modeli Sonuclar

0.65
063 o

. Degisim noktalarn cikarilmis
0.61 g

. Degisim noktalar1 cikarilmamis
0.59
0.57 x: Devir, y: Simflama Yiizdesi

Sekil 17. Ileri beslemeli sinir aglari test verisi dogru siniflama oranlari

Yukaridaki grafikte ileri beslemeli sinir aglarini kullanarak iki ayri veri seti ile
egitilmis modellerin, test verisindeki basar1 oranlar1 verilmistir. Grafikte goruldugu tizere
ileri beslemeli sinir aglar1 ile yapilan egitimlerde basar1 oranlarinin daha yiiksek
oynakliga sahip oldugu ve LSTM modeli kadar dogrusal bir bigcimde artmadig1 goriiliiyor.
Yine de 6zellikle degisim noktalar1 ¢ikarilmis veride ilk devirdeki %58 basar1 orani ile
son devirdeki %64 basar1 oran1 arasinda énemli bir fark bulunuyor ve devirler arasinda
bir artis yasandigi goriiliiyor. Fakat degisim noktalar1 ¢ikarilmamis veriye bakildiginda
devirler arasindaki siniflama basarisinin oldukc¢a diizensiz oldugu goriiliiyor. 3. Devirde
elde edilen en yiiksek basar1 oran1 %64 olsa da daha sonraki devirlerde bu orani higbir

zaman yakalayamiyor.

Tahmin: 0 Tahmin: 1
Gergek: 0 7238 4538
Gercgek: 1 3351 7085

Tablo 6. Sinir aglar1 degisim noktalar1 ¢ikarilmis veri seti hata matrisi
Ileri beslemeli yapay sinir aglar ile degisim noktalar1 ¢ikarilmis verideki hata

matrisi incelendiginde siniflar arasinda dengeli bir dagilim goriiliiyor. LSTM modelinin

aksine bu modelde “SATIM” yonlii 1 sinifinda daha yiiksek hata orani oldugu goriilityor.
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Genel basar1 oranina bakildiginda ise 64.48% siiflama dogrulugu ile degisim noktalari

cikarilmamis LSTM modeli ile neredeyse ayni basar1 oranina sahip oldugu goriiliiyor.

Tahmin: 0 Tahmin: 1
Gergek: 0 9911 1865
Gercek: 1 6587 3849

Tablo 7. Sinir aglar1 degisim noktalar1 ¢ikarilmamis veri seti hata matrisi

Degisim noktalar1 ¢ikarilmamis veri incelendiginde ise hata oranimnin oldukca
arttig1 ve tahmin edilen siniflarin homojen bir sekilde dagilmadig: goriilityor. Degisim
verilerinin ¢ikarilmamast durumu ozellikle ileri beslemeli sinir aglarini daha ¢ok
etkilemis goriintiyor. Siniflama basarist son devirde 61.95% olmus ve 6zellikle “ALIM”

yonlii 0 sinifina ait tahminlerin oldukca fazla oldugu goze ¢arpiyor.

4.4.4. Sonuclarin Karsilastirilmasi

LSTM Modeli
07 . Degisim noktalar: ¢ikarilmis
055 . Degisim noktalar: ¢ikarilmamis
063 Klasik Sinir Ag1 Modeli

. Degisim noktalar: ¢ikarilmis
058

. Degisim noktalar ¢ikarilmamis

x: Devir, y: Siniflama Yiizdesi

Sekil 18. Tim model ve veri setleri siniflama basarist karsilastirmasi

Yukaridaki grafikte her iki veri seti ile egitilmis LSTM ve ileri beslemeli sinir ag1
modellerinin siniflama basarilar1 verilmistir. Goriildiigii tizere LSTM aglar1 ileri
beslemeli sinir aglarina gore daha iyi bir performans sergilemistir. Aradaki fark yaklasik
4% olsa da modelde kullanilan finansal verinin tahmin zorlugu diistintildigiinde kayda
deger bir farkliliktir. Degisim noktalarinin veriden elenmesinin de model basarisinda

olumlu bir fark yarattig1 goriiliiyor. Hatta degisim noktasi elenmemis LSTM modeli ile
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degisim noktas1 elenmis bir ileri beslemeli sinir ag1 modeli neredeyse ayni siniflama
basarisina sahip. Bu durum veri se¢iminin ve veri on islemenin makine 6grenmesinde

neredeyse modelin kendisi kadar 6nemli oldugunu gosteriyor.

Uygulamadan ¢ikan sonuglar yorumlandiginda sirali bir zaman serisi verisinde
LSTM aglarinin, ileri beslemeli sinir aglarina gore bir miktar tistiinliigii bulunmaktadir.
Bu durum LSTM aglarinin zaman serisindeki uzun ve kisa stireli iliskileri belleginde
tutabilme 6zelligini ortaya ¢ikarmaktadir. Finans verisi yerine genellemeye daha uygun
bir zaman serisi se¢ilirse modeller arasindaki farklilik da artabilir fakat segilen veri géz
oniinde bulunduruldugunda ortaya ¢ikan fark kii¢iik olsa bile model se¢iminin basariy1

etkiledigi goriilmustiir.

5.Sonu¢

Bu calismada bir yinelemeli sinir ag1 tiirii olan LSTM modeli, GRU modeli ve
tipik bir yapay sinir ag1 modeli, finansal bir zaman serisi verisi tizerinde, performans
kriterleriyle karsilastirildi. Tlk olarak yapay sinir aglarinin ortaya ¢ikisi ve tipik bir sinir
aginda bulunan aktivasyon fonksiyonu, kayip fonksiyonu, optimizasyon algoritmasi gibi
bolimler ele alindi. Daha sonra bu yapinin tizerine insa edilmis yinelemeli sinir aglari,
GRU, LSTM gibi modellere deginildi ve bu modellerin ¢calisma prensipleri agiklandi.
Calismada gorildigu lizere yapay sinir aglar tarihi boyunca bircok farkli alanda ve
birgok farkli gelistirme ile yeni 6zellikler kazanmis ve bu 6zellikler farkli problemlerin
coziimiinde kullanilmistir. Temelinde bir optimizasyon problemini ¢dzen sinir aglari,
probleme konu olan veri setinin dogasina uygun bir mimariyle yapildiginda daha iyi

coztimler elde edilebilecegi goriildi.

Calismada deginilen bir diger 6nemli konu ise yinelemeli sinir aglarinda ortaya
cikan kaybolan gradyan sorunu ve bu soruna getirilen ¢oztimlerdir. Aslinda ¢alismanin
ana konusu olan LSTM aglar1 bu sorunu olduk¢a basarili bir sekilde ¢6zen bir model
oldugu i¢in yinelemeli sinir aglar1 tizerine insa edilmis gelismis bir model oldugu

sOylenebilir.
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Calismada LSTM aglan ile ileri beslemeli bir sinir ag1 arasinda, sirali zaman
serilerindeki tahmin basarisinin farki gosterilmesi amaglandi. Bu nedenle uygulamada
Borsa Istanbul Vadeli Islem Piyasasinda bulunan bir kontrata ait fiyatlar veri olarak
kullanildi. Daha sonra bu fiyat degerlerinden tiiretilen indikator verileri ile 13 girdiye
sahip bir veri seti elde edildi. Calismada finansal veri kullanildigindan dolay1
ekonometride sik¢a kullanilan degisim noktasi tespiti konusuna da deginildi. Buna gore
dis etkilerden kaynakli olan varlik fiyatindaki degisim noktalar1 veri setinden ¢ikarilarak,

bir makine 6grenmesi modeline daha uygun, temizlenmis bir veri seti edildi.

Modeller kurulurken baglangi¢ parametreleri ve sinir ag1 mimarileri olabildigince
ayni secilmeye calisildi. Model parametrelerinden dogabilecek farkliliklarin boylece
minimuma indirilmesi amaglandi. Modeller, degisim noktalar1 ¢ikarilmis ve degisim
noktalari ¢ikarilmamus iki farkli veri seti ile egitildi. Egitimlerde her devirde ortaya ¢ikan
siniflama basarilar1 kaydedildi. Bunun disinda her modelin egitimi tamamlandiginda, test

verisi ile bir hata matrisi olusturuldu.

Sonuglar incelendiginde LSTM aglarinin varlik fiyatindaki yukar1 yonlii ve asagi
yonlii hareketleri bir miktar daha iyi tahmin edebildigi goriildii. ileri beslemeli sinir
aglarinda her devir sonundaki siniflama basarilarina bakildiginda genellikle diizensiz bir
artisin oldugu ve modelin verinin dogasin1 anlamakta giigliik ¢ektigi goriildi. LSTM
aglar1 bu anlamda ge¢mis veriden Ogrenilmis bilgiyi daha iyi sakladigi i¢in ileriki
tahminlerinde daha %4 kadar daha dogru sonuglarin elde edildigi goriildii. Bunun disinda
degisim noktasi tespit edilen 6rneklerin veriden ¢ikarilmasimnin model basarisini olumlu

yonde etkiledigi goriildii.

Sonu¢ olarak LSTM aglarinin sirali zaman serilerinde, ileri beslemeli sinir
aglarma goére daha iyi performans verebilecegi i¢in bu tip problemlerde siklikla
kullanilmaktadir. Calismada kullanilan modeller bir finansal varligin t+1 zamandaki
hareketini tahmin ettigi icin basari oran1 70% tizerine ¢ikmamistir ve modeller arasindaki
basari1 farki da %10’u gegcmemistir fakat bu tip karmasik ve tahmin edilmesi zor olan bir
veri setinde bile basar1 farki modeller arasinda goriilebilir derecededir. Eger farkli zaman
serisi problemleri ele alinirsa modeller arasindaki farkin artmasi da miimkiin

goriinmektedir. Yine de model basarilari ele alindiginda, model parametreleri, verinin 6n
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islemesi, model girdileri gibi degiskenlerde farkli kombinasyonlar denendiginde daha iyi

sonuglar ile de karsilasmak miimkiindiir.
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