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DNA mikrodizi veri kiimelerinin ortaya ¢ikisi hem biyoinformatikte hem de makine
O0grenmesi alanlarinda 6nemli bir arastirma konusunu canlandirmistir. Doku veya hiicre
orneklerinden alinan bu tip veriler, hastalik teshisinde ya da spesifik timor tiplerini ayirt
etmede faydali olabilecek bilgileri toplamak i¢in oldukca Onemlidir. Gen agiklama
verileri olarak bilinen bu veri kiimelerindeki en 6nemli zorluk diizinelerle ifade edilebilen
orneklem sayisina karsin binlerce gen bilgisini i¢cermesidir. Bu durum verilerin dogru

siniflandirilmasi agisindan biiyiik bir dezavantaj olusturmaktadir.

Binlerce gen ve az sayida orneklemden olusan gen agiklama verilerinde siniflandirma
yontemlerinin etkili bir sekilde uygulanmasi, hastaliklarin tani ve tedavisinde ¢ok 6nemli
bir rol oynamaktadir. Biiyiik boyutlu verilerde, en iligkili ve bilgilendirici 6zellikleri
secerek simiflandirma performansini artirmak i¢in bir 6n isleme adimi olan 6zellik
secimininin (feature selection) kullammi kaginilmazdir. Ozellik se¢imi ydntemleri
literatiirde filtre (filter), sarmal (wrapper) ve gomiilii (embedded) olmak iizere {i¢ temel
baslkta incelenmektedir. Istatistiksel yontemler olarak da bilinen filtre yontemler,

siiflandirma algoritmasindan bagimsiz olarak 6zellikleri ayr1 ayri inceleyen, belli bir



degerlendirme 6lg¢iitiine dayanarak en iyi 6zellik alt kiimesini se¢gmeyi amaclayan 6zellik

secimi yontemleridir.

Bu tez ¢alismasinda, 6zellik se¢imi i¢in yeni bir filtre yontemi olarak “Etkin Araliklara
dayali Ozellik Secimi Algoritmas1” (Feature Selection Algorithm based on Effective
Ranges-FSAER) adli bir yaklasim &nerilmistir. Onerilen yontem, literatiirde bulunan
“Etkin Araliga dayali Gen Secimi” (Effective Range based Gene Selection-ERGS) ve
“Etkin Araliga dayali Gelistirilmis bir Ozellik Se¢imi” (Improved Feature Selection based
on Effective Range-IFSER) yontemlerinin dikkate almadigi bir eksikligi gidermek iizere
gelistirilmistir. Etkin araliklara dayanan ERGS ve IFSER algoritmalarinin en biiyiik
eksikligi, tim ayrik araliklara ayni agirlik degerini atamalaridir. FSAER; ERGS ve
IFSER yontemlerinin avantajlarina sahiptir ve ayrica ayrik etkili araliklar1 da hesaba

katarak yeni bir toplam alan tanimlamaktadir.

Onerilen algoritmanin etkinligini dogrulamak amaciyla, erisime agik alti farkli gen
aciklama veri seti kullanilarak, bilinen bes farkli filtre yontemi ve FSAER ile farklh
bliytikliikteki gen alt kiimeleri se¢ilmistir. Secilen genler kullanilarak farkli siniflandirma
yontemlerinin (Naif Bayes, Destek Vektor Makinesi, k-En Yakin Komsu) uygulanmasi
sonucunda smiflandirma dogruluklar1 elde edilmistir. Bu deneylerden elde edilen
sonuglar incelenmis, FSAER algoritmasinin diger yontemlerle karsilagtirildiginda

siniflandirma dogruluklari1 bakimindan oldukga etkili sonuglar verdigi goriilmiistiir.

Anahtar Kelimeler: Etkin Aralik, Filtre Yontemler, Gen Aciklama Verileri, Ozellik

Secimi, Smiflandirma Y 6ntemleri.

il



ABSTRACT

A NOVEL FEATURE SELECTION METHOD FOR CLASSIFICATION OF
GENE EXPRESSION DATA

Derya TURFAN

Doctor of Philosophy, Department of STATISTICS
Supervisor: Prof. Ozgiir YENIAY

July 2020, 67 pages

Emergence of DNA microarray datasets started up a crucial research subject for both
bioinformatics and machine learning. This type of data is obtained from tissue or cell
samples and used to collect information that may be useful for disease diagnosis or
distinguishing specific types of tumors. The biggest difficulty about this type of data —
which is known as gene expression data — is that it includes information of thousands of
genes whereas sample sizes are limited in a few dozens. This causes a disadvantage to

correct classification of data.

Effective use of classification methods on gene expression data with thousands of genes
and a small amount of sample size plays a vital role in diagnosis and treatment of illnesses.
In large datasets like these, it is helpful to use feature selection which is a pre-processing
step to increase the classification performance by selecting most related and informative
features. Feature selection methods are described in three categories in the literature as

filter, wrapper, and embedded methods. Filter methods are statistical feature selection

il



methods that aim to select best feature subsets based on a certain evaluation measurement,

independent from the classification algorithm

In this thesis, a new filter method for feature selection is suggested, namely “Feature
Selection Algorithm based on Effective Ranges (FSAER)”. The suggested method aims
to improve two current methods in the literature, namely “Effective Range based Gene
Selection (ERGS)” and “Improved Feature Selection based on Effective Range (IFSER)”.
ERGS and IFSER methods assign equal weight values to all discrete ranges. FSAER
defines a new total area by taking discrete ranges into consideration in addition to having

the advantages of ERGS and IFSER.

FSAER and five current filter methods are applied to six different open access gene
expression datasets in order to validate the effectiveness of the suggested algorithm. Then,
several classification methods (support vector machine, Naive Bayes, k-nearest neighbor)
are employed to obtain the classification accuracies of the selected gene subsets. Findings
of the applications are examined and FSAER is found to have highly effective results

with regards to classification accuracy compared to the other methods.

Keywords: Classification Methods, Effective Range, Feature Selection, Filter Methods,

Gene Expression Data.
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1. GIRIS

Son yillarda, DNA mikrodizi veri kiimelerinin ortaya c¢ikmasi biyoinformatik
(bioinformatics) ve makine 6grenmesinde (machine learning) yeni ve aktif bir arastirma
alaninin ortaya ¢ikmasina neden olmustur. Biyomedikal ve DNA mikrodizi teknolojisinin
hizl1 gelisimi sayesinde binlerce genin agiklama seviyelerinin (gene expression levels) es
zamanli Olglimii, ¢ok biiyiik boyutlara ulasan gen agiklama veri kiimelerini (gene

expression dataset) ortaya ¢ikarmistir (Ang vd., 2016).

Bir gen, genetik bilginin ifadesi olan belirli bir proteini kodlayan bir DNA dizisinden
olusur. Bir deoksiriboniikleik asit (DNA) molekiilii, niikleotid ad1 verilen dort temel
molekiiler birimden olusan cift sarmalli bir polimerdir. Her niikleotid, bir fosfat grubu,
bir deoksiriboz seker ve dort nitrojen bazindan birini igerir. DNA'da bulunan dort farkli

baz adenin (A), guanin (G), sitozin (C) ve timindir (T).

Iki zincir, nitrojen bazlar1 arasindaki hidrojen baglari ile bir arada tutulur ve baz cifti
asagidaki kurala gore gergeklesir: C ile G, ve T ile A eslesir. Bir DNA molekiilii dort

harfli bir alfabeden olusurken, proteinler yirmi farkli tipte amino asit dizisidir.

DNA molekiiliinde depolanan genetik bilginin ifadesi iki asamada gergeklesir: Birinci
kistmda DNA molekiiliindeki baz dizisinin tek zincirli komplementer (tamamlayict) bir
kopyas1 olan haberci riboniikleik asite (messenger (m)RNA'ya) transkripsiyonun
yapildig1 “transkripsiyon” agsamasi sirasinda timin bazinim yerini urasil (U) alir; (ii) ikinci
kisitm ise mRNA molekulunu baz alarak protein iiretilmek icin cevrildigi g¢eviri
asamasidir. Boylece her bir gendeki DNA dizisindeki dort harfli alfabe 6nce mRNA’ya,
oradan da proteine cevrilir. Her bir gen dizisindeki her ug baz, proteinin yapitasi olan bir
aminoasite ¢evrilir. Sonu¢ olarak 4 DNA baz1 ile yirmi harfli aminoasit alfabesi

arasindaki Ortiigme, niikleotid iicliilerini amino asitlerle iligkilendiren genetik kodla

belirlenir.



Bir hiicrede her genden ne kadar ¢ogunlukta oldugunu saptamak igin, elde edilen
komplementer cDNA mikrodizileri, bir cam mikroskop lami tizerinde yiiksek yogunluklu
bir dizide basilmis binlerce ayr1 DNA sekansinin yer etmesiyle ya da yapistirilmasi ile
olusur. Bu DNA sekanslariin iki farkli lam tizerinde iki farkli 6rnekten elde edilen DNA
veya cDNA oOrnegindeki gorece bollugu, iki Ornegin dizideki sekanslara farkli

hibridizasyonunun izlenmesiyle degerlendirilebilir.

Bu amagla, iki DNA numunesi veya hedefi, farkli floresan boyalar (6rn. Kirmizi floresan
boya Cy5 ve yesil floresan boya Cy3) kullanilarak etiketlenir, ardindan dizilmis DNA

sekanslar1 veya problari ile karistirilir ve hibridize edilir.

Bu rekabetci hibridizasyondan sonra, dizi lizerindeki her noktada her boya i¢in ayr1 ayri
floresan 6lgiimleri yapilir. Ornekten elde edilen DNA ne kadar lam iizerindeki cDNA’ya
baglanirsa, o kadar parlak Cy3 ya da Cy5 floresan ¢ikarir. Her nokta bakimindan floresan
yogunlugunun orani, iki drnekte karsilik gelen DNA sekansimin goreceli bollugunun

gostergesidir.

Miktarlar ile orantili olarak etiketlenmis molekiiller bir 151k yardimiyla aydinlatilir ve
boylece floresan yaymalar1 saglanir. Bunun nedeni, mikrodizide hibridize olmus
ornekteki gen miktarini belirlemektir. Bir tarayici, floresanlari yakalar. Tarayici boylece
her biri bir proba (cDNA) karsilik gelen parildayan noktalardan olusan bir gridi iceren
gorlintiiyli verir. Nihayetinde, goriintii sayisal hale getirilebilir ve bdylece analiz

edilebilecek veri ortaya ¢ikmis olur (Dash & Patra, 2011).

Bu tarz veriler genellikle az sayida Ornekleme karsin birgok ozellige (gene) sahip
olmastyla karakterize edilir. Az sayida 6rneklem icin bu kadar ¢ok sayida 6zelligin ele
alinmasi, tahmin modelini olustururken veya ilgili genleri secerken rastgele ortaya
cikabilecek “yanlis pozitifler (false-positives)” olasiligi nedeniyle arastirmacilar igin bir

zorluk yaratmaktadir (Piatetsky-Shapiro & Tamayo, 2003).



Mikrodizi deneyleri sonucu ortaya ¢ikan gen acgiklama verileri sayisal degerlerle ifade
edilmekte, binlerce 6zellikle temsil edilen az sayida 6rneklem ve iki veya daha fazla sinif
sayisindan olugmaktadir. Bu veri kiimelerinin dogru olarak siniflandirilmasi; ilag
gelistirmede (Liang vd., 2018), kanser hastaliklarinin tanisi, tedavisi ve onlenmesinde
(Chen, 2003; Das vd., 2018; Golub vd., 1999; Nguyen & Nahavandi, 2016; S. Zhang vd.,
2018) oldukc¢a 6nemli rol oynamaktadir. Bu veriler siniflandirilirken, az 6rneklem ve ¢cok
sayida Ozelligin bulunmasi performans agisindan bir dezavantaj olusturmaktadir (Buza,

2016; Scott, 2015).

Bu durumda, gereksiz ve alakasiz Ozellikleri ortadan kaldirmak ve uzmanlarin gen
aciklama verileri ile belirli bir hastalik arasindaki temel iliskileri tespit etmesine yardime1
olmak icin dzellik segimi (feature selection) yapilmasi kagiilmazdir. Ozellik segmenin
genler lizerinde uygulanmasi gen secimi olarak da bilinmekte, her iki yontem de orijinal

veriden bir alt kiime se¢meyi amaglamaktadir.

Golub vd. (1999), bir DNA mikrodizisinde bulunan az sayida genin bir siniflandirma
problemini ¢6zmek i¢in yeterli oldugunu gostermektedir. Yapilan biyolojik arastirmalara
dayanarak, biyolojik siirecte ve hastaliklarin gosterilmesinde az sayida genin kritik rol
oynadig1 dogrulanmistir (Guo vd., 2017; Liao vd., 2003), kalan genler ise genellikle

gereksiz veya giiriltiiliidir.

Gen aciklama verilerinde bulunan 6zelliklerin i¢indeki giirtiltiilii kistmlar siniflandirma
basarisini olumsuz yonde etkilemektedir. Buna ilaveten, yiiksek boyutlu gen agiklama
verilerinin  islenmesi smiflandirma  algoritmalarinin ~ performansini ~ diislirmekle
kalmamakta, ayn1 zamanda hesaplama zamani ylikiinii de arttirmaktadir. Bu nedenle, gen
aciklama verilerinin boyutunun, daha iyi siniflandirma sonugclar1 veren bir gen alt kiimesi
secilerek azaltilmasi gerekmektedir (Algamal vd., 2018; Song vd., 2016; C. Tang vd.,
2018; Yang vd., 2012; Zheng vd., 2019). Ozellik seciminin gen aciklama verilerine

uygulanmasi siireci genel hatlartyla Sekil 1.1°de gdsterilmistir.



Ozellikler (Genler) Ozellikler (Genler)

Ozellik secimi stireci
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DNA mikrodizi gériintlist

Sekil 1.1. Ozellik seciminin gen agiklama verilerine uygulanmasi siireci

Literatiirdeki calismalar incelendiginde gen verilerinde smiflandirma oncesi 6zellik
secimi yapmanin oldukca etkili ve ¢arpici sonuglar1 oldugu goriilmektedir (Abusamra,
2013; Ahmad vd., 2019; Al-Rajab vd., 2017; Bonilla-Huerta vd., 2016; Golub vd., 1999;
Kang vd., 2019; Kira & Rendell, 1992; Z. Li vd., 2018; Huiqing Liu vd., 2002; Zeebaree
vd., 2018; Zhou & Mao, 2005). Oregin; 7129 gen ile calisilan bir mikrodizi veri
analizinde smiflandirma performansini giiclendirmek i¢in 6zellik se¢imi sonucunda
yalnizca iki gen ile ¢alismanin yeterli oldugu goriilen ¢aligmalar mevcuttur (Bolon-

Canedo vd., 2014).

Ozellik segim yontemleri filtre (filter), sarmal (wrapper) ve gomiilii (embedded)
yontemler olmak iizere {i¢ baslik altinda toplanmaktadir (Ahmad vd., 2019; Blum &
Langley, 1997). Filtre yontemler, smniflandirma algoritmasindan bagimsiz olarak
ozellikleri ayr1 ayr1 inceleyen, belli bir istatistiksel degerlendirme Glgiitiine gore en 1yi
ozellik alt kiimesini segcmeyi amaclayan 6zellik se¢cimi yontemleridir (Sdnchez-Marofio
vd., 2007). Sarmal yontemler, 6zellik alt kiimelerinin degerlendirilmesinde belli bir
siiflandirma algoritmasinin performansina bagl olan, 6zellikler arasi etkilesimi dikkate
alan yontemlerdir (Xiong vd., 2001). Gomiilii yontemler de sarmal yontemler gibi
siniflandirma algoritmasina baghdir. Sarmal yontemlerde 6zellik se¢me iglemi i¢in her
adimda bir smiflandirma algoritmasina ihtiya¢ duyulurken, gémiilii yontemlerde ise
ozellik alt kiime sec¢imi siniflandiricinin egitim siirecinin bir pargasidir. Yani gomiilii

yontemler Ozellik secimi ile smiflandirma performanslarini es zamanli olarak



gerceklestirirler. Bu bakimdan sarmal yontemlere gore daha diisiik hesaplama maliyeti

oldugu sdylenebilir (Remeseiro & Bolon-Canedo, 2019).

Filtre yontemler 6grenme algoritmasindan bagimsiz olduklari i¢in diger yaklasimlara
gore hesaplama maliyetleri daha diisliktiir. Bu durum, mikrodizi verileriyle ugragirken
Ozellikle onemlidir, ¢ilinkil az sayida drnek, sarmal yontemlerin kullanimin1 mantiksiz
kilacak asir1 6grenmeye (over-fitting) neden olabilmektedir. Bu nedenle mikrodizi
verileri i¢in filtre yontemlerinin kullanimi oldukg¢a yaygindir (Radovic vd., 2017;

Remeseiro & Bolon-Canedo, 2019).

Istatistiksel tabanli yontemler olarak da bilinen bu degerlendirme 6lgiitlerinden bazilar
Z-skoru (Thomas vd., 2001), t-testi (Kuo vd., 2007; Long vd., 2001), ki-kare (chi-square)
(Jin vd., 2006), bilgi kazanci (information gain) (Yang vd., 2012), ortak bilgi (mutual
information) (Cai vd., 2009) ve Relief-F (Robnik-Sikonja & Kononenko, 2003)

yontemleridir.

Mevcut bilinen istatistiksel yontemlerden farkli olarak Chandra ve Gupta (2011), “Etkin
Araliga dayali Gen Se¢imi” (Effective Range based Gene Selection, ERGS) ad1 verilen,
her sinif i¢in 6zelliklere etkin bir aralik tanimlayan istatistiksel bir ydontem onermislerdir.
Bu yeni ve etkin bir 6zellik se¢cimi yaklasimi olan ERGS algoritmasinin altinda yatan
temel prensip, siniflar agik¢a ayiran 6zelliklere daha ¢ok agirlik verilmesidir. Wang vd.
(2014), 2011 yilinda Chandra ve Gupta tarafindan 6nerilen ERGS adl1 algoritmanin eksik
bulduklart bir yanmi gelistirerek “Etkin Araliga Dayali Gelistirilmis Bir Ozellik Segimi”
(Improved Feature Selection based on Effective Range, IFSER) yontemini dnermislerdir.
Her iki caligmada da bilinen farkli veri kiimeleriyle ¢alisilarak, mevcut filtre yontemlerle
karsilastirmalar yapilmis ve dogru simiflandirmada onemli iyilestirmeler oldugu

gorilmistiir. Cebisev esitsizligine dayanan etkin araliklarin kullanildigi bu iki yontemin



de dikkate almadig1 durum ise tamamen ayrik olan siniflarda, siniflarin birbirine olan

uzaklig1 dikkate alinmadan hepsine ayni degerin atanmasidir.

Bu tez ¢alismasinda, ayrik etkin araliklar1 da ayirt eden yeni bir 6zellik se¢im algoritmasi
“Etkin Araliklara dayali Ozellik Se¢imi Algoritmas1” (Feature Selection Algorithm based
on Effective Ranges, FSAER) onerilmektedir.

Tez calismasiin izleyen ikinci boliimiinde, 6zellik se¢imi hakkinda genel bilgiler
verilerek 6zellik secim yontemleri tanitilmistir. Bu ¢alismanin odak noktasi olan filtre
yontemlerden literatiirde bilinen bes farkli filtre yontemi algoritmalariyla birlikte detayli

olarak incelenmistir.

Uciincii boliimde, ¢alismada 6nerilen 6zellik secimi algoritmas1 “FSAER” tanitilarak bu
yontemi gelistirmede etkili olan motivasyon agiklanmustir. Orneklerle gerekliligi

anlatilan bu yontemin algoritmasi aktarilmistir.

Doérdiincii  boliimde, uygulanan 06zellik secim yontemlerinin  degerlendirilmesini
saglayacak olan smiflandirma yontemleri ile gegerlilik Ol¢iitleri aktarilmistir. Bu
calismada kullanilan {i¢ farkli siniflandirma yontemi ve en ¢ok bilinen bazi gecerlilik

Olctitleri incelenmistir.

Besinci boliimde oncelikle ¢alismada kullanilan gergek veri kiimeleri tanitilmistir. Daha
sonra yapilan uygulamalardan elde edilen sonuglar ¢izelgeler ve grafikler halinde

aktarilmistir. Farkli siniflandirma yontemlerinden elde edilen sonuglar karsilastirilmistir.

Son olarak altinc1 boliimde genel degerlendirme yapilarak tezin katkisina deginilmistir.



2. OZELLIK SECIiM YONTEMLERI

Son yillarda makine 6grenmesi ve veri madenciligi alanlarindaki verilerin boyutu énemli
oOl¢iide artig gostermistir. Biiylik boyutlara sahip veriler mevcut 6grenme algoritmalarinin
performansinda ciddi sorunlara yol agabilmektedir (Huan Liu & Motoda, 2007; J. Tang
vd., 2014).

Ozellik se¢imi, baslangi¢ dzelliklerinin sayisinin azaltildig1 ve daha iyi performans elde
etmek i¢in yeterli bilgiyi tutan 6zelliklerin bir alt kiimesinin sec¢ildigi stirectir. Sekil 2.1°de

ozellik se¢imi ile yeni bir 6zellik alt kiimesi segcmeye 6rnek gosterilmistir.

‘ ‘ ‘ ‘ - - —»  Tum ozellikler
I:I:- ——» Segilen 6zellikler

Sekil 2.1. Ozellik se¢imi ile yeni bir dzellik alt kiimesi segmeye drnek

b5 Ozellik secimi

Cok boyutlu veri kiimelerinin giderek arttig1 ve ilgi kazandigi gliniimiizde kiimeleme,
regresyon ve siniflandirma gibi bir¢cok alanda 6zellik se¢imine olan ilgi artmaktadir. Bu
tez caligmasinda, smiflandirma yontemlerinde 06zellik se¢iminin  uygulanmasi

caligilmistir.

Ozellik se¢imi konusundaki calismalar 1960’lara dayanmaktadir (Abend & Harley,
1969). Giinlimiizde biiylik veri kiimelerinin artmasiyla birlikte bir¢ok farkli alanda 6zellik
secimine olan ilgi artmaktadir (Huan Liu, 2018).

Mikrodizi teknolojisi, basta kanser hastaliklar1 olmak iizere tip biliminin bir¢ok alaninda
aragtirmacilara fayda saglayacak olan binlerce gen agiklama verisine ayni anda
ulasabilme imkan1 saglamistir (S. Liu vd., 2018). Bu teknoloji ile ortaya ¢ikan ve ¢ok

biiylik boyutlardan olusan gen agiklama verilerinde aragtirmacilar, binlerce gen ile temsil



edilen az sayida o6rneklem sorunuyla karsi karsiya kalmiglardir. Burada ilgilenilen gen
sayisinin ¢ok fazla olmasi nedeniyle siniflandirmada bazi dezavantajlar s6z konusu
olabilir. Ozellik se¢imi ile bu dezavantajlar yok edilerek pek ¢ok avantaj saglanmasi s6z

konusu olacaktir.

Ozellik secimi, bilgilendirici olmayan ve siniflandirma performansini iyilestirmeyen
gereksiz ve alakasiz 6zellikleri kaldirmak i¢in kullanilir. Uygun 6zelliklerin secilmesi ile
model parametrelerini azaltarak diisiik karmasiklikta bir model saglamak, asir1 6grenmeyi
onlemek ve genelleme performansini iyilestirmek, 6zellik sayisini azaltarak model
egitimi i¢in gereken siireyi azaltmak, veri toplama ve depolama maliyetini azaltmak
miimkiin olabilmektedir (Ahmad vd., 2019; Jirapech-Umpai & Aitken, 2005; Remeseiro
& Bolon-Canedo, 2019). Bu faydalar dikkate alindiginda arastirmacilar, binlerce gen
icerisinden hastaliklar1 belirlemede 6nemli rol oynayan genlerin belirlendigi yani bir
baska deyisle 6zellik secimi yontemlerinin uygulandig1 ve sonrasinda segilen bu genler
ile siniflandirmanin yapildigi ¢alismalara yonelmislerdir. Siiflandirma agisindan, 6zellik
secme yontemleri Sekil 2.2°de goriildiigii lizere filtre, sarmal ve gdmiilii yontemler olarak

i¢ ana baslikta incelenmektedir (Ahmad vd., 2019).

Ozellik Secimi
Yontemleri
Filtre Yontemleri Sarmal Yontemler Gomald Yéontemler

(Filter Methods) (Wrapper Methods) | |(Embedded Methods)

Sekil 2.2. Ozellik se¢imi yontemleri

Siniflandirma 6ncesi bir 6n iglem olarak kullanilan filtre yontemlerde, siniflandiricidan
bagimsiz olarak belli bir degerlendirme Olgiitii ile genler secilir. Literatiirde sikca
kullanilan bu degerlendirme oOlgiitlerinden bazilar1 Z-skoru (Thomas vd., 2001), t-testi
(Kuo vd., 2007; Long vd., 2001), ki-kare (Jin vd., 2006), bilgi kazanc1 (Yang vd., 2012),
ortak bilgi (Cai vd., 2009) ve Relief-F (Robnik-Sikonja & Kononenko, 2003)



yontemleridir. ilk olarak Golub vd. (1999) genlerin art1 ve eksilerini degerlendirmek igin
sinyal-giiriiltii oran1 (signal-to-noise ratio) fonksiyonunu Onermislerdir. Daha once
ozellik se¢imi igin literatiirde kullanilan Relief-F (Robnik-Sikonja & Kononenko, 2003)
ve MRMR (Minimum Redundancy Maximum Relevance) (Peng vd., 2005) yontemleri
gen sec¢imi icin birlikte kullanilarak yeni bir yontem onerilmistir (Y. Zhang vd., 2008).
Sun, Lu ve Li (2018) mikrodizi verilerinin siniflandirilmasinda ¢apraz entropi (cross-

entropy) temelli ¢oklu bir filtre yontemi dnermislerdir.

Sarmal yontemler en iyi gen alt kiimesini segerken genellikle siniflandirma dogrulugunu
bir gosterge olarak kullanirlar. Genler arasindaki etkilesimi de inceleyen sarmal
yontemler bu yoniiyle genleri ayri ayri inceleyen filtre yontemlerden ayrilirlar. Filtre
yontemlerinin aksine siniflandirma algoritmasi ile de etkilesim halindedirler. Binlerce
gen verisi ile ¢alisilmasi nedeniyle sarmal yontemler daha yiliksek hesaplama maliyetine
sahip olduklart i¢in filtre yontemlere gore daha az tercih edilirler (Bolon-Canedo vd.,
2014). Literatiirde siklikla kullanilan sarmal yontemlerden bazilari destek vektor
makineleri - DVM (support vector machine - SVM) (Duan vd., 2005; Zhou & Tuck,
2007), genetik algoritmalar (genetic algorithms) (C. P. Lee vd., 2011), tavlama benzetimi
(simulated annealing) (Gheyas & Smith, 2010), ardisik ileriye dogru se¢im ve ardisik

geriye dogru elemedir (sequential forward and backward selection) (Inza vd., 2002).

GOmiilii yontemler en 1yi gen alt kiimesini se¢erken gen se¢imi ve siniflandirma islemini
es zamanl olarak gerceklestiren yoOntemlerdir. Literatiirde kanser verilerini
siiflandirmak i¢in gen se¢iminde en bilinen gémiilii yontem c¢alismalarindan biri Guyon
vd. (2002) tarafindan 6nerilen SVM-RFE (Support Vector Machine based on Recursive
Feature Elimination) yontemidir. Bunun disinda gen se¢imi i¢in kullanilan bir¢ok gémiilii
yontem calismast mevcuttur (Canul-Reich vd., 2012; Kang vd., 2019; Maldonado vd.,
2011).

Sekil 2.3’te filtre, sarmal ve gdmiilii yontemlerin yukarida bahsedilen ¢aligma prensipleri

genel olarak 6zetlenmistir.



Ozellik segimi

Ozellik secimi - - .
Ozellik alt kiimesi Ozellik segimi

h 4 Siniflandirma
¥

Siniflandirma

Siniflandirma
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Sekil 2.3. (a) Filtre, (b) sarmal ve (¢) gomiilii yontemlerin ¢alisma prensipleri

Bu tez calismasinda onerilen yontem filtrelemeye dayali bir gen se¢im yontemi oldugu

icin takip eden alt boliimde secilen filtre yontemleri ile ilgili daha detayli bilgi verilmistir.

2.1. Filtre Yontemler

Bu boliimde, 6zellik se¢imi literatiiriinde siklikla kullanilan filtre yontemlerinden olan ki-
kare (y%) istatistigi, Relief-F ve bilgi kazanci yontemleri agiklanmistir. Ayrica tez
caligmasinin temelini olusturacak olan ERGS ve IFSER filtre yontemleri de algoritmalari

ile birlikte ayrintili olarak incelenmistir.

2.1.1. Ki-kare (y?) Istatistigi

Ki-kare filtre yontemi ki-kare test istatistigine dayanmaktadir. Ki-kare test istatistiginin
degeri siniflara gore her bir oOzellik i¢in ayri ayr1 hesaplanir. Test istatistigi
hesaplanmadan Once sayisal degerlere sahip her bir 6zellik kesiklilestirilmelidir. Her

X; 0zelligi i¢in ki-kare test istatistigi Esitlik 2.1 ile tanimlanir (Chandra & Gupta, 2011):

(N, 80e0) ™ Cprexyiecc))
2 _ (xeX;&ceC) (xeX;&ceC)
=22 .1

XeX, ceC Cxex;&ceC)

Burada nyex,scec) 1fadesi degeri x olan Xi’deki (c sinifi i¢in) drnek sayisini gosterir.

Beklenen siklik eex;scec) Esitlik 2.2 ile tanimlanir:
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n._, *n

XeX; ceC

C(xex;&ceC) = n (2.2)

Burada nyey,; x degerli Xi’deki Ornek sayisini gosterir ve neec; ¢ smifindaki 6rnek

sayisini temsil eder. n ise toplam 6rnek sayisidir.

Istatistiksel analizlerde, kategorik degiskenlerin birlikteliginin bir &lgiitii olarak Cramer’s
Phi katsayis1 kullanilmaktadir. Bu katsayiyi, 6zellik secimi yaparken bir filtre olarak
kullanmak miimkiindiir. S6z konusu 6lgiit Esitlik 2.3 ile ifade edilmektedir:

_ | X
& _“/n(k—l) 2.3)

Gortiildugi tizere bu 6l¢iit ki-kare test istatistigi tanimina bagli olarak elde edilir. Burada

k, satir ya da siitun sayilarindan hangisi az ise onu ifade etmektedir.

Ozellikler, her bir 6zellik i¢in ki-kare test istatistigi yardimiyla hesaplanan Cramer’s Phi
katsayisinin siralanmis degerlerine dayanilarak secilir. Bu katsaymin biiyiik deger aldig:

ozelliklere daha yiiksek agirlik verilerek se¢im yapilmaktadir.

2.1.2. Relief-F

Relief algoritmasit o6zellikleri aralarindaki iliskiye gore agirliklandiran, iki simifli veri
kiimeleri i¢in Onerilmis bir 6zellik segcme algoritmasidir (Kira & Rendell, 1992). Relief-
F algoritmas: giiriiltiilii, tamamlanmamis ve ¢ok sinifli veri kiimeleri ile basa ¢ikabilmek
icin Relief algoritmasinin bir uzantisi olarak gelistirilmistir (Chandra & Gupta, 2011).
Relief-F algoritmasinin temel mantig1, 6zelliklerin degerlerinin farkli siniflarin 6rnekleri
arasinda ne kadar iyi ayristirma yapabildigine gore ve ayni siifin 6rneklerini ne kadar

iyi kiimeleyebildiklerine gore 6zellikleri oranlamasidir (Y. Wang vd., 2005).

Bu yontemde her 6zellige bir “iliski” agirligr atanir. Rastgele olarak, n tane 6rneklemden

bir r 6rneklemi segcilir. Segilen 6rnekler (r) ile ayn1 (H) (en yakin hedef) ve farkli (M(c))

11



(c siifinin en yakin 1skasi) siniflarin en yakin 6rnekleri arasindaki farka bagli olarak iligki
degerleri giincellenir. Farkli siniflarin komsularindan 6rnegi ayrigtiran 6zelliklere daha
fazla agirlik verilir. Agirliklar en yakin iskalarin M(c) ortalama katkisi goz onilinde
bulundurularak giincellenir. Ortalama katki ayn1 zamanda her bir sinifin ilk olasiliginm
(P(C)) dikkate alir. i’nci 6zelliginin agirligi Esitlik 2.4 ile giincellenir (Chandra & Gupta,
2011):

_IXGEH) | 5 PO X MO)

W, =W,

(2.4)

Burada, 7(X,,r,H) fonksiyonu segilen ornekler (r) ile en yakin hedef (H) veya en yakin

1skalar (M(c)) arasindaki uzakligin hesabidir.

2.1.3. Bilgi Kazana (IG)

Bilgi kazanci, karar agaclarinda bir 6zellik segme kriteri olarak siklikla kullanilmaktadir
(Quinlan, 1986). Liu, Li ve Wong (2002) bu yontemi gen se¢gme Kkriteri olarak da

kullanmiglardir.

Bilgi kazanci entropi kavramina dayanmaktadir. Bir degiskendeki belirsizligi 6l¢gmek i¢in
kullanilan entropi degeri 0 ise belirsizlik yoktur denir. Yani bu durumda degiskenin biitiin
degerleri birbirine esittir denilebilir. Ancak degisken tamamen birbirinden farkli degerler

aliyorsa entropi alabilecegi maksimum degere ulasir (Han vd., 2012).

Ornegin n tane drnek N ={1,2,...,n}, d tane 6zellik X ={X,X,,.., X}, i=12,...d ve

| tane siiftan olusan bir veri kiimesi (D) olsun.

D veri kiimesinin —sinif etiketleri i¢in- entropisi Esitlik 2.5 ile hesaplanabilir (Lai vd.,

2016).

*(log, ") @.5)

Entropi(D) = —ZI:nT(])

]
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Burada n(j); j’inci smifa ait ornek sayisini ( j=1,2,...,1), n ise toplam ornek sayisini

gostermektedir.

Veri matrisinin gozelerinde bulunan gen aciklama verileri siirekli degerlerle ifade
edildiginden, IG yontemini bu veri kiimelerine uygulayabilmek i¢in ki-kare yonteminde
de oldugu gibi ilk olarak kesiklilestirme yapilmalidir. Bu kesiklilestirme islemi

sonrasinda eger bir X; geni V ={v,,v,,..,v, } diizeylerine sahipse, X; geni igin entropi

hesab1 su sekilde olmaktadir:

Adim 1: Esitlik 2.5 kullanilarak veri kiimesinin sinif etiketlerine ait entropi degeri
hesaplanir.

Adim 2: Her bir 6zellik i¢in X, i=1,2,...,d entropi degeri Entropi(X;) hesaplanmalidur.
Ancak bu yapilirken ilgili 6zelligin her bir sinifi ayr1 ayri incelenmelidir. Burada
C i 1=12,...,1 j’inci simfa ait 6rneklerin kiimesidir. Ozellikler i¢in entropi degerleri her

bir smif kiimesi (Cj) ayr1 bir veri kiimesi gibi diisiiniilerek, tiim siniflar i¢in ayr1 ayri

V ={v,,V,,...,V, } diizeyleri iizerinden Esitlik 2.6 ile hesaplanabilir (j=1, 2, ..., I).

(k) n, (k)

Entropi((X;),)=-) *(log ,——)

= Ny n,
Entropi((X,),)=-). nzn(k) #(log , ”zn(k))

o ’ (2.6)
Entropi((X;),) =- y @*('09 2@

Burada (X),; 1’inci 6zelligin |’inci smifi i¢in entropi degerini gostermektedir. n, (k) ;
1’inci 6zelligin |'inci smnifinin i¢inde k diizeyine sahip 6rnek sayisini, n,; i’inci 6zelligin

I'inci sinifinin 6rnek sayisini temsil etmektedir.
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Adim 3: Entropi(X;) degeri, Esitlik 2.6’da farkli smiflar igin bulunan degerler

kullanilarak Esitlik 2.7 yardimiyla bulunur.

) Entropi((X;);) (2.7)

Entropi(X,) = ZF

I
j=1

Adim 4: Sonug olarak, X; geni i¢in bilgi kazanci degeri Esitlik 2.8 ile hesaplanabilir.

Bilgi Kazanci(X;) = Entropi(D) — Entropi(X;) (2.8)

Gen secimi yapilirken genlerin siralanmasi i¢in bir filtre olarak bilgi kazanci degeri
siklikla kullanilmaktadir. Bir genin yiiksek bilgi kazanci degerine sahip olmasi o genin

daha fazla bilgi sagladigi anlamina gelmektedir.

Hem bilgi kazanci hem ki-kare istatistigi yontemleri, 6zellikleri ayirmada yiiksek

performansa sahip yontemlerdir (Y. Wang vd., 2005).

2.1.4. ERGS (Etkin Araliga Dayali Gen Secimi)

Chandra ve Gupta (2011) her bir 6zellik i¢in etkin araliklar hesaplayarak bu etkin
araliklarin  Ortiisme degerlerine dayali bir filtre yontemini 6zellik se¢imi igin

onermislerdir (Chandra & Gupta, 2011).

ERGS algoritmasi, istatistiksel ¢ikarsama teorisi kullanilarak tanimlanan etkin bir araliga
dayalidir. Istatistiksel ¢ikarsama teorisine gore verilen bir anlamlilik seviyesinde giiven
diizeyi, bir aralik tahmininin giivenilirligini gostermektedir. Buna gore bir sinif dagilimin
giiven araligi, aykir1 degerlerin ve yiiksek sinif i¢i varyansin varliginda daha genis bir
aralik gosterebilir. Bu c¢alismada, aykir1i degerler ve yliksek smif i¢i varyans

problemlerinin iistesinden gelebilmek i¢in istatistiksel olarak etkin bir aralik tanimlanir.
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ERGS algoritmasi1 verilen bir 6zelligin her sinifina ait etkin araliklarini tanimlamada
aralik tahmini konseptini kullanir. Bu etkin aralik da, dagilim bilgisine gerek duyulmadan
(dagilim bilinmediginde) kullanilabilen Cebisev esitsizligine dayanir. Etkin araligin
tanimlanmasinda siniflarin ilk olasiliklar1 da hesaba katilir. Belirli bir 6zellik i¢in, her
siifinin etkin araliklar1 kullanilarak o 6zelligin agirligi hesaplanir. Siniflar arasi karar
siirlar1 uzaksa yani siniflari acik bir sekilde ayiriyorsa o 6zellige daha yiiksek agirlik
verilir. Yani bu da su anlama gelmektedir; yiiksek agirlik verilen bir 6zelligin etkin

araliklar ortiismez ya da daha az ortiisme alanina (Overlapping Area, OA) sahip olur.

Baz1 6zelliklerdeki gen agiklama verilerinin degerleri 0-10 arasinda iken, bazilarininki 0-
10000 arasinda olabilmektedir. Bu da demektir ki, yiiksek veri araliklarina (data range)
sahip ozelliklerin Ortiisme alanlar1 daha genis olacaktir. Bu durumun etkisini yok etmek
icin ERGS algoritmasinda, ortiigme alani o 6zelligin veri araligina boliiniir ve bu “alan

katsayis1” (area coefficient) olarak adlandirilir.

Tiim 6zelliklerin alan katsayilar1 hesaplandiktan sonra, bunlar ayn1 6lgekte 6l¢iilebilsinler

diye maksimum alan katsayisiyla normallestirilir.

Ozelliklerin agirliklari iiretilirken, daha az normallestirilmis alan katsayisi olan 6zellige
daha yiiksek agirlik verilir. Bu agirliklar azalan sirada siralanir. Eger bir 6zelligin agirhig

verilen bir esik degerinden daha fazlaysa bu 6zelligin anlamli oldugu sdylenebilir.

2.1.4.1. Etkin Aralhklarim Hesaplanmasi

d tane ozelligin oldugu bir veri kiimesi (D™%) igin ozellikler kiimesi
X ={Xi}:{X1,X2,...,Xd} ile gosterilsin (i= 1,2,...,d). Sinif sayis1 | olmak tizere j.
smiftaki 6rnek (gézlem) sayisi nj, j = 1,2,...,1 olsun. Bu durumda toplam 6rnek sayisi,
|
n=>n,
i=1

olur ve j. smifin olasiligi
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pj:F

seklinde elde edilir. i. 6zelligin j. sinifi igin ortalama ve standart sapma sirasiyla z; ve

o; olmak iizere etkin aralik Esitlik 2.9 ile tanimlanir.

Rij :[r.;,r.r] :[/uij _(1_ pj)J/O'ij,,Uij +(1_ pj)yaij] (2‘9)

Burada [ ve I‘i; etkin araligin sirastyla alt ve iist sinirlarin, y ise Esitlik 2.10’da verilen
Cebisev sabitini gosterir:

P(\x-ﬂ”\zmj)s% (2.10)

Verinin en az 2/3’iinii igeren etkin aralik i¢in  =1.732 olarak alinir. Esitlik 2.9’da yer
alan (1-p;) degeri yiiksek olasilikl1 simiflarin etkisini azaltmak igin varyansi kiiiiltme

amacli kullanilmastir.

ERGS algoritmasi her bir 6zellik i¢in Esitlik 2.9°da verilen araliklarin ortiisme degerini
hesaplar. Yiiksek ayirt edicilige sahip 6zelliklerde siniflar arasi Ortlismenin az olmast

beklenir.

2.1.4.2. ERGS Algoritmasi

Xi 0zelligi icin ERGS algoritmasinin adimlari asagidaki sekilde verilebilir.

1. Her bir simif igin etkin araliklar1 (R;;) hesapla

2. Etkin araliklar alt sinirlarina (T ) gore kiiglikten bliylige dogru sirala

3. Ortiisme alanini

OA :IZ_I: ZI: @.(],K) hesapla

j=1 k=j+1
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Burada;

_ r'—r, egerr, <r' ise
coiu,k){’ k e

0 diger durumlarda

4. Alan katsayisin1 hesapla

AC, = OA
max(r;, h3,.., ) =

5. Normalize edilmis alan katsayisini hesapla

AC,

AC,=——"—— s=
max(AC,)

g Ligesey

6. Agirlik katsayisini hesapla
w, =1-NAC,

7. W, > @ sartin1 saglayan 6zelligi seg

2.1.5. IFSER (Etkin Araliga Dayah Gelistirilen Ozellik Secimi)

Wang vd. (2014), ERGS algoritmasini bir sinifa ait araligin baska bir sinifa ait araligi

igcermesi durumunu da dikkate alacak sekilde gelistirmislerdir.

ERGS, yalnizca her 6zellik i¢in her bir sinifin etkin araliklar1 arasindaki ortiisme alanini
diisiinmektedir. Ancak, bu etkin araliklarin iligkilerini icerme problemini ¢6zmede
yetersiz kalmaktadir. Bu sinirlamanin tistesinden gelebilmek icin, IFSER isimli yeni bir
etkin istatistiksel Ozellik secimi yaklasimi Onerilmistir. IFSER’de etkin araliklarin

iligkilerini i¢eren bir icerme alani (Including Area, [A) tanitilmistir.

Her bir 6zellik i¢in smiflarda bulunan 6rneklemlerin orani (samples’ proportion) her iki

yontemde de (OA ve TA) hesaba katilmistir.

Xi Ozelligi i¢in algoritmanin adimlar1 agagidaki sekilde verilebilir.

1. Her bir siif igin etkin araliklar1 ( R; ) hesapla
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2. Etkin araliklar alt sinirlarina (ri,-_ ) gore kiiclikten biiylige dogru sirala

3. Ortiisme alanin1

OA =Z_: Z ®,(J,K) hesapla

j=l k=j+1

4. icerme alanmi

1A =Z Z w;(],K) hesapla

=1 k=j+1
Burada

+ - - + + .
e =T €ger ry <r ise
0 diger durumlarda

l//i(jak):{

5. Alan katsayisini hesapla
OA +1
AC. — A+I1A

i + ot + h
maX(l’” ,riza-"aril )_ril

6. Normalize edilmis alan katsayisini hesapla

AG s=1,2,...d

NAC =1-————,s=
max(AC,)

7. s=1,2,....d icin
NH; =1-H; /max(H)

%S

GH, = l—Gij /max(st)

degerlerini hesapla. Burada H; ve G; degerleri j. siufi icin OA ve IA araliklarma

diisen 6rnek sayisidir.

8. Agirlik katsayisini hesapla
w, = NAC, x(NH, +GH,)

9. W, =@ sartin1 saglayan 6zelligi seg
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3. ONERILEN OZELLIiK SECiMi ALGORITMASI (FSAER)

Tez ¢alismasinin bu asamasinda, onceki kisimlarda 6zellik se¢im yontemleri olarak
bahsedilen ERGS ve IFSER filtre yontemlerinden yola c¢ikilarak FSAER (Etkin
Araliklara dayali Ozellik Secimi Algoritmasi) isimli yeni bir filtre yontemi yaklasimi

Onerilmistir.

3.1. Motivasyon

Etkin araliklara dayali olan ERGS ve IFSER algoritmalarinin en biiytlik eksikligi ayrik
olan araliklarin (Sekil 3.1(c)) hepsine ayn1 agirlik degerini atamasidir. ERGS algoritmasi
sadece Sekil 3.1(a)’da tanimlanan Ortiigme alanlarint dikkate alarak Ozellik se¢imi
yapmaktadir. Algoritma Sekil 3.1(b)’de verilen durumu kismen hesaba katarken Sekil
3.1(c) durumuna uyan araliklarin hepsi i¢in ayn1 agirlik degerini kullanmaktadir. IFSER
algoritmasi Sekil 3.1(b) durumunu da dikkate alarak ERGS algoritmasinda iyilestirme
yapmistir ancak bu algoritma da tipki ERGS gibi Sekil 3.1(c)’de verilen duruma uyan

araliklar kendi i¢inde ayirt etmemektedir.

ir " Ry ir Ry
‘E kl Rix “é‘ k L:Rik
7] wn '
@i(j.k) wij.k)
1 ) { i :
VeriDegeri VeriDegeri
(@) ()

ip—————

Simf

o

VeriDegeri

©

Sekil 3.1. Etkin araliklarin birbirlerine gore durumlari (a) Ortiisme (b) Igerme (c) Ayrik
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Bu durumu bir 6rnek iizerinden gostermek icin Golub verisini dikkate alalim. Golub
verisi 2 siif ve 3051 6zellikten olusan ve toplamda 38 gozlem iceren bir veri kiimesidir
(Golub vd., 1999). Bu veri kiimesinde etkin araliklar hesaplandiktan sonra Sekil 3.1°de

verilen a) ortiisme (b) icerme (c) ayrik durumlariin sayis1 Cizelge 3.1’°de 6zetlenmistir.

Cizelge 3.1. Golub verisinde (38%3051) etkin araliklar hesaplandiktan sonra OA, IA ve
AA durumlarinin sayist

Ortiisme alam1 (OA) sayis1 | Icerme alami (IA) sayisi Ayrik alan (AA) sayisi

1151 1713 187

Cizelge 3.1°de goriildugi gibi 187 dzellik igin ¢ (J,K) degeri sifirdan biiyiiktiir. ERGS
ve IFSER algoritmalart ¢ (],K) degerinin biiyiikliigii ne olursa olsun bu ozelliklerin

hepsine aym agihk degerini vermektedir. Omegin bu 187 &zellik igin

max [dhy, (1,2)] = 1461251 iken  min[g,(1,2)]=0.0001502558 dir ve ERGS
algoritmasindaki OA degeri ile IFSER algoritmasindaki OA ve IA degerleri bu iki

ozellik igin de 0°dir. Oysa, biiyiik @ (],K) degerleri ayirt etme giiciinii arttirabilir.

Bu ¢alismada @ ( j,K) ile gosterilen ayrik etkin araliklart da ayirt eden yeni bir 6zellik

secim algoritmasi (FSAER) onerilmektedir. Bu algoritmanin adimlar1 asagida verilmistir.

3.2. FSAER Algoritmasi
Xi 0zelligi i¢in algoritmanin adimlar1 asagidaki sekilde verilebilir.

1. Her bir siif igin etkin araliklari ( R; ) hesapla

2. Etkin araliklar alt sinirlarina (T; ) gore kiiglikten biiylige dogru sirala
3. Toplam alani (TA)

TA=3Y gk +1(i.k)-4(j.k) hesapla

j=1 k=j+1

Burada
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+

R if <y

(Di(J’k): J :
0 diger durumlarda

v (j.K) = R =T if Ko<y
0 diger durumlarda

4 (1K) = h—f if g <n
' 0 diger durumlarda

. Alan katsayisin1 hesapla

AC, = A

max(hy, .., ) =1y

. Normalize edilmis alan katsayisini hesapla

AC,

C=——"7~"—,
max(AC;)
. Agirlik katsayisini hesapla

j=12,..d

w, =1-NAC,

W, > 6 sartin1 saglayan ozelligi se¢
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4. OZELLIK SECIM YONTEMLERININ DEGERLENDIRILMESI

DNA mikrodizi goriintiilerinden verilerinin sayisallastirilmasi ile elde edilen gen
aciklama verileri, genleri ve agiklama diizeylerini iceren bir matris bi¢cimindedir. Bu
matrislerde bulunan az sayida 6rnegin binlerce gen bilgisi, once gen se¢imi (6zellik
secimi) yapilarak azaltilir. Secilen bu genlerin agiklama diizeylerine gore birbirlerine
benzer olanlar1 ya da olmayanlar1 ise siniflandirma sonucunda belirlenebilir. Bu islem
sonras1 farkli kosullarda veya farkli zamanlarda benzer degisim gOsteren genler
belirlenebilmekte, hastaliklarin tan1 ve tedavisinde etkili olabilecek gen bilgisine

ulasilabilmektedir.

Ozellik se¢im ydntemlerinin karsilastirilabilmesi icin bu ydntemler sonucu elde edilen
genlerin smiflandirma yapilarak degerlendirilmesi gerekmektedir. Bu noktada dogru
smiflandirmanin yalnizca tek bir siniflandirma algoritmasina bagli olmadigini géstermek

adina farkli siniflandiricilarla yontemler karsilagtirilmaktadar.

Bu boéliimde ilk olarak kullanilan siniflandirma yontemleri tanitilmis, ikinci kisimda ise

dogru siniflandirma yapabilmek i¢in gerekli olan gegerlilik Olciitlerine yer verilmistir.

4.1. Siniflandirma Yontemleri

Bu ¢aligmada, Onerilen filtre yontem ile diger filtre yontemlerden elde edilen sonuglar
dogru smiflandirma oranlar1 agisindan karsilagtirllmistir. Siniflandirma yontemi olarak
filtre yontemlerini karsilastirmada siklikla tercih edilen DVM, Naif Bayes siniflandiricisi
(Naive Bayes Classifier, NB) ve k-En yakin komsu (k-Nearest Neighbors, kNN)
algoritmalar1 kullanilmistir (Bommert vd., 2020; Chandra & Gupta, 2011; Shukla vd.,
2018; J. Wang vd., 2014; Zheng vd., 2019).
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4.1.1. Destek Vektor Makineleri (DVM)

DVM (Cortes & Vapnik, 1995) genellikle smiflandirma problemlerinde kullanilan
denetimli (supervised) bir 6grenme algoritmasidir. Yapilan ¢alismalar mikrodizi verilerini
siiflandirmada DVM’nin oldukga basarili sonuglar verdigini gostermektedir (Furey vd.,

2000; Y. Lee & Lee, 2003; Ramaswamy vd., 2001).

DVM Kkarar sinir1 olarak maksimum kenar boslugu prensibine gore 6zellik uzayinda
optimal hiper diizlemler olusturarak siniflandirma iglemini gergeklestirir (Bommert vd.,

2020).

Bagka bir deyisle DVM temel olarak; dogru, diizlem ya da hiper diizlemler (karar sinirlar)

yardimiyla farkli siniflara ait verileri birbirinden en uygun sekilde ayirmay1 amaglar.

Optimal bir hiper diizlem olusturmak igin, A(w) hata fonksiyonunu minimize edecek
iteratif bir 6grenme algoritmast kullanilir. Bu hata fonksiyonu A(w) Esitlik 4.1 ile
tanimlanabilir (Chandra & Gupta, 2011):

MW=%WW“§Ki 4.1

kisitlar:

Y, [WTK(Xi)+b]21—§i ve £>0, i=1,2,...,n

Burada w katsayilar vektdriinii, b sabit bir sayiy1 ve &, 1=1,2,...,n yanlig siniflamaya

neden olabilecek parametreleri gostermektedir. Her i 6rnegi igin, Xi ; yi sinif etiketleriyle
temsil edilen bagimsiz degiskenlerdir. Kernel fonksiyonu (K) girdi verilerini ileri boyutlu
Ozellik uzayma doniistliriir. Bu da dogrusal olmayan karar simirlarini olusturmada

kullanilir (Izenman, 2008).
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Bu ¢alismada, doniistiirme i¢in dogrusal Kernel fonksiyonu kullanilmistir. C parametresi,
asir1 0grenmenin kontrol edilmesi i¢in bir yol olarak goriilebilir. C degeri ne kadar biiyiik

olursa hata o kadar cezalandirilir.

Standart DVM iki sinifli problemlere uygulanabilir. Cok sinifli problemler ise ya ikili
siiflandiricilardan ¢ok siifli siniflandirict yaratilarak ya da dogrudan ¢ok sinifli DVM

uygulanarak ¢oziiliir (Jiang vd., 2005; H. Li vd., 2005).

DVM yontemini bu ¢aligmada uygulamak i¢in R programlama dili icerisindeki Caret
paketinden yararlanilmigtir. Caret paketi girdi parametrelerinin optimizasyonunu kendi

icerisinde yapmaktadir.

4.1.2. Naif Bayes Simiflandiricis1 (NB)

NB siniflandiricisi, Bayes teoremine dayanan, 6zellikler arasinda bagimsizlik oldugunu
varsayarak olasilik ilkelerine gore ¢alisan bir siniflandiricidir (Friedman vd., 1997; Rish,
2001). Domingos ve Pazzani (1997), bu varsayimin diisiiniilenden daha az etkili oldugunu
bulmuslardir. NB’nin gen agiklama verilerinde diger siniflandirma yontemlerine gore
genellikle daha iyi siniflandirma dogrulugu sagladigi goriilmiistiir (Chandra & Gupta,
2011).

Bayes olasilig1, kosullu olasiligin k tane ayrik olay i¢in genellestirilmis halidir. Bu olasilik

Esitlik 4.2 ile tanimlanabilir (Altunkaynak, 2017):

P(x/C,)P(C,)

P(C,/X)= 5%

(4.2)

Burada;

P(x/C;): Siif j’de x durumunun ortaya ¢ikma olasilig
P(C,): j simfinin ortaya ¢ikma olasilig1 (ilk olasilik)
P(X) : x durumun ortaya ¢ikma olasiligi

P(C;/X) : x durumu biliniyorken smif j’den olma olasiligi (son olasilik) olarak
tanimlanabilir.
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C P> je {1,..., J} olmak tizere J tane simiftan birini temsil eden ayrik bir degiskendir. X
ozelligi p adet 6zellikten olusan X = (X,,..., X,) Ozellik vektorii ile ifade edilmektedir. NB

smiflandirici siiflandirmada son olasiligi en biiyiitmeyi amaglar (max P(C;/ X). Esitlik

4.2°deki Bayes teoreminden yola ¢ikilirsa;

P(X /C,)P(C,)

P(C,/X)= 50

elde edilir.

P(X) olasihig1 tiim smiflar i¢in sabit olacagindan yalmzca P(C;/ X)=P(X/C;)P(C))
olasilig1 i¢in en biiylik deger aranacaktir. Bu olasilik degerindeki tiim oOzellikler

bagimsizsa P(X /C,;) Esitlik 4.3’deki gibi yazilabilir:

P(X /CJ.):IEIP(Xk /C;)=P(x /C))*P(x,/C;)*..* P(x,/C;) (4.3)
k=1

NB yontemini bu g¢aligmada uygulamak i¢cin R programlama dili igerisindeki Caret
paketinden yararlanilmistir. Caret paketi girdi parametrelerinin optimizasyonunu kendi

icinde yapmaktadir.

4.1.3. k -En Yakin Komsu Yontemi (kNN)

kNN (Altman, 1992) makine 6grenmesi alaninda en cok kullanilan siniflandirma
algoritmalardan biridir (Coomans & Massart, 1982; Raniszewski, 2010; Sanchez vd.,
2007). Bagimsiz degiskenlerin sayisal oldugu (gen verilerinde de oldugu gibi) durumlara
daha uygun olan bu yontem, gozlemler arasindaki uzakliklara bagl olarak siniflandirma

islemini gerceklestirir (Bolén-Canedo vd., 2014).

kNN siniflandirmasinda ¢ikti bir siif tiyeligidir. Bir gézlem, komsularinin ¢ogunluk oyu
(majority vote) ile siniflandirilir ve en yakin komsular1 arasinda en yaygin olan sinifa

atanir (Zheng vd., 2019).

25



Yontemin igleyis asamalar1 asagidaki gibi 6zetlenebilir (Harrington, 2012):

1. k degerinin (burada k pozitif bir tamsayidir) belirlenir.

2. Smif degeri bulunmak istenen gozlemin veri kiimesinde bulunan tiim
gozlemlere uzakligi hesaplanir.

3. Bulunan uzakliklara gore gézlemler kiigiikten biiyiige dogru siralanir.

4. k en kii¢iik uzaklik degerine sahip gozlemler alinir.

5. ktane gozlemde en fazla tekrar eden sinif tahmini sinif degeri olarak bulunur.

Yontemin diizgilin ¢calismasi, komsularin sayisini temsil eden k parametresi ve kullanilan
uzaklik dl¢iitii gibi parametrelerin se¢imine baglidir. Se¢ilen k degeri ¢ok kiiclik olursa
sonuclar aykir1 degerlere karsi asir1 duyarli olurken, ¢ok biiyiik oldugunda ise segilen
komsular bir¢ok sinifin elemanlarindan olusarak siniflandirma performansini olumsuz
yonde etkileyecektir. Bu gibi problemlerin iistesinden gelebilmek ig¢in literatiirde k
degerinin ideal secimi i¢in bir 6n ¢alisma yapilarak capraz gegerliliklerin incelenmesi

oOnerilmektedir.

kNN yontemini bu ¢aligmada uygulamak i¢in R programlama dili igerisindeki Caret
paketinden yararlanilmistir. Caret paketi girdi parametrelerinin optimizasyonunu kendi

icinde yapmaktadir.

4.2. Gegerlilik Olgiitleri

Siiflandirma algoritmalarinda genellikle veriler baslangicta egitim ve test kiimelerine
dagitilir. Egitim kiimesi 6zellik se¢im siirecini gerceklestirirken, test kiimesi se¢imin
uygunlugunu degerlendirmek i¢in kullanilir. Burada dikkat edilmesi gereken egitim ve
test kiimelerinin nasil ayrilacaginin belirlenmesidir. Yiizdesel bolme, k-katli capraz
gecerlilik (k-fold Cross-Validation, k-fold CV) ve 1-eksiltme capraz gecerlilik (Leave-
One-Out Cross-Validation, LOOCV) bu alanda kullanilan temel yaklagimlardandir
(Bolén-Canedo vd., 2014; Zaki & Meira, 2013).
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4.2.1. Yiizdesel Bolme (Percentile Split)

Bu yontem mevcut verilerin egitim ve test olmak iizere iki gruba boliinmesinden olusur.
Bu boliinme birgok farkli sekilde yapilabilir, yaygin olarak kullanilan oranlardan bazilari
sirastyla egitim ve test kiimeleri olacak sekilde 1: 1, 2: 1, 70:30 veya 60:40 oranlaridir
(Hand, 2007).

Buradaki baglica dezavantajlardan biri, 6rnek sayisinin az oldugu durumlarda verileri
belirli oranlarda ayirmanin zor olmasidir. Bir diger olumsuzluk ise, egitim ve test kiimesi
ayrimi bir kez yapildigi i¢in uygun olmayan bir ayrim s6z konusu oldugunda hata orani
yaniltic1 olabilmektedir. Bu olumsuzluklar, tek bir deneme yerine ¢ok sayida deneme

iceren yontemler kullanilarak giderilebilir.

4.2.2. k-Kath Capraz Gecerlilik (k-fold CV)

k-fold CV, ozellikle 6rnek sayisi az oldugu durumlarda tercih edilen ve en ¢ok bilinen
gecerlilik Slgiitlerinden biridir (Hand, 2007). Veri kiimesi, esit biiyiikliikte k tane alt
kiimeye béliiniir. Ik olarak bu k tane alt grubun 1 tanesi test kiimesini, (k-1) tanesi ise
egitim kiimesini olusturur. Bu iglem, k alt kiimelerinin her biri i¢in sirayla tekrarlanir yani
diger bir deyisle k tane test yapilir. Bu sayede her 6rnek mutlaka hem egitim kiimesi hem
de test kiimesi i¢cinde yer alacaktir. Capraz gecerlilik hatasi, bu sekilde elde edilen tahmin

hatalarinin ortalamasi alinarak hesaplanir (Bolon-Canedo vd., 2014).

Kat 1 (Fold 1) Kat2(Fold2) Kat3(Fold3)  Kat4(Fold4)  Kat5(Fold5)

Veri Kilmesi

- Egitim kiimesi (training set)

Test kiimesi (testing set)

Sekil 4.1. 5-fold CV (k=5) isleyisi
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4.2.3. 1-eksiltme Capraz Gegerlilik (LOOCY)

LOOCYV yontemi, k’nin 6rnek sayisina esit oldugu 6zel bir k-kath capraz gecerlilik
bi¢imidir. Ornek sayis1 N ile gosterilecek olursa, k-katli capraz gegerlilik yonteminde
oldugu gibi burada da, 1 tane 6rnek, test amaci ile kullanilir, kalan (N-1) tane 6rnek ise
egitim kiimesini olusturur. Boylelikle her bir 6rnek test i¢in tam olarak bir kez

kullanilmaktadir (Ding & Peng, 2003; Khan vd., 2001; Wong, 2015).

Bu tez calismasinda, veri kiimelerindeki 6rnek sayis1 az oldugundan, degerlendirme i¢in

LOOCYV kullanilmistir.
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5. DENEYSEL SONUCLAR

Onerilen 6zellik se¢me algoritmasinin (FSAER) performansi; Golub 1 (Golub vd.,
1999), Golub_2 (Zhu vd., 2007), Kolon (Alon vd., 1999), Lésemi (Chiaretti vd., 2004),
Prostat (Singh vd., 2002) ve SRBCT (Khan vd., 2001) olmak iizere literatiirde bilinen
alt1 farkli gen acgiklama veri kiimesi kullanilarak degerlendirilmistir. Segilen 6zelliklerin
(FSAER kullanilarak) smiflandirma performanslarinin 6lgiilmesinde DVM, NB
siniflandiricist ve kNN smiflandirma yontemleri olarak kullanilmistir. LOOCV

uygulanarak elde edilen dogruluk oranlari ¢izelgeler halinde detayli olarak sunulmustur.

ERGS, IFSER ve FSAER algoritmalari R programlama dilinde kodlanmistir. Ki-kare,
Relief-F ve IG algoritmalar i¢in Biocomb R paketi, dogru siniflandirma oranlarinin elde

edilmesi igin ise Caret R paketi kullanilmustir. Ilgili kodlamalar EK 1°de verilmistir.

5.1. Kullanilan Veri Kiimeleri

Gen acgiklama veri kiimeleri sayisal ifadelerden olusmakta, satirlarda 6rneklem siitunlarda
ise genlerden olusan matrislerle ifade edilmektedir. Son siitunda da sinif etiketi iceren

veri kiimelerinin genel gosterimi Sekil 5.1°de verilmistir.

M gen sinif etiketi
A v
f
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Sekil 5.1. Gen aciklama veri kiimelerinin matris halinde genel gosterimi

Kullanilan veri kiimeleri ve ozellikleri Cizelge 5.1°de verilmis olup, veriler ile ilgili

ayrintili bilgiler alt bagliklar halinde sunulmustur.
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Cizelge 5.1. Kullanilan veri kiimelerinin 6zellikleri ve erisilebilir kaynaklari

Veri | Orneklem | Gen | Simf Kaynak

Kiimesi | Biiyiikliigii | Sayis1 | Sayis1
Golub_ 1 7 7129 5 https://www.rdocumentation.org/packages/datamicroarray/versions/0.2.3
Golub_2 7 7129 3 http://csse.szu.edu.cn/staff/zhuzx/Datasets.html

Kolon 62 200 5 https://www.rdocumentation.org/packages/datamicroarray/versions/0.2.3
Lésemi 111 12625 5 https://www.rdocumentation.org/packages/datamicroarray/versions/0.2.3
Prostat 102 12600 5 https://www.rdocumentation.org/packages/datamicroarray/versions/0.2.3
SRBCT 33 2308 4 https://cran.r-project.org/web/packages/plsgenomics/plsgenomics.pdf

5.1.1. Golub_1 (ALL-AML)

Golub_1 gen agiklama veri kiimesi, 47’si Akut Lenfoblastik Losemi (ALL) ve 25’1 Akut
Miyeloid Losemi (AML) olmak iizere 72 hastanin bilgilerini igermektedir. 72 hastanin
her birinden tani sirasinda elde edilen kemik iligi 6rnekleri mevcuttur. 2 sinifli bu veri

kiimesinde 72 hastaya ait 7129 gen bilgisi bulunmaktadir.

5.1.2. Golub_2 (ALL-AML_3)

Golub_2 gen acgiklama veri kiimesi, 25 Akut Miyeloid Losemi (AML), 38 B-hiicreli Akut
Lenfoblastik Losemi (ALL) ve 9 T-hiicreli Akut Lenfoblastik Losemi (ALL) olmak tizere
toplam 72 hastanin bilgilerini igermektedir. 72 6rnek ve 3 sinifa sahip bu veri kiimesinde

7129 gen bilgisi bulunmaktadir.

5.1.3. Kolon

Kolon gen aciklama veri kiimesi, 62 farkli kolon kanseri hastasindan alinan kolon epitel
hiicre 6rneklerini igermektedir. Ornekler ayn1 hastanin kolonlarmin saglikli kisimlarindan
toplanan normal biyopsiler ve timdrlerden toplanan tiimorlii biyopsileri igermektedir.
Tiumorli ve saglikli olmak iizere 2 sinifli olan bu veri kiimesinde 62 hastaya ait 2000 gen

bilgisi bulunmaktadir.
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5.1.4. Losemi (ALL)

Losemi gen aciklama veri kiimesi, T-hiicreli ve B-hiicreli Akut Lenfoblastik Losemi
(ALL)’ye sahip toplam 111 hastanin bilgilerini icermektedir. 111 6rnek ve 2 siifli bu

veri kiimesinde 12625 gen bilgisi bulunmaktadir.

5.1.5. Prostat

Prostat gen agiklama veri kiimesi, 52 tane tiimorlii prostat 6rnegi ve 50 tane tlimorsiiz
prostat O6rnegi olmak iizere yiiksek kaliteli oldugu rapor edilen toplam 102 radikal
prostatektomi tiirlerinden olugsmaktadir. 102 6rnek ve 2 sinifa sahip bu veri kiimesinde

12600 gen bilgisi bulunmaktadir.

5.1.6. SRBCT (Kiiciik Yuvarlak Mavi Hiicreli Tiimorler)

SRBCT gen agiklama veri kiimesi, ¢ocukluk ¢agi kanseri calismalarindan elde edilmistir.
Bu veri kiimesinde 29°u Ewing Sarkomu (EWS), 11’1 Burkitt Lenfoma (BL), 18’
Noroblastom (NB) ve 25’1 Rabdomiyosarkom (RMS) olan toplamda 83 6rnek vardir. 83

ornek ve 4 smifa sahip bu veri kiimesinde 2308 gen bilgisi bulunmaktadir.

5.2. Uygulama

Yontemlerden R programlama dili yardimiyla elde edilen sonuglar Cizelge 5.2, 5.3 ve

5.4’te sunulmustur.
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Cizelge 5.2. Farkli 6zellik segme yontemleri ile segilen (10-100) ve farkli veri kiimeleri
kullanilarak elde edilen NB siniflandiricisi siniflandirma dogruluklari (%) (LOOCYV)

Secilen Ozellikler
Veri Kiimesi | Filtre Yontemi 10 20 40 60 80 100
ya 95,83 | 95,83 | 9583 | 9583 | 9583 | 9583
Golub_1 Relief-F 90,28 | 93,05 | 94,44 | 9583 | 9583 | 9583
1G 95,83 | 95,83 | 9583 | 9583 | 9722| 9722
(72x7129) ERGS 100 | 98,61 | 98,61 | 98,61 | 98,61 | 98,61
2 siifh IFSER 100 | 98,61 | 98,61 | 98,61 | 98,61 | 98,61
FSAER 95,83 | 98,61 100 | 98,61 | 98,61 | 98,61
X 81,94 | 91,67 | 9444 | 9722| 9722| 9861
Golub_2 Relief-F 94,44 | 93,06 | 9583 | 9583 | 9722| 9722
IG 95,83 | 95,83 | 9583 | 9722 9722| 9722
(72x7129) ERGS 97,22 | 9583 | 97,22 97,22| 9722| 97,22
3 sumfl IFSER 97,22 | 98,61 | 98,61 | 9722| 9722| 9861
FSAER 98,61 | 97,22 | 9722| 9722 9722| 9861
X 85,48 | 8548 | 8548 | 87,10| 8548 | 87,10
Kolon Relief-F 82,26 | 8548 | 87,10 87,10 | 87,10 | 88,71
1G 87,10 | 87,10 | 83,87 | 8226 | 8226| 8387
(62x2000) ERGS 80,64 | 7741 | 7741 | 79,03 79,03 | 79,03
2 sifly IFSER 75,80 | 79,03 | 80,64 | 77.41| 79,03| 7580
FSAER 80,64 | 7741 | 7741 | 79,03| 79,03| 79,03
X 82,88 | 79,28 | 81,08 | 7928 | 76,58 | 77,48
Losemi Relief-F 58,82 | 70,58 | 67,65| 66,67 | 79,41 | 7843
1G 81,08 | 77,48 | 81,08 | 77,48 | 77,48 | 75,68
(111x12625) | ERGS 84,68 | 82,88 | 85,58 | 86,49 | 85,58 | 85,58
2 smifh IFSER 84,68 | 83,78 | 86,49 | 8558 | 84,68 | 85,58
FSAER 85,58 | 81,98 | 85,58 | 86,49 | 85,58 | 85,58
a 92,17 | 92,17 | 89,22 | 92,17 | 93,14 | 93,14
Prostat Relief-F 56,86 | 60,78 | 72,55 | 72,55| 70,59 | 70,59
1G 92,16 | 91,18 | 91,18 | 93,14 | 93,14 | 93,14
(102x12600) | ERGS 94,12 | 94,12 | 93,14 | 92,17 | 92,17 | 93,14
2 simiflh IFSER 95,10 | 94,12 | 93,14 | 92,17 | 92,17 | 91,18
FSAER 95,10 | 95,10 | 93,14 | 92,17 | 92,17 | 93,14
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X 95,18 | 96,38 | 97,59 | 98,79 100 100
SRBCT Relief-F 60,24 | 68,67 | 90,36 | 92,77 | 90,36 | 92,77
IG 97,59 | 97,59 100 100 100 100
(83x2308) ERGS 98,79 | 98,79 100 100 100 100
4 simfly IFSER 85,54 | 96,38 | 98,79 100 100 100
FSAER 98,79 100 100 100 100 100

Cizelge 5.3. Farkli 6zellik se¢me yontemleri ile secilen (10-100) ve farkli veri kiimeleri
kullanilarak elde edilen DVM siniflandiricist siniflandirma dogruluklari (%) (LOOCV)

Secilen Ozellikler
Veri Kiimesi | Filtre Yontemi 10 20 40 60 80 100
X 88,88 | 93,05| 9444 | 9583 | 98,61 | 9861
Golub_1 Relief-F 87,50 | 94,44 | 93,06 | 9722| 9722| 9583
IG 97,22 | 91,67 | 98,61 | 9722| 98,61 | 9861
(72x7129) ERGS 98,61 | 9722 | 9583 | 98,61 100 100
2 sifly IFSER 98,61 | 97,22| 9583 | 97,22 100 100
FSAER 95,93 | 93,05| 9583 | 98,61 100 100
X 93,05 | 93,05| 9583 | 97,22| 94,44 | 9583
Golub_2 Relief-F 91,67 | 94,44 | 98,61 | 98,61 | 98,61 | 9861
IG 94,44 | 9444 | 9583 | 9583 | 9583 | 9583
(72x7129) ERGS 97,22 | 97,22 | 98,61 | 98,61 | 9583 | 9722
3 simfly IFSER 93,05 97,22 9583 | 9583 | 9583 | 9722
FSAER 97,22 | 9583 | 98,61 | 97,22| 97,22 97,22
X 83,87 | 79,03 | 83,87 | 87,10 8548 | 83,87
Kolon Relief-F 79,03 | 87,00 | 7742 | 7742 | 8226| 8548
1G 83,87 | 82,25 72,58 | 80,64 | 8226| 87,10
(62x2000) ERGS 85,48 | 8225 | 8548 | 80,64 | 80,64 | 79,03
2 simifli IFSER 75,80 | 85,48 | 8548 | 8225| 77.41| 7580
FSAER 85,48 | 82,25 | 8548 | 80,64 | 80,64 | 79,03
X 85,58 | 81,08 | 75,67 | 72,07 | 77,48 | 84,68
Losemi Relief-F 65,69 | 70,59 | 84,31 | 80,39| 8137| 81,37
IG 82,88 | 77,48 | 7928 | 81,98 | 7838 | 82,88
(111x12625) | ERGS 90,09 | 93,69 | 90,10 | 89,19 | 92,79 | 93,69
2 siifly IFSER 89,19 | 93,69 | 91,89 | 87,39 | 90,09 | 89,19
FSAER 88,20 | 92,79 | 92,79 | 93,69 | 91,89 | 92,79
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ya 97,06 | 93,13 | 94,11 | 93,13 | 95,10 | 94,11
Prostat Relief-F 5588 | 65,69 | 76,47 | 69,61 | 69,61 8235
IG 96,08 | 89,22 | 91,18 | 93,14 | 94,12 | 95,10
(102x12600) | ERGS 93,14 | 96,08 | 9510 | 92,17 | 92,17 | 93,14
2 siufly IFSER 92,17 | 96,08 | 92,17 | 89,26 | 90,20 | 91,18
FSAER 92,17 | 97,06 | 92,17 | 92,17 | 92,17 | 94,12
ya 96,38 | 96,38 | 96,38 | 98,79 | 98,79 100
SRBCT Relief-F 63,85 | 77,11 | 92,77 | 96,38 | 97,59 100
IG 96,38 | 96,38 100 100 100 100
(83x2308) ERGS 100 100 100 100 100 100
4 siufly IFSER 89,15 | 98,79 100 100 100 100
FSAER 96,38 100 100 100 100 100

Cizelge 5.4. Farkli 6zellik se¢me yontemleri ile secilen (10-100) ve farkli veri kiimeleri
kullanilarak elde edilen kNN siniflandiricisi siniflandirma dogruluklari (%) (LOOCV)

Secilen Ozellikler
Veri Kiimesi | Filtre Yontemi 10 20 40 60 80 100
2 86,11 | 93,05 9444 | 91,67| 93,06| 93,06
Golub_1 Relief-F 88,89 | 9444 | 9444 | 91,67 | 90,27 | 91,67
IG 90,28 | 95,83 | 95,83 | 93,05| 94,44 | 93,05
(72x7129) ERGS 98,61 | 98,61 | 9722 | 98,61 | 9722| 9583
2 simifh IFSER 98,61 | 98,61 | 97,22 | 9583 | 9583 | 9583
FSAER 95,83 | 97,22 | 9722 | 98,61 | 9722| 9583
2 94,44 | 91,67 | 93,05| 9583 | 95,83 | 9583
Golub_2 Relief-F 90,28 | 90,28 | 91,67 | 94,44 | 94,44 | 9583
IG 90,28 | 93,05| 95,83 | 9583 | 97,22 | 9583
(72x7129) ERGS 97,22 | 97,22| 9583 | 9583 | 9583 | 9722
3 sifl IFSER 97,22 | 93,05| 9583 | 93,05| 97,22| 9583
FSAER 94,44 | 9583 | 97,22 | 94,44 | 9583 | 9583
r 83,87 | 8548 | 8548 | 8548 | 8226 | 8226
Kolon Relief-F 83,87 | 87,10 | 87,10 | 87,10 | 85,48 | 8548
IG 85,48 | 8548 | 83,87 | 8387 | 87,10 8548
(62x2000) ERGS 85,48 | 85,48 | 88,70 | 8548 | 87,10 | 85,48
2 simifh IFSER 77,41 | 8548 | 87,10 | 87,10 | 87,10 | 8548
FSAER 85,48 | 8548 | 88,70 | 8548 | 87,10 | 8548
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r 87,39 | 82,88 | 83,78 | 83,78 | 85,58 | 82,88
Losemi Relief-F 58,82 | 62,74 | 76,47 | 8235| 8431 | 8235
IG 86,49 | 81,98 | 86,48 | 83,78 | 81,08| 7928
(111x12625) | ERGS 86,49 | 87,39 | 87,39 | 87,39 | 85,58 | 86,49
2 siufly IFSER 87,39 | 89,19 | 89,19 | 8829 | 89,19 | 8829
FSAER 86,49 | 87,39 | 87,39 | 86,48 | 84,68 | 8829
r 90,20 | 89,22 | 88,24 | 8922| 92,17 | 92,17
Prostat Relief-F 5490 | 55,88 | 76,47 | 7647| 7941 | 7843
1G 90,20 | 89,22 | 88,24 | 8922 | 94,11 | 94,11
(102x12600) | ERGS 92,17 | 94,18 | 90,20 | 90,20 | 90,20 | 90,20
2 siufly IFSER 91,18 | 90,20 | 90,20 | 90,20 | 90,20 | 90,20
FSAER 91,18 | 93,14 | 90,20 | 90,20 | 92,17 | 90,20
r 96,38 | 97,59 | 98,79 | 98,79 | 98,79 100
SRBCT Relief-F 5422 | 5422 | 8434 9036| 9036| 89,16
1G 96,38 | 98,79 | 98,79 | 98,79 100 100
(83x2308) ERGS 97,59 | 98,79 | 98,79 100 100 100
4 siufly IFSER 84,33 | 91,56 | 96,38 | 98,79 | 98,79 | 98,79
FSAER 96,38 | 98,79 | 97,59 | 98,79 100 100

5.3. Sonuclarin Karsilastirilmasi

FSAER algoritmasinin etkinligini aragtirmak icin, bu algoritma kullanilarak secilen
ozelliklerin simiflandirma dogruluklar: ile diger 6zellik segme algoritmalarindan elde

edilen dogruluklar hesaplanarak karsilastirilmistir. Daha iyi bir karsilastirma yapabilmek

icin siniflandirma dogruluklarinin hesaplanmasinda LOOCYV kullanilmaistir.

Alt1 farkli veri kiimesi lizerinde, segilen farkli biiyiikliikteki 6zellik (gen) alt kiimeleri
(10-100 arasinda) i¢in i istatistigi, Relief-F, IG, ERGS, IFSER ve FSAER yontemlerinin

uygulanmasindan elde edilen smiflandirma dogruluklar1 Cizelge 5.2, 5.3 ve 5.4’te

sunulmustur.
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5.3.1. NB ile Elde Edilen Sonuclar

Cizelge 5.2, alt1 farkli gen agiklama veri kiimesi i¢in 6zellik segme yontemlerinden elde
edilen farkli buyiiklikteki o©zellik alt kiimelerinin (10-100) NB siiflandiricist

kullanilmast sonucunda bulunan siiflandirma dogruluklarini géstermektedir.

Cizelge 5.2°ye genel olarak bakildiginda tiim veri kiimeleri i¢cin FSAER yonteminin en
yiiksek dogruluk oranlarina bazen tek bagina bazen de diger yontemlerle birlikte ulastigi
goriilmektedir. Sonuglar ayrintili degerlendirebilmek i¢in bu ¢izelgedeki veri kiimeleri

tek tek incelenmistir:

Golub 1 veri kiimesi i¢in elde edilen sonuglar incelendiginde, en yiiksek dogruluk orani
olan 100 (%) degerine FSAER yonteminin 40 tane Ozellik secildiginde ulastigi
goriilmektedir. Ayrica secilen 6zellik biiytikliikleri 20, 40, 60, 80 ve 100 oldugu durumlar
icin de FSAER algoritmasi diger yontemlere gore oldukga iyi sonuglar vermistir. Golub 1

veri kiimesi i¢in sonuglar Sekil 5.2°de gosterilmistir.
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Sekil 5.2. Golub_1 veri kiimesi i¢in NB siiflandirma dogruluklari (%)
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Golub_2 veri kiimesi i¢in elde edilen sonuglar incelendiginde, en yiiksek dogruluk orani
olan 98.61 (%) degerine FSAER yo6nteminin 10 ve 100 tane 6zellik se¢ildigi durumlarda

ulastig1 goriilmektedir.

Kolon veri kiimesi i¢in en yiiksek dogrulugu Relief-F yontemi saglarken, FSAER ve

ERGS yontemlerinin sonuglarinin ayni oldugu goriilmiistiir.

Losemi veri kiimesinde, Sekil 5.3’te goriildiigii gibi tablonun en yiiksek dogruluk orani
olan 86.49 (%) degerini 60 6zellik secildiginde ERGS ve FSAER birlikte vermislerdir.
10 6zellik sec¢ildigi durumda ise FSAER diger tiim yontemlerden daha iyi sonug vermistir.
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Sekil 5.3. Losemi veri kiimesi i¢cin NB siniflandirma dogruluklari (%)

Prostat veri kiimesi incelendiginde, tablodaki en yiiksek dogruluk orani olan 95.10 (%)
degerine FSAER y6nteminin 10 ve 20 gen secildiginde ulastign goriilmektedir. Ozellik
bliytikliikleri arttikca dogruluk oranlarinda bir azalma olsa da FSAER i¢in diger
durumlarda da simiflandirma dogruluklar1 oldukca yiiksektir. Bu veri kiimesi ig¢in

yontemlerin sonuglar1 Sekil 5.4’te goriilebilir.
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Sekil 5.4. Prostat veri kiimesi i¢in NB siiflandirma dogruluklari (%)

SRBCT veri kiimesinde (4 sinifl1), tiim 6zellik alt kiime durumlarina bakildiginda kag¢ gen
secildigi fark etmeksizin FSAER yonteminin en yiliksek dogruluk oranlarina ulastig Sekil
5.5’te goriilmektedir.
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Sekil 5.5. SRBCT veri kiimesi i¢in NB siniflandirma dogruluklari (%)
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5.3.2. DVM ile Elde Edilen Sonuclar

Cizelge 5.3, alt1 farkli gen agiklama veri kiimesi i¢in 6zellik segme yontemlerinden elde
edilen farkli biyiikliikteki o6zellik alt kiimelerinin (10-100) DVM smiflandiricisi
kullanilmast sonucunda bulunan siniflandirma dogruluklarini gostermektedir. Cizelge
5.3’e genel olarak bakildiginda tiim veri kiimeleri i¢in FSAER yonteminin en yiiksek
dogruluk oranlarina bazen tek basina bazen de diger yontemlerle birlikte ulastigi

goriilmektedir.

Golub 1 veri kiimesi i¢in elde edilen sonuglar incelendiginde, en yiiksek dogruluk orani
olan 100 (%) degerine FSAER yonteminin ERGS ve IFSER yontemleriyle birlikte 80 ve
100 tane ozellik segildiginde ulastig1 goriillmektedir. Ayrica segilen 6zellik biiyiikligi 60
oldugu durum i¢in FSAER ve ERGS yontemleri en yiiksek dogruluk oranini vermistir.

Golub 1 veri kiimesine ait sonuglar Sekil 5.6’da verilmistir.
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Sekil 5.6. Golub 1 veri kiimesi i¢cin DVM siniflandirma dogruluklari (%)

Golub_2 veri kiimesi i¢in elde edilen sonuglar incelendiginde, en yiiksek dogruluk orani
olan 98.61(%) degerine FSAER ve ERGS yontemlerinin 40 tane 6zellik secildigi

durumda ulastig1 goriilmektedir.
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Kolon veri kiimesi i¢in en yiiksek dogruluk orani olan 85.48 (%) degerine FSAER ve
ERGS yontemlerinin 10 tane 6zellik secildigi durumda ulastigi goriilmektedir. Ayrica
secilen Ozellik biiyiikliigii 40 oldugu durum i¢in FSAER, ERGS ve IFSER yontemleri en

yiiksek dogruluk oranini vermistir.

Losemi veri kiimesinde, tablonun en yliksek dogruluk orani olan 93.69 (%) degerini 20
ozellik secildiginde ERGS ve IFSER yontemleri verirken, 60 6zellik se¢ildiginde FSAER

yontemi en yiiksek dogruluk oranina ulagsmistir. Sonuglar Sekil 5.7°de goriilebilir.
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Sekil 5.7. Losemi veri kiimesi i¢cin DVM simiflandirma dogruluklar: (%)

Prostat veri kiimesi incelendiginde, Sekil 5.8’te goriildiigii gibi, tablodaki en yiiksek
dogruluk oram olan 97.06 (%) degerine 10 6zellik secildiginde ¥* istatistigi yontemi
ulagirken, 20 ozellik sec¢ildiginde FSAER yontemi ulagmistir.
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Sekil 5.8. Prostat veri kiimesi i¢in DVM siniflandirma dogruluklart (%)

SRBCT veri kiimesinde (4 sinifli) kullanilan yontemlerden elde edilen sonuglar Sekil

5.9’da vermistir.
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Sekil 5.9. SRBCT veri kiimesi i¢in DVM siiflandirma dogruluklar: (%)
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5.3.3. kNN ile Elde Edilen Sonuclar

Cizelge 5.4, alt1 farkli gen agiklama veri kiimesi i¢in 6zellik segme yontemlerinden elde
edilen farkli biyiikliikteki ozellik alt kiimelerinin (10-100) kNN simiflandiricisi
kullanilmast sonucunda bulunan siniflandirma dogruluklarini gostermektedir. Cizelge
5.4°e genel olarak bakildiginda tiim veri kiimeleri i¢in FSAER ydnteminin en yiiksek
dogruluk oranlarina bazen tek basina bazen de diger yontemlerle birlikte ulastigi

goriilmektedir.

Golub 1 veri kiimesi i¢in elde edilen sonuglar incelendiginde (Sekil 5.10), en yliksek
dogruluk orani olan 98.61 (%) degerine 60 tane 6zellik segildiginde FSAER yonteminin
ERGS yontemiyle birlikte ulastigi goriilmektedir.
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Sekil 5.10. Golub 1 veri kiimesi i¢cin kNN siniflandirma dogruluklar: (%)

Golub_2 veri kiimesi i¢in elde edilen sonuglar incelendiginde, en yiiksek dogruluk orani
olan 97.22 (%) degerine FSAER yonteminin 40 tane Ozellik secildiginde ulastigi

goriilmektedir.
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Kolon veri kiimesi i¢in en yiiksek dogruluk orani olan 88.70 (%) degerine FSAER ve
ERGS yontemlerinin 40 tane 6zellik secildigi durumda ulastig1 goriilmektedir. En iyi

sonucu iki yontem birlikte vermislerdir.

Losemi, prostat ve SRBCT veri kiimeleri i¢in kullanilan yontemlerin sonuglari, sirastyla

Sekil 5.11, Sekil 5.12 ve Sekil 5.13’te verilmistir.
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Sekil 5.11. Losemi veri kiimesi i¢in kNN siniflandirma dogruluklari (%)
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6. SONUC VE TARTISMA

Bu tez c¢alismasinda, FSAER adli yeni bir istatistiksel Ozellik se¢cme yaklagimi
Onerilmistir. Literatiire daha 6nce katkida bulunmus ERGS ve IFSER adli algoritmalarin
bir uzantis1 olarak Onerilen FSAER yontemi, digerlerinden farkli olarak verilerin
dagiliminda ayrik alan bulunmasii dikkate alirken ayni zamanda diger iki yontemin

avantajlarin1 da saglamaktadir.

Erisime acik alt1 farkli gen agiklama veri kiimesine, bilinen bes farkli filtre yontemi ve
FSAER tarafindan secilen 6zellikler kullanilarak ii¢ farkli siniflandirma yontemi (NB,
SVM ve kNN) yardimiyla siiflandirma dogruluklari elde edilmistir. Tiim yontemlerin
uygulanmasi sonucu elde edilen dogru siniflandirma oranlart karsilastirildiginda genel
olarak oldukca yiliksek dogruluk oranlar1 goriilse de aradaki kiiglik farkliliklar bile gen
verileri s6z konusu oldugunda hayati 6nem arz etmektedir. Bu nedenle FSAER
yonteminin diger yontemlerden daha iyi sonu¢ verdigi durumlar ¢alismanin 6nemini
gostermektedir. Ayrica uygulamada farkli biiyiikliikte secilen gen alt kiimeleri
segenekleri de (10, 20, 40, 60, 80, 100) gen secimi yaparken alternatifler sunmaktadir.

Uygulamada kullanilan Golub 1 (72x7129, 2 sinifl1) ve Golub_2 (72x7129, 2 sinifl1) veri
kiimeleri ayn1 boyutlarda olan iki veri kiimesidir ancak sinif sayilar1 farkhidir. Iki veri
kiimesinin sonuclar1 incelendiginde FSAER yonteminin hem 2 sinifli hem de 3 sinifli veri
kiimesi i¢in oldukga etkili sonuglar verdigi goriilmektedir. Ayrica NB siniflandiricisi ile
elde edilen sonuglar incelendiginde Sekil 5.5’te goriildiigii tizere SRBCT (83x2308, 4
simifll) gibi ¢ok sinifli bir veri kiimesinde secilen gen sayisina bakilmaksizin FSAER
yonteminin en iyi sonuglara ulastig1 goriilmektedir. Bu da yontemin hem iki sinifli hem

de ¢ok smifl1 veri kiimeleri i¢in etkin ¢alistigini gostermektedir.

Kullanilan veri kiimeleri incelendiginde Losemi (111x12625, 2 smifli) ve Prostat
(102x12600, 2 siifl) veri kiimelerinin digerlerine gore gen sayilart daha biiyiiktiir. Sekil
5.3 ve Sekil 5.4’e bakildiginda ise (NB siniflandiricist kullanildiginda) FSAER oldukca
basarili olmustur. Bu durum bize 6nerilen FSAER yonteminin veri boyutu arttiginda da

etkin sonuglar verdigini gostermektedir.
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SRBCT veri kiimesi i¢in Sekil 5.5 (NB), Sekil 5.9 (DVM) ve Sekil 5.13 birlikte
incelendiginde en iyi sonuglarin Sekil 5.5’te yani NB smiflandiricis1 kullanildiginda
FSAER ile elde edildigi goriilmektedir. Yani bu veri kiimesi i¢in en iyi sonuglar NB

siniflandiricisi kullanildiginda 6nerilen yontem ile elde edilmistir.

Prostat veri kiimesi i¢in Sekil 5.4 (NB), Sekil 5.8 (DVM) ve Sekil 5.12 birlikte
incelendiginde en iyi sonuglarin Sekil 5.4’te yani NB smiflandiricist kullanildiginda
FSAER ile elde edildigi goriilmektedir. Yani bu veri kiimesi i¢in de en iyi sonuclar NB

siiflandiricisi kullanildiginda 6nerilen yontem ile elde edilmistir.

Losemi veri kiimesi i¢cin FSAER yOnteminin verdigi sonuglara bakildiginda (Sekil 5.3,
Sekil 5.7 ve Sekil 5.11) NB, DVM ve kNN siniflandirma yontemleri karsilagtirildiginda
DVM ile daha iyi sonuglara ulasildigi goriilmektedir. Burada bahsi gecen farkli
durumlardan dolay1 ¢alismanin tek bir siniflandirici kullanilarak degil farkli alternatiflerle

calisilmis olmasi avantaj saglamaktadir.

Calismanin sonucunda simiflandirma dogruluklarinin elde edilmesinin yani sira “secilen
ozellik alt kiimeleri” bilgisi de elde edilebilmektedir. Bu sayede, ilgili hastaliklarin tani

ve tedavisinde ihtiya¢ duyulan genlerin bilgisi saglanabilmektedir.

Ozellik se¢im yodntemlerinin amaci, ¢ok boyutlu veri kiimelerinde siniflandirma
yapilmadan 6nce 6zelliklerin boyutunu azaltmaktir. Onerilen yontem bunu 6zelliklere
agirhik atayarak yapar. Bu agirliklar Cebisev esitsizligine dayandig: i¢in herhangi bir
varsayim gerektirmemektedir. Bu sayede FSAER yonteminin sadece gen acgiklama veri
kiimelerinde degil, ayn1 zamanda diger bir¢cok biiylik boyutlu veri kiimelerinde de

uygulanabilir oldugu sdylenebilir.

Uc temel baslikta toplanan filtre, sarmal ve gomiilii dzellik secim yontemlerinin haricinde

literatiirde bu yontemlerin farkli kombinasyonlarindan olusan hibrit yontemler de
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calisilmaktadir. Bu calismada onerilen FSAER isimli filtre yonteminin daha sonraki
caligmalarda hibrit yontemler i¢in de kullanilmasi, bu sayede var olan filtre yontemlerinin
kullanildig1 hibrit yontemlerden daha iyi sonuglar elde edilebilecegi diisiiniilmektedir. Bu
durumda sadece siiflandirma dogruluklar1 degil hesaplama zamani gibi kriterler ile de

karsilagtirmalar yapmak miimkiin olacaktir.
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EKLER

EK 1 — Uygulamada kullanilan R Kodlar1

----ERGS----
ergs <- function(ClassName, data, threshold=1, nsf=10,na.rm =
TRUE, verbose=TRUE) {

dp=as.character(ClassName)

if (na.rm){
completeObs <- complete.cases(data)
data <- data[completeObs, ]

}

if (any(colnames(data)==dp[[2L]])==FALSE) stop("The name of class
variable does not match the variable names in the data. The class
variable must be one factor.")

if (!is.factor(data[, dp[[2L]]])) stop("The class variable must be a
factor.")

data<-cbind(data[,! names(data) %in% dp[[2L]]],data[,dp[[2L]]1])

colnames(data)[NCOL(data)]=dp[[2L]]

group=data[, dp[[2L]]]

y = data[,! names(data) %in% dp[[2L]]]

NO<-NROW(data) # Number of
conditions

NG<-NCOL(data)-1 # Number of
features

NC<-NROW(levels(factor(group))) # Number of
classes

databac<-data

c.n <- NULL

CC=1.732 # Chebychev
Coefficient

SRANGE<-1ist()

c.levels <- levels(factor(group))

for (i in c.levels) {
c.n[i] <- sum(group==i)

}

PC=c.n/sum(c.n)

RL<-matrix(@,NC,NG)
RU<-matrix(0,NC,NG)

MEAN< -aggregate(y, list(group), mean)
SD<-aggregate(y, list(group), sd)

for (i in 1:NC){ # Lower and Upper bound for each class
for (j in 1:NG) { # Lower and Upper bound for each genes
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RL[i,j]<-MEAN[i,j+1]-(1-PC[i])*CC*SD[1i,]j+1]
RU[i,j]<-MEAN[i,j+1]+(1-PC[i])*CC*SD[1i,]j+1]
13s
AC<-c()
s1l<-0
for (i in 1:NG){
AC[i]=0
RANGE<-cbind(RL[,i],RU[,1i])
SRANGE[ [names(data)[i]]]<-RANGE
RANGE< -RANGE [order (RANGE[ ,1]), ]
for (j in 1:(NC-1)){
for (k in (j+1):NC){
if (RANGE[k,1]<RANGE[],2])
{s1l=s1+1
AC[1]<-AC[1i]+(RANGE[J,2]-RANGE[k,1])/(max(RANGE) -
min(RANGE))}
I3,
W<-c()
for (i in 1:NG){
W[i]<-1-AC[i]/max(AC)}
W<-t (W)
W<-data.frame(W)
W[,NG+1]<-NA
databac[NO+1, ]<-W
DataOrder<-databac[order(databac[NO+1, ],decreasing=TRUE) ]
OrderedData<-DataOrder[,! names(DataOrder) %in% dp[[2L]]]
SelectedFeatures<-0OrderedData[1:NO,1:nsf] # Selecting features
# SelectedFeatures<-subset(OrderedData,select =
OrderedData[NO+1, ]>=threshold) # Selecting features
NewData<-as.data.frame(c(SelectedFeatures[1:NO, ],data[dp[[2L]]]))

if (verbose) {
(o o e
","\n", sep =" ")
cat(" Effective Range based Gene Selection (ERGS) Algorithm",
“\n\n",sep = " ")
cat(" Threshold =",threshold, "\n", sep = " ")
cat(" Number of selected features =",dim(SelectedFeatures)[2],
"\n", sep =" ")

cat(" Names of selected features: \n", sep =" ")

cat(" ",colnames(SelectedFeatures), "\n", sep = " ")

o L o (e
","\m\n", sep = " ")

}

result <- list()

result$selectedData <- NewData
result$selectedFNames <- colnames(SelectedFeatures)
result$weight <- W

result$ranges <- SRANGE

result$RankedData <- OrderedData[1:NO, ]
attr(result, "class") <- "owt"

invisible(result)

56



----IFSER----
ifser <- function(ClassName, data, threshold=1, nsf=10,na.rm =
TRUE, verbose=TRUE) {

dp=as.character(ClassName)

if (na.rm){
completeObs <- complete.cases(data)
data <- data[completeObs, ]

}

if (any(colnames(data)==dp[[2L]])==FALSE) stop("The name of class
variable does not match the variable names in the data. The class
variable must be one factor.")

if (!is.factor(data[, dp[[2L]]])) stop("The class variable must be a
factor.")

data<-cbind(data[,! names(data) %in% dp[[2L]]],data[,dp[[2L]]])

colnames(data)[NCOL(data)]=dp[[2L]]

group=data[, dp[[2L]]]

y = data[,! names(data) %in% dp[[2L]]]

NO<-NROW(data) # Number of conditions
NG<-NCOL(data)-1 # Number of features
NC<-NROW(levels(factor(group))) # Number of classes
databac<-data

c.n <- NULL

CC=1.732 # Chebychev Coefficient

SRANGE<-1ist()
c.levels <- levels(factor(group))

for (i in c.levels) {
c.n[i] <- sum(group==i)

}

a=1

A<-1ist()

for (i in c.levels)

{A[[a]] <- subset(data,group==i)
a=a+l}

PC=c.n/sum(c.n)

RL<-matrix(0,NC,NG)
RU<-matrix(0,NC,NG)
H<-matrix(0,NG,NC)

G<-matrix(0,NG,NC)

MEAN< -aggregate(y, list(group), mean)
SD<-aggregate(y, list(group), sd)

for (i in 1:NC){ # Lower and Upper bound for each class
for (j in 1:NG) { # Lower and Upper bound for each genes
RL[i,j]<-MEAN[i,j+1]-(1-PC[1i])*CC*SD[i,j+1]
RU[1,3j]<-MEAN[i,j+1]+(1-PC[i])*CC*SD[1i,j+1]
}}
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AC<-c()
s1<-0
for (i in 1:NG){
AC[i]=0
RANGE<-cbind(RL[,1],RU[,1])
SRANGE[ [names(data)[i]]]<-RANGE
RANGE< -RANGE [order (RANGE[,1]), ]
for (j in 1:(NC-1)){
for (k in (j+1):NC){
if (RANGE[k,1]<RANGE[j,2]) # Overlap
{
AC[i]<-AC[i]+(RANGE[Jj,2]-RANGE[k,1])/(max(RANGE)-min(RANGE))
H[i,j]<-H[i,j]+sum(A[[j]11[i]>=max(RANGE[]j,1],RANGE[k,1]) &
A[[j]11[1]<=min(RANGE[j,2],RANGE[k,2]))
H[i,k]<-H[i,k]+sum(A[[k]][i]>=max(RANGE[j,1],RANGE[k,1]) &
A[[k]][1i]<=min(RANGE[]j,2],RANGE[k,2]))
}

if (RANGE[k,2]<RANGE[],2]) # Including
{
AC[1]<-AC[i]+(RANGE[k,2]-RANGE[k,1])/(max(RANGE)-min(RANGE))
G[i,3]<-G[1i,]]+sum(A[[§]][i]>=RANGE[k,1] &
A[[j]11[1]<=RANGE[k,2])
G[i,k]<-G[i,k]+sum(A[[k]][i]>=RANGE[k,1] &
A[[k]]1[1]<=RANGE[k,2])

}
39

NAC<-c ()
for (i in 1:NG){
NAC[i]<-1-AC[i]/max(AC)}

H<-colSums(t(H)/c.n)
SNH<-1-H/max(H)

G<-colSums(t(G)/c.n)
SNG<-1-G/max(G)

W< -NAC* (SNH+SNG)

W<-t (W)
W<-data.frame(W)
W[ ,NG+1]<-NA
databac[NO+1, J<-W
DataOrder<-databac[order(databac[NO+1, ],decreasing=TRUE) ]
OrderedData<-DataOrder[,! names(DataOrder) %in% dp[[2L]]]
SelectedFeatures<-OrderedData[1:NO,1:nsf] # Selecting features
# SelectedFeatures<-subset(OrderedData,select =

OrderedData[NO+1, ]>=threshold) # Selecting features
NewData<-as.data.frame(c(SelectedFeatures[1:NO, J,data[dp[[2L]]]))

if (verbose) {
o L o G e e E L L P L PP T

B \n“, Sep =" II)
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cat(" 1Improved Feature Selection Algorithm based on Effective
Range (IFSER)", "\n\n",sep =" ")

cat(" Threshold =",threshold, "\n", sep =" ")

cat(" Number of selected features =",dim(SelectedFeatures)[2],

“\n", sep =" ")

cat(" Names of selected features: \n", sep =" ")

cat(" ",colnames(SelectedFeatures), "\n", sep = " ")

Cat (M mmmmm
","\n\n", sep = " ")

}

result <- list()

result$selectedData <- NewData
result$selectedFNames <- colnames(SelectedFeatures)
result$weight <- W

result$ranges <- SRANGE

result$RankedData <- OrderedData[1:NO, ]
attr(result, "class") <- "owt"

invisible(result)
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----FSAER----
fsaer <- function(ClassName, data, threshold=1, nsf=10,na.rm =
TRUE, verbose=TRUE) {

dp=as.character(ClassName)

if (na.rm){
completeObs <- complete.cases(data)
data <- data[completeObs, ]

}

if (any(colnames(data)==dp[[2L]])==FALSE) stop("The name of class
variable does not match the variable names in the data. The class
variable must be one factor.")

if (!is.factor(data[, dp[[2L]]])) stop("The class variable must be a
factor.")

data<-cbind(data[,! names(data) %in% dp[[2L]]],data[,dp[[2L]]])

colnames(data)[NCOL(data)]=dp[[2L]]

group=data[, dp[[2L]]]

y = data[,! names(data) %in% dp[[2L]]]

NO<-NROW(data) # Number of
conditions

NG<-NCOL(data)-1 # Number of
features

NC<-NROW(levels(factor(group))) # Number of
classes

databac<-data

c.n <- NULL

CC=1.732 # Chebychev
Coefficient

SRANGE<-1ist()

c.levels <- levels(factor(group))

for (i in c.levels) {
c.n[i] <- sum(group==i)

}

PC=c.n/sum(c.n)

RL<-matrix(0,NC,NG)
RU<-matrix(@,NC,NG)

MEAN< -aggregate(y, list(group), mean)
SD<-aggregate(y, list(group), sd)

enb=0;enk=100000000
for (i in 1:NC){
for (j in 1:NG) {
RL[i,j]<-MEAN[i,j+1]-(1-PC[i])*CC*SD[i,]j+1]
RU[i,j]<-MEAN[i,j+1]+(1-PC[i])*CC*SD[i,]j+1]
3}
AC<-c()
s1<-s2<-s3<-0
for (i in 1:NG){
AC[i]=0
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RANGE<-cbind(RL[,1],RU[,1])
SRANGE[ [names(data)[i]]]<-RANGE
RANGE< -RANGE [order (RANGE[,11]), ]
for (j in 1:(NC-1)){

for (k in (j+1):NC){

if (RANGE[k,1]<RANGE[j,2]) # Overlap
{sl=s1+1
AC[1]<-AC[i]+(RANGE[J,2]-RANGE[k,1])/(max(RANGE) -
min(RANGE))}

if (RANGE[k,2]<RANGE[],2]) # Including
{s2=s2+1
AC[1]<-AC[i]+(RANGE[k,2]-RANGE[k,1])/(max(RANGE) -
min(RANGE))}

if (RANGE[k,1]>RANGE[j,2]) #Disjoint
{s3=s3+1
#if ((RANGE[k,1]-RANGE[j,2])>enb) {enb=RANGE[k,1]-
RANGE[]j,2]; adresl=i}
#if ((RANGE[k,1]-RANGE[j,2])<enk) {enk=RANGE[k,1]-
RANGE[],2]; adres2=i}
AC[i]<-AC[i]-(RANGE[k,1]-RANGE[],2])/(max(RANGE) -
min(RANGE))}
13}
W<-c()
for (i in 1:NG){
W[i]<-1-AC[i]/max(AC)}
W<-t (W)
W<-data.frame(W)
W[ ,NG+1]<-NA
databac[NO+1, J<-W
DataOrder<-databac[order(databac[NO+1, ],decreasing=TRUE) ]
OrderedData<-DataOrder[,! names(DataOrder) %in% dp[[2L]]]
SelectedFeatures<-OrderedData[1:NO,1:nsf] # Selecting features
# SelectedFeatures<-subset(OrderedData,select =
OrderedData[NO+1, ]>=threshold) # Selecting features
NewData<-as.data.frame(c(SelectedFeatures[1:NO, J,data[dp[[2L]]]))

if (verbose) {
cat(M-mmmmm o
"J"\n"J Sep = " ")
cat(" Feature Selection Algorithm based on Effective Ranges
(FSAER)", "\n\n",sep = " ")
cat(" Threshold =",threshold, "\n", sep = " ")
cat(" Number of selected features =",dim(SelectedFeatures)[2],

"\n", sep =" ")

cat(" Names of selected features: \n", sep =" ")
cat(" ",colnames(SelectedFeatures), "\n", sep = " ")
Cat (M mmmmmm e
","\m\n", sep = " )
}
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result <- list()

result$selectedData <- NewData
result$selectedFNames <- colnames(SelectedFeatures)
result$weight <- W

result$ranges <- SRANGE

result$RankedData <- OrderedData[1l:NO, ]
attr(result, "class") <- "owt"

invisible(result)
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----Uygulama adimindaki farkli senaryolara bir ornek----

# Results
# library("datamicroarray")

data("golub")
data<-as.data.frame(cbind(golub$y,golub$x))
names(data)[1]<-paste("V1i")
data$Vvi<-as.factor(datagvl)
dp=as.character(Vi~.)
SF<-c(10,20,40,60,80,100)

train_control <- trainControl(method="L0O0OCV")
resl<-ergs(Vli~., data, threshold=1, nsf=10,na.rm = TRUE,verbose=TRUE)

cat(" Effective Range based Gene Selection (ERGS) Algorithm",
“\n",sep = " ")
for (i in 1:6)
{

NewData<-as.data.frame(c(resl$RankedData[1:SF[i]],data[dp[[2L]]]))

modell <- train(Vl~., NewData, trControl=train_control,
method="nb")

cat(" Selected Feature =",SF[i],"Accuracy
=",max(modell$results$Accuracy),”"\n", sep = " ")

}
res2<-ifser(Vil~., data, threshold=1, nsf=10,na.rm = TRUE,verbose=TRUE)
cat(" Improved Feature Selection Algorithm based on Effective Range

(IFSER)II’ Il\r.]“)sep = n II)
for (i in 1:6)

{
NewData<-as.data.frame(c(res2$RankedData[1:SF[i]],data[dp[[2L]]]))
model2 <- train(V1~., NewData, trControl=train_control, method="nb")
cat(" Selected Feature =",SF[i],"Accuracy

=",max(model2$results$Accuracy),”"\n", sep = " ")

}

res3<-fsaer(Vl~., data, threshold=1, nsf=10,na.rm = TRUE,verbose=TRUE)

cat(" New Feature Selection Algorithm based on Effective Ranges
(FSAER)", "\n",sep = " ")
for (i in 1:6)
{
NewData<-as.data.frame(c(res3$RankedData[1:SF[i]],data[dp[[2L]]]))
model3 <- train(V1~., NewData, trControl=train_control, method="nb")
cat(" Selected Feature =",SF[i],"Accuracy
=",max(model3$results$Accuracy),”"\n", sep = " ")

}
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