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OZET

KARIYER PLANLAMA iCIN KARAR DESTEK SISTEMIi

Muhammet AKGUN

Yiiksek Lisans, Endiistri Miihendisligi Boliimii
Tez Damismani: Prof. Dr. Ozlem Miige TESTIK
Es Danisman: Do¢. Dr. QOumout CHOUSEINOGLOU

Eyliil 2019, 56 sayfa

Son yillarda giderek artan yapay zeka uygulamalar1 hayatin her alanina girmeye devam
etmektedir. Bu ¢alisma, makine 6grenmesi uygulamalarinin kariyer planlamasi alaninda
kullanilmaya baslamasinin sonucu olarak, {iniversite mezunlarina g¢alisma sektorii
onerisinde bulunacak bir tavsiye sistemi gelistirmek amaciyla yapilmistir. Calismada
makine dgrenmesi algoritmalarindan faydalanilarak, mezunlarin ders notlari bilgilerini ve
ayrica Ozliik bilgileri haricindeki egitim ve 1s bilgilerini kullanarak, yeni mezun olacak
olan d6grencilere calisabilecekleri sektor bazinda kariyer planlamalar1 hakkinda tavsiyede
bulunan bir sistem tasarlanmistir. Veri madenciligi siireglerinde en c¢ok kullanilan
yontemlerden biri olan Cross Industry Standard Process for Data Mining (Capraz
Endiistri Veri Madenciligi Standart Siireci — CRISP-DM) yo6ntemi ¢alismanin
Ozelliklerine uygun olarak se¢ilmistir. CRISP-DM yontemi igerisindeki isin anlasilmasi,
verinin anlagilmasi, veri 6n isleme, modelleme, degerlendirme ve konuglandirma adimlari
uygulama kisminda calismanin akisint belirlemistir. Modelleme kisminda makine
O0grenmesi algoritmalarindan (En yakin komsuluk, Rassal orman, Naive bayes, Karar
vektor siniflandiricilari, Karar agaci) faydalanilmistir. Bu kapsamda tanimlanmis olan iki

arastirma sorusunun cevaplandirilmasi igin bir vaka caligmast olarak Hacettepe
i



Universitesi Endiistri Miihendisligi Boliimii’nden ve Hacettepe Universitesi Ogrenci
Isleri Daire Baskanligindan (OIDB) alinmis olan veriler kullanilmistir. Calisma
sonucunda gozetimli makine 6grenmesi algoritmalarinin dogruluk oranlar1 karmasiklik
matrisi yardimi ile incelenmis ve karsilastirilmig, en iyi sonucu Rassal Orman (%67,46

dogruluk orani) vermistir.

Anahtar Kelimeler: Oneri Sistemleri, Veri Analizi, Makine Ogrenmesi, Yapay Zeka,

Kariyer Tavsiye Sistemi.



ABSTRACT

A DECISION SUPPORT SYSTEM FOR CAREER RECOMMENDATION

Muhammet AKGUN

Master of Science, Department of Industrial Engineering
Supervisor: Prof. Dr. Ozlem Miige TESTIK
Co- Supervisor: Assoc. Prof. Dr. Oumout CHOUSEINOGLOU

September 2019, 56 pages

In the last years, the increasing number of artificial intelligence applications have been
continuously invading our daily lives. This thesis, as a result of the introduction of
machine learning approaches to the career planning domain, has been undertaken in order
to develop a recommender system that counsels and proposes a work industry to
university graduates. A system based on machine learning algorithms that recommends
to new graduates an industry to work at, based on the education history, grades and
personal information of previous graduates is designed in this study. The Cross Industry
Standard Process for Data Mining (CRISP-DM), which is one of the most common data
mining processes, is employed after reviewing the characteristics of the problem at hand.
The six steps of CRISP-DM, namely understanding the business, understanding the data,
preparing the data, modelling, evaluation and setting out, have guided the research
methodology. In the modeling phase KNN, Random Forest, Naive Bayes, Support Vector

Machines and Decision Tree machine learning algorithms have been utilized. In order to



answer the research questions set by this thesis, a case study based on the data collected
by Hacettepe University Department of Industrial Engineering and Hacettepe University
Student Affairs Office (OIDB) has been designed and executed. At the end of the
research, the accuracy of supervised machine learning algorithms has been examined with
the use of a confusion matrix, and the best compared result has been obtained from
Random Forest (with a 67,46% accuracy).

Keywords: Recommendation Systems, Data Analytics, Machine Learning, Artificial

Intelligence, Career Recommendation Systems.



TESEKKUR

Bu ¢alisma ve yiiksek lisans hayatim boyunca, her konuda desteklerini hi¢ bir zaman
esirgemeyen, bin minnet duydugum, haklarin1 asla 6deyemeyecegim, c¢ok degerli
damismanlarim Prof. Dr. Ozlem Miige Testik ve Dog. Dr. Oumout Chouseinoglou’ya,
lisans hayatimdan bu yana fikirlerini can kulagiyla dinleyip uygulamaya ¢alistigim ¢ok
degerli Prof. Dr. Murat Caner Testik hocama, bdliimde iizerimde emegi olan tiim

hocalarima saygilarimi sunar, ¢ok tesekkiir ederim.

Ayrica yiiksek lisansim boyunca hep yanimda olan arkadaglarima, biinyelerinde ¢alismis
oldugum Bilisim A.S. ve Icterra’daki yoneticilerime ve ¢alisma arkadaslarima, hayatim

boyunca hep arkamda olan aileme sonsuz tesekkiirler.



ICINDEKILER

ABSTRACT ettt b et nb bt n ettt nnenne s ii
TESEKKUR ..ottt ettt ettt n ettt en sttt as s st s s v
ICINDEKILER........oiitiiititcectete ettt essae ettt nae et en et s s, Vi
SEKILLER DIZINT......cooiiiiiiiiiiiieiicecce ettt viii
CIZELGELER DIZINT ...cooiiiiiiiiciceee e IX
SIMGELER VE KISALTMALAR ..ot X
1. GIRIS oottt ettt 1
2. LITERATUR TARAMASL.....cootiiiiiiiiinniesisessiesie s 4
2.1, YaPAY ZEKA ... 4
2.2. MaKing OFIENMES ....cvvuvviviiscieiiseiicie ettt 5
2.3. TAVSIYE SISTEMIETT .c.viiiiiiiiiciieie et 7

3. METODOLOIL. ...ttt 10
3.1.YAPAY ZEKA ..o 10
3.2. MaKing OFIENMESI ......vvivviriviiieiiiscieiise ettt 12
3.2.1.G6zetimli OFIENME ......vvvvivivcveriiececte et 12
3.2.2.GOZetimSIZ OFIENME .......ouvvivivereriiececie ettt 13
3.2.3.Takviyeli OFIeNmMe.......cccvveviiieiiiiireiicieiee e 14

3.3, TAVSIYE SISTEMIETT ..cvvieiieiiece et 17
3.3.1. Igerik Tabanli Tavsiye Metotlart........c.cococveuereriiicuerereiieeere e 17
3.3.2. Isbirlikgi Tavsiye MEtOtIarl......cccocueveveveeereeeeeieieieieee e teie e, 18
3.3.3. Bilgiye Dayali Tavsiye Metodu .........ccccceriiiiiiiiiiiiniiiiciicceesc s 19
3.3.4. Hibrit Tavsiye METOUU .......ccveiiieiiieiiie et 19
3.3.5. Tavsiye Sistemlerinde Veri Analizi SUIrect ......cocvvvvvveriiieniiieiiiie e 19
3.3.5.1. Veri ON ISIEME ...cvovvveeeeeeeeeeeee e, 20
3.3.5.2. VEIT ANANZIE ..o 22
3.3.5.3. SonuG YOrumlama.........cccueeiiiuieiiiireiiiee e e sieessieessnee s sree s sneesssaee s 26

4. ONERILEN KARIYER DESTEK SISTEMI .....cccccoviiiiiiieiiiicceeeceee e, 27
YT T ] o] -V - USSR 27



4.2, VEIYT ANTAMAL....cuiiiiieii ettt bt sreesreeaesneennees 28

4.3. Veri Cergevesi Hazirlama...........ccooiiiiiiiiiiiicii e 37
TR \Y] (oo 1] W @ 210 ] 00 o' T ISR 42
4.5. DEZETIENAITINEG ...oivviiiiiie ittt 45
4.6. KONUSIANAIIMA.......oiiiiiiiiiiieic et 45
5. SONUC VE TARTISMA ..ottt 47
B. KAYNAKIAI ..o 52
EILER ... ettt bbbt b 55
EK 1 — Etik Kurul 1zin BelZesi........ccovevvreverieeieiiie et 95
(07461 20 @11, 8 OO 56

vii



SEKILLER DiZINi

Sekil 3.1 Gozetimli OFIenmMeE SHIECH.......cvevvvevevrrieieeeieeietetetseteeestse e es s, 13
Sekil 3.2 En Yakin Komsuluk Ornegi [27] ......ccoevvrueiriereiieisieeeecre e, 15
Sekil 3.3 CRISP-DM Metodolojisi Stireg Akist [30]....ccviiiiiiiiiiiiiiicieess 16
Sekil 3.4 Veri Analizi SUIECIEIT ...oviiiiiiiiiii i 20
Sekil 4.1 Savunma Sanayinde Calisan Mezunlarin Not Ortalamalarinin Dagilim Grafigi
................................................................................................................................. 30
Sekil 4.2 Otomotiv Sektoriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim Grafigi
................................................................................................................................. 31
Sekil 4.3 Elektronik Sektdriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim Grafigi
................................................................................................................................. 32
Sekil 4.4 Bilisim Sektoriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim Grafigi
................................................................................................................................. 33
Sekil 4.5 Hava Yollar Sektoriinde Calisan Mezunlarin Not Ortalamalar: Dagilim Grafigi
................................................................................................................................. 34
Sekil 4.6 Danmismanlik Sektoriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim
GTATIGT oot 35
Sekil 4.7 Diger Kategorisinde Degerlendirilen Firmalarin Not Ortalamalarinin Dagilim
GIATIZE e 36
Sekil 4.8 Cinsiyet DaGIlimI .......ooovviiiiiiiii e 39
Sekil 4.9 Erasmus Programina Katilim Durumu Dagilimi ... 40

viii



CIZELGELER DiZiNi

Cizelge 4.1 Savunma Sanayinde Calisan Mezun Verilerinin Temel Ozellikleri............ 30
Cizelge 4.2 Otomotiv Sektdriinde Calisan Mezunlarin Verilerinin Analizi................... 31

Cizelge 4.3 Elektronik Sektoriinde Calisan/Calismis Mezunlarin Verilerinin Analizi .. 32

Cizelge 4.4 Bilisim Sektoriinde Calisan Mezun Verilerinin Analizi...........ccccovvvveiiinnnne 33
Cizelge 4.5 Hava Yollar1 Sektoriinde Calisan Mezunlarin Verilerinin Analizi ............. 34
Cizelge 4.6 Danismanlik Sektoriinde Calisan Mezunlarin Verilerinin Analizi.............. 35
Cizelge 4.7 Diger Kategorisinde Yer Alan Mezunlarin Verilerinin Analizi .................. 36
Cizelge 4.8 Ders Notlarinin Veri DONUSUMIL.........ccceeiiiiiieiiiiiiecic e 38
Cizelge 4.9 Bagimsiz Degiskenlerin Veri Setine Benzer Ornegi ..........c.cocoevveverienennnne, 42
Cizelge 5.1 Dogruluk Oranlarinin Farkli Tekrarlarda Karsilastirilmast...........cccoeveenee, 47
Cizelge 5.2 Dogruluk Kriterlerinin Karsilastirilmasi (1000 Calistirma) ..........cccocveenenens 48
Cizelge 5.3 Dogruluk Kriterlerinin Karsilastirilmasi (500 Calistirma) ............ccocveeneeen, 49
Cizelge 5.4 Dogruluk Kriterlerinin Karsilastirilmasi (200 ¢alistirma) .........c.cccceeeveennnen, 49
Cizelge 5.5 Dogruluk Kriterlerinin Karsilastirilmasi (100 Calistirma) ..........cccccvveeeeeee 50



SIMGELER VE KISALTMALAR
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1. GIRIS

Gilinlimiizde tiniversitelerin lisans bdliimlerinden mezun olan 6grenciler kariyer rotalarini
cizerken genel anlamda subjektif verilerine bakarak calisacaklari veya bagvuracaklar
sirketleri belirlemekte, kariyerlerini ona gore sekillendirmektedirler. Fakat bu durum
ilerleyen zamanlarda O&grencinin kariyer rotasinda hatali davrandigimi ortaya
cikarabilmekte ve kisinin belki de bir kag¢ yilin1 bosuna harcamasi gibi ¢esitli kayiplar
yasatabilmektedir. Ustelik bu kayiplara dgrencinin sadece ¢alistign siire zarfi degil aym
zamanda ig arama siireci kaybi ve ileri siirecte kariyer rotasini degistirip yeni kariyerinde
basarili olmak i¢in harcayacagi zaman kaybi gibi kayiplar da eklenmektedir. Ayni
zamanda yanlis baslanilan kariyer rotalari is diinyasina personel sirkiilasyonu olarak geri

donmekte, maddi ve manevi olarak is diinyasina zarar vermektedir.

Yeni mezun durumunda olan 6grenciler kariyer rotalarini ¢izerken hangi pozisyonlarda
basarili olacaklarini 6n géremeyebilirler. Ornegin, 6grenci sadece is ihtiyaci olmasi
sebebiyle birgok pozisyona basvurabilir, siiregleri gegebilir ve ise basladiktan sonra
pozisyonun kendi benligine uygun olmadigini veya bu pozisyonda basarili olmayacagini
anlayabilir. Bu durumun sonucunda kisi isini severek yapmayacak ve belki farkli
pozisyonlarda ¢ok daha basarili olabilecek iken mevcut isinde istedigi basariy

yakalayamayacaktir.

Yapilacak olan ¢aligma ile 68rencilerin kendi boliim mezunlarina ait verileri incelenecek,
bu verilerin yorumlanmasindan sonra mezun durumundaki 6grencilerin verileri analiz
edilip benzerliklere gore 6grenciye ¢alisabilecegi bir sektor tavsiye edilecektir. Boylelikle
Ogrenci ¢ok fazla zaman kaybetmeyip tavsiye edilen sektér dogrultusunda is arama
stirecine odaklanabilecektir. Bunun basarilabilmesi i¢in yapay zeka ve makine 6grenmesi

yontemleri ile desteklenmis bir tavsiye sisteminin gelistirilmesi planlanmigtir.

Tavsiye sistemleri artik hayatin her alanina girmis durumdadir. Miizik dinlerken, film
izlerken, bir {riin satin alirken, is ararken, yemek segerken vs. her yerde

karsilasilmaktadir. Gegmis tarihi her ne kadar yeni gibi dursa da 10 yil1 agkin bir siiredir

1



hayatin i¢indedir. Makine 6grenmesi sayesinde gelisen tavsiye sistemleri giiniimiizde
popiiler ¢aligma alanlarindan biri haline gelmistir. Biiyiik veri sayesinde gelisen
algoritmalar Oneri sistemlerinin iizerinde c¢alisilmasi gereken bir konu oldugunu

belirtmektedir.

Ogrencilerin ve mezunlarin verileri ile veri analizi yapilarak mezun durumunda olan
Ogrencilere bagvurabilecekleri ve ¢alisabilecekleri sektdrlerin onerilmesini saglayacak bir
tavsiye sisteminin gelistirilmesi bu tezin temel amacini olusturmaktadir. Bu motivasyon

dogrultusunda asagidaki iki baslica arastirma sorusu olusturulmustur:

e Arastirma Sorusu 1: Mezunlarin egitim ve &grenim bilgileri (ders notlar1 ve
ortalama), 6grenci topluluk aktiviteleri, Erasmus katilimlari, dil ve beceri sinavlari
gibi bilgiler kullanilarak ve makine o6grenmesi teknikleri ile yeni mezun
ogrencilere ¢alisabilecekleri ya da bagvurabilecekleri sektor 6nerilebilir mi?

e Arastirma Sorusu 2: Arastirma Sorusu 1’de tanimlanmis olan tavsiye sisteminin
olusturulmasinda kullanilmis olan alternatif algoritmalarin dogruluk oranlarinin

karsilastirilmasi nedir? Hangi algoritma ne kadar basarili olmustur?

Yukarida belirtilen arastirma sorularinin cevabinin elde edilmesi i¢in, gdzetimli makine
ogrenmesi tekniklerinden smiflandirma yontemine dayanan bir tavsiye sistemi
gelistirilmistir. Bu tavsiye sistemi i¢in gerekli olan model, Cross Industry Standard
Process for Data Mining (Capraz Endiistri Veri Madenciligi Standart Siireci — CRISP-
DM) veri madenciligi yontemi kullanilarak olusturulmustur. Gelistirilen tavsiye sistemi
yeni mezunlara, eski mezunlarin 6zellikleri kullanilarak bir sektor onerdigi icin igbirlik¢i

tavsiye sistemi olarak ¢alismaktadir.

Birinci ve ikinci arastirma sorularmin cevabinin elde edilmesi i¢in Hacettepe Universitesi
Endiistri Miithendisligi Boliimii mezunlari istiinde bir vaka ¢alismasi gergeklestirilmistir.

Bu vaka ¢alismasindaki mezunlarin egitim 6gretim ve is verileri kullanilarak, ilk asamada



tasarlanmis olan tavsiye sisteminin ¢alisip ¢alismadigi, yani bir kisiye egitim 6gretim
bilgileri dogrultusunda ¢alisabilecegi bir sektdr Onerip Onermedi8i incelenmistir
(Arastirma Sorusu 1). Devaminda, tavsiye sisteminin ¢alisabilecegi farkli algoritmalarin
basarilari, literatiirde bunlarin basarilarinin karsilastirilmasi ic¢in Onerilen karmasiklik

matrisi (confusion matrix) kullanilarak degerlendirilmistir (Arastirma Sorusu 2).

Tezin devami su boliimlerden olusmaktadir: Boliim 2’de tezde kullanilmis olan baslica
kavramlar olan yapay zeka, makine 6grenmesi ve tavsiye sistemleri ile ilgili yapilmis olan
literatiir taramas1 verilmektedir. Ayni alt bagliklar ile ilgili temel tanimlar, yaklagimlar ve
yontemler {i¢iincii boliimde sunulmaktadir. Onerilen kariyer destek sistemi ve vaka
calismasinin detaylari, elde edilen veri gercevesi ve olusturulan model Bolim 4’te
verilmektedir. Boliim 5 calismadan elde edilen bulgu ve sonuglarin tartismasini ve

planlanmis olan gelecek ¢aligmalar: sunmaktadir.



2. LITERATUR TARAMASI

Bu béliimde, tezde yer alan temel basliklara iliskin yapilmis olan literatiir taramasi yer
almaktadir. Bu kapsamda, yapay zeka, makine 6grenmesi ve tavsiye sistemleri iizerine

literatlirde yer alan baslica yayinlar ilgili alt basliklar altinda incelenmistir.

2.1. Yapay Zeka

Yapay zeka kavrami, son yillarda daha 6nceki donemlere oranla daha az hatali ¢aligmalar
yapmak, yeni teorilerde bulunmak ve modelleri deneysel kanitlar yerine mevcut olanin
iistiine insa etmek amaciyla siklikla kullanilmaktadir. Metodoloji agisindan, yapay zeka
bilimsel literatiire girmistir ancak, bilimsel yontem olarak kabul edilebilmesi igin,

hipotezler titiz deneylere tabi tutulmali ve sonuglar istatistiksel olarak analiz edilmelidir

[1].

Yapay zekénin gelisim siiresince yapilmis olan ilk ¢alismalardan biri McCulloch ve
Walter [2] tarafindan gergeklestirmistir. Bu c¢alismada her birinin on/off olarak
nitelenebildigi yapay sinirlerin, “on’” durumuna ge¢meleri modellenmis olup, yapay sinir
aglarmin baslangig calismasi olarak kabul edilmektedir. Ote yandan, “yapay zeka” terimi
ilk kez 1956 yilinda aralarinda McCarthy ve Minsky’nin de bulundugu alaninda uzman
on kiginin katildig1 bir konferansta ortaya atilmistir [3]. McCarthy ve arkadaslari iki aylik
bir ¢alisma organize etmisler ve makinelerin dil kullanimi, 6zet ¢ikarma ve insana ait

problem ¢6zme gibi 6zellikleri nasil kullanabileceklerini incelemislerdir.

Bu 0Oncii ¢alismalardan sonra, yapay zeka alaninda gergeklestirilmis birkag onemli
calisma, yapay zekanin hem arastirma alanlarina nasil etki ettigini, hem de giinliik
hayatimiz1 nasil sekillendirdigini gostermektedir. Russel ve Norvig [4], yapay zekaya
cagdas bir yaklasim sunduklar ¢alismalarinda yapay zeka tarihgesinden bahsederlerken
Arthur Samuel’in kendi kendine dama oynamay1 6grenen ve gelistiricisinden daha iyi
oynayan bir oyun programladigin1 ve bu sayede bilgisayarlarin sadece ne yapilacagini
sOyleyen aygitlar olmaktan ¢iktigini belirtmislerdir. Newell ve arkadaglari [5] “insancil
diistinme’’ yaklasiminin yer aldig1 genel problem ¢oziicli bir program gelistirmiglerdir.

Programin alt hedefleri ve olas1 eylemleri ele alma siirecinin, insanlarin problem ¢6zme



stirecine benzer oldugu ortaya ¢ikmistir. McCarthy ve arkadaslar1 [6] bir sonraki 30 yil
icin baskin yapay zeka programlama dili olan iist seviye Lisp'i ve ilk eksiksiz yapay zeka
sistemi olarak goriilebilen farazi bir program olan Advice Taker'r tanimlamistir . Bilgi
agirlikli ilk basarili sistem, DENDRAL programidir [7]. Bu program genis muhakeme
adimlarina izin vermis ve ortaya ¢ikan sorunlar i¢in uzmanlik alanlarindan elde edilen,
etkili bilgileri kullanmistir. Yapay zekanin tibbi teshis alaninda da uygulamalart olmustur.
Fagan ve arkadaslar1 [8], kan enfeksiyonlarinin teshisi i¢in MYCIN programini
gelistirmislerdir. Bu programin DENDRAL'den iki biiyiik 6nemli farki bulunmaktadir.
Birincisi, DENDRAL kurallarinin aksine, MYCIN kurallar1 genel teorik modellerden
c¢ikmamakta, kurallar uzmanlar goriisleri ve deneyimlere bagli olarak tanimlanmistir.
Ikinci fark ise, tanimlanan kurallara tiptaki belirsizligin dahil edilmis olmasidir. Bir yapay
zekd uygulamasi olan R1, ilk basarili ticari uzman sistemidir ve Digital Equipment
Corporation'da uygulanmistir [9]. Program, yeni bilgisayar sistemleri igin siparisleri
yapilandirmis ve sirket yilda yaklasik 40 milyon dolar tasarruf saglamistir. Yarowsky [10]
kelime-anlam belirsizligi iizerine yaptigi ¢alismada “plant” kelimesinin climle iginde
hangi anlamda kullanildigini (“bitki” yada “fabrika”) sadece iki kelime (works ve
industrial plant) kullanarak %96°lik dogrulukta tahmin edebilmistir. Hays ve Efros [11]

bir fotograftaki boslugu kapatmak i¢in bir algoritma 6nermislerdir.

2.2. Makine Ogrenmesi

Samuel [12], ilk kez 1959 yilinda makine 6grenmesi kavramini ortaya atmigtir. Samuel,
gecmisi ¢ok eskilere dayanan bilinen bir algoritmasi olmayan (satrang ve dama gibi)
oyunlar1 oynayabilen bir bilgisayar programi yaratmayir amaglamistir. Bilgisayarlarin
ortalama bir insandan daha iyi performans goOsterecegi Ogrenme ve karar verme
algoritmalarinin miimkiin oldugunu kanitlamis ve bu 6grenmenin gelecek yasamda

gerceklesecegini 6n gormiistiir.

Das ve arkadaglar1 [13], makine 6grenmesinin uygulamalarini incelemislerdir. Makine
O0grenmesinin temel amacinin aslinda insan beyni gibi diisiiniip, insan gibi davranan bir
bilgisayar oldugunu sdylemislerdir. Makine 6grenmesini, gdzetimli 6grenme, gozetimsiz
Ogrenme, takviyeli 6grenme ve Oneri sistemleri olarak dort baslik altinda incelemiglerdir.

Gozetimli 6grenme altinda; spam postalarindan kurtulma, yliz, konusma ve el yazisi



tanima, dogal dil isleme, bilgisayarlar1 gorii ¢alismalari, metin filtreleme, verileri
siiflandirma, miizik gibi caligmalarin yiritiildiigiinii; gézetimsiz 6grenme altinda; gen
tanima, sosyal ag analizi, pazar analizi, medikal kayitlar, konusma yakalama gibi
caligmalarin oldugunu; takviyeli 6grenme altinda; trafik tahmini, bilgisayar oyunlari,
market stok analizleri gibi ¢aligmalarin ytiriitiildiiglinii; Oneri sistemleri altinda ise; sayisal
reklamlar, fikir analizi, Kisisel kullanilan programlar gibi ¢alismalarin yiiriitildigini

acgiklamislardir.

Chen ve arkadaslar1 [14], Bitcoin i¢in fiyat tahmini yapilmasini makine 6grenmesi
teknikleri ile giinliikk ve bes dakikalik verileri kullanarak incelemislerdir. Tahminde
bulunmak icin hem istatistiksel modelleri kullanirken (Lojistik Regresyon, Dogrusal
Diskriminat Analizi), hem de makine 6grenmesi modellerini kullanmislardir. Bitcoin
alim satim sitelerinden almig olduklar1 verileri kullanmiglar, bu verilerin %75°1 ile
modelleri egitirken, %25 ini test i¢in kullanmislardir. Giinliik ve bes dakikalik modellerin
farkin1 olusturmak i¢in iki farkli veri seti ile calismislardir. Calismanin sonunda giinliik
veri seti ile olusturduklar istatistiksel modeller i¢in lojistik regresyon %66 basariya
ulasirken, makine O6grenmesi modellerinden destek vektér makinesi %65.3 basariya
ulagsmistir. Giinliikk veri ortalamasinda istatistiksel modeller %65 ortalama dogruluk
basarirken, makine 6grenmesi modelleri ortalama %55 dogruluk ile ¢aligmislardir. Bes
dakikalik veri setinde ise istatistiksel modeller ortalama %353 basar1 saglarken, makine

o0grenmesi modelleri ortalama %62.2 basar1 saglamiglardir.

Chung ve arkadaslar1 [15], 6grencilerin okuldan ayrilmalarini 6nlemek amaciyla makine
Ogrenimi kullanarak tahmin edici bir model gelistirmislerdir. Rassal orman teknigini
kullanarak ayrilma durumunda olan 6grencilerin riskini tahmin edip onlara yardim etmeyi
planlamiglardir. 165.715 lise 6grencisinin verisi ile izinsiz gelmeme gibi verilerini alarak
veri seti olusturmuslardir. Karmagsiklik matrisine gore %95 oraninda dogruluk tespit

etmislerdir.

Tomasevic ve arkadaslar1 [16], gozetimli veri madenciligi ve makine &grenmesi
tekniklerini kullanarak 6grencilerin sinav performanslarini tahmin etmislerdir. Yapmis

olduklart ¢alismada, farklt makine 6grenmesi modellerini hem siniflandirma hem de



regresyon modellerinde incelemiglerdir. Siniflandirma modellerinde en iyi performansi
yapay sinir aglar1 gostermistir. Ayrica siniflandirma modelleri i¢in yapmis olduklar1 veri
seti degisimleri ile demografik verilerin simnav tahmin sonucuna ¢ok etki etmedigini
gozlemlemislerdir. Ayni sekilde regresyon modellerinde de benzer sonuglar
yakalamislardir. Tam anlamiyla not tahmininden performans almak icin yeterli miktarda

veri olmasi gerektigini savunmuslardir.

2.3. Tavsiye Sistemleri

Literatiirdeki baslica kariyer belirleme ve profesyonel anlamda tercih yapmada destek
olan tavsiye sistemlerinin kisa bir taramasi burada sunulmaktadir. Chien ve Chen [17],
teknoloji sirketleri i¢in en Onemli sermayenin bilgi sahibi ¢alisanlar oldugunu ve bu
calisanlarin iyi secilemedigini 6ne siirmiistiir. Her ne kadar insan kaynaklar1 bir¢ok test
yaptiyor veya adayin yeterliliklerini 6l¢iiyor olsa da 6zellikle yonetim pozisyonlari i¢in
bulunan adaylarin bazi zamanlarda yeteri kadar performans alinmadigi goriilmiistiir.
Calisma, dogru yetenegi dogru pozisyon ihtiyacina gore almayir hedeflemistir. Bu
calismada dogru yetenegi ise alip maksimum fayda saglamak ve kisiyi elde tutmak i¢in
veri madenciligi kullanilmistir. Kisilerin is performanslarini, kisilik 6zelliklerini
degerlendirmeye alip ¢alisan onerisinde bulunacak bir otomasyon diizenlemistir. Burada
bir sirketin verilerinden yararlanilmis ve gelistirilen sistem ile daha iy1 adaylar 6nerilmis,
aliman adaylardan daha iyi performans girdileri olusmustur. Demografik 6zelliklerden
sadece yas, cinsiyet, evlilik durumu, is deneyimi, egitim bilgileri gibi bilgiler kullanilan
bu caligmada diger demografik o6zellikler de katildiginda dogrulugun muhtemelen

artacagi gézlemlenmistir.

Diger yandan Vialardi ve arkadaslar1 [18], Lima Universitesi Sistem Miihendisligi
Boliimiinde son 7 yil igerisinde kayit olan &grencilerin verilerinden veri madenciligi
yaparak Ogrencilere akademik gilizergahlarinin nasil ilerlemesi gerektigini ve hangi
dersleri hangi Ogretim {yelerinden gormesi gibi kararlar igin, eski 6grencilerin
verilerinden yararlanarak yeni 68rencilere tavsiyelerde bulunmuslardir. Veri setlerini
gecmis Ogrencilerin demografik 6zellikleri, aldig1 dersler, aldig1 puanlar, her donem kag
ders aldigi, her yil akademik ortalamasi gibi metriklerden olusturmustur. Yaptiklar

caligmanin sonucunda yaklasik olarak %80 basarili tahminlerde bulunacagi o6n



goriilmistiir. Bu ¢alismada egitim alaninda oneri sistemlerinin ve veri madenciliginin

onemini belirtilmistir. Calisma sonucunda %77.8 dogruluk oranina ulagmuistir.

Paparrizos ve arkadaslar1 [19], yaptiklari ¢alismada yeni is arayan herkese bir is dneren
bir tavsiye sistemi gelistirmek istemistir. Web’de bulunan, herkese agik kaynaklara
dayanan veri setini olusturmustur. Gegmis veri kiimelerinden yararlanarak kisinin bir
sonraki i gecisini tahmin etmeye ve de o is gecisi hakkinda makine 6grenmesi sayesinde
kisiye tavsiyelerde bulunmayir amaclamislardir. Yaptigi caligmalar sonucunda is
gecislerinin dogru bir sekilde tahmin edilebildigini ve buna gore tavsiyelerde
bulunabilecegini belirtmislerdir. Veri seti olarak yaklasik 5.000.000 kisinin verisini ve
1.000.000’dan fazla sirketi incelemislerdir. Gelecek c¢alismalarda sadece objektif
durumlar degil ayn1 zamanda kisilerin sosyal yonlerini de calismaya dahil ederek

incelemeyi 6n gormislerdir.

Razak ve arkadaslari [20], bulanik mantik yaklasimi ile 6grencilere kariyerlerini secerken
yonlendirme ve rehberlik saglayan bir oneri sistemi olugturmustur. Bu Oneriyi yaparken
kariyer testlerini temel almislardir. Bilgisayar miihendisligi 6grencilerine yapmis
olduklar test sonuglarint bulanik mantik ile analiz ederek ¢ikan sonuglara gore kariyer
tavsiyesinde bulunmuslardir. 15 soruluk testi =zayif, orta ve iyi olarak
degerlendirmiglerdir. Sonuglart bulanik mantik dogrultusunda degerlendirip bilgisayar

miithendisligi 6grencilerine éneride bulunmuslardir.

Zhang ve arkadaslar1 [21], isbirlik¢i filtreleme ile is Oneri sistemi lizerine arastirma
yapmislardir. Daha 6nce bagvurulan ve begenilen islerin 6grenci 6zge¢misi ile uyumunu
inceleyerek isbirlik¢i filtreleme ile kullaniciya en iyi eslesen isleri listelemislerdir.

Ogrencilerin bagvurdugu islerle kiyaslayimca oldukca basarili bir sonug elde etmislerdir.

Almalis ve arkadaslar1 [22], is arayanlar ile is pozisyonlarin uygunlugu i¢in makine
ogrenmesi ile bir algoritma iizerinde g¢alismiglardir. Algoritma, dort boyutlu Oneri
algoritmasi olarak isimlendirilmistir. Bunun nedeni, algoritmasinda bir is arayanin is

pozisyonuna uygunlugunu, aday profili ile pozisyonun alt yapisi, i tanim1 ve adayin 6z



gecmisi bulunmasidir. Deneylerinin sonucunda algoritma igeriginin faydali oldugunu

kanitlamiglardir.

Deshpande ve Emmanuel [23], oneri sistemlerini genel bir bakis agisiyla incelemislerdir.
Ozellikle de tahminler igin benzerlik dlciitlerine sahip isbirlikgi filtreleme yontemini ele
almislardir. Oneri sistemlerinin gesitlerini isbirlik¢i filtreleme, icerik tabanli filtreleme ve
hibrit filtreleme olarak belirtilmislerdir. Sistemlerde benzerlik 6l¢iimleri ile tahminlerinde
Oklit uzakligi, Pearson korelasyon katsayisi ve oran tahmini olmak iizere ii¢ farkl

yaklasim uygulanmuistir.

Patel ve arkadaslar1 [24], 6grencilerin is arama sitelerinden yapmis olduklar1 aramalarda
gereginden fazla bilgiden dolayr ¢ok zaman kaybettiklerini ve var olan is Oneri
sistemlerinin ¢cogunun sadece kullanicinin ilgisine gore oldugunu, asil énemli olanin
kullanicinin yetkinliklerine gore dnermesi gerektigini savunmuslardir. Bu durumdan yola
cikarak bir kariyer Oneri sistemi gelistirmislerdir. Bu sistemi gelistirirken metin
madenciligi, dogal dil isleme ve makine dgrenmesi gibi alanlardan faydalanmislardir.
Amaclarinin 6grencilerin yetkinliklerine ve karakteristik 6zelliklerine gore is dnermek
oldugunu belirtmislerdir. San Jose State liniversitesinin kariyer merkezinde bulunan

10.000 is ilan1 ve 100 6grencinin verisinden yararlanmiglardir.



3.METODOLOJi

Tezin bu kisminda tezde kullanilan yontemler olan yapay zeka, makine 6grenmesi ve
tavsiye sistemleri kavramlar1 tanitilmaya calisilmistir. Yapay zeka kavramini tanitirken
yapay zekanin ne oldugu hakkinda en genel haliyle bilgi verilmis, hangi alanlarda hangi
calismalar yapildig1 anlatilmistir. Makine O6grenmesi basliginda; yapay zekanin alt
dallarindan biri olarak kabul edilen makine 6grenmesi kavramini, tiirlerini ve bu
calismada nasil kullanildigi anlatilmistir. Tavsiye sistemleri bashiginda ise daha cok

teknik detay verilmis, bu ¢alismada kullanilan yontemler belirtilmistir.

3.1. Yapay Zeka

Russell ve Norvig [4] yapay zekd kavramimi agiklarken dort ayri yaklasim
kullanmiglardir. Bu yaklasimlari insan merkezli ve mantik odakli olarak iki ayr1 grupta
aciklamiglardir. insan merkezli yaklasimlar grubunun altinda insanca diisiinme ve insanca
davranig varken, diger yandan mantik odakli yaklasimlar grubunda mantikli diistinme ve
mantikli davranis yaklasimlar1 bulunmaktadir. Insan merkezli yaklasim deneysel
yontemlerin insan davranislariyla etkilesimine dayanirken, mantikli yaklasim ise

matematik ve mithendislige dayandirilmistir.

[k yaklagim olarak tanimlanan ve insanca davranis olarak bilinen daha ¢ok Alan Turing
tarafindan yapilmis olan Turing Testi ile yapay zekayr tanimlamakta en ilham verici
calisma olmustur. Yapay zekanin biiyiik boliimiinii kapsayan dogal dil isleme, bilgi islem,
otomatiklestirilmis muhakeme, makine O0grenmesi, bilgisayarli gorii ve robotik gibi
disiplinler Turing Testi araciligiyla 6n goriilmiistiir. Bir¢ok arastirmact bu yaklagimdan
yola ¢ikmis ve yapay zekdya katkida bulunmustur. Insanca diisiinme yaklasimu ise,
uygulamalardaki girdi ve c¢iktilarin insan davraniglarina uyumlulugunu kanitladigi

takdirde o uygulamanin bazi durumlarda insanlarda da c¢alisabilecegini ifade eder.

Mantiksal diisiinme ise diisiince kanunlari iizerinde duran bir yaklasimdir. Bir kavramin
girdileri dogru ise ¢iktilar1 da dogru olacaktir. Bu yaklasim prensipte dogru olarak
goziikse de pratikte ¢ok dogru olmayacaktir. Ayrica bilgi eksikligi ve bilgi yanlishgi gibi

durumlarda bilgisayarin hesaplama kaynaklari tiikenecektir. Mantiksal davranis ise
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mantiksal karar verici tizerine odaklanir. Mantiksal karar vericiler birka¢ olasi durum
ciktist oldugunda en mantiklisini segmeyi beklerler. Bu yaklagimin diger yaklasimlara
oranla avantajli oldugu durumlar vardir. Ornegin diisiince kanunlar1 gibi tek dogrusu
yoktur birden fazla sonug igerisinde dogru ¢ikarim yapmaya calisir. Ayrica insanca
davraniglardan ziyade mantiksal rasyonellikleri iyi belirlenmis sinirlar igerisinde daha
dogru kararlar verebilecektir. Fakat bu yaklagimda kesin bir dogru sonucu sececek diye
bir durumda kalmayacaktir. Tam net olarak kesin sonucu elde etmenin yeteri kadar
zamanda olmayacagi kabul edilir. Yapay zekanin temellerinde farkli disiplenler yatar. Bu
disiplinler kendi i¢inde bazi kavramlara ve sorulara cevap ararken aslinda yapay zeka
kavraminin temellerini atmislardir. Felsefe, matematik, ekonomi, norobilim, psikoloji,
bilgisayar miihendisligi, kontrol teorisi ve dil bilimi gibi disiplinler yapay zekanin
temellerini olusturmuslardir. Kisacas1 yapay zeka bu dort yaklasim altindan ortak bir
paydaya ¢ikartildigi zaman makinelerin insan gibi karar almasi ve aldigi kararlari
uygulamasi denebilir. Yapay zekanin gelisimi siiresince ortaya ¢ikan ve yapay zekanin
alt alanlar1 olarak kabul edilen 6nemli alanlar kisaca robotik araglar (Mojave ¢oliiniin
engebeli arazisini tek basina gecen siiriiciisiiz otomobil STANLEY), konusma tanima
(United Airlines’in ugus rezervasyon sistemi), otonom planlama ve zamanlama
(NASA’nin Uzak Ajan programi), oyunlar (ilk defa bir diinya sampiyonunu satrangta
yenen IBM’in DeepBlue bilgisayar1), spamla miicadele (giinde bir milyardan fazla mesajt
spam olarak etiketleyip kullanicilarin zaman kaybetmesine engel olan spam 6grenme
algoritmalar1),  lojistik planlama (1991°deki Iran Korfezi krizi sirasinda, ABD
kuvvetlerinin kullandigi Dinamik Analiz ve Yeniden Planlama Araci), robotik (ev
kullanimt i¢in iki milyondan fazla iiretilmis olan Roomba robot elektrik siipiirgeler),
ceviri (iki trilyondan fazla metin 6rneklerinden olusturulmus istatisksel modeller kullanan
ceviri programlar1) ve tavsiye sistemleri (Amazon, Netflix, Spotify gibi sirketlerin
miisterilerine belli kurallar dogrultusunda yeni {riinler tavsiye etmeleri) olarak
siralanabilir. Bu ornekler su anda yapay zekanin hangi alanda kullanildigina dair kisa
bilgilerdir. Bu ¢alismada yeni mezun olacak ogrencilerin basvurabilecekleri sektdrler
tahmin edildigi i¢in yapay zeka biliminin alt dallarindan biri olan makine 6grenmesi ile

birlikte tavsiye sistemleri uygulamalari bir arada kullanilmustir.
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3.2. Makine Ogrenmesi

Alpaydin [25] makine 6grenmesini; siire¢lerin tam olarak belli olmadigi ya da tam
anlamiyla algoritmalara dokiillemedigi, ancak iyi ve kullanigh bir yaklasimin 6n
stiriilebildigi, eldeki verilerin bir kismiyla tam bir sonug¢ gosterilemese dahi iyi bir
varsayimin makineler yani bilgisayarlar tarafindan 6nerebildigi yapay zekanin bir parcasi
olan bilim dal1 olarak tanimlamistir. Bir baska deyisler, makine 6grenmesi, bilgisayardan
gercek diinyaya veya gercek diinyadan bilgisayara olan aradaki ¢izgi anlamima gelen
yapay zekanin bir alt kolu olarak tanimlanabilir. Makine 6grenmesi, bilgisayarlarin
oldugu ve verinin oldugu her yerde kullanilabilir. Dijital diinya gelistikge iiretilmekte,
aktarilmakta ve saklanmakta olan veri artmakta ve insanlarin ugrasamayacagi kadar
biiyiik veri yiginlar1 ortaya ¢ikmaktadir. Bu artan veri ve siirekli daha yetenekli hale gelen
donanim ve yazilimlar, makine 6grenmesinin son yillarda ¢ok daha etkin ve yaygin

kullanilmasina olana vermistir.

Bilgisayarli gorii makine 6grenmesinin ilk ¢caligmalarindan biridir. Nesne tanima, goriintii
isleme veya bilgisayarli gorii derin 6grenme konusu altinda islenir. Sanal gerceklik, co-
op, arttirllmis gerceklik, ses tanima, robotik, pazarlama, tavsiye algoritmalari, saglik
sistemleri, cografi bilgi sistemleri, giivenlik sitemleri, arama motorlari, Endiistri 4.0, ve

nesnelerin interneti makine 6grenmesinin tistiinde durdugu konularin baginda gelir.

Makine 6grenmesi, gozetimli 6grenme, gozetimsiz 6grenme ve takviyeli 6grenme olmak

lizere li¢ ana baglik altinda incelenir.

3.2.1.Gozetimli Ogrenme

Gozetimli 6grenme, girdi verileri ile ¢ikt1 verisi tanimlanmis olup, girdi verilerinden
ciktiya ulagsmay1 saglayan fonksiyonun ne oldugu bir algoritma yardimu ile kesfedilmeye
calisiimaktadir. Elde edilecek olan sonucun elde hazir oldugu 6grenme yontemidir.
Egitim verisi ile makinenin 6grenmesi saglanir, 6grenme islemi tamamlandiktan sonra
gelen veriye gore makine tahmin yapar. Gozetimli 6grenme igerisinde regresyon ve
siniflandirma olmak {izere iki yontem bulunmaktadir. Regresyon yontemi, iiretilen

ciktilarin sayisal oldugu durumlarda kullanilir ve basta dogrusal regresyon, coklu
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regresyon, polinomiyal regresyon, karar agaci ve rassal orman (random forest) olmak
tizere farkli yontemler kullanir. Smiflandirma yontemi ise, iretilen verinin kategorik
oldugu durumlarda kullanilir ve lojistik regresyon, K-NN (en yakin komsu), destek
vektor, Bayes, karar agaci ve rassal orman gibi kategorik verilere uygun yontemler

kullanir. Gozetimli 6grenmenin adimlart Sekil 3.1°de gosterilmektedir.

Problem
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Sekil 3.1 Gozetimli Ogrenme Siireci

3.2.2.Gozetimsiz Ogrenme

Egitim verisi hazirlanmasi ¢ok miimkiin olmayan algoritmalar i¢in kullanilir. Gozetimli

ogrenmeden farkli olarak sadece girdi verilerinin hazir bulunup ¢ikt1 verisinin olmadig
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durumlarda kullanilan 6grenme yoOntemidir. Goézetimsiz 6grenme iginde kiimeleme,

birliktelik kurali ve boyut azaltma olmak iizere ii¢ yontem bulunmaktadir.

e Kiimeleme: Veri setini birbirine benzer gruplara ayirma anlamina gelir. Gruplar
arasindaki benzerligin olabildigince az olmasi beklenir. K-Means algoritmasini
kullanir.

e Birliktelik kurali: Veri seti arasindaki iligkileri inceleyen yontemdir. Bir
benzerlik yakalamaya c¢alisir. Veriler arasinda baglanti kurmaya calisir.
Kullandig1 algoritmalar Apriori ve Eclat’dir.

e Boyut azaltma: Veri setini en iyi sonucu verecek olan algoritmalar igin
diizenlemektir. Yararsiz olan 6znitelikler veri setinden ¢ikartilir. Temel bilesenler

analizi en ¢ok kullanilan algoritmadir.

3.2.3.Takviyeli Ogrenme

Derin 6grenme algoritmalari takviyeli dgrenmenin bir sonucudur. Istenilen sonucu aldig
zaman devam eden alamadig1 durumlarda hedefin o olmadigini saptayarak hep istenilen

sonuca yonelmeye calisan stirekli 6grenen bir yontemdir.

Bu calismada ¢ikt1 olarak elde edilmesi hedeflenen bagimli degiskenin kategorik ve
nominal veri olmasi nedeniyle gozetimli 6grenme ve igerisindeki siniflandirma yontemi
secilmistir. Siniflandirma yonteminde farkli teknikler denenerek optimal sonucu veren

algoritma kullanilmistir.

Siniflandirma yontemindeki teknikleri Kotsiantis ve arkadaslari tarafindan [26] asagidaki

gibi agiklamistir.

o K-NN (En Yakin Komsu): Hangi sinifa ait oldugu bulunmak istenen verinin
onceden siniflandirilmis (LazyLearning) veri icerisindeki konumuna ve en yakin
tic komsusuna (Oklid veya Minkowski uzaklig1) bakilarak hangi sinifa ait oldugu

belirlenir. Sekil 3.2°de 6rnegi verilmistir.
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Sekil 3.2 En Yakin Komsuluk Ornegi [27]

e Naive Bayes Siniflandiricisi: Temeli Bayes teoremine dayanir. Verideki her bir
sonug i¢in diger sonuglarin olasiligini hesaplar ve en yiiksek olasilik olani

dondirur.

e Karar agaci (Decision Tree): Veri kiimesini gruplara bolerek ilerler. Biitlin
grubun etiketleri ayn1 olana kadar veya agirliklar: farki belirgin olana kadar devam

eder.

e Rassal Orman (Random Forest): Karar agaci yonteminin bir problemi olan
overfitting (asir1 6grenme) problemini ¢ézer. Veriyi defalarca boliip alt setler
seklinde egitir ve bunlarin hepsini karar agaci yonteminde derler ve tahminler

olusturur. En sonunda siiflandirma algoritmasi i¢in en ¢ok oy alan tahmini seger.

o Destek Vektor Makinesi (Support Vector Machive - SVM): Cortes ve Vapnik
tarafindan 1995 yilinda onerilmis olan yontem, Verileri siniflandirirken aralarinda

bir dogru ¢izmeye ¢alisir [28].

Makine 6grenmesi uygulamalarinda veri analizi yaparken CRISP-DM, “Sample, Explore,
Modify, Model, Evaluate” (SEMMA ) ve Knowledge and Data Discovery (Bilgi ve Veri
Kesfi — KDD) metodolojilerinden biri kullanilir.
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e KDD siireci sirastyla; veri se¢imi, veri On islemesi, veri donilisiimii, veri

madenciligi ve degerlendirme olarak ilerler.

e SEMMA siireci sirasiyla; drnekleme, kesfetme, doniistiirme, model olusturma,

degerlendirme asamalarindan olusur. Sas firmasi tarafindan ortaya ¢ikarilmistir.

e En c¢ok kullanilan CRISP-DM metodu ise, problemi tanima ile baslar, ardindan

veriyi tanima ve veri hakkinda bilgi edinme ile devam eder. Bu asamalardan sonra

veriyi hazirlama ve modelleme agsamalar1 gelir. Modelleme kisminda alinan sonug

yetersiz gOriiliirse tekrardan veriyi hazirlama kismina gegilebilir.

degerlendirme ve iiretim asamalar1 gelir. Degerlendirme kismi tatminkar ise

model iiriin haline doniistiiriilebilir [29].

Bu tez calismasinda da CRISP-DM siireci tercih edilmis, Sekil 3.3’te gosterilen

adimlarina uyarak ¢aligma ortaya koyulmustur.

"

Model
olugturma

Urine/

=
tanima S
Uretime

Veriyi
a hazirlama
gecilmesi
\ Degerliendirme ,

Sekil 3.3 CRISP-DM Metodolojisi Siire¢ Akist [30]

Bu caligmanin uygulama kisminda veri 6n isleme, modelleme, test gibi asamalari

kolaylikla yapilmasini saglayan sci-kit learn paketi ile numpy ve pandas kiitiiphanesi
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kullanilmistir. Pandas kiitiiphanesi genellikle veri yapilandirma, filtreleme, doniistiirme
islemlerinde kullanilir. Sci-kit learn paketi igerisinde model olusturma ve test kisminda
kullanilan bircok kiitiiphane bulunmaktadir. Ozellikle siniflandirma ydntemlerini
kullanirken, veriyi normallestirirken, test igin bdlerken, egitirken ve tahmin islemleri

yaparken kullanilir [31].

3.3. Tavsiye Sistemleri

Al-Badarenah ve Alsakran’a gore [32], tavsiye sistemleri gerek ticari ve gerek akademik
anlamda giderek 6nemli hale gelmektedir. Tavsiye sistemleri 6zellikle dijital diinyada
kisilerin bir {irlin ya da bir davranis i¢in tercih yapmak durumunda kaldiklarinda karar
vermelerine yardimci olan sistemlerdir. Tavsiye sistemlerinin kullaniciya tiriin ya da
davranig 6nermek i¢in kullandigi ana adimlar, kullanici verilerinin analiz edilmesi,

faydali bilgiler ¢ikarimi ve kullanicilar i¢in optimal 6geyi 6n gormeyi igerir.

Tavsiye sistemleri genel olarak, iiriin derecelendirmeleri, tiriin 6zellikleri, satin alma
gecmisi, kullanict demografik bilgileri, metin yorumlar1 ve kullanici verilerini kullanarak
kullanictya en iyi Oneriyi sunmayir hedeflemektedir. Tavsiye sistemleri farkl

siniflandirmalara sahip olsa da genel olarak dort ana baslik altinda simiflandirilmistir:

3.3.1. icerik Tabanh Tavsiye Metotlari

Icerik temelli &neriler, heniiz goriilmeyen dgelerin igerigi ile kullanicinin tercihleri
(kullanicinin ge¢miste begendikleri 6geler) arasindaki benzerliklere dayanarak, hedef
kullanictya 6geler (8rnegin makaleler, miizikler, goriintiiler) 6nerir. Ornegin, sistem bir
web sayfasindaki anahtar kelimelerin olusumunu kullanicinin ilgisiyle iligkilendirmeye
calisabilir. Kullanic1 tarafindan derecelendirilen 0Ogelerin igerigi analiz edilerek,
kullanicinin ilgi alanlarinin bir profili olusturulur. Daha sonra, kullanici, 6neri sistemiyle
etkilesime girdiginde, onerilen iirlinler kullanicinin profilindeki 6gelere benzer dgelerden
olusur. Saf igerik tabanli bir tavsiye sistemi baz1 dezavantajlara sahiptir. Ozellikle, igerik
ozelligi cikarma ydntemleri sadece metin verilerini analiz etmeye uygundur. Ote yandan,
metin tabanli olmayan verilere icerik tabanl sistemler uygulamak, 6rnegin multimedya

(video ve ses akislar1), zor bir siiregtir. Ikinci bir dezavantaj, igerik tabanli sistemlerin
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yalnizca kullanicinin profili ile yakindan iligkili 6geleri onerebilmesidir; bu nedenle,
kullanicr yalnizca kullanicinin ilgilendigi daha onceki 6gelere benzer 6geleri gorecektir.
Bu sorunun tistesinden gelmenin yollarindan biri, kullanici profiline ¢ok benzeyen yiiksek
alaka diizeyindeki 6geleri filtrelemektir. Bu problemin {iistesinden gelmenin diger bir
yolu, benzerligin yani sira, tavsiye i¢in 6geleri siralamak igin ¢esitliligi kullanmaktir. Son
olarak, bos profili olan yeni bir kullanici, giivenilir bir dneri almak i¢in yeterli sayida
maddeye girdi saglamak zorundadir. Bu genellikle yeni kullanici problemi olarak
adlandirilir, ¢iinkii ¢ok az derecelendirmeye sahip olan yeni bir kullanici ¢ogu zaman

uygun Oneriler alamaz.

3.3.2. Isbirlik¢i Tavsiye Metotlar

Isbirlikci tavsiye sistemleri, bir hedef kullanicinin gegmis tercihleri ile diger kullanicilar
veya nesneler arasindaki benzerliklerini baz alarak tavsiye veren sistemlerdir. Icerik
tabanli tavsiye sistemlerinin aksine, isbirlik¢i tavsiye sistemleri kullanicinin
derecelendirmelerine dayanarak onerilerde bulunur. Kullanicilar veya nesneler
tercihlerine gore kiimeleme gibi yontemler ile gruplandirilir. Kiimeler olusturulduktan
sonra, hedef kullaniciyla en giiclii iliskiye sahip kiimeler, kullaniciya tavsiye olarak
sunulur. Igerik tabanl sistemlerden farkli olarak, isbirlik¢i dneri sistemi, gesitli tiirde
iceriklerle (metin, resim, miizik, video klip vs.) basa ¢ikabilir; tavsiyelerin kalitesini
artirabilir. Isbirlik¢i tavsiye metodunda genellikle hafiza bazli ve model bazli olmak iizere

iki teknik kullanilir.

Isbirlik¢i tavsiye metodu, erken puanlayici problemi, seyreklik problemi ve gri koyun
problemi gibi bazi problemlerden muzdariptir. Erken puanlama problemi (soguk baslatma
problemi), heniiz derecelendirilmemis yeni bir {iriin i¢in veya sistemi yeni kullanmaya
baslayan bir kullanici i¢in tavsiyelerin gerekli oldugu durumlar1 ifade eder. Bu durumda,
isbirlik¢i metot iyi bir sekilde calismaz, ¢iinkii ne nesne ne de kullanict hakkinda fazla
derecelendirme bilgisi yoktur. Seyreklik problemi, mevcut iiriin derecelendirmelerinin
kullanicilar arasindaki benzerlikleri belirlemek i¢in yetersiz kalmasi ve kotii bir 6neriye
yol agmasiyla ortaya ¢ikmaktadir. Bu problem ayni zamanda azaltilmis kapsam olarak da
bilinir. Gri koyun sorunu, siradisi tercihleri olan kararsiz kullanicilara kotii bir tavsiyede

bulunabilir.
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3.3.3. Bilgiye Dayali Tavsiye Metodu

Bilgiye dayali 6neri yaklagimlari, 6zellikle ¢oziimlerin taninmasi ve dogrulanmasi i¢in
derin {riin bilgisinin gerekli oldugu alanlar i¢in uygundur (finansal hizmetler). Bilgiye
dayali tavsiye veren sistemler, genellikle yapay zeka tekniklerini benimseyen, alic1 ile
derecelendirme yapmak yerine bir {iriiniin 6zelliklerine dayanarak bir alici ile bir {iriin

arasinda bir eslesme elde etmek i¢in ¢ikarimlar yapilirken kullanir [32].

3.3.4. Hibrit Tavsiye Metodu

Hibrit tavsiye metotlari, geleneksel tavsiye sistemlerinin dogruluk oranlarini arttirmak
amaciyla bilgiye dayali, igerik tabanli ve is birlik¢i tavsiye metotlarindan olusan bir
yontemdir. Agirliklandirma, doniistiirme ve karistirma gibi uygulama asamasinda

kullanilan teknikleri vardir.

Bu caligmada hedef kullaniciya en uygun kiime tavsiye edildigi i¢in isbirlik¢i tavsiye

metodu ile ilerlenmistir.

3.3.5. Tavsiye Sistemlerinde Veri Analizi Siireci

Amatriain ve arkadaslar1 [33] , tavsiye sistemlerinin ¢ogunun 6ziinde bir veri madenciligi
tekniginin 6zel bir Ornegi olarak anlasilabilecek bir algoritmaya sahip oldugunu
belirtmislerdir. Veri madenciligi siireci Sekil 3.4’te belirtildigi gibi art arda

gerceklestirilen {i¢ adimdan olusur: Veri On Isleme, Veri Analizi ve Sonu¢ Yorumlama.
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Veri

— Benzerlik Onlemleri
Veri On | Ornekleme
Isleme
— Bovut Azaltma
{ ™  Tahmin { Siniflandirma
Veri Analizi —_
Kural Tabanl
1 —  Tammlama
S Kiimeleme
onug
Yorumlama

Sekil 3.4 Veri Analizi Siiregleri

3.3.5.1. Veri On isleme

Veriler, bir nesnenin niteligi veya 6zelligi olarak tanimlandigi nesneler toplulugu ve
nitelikleri olarak tanimlanir. Gergek hayat verilerinin, analiz adimindaki makine 6grenme
teknikleri tarafindan kullanilmast i¢in Onceden islenmesi (6rnegin temizlenmis,
filtrelenmis, doniistirilmiis) gerekmektedir. Birlikte ya da ayr1 ayr1 kullanilabilecek i¢

farkli veri 6n isleme yontemi vardir.

1.Benzerlik Onlemleri

Isbirlik¢i tavsiye metodu igin tercih edilen yaklasimlardan biridir. Bu veri én isleme

yontemi ¢ogu smiflandirict ve kiimeleme teknigi gibi uygun bir benzerlik veya mesafe
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Olclisii tanimlamaya son derece baghdir. Bu mesafeyi tanimlarken asagidaki

algoritmalardan yararlanir:

e Oklid uzakligs

e Minkowski uzaklig
e Manhattan uzaklig
e Cosine benzerligi

e Pearson korelasyonu

2.0rnekleme

Ornekleme, biiyiik bir veri setinden ilgili verilerin bir alt kiimesini segmek igin veri
madenciliginde kullanilan ana tekniktir. Hem 6n isleme hem de son veri yorumlama
adimlarinda kullanilir. Tiim veri setinin islenmesi hesaplama agisindan ¢ok ugrastiric
oldugu icin ornekleme yontemi kullanilabilir. Ayrica egitim ve test veri setlerini
olusturmak igin de kullanilabilir. Orneklemenin ana konusu temsil edilen orijinal veri
setinin bir altkiimesini bulmaktir. En basit 6rnekleme teknigi, rastgele 6rneklemedir;
burada herhangi bir 6geyi se¢gmede esit olasilik vardir. Ancak, daha sofistike yaklasimlar
miimkiindiir. Ornegin, tabakali 6rneklemede veriler, belirli bir 6zellige dayali olarak

birkag boliime boliiniir, ardindan her boliim tizerinde rastgele 6rnekleme yapilir.

3.Boyut Azaltma

Oneri Sistemleri yalmzca ¢ok boyutlu bir alani tanimlayan 6zelliklere sahip bir veri setine
sahip olmakla kalmaz, ayn1 zamanda o alanda ¢ok seyrek bilgi barindirir. Yani, nesne
basina siurl sayida 6zellik icin degerler vardir. Kiimeleme ve aykir1 deger tespiti igin
kritik olan noktalar arasindaki yogunluk ve mesafe kavramlar1 ¢ok boyutlu alanlarda daha
az anlamli hale gelir. Boyut azaltma teknikleri, orijinal ¢ok boyutlu alan1 daha diisiik bir
boyutluluga doéniistiirerek bu sorunun iistesinden gelmeye yardimci olur. En sik kullanilan
boyut azaltma yontemleri temel bilesen analizi ve tekil deger ayrisimidir. Temel Bilesen
Analizi (TBA), yiiksek boyutlu veri kiimelerindeki kaliplar1 bulmak i¢in kullanilan klasik
bir istatistiksel yontemdir. TBA, verilerden en az hata cinsinden en biiyiik varyans

miktarini hesaba katan diizenli bir bilesen listesi elde etmeyi saglar: Ilk bilesen tarafindan
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yakalanan varyans miktari, ikinci bilesen iizerindeki varyans miktarindan daha biiyiiktiir.
Tekil Deger Ayrisimi boyutsallifin azaltilmasi i¢in giiclii bir tekniktir. matris
faktorlestirme yaklagiminin 6zel bir uygulamasidir ve bu nedenle TBA ile de ilgilidir. Bir
tekil deger ayrisimi, yeni Ozelliklerin “kavramlar” temsil ettigi ve koleksiyon
baglamindaki her bir kavramin giicliniin hesaplanabilir oldugu daha diisiikk boyutlu bir

ozellik alani bulmaktir.

3.3.5.2. Veri Analizi

Veri analizinde uygulanabilecek bir¢ok farkli yontem bulunmaktadir. Siniflandirma, bu
yontemlerden biridir. Siiflandirici, bir 6zellik alani ile 6zellikleri siniflandirilacak
Ogelerin 6zelliklerini temsil ettigi ve etiketlerin siiflar1 temsil ettigi bir etiket alaninin
arasmdaki eslemedir. Ornegin bir restoran Oneri Sistemi, restoranlari tanimlayan bir dizi
Ozellige dayanarak, restoranlari iki kategoriden (iyi, kotii) biri olarak smiflandiran bir
siiflandirict ile uygulanabilir. Siniflandirma yontemleri denetimli ve denetimsiz olmak

tizere ikiye ayrilir.

Bu ¢alismada denetimli siniflandirma yontemleri agiklanmis, kiimeleme ve kural tabanh
yontemlere kullanilmadigr i¢in deginilmemistir. Siniflandirma yontemleri asagidaki

gibidir:

1. En Yakin Komsular (Nearest Neighbors)

Egitim verilerini kendi icerisinde kiimeleyerek siniflandirma sonucu bilinmeyen bir hedef
geldigi zaman onu en ilgili olan kiimenin igine dahil ederek tavsiyede bulunur. Bu
siiflandiricy, tiim egitim programini hafizaya alir ve sadece yeni kaydin 6zelliklerinden

biri egitim 6rneklerinden biriyle tam olarak eslesirse siniflandirir.

2. Karar Agact (Decision Tree)

Karar agaclari, bir aga¢ yapisi bicimindeki bir hedef niteliginde diigiimler igerir. Bu
diigiimler siniflandirilacak gozlemler veya niteliklerden ve bunlarin hedef degerlerinden

olusur. Agacin diigiimleri sunlar olabilir:
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a) Karar diigiimleri, bu bogumlarda alt agacin hangi dalinin gegerli oldugunu belirlemek

icin tek bir 6znitelik degeri test edilir.

b) Yaprak diigiimleri, hedef 6zniteliginin degeri test edilir.

Karar agaglari, dneri sistemleri i¢in model tabanli bir yaklasimda kullanilabilir. Kullanict
tercihlerinde yer alan tiim degiskenleri modelleyen bir karar semast olusturmak i¢in igerik
Ozelliklerini kullanir. Tahmin edilecegi lizere, karar alma siirecinde yer alan tiim
degiskenleri agiklamaya calisan bir karar semasi olusturmak ¢ok zordur. Ancak, karar

semalari, sistemin belirli bir boliimiinii modellemek i¢in de kullanilabilir.

3. Kural Tabanlh Siniflandirma

Kural tabanli smiflandirma, “if-else” oOznitelik baglantilarindan yapilan bir
smiflandirmadir. Sonu¢ olarak ortaya c¢ikan kural olumlu veya olumsuz bir
siiflandirmadir. Ornegin bir hedef éznitelikleri kural kosulunu yerine getiriyorsa, bir
kuralin belirli bir 6rnegini kapsadigini séyleriz. Bir kuralin kapsamini, onciiligiini
saglayan kayitlarm kesri olarak tamimlariz. Ote yandan, dogrulugunu hem énciiliigii hem
de sonucu veren kayitlarin kesri olarak tanimlariz. Kural temelli siniflandiricilar sembolik
olmalar1 nedeniyle son derece etkileyici olmalari ve herhangi bir doniisim olmadan

verilerin dznitelikleriyle ¢aligmasi gibi avantajlara sahiplerdir.

4. Bayes smniflandirma

Bayes siniflandirma, smiflandirma problemlerini ¢6zmek i¢in olasilik barindiran bir
yapiya sahiptir. Kosullu olasilik tanimina ve Bayes teoremine dayanir. Siniflandirici,
ozelliklerin olasiliksal bagimsizligini varsayar; yani, belirli bir 6zelligin varlig1 veya
yoklugu, digerlerinin varligi veya yoklugu ile ilgili degildir. Ancak, bagimsizlik
varsayimi bazi 6zellikler i¢in gecerli olmayabilir. Bu durumda, olagan yaklasim Bayesian
Belief Networks (BBN) denilen bir yontem kullanmaktir. BBN’ler, 0Oznitelikler
arasindaki bagimlilig1 ve her diigiimii kendi i¢inde iliskilendiren bir olasilik tablosunu
kodlamak i¢in dolamsiz bir ¢izge kullanir. BBN’ler, grafiksel bir model kullanarak bir

alandaki 6nceki bilgileri yakalamanin bir yolunu saglar.
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5. Yapay Sinir Aglar

Yapay Sinir Ag1 (YSA) biyolojik beynin mimarisinden ilham alinan birbirine bagl
diigtimlerin ve agirlikli baglantilarin bir araya getirilmesiyle olusan bir agdir. Bir YSA
herhangi bir sayida katmana sahip olabilir. Bir YSA'daki katmanlar {i¢ tiire ayrilir: giris
katmani, gizli katman ve ¢ikis katmani. Giris katmanindaki birimler, ag1 besleyen verilere
yanit verir. Gizli birimler girdi birimlerinden agirlikli ¢iktilari alir. Ve ¢ikis birimleri, gizli
birimlerden gelen agirlikli ¢iktiya cevap verir ve agin son ¢iktisini olusturur. YSA'nin
temel avantajlarindan bazilar1 aktivasyon fonksiyonuna bagli olarak dogrusal olmayan
simiflandirma gorevlerini yerine getirebilmeleri ve paralel yapilari nedeniyle agin bir
kismi basarisiz oldugunda verimli bir sekilde ¢alisabilmeleridir. YSA, birka¢ Oneri

modiiliinden veya veri kaynagindan girisi birlestirmek icin kullanilabilir.

6. Destek Vektor Makinesi (SVM)

Bir SVM smiflandiricisinin amaci, verilerin araliklarint maksimize edecek sekilde ayiran
dogrusal bir hiper diizlem (karar sinir1) bulmaktir. SVM'nin ardindaki mantik, araligi en
yiiksege ¢ikaran karar sinir1 bulunursa, gelecekte bilinmeyen 6geleri yanlis siniflandirma
olasiligimizin diisiik olmasidir. Maddeler dogrusal olarak ayrilmazsa, bir degiskeni
tanitarak SVM'yi yumusak bir aralik smiflandiricisina doniistiirmeye karar verebiliriz.
Ote yandan, karar smr1 dogrusal degilse, verileri daha yiiksek boyutlu bir alana
dontistiirmemiz gerekir. Bu durum, Kernel numarasi olarak bilinen matematiksel bir
donilistim sayesinde gerceklestirilir. SVM’ler son zamanlarda bir¢ok ortamda
performanslari ve etkinlikleri ile popiilerlik kazanmistir. SVM’ler ayrica tavsiye

sistemlerinde gelecek vaat eden sonuglar ortaya koymustur.

7. Simiflandirict Gruplart

Smiflandirict gruplarinin kullaniminin arkasindaki temel fikir, egitim verilerinden bir
grup simiflayict olusturmak ve tahminlerini bir araya getirerek sinif etiketlerini tahmin
etmektir. Smiflayict gruplari, simiflandiricilarin bagimsiz oldugunu varsaydigimizda
calisir. Topluluk olusturmak i¢in ¢esitli yaklagimlar miimkiindiir. En yaygin iki teknik
“Bir Araya Getirme” (Bagging) ve “Yikseltmedir’ (Boosting). Bagging'de, her
onylikleme Orneginde siniflayiciyr olusturarak, yerine ornekleme yapilir. Boosting’de

daha once yanlis siniflandirilmis kayitlara daha fazla odaklanilarak egitim verilerinin
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dagilimini uyarlamali olarak degistirmek i¢in tekrarli bir prosediir kullanilir. Baslangicta,
tiim kayitlara esit agirlik verilir. Ancak, Bagging’den farkli olarak, her Boosting turunun
sonunda agirliklar degisebilir: Yanlis siniflandirilmis kayitlar agirliklarini artirirken,
dogru siiflandirilmis kayitlar agirliklarini azaltacaktir. Deneysel sonuglar, topluluklarin
izolasyondaki herhangi bir smiflandiricidan daha iyi sonuglar verebilecegini

gostermektedir.

8. Sinmiflandiricilart Degerlendirme

Oneri Sistemleri i¢in en yaygi olarak kabul edilen degerlendirme dl¢iisii, “Derecenin
Ortalama Hatas1” veya “Karekok Ortalama Hatasidir”. Bu dnlemler, Oneri Sistemlerinin
amacina yonelik herhangi bir varsayimda bulunmaksizin dogrulugu hesaplar. Bir modeli

degerlendirmek i¢in genellikle su 6nlemleri goz oniinde bulundurulur:

Gergek Pozitifler (TP): gercekten A sinifina ait A sinifina ait olarak siniflandirilan

orneklerin sayist,

Gergcek Negatifler (TN): A sinifina ait olmayan ve aslinda A sinifina ait olmayan

siniflandirmalarin sayist,

Yanlis Pozitifler (FP): A siifi olarak siniflandirilan ancak A smifina ait olmayan

orneklerin sayist,

Yanlis Negatifler (FN): v sinifina ait olarak siniflandirilmayan ancak aslinda A simifina

ait olan Ornekler,

Dogruluk orani ise;
(TP+TN)/(TP+TN+FP+FN)

formiulii ile elde edilir.
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3.3.5.3. Sonu¢ Yorumlama

Bu adimda ortaya ¢ikan sonuglar degerlendirilir. Eger sonuglar tutarli degilse veri

madenciligi siireglerinde bir 6nceki adimlarin {izerinden gegilir.
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4. ONERILEN KARIYER DESTEK SISTEMIi

Calismanin bu boliimiinde, kariyer planlama agamasinda olan lisans 6grencilerine yonelik

bir kariyer destek sistemi olusturulacak ve uygulamanin asamalar1 tanitilacaktir.

Uygulamada, 3. Bolimde bahsedilen veri madenciligi yontemlerinden CRISP-DM
yaklagimu ile ilerlenmistir. CRISP-DM’in ilk adim1 olan problem tanimi, bu ¢alismanin
basinda kurgulanmis olan iki aragtirma sorusunun ekseninde, “mevcut mezun verilerinin
makine 6grenmesi yontemleri ile degerlendirilmesi sonucunda, lisans ogrencilerinin
kariyerlerine iliskin oneri olugturulabilir mi?” ve ikincil olarak “éneri olusturulabildigi

durumlarda bu onerinin dogruluk orani nedir?” bigiminde tanimlanmistir.

Problem belirlendikten sonra veri toplanma ve veriyi anlama asamasina gegilmistir. Bu
asamalarda yapilan ¢alisma ve ¢ikarimlar miiteakip basliklarda sunulmustur. Bu basliklar

altinda yapilmis olan ¢alismalar birinci arastirma sorusunun cevabini vermektedir.

4.1. Veri Toplama

Uygulamada tiniversite lisans Ogrencilerine yonelik bir Oneri sistemi kurulmasi
amaglanmis, vaka ¢alismasi olarak da Hacettepe Universitesi Endiistri Miihendisligi
Boliimii lisans mezunlart secilmistir. Bu mezun grubunun seg¢ilmesindeki temel neden,
boliim tarafindan halihazirda bir mezun takip sisteminin aktif olarak kullaniliyor
olmasidir. Calismanin amaci ve kapsamina uygun olarak belirlenen veriler Hacettepe
Universitesi Etik Kurulu’ndan alinan izin ile birlikte Hacettepe Universitesi Ogrenci Isleri
Daire Bagkanligindan ve Hacettepe Universitesi Endiistri Miihendisligi Béliimii Mezun
Takip Sisteminden (MyEMU) alinarak bir araya getirilmistir. Ogrenci Isleri Daire

Baskanligindan alinan verilerde;

e Ozliik bilgileri hari¢ diger kisisel bilgiler (okul baslangi¢ yil1, okula giris tipi,

yas1, mezuniyet yili, dogum yeri),

e 2019 yilina kadar mezun olmus tiim 6grencilerin Hazirlik Programi gegme notu,
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Lisans 6greniminde almis oldugu tiim derslerin notlari
bulunmaktadir.
MyEMU’den alinan verilerde ise 6grencinin;
e Mezuniyet ortalamasi (2,0 ile 4,0 arasinda bir deger),
e Erasmus Programindan yararlanip yararlanmadig: (Var, Yok),
e Calistign sirket, sirketteki birim ve pozisyon, ise baslama ve ayrilma tarihleri (eger
bu iste ¢alismaya devam ediyorsa ayrilma tarihi bos gelecektir)
e Staj yaptig1 sirket, sirketteki birim ve pozisyon, staja baglama ve bitirme tarihleri
e Her sirketin baslica faaliyet gosterdigi sektor,

e Yetenekleri ve yeteneklerinin derecelendirilmesi (yabanct dil bilgisi,

programlama becerisi, bilgisayar yetenekleri, kisisel yetenekler vb.),

e Girmis oldugu sinav tiirleri (YDS, ALES, KPSS, TOEFL, GRE VERBAL, GRE-
QUANTIATIVE, GRE-ANALYTICAL, IELTS (Academic, General)) ve aldigi

puan,
e Cinsiyeti (Kadin, Erkek),

e Ogrenci topluluklarinda gérev alip almadif1 ve almissa gorev bilgisi (Baskan,

Yoénetim Kurulu Uyesi, Uye ) yer almaktadir.

4.2. Veriyi Anlama

Veri anlama ve 6n isleme asamasinda, oncelikli olarak tiim degiskenleri essiz bir sekilde
iliskilendirebilecek bir parametre belirlenmistir. Bahse konu iliskilendirmenin
saglanmasi icin MyEMU ve Ogrenci Isleri Daire Baskanligindan alinan veriler essiz

deger olan 68renci numaralarina gore birlestirilmistir.

Birden fazla sirkete, staja, Erasmus’a, yetenege, Ogrenci topluluguna sahip olan
mezunlarin modeli egitirken gosterecegi etki digerlerinden daha fazla olacagindan, veri

kartezyen veri tipinde olusturulmustur. Ornegin, bir mezun iki sirkette calismus, ii¢
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yetenek bilgisi ve iki sinav notu belirtmis ise, bu 6grenci toplamda 12 kere (2 X 3 X 2)

modeli beslemesi saglanmuistir.

MyEMU’ye veri girisi yapmis olan mezunlarin toplamda 93 farkli sektérde faaliyet
gosteren 968 farkl: sirkette calismis ve/veya staj yaptigi goriilmektedir. Tiim sektorlerin
kullanim1 modelin basarim oranlarin1 etkileyeceginden, 93 farkli sektor arasindan
Endiistri Miihendisligi 6grencilerinin ¢ogunlukla ¢alistig1 veya ¢alismak istedigi ilk alt1
sektor belirlenmis ve calismada kullanilmistir. Bu dogrultuda mezunlarin ¢alistig1 sektor

verileri asagidaki su alt1 sektor basligi altinda toplanmuistir:
e “Savunma Sanayi”,
e “Otomotiv”,
e “Elektronik”,
e “Bilisim”,
e “Hava Yollar”,

e “Danigsmanlik”

Bunlar haricinde kalan sirketler de “Diger” sektor basligi altinda kategorilendirilmistir.
Bu sektorler ve bu sektdrde faaliyet gosteren sirketlerde calisan mezunlar hakkinda

baslica bilgiler asagida verilmektedir.
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Savunma Sanayi: Silah ve askeri teknolojileri iireten ve pazarlayan, uzay aragtirmalari
yapan sirketlerin birlestirilmesinden olusmustur. Savunma sanayinde ¢alisan mezunlarin
not ortalamalar1 4 tam not tizerinden incelendiginde, ortalamalarin 3,0 ile 3,24 araliginda
en yiiksek frekansa sahip oldugu goriilmiistiir. Sekil 4.1°de ayrica, her not araligindaki

mezun 6grenci frekansini belirtmektedir.

Savunma Sanayinde Calisan Mezunlarin Mezuniyet Ortalamalarin
Dagilimi
30
25
20
15
10
5 I I
0

0 | |

2-2,25 2,23-2,49 2,502,774 2,75-2,99 3-3,24 3,25-345 3,5-3,74 3,754

Sekil 4.1 Savunma Sanayinde Calisan Mezunlarin Not Ortalamalarinin Dagilim Grafigi

Ayrica bu sektorde ¢alisan mezunlarin verilerinin Cinsiyet, Not Ortalamasi, Erasmus ve

Topluluk Bilgisi gibi analizleri Cizelge 4.1° de gosterilmistir.

Cizelge 4.1 Savunma Sanayinde Calisan Mezun Verilerinin Temel Ozellikleri

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin Erkek | Maks Min Ort | Var Yok | Baskan YK Uye
49 34 3,79 226 3,15 15 68 4 4 9
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Otomotiv: Otomobil, otobiis, tir vb. ulagim araglarini iireten veya onarim yapan ve yedek
parca imalat1 servisi sunan firmalarin i¢inde bulundugu sektordiir. Sekil 4.2°de

mezunlarin not ortalamalarinin dagilimi ve Cizelge 4.2°de verilerin analizi yapilmistir.

Otomotiv Sektoriinde Calisan Mezunlarin Mezuniyet
Ortalamalarinin Dagilimi

12

10

2-2,25 225245  2,50-2,74  2,75-2,89 33,24 3,25-349 3,5-3,74 3,754

ca

h

=

=]

Sekil 4.2 Otomotiv Sektoriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim
Grafigi

Cizelge 4.2 Otomotiv Sektdriinde Calisan Mezunlarin Verilerinin Analizi

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin  Erkek | Maks Min Ort | Var Yok | Baskan YK Uye
32 18 3,78 21 3,04 11 39 0 3 2
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Elektronik: Tiiketici elektronik cihazlari ve bilesenleri tireten, elektrik dagitimi ile ilgili
sirketlerin bulundugu sektordiir. Bu sektdrde ¢alisan mezunlarin not ortalamalariin
dagilimina bakildiginda (Sekil 4.3), agirhigin 2,75 ile 2,99 arasinda not ortalamalari

bulunan mezunlarda oldugu gézlemlenmektedir.

Elektronik Sektérinde Calisan Mezunlarin Mezuniyet
Ortalamalarinin Dagilimi
12
10
8
4]
4
2
o I l I
2-2,25 2,25-2,49 2,50-2,74 2,75-2,95 3-3,24 3,25-349 3,5-3,74 3,754

Sekil 4.3 Elektronik Sektoriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim
Grafigi

Cizelge 4.3’de elektronik sektorii verilerinin analizi yapilmistir.

Cizelge 4.3 Elektronik Sektoriinde Calisan/Calismig Mezunlarin Verilerinin Analizi

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin  Erkek | Maks Min  Ort Var Yok | Bagkan YK Uye
22 10 382 218 3,01 4 28 0 2 1
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Bilisim: Yazilim, bilgi teknolojileri ve telekomiinikasyon isleri yapan sirketlerin

bulundugu sektdrdiir. Not ortalamalart grafigi Sekil 4.4°te verilmistir.

12

10

=

=]

2-2,25 225249  2,50-2,74  2,75-2,9% 3-3,24

Bilisim Sektoriinde Calisan Mezunlarin Mezuniyet
Ortalamalarinin Grafigi

, A m IIII

3,25-3,49

3,5-3,74 3,754

Sekil 4.4 Bilisim Sektoriinde Calisan Mezunlarin Not Ortalamalarinin Dagilim Grafigi

Cizelge 4.4’te bilisim sektoriinde ¢alisan veya ¢alismis mezunlarin verilerinin analizleri

yapilmugtir.

Cizelge 4.4 Bilisim Sektoriinde Calisgan Mezun Verilerinin Analizi

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin  Erkek | Maks Min  Ort Var Yok | Bagskan YK Uye
16 12 3,73 2,14 286 4 24 1 0 1
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Hava Yollari: Hava yollarinda yolcu veya kargo tasimaciligi, hava alani hizmeti kisaca
havacilik isleri siirdiiren firmalar1 igeren sektordiir. Bu sektorde ¢alisan mezunlarin not

ortalamalarinin dagilimi Sekil 4.5°te, analizi ise Cizelge 4.5’te verilmistir.

Havacilik Sektorinde Calisan Mezunlarin Mezuniyet
Ortalamalarinin Grafigi

III i

22,25 225249 250274 275299 3324 325349 35-374 3,75-4

P

[a—y

Sekil 4.5 Hava Yollar1 Sektoriinde Calisan Mezunlarin Not Ortalamalart Dagilim
Grafigi

Cizelge 4.5 Hava Yollar1 Sektoriinde Calisan Mezunlarin Verilerinin Analizi

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin  Erkek | Maks Min Ort | Var Yok | Baskan YK Uye
7 8 343 222 288 3 12 0 0 0
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Damismanhik: Genelde finansal denetim, vergi ve damigmanlik isleri yapan firmalarin
icinde yer aldig1 sektordiir. Bu sektdrde ¢alisan mezunlarin not ortalamalarinin dagilim

grafigi Sekil 4.6°da ve verilerinin analizi Cizelge 4.6’da gosterilmistir.

Danismanlik Sektorinde Calisan Mezunlarin Mezuniyet
Ortalamalarinin Grafigi

4.5

4
39
3
2.9
15
0

2-2,25 2,25-2,4% 2,50-2,74 2,75-2,99 3-3,24 3,25-3495  3,5-3,74 3,754

M

=

~

Sekil 4.6 Danismanlik Sektoriinde Caligan Mezunlarin Not Ortalamalarinin Dagilim
Grafigi

Cizelge 4.6 Danismanlik Sektoriinde Calisan Mezunlarin Verilerinin Analizi

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin  Erkek | Maks Min Ort | Var Yok | Baskan YK Uye
7 8 353 214 281 2 13 1 0 1
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Diger: Yukarida bahsedilen sektorlerin disinda istihdam edilen mezunlarin not
ortalamalarinin dagilim grafigi Sekil 4.7°de ve verilerinin analizleri Cizelge 4.7’de

gosterilmistir.

Diger Sektorlerde Calisan Mezunlarin Mezuniyet
Ortalamalarinin Dagilimi

a0

25

20
15
10
0 l I I |

2-2,24 2,252,459 2,502,774  2,75-2,99 3-3,24 3,233,449 3,3-3,74 3,734

4,]

Sekil 4.7 Diger Kategorisinde Degerlendirilen Firmalarin Not Ortalamalarinin Dagilim
Grafigi

Cizelge 4.7 Diger Kategorisinde Yer Alan Mezunlarin Verilerinin Analizi

Erasmus
Cinsiyet Not Ortalamasi Topluluk Bilgisi
Bilgisi
Kadin  Erkek | Maks Min  Ort Var Yok | Bagkan YK Uye
60 60 389 211 296 15 105 1 2 4

36




4.3. Veri Cercevesi Hazirlama

Veri cergevesi hazirlama asamasinda Hacettepe Universitesi Ogrenci Isleri Daire
Baskanligi ve MyEMU olmak tizere iki farkli kaynaktan alinan veri setleri incelenirken,
9 mezunun bilgilerinde eksiklikler oldugu gorilmiis, bu mezunlar veri setinden

cikartilmis, 295 mezun bilgisi listiinden devam edilmistir.

Modelin 6grenme siirecini etkileyecek ancak kendi icinde tutarsizliklari veya siireg
icerisinde nitelik degisimleri gdsteren ders bilgileri veri setinden ¢ikarilmistir. Ogrenme

siirecinde ¢ikartilan ders ¢esitleri sunlardir:
e Secmeli dersler,
e Baska iiniversitelerden alinan dersler,
e Kodu degismis dersler,

e Sec¢meli ders iken zorunlu derse veya zorunlu ders iken segmeli derse ¢evrilmis

tum dersler.

Veri setinde sadece bu tez ¢aligmasi tamamlanana kadar kodu ve zorunlulugu ayni kalan
ders bilgileri dikkate alinmistir. Bu sayede veri seti igerisinde ders bilgileri kisminda

modelin 6grenmesine deger katmayacak verilerden arindirilmasi saglanmstir.

Mezuniyet not ortalamari dértliik sistemden cikartilip Hacettepe Universitesi yiizliik not

skalasina ¢evirilmis, veri setine bdyle dahil edilmistir.

Ogrenci notlar1 ham veri setinde A1, A2, A3, B1, B2, B3, C1, C2, C3, D1, D2, D, ve M
kodlartyla yer almis, analiz asamasinda bu notlara numerik karsiliklar tanimlanmustir.
Ancak, 2014 yilinda Hacettepe Universitesi notlandirma sisteminde yapilan degisiklik
sebebiyle numerik diizenleme yapilmadan evvel not smiflariin  yeniden
gruplandirilmasina ihtiya¢ duyulmustur. Ham veri setinde yer alan her bir not koduna
karsilik bir numerik deger atama yapilmasi durumunda yapilan bu degisikligin

agirhiklandirmayr  etkileyebilecegi Ongoriildiigiinden tim notlar kategorik yapiya
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cevrilmistir. Bu islem sonucunda veri setinde yalnizca A, B, C, D ve M not smiflar

kalmastir.

Sonrasinda bu Kkategorik notlar Cizelge 4.8’de sunulan sekilde; ordinal degerlerle

degistirilmis ve numerik hale getirilmistir. M notunun sayisal degerinin NaN (“not a

number”) olmasmin sebebi eksik verileri diizeltme asamasinda tiim siitunun

ortalamasinin NaN degerlere yansimasidir.

Cizelge 4.8 Ders Notlarinin Veri Doniistimii

Ham Veri Seti Kategorik Karsihk Ordinal Karsihk
Al, A2, A3 A 4
B1, B2, B3 B 3
C1,C2,C3 C 2
D1,D2,D D 1
M M NaN

Yine veri setinde bulunan eksik veriler 3. Boliimde bahsedilen sklearn kiitiiphanesi ile

yerlerine ortalamalarini alacak sekilde diizenlenmistir.

Ogrencilerin cinsiyet bilgileri Erkek ‘0> ve Kadin ‘1’ olmak iizere ikili hale
getirilmistir (LabelEncoder).

Erasmus Dilgisi Erasmus programindan yararlanan Ogrenciler igin ‘1°,
yararlanmayanlar igin ‘0’ olarak degistirilmistir.

Ogrenci topluluk bilgisi ise; eger herhangi bir toplulukta gérev almamissa ‘0’, bir
toplulukta normal {iye olarak gorev almis ise ‘1°, yonetim kurulu iiyesi olarak
gorev almigsa ‘2°, topluluk yonetim kurulu baskani olarak gdrev almis ise ‘3’
olarak kodlanmaistir.

Ogrencinin girmis oldugu sinav bilgileri (IELTS, TOEFL vs.) kategorik ve
nominal bir veri oldugu i¢in 3. bolimde bahsedilen sklearn paketinin

OneHotEncoder kiitiiphanesi kullanilarak sayisal veriye ¢evrilmistir.
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Veri seti icerisinde 298 mezun icerisinden sektor bilgisi bulunmayan mezunlarin bilgileri
veri setinden kaldirilmigtir. Toplam mezun sayis1 veri silme isleminden sonra 235°e ve

3857 satir olan veri gergevesi ise 3301°¢ diigsmiistiir.

Bu veri gergevesine gore verimizdeki 235 6grenci igerisinden cinsiyet durumu Sekil

4.8’de gosterilmistir. 134 kadin, 101 erkek mezun sayistyla veri seti beslenmistir.

Cinsiyet Dagilimi

160
140
120
100
20
60
40

20

Kadin Erkek

Sekil 4.8 Cinsiyet Dagilimi

Bu veri setinde mezunlarin Erasmus programina katilim durumu Sekil 4.9°da

belirtilmistir 34 mezun Erasmus programina katilmisken, 201 mezun katilmamaistir.
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Erasmus Programina Katilim Histogrami
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Erasmus Programina Katilanlar Erasmus Programina Katilmayanlar

Sekil 4.9 Erasmus Programina Katilim Durumu Dagilimi

Modelin girdisi olan 37 bagimsiz degisken, diger bir deyisle veri setindeki 6zellikler,

e Cinsiyet

e Erasmus Programi

e Mezuniyet Ortalamasi

e Hazirlik Notu

e TOEFL

e Ogrenci Toplulugu Bilgisi
e YDS

e YDS(FR)

e ALES

e KPSS

e GRE-VERBAL

e GRE-QUANTITATIVE
e GRE-ANALYTICAL

e |ELTS (GENERAL)

e IELTS (AKADEMIK)
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e ECO135 iktisada Giris I

e ECOI136 iktisada Giris 11

e EMUI101 Endiistri Miihendisligine Giris

e EMUI102 Bilgisayar Destekli Teknik Cizim

e EMUI11 Miihendislikte Bilgisayar Uygulamalari
e EMU112 Bilgisayar Programlama

e EMU221 Optimizasyona ve Modellemeye Girig
e EMU222 Deterministik Yoneylem Arastirmasi

e EMU231 Miihendisler i¢in Olasilik ve Istatistik |
e EMU232 Miihendislik i¢in Olasilik ve Istatistik II
e EMU242 Is Analizi ve Tasarimi

e EMU321 Stokastik Yoneylem Arastirmasi

e EMU322 Simiilasyonla Modelleme ve Analiz

e EMU331 Istatistiksel Kalite Kontrol

e EMU341 Uretim Planlama ve Kontrol |

e EMU342 Uretim Planlama ve Kontrol II

e EMU363 Miihendislik Ekonomisi

e EMU464 Proje YOnetimi

e KIM127 Temel Kimya

e MAT123 Matematik |

e MAT124 Matematik 11

e MAT?245 Dogrusal Cebir

olarak siralanmaktadir.

Hazirlanan veri setinde bagimlhi degisken olarak sadece Sektor Bilgisi bulunmaktadir.
Sektor bilgisi mezunlarin ¢alismis oldugu veya halen galismakta oldugu sirket bilgisinin
alinmasi, ve devaminda da o sirketin faaliyet gosterdigi baslica sektoriin elde
edilmesinden olugmaktadir. Bir mezun birden fazla sektorde yer alsa dahi bu bilgi veri
setine dahil edilmistir. Yukarida bahsedildigi gibi yedi ayr1 sektor kategorisi altinda

toplanmustir. Sektor bilgisi kategorik ve nominal bir veridir.
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4.4. Model Olusturma

CRISP-DM metodolojisinin veri 6n hazirligi ve 6n iglemi sonrasindaki adim1 olan model
adiminda oOncelikle hazirlanan veri seti Bolim 3’te bahsedilen Pandas kiitiiphanesi
araciligiyla modele aktarilmistir. Devaminda, sayisal veriler igerisinde bos olan hiicreler
i¢in sklearn kiitiiphanesi kullanilarak o siitunun ortalamasi bos olan hiicrelere yazilmistir.

Bagimsiz degiskenlerin bir 6rnegi Cizelge 4.9’da verilmistir.

Cizelge 4.9 Bagimsiz Degiskenlerin Veri Setine Benzer Ornegi

B 3 Y S S %) =
= ()] [9p) =
2 = | &£ |?| 8 S S |88 |2 | H Wl 3
5 |© S T | O > > | > |- | X | W |Z g
Ll w w L -
1 [223]| 0 3 2 4 1 70/ 0 | 80| O | 85 3
0 (340 1 4 3 2 4 85| 0 | O 0 | 90 1

Ardindan bu veriler egitim (%66) ve test verisi (%33) olarak ikiye bir oraninda sklearn
altindaki train_test_split kiitiiphanesi kullanilarak bolinmiistiir. Bagimsiz degiskenler

StandardScaler araciligi ile standardize edilmistir.

Hangi 6zelligin model i¢in anlamli olup olmadigi, her bir 6zelligin ¢ozliime olan katkisi,
hangi 6zelliklerin 6grenmeye negatif yonde etkili oldugunu bulmak i¢in 6zellik se¢imi
yontemlerinden ileriye dogru eleme yontemi modele gonderilen veri seti istiine
islenmistir. Gozetimli makine 6grenmesinde siniflandirma yonteminde ileriye dogru

0zellik eleme yonteminde en yaygin kullanilan yontem Ki-Kare yontemi secilmistir.

Ki-kare yontemi bagimli degisken ile bagimsiz degiskenler arasindaki iliskiyi inceler. Ki-
kare yontemini sklearn paketinin featureSelection kiitiiphanesi araciligiyla veri setine
uygulanmistir. Bu kiitliphane istenen sayidaki bagimli degiskeni en c¢ok etkileyen veri

setini dondurir.
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Modele gonderilen 39 6zelligin arasinda hangi 6zelliklerin modeli daha fazla etkiledigini
bulmak i¢in sirasiyla ilk 6zellikten son 6zellige kadar bu kiitiiphane calistirilmistir. Bu
kiitiiphane asagidaki 26 6zelligin birlikte kullanildig: takdirde modelin en yiiksek sonucu

verecegini gostermistir.

e Mezuniyet Not Ortalamasi

e TOEFL

e Ogrenci Toplulugu Bilgisi

e YDS

e YDS(FR)

e ALES

e KPSS

e GRE-QUANTITATIVE

e |ELTS (GENERAL)

e IELTS (AKADEMIK)

e ECO135 iktisada Giris I

e ECO136 iktisada Giris II

e EMUI111 Miihendislikte Bilgisayar Uygulamalari
e EMU112 Bilgisayar Programlama

e EMU221 Optimizasyona ve Modellemeye Giris
e EMU222 Deterministik Yoneylem Arastirmasi

e EMU231 Miihendisler i¢in Olasilik ve Istatistik I
e EMU232 Miihendislik i¢in Olasilik ve Istatistik 11
e EMU242 is Analizi ve Tasarimi

e EMU321 Stokastik Yoneylem Arastirmast

e EMU322 Simiilasyonla Modelleme ve Analiz

e EMU341 Uretim Planlama ve Kontrol I

e EMU363 Miihendislik Ekonomisi

e MAT123 Matematik |

e MATI124 Matematik 11

e MAT245 Dogrusal Cebir
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Bu 26 o6zellik disinda kalan Erasmus Programi bilgisi, Cinsiyet bilgisi, Hazirlik Not
bilgisi, GRE-VERBAL ve GRE-ANALYTICAL bilgilerii EMUI101 Endiistri
Miihendisligine Giris, EMU102 Bilgisayar Destekli Teknik Cizim, EMU331 Istatistiksel
Kalite Kontrol, EMU342 Uretim Planlama ve Kontrol II, EMU464 Proje Y&netimi,
KIM127 Temel Kimya bilgileri veri setinden ¢ikartilarak uygulama caligtirilmistir.

Sklearn ile uygulanan 6zellik se¢im siirecinden alinan sonuglardan, boliim miifredatinda
ogrencilerin almasi zorunlu olan 16 dersin 11’inin (%68.75) modelde etkili oldugu ve
bagimli degiskeni (is sektoril) etkiledigi goriilmistiir. Bu derslerin bilgisi bolim

baskanlig1 ile paylasilmistir.

Veriler siniflandirma modellerinde ¢alisacak hale hazirlandiktan sonra yukarida Ki-kare
yonteminden sonra elde edilen 26 6zellik ile birlikte Bolim 3’de bahsedilen; Lojistik
regresyon, K-NN, SVM, Naive Bayes, Karar Agaci, Rassal Orman simiflandirma

modellerinde ¢alistirilmistir.

Veri setini test ve egitim verisi diye bolerken bu bolme islemi rastgele yapilmadan 6nce
(sklearn.crossvalidation kiitiiphanesi ile kullanilirken random_state parametresinin var
olmasi) model bir defa galistirilmis ¢ikan dogruluk oranin bu 26 6zellik i¢erisinde hangisi
oldugu bulunmustur. Cikan sonuglara gore en yiiksek oranmi %70.33 ile En Yakin
Komsuluk vermistir. (Dogruluk orani scikitlearn kiitiiphanesinin score fonksiyonu
tarafindan elde edilmistir.) Diger sonuglar ise Lojistik Regressyon %62.8, Destek Vektor
Makinesi %65.74, Gaussian Naive Bayes %38.47, Karar Agac1 %68.68 ve Rassal Orman
ise %68.04 dogruluk orani ile ¢aligmistir.

Makine 6grenmesi yontemlerinin bu model sonuglari i¢in karsilastirilmasi Bolim 5°de

yapilmustir.
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4.5. Degerlendirme

Degerlendirme adiminda, bu ¢alismanin ikinci arastirma sorusunun “Tavsiye sisteminde
kullanilmig olan alternatif algoritmalarin dogruluk oranlarinin karsilagtirtlmasi nedir?
Hangi algoritma ne kadar basarili olmustur?” cevabi aranmistir. Bu arastirma sorusunun
cevabi igin, genellikle makine 6grenmesi siniflandirma modellerinde kullanilan Cizelge
4.11°de tablosu verilen karmasiklik matrisinden yola ¢ikan ti¢ farkli basari Kriteri

kullanilmistir. Bunlar;

1.Precision (Kesinlik): Sonucun ne kadar dogru oldugunu gésterir.
Precision = True Positives / (True Positives + False Positives)
2.Recall (Duyarlilik): Dogru 6rnekleri bulma yetenegini gosterir.
Recall = True Positives / (True Positives + False Negatives)
3.F1 Score: Precision ve Recall’un harmonik ortalamasidir.

F1 Score = (2 * Precision * Recall) / Precision + Recall

Cizelge 4.11 Karmasiklik Matrisi Tablosu
Olumlu Tahmin Edilen Olumsuz Tahmin Edilen

Olumlu Gergek Deger TP(True Positive) TN(True Negative)

Olumsuz Gerg¢ek Deger FP(False Positive) FN(False Negative)

Yukaridaki bilgiler dogrultusunda degerlendirme kriterleri sklearn kiitliphanesi

araciligiyla hesaplanmis, 5. Boliim Sonug ve Tartigsma kisminda verilmistir.

4.6. Konuslandirma

Bu ¢alisma sonucunda ortaya ¢ikarilan model, her yil mezun olacak Ogrencilere
tavsiyelerde bulunabilecek sekilde genisletilebilir ve uygulama olarak kullanilabilir. Yeni

mezun 6grenci, modelde etkili oldugu belirlenen 6zellikleri uygulamaya girdi olarak
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verdikten sonra, uygulamanin kendisine bir sektdr tavsiye etmesini isteyebilir. Bu sekilde,
yeni mezun is basvurularinda sansimnin en yiiksek oldugu tavsiye sistemi tarafindan
belirtilmis olan sektérden is arayiglarina baglayabilir. Ayrica modelin her alt1 ayda bir
giincel ¢alisma verileri ile tekrarlanmasi ve bu modellemenin bir plan dahilinde siirekli
olarak yapilmasi bu modellemenin degerli ve kullanilabilir bir bilgiye donilismesine

yardimc1 olacaktir.
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5. SONUC VE TARTISMA

Bu calismada Hacettepe Universitesi Endiistri Miihendisligi Béliimii'niin  ilk
mezunlarindan itibaren 2018 yilina kadar olan verileri kullanilmis olup, yeni mezun
olacak olan 6grencilere is bulma konusunda yardimci olabilecek sektdr Onerisi yapmak
amaglanmistir. Hacettepe Universitesi OIDB ve Hacettepe Universitesi Endiistri
Miihendisligi Boliimiinden alinan bu veriler temizlenmis, doniistiirtilmiis, birlestirilmis

ve modele girecek sekilde anlam kazandirilmstir.

Sektor tavsiyesi i¢in olusturulan modelde farkli siniflandirma algoritmalari kullanilmis
ve hangisinin dogruluk oranmin yiiksek oldugu karsilastirilmistir. Bu karsilagtirma,
calismanin bagsinda konmus olan ikinci arastirma sorusunun da cevabini teskil etmektedir.
Boliim 4’te bahsedilen karsilastirilmada random_state durumu var oldugu i¢in modelin
orada bir kere ¢aligtirllmasi yeterli olmustur. Fakat random_state durumu yok oldugu
zaman kurulan modeldeki algoritmalarin her calistirildiginda test verisi degisiklik
gosterdigi icin farkli dogruluk oranlari ortaya koydugu goriilmiistiir. Bu dogruluk
oranlarindan ortalama bir deger elde etmek ve dogruluk oranlarmin nasil ilerledigini
gormek i¢cin model 100, 200, 500 ve 1000 kez c¢alistirilmis, elde edilen sonucglarin

ortalamalar1 Cizelge 5.1°de gosterilmistir.

Cizelge 5.1 Dogruluk Oranlarinin Farkli Tekrarlarda Karsilastiriimasi

Tekrar Sayilar

Algoritmalar 100 200 500 1000
Lojistik Regresyon 60.36 60.38 60.44 60.42
Rassal Orman 67.39 67.52 67.52 67.46
SVM 65.07 65.04 64.92 64.87
Karar Agaci 67.19 67.27 67.20 67.21
Gaussian Naive Bayes 34.91 35.06 34.94 34.99
En Yakin Komsuluk 66.61 65.94 66.02 66.35
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Cizelge 5.1’de goriildiigii iizere model random state=0 oldugu durumda bir kere
calistirlldiginda en yakin komsuluk algoritmasi en yiiksek degeri alirken, random_state
durumunun kontrol edilmedigi durumda en yiiksek dogruluk orani ortalamasini rassal
orman gostermistir. Bunun nedeni en yakin komsuluk algoritmasinin bir kez ¢alistirilan
durumda ortaya ¢ikan egitim verisinde en iyi sonucu vermesidir. Diger durumda ise tekrar
sayist arttikca %67.46 dogruluk oranina yakinsamistir. En 1yi degeri veren algoritmanin
rassal orman ¢ikmasinin sebebi ise Bolim 4’te bahsedilen Ki-kare yontemi ile 6zellik
secimine gitmemiz olabilir. Ciinkii rassal orman algoritmalari genelde 6zellik seciminde

en onemli 6zellikleri tanimlamak iginde kullanilir.

Dogruluk kriterleri 1000 defa ¢alistirildiktan sonra alinan sonuglarin ortalamasi Cizelge
5.2°de, 500 defa g¢alistirildiktan sonra alinan sonuglarin ortalamasi Cizelge 5.3°te, 200
defa caligtirildiktan sonra alinan sonuglarin ortalamasi Cizelge 5.4’te ve 100 defa

calistirildiktan sonra alinan sonuglarin ortalamasi Cizelge 5.5’te verilmistir.

Cizelge 5.2 Dogruluk Kriterlerinin Karsilastirilmasi (1000 Calistirma)

Algoritmalar Precision Recall F1 Score
Lojistik Regresyon 0.609 0.500 0.525
En Yakin Komsuluk 0.686 0.655 0.646
SVM 0.770 0.540 0.592
Gaussian Naive Bayes 0.435 0.458 0.289
Karar agaci 0.664 0.641 0.632
Rassal Orman 0.684 0.632 0.636
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Cizelge 5.3 Dogruluk Kriterlerinin Karsilastirilmasi (500 Calistirma)

Algoritmalar Precision Recall F1 Score
Lojistik Regresyon 0.610 0.500 0.524
En Yakin Komsuluk 0.686 0.658 0.646
SVM 0.772 0.542 0.596
Gaussian Naive Bayes 0.434 0.438 0.288
Karar agaci 0.664 0.640 0.632
Rassal Orman 0.686 0.632 0.638
Cizelge 5.4 Dogruluk Kriterlerinin Karsilastirilmasi (200 ¢alistirma)
Algoritmalar Precision Recall F1 Score
Lojistik Regresyon 0.605 0.500 0.520
En Yakin Komsuluk 0.685 0.660 0.645
Destek Vektor Makinesi 0.770 0.540 0.595
Gaussian Naive Bayes 0.435 0.455 0.285
Karar agaci 0.660 0.645 0.630
Rassal Orman 0.685 0.635 0.635
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Cizelge 5.5 Dogruluk Kriterlerinin Karsilastirilmasi (100 Calistirma)

Algoritmalar Precision Recall F1 Score
Lojistik Regresyon 0.604 0.500 0.524
En Yakin Komsuluk 0.683 0.657 0.646
Destek Vektor Makinesi 0.769 0.543 0.594
Gaussian Naive Bayes 0.437 0.455 0.289
Karar agaci 0.661 0.644 0.632
Rassal Orman 0.680 0.634 0.637

Dogruluk kriterleri incelendigi zaman Precision degeri genelde en yliksek karar vektor
makinesi algoritmasinda ¢ikarken, Recall ve F1 Score kriterlerinde en yliksek degeri en

yakin komsuluk algoritmasi vermistir.

Tavsiye sistemleri kullanicilara farkli se¢enekler arasindan kullanicilarin bilgilerine gore
en uygun olanlarini tavsiye ederler. Bu ¢alismada mezunlarin Boliim 4’te bahsedilen 26
ozelligine bakilarak, mezun olacak 6grencilerin de bu bilgilerini modele dahil ederek
%67.5 dogruluk oraniyla sektor tavsiye edilmistir. Bu calisma 235 mezunun bilgisi
tizerinden yiiriitiilmiistiir. Bu mezun bilgileri arttikca tavsiye sisteminin dogruluk orani
artabilir. Dolayisiyla, ¢alismanin daha fazla katilimci sayisi ile tekrarlanmasi, kariyer
destek sisteminde kullanilabilecek algoritmalarin performansinin daha giivenilir bir

sekilde degerlendirilmesini saglayacaktir.

4.6 Konuslandirma boliimiinde belirtilmis olan ve gelistirilmis tavsiye sistem modelinin
uygulamaya déniistiiriilmesine ek olarak birkag gelecek ¢alisma planlanmistir. Tlk olarak,
olusturulmus olan bu tavsiye sisteminin, mevcut ¢alismada kullanilmis olan 6zelliklere
ek yeni oOzellikler ile g¢alistirilmast 6ngoriilmektedir. Bunlar arasinda baslica olarak
lisansiistii egitim bilgileri, ise girme sekli ve yandal / ¢ift anadal bilgileri
diisiiniilmektedir. Ayrica, bu calismada kullanilmamis olan alan igi (teknik) se¢meli
derslerin ve alan dis1 (teknik olmayan) se¢meli derslerin de ileriki ¢alismalarda modelin

bagimsiz degiskenleri olarak kullanilmasi degerli bulgular sunabilir. Modele girdi olarak
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kullanilacak kisi sayis1 arttikca, daha fazla sektor kategorisi veya sektor yerine sirket
kategorileri ile calistirilmasi diisliniilmektedir. Bu planlanan c¢alismalar haricinde,
gelistirilen karar destek sisteminin farkli programlarda ve tiniversitelerde 6grenim goren
ogrenci verileri kullanilarak calistirilmasinin, devaminda da elde edilen sonuglarin birbiri

ile karsilagtirllmasinin degerli olacag: diisiiniilmektedir.
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