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Miisteri memnuniyetine verilen 6nemin her gegen giin artmasi ile birlikte isletmeler, miisterilerin
ilgi alanlarin1 ve tercihlerini kesfetmeyi hedefler. Dolayisiyla uygun iiriin veya hizmetleri
saglamalar1 bulundugumuz rekabet ortaminda oldukga kritiktir. Giliniimiizde de dijitallestirilmis
hizmetlere dnemli yatirimlar yapilmaktadir. Ornegin e-ticaret alani, COVID-19 pandemisini
avantaja cevirerek Onemli gelismelerin oldugu bir alan olusturmustur. E-ticaretteki bu

gelismelerden biri de tavsiye sistemlerinden en iyi sekilde faydalanilmasidir.

Tavsiye sistemleri, kullanici ile 6geler arasindaki etkilesimi izleyerek calisir. Bu etkilesimlerin
ortaya konmasinda ise kiimeleme yontemleri kullanilarak, benzer 6zelliklere sahip kullanicilar:
veya 0geleri gruplandirabilir. Ayrica, kiimeleme yontemleri kullanarak tavsiye sistemlerindeki bazi

dezavantajlar giderilebilir. Bu dezavantajlarin giderilmesi noktasinda, optimize edilmis kiimeleme



stirecleri 6nemli bir rol oynamaktadir. Optimize edilmis kiimeleme siirecleri, yeni 6geler ve yeni
kullanicilar i¢in daha iyi baslangi¢ Onerileri saglayabilir. Ayn1 zamanda da veri seyrekligi vb.

sorunlar1 ele alabilir.

Genetik algoritmalarin optimizasyon alaninda kullanimi da oldukga popiilerdir. Temel olarak dogal
seleksiyon ve genetik prensiplere dayanan etkili optimizasyon algoritmalar olarak, cesitli alan ve
uygulamalarda basartyla kullanilan sezgisel tekniklerden biridir. Genetik algoritmada, ¢oziim
dizilerinden olusan bir baslangi¢ popiilasyonu, ¢aprazlama ve mutasyon gibi genetik operatorler
kullanilmaktadir. Genetik algoritmanin kiimeleme siire¢lerinin optimizasyonunda kullanilmasi,
tavsiye sistemlerine olumlu etkiler saglayabilmektedir. Bu sekilde tavsiye sistemleri i¢in daha iyi
kiimeleme sonuglari, veri seyrekliginin azaltilmasi, kisisellestirilmis Oneriler, soguk baslangic
probleminin azaltilmasi ve daha iyi ¢esitlilik saglama gibi olumlu etkiler saglanabilmektedir. Bu
yaklagim, tavsiye sistemlerinin performansimi artirarak kullanict memnuniyetini ve Oneri

sonuglarinin etkinligini arttirmay1 hedeflemektedir.

Tez calismasinda, oncelikle geleneksel tavsiye sistemleri ve dezavantajli durumlari incelenmistir.
Ardindan kiimeleme yontemleri ve tavsiye sistemlerinde kullanimi detaylandirilarak sonrasinda
genetik algoritma tanitilmistir. Genetik algoritmalar, pazarlama veri kiimesinde K-ortalamalar
kiimeleme islemlerini optimize etmek i¢in uygulanmis olup performansi K-ortalamalar
kiimelemesi ile karsilagtirllmistir. Bu ¢alisma, genetik algoritma kiimeleme teknigini kullanarak
(GA-KOK) kullanicilar1 daha iyi profillemek ve tavsiye ¢iktilarini iyilestirerek tavsiyelerin

olusturulmasini saglamaktir.

Anahtar kelimeler: Tavsiye sistemleri, Kiimeleme, Genetik algoritma
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ABSTRACT

APPLICATION OF GENETIC ALGORITHM AND K-MEANS ALGORITHM FOR
RECOMMENDER SYSTEMS

Merve POSLU

Master of Science, Department of Statistics
Supervisor: Prof. Dr. Sevil BACANLI
Co- Supervisor: Prof. Dr. Giiven¢c ARSLAN

September 2023, 76 pages

As there is an increasing emphasis on customer satisfaction, businesses are aiming to discover their
customers' interests and preferences. Therefore, providing suitable products or services is crucial
in today's competitive environment. Significant investments are being made in digitized services
today. For example, the e-commerce sector has seen significant developments, taking advantage
of the COVID-19 pandemic. One of these developments in e-commerce is the effective utilization

of recommendation systems.

Recommendation systems work by tracking interactions between users and items. Cluster analysis

methods are used as a preprocessing step to reveal these interactions, grouping users or items with

il



similar characteristics. Additionally, using clustering methods can help address some of the
disadvantages in recommendation systems. In addressing these disadvantages, optimized clustering
processes play a significant role. Optimized clustering processes can provide better initial

recommendations for new users and items while addressing the data sparsity issue.

The use of genetic algorithms in optimization is also quite popular. Based on the principles of
natural selection and genetics, genetic algorithms are effective optimization algorithms used
successfully in various fields and applications. In genetic algorithms, a starting population
consisting of solution sequences is used, along with genetic operators like crossover and mutation.
Using genetic algorithms to optimize clustering processes can have a positive impact on
recommendation systems. This approach can lead to better clustering results in recommendation
systems, reduced data sparsity, personalized recommendations, mitigating the cold start problem,
and enhancing diversity. This approach aims to improve the performance of recommendation

systems, ultimately enhancing user satisfaction and the effectiveness of recommendation results.

In this thesis, we first examined traditional recommendation systems and their drawbacks. Then,
clustering methods and their use in recommendation systems were detailed, followed by the
introduction of genetic algorithms. Genetic algorithms were applied to optimize K-means
clustering processes in the marketing dataset, and their performance was compared to K-means
clustering. The aim of this study is to use the genetic algorithm clustering technique (GA-KOK) to
better profile users and improve recommendation outputs, thereby enhancing the process of

recommendation generation.

Keywords: Recommendation systems, Clustering, Genetic algorithm
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1.GIRIS

Gilinlimiizde biiyiik verinin hizli artis1 sebebiyle hizmetlerin dijitallesmesi pazarlama, ticaret ve
bilisim gibi birgok alanda dnemli hale gelmektedir. Ozellikle COVID-19 pandemisi siirecinde ve
sonrasinda kisilerin, hizmete online erisme olanaklar1 6nem kazanmis olup uzaktan satin alma
aliskanliklar1 bir¢ok gelisim alan1 agiga ¢ikarmustir [ 1]. E-ticaret alaninda farkl liretici ve saticilart
ayni platformda bulusturan “Marketplace” kavrami da One ¢ikarak ticari akisa onemli Olcilide
katkida bulunmus ve ¢esitlilik kazandirmistir. Dolayisiyla bu durum rekabeti de beraberinde
getirmektedir. Benzer bir hizmet veya iiriin i¢in ne kadar ¢ok saglayici olursa, rekabet edilen alanda

da performansin yiiksek olmasi kritiktir.

Ticaret alaninda bir¢ok hizmet ve satis kanalinin dijitallesme anlaminda 6nemli kaynaklar ayirarak
kendilerini rekabet¢i kosullara adapte edip performanslarini ileriye tagimayi hedefledikleri
goriilmektedir. Bunun yani sira sosyal uygulamalarda da daha ¢ok kullanici kazanimi igin birgok
yontem kullanirlar. Bu yoOntemlerden tavsiye sistemleri yaygin kullanilmaktadir. Tavsiye
sistemleri, kullanicilarin ge¢mis tercihlerini, davraniglarin1 ve diger 6zelliklerini analiz ederek
onlarin potansiyel veya gelecekteki tercihlerini tahmin eden yontemlerdir. Tavsiye sistemleri
kullanicilarin birgok alanda kullanilan 6gelere ya da hizmetlere ait kapsamli bilgiler arasinda
gezinmesine yardimci olabilecek giiclii bir aractir. Elektronik islemler sayesinde internet iizerinden
aliman hizmetler, cevrimici ticaret/aligveris, ¢evrimigi kiitliphane ve Ogrenme gibi birgok
uygulamada tavsiye sistemleri kullanilmaktadir. Bunlarin yani sira oldukga popiiler olan Netflix,
Amazon, Youtube, Instagram gibi sosyal aglarda da dogru oneri ile kullanictya en iyi deneyimi
saglayarak ekran siirelerinin her gecen giin daha da uzatilmasi hedeflenmektedir. Bu hedefte ise

tavsiye sistemleri kilit rol tistlenmektedir.

Farkli platformlarda her gecen giin kullanic1 ve 0ge artisi kompleks problemleri de ortaya
cikarmaktadir. Bu problemler karsisinda ¢ok fazla parametre ile karsi karsiya kalinan giiniimiiz
sartlarinda, gilincel ve pratik ¢oziim metotlart iiretmek Onemli hale gelmektedir. Evrimsel

algoritmalar (evolutionary algorithm), kolayca ¢oziilemeyen problemlere iyilestirilmis ve yaklagik



cozlimler saglamak i¢in kullanilmaktadir. Bu sebeple tavsiye sistemleri i¢in kullanilan yontemlerde
evrimsel algoritmalarin kullanim1 da giderek artmaktadir. Evrimsel algoritma tiirlerinden genetik
algoritmalar (GA), biiylik ve karmagik uzaylarda arama yapabilen stokastik arama teknikleridir.
(Cozlim iiretirken biyolojik evrimin isleyisini rol model alarak dogal segilim ve genetik kurallara
dayandirilmis stirekli iyilesen ¢oziimler tiretir. Coziimler i¢in bir uygunluk (fitness) fonksiyonu ve
yeni ¢oziimlerin olusturulmasi i¢in yeniden kopyalama (recombination), degistirme (mutation) gibi
operatorleri kullanir [2]. GA yaygin optimizasyon yontemleriyle karsilastirildiginda parametre
kiimesi yerine bir ¢ozliimii temsil etme yontemi olarak bir bit, say1, karakter dizisi gibi parametre
takiminin kodlanmis haliyle ¢oziime gidilir. GA ¢esitli gergek diinya uygulamalarinda kullanim
alan1 bulmaktadir. Sinir aglarinda genetik optimizasyon olarak kullaniminin yani sira goriintii
segmentasyonu gibi konularda karmasik optimizasyon problemlerini ¢ézmede ve goriintii
analizinin farkli alanlarinda GA’dan faydalanilir [3]. Bagka bir 6rnek olarak kablosuz sensor
aglarinda, GA uygunluk fonksiyonu yardimiyla tiim operasyonel asamalar optimize edilmekte ve
hatta 6zellestirmek i¢in kullanilmaktadir [4]. Tip bilimi basta olmak iizere finansal piyasalar,

iiretim sistemleri, ekonomi ve ticaret gibi sektdrlerde de kullanim 6rnekleri yaygindir.

Satin alma veya hizmet talebi Oncesinde tavsiye arayisinda bulunma egilimi, son yillarda
yayginlagmaktadir. Bu egilim, biiyiik miktardaki bilgi, iirlin ve hizmet gelisimi ile birlikte artar ve
gercek zamanli olarak performans gosterebilen giiclii ve Olgeklenebilir tavsiye sistemleri
olusturmay1 daha zorlu hale getirir. Tavsiye sistemlerinin 6l¢eklenebilirligini artirmak ve zaman
karmagikligin1 azaltmak i¢in yaygin bir yaklasim, kullanicilarin profillerine ve benzerliklerine
dayal1 olarak kiimeleme yapmaktir. Kiimelemede dogru kiime sayisinin se¢imi, aykirt degerler ve
baslangic noktalarin rastgele secilmesi gibi dezavantajlar da bulunmaktadir. Bu dezavantajlari
gidermek ya da var olan ¢6ziim performansin iyilestirmek i¢cin GA’nin kullanildig1 ¢aligmalar
yayginlagsmistir. Zaman i¢inde farklilasan problemlere ve girdilere karsi uygun olan yontemler ile

onemli ¢iktilar elde edilerek literatiirde ¢esitli yaklagimlarla ¢oziimler sunulmustur [5].

Kim ve Ahn [6], ¢alismasinda GA’ y1 tavsiye sisteminde K-ortalama kiimelemesinde optimal veya

alt-optimal baslangi¢ elemanlarini se¢mek i¢in kullanir. Bu ¢alismada, ¢evrimigi aligveris pazarini



etkin bir sekilde gruplandirma yapmak i¢in genetik algoritmalara dayali yeni bir kiimeleme
algoritmasi (GA K-ortalamalar) onerilmistir. GA ile kiimeleme tekniginin, ilgili kiimeleri daha
etkin bir sekilde olusturdugu ortaya konmustur. Uygulama kisminda ise baslangi¢ elemanlar1 GA
tarafindan optimize edilen K-ortalama kiimelemesi gergek bir e-ticaret gruplandirma ¢aligsmasina
uygulanmigtir. Sonrasinda ise GA K-ortalamalar sonuglari, basit bir K-ortalamalar algoritmasi ve
kendi kendini organize eden haritalar (Self Organizing Map-SOM) sonugclariyla karsilastirilmistir.
Sonuglar, GA K-ortalamalar kiimelemesinin, diger tipik kiimeleme algoritmalarina kiyasla
gruplandirma performansini iyilestirebilecegini gostermistir. Ek olarak, caligmada Onerilen

modelin Oneri sistemleri i¢in bir 6n isleme araci olarak kullanislilig1 dogrulanmistir.

Bobadilla ve digerleri [7], tavsiye sistemlerinde yiiriitiillen isbirlik¢i filtreleme siireclerinde gecerli
olan, kullanicilar arasindaki benzerligi &lgmek icin bir 6l¢ii sunmuslardir. Onerilen metrik,
degerlerin ve agirliklarin basit bir dogrusal kombinasyonu ile formiile edilmistir. Degerler,
aralarinda benzerligin elde edildigi her bir kullanici ¢ifti i¢in hesaplanirken, agirliklar yalnizca bir
kez hesaplanir ve bir genetik algoritmanin, her bir tavsiye sisteminden gelen verilerin spesifik
dogasina bagli olarak tavsiye sisteminden agirliklari ¢ikardigi 6nceki bir asamadan faydalanir. Elde

edilen sonuclar, tahmin kalitesi, 6neri kalitesi ve performansinda énemli gelismeler sunmaktadir.

Dao ve digerleri [8], hem kullanicinin tercihlerine hem de etkilesimin baglamia dayali olarak
konum tabanli reklamcilik (Location based Advertising -LBA) i¢in genetik algoritma (Context-
Aware Collaborative Filtering using Genetic Algorithm-CACF-GA) kullanarak Baglama Duyarli
Isbirligine Dayal1 Filtreleme adimi verdikleri yeni bir éneri modeli dnermislerdir. Sistemlerinde,

baglam benzerlik degerleri kiimesini optimize etmek i¢in GA uygulanmustir.

Salehi ve digerleri [9], calismasinda e-6grenme sistemindeki tavsiyenin kalitesini iyilestirmek i¢in
nitelik tabanl filtreleme ve genetik tabanli karma bir tavsiye sistemi dnermektedir. Ogrenen taraf
icin materyallerin ortiik veya gizli niteliklerinin agirliklarini optimize etmek adina GA

kullanmiglardir. Sunulan sistemin iki ana modiilii vardir: agik 6znitelik tabanli 6nerici ve Ortiik



Oznitelik tabanli Onerici. Birinci modiilde, materyallerin 6grenen i¢in oOrtiik veya gizli
Ozniteliklerinin agirliklart GA’da kromozom olarak kabul edilmekte ve bu algoritma agirliklar:
tarihsel derecelendirmeye gore optimize etmektedir. Ardindan, 6grencilerin goriislerini temsil eden
optimize edilmis agirlik vektorleri ortiik 6znitelikleri kullanilarak En Yakin Komsu Algoritmast
(KNN) tarafindan oneri olusturulur. Ikincisinde, ¢ok boyutlu bir bilgi modelinde 6grenme
materyallerinin acik niteliklerine dayali olarak 6grenenlerin ilgilerini modelleyebilen tercih matrisi
(Prefer Matrix-PM) tanitilir. Ardindan, PM'ler arasinda yeni bir benzerlik 6l¢iisii tanitilir ve KNN
tarafindan Oneriler olusturulur. Deneysel sonuglar, onerilen yontemin dogruluk ol¢iimlerinde
mevcut algoritmalardan daha iyi performans gosterdigini ve soguk baslatma ve seyreklik gibi bazi

sorunlari hafifletebilecegini gostermektedir.

Maghsoudi ve digerleri [10], calismasinda ilk olarak K-ortalamalar yontemi ile temel bir veri
kiimeleme yontemi anlatilmis ardindan GA ile K-ortalamalar yontemini gelistirmek i¢in “GA-
Clustering” olarak adlandirdiklar1 6neri modelini tanitmislardir. Son olarak “GA-Clustering”
bilinen bazi veri setleri iizerinde incelenmistir. Sonuclar GA kiimelemesinin K-ortalamalar

kiimeleme algoritmasindan 6nemli dl¢lide daha iyi kiimeledigini gostermistir.

Lv ve digerleri [11], iliskisel 6zelliklerin oneri siirecine degerli bilgiler katabilecegini diisiinerek,
bu nedenle islenebilir bir Oneri sistemi c¢ergevesi gelistirmiglerdir. Bu ¢ercevede, alan
ontolojisindeki iliskisel verileri entegre etmisler ve Onerileri olusturmak icin GA kullanilmistir.
Deneysel sonuglar, seyreklik ve soguk baslangi¢ sorunlariyla basa ¢ikma yontemlerinde ve

onerilerin dogrulugunda belirgin iyilestirmeler oldugunu gostermektedir.

Alhijawi [12], yapmis oldugu “The Use of the Genetic Algorithms in the Recommender Systems”
adli tez ¢aligmasinda 6geye dayali semantik benzerlik, n-kriterler ve ¢oklu filtreleme kriterleri
fikirlerini genetik tabanli 6neri sistemi ile birlestiren yeni bir teknik sunmaktadir. Aktif kullaniciya
en iyi 6ge listesini tahmin etmek i¢in GA kullanilir. Sonug olarak, popiilasyondaki her birey bir

aday Oneri listesini temsil eder. Her liste, kalitesini dlgmek igin ii¢ teste tabi tutulur. Onerilen



sistem, seyreklik ve soguk baslangic problemlerinin etkisini hafifletir ve tavsiye sistemini, bir
benzerlik 6l¢iisii kullanmaya gerek kalmadan veya hibrit sistem tarafindan saglanan herhangi bir

ek bilgiye ihtiya¢ duymadan tavsiye liretebilir hale getirir.

Seyrek [13], c¢aligmasinda tavsiye sistemlerine genel bir bakis sunmaktadir. Ayrica uygulama
kisminda isbirlikgi ve igerik bazli filtreleme kullanarak hibrit bir film Oneri sistemi
olusturulmaktadir. A¢ik kaynakli veriseti olan MovieLens {iizerinde, igerik tabanl filtreleme,
isbirlikei filtreleme ve birlesiminden olusan hibrit filtreleme algortimalari ile tahminler yapilmistir.
Kullanilan birlestirme algoritmasindaki hata oranint minimize etmek i¢in GA’dan faydalanilmistir.
Calisma sonucunda, onerilen hibrit film tavsiye sisteminin daha diigiik hata yiizdesiyle sonuclar

verdigi bulunmustur.

Anwar ve Uma [14], Isbirlik¢i Filtreleme (CF) ve Tekil Deger Ayristirma (Singular Value
Decomposition - SVD++) yontemini kullanarak bir 6neri sistemi gelistirmek i¢in yeni bir yaklagim
sunmaktadir. Bu ¢alisma, kullanici ve iiriin arasindaki benzerligi derecelendirme matrislerinden
kosinilis benzerligi kullanarak bulma, eksik derecelendirmeleri matris ayristirma ydntemi
kullanarak tahmin etme ve kullanici tercihine gore en iyi N 68e Onerme gibi mevcut Oneri
sistemlerini genisletme amaci tasimaktadir. Onerilen yaklasim, MovieLens veri kiimesi ile test
edilmis olup Onerilen yontemlerin performans analizi hata metrikleri ile gerceklestirilmistir.
Sonuglar, 6nerilen yaklasimin ¢apraz dogrulama yapildiginda daha diisiik bir hata orani verdigini

gostermektedir.

Sultan ve digerleri [15], 6gretmenler i¢in 6zellikle kisa bir siire i¢inde test kagitlart olusturmanin
zorlugunu problem olarak ele almis ve GA ile K-ortalamalar algoritmasini birlestiren bir yontem
onermislerdir. Bu yontem , Bloom Taksonomisi’ne uygun bir test kagidi olusturmak i¢in kullanilir
ve K-ortalamalar yontemi, aynm 6zelliklere sahip sorulari bir araya getirerek sorulari alti farkl
gruba béler. Bu, sorularin aym 6zelliklere sahip tekrarlarini énleme sorununu ele alir. Onceki

adimlara dayali olarak, simnav kagidinda GA’nin Bloom'un alti1 seviyesine gore en iyi sinavi



se¢mesini kolaylastirir. Bu yaklagim, birinci asamada soru bankasini olusturur, ikinci agsamada
sorular1 benzer ozelliklere sahip alt1 gruba béler ve liglincii asamada sorularin baslangi¢ niifusu
olusturulurken tekrarlanmamasini saglamak i¢in rastgele bir siralama islevi kullanir. Calismada
tlim soru tiirlerini i¢eren 800 soruluk bir soru bankasi kullanilmistir. Bu nedenle 6nerilen yontem,
sinav kagitlar1 olusturma siirecini otomatize etme ve sorularin tekrarlanmasini engelleme

konularinda 6nemli bir katk: saglamaktadir.

Qomariyah ve digerleri [16], ikili tercih GA’ya dayali bir gezi Oneri sistemi yaklasimini gezi
planlayict Oneri sistemi lizerinde uygulayarak aciklamaktadirlar. Bu ¢aligma, internet
kullanicilarinin  biiylik artisinin isletmeler i¢in hizmetlerini tanitmak icin biiyiik bir firsat
olabilecegi bir donemde, 6zellikle e-turizm gibi diger e-hizmetler icin kisisellestirilmis bir oneri
sistemi yaklagimmi Onermektedir. E-turizm alaninda ¢iftli tercih toplama yontemiyle
kisisellestirilmis bir Oneri sistemi gelistirmek amaciyla GA ile ¢iftli kullanici tercihi toplama
yaklasgiminin bir kombinasyonunu kullanilmigtir. Ciftli tercih toplama ydnteminin, puanlama
yontemine gore avantajlari, bircok calismada gosterilmistir ve bunlar arasinda bir derecelendirme
numarasinin tutarsizhigini ve karmasikligini azaltma bulunmaktadir. Ayrica, Onerilen sistemi
incelemek tizere 24 katilime1 tizerinden kullanici degerlendirme calismast gergeklestirilmis ve bu
caligmada kullanilan 201 cazibe merkezini i¢ceren POI veri setini yayinlanmistir. Bu ¢alismanin
temel katkisi, e-turizm alaninda kisisellestirilmis Oneri sistemleri i¢cin GA ile ¢iftli tercih toplama

yontemini kullanarak etkili bir yaklagim sunmasidir.

Tez calismasinda, tavsiye sistemleri i¢in literatiirde yer alan filtreme ve kiimeleme yaklagimlar
incelenmistir. Yaygin kullanilan filtreleme yontemlerinin bazi dezavantajlarina karsin gézetimsiz
ogrenme olan kiimeleme yonteminde K-ortalamalar algoritmasi, GA ile gelistirilerek genetik
algoritma K-ortalamalar kiimelemesi (GA-KOK) calisilmis ve basit K-ortalamalar kiimeleme ile
performanst karsilastirilmistir. Bu  gelistirme sonucunda, GA-KOK ilk uygun c¢oziimde
durmaksizin en uygun ¢oOziim i¢in optimize kiimeler elde ederek kullanicilarin daha iyi

profillenmesi ve bu sayede kiimeler i¢in tavsiye ¢iktilarinin iyilestirilmesini amaclamaktadir.



2. TAVSIYE SISTEMLERI

Tavsiye sistemleri, birgok farkli kaynaktan gelen birbiriyle iligkili ya da iligkisi ortaya ¢ikarilacak
verileri analiz siirecine dahil ederek kullanicilarin gidecegi noktayr dnceden tahmin edip bu
bilgilerden hareketle kullanicinin ilgilenecegi Ogeleri dngorerek cesitli yaklagimlar iiretir. Bu
yaklagimlarda, bir kullanicinin tercihlerini belirlemek i¢in girdi olarak drnegin kullanici tarafindan
satin alinan iriinler, dinlenen miizikler veya izlenen filmler gibi bilgileri kullanir. Bu bilgilere
dayanarak, kullanicinin heniiz karsilagsmadig: {iriinler, yeni filmler veya daha 6nce duymadigi
miizikler gibi 6geler hakkinda tahminler yapar. Kullanicilara 6neriler sunmanin yani sira bir dizi

0geyi tek tek veya grup halinde siralamak i¢in tahminlerde bulunurlar.

2.1. Oneri Algoritmasi

Bir tavsiye sisteminin geliri artirmasinin bir¢ok yolu vardir. En basit yol ¢apraz satistir;
kullanicilara ek 6geler onererek, kullanicinin baslangicta amagladigindan daha fazlasini satin alma
olasiligini artiririz. Capraz satig i¢in kiimeleme yontemi, oncelikle kullanicilarin veya iirlinlerin
benzer ozelliklere sahip olanlarini gruplara ayirmak amaciyla kullanilir. Bu gruplandirma, benzer
demografik 6zelliklere sahip kullanicilari veya benzer 6zelliklere sahip iirlinleri ayni kiimeye
yerlestirir. Ayrica sistemde heniiz izi olmayan yeni kullanicilar i¢in, benzer profillere sahip
kullanicilarla kiimelenmesi saglanarak ayni kiimeye ait diger kullanicilarin ilgilendigi iiriinleri
kesfetmesi saglanabilir. Bu sayede hem var olan kullanicilara hem de yeni kullanicilara ilgilerine
uygun ¢apraz satig onerileri sunulabilir. Kullanicinin hem platformda gegirdigi vakit artacaktir hem
de ilgili bir 6geyi kagirmamaya calisarak ayrica ilgilenmesi olasi liriinlerle beraber daha cesitli

Oneri listeleri sunulabilir.

Genel bir Oneri algoritmasi, Cizelge 2.1'de gosterildigi lizere formiile edilebilir. Cizelge 2.1'de
Oneri problemi, bir dizi derecelendirilmemis 6ge (i) nin kullanici (u) tarafindan ilgilenme olasiligt

en yiiksek olan 6gelerin (i*) bulunmasindan olusur [12].



Cizelge 2.1. Genel Tavsiye Algoritmasi

Basla

1. u kullanicisinin biitiin derecelendirilmemis i 6geleri i¢in, bir algoritma kullanarak tahmin

orani hesaplanir.
2. ix dgeleri en yiiksek tahmin edilen oranlarla onerilir.

Bitir

2.2. Tavsiye Sistemlerinde Kullanilan Yontemler

Tavsiye sistemlerinde ilgili 6neriyi yapmak i¢in veri havuzlarindan kayda deger bilgiler ¢ikariimasi
noktasinda yaklagimlar da farklilasmaktadir. Bu onerilerin sekillenme siireci ise platforma gore

degisiklikler gostermektedir.

Kullaniciya tavsiye edilmek {izere bir oneriler ¢ikti listesi olusturmak icin sirastyla bilgi ¢ikarimi
(retrieval), filtreleme (filtering), skorlama (scoring) ve siralama (ordering) olarak gerceklestirilen

dort ana gorev vardir. Gorevler ve 6rnek kullanim alanlar1 Cizelge 2.2°de verilmistir [17].



Cizelge 2.2. Tavsiye Sistemlerinde Bilgi Cikarimi Asamalari

Online Kanallar

Canli Servisler

Sosyal Medya

Miuizik Kesfi

Satin alinan,
gorintilenen 6geler
bulma

Farkli
satirlara/konulara
dayal 6geleri bulma

Kullanicinin aginda
yeni gonderiler bulma

En yakin komsu
aramasina dayali
benzer sarkilar bulma

Stokta olmayan
ogelerin gikariimasi

Kullanicinin dlkesi igin
mevcut olmayan
ogelerin gikariimasi

Kullanicin engelledigi
ya da sessize aldigi
gonderilerin
gikarilmasi

Kullanicilarin daha
once dinledigi
pargalarin gikariimasi

Bir kullanicinin bir
Urlint satin alma
olasiliginin
tahminlenmesi

Oge basina
kullanicinin akig
suresinin
tahminlenmesi

Kullanicinin
etkilesime
gecebilecegi 6gelerin
tahminlenmesi

Bir kullanicinin bir
sarkiyl dinleme
olasihginin
tahminlenmesi

Ogelerin fiyat
noktalarina gore
yeniden siralanmasi

Tir dagilimlarina
uyacak sekilde
Oneriler dizenlenmesi

Farkl kaynaklardan
gonderilerin
siralanmasi

Puan, benzerlik, BPM
vb. arasinda degis
tokus yapilmasi

e Bilgi cikarimi (retrieval), giris isteginde yer alan bir bilgi alt kiimesini alir ve bunu, tiim

secenekler kiimesini, kullanici tarafindan secilme sansi olan ¢ok daha kiiciik bir segenekler

kiimesine hizla daraltmak icin kullanir. Cevrimi¢i hizmetin veri tabaninda belki de

milyonlarca 68e olabilir ve tavsiye sisteminin her kullanict i¢in hepsini puanlamasi

miimkiin olmayacaktir. Bu hizli 6n se¢im, hiz gereksinimleri tarafindan motive edilir.

Kullanici i¢in sorunsuz bir hizmet 6nemli olacagindan tavsiye sistemi, ¢ikti dnerilerini,

talebi aldiktan sonra birka¢ milisaniye i¢inde sunmalidir. Ortaya ¢ikan dnceden secilmis

Ogelerin listesi yiizlerce, belki de on binlerce 6ge igerebilir bu, tavsiye sisteminin 6nceden

secilmis tiim 6Zeleri zaman i¢inde ayr1 ayr1 puanlamasina izin veren bir sayidir.

e Filtreleme (filtering), bilgi ¢ikarimi asamasinda olusturulan 6nceden se¢ilmis 6gelerin

listesine bir dizi kural uygular, boylece baska bir amaca hizmet etmeyen 6geler ¢ikarilir

(Ornegin, kullanici tarafindan zaten satin alinan iriinleri listeden ¢ikarmak).



e Skorlama (scoring), filtrelenmis 6ge listesindeki her bir 6geye bir puan (kullanicilarin
tavsiye sistemiyle ge¢misteki etkilesimi sirasinda toplanan) atamak icin ge¢mis verileri
kullanarak egitilmis bir makine 6grenimi modeli kullanir. Bu puan, kullanicinin her bir
0geye olan ilgisini 6l¢meli, baska bir deyisle, kullanicinin 6geler arasindan se¢im yaparken
kisisel tercihini yansitmalidir. Bu asamada, puanin olustugu zamani1 dikkate alarak puanin
dogrulugunu tercih ederiz, bu nedenle giris sorgusundan ilgili tiim bilgiler ve kullanict
hakkinda mevcut tiim bilgiler dikkate alinir. Puanlamay1 ger¢eklestiren makine 6grenim
modelinin bir 6rnegi olarak girdi isteginden gelen 6ge verilerini sunduktan sonra, 6ge i¢in
tiklanma olasiligiyla birlikte tiklama tahmini tireten derin bir sinir ag1 olabilir. Tiklama

olasilig1 daha sonra 6genin ¢ikt1 puani olur.

e Siralama (ordering), 6genin puanini dikkate alir ve bunu, 6ge listesi tavsiye sistemi
ciktisina teslim edilmeden Once Ogeleri siralamak i¢in kullanir. Ayrica bu asamada,
hizmetin iy mantif1 gereksinimlerine gore Ogelerin ¢ikti listesi istenen sayida Ggeye

kasaltilabilir.

Tavsiye sistemlerinin temel unsurlari, bilgi ¢ikarimi asamasinin merkezindeki makine 6grenimi
modelleri ve puanlama agamasinda siralamay1 gergeklestiren modellerdir. Kiimeleme yontemi ise
bu siirecte bilgi ¢ikarimi asamasinda Onemli bir rol oynar. Tavsiye sistemi i¢in kiimeleme
yonteminde, benzer ilgi alanlarina veya ozelliklere sahip kullanicilar veya tirlinler gruplandirilir.
Bu gruplar, daha sonra makine 6grenimi modellerinin egitimi ve Onerilerin olusturulmasinda
kullanilir. Ozellikle bilgi ¢ikarimi ve puanlama asamalarinda kiimeleme sonuglari, kullanicilarin
ilgi alanlarina daha hassas bir sekilde odaklanilmasini ve daha kisisellestirilmis Onerilerin
sunulmasimi saglar. Dolayisiyla, tavsiye sistemi basarisin1 ve kullanict memnuniyetini biiyiik

olgtide kiimeleme kalitesi ve verimliligi belirler.

Tavsiye sistemlerinin orijinal smiflandirmasi, filtreleme algoritmasina dayanmaktadir. Bu
smiflandirma, tavsiye sistemlerini ii¢ kategoriye ayirir. Mevcut kaynaklar, kullanict verileri

(demografik ozellikler), 6ge verileri (anahtar kelimeler, iirlin kategorileri) ve kullanici-iiriin
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degerlendirmeleri olabilmektedir. Modern tavsiye sistemlerinde dogrusal modeller ve derin sinir

aglar1 gibi gelismis yontemleri kullanilir.

Tavsiye sistemlerinde kullanilan yontemler Sekil 2.1°de verilmistir [18].

[ Tavsiye Sistemleri ]

! ! !

[ Icerik Bazh Filtreleme ] [ Isbirlikci Filtreleme (iF) ] [ Hibrit Filtreleme

i Y i —> [ Degismeli Hibrit

e —> Basamakh Hibrit

Model Bazh iF Hafiza Bazh IF

v

Karisik Hibrit

1

J

[ J

[ ]

(e o |
[ J

[ J

[ J

&

v

N Ozellik Biiyiitme
— Uriin
Bazh

Meta Diizeyi

v

Agirhklandirma

Sekil 2.1. Tavsiye Sistemleri Yontemleri
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2.2.1. icerik Bazh Filtreleme

Icerik Bazli (Content-Based) filtrelemedeki temel hedef, iiriinleri belirli anahtar kelimeler veya
kategorilerle gruplandirarak kullanicinin tercihlerini anlamak ve benzer 6geleri 6nermek icin bu
terimleri veritabaninda aragtirmaktir. Sekil 2.2’de de wverildigi gibi kullanicinin  gegmis
davraniglarindan ve ogelere ait igerik bilgisinden yararlanarak onceki 6geye benzer bir Oge

Onerilmektedir.

Kullanici

tarafindan satin
alindi
Benzer liriin

l Kullanici i¢in
onerildi

Sekil 2.2. igerik Bazl1 Filtreleme

Filtreleme i¢in ilk adimda bir &zellik matrisi olusturulur. Ozellik matrisi, kategori, uzunluk, igerik
vb. gibi d6gelerle ilgili ozellikleri icermelidir. Sistem, kullanicinin tercihlerine, ge¢misine ve
sistemle gegmisteki etkilesimlerine dayali olarak bir kullanici profili olusturur. Kullanici, aym
ozellik alaninda temsil edilmelidir. Kullanictyla ilgili 6zellikler hem agik hem de ortiik olabilir.
Acik bir 6zellik, kullanicinin profilinde belirli bir kategoriyi tercih ettigini belirtmesi olabilirken,
ortiik bir 6zellik, kullanicinin gegmiste yalnizca belirli bir renkteki iiriinleri satin almasi olabilir.
Ozellik matrisi hazir oldugunda bir benzerlik metrigi secilmelidir. Benzerlik metrigi, drnegin nokta
carpiminin (dot product) kullanilmasi ile benzerlik puaninin nasil Sl¢iilmesi gerektigini basitge
aciklamaktadir. Sistem, 6zellik vektorlerini karsilastirarak her bir 68e ile kullanict profilinde ilgi

alanlarindaki benzerligi hesaplar. Ogeleri benzerlik puanlarmna gore kullaniciya &nerir ve burada
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en yiiksek puana sahip &geler en iyi oneriler olarak kabul edilir. Igerik bazli filtreleme diger
kullanicilar: dikkate almaz, sadece diger 6geleri dikkate alir. Igerik bazli filtreleme ile kullanicilar
tarafindan bir degerlendirme olmadan da yeni lriinler 6nerilebilir. Veri tabaninda kullanicinin
acikca tercihlerinin belirtilmemesi 6nerilerin dogrulugu etkilemez. Kullanicilar kendi profillerini

paylasmadan da oOneriler alabilirler.
Bir kullanici profili olusturmak ig¢in sistem ¢ogunlukla iki tiir bilgiye odaklanmaktadir [19].
1. Kullanicinin tercih ettigi bir model

2. Kullanicinin tavsiye sistemiyle etkilesiminin gegmisi

Genel olarak, igerik bazli filtrelemenin matematiksel galisma prensibi, 6geleri ve kullanicilar:
ozellik vektorleri olarak temsil etmeyi, her bir 6zellige 6nemine gore agirlik atamayi, bir benzerlik
islevi kullanarak 6geler ve kullanici ilgi alanlari arasindaki benzerligi hesaplamay1 ve en yiiksek

degere dayali 6neriler iiretmeyi icermektedir.

2.2.2. isbirlik¢i Filtreleme

Isbirlikgi (Collaborative) filtreleme, tavsiye sistemleri tarafindan kullanicilara gegmis
davraniglarina ve diger benzer kullanicilarin davraniglarina dayali olarak kisisellestirilmis oneriler
saglamak i¢in kullanilan bir tekniktir ve literatiirde Breese ve arkadaslarimin caligmasinda
kullanilmistir [19]. Tavsiye sistemleri arasinda popiilerdir ve yaygin kullanilan bir yaklasimdir
[20]. Bu filtreleme yonteminde kullanici ve {iriin benzerliklerini 6l¢mede ve degerlendirmede farkl
algoritmalar kullanilmaktadir. Benzer kullanicilarin benzer &geleri tercih etmesi gercegine

dayanmaktadir [21].

IIk adim, kullanicilar ve tercihleri hakkinda veri toplamaktir. Bu veriler, kullanici tercihlerini
anlamak i¢in kullanilabilecek derecelendirmeleri, incelemeleri veya diger ilgili bilgileri igerebilir.
Toplanan veriler daha sonra, her satirin bir kullaniciyr temsil ettifi ve her siitunun tavsiye

edilebilecek bir 6geyi temsil ettigi bir kullanici-6ge matrisi olusturmak i¢in kullanilir. Matristeki
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girdiler, kullanicilar tarafindan O6geler i¢in verilen derecelendirmeleri temsil eder. Benzerlik
Ol¢iimleri, benzer tercihlere sahip kullanicilar1 belirlemek i¢in kullanilir. Bu 6lglimler, Kosiniis
Benzerligi’ni, Pearson Korelasyon Katsayisi’n1 veya herhangi bir baska uygun benzerlik 6l¢iisiinii
icerebilir. Benzer kullanicilar belirlendikten sonra sistem, benzer kullanicilarin gegmiste begendigi
Ogelere dayali Oneriler iiretebilir. Sistem, Onerileri daha da hassaslastirmak i¢in {iriin bazl
filtreleme veya icerik bazli filtreleme gibi ek teknikler de kullanabilir. Isbirlikgi filtrelemedeki son
adim, Onerileri zaman ig¢inde iyilestirmek ic¢in kullanicit geri bildirimlerini kullanmaktir. Bu,
kullanicilardan onerilen 6geler hakkinda geri bildirim isteyerek ve bu geri bildirimi onerileri
iyilestirmek icin kullanarak yapilabilir. Isbirlikci filtreleme model bazl ve hafiza bazli ydntemler

olarak Sekil 2.1°de gosterildigi gibi ikiye ayrilmaktadir.

1) Model Bazli Isbirlik¢i Filtreleme

Model bazli IF yontemler, kullanicilarin gegmis alisveris ya da gezinme izlerini kullanarak {iriinlere
olan egilimlerini veya begeni skorlarin1 tahmin etmeye c¢alisan bir model olusturur ve kullanici-
iriin etkilesimlerindeki Oriintiileri yakalamayi hedefler. Bu model, kullanicinin tercihlerini

anlamak ve Onerilerde bulunmak i¢in kullanilir.

Model olusturma siireci, bayes agi, kiimeleme yontemi ve kural tabanli yaklagimlar gibi farkl

makine 6grenme algoritmalar1 ile gergeklestirilir.

e Bayes ag modeli, isbirlik¢i filtreleme problemi icin olasiliksal bir model formiile eder.

e [Kurala dayali yaklagim, birlikte satin alinan 6geler arasindaki iliskiyi bulmak i¢in birliktelik
kurali kesif algoritmalar1 uygular ve ardindan 6geler arasindaki iliskinin giiciine dayali

olarak 6ge Onerisi liretir [22].

e Kiimeleme yontemi, benzerlik 6l¢iimleri kullanilarak, kullanicilar veya iiriinler benzer
gruplara ayrilmaktadir. Bu gruplar, daha sonra model bazli isbirlik¢i filtreleme

algoritmalar1 i¢in temel olusturur. [23].
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2) Hafiza Bazli Isbirlik¢i Filtreleme

Hafiza bazli IF’de, iiriin ve kullanic1 bazli komsuluk degerlendirmeleri sonucunda tavsiyeler
iiretilir. Bu filtrelemede, tavsiyeyi olugturmak i¢in kullanilan benzerlik degerlerini hesaplamak i¢in
gecmis kullanict derecelendirme verilerini temel alirken; model tabanli yontemde ise tavsiyeyi
olusturmak i¢in bayesci siniflandirma, bulanik algoritma, kiimeleme yontemi ve genetik algoritma
gibi bir model olusturmak i¢in gecmis kullanic1 derecelendirme verilerini kullanir [24]. Genetik
algoritmay1 kullanan isbirligine dayali tavsiye sistemleri temel olarak {i¢ yonde modellemede
kullanilmistir: kiimeleme [25-27], hibrit kullanici modelleri [28-30] ve genetik algoritma tabanl
modellemeler [31,32]. Hafiza bazli IF, kullanici bazli ve iiriin bazli olmak iizere ikiye

ayrilmaktadir.

Kullanici bazl isbirlikgi filtreleme: Tercihlerin belirli bir kullaniciyla 6nemli 6l¢iide iligkili oldugu

tavsiye sistemidir. Kullanicilarin benzer tercihlerinden yola c¢ikar. Veri tabanindaki benzer
tercihleri yapmis diger kullanicilar: bulup satin alma ya da begenme potansiyeli olan diger 6geleri

kullaniciya Oneren sistemdir.

Kullanict bazli IF, Sekil 2.3’te de gosterildigi gibi kullanicilar arasindaki istatistiksel benzerlik
kavramlarina dayali Oneriler sunar [33]. Benzer miisteriler yiliksek korelasyona gore

iligskilendirilmeye calisilir ve miisterilerin sectigi iirlinlere dayanarak oneri iiriinler sunulmaktadir.

Ornegin, benzer aligveris davranis1 gsteren iki farkli kullanici x ve y olarak tanimlansin. A,B ve
C ise farkli elbise gesitleri varsayildiginda, x kisisi yeni bir elbise bakiyorken ge¢mis elbise
secimleri veya begenileri dogrultusunda benzer profildeki y kisisinin se¢imleri ile benzerligini
Olcen sistem, y kisisinin alip x kisisinin heniiz almadig1 elbiseyi (A) Onerecektir. Bu Oneri
gerceklesirken x kullanicisinin y kullanicisina benzer skorlarina gore, pearson korelasyonu veya

kosiniis benzerligi yontemleri kullanilarak tahminleme yapilmaktadir.
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Sekil 2.3. Kullanici Bazli Isbirlik¢i Filtreleme

Pearson korelasyon katsayisi (r) ile x ve y kullanicist arasindaki benzerlik hesaplamasi Esitlik
(2.1)’de gosterilmistir. Pearson katsayis1 degerleri -1 ile 1 arasindadir. Degerin 1’e yaklagsmasi x

ve y kullanicilar arasindaki benzerligin arttigini gosterir [34].

ZieI(Rx,i_Ex)-(Ry,i_Ey)

\/ZiEI(Rx,i_Ex)2 -JZie[(Ry_i—Ey)z

r(x,y) = 2.1

I : Aktif kullanici ile diger kullanici arasinda ortak olarak degerlendirilen 6gelerin kiimesi
Rx,i: Aktif kullanicinin i 6gesine ait degerlendirmesi

Ry,i: Diger kullanicinin i 6gesine ait degerlendirmesi

E: y kullanicisinin 6gelere verdigi puanlarin ortalamasi

R,: x kullanicisinin 8gelere verdigi puanlarin ortalamasi

Diger adim ise aktif kullanici ile oriintii yakalanan baska kullanicilar i¢in komsuluk se¢imidir. K-
en yakin komsu algoritmas: (KNN) bu adimda sik kullanilmaktadir. Algoritma sonucunda aktif

kullanict ile en yiiksek benzerligi gosteren k tane komsu se¢imi yapilir.
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davranig skorlart hesaplanir. Bu tahminde k tane komsu kullanicinin ilgili iiriinle olan iligkileri

sonucundaki skorlarin agirlikli ortalamasi denklem Esitlik (2.2)’deki gibi alinir.

ZyeU(Ry,i_Y)- r(x,y)
Yyeu T(xy)

R, = Ry + (2.2)

x: Aktif kullanict

y: Diger kullanicilar

U: Aktif kullanicinin komsularinin bulundugu kiime

r(x): x kullanicisi ile y kullanicist arasindaki pearson katsayisi
Rx,i: Aktif kullanicinin i 6gesine ait degerlendirmesi

Ry,i: Diger kullanicinin i 6gesine ait degerlendirmesi

R,,: y kullanicisinin 6gelere verdigi puanlarin ortalamasi

R,: x kullanicisinin 6gelere verdigi puanlarin ortalamasi

Tahmin hesaplamasinda ise derecelendirme matrisi (rating matrix) kullanilir. Sekil 2.4°te
gosterildigi iizere satirlar kullanicilari, siitunlar ise 6geleri temsil eder. Matris girisleri (a),
kullanicilarin =~ 6gelere  sagladigi  "Bilinen"  derecelendirmeleri igerir.  "Bilinmeyen"
derecelendirmeler soru isaretleriyle temsil edilir. Ayrica Sekil 2.4’te komsuluk secimi de

-----

icin begeni skoru tahminini gostermektedir [35].
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(b)

Uriin _bazli isbirlikci filtreleme: Kisilerin satin aldigi, gériintiiledigi, puanladig: iiriinlerin

benzerliklerini ve diger kullanicilarin tercihlerini dikkate alan bir filtreleme yapar. Kisinin daha

onceden baktig1 ya da begendigi iiriinlere gore skorlama yaparak buna benzer {iriinleri kisiye sunar.

Icerik bazli filtreleme teknigi ile iiriin bazli IF teknigi arasindaki fark; igerik bazli filtreleme teknigi

ogelerin meta verilerinden yararlanarak Ogeler Onerirken, iiriin tabanli IF tekniginde ilgili

kullanicinin satin aldig: iiriinler, inceledigi icerikler ile birlikte diger kullanicilarin tercihlerini

dikkate alarak Oneriler sunulmaktadir.
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Sekil 2.5. Uriin Bazli isbirlik¢i Filtreleme

Sekil 2.5’te de gosterildigi gibi iiriin bazli IF’de, iiriin benzerligine odakl olarak algoritma calisir
[33]. Miisteriler arasinda benzerlik bulmak yerine {iriinlerin 6zelliklerine gore benzer 6zellikteki
ogeler gosterilir. Her 68e icin bir profil olusturulur (A,B ve C) ve kullanicilarin (x,y) tercih ettigi
iiriinlerin profili, kullanicilarin tercihlerini temsil eder. Uriinler arasindaki benzerlikler
hesaplanarak kullanici profilindeki tirlinlerin benzerleri belirlenir ve en benzer iirtinler 6neri olarak

sunulur.

Ornegin bir kullanici pantolon satin almak istiyorsa aranilan 6zelliklerdeki benzer pantolonlar
tavsiye edilecektir. Bu pantolonun Ozelliklerine dayanarak tavsiyeler sunmasi, kullanict igin
kisisellestirilmis bir deneyim saglamaktadir. Uriin bazli isbirlik¢i filtrelemede kullanicilar
arasindaki farklar dikkate alinmaz bu da kullanicilarin benzersiz tercihlerinin goz ardi edilmesine

sebep olur.

-----

Aktif kullanicinin degerlendirdigi 6geleri, kullanici — {iirlin matrisinden alarak bir iiriin
benzerlikleri modeli ortaya koyar. Bunun i¢in ilk adimda aktif kullanicinin 6gelere verdigi puanlar
veya yorumlar gibi veriler toplanir. Sonrasinda dgelerin benzerlikleri hesaplanir. iki 6genin
ozellikleri (fiyat, marka, tasarimi, renk, beden vb.) benzerlik skoru hesaplamak i¢in kullanilabilir.
Benzerlik skoru, Pearson Korelasyonu Esitlik (2.1), Kosiniis Benzerligi Esitlik (2.3) veya Oklit
Uzaklig1 Esitlik (2.4) gibi istatistiksel yontemlerle hesaplanabilir.
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Esitlik (2.3)’te Kosiniis benzerligi, iki 6geyi ve derecelendirmelerini vektorler (a,b) olarak
tanimlar. a; ve b; her bir i’nci degisken degerini temsil etmektedir ve aralarindaki benzerlik bu

vektorler arasindaki ag1 olarak Esitlik (2.3)’teki gibi tanimlanmaktadir.

. a.b YR a;b;
kosmus(a, b) = — i=1 i

N
Yiz1ai |Ziz1 bi

(2.3)

Esitlik (2.4)’te tanimlandig1 gibi 6klid uzakligi ise iki nokta arasindaki dogrusal uzaklig: temel alir.
Bu iki nokta arasindaki mesafenin iki boyutlu uzayda X ve Y koordinatlari vardir. Ornegin bir M
noktasmin koordinatlar1 (X, Y,) ve bir L noktasinin koordinatlart (X;,Y;) olarak temsil

edildiginde M ile L noktasi arasindaki 6klid mesafesi Esitlik (2.4)’teki sekli ile ifade edilmektedir.

dM,L) = (X, — Xu)? + (Y, — Yiy)? (2.4)

2.2.3. Hibrit Filtreleme

Hibrit filtreleme, Onerilerin dogrulugunu artirmak veya geleneksel tavsiye sistemlerinin
siirlamalariyla (6rnegin, yeni iiriinler veya yeni kullanicilar gibi sorunlar) kismen basa ¢ikabilmek
icin bilgi temelli yontemlerin birlestirildigi bir tekniktir. Herhangi bir bireysel sistemin daha az
dezavantajiyla daha iyi performans elde etmek icin iki veya daha fazla Oneri teknigi
birlestirilmektedir. Ornegin, igerik tabanli filtreleme ve isbirligi tabanli filtreleme ydntemleri hibrit
bir yaklasimla birlestirilebilir. Icerik tabanli filtreleme, kullanicinin gecmis tercihlerine veya
profiline dayali olarak benzer 6geleri Onerirken, isbirligi tabanl filtreleme, kullanicilarin benzer
tercihlere sahip diger kullanicilarin Onerilerini dikkate alir. Hibrit filtreleme, bu iki yaklasimi
birlestirerek hem igerik benzerligini hem de kullanici davraniglarini géz 6niinde bulundurarak daha
hassas Oneriler saglamayi1 hedefler. Cizelge 2.3’te hibrit filtrelemede kullanilmis olan bazi

kombinasyon teknikleri ve kisaca tanimlar1 verilmistir [36].
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Cizelge 2.3. Hibrit Teknikler

Hibrit Metot Tanim

Degismeli Sistem, mevcut duruma bagli olarak Oneri teknikleri arasinda gegis yaptigi
metottur.

Basamakli Bu yontemde, adaylarm kaba bir siralamasim olusturmak igin bir oneri teknigi
kullanilirken, ikinci teknik yalmzca ek diizeltme gerektiren maddelere odaklanir.

Karsik Birkag tavsiye ediciden gelen Onerilerin ayn1 anda sunuldugu yontemdir.

w Farkli veri kaynaklarimdan gelen oOneri oOzelliklerinin birlikte tek bir oneri

Ozellik . LS

K . algoritmasina atilmasi teknigidir.

ombinasyonu
Ozellik Biiviitme Bir 6genin derecelendirmesini veya siiflandirmasini olusturmak igin bir teknik
Y kullanilir ve bu bilgi daha sonra bir sonraki 6neri tekniginin islenmesine dahil

edilmesidir.

Meta Diizeyi Bir tavsiyeci tarafindan 6grenilen model, digerine girdi olarak kullanilir.

Agirliklandirma Bl.rka(.; oneri tekl.ngmm'slforlarlmn ya da oylamalarinin tek bir 6neri olusturmak
icin bir araya getirilmesidir.

Farkli caligsmalar, hibrit tekniklerin geleneksel tekniklere kiyasla daha dogru tavsiyeler
sagladiklarini gostermek amaciyla isbirlik¢i ve icerik bazli filtreleme ile karsilagtirmistir. Yapilan

bu karsilastirmalar hibrit filtrelemenin daha etkili sonuglar verdigini gostermektedir [36-37].

2.3. Tavsiye Sistemlerinde Karsilasilan Sorunlar

Tavsiye sistemleri kullanilarak dogru ve iyi kalitede tavsiye olusturmak i¢in bazi zorluklarla
karsilasilabilmektedir. Model olusturma siirecinde genellikle seyreklik (sparsity), 6l¢eklenebilirlik
(scalability), soguk baslatma (cold start), kararsiz kullanicilar (gray sheep), benzerlik (synonymy),
yanlis yonlendirme (shilling attacks), gecikme (latency), popiilerlik yanlilig1 (popularity bias) gibi

problemler ile karsilagilmaktadir. Temel sorunlar agsagida agiklanmistir [38].
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Seyreklik sorunu: Oneri kalitesini etkileyen ve tahmin yapmak igin gereken hesaplama
siiresini artiran, tavsiye sisteminin karsilastigi onemli bir sorundur. Bu sorun, isbirlik¢i
filtrelemede goriiliir, ¢iinkii ¢ogu kullanici 6gelerin ¢ogunu derecelendirmez ve bu
derecelendirmeler seyrektir. Bagka bir deyisle, kullanici-6ge derecelendirme matrisi birkag

sifir olmayan giris igerir.

Soguk Baslangic sorunu: Yeni bir kullaniciya tavsiyede bulunmak, yeni {irlinler tavsiye
etmek veya yeni bir tavsiye sistemi tarafindan dneri olusturmak zordur. Oge veya kullanici
hakkinda bilgi eksikligi bu soruna yol agmaktadir. Icerik bazli filtreleme kullanilan tavsiye
sistemi, soguk baslatma problemini dnler ¢iinkii gecmis derecelendirme bilgilerine bagl
degildir. Oysa isbirlik¢i filtreleme kullanilan tavsiye sistemi bu durumda kaliteli bir 6neri

uretemez.

Olgeklenebilirlik: Bilgi miktar1 muazzam bir sekilde artmaya devam etmektedir. Ornegin,
cok fazla kullanicinin oldugu ve her giin daha da artmaya devam eden platformlarda 6ge
cesitliligi de artacak ve tercihler daha da karmasik hale gelecektir. Bu karmagiklik
beraberinde islem yogunluguna sebep olarak 6l¢eklenebilirlik sorunu ortaya ¢ikmaktadir.
Olgeklenebilirlik sorununun ¢dziimiinde genellikle boyut azaltma ve kiimeleme yontemleri

uygulanmaktadir.

Asirt Uzmanlagsma sorunu: Tavsiyenin kullanici profiline gore tiretildigi durumlarda “Asirt
Uzmanlagsma” sorunu ortaya c¢ikmaktadir. Bu, kullanicinin yeni 6geler kesfetmesini

engeller.

Kararsiz kullanicilar: Isbirlikci filtrelemede yasanan “Gray Sheep” sorunu, ilgili
kullanictya benzer higbir kullanicinin bulunmamasi/eslenmemesi sonucunda ortaya
cikmaktadir. Sorunun c¢oziimiinde genellikle, kullanici profili ve 6ge 0Ozelliklerinin

kullanimz ile igerik bazli filtreleme uygulanmaktadir.

Benzerlik: Benzer 6gelerin sistem iizerinde farkli tanimlanmalar1 sonucunda ortaya ¢ikan
benzerlik problemi, tavsiye sistemi uygulamalarinin karar verme siirecinde dogrulugunu

etkileyebilir.
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Yanlis Yonlendirme: Bu sorun, sahte profil hesaplarina sahip kisilerin tavsiye sistemi
uygulamalarina yaptig1 saldirilarin sonucunda ortaya ¢ikmaktadir. Burada, tavsiye
sistemlerinde yapilan saldirilarda bazi tirlinlerin popiilaritesi artabilir veya azalabilir. Bu

durum sonucunda, kisisel iirlin nermede sistemlerin giivenirliligi azalmaktadir.

Gecikme: Isbirlik¢i filtreleme ile gelistirilen tavsiye sistemleri uygulamalarinda, veri
tabanina yeni iirlinlerin sik sik eklenmesi sonucunda gecikme sorunu ortaya ¢ikmaktadir.
Burada eklenen yeni 6gelerin derecelendirme bilgisine sahip olmamas1 sebebiyle ilgili
iriinler oneri listelerinde yer alamamaktadir. Yasanan sorunu ¢ézmek ve uygulamalarin
performansini artirmak i¢in kiimeleme, kullanicilarin veya 6gelerin 6dnceden hesaplanmis

benzerlik degerleri, hizli bir 6neri veri tabani olusturarak gecikmeyi azaltabilir.

Popiiler yanlilig1: Isbirlik¢i filtrelemede yasanan problemlerden biridir, popiiler 6geler
popiiler olmayan 6gelere gore daha ¢ok one cikarilir ve ilgili popliler 6geler asir1 tavsiye
edilir. Burada ilgili kullanicilarin ilgilenebilecekleri ancak daha az popiiler olmasi
nedeniyle daha az tavsiye edilen 6geler dogru oneri listelerin olusturulmasinda dezavantaj
olusturabilir. Tavsiye uygulamalarinda 6nerilen 6gelerin goriiniirligilinii artirmak amaciyla
sahte hesaplar tarafindan, belirli 6gelerin derecelendirmeleri artirabilir, sahte incelemeler
eklenebilir. Bu durum tavsiye sistemi uygulamalarinin dogrulugunu olumsuz

etkileyecektir.
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3. KUMELEME YONTEMLERI VE TAVSIYE SISTEMINDE KULLANIMI

Veri madenciligi ve istatistiksel analiz gibi alanlarda kullanilan kiimeleme yontemleri benzer
niteliklere sahip veri noktalarmi gruplandirmak ic¢in kullanilmaktadir. Kiimeleme, etiket veya
onceden alinmis bilgi icermeyen verileri gruplama yetenegine sahip bir dizi teknik sunan bir
yontemdir. Bir veri kiimesi, bir dizi nesneden olusmaktadir. Her bir nesne, bir dizi 6zellikten
olusur. Kiimeleme yontemleri, her bir grubun 6zellikleri diger grup elemanlarina gére daha fazla
benzerlik gosteren bir sekilde nesnelerin belirli bir sayida kiimesini bulmayi amacglayan

algoritmalardan olusur.

Kiimeleme yontemleri cesitli alanlardaki problemlere basit ve hizli ¢ozlimler sunarak maliyet ve
zaman anlaminda 6nemli tasarruflar saglayabilmektedir. Veri analizinin bir¢ok yoniinde faydalidir
ve uygulama alanlar1 oldukca genistir. Saglik sektoriinde, hastalar1 belirli semptomlara veya
teshislere gore kiimelere ayirarak tedavi stratejilerini optimize etmek miimkiindiir. Sosyal ag
analizinde, kullanicilar ilgi alanlarina veya iliskilere gére gruplandirmak, sosyal aglarin yapisin
anlamak ve kullanict davraniglarini tahmin etmek icin 6nemlidir. Veri madenciligi ve makine
ogreniminde, veri noktalarini benzer 6zelliklere sahip gruplara ayirarak daha kesin siniflandirmalar
veya tahminler elde edilebilir. Ayrica, kiimeleme yontemleri, tavsiye sistemlerinin bilgi ¢ikarim
asamasinda ve tavsiye sistemlerindeki dezavantajli 6zel durumlar1 ¢ézmede kullanilabilen bir
yaklagimdir. Bu sayede, kullanicilarin tercihlerini analiz ederek benzer igerikleri gruplandirabilir

ve daha ozellestirilmis tavsiyeler sunabilir.

3.1. Kiimeleme Yontemleri

Kiimeleme yontemlerinde, nesneleri igsel benzerlikleri dogrultusunda gruplandirmak ve aym
zamanda birbirleriyle farklilik gosteren gruplar seklinde diizenlemek igin uzaklik matrisleri
kullanilmaktadir. Bu yontemler i¢in pek ¢ok farkli algoritma gelistirilmistir. Kiimeleme yontemleri
boliintiisel, hiyerarsik ve yogunluk tabanli kiimeleme seklinde temel kategoriler olup, her bir

kategori altinda farkli teknikler bulunmaktadir. Bu tekniklerdeki ortak hedef, kiime i¢inde yiiksek
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benzerlik ve kiimeler arasinda ise diisik benzerlik olarak nesnelerin gruplandirilmasidir.

Kiimeleme yontemlerinin temel yapisi Sekil 3.1°de sunulmustur [39].

Kiimeleme

Yontemleri
- : Yogunluk
e Tebanh Béliintiisel
Birlestirici Boliicii DBSCAN K-ortalamalar

Sekil 3.1. Kiimeleme Y ontemleri

3.1.1. Hiyerarsik Kiimeleme

Hiyerarsik kiimeleme, veri noktalarini baglangigta tek bir kiime olarak ele alir ve ardindan benzer
veri noktalarini birlestirerek hiyerarsik bir aga¢ yapis1 olusturur. Bu agag, veri noktalarinin nasil
gruplandigini ve alt seviyedeki kiimelemelerin nasil birlestirildigini gorsel olarak temsil eder. Ayni
zamanda, boliicli ve birlestirici algoritmalar, bir baslangicta tiim veri noktalarinin bir kiime i¢inde
oldugu hiyerarsik bir yapinin yukaridan asagiya veya asagidan yukariya dogru boliinerek veya
birlestirilerek olusturuldugu o6zel hiyerarsik kiimeleme yaklasimlarini ifade eder. Bu tiir
algoritmalarin, verinin karmagikligini anlamada, alt kiimelerin yapisini analiz etmede ve gruplarin

iligkilerini gorsellestirmede kullanim1 yaygindir [40].
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3.1.2. Yogunluk Tabanh Kiimeleme

Yogunluk tabanli kiimeleme, veri noktalarin1 yogunluk ve komsuluk iliskileri temelinde gruplara
bolen bir kiimeleme yontemidir. Bu yaklasim, bir veri noktasinin etrafindaki yogunluga dayali
komsularin1 ve minimum komsu sayisin1 kullanarak veriyi kiimelere ayirir. Bu sayede farkli
sekillerde ve boyutlarda kiimeleri tanimlayabilir, aykir1 degerlere direng gosterebilir ve daha
karmagik veri yapilarini igleyebilir. DBSCAN, her veri noktasinin etrafinda bdlgeler tanimlayarak
ve veri uzayindaki yogun bolgeleri belirleyerek calisir. Bu algoritma, onceden kiime sayisini
belirlemeyi gerektirmez ve 6zellikle verinin temel yapisinin bilinmedigi senaryolarda kullanislidir.
Yogunluk tabanli kiimeleme, heterojen ve giiriiltiilii veri kiimelerinin belirlenmesi, kiime sayis1
hakkinda dnceden bilgiye sahip olunmadigi durumlar ve veri gruplarimin yapisinit anlama gibi

bir¢ok uygulama alaninda etkili bir ara¢ olarak kullanilmaktadir [41].

3.1.3. Boliintiisel Kiimeleme

Boliintiisel kiimeleme yaklasiminda kiime sayisi genellikle dnceden tanimlanmistir. Ayrica, bir
kiime igerisindeki nesnelerin kiimedeki uzakligini minimize ederek kiime olusturma ve optimize
etme amaci tastyan bir amag fonksiyonu bulunur. Bu nedenle, kiime say1s1 6nce kullanici tarafindan
sezgisel bir sekilde belirlenir ve degerlendirilir ardindan optimizasyon i¢in yinelemeli bir prosediir

uygulanir. Boliintiisel kiimelemede yaygin kullanilan algoritma ise K-ortalamalar algoritmasidir.

e K-ortalamalar Algoritmasi

K-ortalamalar algoritmasinin temel mantig1, veri kiimesinin i¢erdigi n veri 6gesini, giris olarak
belirtilen K sayisina sahip kiimeler halinde boliinmesi yaklasimina dayanmaktadir. K-ortalamalar
algoritmasi bir veri kiimesi lizerinde uygulandiginda ise, aragtirmaci tarafindan belirlenmis olan 'K'
sayisina (1 < K < n) kadar kiimeler olusturulur. Gergeklestirilen boliintii isleminin temel hedefi,
olusturulan kiime i¢indeki 6gelerin birbirine en yakin ve benzer oldugu, ancak farkli kiimeler

arasindaki 6gelerin miimkiin oldugunca farkli ve benzersiz oldugu bir yap1 olusturmaktir.
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K-ortalamalar algoritmasinin uygun baslangic merkez noktalarini se¢mek i¢in herhangi bir
mekanizmasi yoktur. Bununla birlikte, farkli baslangic merkez noktalarinin segilmesi, 6zellikle
orneklem bir¢ok aykir1 deger i¢erdiginde, kiimeleme sonuglarinda biiyiik farkliliklar olusturabilir.
K-ortalamalar algoritmasi, baslangicta rastgele se¢ilen merkez noktalariyla baslar ve bu merkez
noktalarin1 kullanarak verileri kiimelere ayirir. Rastgele secilen baslangi¢ merkez noktalari,
algoritmanin farkli yerel optimumlara dogru ilerlemesine neden olabilir. Yani, farkli baslangi¢
noktalar1 kullanildiginda, algoritma farkli kiimeleme sonuglarina ulasabilir. Bu nedenle, geleneksel
K-ortalamalar algoritmasinda uygun baslangi¢c merkez noktalarinin secilmesi ¢ok 6nemlidir. K-

ortalamalar kiimeleme siireci asagidaki gibidir:

Adim 1) Secilen kiime sayisina (K) sahip ilk merkez noktalar rastgele secilir ve bir baglangic
kiimelenme olusur. {C;, C;,C,,Cs, ..., Cx} seklinde K kiimelere ayrilmistir. Burada Xi degeri,
Ck kiimesine ait i’nci 6rnegi ve n ise veri kiimesinin igerdigi veri 6gesi sayisint sembolize eder. Ck

kiimesinin vektdr ortalamasi (M), Esitlik (3.1)’deki sekilde ifade edilir [42].

=1

My =7 505 Xix 3.1)

Adim 2) Kiime i¢i degisimler ise “Karesel Hata Formiili” kullanilarak hesaplanmaktadir. Cy igin
karesel hata formiilii Esitlik (3.2)’de verilmistir. Tiim kiimeler i¢in karesel hata, Esitlik (3.3)’de
gosterildigi gibi kiime i¢indeki degisimlerin toplamidir. Karesel hata yonteminin amaci, verilen K

degerine bagl olarak E2 degerini minimize eden K tane kiimeyi bulmaktir.

eiz = Z?=K1(XiK — My)? (3.2)

Eg =Xic e’ (3.3)
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Adim 3) Her kayit en yakin merkeze atanarak kiime olusturulur.
Adim 4) Kiime sayis1 ayn1 tutularak her kiimenin yeni merkezi hesaplanir.

Adim 5) Kiimeler degismeyi birakana veya durma kosullar1 saglanana kadar Adim 2 ve Adim 3

yinelenir.

K-ortalamalar algoritmasi, uygulama kolaylig1 ve basitligi nedeniyle popiiler olmustur. Bununla
birlikte, baz1 eksiklikleri de vardir [42]. 1lk olarak, drtiisen kiimelerde iyi sonu¢ vermeyebilir ve
kiimeler aykir1 degerler tarafindan merkezden ¢ekilebilir. Kiimeleme sonucu ilk merkez noktalara
bagli olabilir, ancak ilk merkez noktalari optimize edecek bir mekanizma yoktur. GA, arama
islemini tek bir baslangi¢ noktasi yerine bir nokta kiimesi iizerinden gerceklestirir ve K-ortalamalar
algoritmasi lizerinde uygulanarak optimum veya alt-optimal baslangic merkez noktalarini segmek
icin kullanilabilir. GA, bu optimizasyon problemini ¢dzmek igin evrimsel prensipleri kullanir. ilk
olarak, baslangigta rastgele olusturulan bir dizi kiime merkezi noktasiyla baglar. Her bir nokta, bir
kiimeyi temsil eder. Ardindan, GA bu merkezi noktalarin konumlarini iteratif olarak gelistirir ve

en iyi ¢Oziimii bulmak icin evrimsel siire¢ler uygular.

3.2. Tavsiye Sistemlerinde Kiimeleme Yo6ntemi

Tavsiye sistemlerinde kiimeleme yontemi, kullanicilart veya 6geleri benzer ozelliklere sahip
gruplara ayirmak amaciyla kullanilmaktadir. Benzer 6zelliklere sahip kullanicilar veya 6geler ayn
grupta toplanarak daha etkili tavsiyelerin olusturulmas: hedeflenir. Kiimeleme yontemleri, biiyiik
veri kiimeleri ve karmasik iliskilerle karsilasilan durumlarda tavsiye sistemlerinin performansini
artirabilir ve verimliligini saglayabilir. Dolayisiyla, kullanicilarin veya 0&gelerin benzer

davraniglarini ve tercihlerini daha iyi anlamak ve daha iyi 6neriler sunmak miimkiin olabilir.

Ayni zamanda tavsiye sistemlerinde kiimeleme yonteminin kullanimiyla belirli dezavantajlar
asilabilmektedir. Ozellikle biiyiik ve karmasik veri setleri igerisinde benzer davranis ve tercihlere

sahip kullanici veya 6geleri gruplandirmak, bu veri setlerindeki diizensizligi ve karmasikligi ele
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almay1 saglar. Kiimeleme yontemiyle, veri setindeki kalabaliklig1 ve diizensizligi azaltarak daha
anlaml1 gruplar olusturabilir, bu sayede tavsiyeler daha tutarli ve etkili hale gelebilir. Ozellikle
yeni kullanicilar veya yeni 6geler i¢in ortaya ¢ikan soguk baslangi¢c sorununu asmada yardimci
olabilir. Yeni gelen verileri mevcut gruplara ekleyerek veya benzer davranislara sahip olanlarla
iliskilendirerek daha iyi tavsiyeler sunulabilir. Bu sekilde kiimeleme yontemi, tavsiye sistemlerinin
performansim1 artirarak  kullanici  deneyimini gelistirme potansiyeline sahiptir. Tavsiye
sistemlerinde kiimeleme yontemi genellikle kullanici tabanli ve igerik tabanli olmak iizere iki

teknik altinda simiflandirilabilir.

Kullanici tabanli kiimeleme tekniginde, benzer tercihlere sahip kullanicilar gruplandirilir. Bir
kullanicinin davranislart ve tercihleri, diger benzer kullanicilarinkilerle karsilastirilir. Bu sayede,
bir kullanicinin tercihleri temel alinarak benzer kullanicilarin tavsiyeleri verilebilir. Kullanici

Tabanli Kiimeleme tekniginin isleyisi su adimlari icermektedir:

Adim 1) Veri Toplama: Bu adimda kullanicilarin demografik bilgileri, 6nceki tercihleri veya
davraniglarina dair veriler toplanir. Bu veriler, tavsiye sisteminin kullanicilar arasindaki

benzerlikleri anlamasina yardimci olur.

Adim 2) Benzerlik Hesaplamasi: Kullanict verileri arasindaki benzerligi hesaplamak i¢in ¢esitli
yaklasimlar kullanilir. Ornegin, kosiniis benzerligi veya Pearson korelasyonu gibi metrikler
kullanilabilir. Bu hesaplamalar, kullanicilarin benzerliklerini sayisal bir degerle ifade ederek

benzerlik derecelerini belirlemeye yardimei olur.

Adim 3) Kiimeleme: Benzerlik matrisleri veya uzaklik metrikleri kullanilarak kullanicilar gruplara
ayrilir. Bu gruplar, benzer tercih ve 6zelliklere sahip kullanicilart igerir. Kullanicilar arasindaki

benzerlik derecesine gore gruplar olusturulur.
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Adim 4) Tavsiye Olusturma: Kullanicinin tercih ettigi bir 6ge veya icerige benzer tercihleri olan

-----

kullaniciya tavsiye olarak sunulabilir.

Icerik tabanli kiimeleme teknigi ise benzer oOzelliklere sahip iiriinlerin veya igeriklerin
gruplandirilmasidir. Ornegin, bir e-ticaret tavsiye sisteminde, benzer tiirdeki iiriinler ayn1 kiimede
toplanabilir. Kullanicinin daha once tercih ettigi iceriklere dayali olarak yine benzer olan fakat
heniiz satin almadig: iiriinler dnerilebilir. Icerik tabanli kiimeleme algoritmasinin isleyisindeki

adimlar ise asagida verildigi gibidir:

Adim 1) Igerik Ozelliklerinin Belirlenmesi: Tavsiye edilecek dgelerin igerik dzellikleri belirlenir.
Bu 6zellikler, 6gelerin niteliklerini temsil eden ve analiz edilen verilerdir. Ornegin, bir e-ticaret

tavsiye sistemi i¢in {liriin kategorisi, markasi, iiriin bedeni gibi 6zellikler belirlenebilir.

Adm 2) Ozellik Vektorleri Olusturma: Her bir &ge igin belirlenen igerik &zellikleri, bir vektor
olarak temsil edilir. Bu vektorler, dgelerin dzelliklerini sayisal degerlerle ifade eder. Ozellikler

arasindaki benzerlikler bu sayisal vektorler iizerinden hesaplanir.

Adim 3) Benzerlik Hesaplamasi: Ogeler arasindaki benzerligi hesaplamak icin gesitli yaklasimlar
kullanilir. Ornegin, kosiniis benzerligi veya Pearson korelasyonu gibi metrikler kullamilabilir. Bu
hesaplamalar, Ogelerin icerik Ozelliklerine dayali olarak benzerlik derecelerini belirlemeye

yardimci olur.

Adim 4) Kiimelenme: Benzerlik matrisleri veya uzaklik metrikleri kullanilarak 6geler gruplara
ayrilir. Bu gruplar, benzer igerik dzelliklerine sahip &geleri icerir. Ogeler arasindaki benzerlik

derecesine gore gruplar olusturulur.
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Adim 5) Tavsiye Olusturma: Kullanicinin tercih etti§i bir 6ge veya igerige benzer icerik
ozelliklerine sahip diger O0geler analiz edilir. Benzer icerik ozelliklerine sahip o6geler, ilgili

kullaniciya tavsiye olarak sunulabilir.
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4.GENETIK ALGORITMA

Genetik Algoritma (GA), ilk olarak John Holland tarafindan 1975 yilinda evrimsel siireglere
dayanan giiclii ve etkili arastirma algoritmalar1 olarak ortaya konulmus ve evrim yasalari iginde en
iyileme problemleri i¢in kullanilmistir. Holland, c¢alismasinda genetik popiilasyon modelleri
gelistirmigtir. Ayrica Holland c¢aligmalarini dogadaki canlilarin hayatta kalma prensibinden
yaralanarak makine 6grenimi iizerine yogunlastirmigtir. Lawrence Davis [43], ilk defa GA’nin
kisith optimizasyon problemlerinde etkili olarak kullanildigi ¢alismasi ile literatiirde dikkat
cekmistir. Ayrica yayimlanan bir bagka c¢alismasinda gercek yasam problemlerini GA’ya

uygulayarak ¢oziimlemistir.

4.1. Genetik Algoritma Terminolojisi

GA, tip alanindaki genetik bilimini temel aldigindan birbirine yakin terminolojileri bulunmaktadir.
Kromozom, gen, alel (allele), konum (locus), fenotip (phenotype) ve genotip (genotype) terimleri

ayn1 zamanda genetik algoritmadaki say1 dizilerini ve ifade etmek i¢in de kullanilan terimlerdir.

Gen: Bir gen, her bir bireyin problemdeki ¢6zliim adayimin belirli bir 6zelligini veya parametresini

temsil eder. Genetik algoritma ig¢indeki bir kromozomun parcasidir.

Alel: Genlerin tasidiklar1 degerdir, her alelin bilgisinin tutuldugu kisim konum olarak

adlandirilmaktadir.

Kromozomlar: Popiilasyondaki her bireyin ismi kromozomdur. Bir ¢6ziim adayimin tamamini

temsil eden genlerin bir dizisidir.

Popiilasyon: Verilen problemin tiim olasi (kodlanmis) ¢ézlimlerinin bir alt kiimesidir. Popiilasyon,
baslangigta rastgele olusturulan ¢6ziim adaylarinmi igerir ve genetik operatdrlerle (¢aprazlama,

mutasyon) birlikte evrimlesir.

Fenotip: Fenotip, bir organizmanin gozlemlenebilir fiziksel 6zelliklerini ifade ederken, genetik

algoritmalarda ise bir ¢6ziim adayinin 6zelliklerini temsil eder.
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Genotip: Bir bireyin genetik materyalini temsil eder. Genetik algoritmalarda, bir bireyin genotipi,
olas1 bir ¢oziimii ifade eden bir dizi 6zellik veya parametre kiimesidir. Bu 6zellikler, genellikle bir

bit dizisi veya gergel sayilar gibi belirli bir formatta ifade edilir.

Fitness Fonksiyonu: Fitness fonksiyonu, bir ¢6ziim adayinin ne kadar iyi veya kotii oldugunu
degerlendiren bir Olclidiir. Fitness fonksiyonu, genellikle optimize edilmek istenen hedef
fonksiyona veya performans kriterine dayanir. Genetik algoritma, fitness fonksiyonunu kullanarak

¢ozlim adaylarinin kalitesini degerlendirir ve gelecek nesillere aktarir.

Iterasyon : Matematiksel olarak fonksiyon yineleme islemidir. Iterasyonlar, genetik algoritmanin

evrim slirecini simgeler.

Genler birleserek kromozomlart meydana getirmektedir. Gen, yapay sistemlerde bilgiyi i¢eren
karakter ya da 6zellikler olarak sembolize edilmektedir. Genlerin i¢erdikleri bilgiye alel denir ve
her alelin bilgisinin saklandig1 yere konum adi verilir. Yapay sistemlerde alel, bir 6zelligin degerini
temsil ederken konum ise bu 6zelligin dizi iizerindeki konumunu belirtir. Popiilasyon yapisiyla

ilgili bir 6rnek Sekil 4.1'de gosterilmistir [44].

Alel Konum
1 | 1l1lofl1]o]|1 } Kromozom
S
Gen
Popiilasyon ——
N-1 | 0 1 1 1 0 0
N [ 0 0 1 0 1 0

Sekil 4.1. Genetik Algoritmada Popiilasyon Yapist
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4.2. Genetik Algoritma Parametreleri

GA parametreleri, algoritma performansi ve sonuglar1 iizerinde biiylik bir etkiye sahip olan
ayarlanabilir degerlerdir. Bu parametreler, problem 6zelliklerine ve optimizasyon hedeflerine bagh
olarak ayarlanir. Genellikle deneme-yanilma veya optimizasyon yontemleri kullanilarak en uygun
parametre degerleri belirlenir. Ayrica, problem o6zelliklerini dikkate almak ve 6zel durumlara

uyacak sekilde parametreleri ayarlamak dnemlidir.

Ilk olarak gerekli parametrelerin belirlenmesi ya da kodlanmasi asamasidir. Bilginin yani
kromozomlarin kodlanmasinda genetik modelin calisma performansi i¢in dogru yapilmasi

onemlidir. Ikili, permiitasyon, deger ve aga¢ kodlama gesitleri bulunmaktadir:

e Ikili kodlamada, her kromozom ikili diziye sahiptir { 0, 1 }. Bu siradaki her bit, ¢oziimiin

belirli bir 6zelligini temsil eder veya tiim dizi bir say1y1 temsil eder. Bu yapi, kolay ve hizli

islemler i¢in uygundur.

e Permiitasyon kodlama, siralama problemlerinde kullanilan bir yaklasimdir. Burada her

kromozom, sayilar1 belirli bir sira ile temsil eder. Permiitasyon kodlama, gezgin satic1 ve

cizelgeleme problemleri gibi durumlarda kullanighdir.

e Deger kodlama, yaklasiminda ise degerler gercek sayilar, karakterler veya nesneler olabilir.

Karmagsik verilerin kullanildigi problemlerde, ikili kodlamanin zor oldugu durumlarda
dogrudan deger kodlamas1 kullanilabilir. Ancak, bu tiir bir kodlamada, probleme 6zgii yeni
caprazlama ve mutasyon yontemleri gelistirmek gerekmektedir. Bu sekilde, gergek sayilar

gibi karmagsik verilerin etkili bir sekilde temsil edilebilmesi saglanir.
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e Agac kodlama cesidi de degisken programlar veya ifadeler i¢in kullanilan bir yaklagimdir.
Ornegin, genetik algoritmalarda aga¢ kodlama ydntemi kullanilarak her kromozom, belirli

nesnelerin (fonksiyonlar veya programlama dilindeki komutlar gibi) bir agacini temsil eder.

Modellemede kullanilan veri seti i¢in genlerin gercek sayir degerlerini temsil ettigi sekilde
birakilmigtir. Bu temsilde, her bir gen bir parametrenin degerini ifade eder ve genler gercek say1
degerleriyle temsil edilir. Gergek sayilarla kodlama, siirekli degerli problemlerde yaygin olarak

kullanilir.

Popiilasyon boyutu, her bir iterasyonda islem goren ¢oziim adaylarmin sayisini belirler. Daha
biiylik bir popiilasyon genellikle daha fazla genetik cesitlilik saglar, ancak hesaplama siiresini de
arttirmaktadir [45]. Bu hesaplama siiresi de goz Oniine alinarak, uygulama kisminda her bir
nesildeki popiilasyonun boyutu 20 olarak girilmistir. Her bir nesildeki kromozomlarin sayisi bu

parametre ile belirlenmektedir.

Caprazlama orani, secilen kromozomlar arasinda genetik materyalin aligverisinin ger¢ceklesme
olasiligin belirler. Yiiksek ¢aprazlama orani, genetik ¢esitliligi artirirken, diistik caprazlama oran
daha cok yeni ¢oziim yerine daha fazla mevcut ¢oziimiin kullanilmasina neden olur. Mutasyon
orani, her bir genin rastgele olarak mutasyona ugrama olasiligimi belirler. Mutasyon, genetik
cesitliligi koruma ve yeni ¢ézlimler kesfetme potansiyelini artirir. Diisiik mutasyon orani, genetik
materyalde daha az degisiklik yapilmasini saglar. Caprazlama ve mutasyon, genetik algoritmanin
genetik ¢esitlilik saglamasina yarayan iki temel operatordiir. Caprazlama oranimi segerken
mutasyon orantyla dengelenmesine dnem verilmis olup 0.2 olarak mutasyon orani; 0.7 olarak da
caprazlama orani1 denemeler sonucunda bulunmus ve performans ¢iktilarina bakilarak daha iyi

sonuglar elde edilmistir.
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4.3. Genetik Algoritma Akisi

Parametre belirleme siireci sonrasinda GA genellikle asagidaki adimlari izleyen bir dongii i¢inde

calisir, bu dongii Sekil 4.2.’deki akis diyagraminda gosterilmistir [46].

o)

4

Baglangi¢
Popiilasyonunun
Olusturulmasi

l

Uygunluk Degerlerinin
Hesaplanmasi T

i

Yeni Popiilasyon Olugturulmasi

_ e Seg¢me

- e (Carprazlama
Durma Hayr e Mutasyon
Kriteri
Saglandi
mi?

lEvet
™ om )

Sekil 4.2. Genetik Algoritma Akis Diyagrami

[lk adim olarak parametreler belirlendikten sonra baslangic popiilasyonunun olusturulmasi

gelmektedir. Bu ¢alismada GA, optimal baslangi¢ noktalarin birlesimini bulmay1 amaglar.
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GA’da popiilasyon yapisi olusturulurken kromozom kodlama yapilir. Optimal baslangig

noktalarini aramak i¢in her bir kromozom i¢in deger kodlamasi kullanilmistir.

Bir sonraki adimda baslangi¢ popiilasyonundaki bireylerin her birinin uygunluk degerleri
hesaplanmas1  gerekmektedir. GA’da  kullanilan uygunluk fonksiyonu, optimizasyon
problemlerindeki amag fonksiyonu ile ayni islevi gérmektedir. Popiilasyon kiimesindeki degerlere
yonelik uygunluk (Amag¢ Fonksiyonu) degerleri hesaplanmasini ifade eder. Uygunluk fonksiyonu

bir kromozomun istenen sartlara ne kadar uygun oldugunun 6lgiilmesini saglamaktadir.

GA’da se¢me, caprazlama ve mutasyon olmak lizere ii¢ adet evrim operatorii mevcuttur [47].
Secilim igsleminde, se¢im yontemleri ile bireyler igerisinde yeni nesle aktarilacaklar secilecektir.
Popiilasyon i¢indeki bireylerin uygunluk fonksiyonuna dayali degerlerine gore, optimal ¢oziime
daha yakin olan bireylerin secilme olasilig1 artar. Secilen bireyler arasinda evrimsel islemler
gerceklestirilir. GA, kiimeleme i¢in iki veya daha fazla ¢oziimiin (kiime merkezi pozisyonlar)
birlestirilmesiyle yeni ¢ozlimler tiretmek i¢in ¢aprazlama operatoriinii kullanir. K-ortalamalar i¢in
bu ¢aprazlama igleminde iki farkli ¢6ziim segilerek belirli bir kesme noktasi segilir ve bu noktadan
onceki kiime merkezleri birlestirilir. Ornegin, caprazlama noktasi bir boyutun sonunda segilirse,
birinci ¢dziimiin ilk n-1 boyutu ile ikinci ¢oéziimiin son boyutu birlestirilir. K-ortalamalar i¢in
mutasyon isleminde ise rasgele kiime merkezi secilir, belirli bir aralik i¢inde rastgele bir say1
ekleyerek veya c¢ikararak mevcut ¢oziim bir miktar degistirilir. Yeni olusan neslin uygunluk
fonksiyonlar1 tekrar hesaplanarak bir sonraki nesle aktarilacak olan bireyler, uygunluk degerlerine
gore yeniden se¢im siirecine dahil olurlar [47, 48]. Diisiik uygunluk degerine sahip olan bireyler,
secilme ihtimalinin az olmasindan dolay1 belli adimdan sonra tamamen niifusun diginda kalirlar.

Yeni popiilasyon uygunluk degeri daha yiiksek olan bireylerden olugmaktadir.

Belirli bir durma kriteri saglanana kadar (6rnegin, belirli bir zaman ya da iterasyon sayisi gegene

kadar) dongii tekrar eder. Bu sekilde her asamada popiilasyon i¢i yiiksek uygunluga sahip olan
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bireyler korunarak arama uzayinda optimal bir ¢6ziim bulunur. En iyi performans gdsteren ¢éziim

aday1, son popiilasyondan segilir ve en uygun ¢oziimiin bulunmast ile iglem sonlanmaktadir.

4.4. Genetik K-ortalamalar Algoritmasi

GA’nin en iyileme problemlerindeki basarist ve K-ortalamalar algoritmasimin kiimeleme
problemlerinde etkili olmasi arastirmacilar adina bu iki yontemi birlestirmek i¢in tesvik edici
olmustur. Genetik K-ortalamalar algoritmasi, geleneksel K-ortalamalar algoritmasini evrimsel
prensiplerle birlestirerek yeni bir yaklasim sunar [49]. Bu yontem, K-ortalamalar algoritmasinin
kiimelerin merkezlerini optimize etmek i¢in GA prensiplerini kullanmasini saglar. Ayn1 zamanda
kiime merkezlerinin en iyi konumunu bulmak i¢in genetik operatorlerin (se¢ilim, ¢aprazlama,

mutasyon) ve uygunluk fonksiyonunun birlesimini kullanir.

GA, K-ortalamalar kiimeleme algoritmasiyla birlikte bir¢cok farkli problemin ¢6ziimiinde
kullanilabilir. Ornegin, miisteri gruplandirmasi, pazar analizi, sosyal ag analizi gibi veri
madenciligi uygulamalarinda kullanilabilir. GA ve K-ortalamalar, Oriintii tanima problemlerinde
de bir araya getirilebilir. Ayrica, optimal yol problemlerinde de 6rnegin sirketin belirli noktalar
arasinda en kisa ve en ekonomik rota i¢in ¢oziim aradigi bir kosulda GA, genetik materyali temsil
eden rotalar1 optimize ederken, K-ortalamalar algoritmasi belirli rotalar1 gruplandirarak daha iyi

sonuglar elde edilebilir.

Kiimeleme i¢in genetik algoritmanin temel adimlari, birey temsili ve popiilasyon olusturma,
uygunluk hesaplama, se¢im, ¢gaprazlama ve mutasyon igerir. Her birey, bir 6zellik alt uzayini temsil
eder. Uygunluk, bireyin temsil ettigi 6zellik uzayina gore kiimeleme sonucunu temsil eder.
Uygunluk ne kadar biiyiikse, bu tiir 6zellik alt uzayinda veri o kadar yogun olur ve kiimeleme
sonuclari o kadar iyi olabilmektedir. GA K-ortalamalar kiimeleme adimlar1 Sekil 4.3’te verilmistir

[50].
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merkezlerinin  pozisyonlarinda  rastgele
degisiklikler yapabilir.
«—
K-ortalamalar  igin, kiime  merkezi Hayir Evet
koordinatlarin1 temsil eden genetik bilgiler
garprazlanir
v
Cluster i Iterasyon say1s1 veya belirlenen
" ,;“/ bir durma kriteri saglandiginda,
3 "3 genetik algoritma durur ve en iyi
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birey (kiime merkezleri) sonug
olarak secilir. En iyi bireyin veri
noktalan {izerindeki kiimeleme
sonuglari incelenir ve
degerlendirilir.

Cluster k

Cluster j

Sekil 4.3. GA K-ortalamalar Kiimeleme Adimlari

1. Baslangi¢ Populasyonu Olusturma: ik adimda genetik algoritmanin ¢alismasi i¢in baslangig
populasyonu olusturulur. Her bir birey, bir kiimelenme ¢6zlimiinii temsil eder. Bu bireyler rastgele
secilen kromozomlara (6rneklem noktalarinin hangi kiimelere ait oldugunu gdsteren vektorler)
denk gelebilir. Baglangi¢ popiilasyonu, ¢6ziim uzayindan rastgele se¢ilen kromozomlardan olusur.

Bu nedenle, baslangi¢ popiilasyonunda kiime sayisinin (K), popiilasyon biiytikliigii (n) ile ¢arpimi
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kadar kromozom secilir. Her bir kromozom kiime saysist (K) ile veri kiimesindeki agiklayici
degiskenlerin boyutunun (d) ¢arpimi uzunlugunda bir vektordiir. GA, bir dizi nesil boyunca K-

ortalamalar algoritmasinin tirettigi kiimelerin kalitesini arttiran dogru kiime merkezlerini seger.

GA kiimeleme i¢in kromozom temsili Sekil 4.4’te gosterilmistir [51].

! Cz "" Ck } Kromozom

Sekil 4.4. GA Kiimeleme i¢in Kromozom Temsili

2. Uygunluk Fonksiyonu: Her bir bireyin ne kadar iyi bir ¢6ziim oldugunu dlgen bir uygunluk
fonksiyonu belirlenir. Bu fonksiyon, K-ortalamalar algoritmasinin 6zelligine uygun bir sekilde, her
bir veri noktasinin merkeze olan uzakliklarini temel alabilir. Uygunluk degeri, her bir veri
noktasinin merkezlere olan uzakliklarinin optimize edilen kiimeleme ¢6ziimleri i¢indeki dagilimin
degerlendirerek, veri noktalarinin etkili bir sekilde ayrigsmasini tesvik eden bir kriter olarak iglev
goriir. Durma kriteri saglanmadiginda genetik operatorlerle isleme devam edilir, saglandiginda ise

akis sonlanir.

Bu calisma i¢in uygunluk fonksiyonu tanimlarken, tim veri noktalari ile tiim kiime merkezleri
arasindaki 6klid mesafesi temel alinir. Uygunluk degeri, kromozomun ne kadar iyi oldugunu dlger.
Bunun igin bir “for” dongiisiinde her veri en az 6klid mesafesine gore kiimeye atanmaktadir. Her
kiimedeki tiim mesafelerin toplaminin hesaplanmasi i¢in baska bir dongli kiimelerden gegerek
uzaklar1 toplar ve toplamin tersi uygunluk degerini vermektedir. Toplamin tersi, uygunluk
fonksiyonunu bir maksimizasyon fonksiyonu yapmak icin hesaplanir. Esitlik (4.1)’de formiil yer

almaktadir [52].
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1

N, N
Tl T [T ChimPji)?

Uygunluk = (4.1)

N¢: Kiime sayisidir.

Nj.: Kiime igindeki 6rnek sayisidir.

F: 6rnekleri temsil eden dzelliklerin sayisidir.
Cy: Kiime merkezidir.

P;: Ornek veri noktasidir.

3. Secilim: Se¢im operatorii, uygunluk degerine dayali olarak kromozomlarin se¢ilmesini saglar.
Genellikle yiiksek uygunluk degerine sahip kromozomlar daha fazla secilme sansina sahiptir.
Temel bir se¢im yoOntemi, rulet tekerlegi se¢imidir. Bu yontemde, her kromozomun seg¢ilme
olasiligi, toplam uygunluk degerine gore belirlenir. Daha iyi uygunluga sahip bireyler, gelecek

nesillere daha fazla aktarilir.

4. Caprazlama ve Mutasyon: Genetik algoritmalarda ¢aprazlama, farkli kromozomlarin
ozelliklerini birlestirerek yeni kromozomlar1 olusturur. Bu islem, genetik materyalin farklh
kombinasyonlariyla daha iyi ¢dziimler elde edilmesine yardimei olur. Ornegin, iki kromozom
arasinda rastgele kesme noktalar1 belirlenerek parcalar degistirilir. Mutasyon ise kromozomlardaki
ozelliklerin rastgele degistirilmesini saglar. Bu, popiilasyondaki cesitliligi artirarak yeni ve
potansiyel olarak daha iyi ¢oziimler kesfetmeyi amaglar. Her iki operatdr de genetik algoritmanin
nesiller boyunca ¢oziim alanini kesfetmesine yardimer olur, farkli 6zelliklerin birlestirilmesi ve

rastgele degisikliklerle daha iyi sonuglar elde edilmesini saglar.

5. Yeni Popiilasyon Olusturma: Caprazlama ve mutasyon sonucunda elde edilen yeni bireyler,

mevcut popiilasyondan daha iyi bir sonug elde etmek i¢in yeni popiilasyonu olusturur.
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6. Durma Kosulu: Belirli bir iterasyon sayisina veya uygunluk degerlerinin istenen seviyeye

ulastig1 bir noktaya kadar siire¢ tekrar edilir.

7. Sonu¢ Analizi: Son iterasyonda elde edilen en iyi bireyin kromozomu kullanilarak, her bir veri
noktasinin hangi kiime i¢in se¢ildigi belirlenir. Bu, verilerin optimal kiimelenmis halini elde

etmenizi saglar.

Bu akis, GA’nin K-ortalamalar algoritmasini destekleyerek daha iyi bir ¢dzilime ulasmasini saglar.
GA, cesitli kombinasyonlar ve mutasyonlar yoluyla farkli kiimeleme ¢oziimlerini kesfedebilir ve
uygunluk fonksiyonuna gore en iyi ¢0ziimii yakalayabilir. Bunun yami sira K-ortalamalar
algoritmasi ile GA kiimelemesi farkli yaklagimlara dayalidir ve veri kiimeleme problemlerini farkli
acidan ele almaktadir. Her iki yontemin beraber kullanimi ise problemin 6zelliklerine ve amaglara
baglidir. Problemin boyutu, veri tipleri, istenen sonuglar ve hesaplama kaynaklari, yontemin
kullanimimi etkileyen faktorler arasinda yer almaktadir. Cizelge 4.1°de ise K-ortalamalar

kiimeleme ve GA kiimeleme yaklasimlariin kiyaslamasi yer almaktadir [53].
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Cizelge 4.1. K-ortalamalar Kiimeleme ve GA Kiimeleme Kiyasi

K-ortalamalar Kiimeleme

GA Kiimeleme

Bolimleme Tabanli Yontem

Evrim Tabanli Yontem

Girdi: k, veri kiimesi, rastgele secilmis k merkez

noktasi

Girdi: k, veri kiimesi, popiilasyon sayisi, rastgele

secilmis kromozom, iterasyon sayisi

Amag: Toplam karesel uzakligi en aza indirme

Amag: Her veri noktasinin kiime merkezine olan

uzakliklarinin toplamini en aza indirme

Sonlandirma kosulu: Yeni kiime merkezlerinde

degisiklik yok ise

Sonlandirma kosulu: Maksimum iterasyon sayisina

ulagildi ise

Son kiimeleme yerel optimuma yakinsayabilir

GA, global arama yaklasimlarina dayali olarak ve

ortiik paralellikle caligir

Zaman karmagikligi: (n*k*d*1)

n = veri sayisl
k = kiime sayi1s1
d = veri boyutu

i= iterasyon sayisi

Zaman karmagikligi: (tmax*p*n*k*d)

n = veri sayisl

k = kiime say1s1

d = veri boyutu

tmax = maksimum iterasyon sayisi

p = popiilasyon say1s1
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4.5. Genetik Algoritma Kiimelemede K-En Yakin Komsu Kavrami

K-En Yakin Komgu (KNN), denetimli 6grenme tekniklerinden biridir ve siniflandirma
problemlerini ¢dzmek i¢in kullanilan bir yontemdir. Bu algoritma, yeni bir veri noktasini
smiflandirmak icin yakinindaki egitim orneklerine dayanir. Veri noktasinin siniflandirilmasi igin
uzaklik metrigi kullanilarak en yakin “k” egitim Ornegi belirlenir. Yeni veri 6gesi, egitim
kiimesindeki diger veri noktalariyla karsilastirilarak aralarindaki hesaplanan uzaklik degerine gore,
en uygun smnif etiketi atanir. KNN, daha fazla veriye veya Ogrenme parametresine ihtiyag

duymadan, veri setindeki dogal yapilar1 anlamak ve tahmin yapmak i¢in kullanilir [54].

GA kiimelemede, en yakin komsu kavrami genellikle iki sekilde kullanilabilir. ilk olarak veri
noktalari, genetik algoritmanin popiilasyonunda bireyler olarak temsil edilir. Bu bireyler, genetik
operatdrler (¢caprazlama, mutasyon) ile evrim gegirirken, en yakin komsuluk iligkilerini kullanarak
yeni bireyler {iretebilir. Yani, yeni bireyler olusturulurken, en yakin komsu bireylerden alinan

ozellikler veya genetik materyal kullanilabilir.

Diger bir yontemde ise uygunluk degeri hesaplamasinda kullanilabilmektedir. GA siirecinde her
bireyin bir uygunluk degeri hesaplanir. Bu uygunluk degeri, bireyin ne kadar iyi oldugunu veya
hedef fonksiyonu ne kadar iyi optimize ettigini gdsterir. Ornegin, bireylerin uygunluk degerleri, en

yakin komsu veri noktalarina olan uzakliklarin toplami gibi bir metrik kullanilarak hesaplanabilir.

Kim ve Ahn [6], ortaya koyduklar1t GA temelli kiimeleme algoritmasini online kullanici lizerinde
miigterilerin 6zelliklerini baz alarak gruplandirmada kullanarak, diger geleneksel kiimeleme
algoritmalara daha iyi sonuglar elde etmiglerdir. Ayrica tavsiye modelleri i¢in dnisleme araci
olarak kullanisli olabilecegini ortaya koymuslardir. Calismada kullanilan arastirma verilerinde hem

ikili kromozom kodlamasi hem de deger kodlamas1 yapilmis olup biitiin degiskenler kullanilmigtir.
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Tez ¢aligmasinda, GA-KOK yontemi Kim ve Ahn'in 6nerdigi modeli temel alarak caligilmis ve
acik kaynakli bir veri kiimesi tizerinde iki boyutlu uzayda kiime merkezi noktalar1 tizerinde genetik
islemler uygulanarak kiimeleme stiregleri degerlendirilmistir. Bu calismada farkli olarak, miisteri
degiskenlerine iki boyut iizerinde deger kodlamasi yapilarak popiilasyon olusturulmustur. Ayrica
acik veri seti kullanimi dolayisiyla tavsiye sistemi olusturmak yerine test misterileri icin
kiimelenmis olan egitim miisterilerindeki komsuluklarina bakilarak tavsiye iiretimi yapilmis ve
incelenmistir. Kiimeleme siire¢lerindeki merkez noktalarin evrimsel isleyisinde ise yeni bir
kiitiiphane olan PyGAD kiitiiphanesi kullanilmigtir [55]. PyGAD Kkiitliiphanesi paralel isleme
avantajiyla bulut tabanli ¢éziimlerde hizli ¢alismayr saglar. Bunun yami sira, kapsamli bir
dokiimantasyonu ve siirekli gelistirilen versiyonlarla bir¢cok probleme uygulanabilir. Parametre
secimleri farkli problem tiirleri i¢in uyarlanabilir. Kullanicilar, problem gereksinimlerine gore

farkli se¢ilim, ¢aprazlama ve mutasyon yontemleri secebilirler.

Bu baglamda, GA-KOK yo6nteminde bireylerin uygunluk degerlerini test ederken "en yakin
komsu" kavrami kiimelemeye dahil olmayan miisterilerin komsuluklarina gére atanmasi olasi olan
kiime merkezlerine uzakliklar1 bakimindan metrik olarak kullanilabilir. Bu uygunluk degeri, bir
bireyin miisteri boliimlendirme gdrevini ne derece basarili bir sekilde gergeklestirdigini yansitarak,
miisterilerin ayni grupta yer alan diger miisterilere kiyasla ne kadar benzer oldugunu &lgme
amacina hizmet eder [50]. Dolayistyla, her bir bireyin uygunluk degerini hesaplamak i¢in, s6z
konusu bireyin temsil ettigi miisteri grubunun, bu grubun diger miisteri iiyelerine olan benzerligini
nicel olarak ifade eden bir dl¢iim olarak kullanilabilir. Bu sayede, her bir bireyin kiimelenme
performansi, daha genis bir perspektiften degerlendirilebilir ve elde edilen uygunluk degerleri,

GA’nin optimize etmeye ¢alistig1 hedef fonksiyonunun bir yansimasi olarak islev gorebilir.
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5. MODELLEME CALISMASI

5.1. Veri Seti

Acik kaynak olarak Kaggle’dan aliman “Marketing Campaign™ veri kiimesi iizerinde onceki
boliimlerde deginildigi sekilde K-ortalamalar ve GA kullanilarak GA-KOK yontemi uygulanmigtir
[55]. K-ortalama algoritmas ile olusturulan kiime kalitesi, rasgele olarak segilen ilk baglangic
merkez noktalara baghdir. Farkli baslangi¢ noktalarin se¢imi, kiimeleme sonuglarinda biiyiik
farkliliklar olusturabilir. GA kiimeleme yaklasimi ile baglangic noktalarini secerek kiimeleme
optimizasyonu saglamak ve bu sayede tavsiye sistemleri i¢in daha iyi kiimeleme sonuglar1 ortaya
koymak modellemenin ana motivasyonunu olusturmaktadir. Bu sayede kiimelerin kalitesi ve
Onerilerin uygunlugunun iyilestirilmesi hedeflenmektedir. Veri seti se¢ciminde, agik kaynaktan
erigilebilme avantajinin yan1 sira GA’nin kiimelemede uygulanabilmesi i¢in yeterli degisken

icermesi ve miisteri 6zelliklerinin gercek e-ticaret verilerine benzerligi etkin olmustur.

“Marketing Campaign” veri kiimesi 2240 tekil kullanic1 ve 3’ii kategorik; 26’s1 sayisal olan 29
degiskenden olugmaktadir. Bu degiskenler miisteri bilgileri, demografik ve sosyo-ekonomik
bilgileri icermektedir. Miisterilerin satin alma davranislarim1 ise gergeklestirdigi satin alma
islemleri, son satin alma isleminden bu yana gecen giin say1si, promosyon detaylar1 ve satin alma

kanal1 bazinda degiskenler olusturmaktadir. Cizelge 5.1°de detaylar1 yer almaktadir [56].
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Cizelge 5.1. Kullanic1, Uriin, Promosyon ve Kanal Degiskenleri

Degiskenler

ID: Miisterinin tekil tanimlayicisi
Year Birth: Miisterinin dogum yili
Education: Miisterinin egitim diizeyi
Musteri ~ Marial Status: Miisterinin medeni durumu
Bilgileri
Income: Miisterinin yillik hane geliri
Children: Miisterinin evindeki ¢ocuk sayis1
Teenhome: Miisterinin evindeki genclerin sayis1
Dt Customer: Miisterinin sirkete kayit tarihi

Recency: Miisterinin son satin alma isleminden bu yana gecen giin sayisi

Complain: Misteri son 2 yilda sikayette bulunduysa 1, aksi halde 0

MntWines: Son 2 yilda saraba harcanan miktar
MntFruits: Son 2 yilda meyvelere harcanan miktar
Uriin MntMeatProducts: Son 2 yilda ete harcanan miktar
Detaylar
MntFishProducts: Son 2 yilda baliga harcanan miktar

MntSweetProducts: Son 2 yilda tatlilara harcanan miktar

MntGoldProds: Son 2 yilda altina harcanan miktar

NumDealsPurchases: Indirimli satin alma say1st
Promosyon AcceptedCmpl: Miisteri 1. kampanyada teklifi kabul ederse 1, aksi takdirde 0

Detaylar
AcceptedCmp2: Miisteri 2. kampanyada teklifi kabul ederse 1, aksi halde 0
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AcceptedCmp3: Miisteri 3. kampanyada teklifi kabul ederse 1, aksi halde 0
AcceptedCmp4: Miisteri 4. kampanyada teklifi kabul ederse 1, aksi halde 0
AcceptedCmp5: Miisteri 5. kampanyada teklifi kabul ederse 1, aksi halde 0

Response: Miisteri son kampanyada teklifi kabul ettiyse 1, aksi takdirde 0

NumWebPurchases: Sirketin web sitesi araciligiyla yapilan satin alma sayisi

Satin Alma NumCatalogPurchases: Katalog kullanilarak yapilan satin alma sayis1
Kanah
NumStorePurchases: Dogrudan magazalarda yapilan satin alma sayisi

NumWebVisitsMonth: Gegen ay sirketin web sitesine yapilan ziyaretlerin sayisi

Veri kiimesinde iligkili degiskenler arasinda yiiksek bir korelasyon varsa, bunlardan sadece birini
kullanmak veya birlestirerek yeni bir degisken olusturmak performansi etkileyen faktorlerdendir.
Bu sebeple veri setinde de modelde kullanilmak {izere bazi degiskenler 6n isleme sokularak 6zet
degiskenler olarak yeniden olusturulmustur. "Kidhome", "Teenhome” degiskenleri “Children”
degiskeninde birlestirilmistir. Miisterilerin dogum tarihleri veri kiimesinin yiiklenme y1l1 olan 2014
baz alinarak o yildaki yaslar1 dikkate alinmis ve “Age” degiskenine dontistliriilmiistiir. Miisterilerin
iriin detaylar1 ise 6 iirlin kategorisine harcanan miktarin toplami olarak ‘Spent’ degiskeni
olusturulmustur. Miisterilerin medeni durumu “Marital Status” ise 8 farkli etiketten olusurken
sadelestirilerek “Alone” veya “Partner” olarak 2 kapsamli kategoride gruplandirilmistir. Medeni
durum cocuk sayist ile birlestirilerek “Family Size” degiskeni elde edilmistir. Bu islemler
sonrasinda modelde kullanilan degiskenler ise yas, gelir, harcama, ailedeki kisi sayis1, miisterinin
son satin alma iglemi iizerinden gegen siire, web sitesi aracilifiyla yapilan satin alma sayisi, gegen

ay sirketin web sitesine yapilan ziyaretlerin sayis1 ve indirimli satin alma iglemleridir.
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5.2. Yontem

Modelde kullanilmak istenen veri seti CSV dosyasi olarak bulunmaktadir. Jupyter Notebook
ortaminda Python 3.8.3 siirlimii ile veri yiikleme, veri 6n isleme, normallestirme-standartlastirma,

boyut azaltma gibi islemler sonrasinda kiimeleme ve optimizasyon islemleri yapilmistir.

Bu calismada GA i¢in kullanilmak iizere PyGAD (Python Genetic Algorithm) kiitiiphanesi tercih
edilmistir. PyGAD, genetik algoritma olusturmak ve makine 6grenimi algoritmalarint optimize
etmek icin agik kaynakli bir Python kitapligidir. PyGAD, diger Python kiitliphaneleriyle kolayca
entegre edilebilir. Ozellikle NumPy, Pandas veya Matplotlib gibi veri analizi ve gorsellestirme
kiitiiphaneleriyle uyumludur. GA kullanarak optimizyon problemlerini ¢ézmek icin farkl
caprazlama, mutasyon ve ebeveyn se¢imi gibi parametre 6zellestirmelerini de desteklemektedir
[55]. Dolayisiyla sagladigr avantajlardan dolay1 bu ¢aligmada GA i¢in Pygad kiitliphanesi tercih
edilmistir. Ayrica GA’da kiime baslangi¢ nokta se¢imini kolaylastiran dolayisiyla da kiimeleme
stirecini gelistiren kodlarin tanimlanabilme olanag: ¢alismalarda avantaj saglamaktadir. PyGAD
kiitiiphanesinin ilk stirimii 2020 yilinda yaymlanmistir. Giiniimiizde de GA kullanarak

optimizasyon problemlerini ¢ézmek i¢in Python gelistiricilerine hizmet vermektedir.

Veri kiimesinin hazirlanmasi asamasimin ilk adiminda, farkli yapilardaki veriler diizenlenmis,
aykir veriler tespit edilmis, normallestirme ve standartlastirma yapilmis, bos gelen degerler ise
medyan ile degistirilmistir. Aykirt verilerin az olmasi nedeniyle veri kiimesinden ¢ikarilip, 2236
tekil kullanic1 tizerinden modelleme ¢alismasi yapilmistir. Veri setinde kiimeleme yapmak i¢in bir
sonraki adimda ise degisken secimi yapilmustir. Iyi bir degisken se¢imi, algoritmanin performansini
artirabilir ve daha anlamli kiimeleme sonuglar1 elde edilmesini saglayabilir. Degiskenler arasindaki
iliskiyi incelemek i¢in korelasyon matrisi kullanilmasi, K-ortalamalar kiimeleme algoritmasi i¢in
degisken secimi ve analizi acisindan da dnemlidir. Sekil 5.1.’de korelasyon matrisi, 1s1 haritasi

grafiginde degiskenler arasindaki korelasyonlar gdrsel olarak gosterilmistir.
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MntFruits

MntMeatProducts

MntFishProducts

MntSweetProducts

MntGoldProds

NumDealsPurchases

NumWebPurchases

NumCatalogPurchases

NumStorePurchases

NumWebVisitsMonth  EUECERUEE]

AcceptedCmp3

AcceptedCmp4

AcceptedCmp5

AcceptedCmp1

AcceptedCmp2

‘Complain

Children  EUkES

Family_Size

Is_Parent

Age
Spent

Income
Kidhome
MntFruits

Children

Teenhome
Recency
MntWines
Is_Parent

MntMeatProducts
MntFishProducts
NumDealsPurchases
NumWebPurchases
NumStorePurchases
NumWebVisitsMonth
AcceptedCmpS
AcceptedCmp1
AcceptedCmp2
‘Complain

Respon:
Family_Size

NumCatalogPurchases

Sekil 5.1. Korelasyon i¢in Is1 Haritasi

Veri setindeki degiskenlerin iligkilerine bakildiginda gelir ile harcama degiskeni arasinda pozitif
giiclii bir iligki oldugu goriilmektedir. Ayrica her kategori i¢in harcama miktarinin “Spent”

degiskeni ile iligkisi de yiiksektir bu nedenle modelde yeniden olusturdugumuz 6zet bilgi olan
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“Spent” degiskeni yer almistir. “Kidhome” ve “Teenhome” ile olusturdugumuz cocuk sayisi
degiskeni arasinda da giiclii bir iligki tespit edilmistir. Ayrica miisterilerin medeni durumu ve ¢ocuk
sayis1 birlestirilerek elde edilen ailedeki kisi sayis1 “Family Size” degiskeni arasinda da giiclii
pozitif iligki bulunmaktadir. Bu sebeple de modelde “Family Size” yer alarak evdeki kisi sayisini

Ozetleyen bir degisken olarak ele alinmistir. Secilen 6zellikler ve 6zet istatistikleri Cizelge 5.2°de

ve gelir-harcama dagilimi ise Sekil 5.2°de yer almaktadir.

Cizelge 5.2. Segilen Ozellikler ve Ozet Istatistikleri

NumDeals [ NumWeb [NumWebVisits . X
Income Recency Age Spent Family_Size
Purchases |Purchases|Month
count 2236.0 2236.0 2236.0 2236.0 2236.0 2236.0 2236.0 2236.0
mean 51952.6 49.1 2.3 4.1 5.3 45.1 606.0 2.6
std 21411.5 29.0 1.9 2.8 2.4 11.7 601.9 0.9
min 1730.0 0.0 0.0 0.0 0.0 18.0 5.0 1.0
25% 35502.5 24.0 1.0 2.0 3.0 37.0 69.0 2.0
50% 51381.5 49.0 2.0 4.0 6.0 44.0 396.5 3.0
75% 68275.8 74.0 3.0 6.0 7.0 55.0 1045.5 3.0
max 162397.0 99.0 15.0 27.0 20.0 74.0 2525.0 5.0
1e-5 Ihcome Spent
186
14 0.0016
0.0014
12
0.0012
10
:5 E 0.0010
g’ o8 E‘ 0.0008
08 0.0006
04 0.0004
02 0.0002
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Sekil 5.2. Gelir ve Harcama Dagilim1
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Secilen 6zelliklerin istatistiklerine gore 2236 miisterinin yas ortalamasi 45.1°dir. En kiigiik miisteri
18 yasinda iken; yasi en yiiksek miisteri ise 74 yasindadir. Aile biiyiikliigliniin ortalamasi1 2.6’dir.
Veri setinde aileler ortalama 3 kisiliktir. Gelir grafiginde ise yogunluk 50.000 civarindadir.

Harcama grafigine bakildiginda miisterilerin son 2 yilda ortalama harcamasi 600 civarindadir.

5.3. Uygulama

Uygulama, GA-KOK yontemi ile kiime merkez noktalarimin optimize edilmesi ve bu sayede
miisterilerin optimal kiimelenmesini saglamay1 amaglar. Bu amagla veri setinde daha sonra test
miigterisi olarak kullanilma amaciyla, veri seti egitim (%70) ve test kiimesi (%30) seklinde
ayrilmistir. Boylelikle 671 test ve 1565 egitim verisi olarak boliinmistiir. Egitim veri seti ile
yontem kisminda agiklanan 6n islemler sonrasinda K-ortalamalar algoritmasi ve Genetik K-
ortalamalar algoritmas1 ayr1 ayr1 kiimelemede uygulanmistir. Performans karsilastirmasi
bakimindan karesel hata toplam degeri, test miisterilerin kiimelenmis olan egitim miisterilerdeki
komsuluklarina gore kiime merkezlerine uzakliklarinin toplami ve kiime i¢i homojenlik; kiimeler
aras1 heterojenlik gibi kriterler degerlendirilmistir. Degerlendirme sonucunda GA-KOK ydntemin
en iyi kiime merkez ¢oziimleri ve diisiik karesel hata toplami1 sonuglartyla, tavsiye tiretimi GA-

KOK iizerinden gruplandirilan miisteriler ile yapilmistir.

Kiimelemede yer almayan test miisterilerden {i¢ veri noktasi rasgele secilerek 6rnek olarak temsil
edilmis ve her iki kiimeleme yonteminde de iki boyutlu uzayda kiimelenmeleri gorsellestirilmistir.
Daha sonrasinda GA-KOK yonteminde, egitim veri setinde kiimelere atanmis komsuluklarina
bakarak ilgili kiimeye atanmasi olasi olan test miisterisine Onerilerde bulunmak igin

orneklendirilmistir.

K-ortalamalar algoritmasinda rasgelelik igeren bilesenlerine bagli olarak, her calistiginda farkli
kiimeleme sonugclar1 elde edilebilir. GA-KOK yontemi ile daha iyi baslangi¢ noktalari ile her
calistirmada genetik operatorler sayesinde daha iyi performans saglayarak kiimeleme kalitesini

arttirmistir.
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5.3.1. K-ortalamalar Algoritmasi ile Kiimeleme

Silhouette grafigi ve karesel hata toplami, bir kiimeleme algoritmasinin performansini

degerlendirirken kullanilan 6nemli araglardir. Daha yiiksek Silhouette degeri homojen ve dogru bir

kiimeleme sonucunu gostermektedir. Karesel hata toplami ise kiimeleme algoritmasinin hedefi olan

kiimelerin i¢indeki veri noktalarinin birbirlerine ne kadar yakin oldugunu gdosterir.

Kiimeleme i¢in belirlenen kiime sayis1 “Silhouette Score” ve “Elbow” metodu ile Sekil 5.3.°te

gosterildigi gibi en iyi kiime sayis1 K =3 olarak bulunmustur.

Silhouette Skoru
(=] o o o o o
w £ + = 5 +
[=4] o N - (=] (=]

[=]
w
@

=]
w
b

Silhouette Skoru Grafigi

5 6 7 8 9 10
Kume Sayisi (k)

7000

6000

2
8

4000

Karesel Hata Toplami

3000

2000

1000

Elbow Yontemi

5 6 7 8
Kume Sayisi (k)

Sekil 5.3. Silhouette Skor ve Elbow Medotu ile Kiime Say1s1
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K-ortalamalar Kuimelerinin Silhouette Grafigi (K=3)
1

Kume Etiketleri

0.0 0.1 02 03 04 05 06 07
Silhouette Degerleri

Sekil 5.4. Silhouette Degerleri ve Ortalama Silhouette Skoru

K=3 kiime sayis1 lizerinden yapilan kiimeleme sonucunda, ortalama Silhouette degeri 0.48 iken
kiimeleme algoritmasinin performansini gosteren kiime i¢i karesel hata toplam degeri 2069.43

olarak bulunmustur. Sekil 5.5.’te ise kiime dagilimlar1 ve kiime merkezleri yer almaktadir.
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B Kime1l
B Kime?2
B KimeoO

Kime Dagilimi

K-ortalamalar Kiime 0 Merkezi
[-2.01067443 1.02872316]

K-ortalamalar Kiime 1 Merkezi
[1.80272611 0.61173715]

K-ortalamalar Kiime 2 Merkezi
[-0.40501085 -1.32564508]

Sekil 5.5. K-ortalamalar Kiime Dagilim1 ve Kiime Merkezleri

Kiimeleme gorsellestirmesinde drneklendirmek adina, test veri setinden alinan rastgele ii¢ test
miisteri yeni misteri gibi varsayilarak en yakin komsuluk algoritmasi ile K-ortalamalar
kiimelemesinde 5 yakin komsusuna gore kiimeye atamasi yapilmistir. Test miisterilerin
ozelliklerine gore 3 kiime merkezine 6klid uzaklig1 hesaplandiginda ilk test miisteri 1.4 ile en yakin
uzaklik olan kiime 1’e, ikinci test miisteri 1.45 ile kiime 0’a ve tigiincii test miisteri 3.3 ile kiime

1’e atanmasi Sekil 5.6.’da gosterilmistir.
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K-ortalamalar Kimeleme ve Omek Tabanli KNN

o Egitim Musteri Noktalan @
x K-ortalamalar Kume Merkezleri
KNN En Yakin Komsulgg °

* Test Musgterisi . *

4

Ozellik 2

-2

-4 -2 0 2 4 6
Ozellik 1

Sekil 5.6. K-ortalamalar Kiimelemesi ve Test Miisteri Atamasi

5.3.2. Genetik Algoritma K-ortalamalar ile Kiimeleme

GA-KOK yonteminde GA kullanma hedefi, her bir veri noktasinin kendi kiime merkezine olan
uzakliklarinin karelerinin toplamint minimize etmek ve ayn1 zamanda ilk kiime merkezlerine daha
az duyarli olmakla birlikte, en uygun ¢oziime ulasma yeteneginden yararlanmaktir. Bu hedefte GA
evrimsel siireci sayesinde en iyi baslangi¢ noktalar1 yerel optimuma diismeden bulabilecek ve her
iterasyonda en uygun kiime merkezlerini arayarak siireci gelistirecektir. Kiimelemede baslangig
nokta se¢imi kiime merkezlerini ve dolayisiyla kiimelenme kalitesini etkiler. Her iterasyonda daha
iyl sonu¢ arayan GA kiimeleme, rasgele se¢ilen baslangi¢ noktalariyla calisan K-ortalamalar
kiimelemeye gore daha performansh ¢alismaktadir. Bu sekilde, daha homojen ve birbirine benzer

veri noktalarindan olusan kiimeler elde edilebilir.
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Ele alinan kiimeleme probleminde, problem ¢o6ziimii kiimelerin merkez koordinatlaridir. GA
kiimelemede ise kiime sayis1 K-ortalamalar algoritmasinda K=3 olarak verilmistir. Agiklayici
degiskenler standartlastirilip iki boyutlu uzayda gosterimi agisindan boyut indirgenmistir. Tanim
olarak, (1 < C; <n) kiime merkezini 2 boyutlu 6zellik uzayinda temsil eden bir kromozomu ifade

edersek kodlama bigimi Sekil 5.7.’deki gibi ifade edilebilir [54].

e Bir kromozom K*d uzunlugunda bir vektordiir. Burada K kiime sayis1t ve d ise boyut

sayisidir.
d=2 Ci1 | G2 Co1 | Caz C31 | G
K=3 Gy C; Cs

} Kromozom

Sekil 5.7. GA Kiimeleme i¢in Kromozom Kodlamasi

GA’da kullanilan evrim operatdrleri ve parametreler Bolim 4’te agiklanmistir. GA’da diisiik
mutasyon orant, mevcut popiilasyonun genetik cesitliligini korurken, yiiksek ¢aprazlama orani yeni
cozlimlerin hizla tiretilmesini saglar. Bu denge, algoritmanin hizli yakinsamasina ve farkli ¢6ziim
alanlarin1 kesfetmesine yardimei olur. Caprazlama ve mutasyon oranlari i¢in mutasyon oranini
diisiik; carprazlamay: ise yliksek tutulmasi dikkate alinarak seg¢ilmistir. Mutasyon orani 0.2;
caprazlama orani 0.7 olarak verilmistir. Hiperparametreleri deneme-yanilma yolu ile bulunmus
olup baslangi¢ degerlerinden baslayarak, algoritmanin performansini etkileyen hiperparametreleri
degistirip sonuglari izleyerek en iyi kombinasyon bu oranlarla belirlenmistir. Uygulama kisminda
iterasyon sayisi secilebilir bir deger olarak ara yilize tanimlanmistir. Farkli iterasyon sayilarinin
genellikle kural bulma siirecinde etkili oldugu gozlenmistir. Uygulamada kullanilan genetik

operatdrler ve parametre degerleri Sekil 5.8.’de gosterilmistir.
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Parametre Deger

Kime sayisi 3

Her nesildeki populasyon sayisi 20
iterasyon sayisi 200
Mutasyon orani 0.2
Carprazlama orani 0.7

Sekil 5.8. GA Parametre Degerleri

Boliim 4.4’te secilen parametreler ve uygunluk fonksiyonu tanimlanmistir. Bu parametreler ile GA
kiimelemede calistirildiginda, bu fonksiyonu kullanarak bireyler arasinda rekabeti saglar ve daha
iyi sonuglar {ireten bireyleri segme, caprazlama ve mutasyon iglemlerine tabi tutar. Sekil 5.9.’da,
popiilasyonun iterasyon sayist boyunca daha iyi uyum saglayan bireylerle gelistigi ve en iyi
cozlime yaklastig1 gosterilmistir. En iyi ¢6ziim 174 jenerasyon sonunda bulunmus olup uygunluk

degeri 0.000635 olarak sonuglanmastir.
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Genetik Algoritma Iterasyon Grafigi - Fitness Fonksiyonu
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0.00040 GA Kiime_ 2 Merkezi
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lterasyon

Sekil 5.9. GA Uygunluk- iterasyon Grafigi ve Kiime Merkezleri

GA kiime merkezleri ile veri noktalar1 arasindaki mesafelerin toplami sonucunda karesel hata
toplam degeri 1585.35 olarak bulunmustur. GA’da kiimelenmeler ve test miisterilerin en yakin
komsuluga bakarak 3 kiime merkezine 6klid uzaklig1 hesaplandiginda ilk test miisteri 1.4 ile en
yakin uzaklik olan kiime 2’ye, ikinci test miisteri 1.3 ile kiime 0’a ve ti¢lincii test miisteri 3.3 ile

kiime 2’ye atanmasi Sekil 5.10.’da gosterilmistir.
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GA Kimeleme ve Omek Tabanli KNN

Egitim Musteri Noktalan @
Kume Merkezleri
KNN En Yakin Komgular ®

*»ORO

Test Musterisi @ *
; L X 2
@ %
2
~ o
x
= %
S 0
-2
-4
-4 -2 0 2 4 6

Ozellik 1

Sekil 5.10. GA Kiimelemesi ve Test Miisteri Atamasi

5.3.3. Degerlendirme

Kiimeleme performans 6l¢iisii olarak karesel hata toplam degerlerine Cizelge 5.3’te bakildiginda,
GA-KOK ile kiimeleme yapildiginda kiime i¢i karesel hata toplam degeri 1585.35 degeri ile
geleneksel K-ortalamalar kiimelemeden daha diisiik ¢ikmistir. GA-KOK yo6nteminin geleneksel K-
Ortalama kiimeleme yontemine gore daha diisiik bir kiime ici karesel hata toplamina sahip
oldugunu gostermektedir. Her bir veri noktasinin kendi kiimesinin merkezine daha yakin oldugu
ve boylece kiimeleme isleminin basit K-ortalamalar kiimelemesine gore daha daha iyi

gruplandirildigi ¢ikarsanmaktadir.
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Ayrica test miigterisi i¢in, 5 en yakin komsusuna gore atandig1 kiime merkezleri her iki algoritmada
karsilagtiginda da GA K-ortalamalarda merkeze ¢ok daha yakin atandigi goriilmektedir. 671 test
miisterisinin kiime merkezlerine uzaklik toplami karsilastirildaginda ise K-ortalamalar

kiimelemede 636.76 iken GA kiimelemede ise 634.08 bulunmustur.

Tiim test miisterilerinin kiime merkezlerine olan toplam uzaklig1 karsilastirildiginda, GA-KOK
yontemi daha diisiik bir toplam uzaklik degerine sahiptir. Bu, GA'nin kiime merkezlerini daha iyi
bir sekilde yerlestirdigi ve veri noktalarin1 daha iyi bir sekilde kiimeledigi anlamina gelmektedir.

Sekil 5.11°te kutu grafikleri ile dagilimi gdsterilmistir.

Cizelge 5.3. K-ortalamalar ve GA-KOK Karsilastirmasi

Kiime ici karesel hata Teﬁt miisterilerin l.(omsuluga gore atanan
kiime merkezler i arasindaki mesafeler
toplami
toplami
Kiimeleme Algoritmasi
K-ortalamalar 2069.43 636
GA-KOK
1585.35 634
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K-ortalamalar Kiime Merkezleri ile Test MUsteriler Arasindaki Uzaklik Dagihimi GA Kime Merkezleri ile Test Musteriler Arasindaki Uzaklik Dagihimi
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Sekil 5.11. K-ortalamalar Kiimeleme ve GA-KOK Test Miisteri Kutu Grafigi

Ikinci béliimde deginilen, tavsiye sistemlerinin karsilastigi bazi problemlerde kiimeleme ile belli
stratejiler olusturulmas: onemli hale gelmektedir. Ornegin yeni miisteri durumunda satin alma
aligkanliklarinin ya da 6ge degerlendirmelerinin olmamasi problem yaratmaktadir. Bu sorunu
cozmek icin K-ortalama kiimeleme yontemi kullanilarak kullanicilar benzer demografik gruplara
ayrilir. Her bir grup, en benzer demografik yapiya sahip kullanicilardan olusur. Bu sekilde, hedef
kullaniciya iirin Onerileri yapilirken once hangi gruba ait oldugu belirlenir ve ardindan ayni
gruptaki kullanicilarin en ¢ok satin aldigi iirtinler 6nerilir. Sekil 5.12'de agiklandig gibi, bu siireg

iki agsamadan olusur:

Asama 1, daha kaliteli gruplar olusturmay1 igerir. Bu asama, GA kullanilarak K-ortalama

kiimeleme algoritmasinin baglangi¢ noktalarinin secilmesiyle gerceklestirilir.

Asama 2, hedef miisterilerin, ayn1 gruptaki kullanicilarin en ¢ok satin aldigi iiriinleri dnerir.
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GA K-ortalamalar Kiimeleme
— | Asama 1
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Hedef miisteri i¢cin en yakin kiime belirlenir

- .| Asama?2

ilgili kiimede benzer komsulari aranmir (durum temelli k-en yakin

komgsuluk kullanarak)

En yakin komsularmn satin aldig 6gelere bagvurarak oneri
sonuclarim iiretilir

Sekil 5.12. GA Kiimeleme ile Tavsiye Uretim Akist

Tavsiye sistemlerinde, yeni miisterilere tavsiyelerde bulunurken, sadece belirli bir miisteri kiimesi
icindeki verileri kullanmak, zaman agisindan daha verimli bir yaklasim sunabilir. Bu yaklasim,
daha az veri ile calismanin avantajlarina isaret ederken, 6zellikle modeldeki miisteri girdilerine
odaklanarak bu kiimelenmenin nasil gerceklestirildigi agiklanabilir. Kiimeleme islemi, miisterilerin
satin alma gecmiglerine veya derecelendirme verilerine dayanabilir. Ancak, bu tiir verilere sahip
olmayan miisterilerle basa ¢ikmak bazi zorluklar dogurabilir. Bu noktada, kiimeleme stratejisi
devreye girer ve bu miisterilere 6zgii tavsiyeler iiretmek i¢in kullanilabilir. GA gibi teknikler, bu

stirecte dnemli bir rol oynayabilir.
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Profil ¢ikarirken segilen degiskenlerin 6nemi biiyiiktiir. Hangi 6zelliklerin miisteri profilini
belirlemede etkili oldugu, tavsiye sistemlerinin bagarisini biiyiik dlciide etkiler. Bu nedenle, dogru

degiskenlerin se¢imi, verimli ve etkili bir tavsiye liretimi i¢in kritik bir adimdir.

Hedef test miisterisinin 5 en yakin komsusuna gore atandig1 kiimeler ayr1 ayr1 incelenmistir. Test
miisterisinin demografik bilgileri bakimindan, GA kiime 1 i¢in en yakin komsuluklarina bakarak
cok benzer miisteriler oldugu ortaya ¢ikmaktadir. Bu kiimenin demografik yapisina Sekil 5.13°te
bakildiginda yas ortalamasi 40, egitim durumlarinin lisans iistii ve online kanal ziyaretleri diger

kanallara gére daha yogunlukludur.

Cizelge 5.4°te egitim kiimesinde bulunan ve test miisterilerine en yakin komsularin satin alma
davraniglarinin grafigi yer almaktadir. Bu kiimedeki miisterilerin siklikla altin, sarap ve et {irlinleri
aldig1 fakat balik iiriinlerinin heniiz tercih edilmedigi ve tatl iirlinlerinin de az alindig1 ¢ikarim
yapilmaktadir. Bu c¢ikarimla birlikte bu kiimedeki miisterilere balik ve tatli {irlinleri miisteri
benzerligine dayanarak Onerilebilir. Heniiz satin alma davranisi gdstermeyen fakat demografik

olarak bu kiimeye dahil olma potansiyelindeki yeni miisterilere ise sarap, et iiriinleri 6nerilebilir.

Bu dogrultuda ise GA-KOK ile yapilan kiimelemedeki komsulara gore tavsiyelerde bulunulmasi

daha etkili pazarlama stratejileri i¢in tercih sebebidir.
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Cizelge 5.4. Test Miisterisi GA-KOK

NumDeals | NumWeb | NumWebVisits Family Education
Index Income Recency Age Spent .
Purchases | Purchases Month Size Postgraduate
1424| 43269 61 1 1 8 42 19 3 1
477| 38961 60 1 2 7 41 70 3 1
1423| 34596 48 1 1 8 40 23 3 1
965| 34596 48 1 1 8 40 23 3 1
1076| 41014 65 1 1 7 36 20 3 1
950| 42767 53 1 3 8 43 131 3 1

MntSweetProducts
2%
MntFishProducts

0%

m MntWines ® MntFruits = MntMeatProducts

m MntFishProducts m MntSweetProducts m MntGoldProds

Sekil 5.14. GA Kiime_1 Uriin Grafigi
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6. SONUC VE TARTISMA

Kiimeleme yontemleri, tavsiye sistemlerinin temelini olusturarak benzer Ozelliklere sahip
kullanicilar1 veya oOgeleri gruplandirma konusunda onemli bir rol oynar. Bu gruplandirma
sayesinde tavsiye sistemleri, daha dogru ve etkili 6neriler sunabilir. Ozellikle biiyiik veri kiimeleri
ve karmagik iligkilerin oldugu durumlarda, kiimeleme ydntemleri tavsiye sistemlerinin
performansini artirarak verimlilik saglar. Bununla birlikte GA, kiimeleme siirecini optimize etmek
ve tavsiye sistemleri i¢in benzer kullanicilara daha etkili tavsiyeler sunmak igin
kullanilabilmektedir. Bu sekilde, kullanicilarin ihtiyaglarma daha iyi cevap veren ve

kisisellestirilmis Oneriler sunan bir tavsiye sistemi olusturulabilir.

Tez ¢alismasinda, ilk olarak geleneksel tavsiye sistemleri ve karsilasilan problemler ele alinip,
kiimeleme yontemleri ve genetik algoritma tanitilmistir. Ardindan K-ortalamalar algoritmasiyla
kiimeleme yapilmis olup optimize etmek i¢cin GA kullanarak ayrica bir kiimeleme yontemi de (GA-
KOK) olusturulmustur. K-ortalamalarda oldugu gibi GA ile kiimeleme de ayni asamalar takip
etmektedir. Fakat GA kiimeleme, baslangigta bir kiimeleme ¢oziimii olusturur ve ardindan bu
coziimleri genetik operatdrler olan ¢aprazlama, mutasyon ve secilim iglemleriyle gelistirir. Bu,
farkli kiimeleme ¢oziimleri yaratilmasina ve aralarindan en iyi olaninin se¢ilmesine olanak tanir.
GA kiimeleme, belirli bir hedef islevini optimize etmeyi amaglar. Bu hedef islevi, kiimeleme
sonuclarinin kalitesini degerlendiren bir oOlgiittiir, kiime i¢i ve kiimeler arasi uzakliklarin

dengelenmesini hedefler.

Modelleme ¢alismasinda, iki kiimelemedeki performans karsilastirildiginda, GA-KOK ydnteminin
karesel hata toplam degeri %27 daha diisiik ¢ikmistir. Ayn1 zamanda GA-KOK, K-ortalamalar
yontemiyle yapilan kiimelemeye kiyasla, benzer demografik yapiya ve aligveris davranislarina
sahip miisterilere daha uygun atamalar yapma egilimindedir. Komsu miisterilerin satin aldig:

iriinlere bakarak, test miisterisi i¢in iirlin tercihi tahminlemesi, indirimli satin alma olasilig1 ya da
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satin alma yaparken hangi kanala yatkin oldugu gibi ¢ikarimlar yapilabilmektedir. Bu yontemde,
GA-KOK ile komgulara dayali tavsiyelerde bulunmak, daha etkili miisteri profillemesi ve
beraberinde pazar pay1 rekabet avantaji kazandirabilir. Bu nedenle, GA-KOK, karmagsik
problemlerde ve 6zellikle biiyiik veri setlerinde kullanilarak gelecek calismalar i¢in veri analitigi
ve tavsiye sistemlerinde tercih edilen bir yaklagim olabilir. Bunun yaninda GA-KOK, tavsiye
sistemlerinde bir bilesen olarak kullanilabilir ancak tek basina yeterli olmayabilir. Daha genis ve
farkli veri kiimesi boyutlar1 iizerinde test edilmesi ve sonuglarin genellestirilebilirliginin
degerlendirilmesi gerekebilir. Ayrica, farkli hiperparametre ayarlarinin etkisi daha detayli bir
sekilde incelenebilir ve en iyi performansi elde etmek i¢in bu ayarlarin optimize edilmesi

saglanabilir.

Bununla birlikte, bu sonuglarin istatistiksel olarak anlamli olup olmadigin1 degerlendirmek i¢in
daha fazla hipotez testi ve ¢apraz dogrulama caligmalar1 gerekebilir. Son olarak, GA-KOK
yonteminin ger¢ek diinya uygulamalarinda nasil performans gosterdigini anlamak ic¢in saha
caligmalarina odaklanmak da onemlidir. Kisisellestirme, hesaplama giicii, agiklanabilirlik ve
dinamik degiskenler gibi faktorleri ele almak i¢in diger Oneri algoritma teknikleri ve veri

madenciligi yaklasimlari ile birlestirilmesi daha verimli olacaktir.

K-ortalamalar algoritmasi yerine GA-KOK ydnteminin avantaji, hata, giiriiltii veya anormallikler
gibi c¢esitli veri sorunlarmma karsi direngli olma yetenegi ile istikrarli sonuglar liretebilir ve
performansin1 koruyabilir. Geleneksel yontemlere gore daha iyi sonuglar verdigi goz Oniine
alindiginda, bu yaklagimin gelecekteki kiimeleme ve veri analizi ¢aligmalarinda 6nemli bir
potansiyele sahip oldugu sdylenebilir. Ayn1 zamanda tavsiye sistemleri i¢in, belirli bir uygulama
veya kullanici grubunun ihtiyaclarina uygun ¢éziimler iiretmek istendiginde ¢ok degerlidir. GA'nin
genetik operatorleri, ¢aprazlama ve mutasyon, farkli veri yapilar1 ve hedeflere uyacak sekilde
ozellestirilebilir. Bu nedenle, GA, her tiirlii veriye ve probleme 6zgii bir sekilde ayarlanabilir
olmas1 ve tavsiye sistemlerinde hem veri kalitesi sorunlarina karsi daha dayanikli hem de
Ozellestirme yetenegi sayesinde giiclii bir destekleyici olarak gelecek c¢alismalar i¢in dikkat

cekmektedir.
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EKLER

EK 1- Ornek Test Miisterileri Kiime Atamasi

Ornek 5 test icin: Her test miisterisi igin train veri {izerinden yapilan kiimelemeye gore

K-ortalamalar merkeze uzaklig1

Ornek Miisteri 1, En Yakin K-means Kiime Merkezi:

Ornek Miisteri Koordinatlari: [ 1.83339073 -0.86431448]
Uzaklik: 0.4990
K-means Kime Merkezi Koordinatlari: [ 1.40185314 -0.61366958]

K-means Kime Etiketi: O

Ornek Miisteri 2, En Yakin K-means Kiime Merkezi:

Ornek Miisteri Koordinatlari: [ 1.69603023 -1.55812805]
Uzaklik: 0.9892
K-means Kime Merkezi Koordinatlari: [ 1.40185314 -0.61366958]

K-means Kime Etiketi: O

Ornek Miisteri 3, En Yakin K-means Kiime Merkezi:

Ornek Miisteri Koordinatlari: [-2.00580944 -0.56771063]
Uzaklik: 0.1866
K-means Kime Merkezi Koordinatlari: [-2.04995185 -0.38642985]

K-means Kime Etiketi: 1

Ornek Miisteri 4, En Yakin K-means Kiime Merkezi:

Ornek Miisteri Koordinatlari: [-2.89807922 0.18362493]
Uzaklik: 1.0219
K-means Kime Merkezi Koordinatlari: [-2.04995185 -0.38642985]

K-means Kime Etiketi: 1

Ornek Miisteri 5, En Yakin K-means Kiime Merkezi:

Ornek Misteri Koordinatlari: [-0.86419505 1.49901918]

Uzaklik: 0.8812

K-means Kime Merkezi Koordinatlari: [0.01207276 1.59222221]

K-means Kime Etiketi: 2
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Ornek 5 test icin: Her test miisterisi igin train veri iizerinden yapilan kiimelemeye gore
GA-KOK merkeze uzaklig

Ornek Miisterisi 1 icin En Yakin GA Kime Merkezi:

Ornek Miisteri Koordinatlari: [ 1.83339073 -0.86431448]

Uzaklik: 0.3876

GA Kime Merkezi Koordinatlari: [ 1.51094613 -0.64926247]

GA Kime Etiketi: 1

Ornek Miisterisi 2 icin En Yakin GA Kime Merkezi:

Ornek Misteri Koordinatlari: [ 1.69603023 -1.55812805]

Uzaklik: 0.9275

GA Kime Merkezi Koordinatlari: [ 1.51094613 -0.64926247]

GA Kime Etiketi: 1

Ornek Miisterisi 3 icin En Yakin GA Kime Merkezi:

Ornek Misteri Koordinatlari: [-2.00580944 -0.56771063]

Uzaklik: 0.2297

GA Kime Merkezi Koordinatlari: [-2.23500078 -0.55309697]

GA Kime Etiketi: O

Ornek Miisterisi 4 icin En Yakin GA Kime Merkezi:

Ornek Misteri Koordinatlari: [-2.89807922 0.18362493]

Uzaklik: 0.9912

GA Kime Merkezi Koordinatlari: [-2.23500078 -0.55309697]

GA Kime Etiketi: O

Ornek Miisterisi 5 icin En Yakin GA Kime Merkezi:

Ornek Miisteri Koordinatlari: [-0.86419505 1.49901918]
Uzaklik: 0.6988
GA Kime Merkezi Koordinatlari: [-0.26617872 1.13756106]

GA Kime Etiketi: 2
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EK 2 - Ornek Test Miisterilerin Koordinatlar:

K-ortalamalar: Her test miisterisi i¢in egitim veri
lizerinden bulunan komsular

Ornek Miisteri 1 icin En Yakin Komsular:

coll col?2

1688 -1.878887 -0.633198

1840 -1.857879 -0.477233

1219 -1.932292 -0.587012

1634 -1.929412 -0.539653

913 -1.803340 -0.718619

Ornek Miisteri 2 icin En Yakin Komsular:

coll col2
1727 1.378278 0.174590
71 1.344190 0.194844
2209 1.286806 0.183221
948 1.266287 0.116029
870 1.485233 0.175481

Ornek Miisteri 3 icin En Yakin Komsular:

coll col2
891 -1.285641 0.621804
239 -1.315948 0.612360
1745 -1.242413 0.625902
736 -1.336477 0.653580
2234 -1.281706 0.701183

Ornek Miisteri 4 icin En Yakin Komsular:

coll col?2

972 -2.186503 -1.192053

1077 -2.006568 -1.195914

12 -2.002811 -1.201571

1609 -2.193456 -1.141157

1215 -1.982853 -1.259612

Ornek Miisteri 5 icin En Yakin Komsular:

coll col2
1504 0.001635 2.784336
1513 -0.190844 2.644301
69 0.033651 2.434960
2091 -0.270359 2.681263
73 0.274722 2.470698
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GA-KOK: Her test miisterisi i¢in egitim veri iizerinden bulunan

komsular
For Test Customerl, GA Closest Neighbors:
0 1

525 -1.878887 -0.633198

576 -1.857879 -0.477233

1301 -1.932292 -0.587012

1490 -1.929412 -0.539653

111 -1.803340 -0.718619

For Test Customer2, GA Closest Neighbors:

0 1
790 1.378278 0.174590
272 1.344190 0.194844
1510 1.286806 0.183221
314 1.266287 0.116029
811 1.485233 0.175481

For Test Customer3, GA Closest Neighbors:

0 1
40 -1.285641 0.621804
634 -1.315948 0.612360
1158 -1.242413 0.625902
1109 -1.336477 0.653580
400 -1.281706 0.701183

For Test Customer4, GA Closest Neighbors:

0 1

1507 -2.186503 -1.192053

1227 -2.006568 -1.195914

841 -2.002811 -1.201571

114 -2.193456 -1.141157

1302 -1.982853 -1.259612

For Test Customer5, GA Closest Neighbors:

0 1
275 0.001635 2.784336
420 -0.1950844 2.644301
1346 0.033651 2.434960
143 -0.270359 2.681263
135 0.274722 2.470698
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