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OZET

Ebru KORKEM Mikroarray Gen Ekspresyon Veri Setlerinde Random Forest
ve Naive Bayes Simiflama Yontemleri Yaklasimi. Hacettepe Universitesi Saghk
Bilimleri Enstitiisii, Biyoistatistik Programm Yiiksek Lisans Tezi, ANKARA,
2012. Bu tez calismasinda gesitli kanser tiirlerine iligskin farkli biiyiikliikteki ve farkl
siif sayilarindaki veri setleri iizerinde, Random Forest ve Naive Bayes siniflama
yontemleri karsilastirilmistir. Iki siniflama ydnteminin de her bir veri seti i¢in ayri
ayrn dogru smiflama oranlari, iki siifli veri setlerinde (hasta, saglam) yontemlerin
basarisin1  karsilastirmak i¢in ise duyarlilik, secicilik, kesinlik, F-6l¢titii gibi
performans Olgiileri hesaplanmistir. Ayrica Random Forest yonteminde her veri seti
icin 6nemli genler “dogru siniflama oranindaki ortalama azalma” degerlerine gore
hesaplanmig ve ilk 10 6nemli genin gergekte de siniflar arasinda farklilik gosterip
gosterilmedigine bakilmigtir. Random Forest yonteminde agaclardaki en uygun
degisken sayisina karar vermek i¢in 5 farkli myy degeri iizerinde calisilmis (0.5P,
0.1P, P, 1.2 VP, VP ) ve en uygun myy degerine gore simflama yapilmistir. Random
Forest ve Naive Bayes’in kanser veri setleri iizerindeki performanslart bu degerlerle
karsilastirilmistir. Her iki simniflama yonteminin hem ikili hem de ¢oklu siniflama da
performanslari incelenmis olup sonuglarda, iki yontem arasinda fark gézlenmemistir.

Anahtar Kelimeler: Random Forest, Naive Bayes, DNA Mikroarray, Siniflama
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ABSTRACT

Ebru KORKEM Random Forest and Naive Bayes Approach in Microarray
Gene Expressions Data Sets. Hacettepe University Institute of Health Sciences,
Biostatistic Program Master Degree Thesis, ANKARA, 2012. In this study, two
classification methods, Random Forest and Naive Bayes, were compared about
various types of cancer on the data sets which are different in size or in number of
classes. Correct classification rates of two classification methods for each data set
were separately calculated and additionally in two-class data sets (patient-healthy),
performance measures like sensitivity, specificity, precision and F-measure were
calculated for success comparison of the methods. Also in Random Forest method,
for each data set important genes were calculated according to the values of “mean
decrease in accuracy” and it was investigated if in reality first 10 important genes
were differed between the classes. In Random Forest method, five different m values
(0.5P, 0.1P, P, 1.2 /P, /P ) were studied to determine the appropriate number of
variables in the trees and classification procedure was performed according to that
appropriate m value. Performances of Random Forest and Naive Bayes on cancer
data sets were compared with these values. In conclusion, each classification
method’s performance was examined in binary and multi-class classification and it
was observed that there weren’t any differences between the results of those two
methods.

Keywords: Random Forest, Naive Bayes, DNA Microarray, Classification
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1. GIRIS

Teknolojinin hizla ilerlemesiyle mikroarray ¢alismalarina olan ilgide giinden
giine artmaktadir. DNA mikroarray ¢alismalari, molekiiler biyoloji ve tip alanlarinda
kullanilan ¢ok kapsamli bir teknolojidir. DNA mikroarray veri analizi; kanser gibi
genlerle iliskili hastaliklarin belirlenmesinde 6nemli rol oynamaktadir. Hastalik
tirtine iliskin ilgili genler belirlenerek, herhangi bir bireyin hasta ya da saglam
oldugu yiiksek olasiliklarda hesaplanabilir. Bunun i¢in mikroarray verilerinde yiiksek

performansl siiflama yontemleri olduk¢a dnemlidir.

Siniflama; veri tabanindaki gizli kaliplart ortaya ¢ikarmakta kullanilan bir
yontemdir. Smiflama ile veri tabani belli 6zelliklere gore kiigiik homojen gruplara
ayrilir. Smiflama, yeni gelen bir verinin hangi siifa ait oldugunu gosteren bir analiz
teknigidir ve bir 6grenme algoritmasina dayanmaktadir. Bu algoritmanin amaci; bir
siiflama modeli olusturarak, hangi siifa ait oldugu bilinmeyen bir veri i¢in sinif
belirlemektir. Burada iyi belirlenmis degiskenler kilit rolii oynamaktadir. Cesitli
smiflama yontemleri bulunmaktadir. Bunlardan ikisi son zamanlarda veri
madenciliginde sik¢a kullanilmaya baslanan Random Forest ve Naive Bayes

siniflama yontemleridir.

Leo Breiman 1996 yilinda varyans: diisiiriicii etkisi olan ve asirt dgrenmeye
kars1 gliglii bir yapist olan “Bagging Smiflama Yontemi’ni gelistirmistir. 2003
yilinda Leo Breiman, Adele Cutler ile bir araya gelerek Bagging yontemini ilerletmis
ve Random Forest Siniflama Yontemi’ni gelistirmiglerdir. Yaklasik 10 yildir
Random Forest siniflama yontemi yiiksek siniflama performansi nedeniyle oldukca
tercih edilir duruma gelmistir. Random Forest yontemi siniflama performansini
arttirmak i¢in oylama ile siniflandiricilar: birlestirme yolunu kullanir. En yiiksek oyu

alan sinifi ise kazanan sinif olarak belirler.

Naive Bayes Siniflama Yo6ntemi’nin kokleri 1760’11 yillarda kesfedilen Bayes
Teoremine dayanmaktadir. Naive Bayes; Bayes Algoritmasinin yalinlagtirilmis
halidir. Bu yontemde degiskenlerin birbirinden bagimsiz oldugu varsayilir. Yeni

ornekler iizerinde siniflama ise bayes kuralina gore siniflandirilacak 6rnege en



yiikksek olasilikla benzerlik gosteren sinif segilerek yapilir. Tim degiskenlerin
birbirinden bagimsiz olmasi gercek hayatta neredeyse imkansiz olsa da Naive

Bayes’in siniflandirmadaki basarisi ¢esitli caligmalarla kanitlanmistir.

1.1 Amag

Bu calismadaki amag, ortak kullanima agik veri tabanlarindan elde edilen 9
adet kanser tiirtine iliskin veri setleri {izerinde Random Forest ve Naive Bayes
siiflama yontemlerinin performanslarinin karsilagtirilmasidir. Veri madenciliginde
ve biyoinformatikte siklikla kullanilan ve basarisi gesitli ¢alismalarda gosterilmis
olan Random Forest siniflama yontemine gore daha ¢ok metin siniflamada kullanilan
Naive Bayes siniflama algoritmasinin kestirim basarilarinin  farkli  6rneklem
blyiikliigli ve farkli smif sayilarinda benzer olup olmadigr incelenecektir.
Arastirmaya konu olan hipotez ise; Naive Bayes smniflama yonteminin

performansinin Random Forest siniflama yontemine gore daha diisiik oldugudur.



2. GENEL BILGILER
2.1 Karar Agaclar:

Karar Agaglar1 giliniimiizde c¢ok c¢esitli alanlarda kullanilmaktadir. Radar
sinyal siniflandirma, karakter tanima, uzaktan algilama, tibbi teshis, uzman sistemleri

bunlardan sadece bir kagidir (1).

Karar Agaclar1 asamali karar vermede kullanilan olas1 yaklasimlardan biridir.
Agag, dallar ve yapraklardan olusur. Eger yaprak artik dallara ayrilmiyorsa o yapraga
“karar diigiimii” denir. Tiim yapraklar karar diigiimii olana kadar ya da o yapraga ait
veri kalmayana kadar dallara ayrilmaya devam eder. Karar agaglari, yorumlamasinin
kolay olmasi, veri tabanmi sistemleri ile birlestirilebilmesi agisindan tercih

edilmektedir (1,2).

2.2 Bagging Siniflama Y 6ntemi:

Bagging simiflama yontemi 1996 yilinda Leo Breiman tarafindan bulmustur.
Genelde agag tabanli siniflandiricilarda kullanilan bir yontemdir. Bagging siniflama
algoritmasi, hem siniflama istikrarini hem de dogrulugunu arttirmak amaciyla
kullanilir. Cilinkii bu siniflama yontemi tahmin giliciinii arttiran genel bir tekniktir.
Varyanst diislirticii etkisi vardir, boylece siniflama hatasini azaltmaktadir. Asiri

ogrenmeye ve eksik gozlemlere kars1 gii¢lii bir yapisi vardir (3,4).

Bagging yontemi, N capli egitim setinden bootstrap ornekleme teknigi ile m
adet n capli yeni egitim setleri olusturur (n<N). Bir bootstrap orneklemi, egitim
setinden yerine koyarak ornekleme yontemiyle x adet drnegin se¢ilmesinden olusur.
m adet bootstrap 6rneklemi Bj,...By, iiretilir ve her bir bootstrap 6rneklemi i¢in C;
gibi m (aga¢ sayis1) adet smiflayict olusturulur. Final simifi ise m adet siniflayici
icerisinde en c¢ok oyu alan siiftir. Her bir 6rnekleme yerine koyarak ornekleme
yontemiyle yapildigi i¢in bazi Ornekler, birden fazla kez aym Orneklemde
bulunabilmektedir. Eger n=N ise bu o6rneklemde orijinal egitim setinin %63.2’sinin
olmas1 (farkli ornekler), geri kalanin ise bazi Orneklerin tekrarindan olugmasi

beklenir (3,4).

Agag tabanli smiflandiricilar i¢in Bagging yonteminde veri, egitim ve test

veri seti olarak ayrilir. Egitim setinden bootstrap drnekleme yontemiyle m adet agac



olusturulur. Bu agaclarda dallara ayirict Ozellikteki degisken, tim degiskenler
arasindan rastgele secilir ve oylamaya tabi tutularak en yiiksek oyu alan sinif nihai

(en son) simif olarak belirlenir (5).

Bagging yonteminin algoritmasi soyledir;

Girdi: S=egitim seti, [=indiiktér, m=bootstrap érneklem sayisi

Her bir i=1 den m {S'=Egitim setinden bootstrap 6rnekleme Ci=I (S")}
C = (x) = argmax Y., (x=y 1 (en sik tahmin etiketi y) (2.1)
Cikt1: C* stmifi

2.3 Random Forest Siniflama Yontemi:

Farkli veri gruplart flzerinde simiflandiricilarin  basarisinin - degiskenlik
gostermesinden dolayr bazen tek bir smiflandiricidan alinan sonuglar verimli
olmayabilir. Bu durumda basar1 oranmi ve dogrulugunu artirmak amaciyla
simiflandiricilar birlestirilir. Oylama yontemi de bunlardan biridir. Oylama; sayisal
tahminleri ya da olasilik degerlerini kullanarak siniflandiricilart  birlestirme
yontemidir. Her smif i¢in olasilik degerleri veya sayisal tahminler toplanir. En

yiiksek toplama sahip olan sinif kazanan siniftir (6).

Random Forest (RF); Leo Breiman ve Adele Cutler tarafindan gelistirilen ve
icerisinde oylama metodunu barindiran bir siniflama yontemidir. Bir¢ok karar
agacinin biraya gelmesiyle olusur ve bireysel agaglar tarafindan oylanarak kazanan
sinif belirlenir. Karar agaglari, birbirinden bagimsizdir ve veri setinden bootstrap
teknigi ile ¢ekilen orneklerden olusturulur. “Bagging” yonteminden farkli olarak,
Random Forest’ta dallara ayirict 6zellikteki degiskenin, tiim degiskenler arasindan

rastgele olarak belirlenen m tane degisken iginden segilmesidir. Her aga¢ igin m
sayis1 sabittir ve genelde \/5 (p degisken sayisini ifade etmektedir) olarak alinmasi

ongoriilmektedir (7).



2.3.1 Agacin Yapist:

Agac; dallar ve yapraklardan olusmaktadir. Her bir nitelik bir diigim
tarafindan temsil edilir. En son yap1 “yaprak” (terminal), en {ist yapr1 “kok™ ve
bunlarin arasinda kalan yapilar ise “dal” olarak adlandirilir. Random Forest
yonteminde, aga¢ biitiin verinin olusturdugu tek bir diigiimle baslamakta, eger
orneklerin hepsi ayni siifa ait ise diigiim, yaprak olarak sonlanmakta ve sinif etiketi
verilmektedir. Eger Ornekler ayni sinifa dahil degilse, ornekleri siniflara en iyi

bolecek olan nitelik segilmektedir (6,8).

Ara diigiimler

/ O

—  Karar dallan

Yaprak sinifi

Sekil 2.1. Random Forest’1 Olusturan Agaclarin Yapist

2.3.2 Random Forest Simiflama Algoritmasinin Asamalar:

1) a- Orijinal veri setinin kendine ait bir test seti yoksa; orijinal veri setinden
bootstrap yontemiyle n tane Ornekleme secilir. Her bir 6rneklemenin 2/3’ii agac
olusturmak i¢in kullanilir ve bu verilere egitim veri seti (inbag) adi verilir. Geriye
kalan 1/3°1 1se hata oranini hesaplamak i¢in kullanilir (Tekrarli Holdout yontemi) ve

bu verilere test veri seti (out-of-bag) ad1 verilir.

b- Orijinal veri setinin kendine ait bir test seti varsa; hata orani bu test

setiyle de hesaplanabilir (Holdout hata orani tahmin yontemi).

Her iki yolla da elde edilen hata orani birbirine yakin ¢ikmaktadir (9).



Orijinal Veri Seti

Egitim Veri Seti Test Veri Seti

|_inbag(egitim veri
setinin 2/3’0)

Out-of-
— bag(egitim veri
setinin 1/3’0)

Sekil 2.2. Orijinal Veri Setinin Egitim ve Test Veri Seti Olarak Ayrilig Semasi

2) Egitim setinden rastgele olarak secilen degiskenler arasinda en iyi bilgiyi

veren degisken dallara ayirict degisken olarak kullanilir.

Tiim degiskenler i¢cinden rastgele m tanesi (M= \/5) secilerek entropiye dayali

bilgi kazancina bakilir ve dallara ayirict 6zellikteki degisken secilir. Bu yontem

CART (classification and regression tree) algoritmasi olarak bilinir (11).
Bilgi kazanci(D,X) =E(D) - z 0(D,)E(D,)
X = Boliinecek olan degisken I_
D = Boliinecek olan 6zelligin alt kiimeleri (2.2)
E(D) = X degiskenine gére boliinme olmadan dnceki entropi
E(Dj) = X degiskenine gore boliinme olduktan sonraki i. alt boliinme entropisi

Dallara ayirma kriteri (cut-off degeri) ise gini indeksi ile belirlenir. Ornegin;
dallara ayirict degisken olarak hastanin hemoglobin diizeyi secilmis ise ayirict kriter
olarakta, hemoglobin degeri 10 mg/dL’nin alt1 ve Ustli olark ayrilir (<10 ve >10)

(10).

3) Terminal (yaprak) diigiim elde edilene kadar bu islem tekrar eder.



Terminal diigiim i¢in sartlar:
- Bir diiglimde bulunan biitiin 6rnekler ayn1 sinifa ait ise

- Boliinmenin yapilacagi degisken kalmamuis ise, yani yaprak diigimiine
gelene kadar biitiin degiskenler kullanilmis ise diigiim terminal digiim olarak

adlandirilir.

Yeni bir verinin siif tahmini i¢in, n 6rneklemeden olusturulan n adet agacin
tahminleri birlestirilir ve oylama ile en ¢ok oyu alan smif yeni veri i¢in final sinifi

olur. Bu oy, Out of Bag (OOB) hata orani ile belirlenir (8,9).

4) Egitim veri setiyle olusturulan aga¢ tizerinde, test veri seti uygulanarak
OOB hata orani hesaplanir. Bu hata; agaclarin her birinin ormandaki bireysel
giiclerine (her agacin kendi hata oranina) ve aralarindaki korelasyona (korelasyon

arttik¢a hata orani da artar) baglidir.

Her agacgta verilerin ve degiskenlerin farkli olmasindan dolay1r agacglar
birbirinden bagimsiz ve bdylece hata orani diigiikk olur ve dogru kestirilebilir. Hata
orani diistiikce smiflama algoritmasinin performansi artar. Ayrica, her agacta
verilerin ve degiskenlerin farkli olmasi Random Forest yontemini asir1 6grenmeye

kars1 giiclii kilar.

13 2

m” sayisin1 azaltmak, degiskenler arasindaki korelasyonu azaltir ancak

siniflama giiciinde de azalmaya sebep olur. Bu nedenle Breiman tarafindan en uygun

m sayisi ,/p olarak belirlenmistir.

OOB hata orani ile her agaca, hata orani ile ters orantili olarak agirlik verilir
ve bu agirliklara oy denir. Yeni veri i¢in tiim aga¢ tahmin degerleri (oylari)

birlestirilir ve en ¢ok oyu alan sinif segilir (11).
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Sekil 2.3. Random Forest Siniflama Yontemi’nin Akis Semasi

Random Forest yontemiyle simiflamaya ek olarak degiskenlerin onemlilik
derecesi de belirlenebilir. Karar ormanindaki her bir aga¢ olusturulduktan sonra OOB
verileri agacta kullanilir. Rastgele secilen i. degisken icin OOB’den veriler segilir ve
agacta denenerek bir oy degeri elde edilir. Tiim agaglarda i. degisken i¢in elde edilen

ortalama oy degeri, i. degiskenin onemliligini (importance) ifade eder. Ozellikle



mikroarray ¢alismalarinda degiskenlerin Onemlilik diizeyleri olduk¢a Onemlidir.
Degiskenlerin Onemlilik derecesi sonucunda gereksiz degiskenler modelden

¢ikartilarak model indirgemesi yapilabilir (12).

2.3.3 Entropi
Entropi; (ID3, C4.5) karar agaglar1 gibi aga¢ tabanli simiflama
algoritmalarinda kullanilan bir belirsizlik Sl¢iisiidiir. Entropi, belirsizligin 6l¢iistinti

verdigi i¢in, agac tabanli siniflandiricilarda, dallara ayirici 6zelligi belirlemede

kullanilir (13).

Shannon, Metric, Renyi gibi ¢esitli entropi hesaplama teknikleri vardir.
Literatiirde genellikle, klasik entropi hesabi olarak Shannon’nin formiilii

kullanilmaktadir (14).
Entropi (S) = XL, —p; logp; (2.3)

Burada logaritmanin 2 tabaninda kullanilmasinin sebebi; miimkiin olan en

yiiksek belirsizligin en iyi sekilde hesaplanabilir olmasidir (13).

P=(p1,p2,p3,....... ,pn) olasilik dagilimlart olmak iizere; pi>0 (i=1,2,...,n) ve
iL; pi = 1’dir. Dagilimin belirsizlik miktar1 (entropi); her bir denemenin sonucuna

iliskin belirsizlik miktaridir (15).

Entropi 0 ile 1 arasinda degismektedir. Eger tiim 6rnekler ayn1 sinifa ait ise
entropi “0” olur. Eger ornekler esit sayida ise (hastalar=saglamlar) entropi “1”
degerini alir ki bu da esitsizligin en ¢ok oldugu durumdur. Ornekler esit sayida degil

ise entropi O ile 1 arasinda bir deger almaktadir (13).

Mikroarray gen ifade verilerinde entropinin yliksek olmasi, baska bir
deyisle belirsizligin ¢ok olmasi, ilgili genin ifade diizeylerinin daha rastgele bir

dagilima sahip oldugunun gostergesidir (16).
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2.3.4 Dallara Ayirici Degisken Optimizasyonu
Random Forest smiflama yonteminde dallara ayirict degisken, tiim
degiskenler arasindan rastgele se¢ilen m adet degisken icerisinden segilir. Genellikle

bu m sayisi, egitim setindeki degisken sayist (p) kullanilarak hesaplanir. Leo
Breiman tarafindan m sayisi; regresyon agaclari i¢in p/3, siniflama igin ise \/E olarak
Onerilmistir. En uygun m sayisinin hesabi i¢in bir¢ok arastirma yapilmistir. Clinkii m
sayist hem agaclar arasindaki korelasyonu hem de agaclarin bireysel giiclerini
etkilemektedir. Bagka bir ifadeyle; siniflama performansi arttirilmak isteniyorsa, en
uygun m sayisi se¢ilmelidir. “m” sayis1 gereginden kiigiik alinirsa, her bir boliinmede
yeterli sayida degisken dikkate alinamayacagi i¢in siniflama performans diiser. “m”
sayisinin gereginden fazla alinmasi durumunda ise agaglar arasindaki korelasyon
artar ki bu da smiflama performansini diistiriir. En uygun m degeri hesabi i¢in, farkli
m degerleri kullanarak agaclar olusturulur ve bu agaclarin hata oranlarina bakilir. En
kiigiik hata oranina sahip olan agacin m degeri en uygun say1 olarak belirlenir. Bir

cok arastirmada denenecek olan farkli m degerleri degiskenlik gostermektedir. Bazi
caligmalarda; Breimanin Onerisinin yaninda m=p (bagging yontemi), m=p/2
segenekleri de Onerilmistir.  Bazi ¢alismalarda ise; 1.2*\/5 , 0.1p ve p secenekleri
onerilmektedir. Kisaca arastirmaci, farkli m degerleri belirlemeli ve her m degeri icin

OOB veri setinden yararlanarak hata oran1 hesaplamali ve en kiiglik hatay1 saglayan

m degeri en uygun deger olarak se¢ilmelidir (17,18,19).

2.3.5 Akrabalik (Proximities)

Random Forest yonteminde en kullanigh araglardan biride akrabalik
(proximities) dir. Akrabalik sayesinde veri seti igindeki asirt gozlemler (outliers)
belirlenir ve eksik degerler tahmin edilir. Akrabalik, NxN boyutlu matristen
olugsmaktadir (N: veri setindeki toplam denek sayis1). Agaglar olusturulduktan sonra
tiim veriler, yukaridan asagiya dogru agaca uygulanir. Eger k. ve n. denek aynm
terminal (yaprak) diigimde yer aliyorsa akrabaliklar1 1 arttirilir. Ayni terminal
diigiimde yer alan denek sayilari toplanarak, aga¢ sayisina boliinlir ve akrabalik

matrisi (simetrik bir matristir) olusturulur (20).
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Tablo 2.1. Random Forest Akrabalik Matrisi

D1 D2 D3
D1 1 a b
D2 a 1 c
D3 b c 1

* D2ve D1=a x T kadar ayn1 agacta yer almistir.
* T=agag sayist

* Yukaridaki matris, ayn1 agagta yer alma sayilarinin normallestirilmis halidir.

Biiyiik veri setlerinde NxN boyutlu matrisi olusturmak hizi yavaslatabilir, bu
nedenle zorluk yaratabilir. Cok sayida girdi oldugu durumlarda NxN matrisine
alternatif olarak NxT matrisi kullanilabilir (20).

2.3.6 Kayip Gozlem Kestirimi
Egitim setindeki ve test setindeki kayip gozlemlerin hesaplanmasi farklilik

gostermektedir.

1) Egitim veri setindeki kayip gozlemlerin kestirimi:

Random Forest smiflama yonteminde kayip gozlem iki farkli sekilde
kestirilebilir.

a)l. Yontem: Eger i. gozlem eksik ise ve siirekli ya da kesikli sayisal veri
tipindeyse, ilgili siniftaki degerlerin ortancasi hesaplanir ve kayip olan gdzleme
ortanca degeri atanir. Eger i. kayip gozlem kategorik veri tipinde ise; ilgili sinifin en
cok goriilen (mod), yani frekansi en yiiksek olan deger kayip gozleme atanir.

b)2. Yontem: Bu yontem ilk yonteme gore hesaplamasi daha uzun olan bir
yontemdir. Ancak kayip gozlemi ¢ok olan verilerde bile ilk yonteme gore daha iyi
performans gostermektedir. Sadece egitim setindeki kayip gozlemlerin telafisi i¢in
kullanilir. Kabaca ve dogru olmayan bir sekilde kayip gbzlemin doldurulmasiyla
baslanir. Bir orman iizerinde uygulanir ve akrabaliklar hesaplanir. Eger y(a,b) kayip
bir goézlem ve siirekli sayisal veri tipindeyse, b. degerle kayip olmayan gozlemler

arasindaki akrabalik ile agirliklandirilan a. degerin kayip olmayan gozlemleri
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lizerinden ortalamasi hesaplanir. Sonra bu deger kayip goézleme atanir. Eger y(a,b)
kayip gozlem kategorik veri tipindeyse, kayip olmayan gozlemler arasinda
akrabalikla agirliklandirilmis degerler igerisinde frekansi en yiiksek olan deger kayip

gbzlemimize atanir (8,17,21).

2) Test veri setindeki kayip gozlemlerin kestirimi:

Random Forest siniflama yonteminde test veri setindeki kayip gozlemler; sinif
etiketlerinin belli olup olmama durumuna gore farkl kestirilmektedir.

a- Eger siif etiketi belli degil ise; egitim setinden degisim yapilarak kayip
gbzlemler doldurulur.

b- Eger sinif etiketi belli degil ise; test setindeki her deger n adet siif kadar
cogaltilir. Ilk cogaltmanin 1. smifta oldugu varsayilir ve 1. sinifta kayip gozlem
hesab1 yapilarak yenisiyle degistirilir. n adet sinif icin ayn1 islem yapilir ve n adet
smif icerisinde en yiiksek oyu hangi sinif aldiysa, kayip gozlem o sinifa atanir ve

hesaplanir (8,17,21).

2.3.7 Random Forest’in Kullanim Amaclari

Random Forest siniflama yonteminde test seti ile algoritmanin hata orani,
degiskenlerin 6nemlilik diizeyleri, denekler arasi akrabalik durumu ve asir1 degerler
belirlenebilir. Ayrica akrabaliga dayali 6lgek koordinatlari belirlenebilir (kiimeleme

yapmak i¢in kullanilir) (12).

2.3.8 Random Forest Yonteminin Avantajlar

Random Forest siniflama yonteminde her agagta verilerin ve degiskenlerin
farkli olmasindan dolayr asir1 uyum sorunu olusmaz. Eksik verinin oldugu
durumlarda ve mikroarray verileri gibi ¢ok biiylik veri setlerinde rahatlikla
kullanilabilir, yliksek bagarimli sonuglar tiretebilir. Aga¢ sayisinda herhangi bir kisit
yoktur tamamiyla arastirmacinin istegine birakilmistir. Bagimsiz degiskenlere iligskin
sinirlama yapmaz (kesikli, sayisal, kategorik). Ikili (binary) ya da coklu (multiple)
simniflamada kullanilabilir. Her agacta verilerin ve degiskenlerin farkli olmasindan
dolay1 RF, karar agaglarindaki gibi budamaya ihtiya¢ duymaz. Degiskenleri 6nem
sirasina gore otomatik olarak algoritma iginde siralayabilir ki bu da mikroarray

calismalar1 i¢in olduk¢a Onemlidir. RF siniflama yonteminde analistin sadece 2
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parametreyi belirlemeye ihtiyact vardir (l.aga¢ sayisi, 2.her diiglimde rastgele

secilecek olan degisken sayisi).

2.3.9 Random Forest Yonteminin Dezavantajlar:

Random Forest yontemi, siniflamanin dogruluguna iligkin bir gliven araligi
vermez, ¢linkii yapisinda ¢ok fazla aga¢ bulundurmaktadir. Bu sebeple agaclar hem
sekilsel olarak goriilemez hem de belli bir giiven araligi hesaplanmasini engeller.
Ancak Random Forest algoritmasinda var olan “bootstrap” teknigi ile zaten yapilan

simiflama genellenmektedir. Bu nedenle giiven araligina ihtiyag duyulmaz.

2.4 Naive Bayes Siniflama Algoritmasi:
Naive Bayes siniflama algoritmasi; Bayes teorisine dayanan, kolay anlagilan
ve hizli ¢alisan bir yontemdir. Naive Bayes; tiim degiskenlerin birbirinden bagimsiz

ve hepsinin ayni oneme sahip oldugu varsayimlarina dayanan bir algoritmadir

(22,23,24).

Naive Bayes; hem tahmin edici hem de tanimlayici bir siniflama teknigidir.
Makine Ogrenmesi ve veri madenciligi i¢in en etkili timevarimsal Ogrenme
algoritmalarindan biridir. Bagimsizlik varsayimi gergekte ¢ok nadir goriilse de, yani
bu varsayim ¢ogu zaman gercek disi olsa da, Naive Bayes’in siniflamadaki basarisi
ve diger bazi smiflama algoritmalarindan Ustiinliigli ¢esitli ¢alismalarda ortaya
konmustur. Bagimsizlik varsayimi her bir degiskenin tek tek 6grenilmesine olanak
vermektedir. Boylece, ¢ok degiskene sahip olan verilerde bile smiflama isleminin

hizli olmasina olanak saglamaktadir (24,25).

Naive Bayes siniflama algoritmasi; bayes kuralina gore siniflandirilacak
ornege, en yliksek olasilikla benzerlik gosteren smif se¢imi ile yapilir. Bu se¢im

hesaplanirken onsel olasiliklardan yararlanilir.

Naive Bayes siniflamasinda genel olarak; verinin %80°i egitim seti olarak ve

%20’s1 test seti olarak boliuntr.

Naive Bayes siniflamasi, dokiiman siniflamasi, medikal teshis gibi konularda

siklikla kullanilmaktadir.
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2.4.1 Degiskenlerin Kategorik Veri Tipinde Oldugu Durumlarda Naive
Bayes Siniflama Algoritmasi

Herhangi bir x 6rnegi <aj,ay,...,a,> gibi bir vektorle ifade edilsin. Buradaki a;
verinin degiskenlerini gostermektedir. Yeni Ornegin ait oldugu smif, Ornegin
degiskenlerini gisteren <aj,ay,...,an> vektoriine gére MAP (maximum a posteriori)

karar kurali ile belirlenir (26).
<a,ay,...,an> —— A Orneginin degisken vektori

Ki,Ko,....km ——> m adet siuf
MAP kuralina gore;

Kmap = argmax P(k; | a;,a,a3, ...,a,)

P(a;,ay a3, ..., ay | kj )P(k)
P(ay,a,,as,...,a,)

Kmap = argmax

Yani;
Kmap = argmax P(K; | A)

(2.4)

P(A|k;) P(k))
P(4)

Kmap = argmax

P(A) her 6rnekte sabit ise;

Kmap = argmax P(A | k]-) P(k;)

Naive Bayes bagimsizlik varsayimi;

n
P(ay,a3,a3, .., ap | k; ) = 1_[ P(a | k;)
i

Naive Bayes Siniflamast;

n
Kyiap = argmax P(k;) H P(a; | ;)
i



15

Omek: Kisilerin yas1, isinin stresi, ailede tansiyon hastasi, halsizlik-bas
donmesi verilerine bakilarak ilgili kiginin tansiyon hastast olma durumu agagidaki

tabloda verilmistir.

Tablo2.2. Tansiyon Hastaligina iliskin Veri Seti

Yas i Stresi Ailede Tansiyon Halsizlik-Bas Tansiyon
Hastas1 Donmesi Hastas1 m1?
<30 Evet Yok Yok Hayir
<30 Evet Yok Var Evet
1-40 Evet Yok Yok Hay1r
>40 Orta Yok Var Hay1r
>40 Hayir Var Yok Hay1r
>40 Hayir Var Yok Evet
31-40 Hayir Var Var Evet
<30 Orta Yok Yok Hayir
<30 Orta Var Var Evet
>40 Orta Var Yok Hay1r
>40 Orta Var Yok Evet
31-40 Orta Yok Var Evet
31-40 Evet Var Yok Hayir
<30 Orta Yok Var Hayir

X= (yas<=30, is stresi=orta, ailede tansiyon hastasi=var, halsizlik-
basdonmesi=yok), yeni gelen X Kkisisinin tansiyon hastasi olup olmadiginin

belirlenmesi;

P(ki): P(tansiyon hastasi= “evet”) =6/14 =0.429
P(tansiyon hastas1 = “hayir”) = 8/14=0.571

Veri seti dikkate alindiginda; bu kisinin tansiyon rahatsizligina sahip olma

olasilig1 0.429 iken olmama olasilig1 0.571 dir.

Her smif i¢in P(xilKj) olasiliginin hesab;
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P(yas = “<=30” | tansiyon hastas1 = “evet”) =2/6 =0.333
P(yas = “<=30” | tansiyon hastas1 = “hayir”’) = 3/8 = 0.375

Tansiyon hastasit olan birinin 30 yasina esit ve daha kiiclik yasta olma
olasilig1 0.33 iken, tansiyon hastasi olmayan birinin 30 yasina esit ve daha kiigiik

yasta olma olasilig1 0.375’tir.
P(is stresi = “orta” | tansiyon hastas1 = “evet”) = 3/6 = 0.50
P(is stresi = “orta” | tansiyon hastast = “hayir”’) = 4/8 = 0.50

Tansiyon hastast olan birinin iginin orta derecede stresli olma olasilig1 0.5
iken, tansiyon hastasi olmayan birinin isinin orta derecede stresli olma olasilig1

0.5°tir.
P(ailede tan. hastas1 = “var” | tansiyon hastas1 = “evet) = 4/6 = 0.667
P(ailede tan. hastasi = “var” | tansiyon hastas1 = “hayir”’) = 38=0.375

Tansiyon hastasi olan birinin ailesinde de tansiyon hastasinin bulunma
olasiligi %68 iken, tansiyon hastasi olmayan birinin ailesinde tansiyon hastasinin

bulunma olasiligi 0.38’dir
P(Halsizlik-bagdonmesi= “yok” | tansiyon hastasi = “evet”) = 2/6 = 0.333
P(Halsizlik-bagdonmesi = “yok” | tansiyon hastas1 = “hayir”) = 6/8 = 0.75

Tansiyon hastasi olan birinin halsizlik ve bas donmesi sikayetlerinin olmama
olasihigr 0.33 iken, tansiyon hastasi olmayan birinin halsizlik ve bag donmesi

sikayetlerinin olmama olasilig1 075°tir.
P(Xlki) :
P(X] tansiyon hastas1 = “evet”) =0.333 x 0.50 x 0.667 x 0.333 = 0.037

P(X] tansiyon hastas1 = “hayir”’) = 0.375 x 0.50 x 0.375 x 0.75 = 0.053
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Tansiyon hastasi olan birinin X verisinin 6zelliklerine sahip olma olasilig
0.037 iken, tansiyon hastast olmayan birinin X verisinin dzelliklerine sahip olma

olasilig1 0.053 tiir.

P(X|Ki) x P(kj) : P(X]| tansiyon hastas1 = “evet”) x P(tansiyon hastasi =
“evet”)=0.016

P(X| tansiyon hastasi = “hayir’’) x P(tansiyon hastas1 = “hayir””) = 0.030
Boylece, X verisi (“tansiyon hastasi = “hayir”) smifina aittir.

2.4.2 Degiskenlerin Siirekli veya Kesikli Sayisal Veri Tipinde Oldugu
Durumlarda Naive Bayes Simflama Algoritmasi

Baglangigta Naive Bayes yontemi kategorik veriler i¢in iiretilmisti. Ancak
gercekte siniflamalarin ¢ogunda ve veri madenciliginde genellikle siirekli veya
kesikli sayisal veriler ile ugrasilmaktadir. Siirekli ve kesikli veriler Naive Bayes

smiflama algoritmasinda iki sekilde hesaba katilabilir (23,25).

2.4.2.1 Olasilik Yogunluk Fonksiyon Hesabi ile Onsel Olasihklarin
Bulunmasi

Naive Bayes siniflama algoritmasinin siirekli ve kesikli sayisal verilere

uygulanabilmesi i¢in degiskenlerin belli bir dagilim gostermesi gerekmektedir.

Degiskenlere ait degerler siirekli ve kesikli sayisal veri tipinde ise yine
kategorik veri tipindeki formiiller kullanilmaktadir. Ancak, burada P(a; / k;) dnsel

olasilig1 farkli hesaplanmaktadir (26).

Her bir k; i¢in genel varsayim; hedef degiskenin tahmin edicilerinin
dagilimlarinin birbirinden bagimsiz olmasidir. Her bir a; degiskenin dagilimi
genelde normal dagilim varsayilmakla birlikte ayrica, lognormal, gamma, poisson
gibi dagilim yapilar1 da gostermektedir. Gaussian (normal dagilim) dagilimi
tizerinden gidilirse; her bir a; siirekli veya kesikli degiskenin (6zelligin) dagilima,
ortalama ve standart sapma ile belirlenir (26,27).

wij = E (ai/ K =kj)

(2.5)
o’y = E ((a- )’/ K =kj)
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Bu paremetrelerin tahmini i¢in ya maximum likelihood estimates (MLE) ya
da maximum a posteriori (MAP) tahminleri kullanilir. Ayrica K’nin 6nsel olasiligi da

P(K=k;) hesaplanmalidir.

Dagilimlara iliskin P(aj| k;) 6nsel olasiliklarin hesaplanmast;

P(ai | kj)Z
1 —(a— Hij)z)
5z X ,—0 < a<ow,—0< ;0;>0 Normal
0ij 2a p< ZO'ij Hij, Oij
1 a 17
ao;;(2a)1/? exp {_ Ilog (m_ij)l I,O <a<ow,my; > 0,0;; >0 Lognormal

Burada mj: Olgek parametresi aij: Sekil parametresidir.

(2.6)
a kij—l
<b_”) <_a>0< < w,by; > 0,¢5 > 0 G
————exp|—],0<a < wb; ,Cii amma
by (ky;) bij Y Y
Burada bjj: Olgek parametresi kij: Sekil parametresidir.
A;exp (—A;;
L(U), 0<a< oo,lij >0,a=0,1,2,.. Poisson

al

Burada A;; = ortalamadir.

2.4.2.2 Verileri Kategorilere Bolerek Onsel Olasihklarin Hesaplanmasi

Burada, veriler, belli araliklara boliinerek kategorik hale doniistiiriilebilir.
Boylece, daha 6nce bahsedildigi gibi; kategorik veriler icin Naive Bayes siniflama
yonteminin tiim kural ve formiilleri kullanilarak onsel olasiliklar hesaplanabilir.
Domingos ve Pazzani 1997 yilinda bu bdliinme konusunu ele almiglar ve her bir
kesikli veya siirekli sayisal veri iceren 6zelligin esit araliklt 10 pargaya boliinmesi

gerektigini genellemislerdir. Ancak, bu yontem o6zellikle veri madenciligi icin
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kullanilmaya ¢ok uygun degildir. Cilinkii Naive Bayes siniflama yonteminde verileri
uygunsuz bir sekilde bolmek, bilgi kaybina neden olabilir ki bu da bazen veri
madenciligi i¢in felaket demektir (27,28).

Ornek; kisilere iliskin yas, cinsiyet ve beden kitle endeksi diizeyine bakarak

kisilerin obezite hastas1 olup olmadigina iliskin veriler asagidaki tabloda verilmistir.

Tablo 2.3 Obezite Hastaligina iliskin Veri

Yas Cinsiyet Beden Kitle Endeksi | o

Hastahg:
<20 = - _
21-30 K e )
21-30 K s _
>0 K 24 .
>30 £ 2 _
<20 K s )
21-30 E . ;
>30 . 0 _
<20 K e _
21-30 K - :

X=(yas=21-30, cinsiyet=erkek, beden kitle indeksi= 27) kisisinin obezite

hastas1 olup olmadiginin belirlenmesi;

Obezite Hastast oldugunda Obezite Hastas1 olmadiginda;
ortalama= 24 ortalama= 27.667
varyans= 0.667 varyans= 2.667

p(obezitei hastasi olan) = 5/10 = 0.5
p(obezite hastasi olmayan) = 5/10 = 0.5
Veri seti dikkate alindiginda; bir kisinin obezite olma olasiligi 0.50 iken

olmama olasilig1 yine 0.50’dir.

P(yas=21-30 [ Obezite yok) =2/5=0.4
P(yas=21-30 | Obezite var) = 2/5=0.4
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Obezite hastas1 olmayan bir kiginin yasinin 21-30 arasinda olma olasilig1 0.4
iken, obezite hastasi olan bir kisinin yasinin 21-30 arasinda olma olasilig1 yine

0.4 tiir.

P(cinsiyet=erkek | Obezite var) = 1/5 = 0.2
P(cinsiyet=erkek | Obezite yok) = 3/5 = 0.6

Obezite hastasi olmayan bir kisinin cinsiyetinin erkek olma olasiligi 0.2 iken,

obezite hastas1 olan bir kisinin cinsiyetinin erkek olma olasilig1 0.6’dur.

—(27-27.667)2

p(beden kitle endeks diizeyi = 27|Obezite yok) = 1/(v/21 1.633) (e~ 2Gesn ) =
0.13

—(27-24)2
p(beden kitle endeks diizeyi = 27|0bezite var) = 1/(\/% 0.817) (e 2(0.667) ) =
0.20

Obezite hastas1 olmayan bir kisinin beden kitle endeksinin 25 olma olasiligi

0.13 iken, Obezite hastasi olan bir kisinin beden kitle indeksinin 25 olma olasilig
0.20’dur.

P(X|Stnif= “Obezite yok™) = 0.4 x 0.2 x 0.127=0.01

P(X|Stif=“Obezite var”) =0.4 x 0.6 x 0.199= 0.05

Sonug :

P(X]|( Obezite yok)) x P(Obezite yok) = 0.01 x 0.5=0.01
P(X|( Obezite var)) x P(Obezite var) = 0.05 x 0.5=0.03

P((Obezite var)|X) > P((Obezite yok)|X) oldugu igin bu verilere sahip bir kisinin

obezite hastas1 oldugu sdylenebilir.
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2.4.3 Sifir Olasilik Sorunu
Naive Bayes siniflama yonteminde karsilagilan sorunlardan biri “sifir
olasilik” sorunudur. Yani gelen bir verinin herhangi bir degiskeni egitim setindeki

degiskenlerin icerisinde yoksa, P(aj|k;) olasilig1 0 olmaktadir.

Sifir olasilik, k; sinifi tizerindeki diger tiim sonsal olasiliklarin etkisini ortadan
kaldirir. Bu sorun soyle ¢oziimlenmektedir; egitim setinin olduk¢a biiylik oldugu
varsayimi altinda; olasiligint hesaplamaya ihtiya¢ olan degere “1” eklemek bu sorun
tizerinde, tahmini olasilikta ihmal edilebilecek bir farklilik yaratmakla birlikte sorunu
ortadan kaldiracaktir. Bu teknik “Laplacion diizeltmesi (ya da Laplace tahmin

edicisi) olarak adlandirilir. Laplace diizeltme metodu en basit diizeltme yontemidir

(27,29).

\
Gergek olasilik P(q|K) = %
) > C= nitelik say1s1
i 2.7
Laplace P(aK) = % o= onsel (2.7)

-

Ornek: Bir veri setinde Kkisilerin gelirine iliskin 1000 tane gozlem
bulunmaktadir. Bunlarin; 990 tanesinin geliri orta, 10 tanesinin geliri yiiksek olsun
ve diisiik gelire sahip olan kimse olmasin (gelir=diisiik (0)). Diisiik, orta ve yiiksek
gelirli kisilerin 6nsel olasiliklar1 hesaplanmak istendiginde; diisiik gelirli kisilerin
onsel olasiligr “0” cikmaktadir. Bu degiskenlerin Laplace diizeltme yontemi ile

hesaplanmis hali asagidaki esitliklerde goriillmektedir.

P(gelir=diisik) = ——+—=1/1003
(gelir=dusik) = 1000+3
P(gelir=orta) = 991/1003

P(gelir=yiiksek) = 11/1003

Yukaridaki hesaplamada dikkat ¢ceken nokta, olasiligi “0” olan disiik gelirli

kisinin Laplace diizeltmesi sonucunda olasiligi neredeyse “0”a yakin c¢ikmustir.
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Ancak diger degiskenlerin sonsal olasiliklar1 {izerinde herhangi bir etki

yaratmamigtir.

2.4.4 Naive Bayes Siniflama Yonteminde Kayip Gozlem Durumu:

Eksik degerler, arastirmada sorun olusturmaktadir. Naive Bayes eksik deger
sorunuyla kolayca basa c¢ikan bir siniflama yontemidir. Verilerin egitimi sirasinda,
eksik deger ya da degerler varsa, egitim veri setine dahil edilmezler. Smiflama
sirasinda ise, eksik olan deger ya da degerler hesaplamaya dahil edilmez. Eger bir

degiskenin ¢cogu degeri eksik ise o degisken, veri setinden ¢ikartilmalidir (30).

Tablo 2.1. Hava, sicaklik, nem ve riizgar durumuna gore disarida oyun oynayip

oynanmayacagina iligskin veri seti

Hava Sicakhik Nem Riizgar Oyun

E H E H E H E H E H
Giinesli 5 glSwcak 2 2 |viksek 3 4 |Yok 6 2 9 5
Bulutlu 4 o] Orta 4 2 ] Nomal 6 1 Var 3 3
Yagmurlu 3 gl Sozuk 3 1
Giinesli 2/9 3/9 Swcak  2/9 2/5| Yiksek 3/9 4/ Yok 6/9 2/5] 9/14 5/14
Bulutlu 4/9 0/4 Orta 4/9 2/5| Normal 6/9 1/9 Var 3/9 3/5

Yagmurlu  3/9 2/ Soguk  3/9 1/5

X= (sicaklik = soguk, nem = yiiksek, riizgar = var, hava = ?) ise X kisisi
disarida oyun oynayabilir mi?

«  Olabilirlik "evet" = 3/9 x 3/9 x 3/9 x 9/14 = 0.0238
« Olabilirlik "hayir" = 1/5 x 4/5 x 3/5 x 5/14 = 0.0343
o P("evet") = 0.0238 / (0.0238 + 0.0343) = 41%

e P("hayir") = 0.0343 / (0.0238 + 0.0343) = 59%

Bu kisi %59 olasilikla oyun oynayamaz. Ornekte oldugu gibi yeni gelen

verinin, simiflanmasi sirasinda gozlemlenen eksik deger (hava=?) hesaba
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katilmamigtir. R gibi ¢esitli istatistiksel programlardaki komutlar sayesinde Naive

Bayes siniflama yontemindeki eksik deger sorunu kolayca ortadan kaldirilabilir.

2.4.5 Naive Bayes Simiflama Yonteminin Avantajlar:

Naive Bayes siniflama algoritmasi; anlasilmasi kolay, kullanimi1 ve egitimi
hizl1 olan bir siniflayicidir. Ikili ya da ¢oklu siniflama icin kullanilabilir. Bagimsizlik
varsayimi genellikle gergek dis1 bir varsayim olsa da Naive Bayes ¢ogunlukla iyi bir
simniflama performanst gostermektedir. Olasilik tahmin hesaplamalar1 sirasinda

ornekten vazgegerek kayip degerle miicadele eder.

2.4.6 Naive Bayes Siniflama Yonteminin Dezavantajlar:

Naive Bayes smiflama algoritmasinin en zayif yonii; degiskenler arasi
bagimliliklarin modele alinmamasidir. Ancak bagimsizlik varsayimi her ne kadar
dezavantaj olarak sayilsa da, Naive Bayes smiflama algoritmasi genellikle

degiskenler aras1 bagimlilik durumunda da iyi performans gostermektedir.

2.5 Mikroarray
Bilgisayar teknolojisinin ve molekiiler biyolojinin hizla gelismesi sonucunda

gen teknolojileri ortaya ¢ikmistir. Bunlar arasinda en dikkat gekicisi mikroarray
teknolojisidir (31).

Insan viicudunda birkac istisna disinda her hiicre kromozom ve benzer
(6zdes) genler igerir. Bu genler ilizerindeki bir parca, her bir hiicre tipi i¢in 6zgiin
ozelliklerle “ifade” edilmeye aciktir ve “gen ifadesi” olarak adlandirilir. Gen ifadesi;
DNA igindeki bilgilerin kopyalanmasini tanimlayan bir terimdir. Bu DNA’lar
genetik bilgi deposudur (32).

DNA mikroarray teknolojisi; binlerce genin ifade diizeylerini (expression

levels) ve DNA degisimlerini eszamanli olarak inceleme yontemidir (31).

Miescher tarafindan 1989’da DNA izolasyonunun gergeklesmesi, 1975°de
Southern Blotting ve hibridaizasyon (melezlestirme) ve son olarak 1985’de PCR

teknolojisinin kesfinden sonra molekiiler biyolojik calismalar 6nem kazanmistir.
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Onceleri arastirmacilar tek bir gen sekans analizi konusunda yogunlasmisken

simdilerde yayinlar tiim bir sekans analizi tizerinde durmaktadir (32).

DNA mikroarrayi cam, plastik veya silikon ¢ip gibi kat1 bir ylizeye sirali
sekilde tutturulmus mikroskopik DNA spotlaridir. Yiizeye tutturulan bu pargalara
“probe” ad1 verilir. Mikroarray teknolojisi DNA’nin bir ylizeye baglanip bilinen bir
gen ya da fragmenti (pargasi) ile probe hazirlanmasi seklinde tanimlanabilecek

“Southern Blotting” teknolojisinden tiiretilmistir (33).

2.5.1 Mikroarray’in Asamalari:
DNA mikroarray asamalari; yiizey (substrat) se¢imi, ¢ip liretimi, etiketleme,

melezleme, tarama ve veri normalizasyonundan olusur (34).

2.5.2 Yiizey Secimi

“Substrat” olarak adlandirilan yiizey, enzimlerin iizerinde etkili oldugu ve
etki ettigi maddedir. Substrat ve enzim birbirine anahtar-kilit uyumu ile baghdir. Bu
sebeple ylizey se¢imi mikroarray ¢aligmalarinda oldukca onemlidir. Mikroarraylerde
yiizey olarak cam, plastik, silikon ¢ip ya da naylon membranlar 6zellikle makro-
dizilimler i¢in tercih edilirken, cam yiizeyler mikro-dizilimler i¢in daha idealdir. Her
ne kadar standart mikroskop lamlar1 DNA arraylerinde kullanilsa da DNA
hedeflerinin baglanmasin1 kolaylastirmak i¢in spotlama Oncesi cam slaytlarin
hazirliga tabi tutulmasi daha 1yi sonuglar ortaya ¢ikartir. Cam slaytlarin niikleik asitle
elektrostatik etkilesiminin artirilmasi igin silil, aminosilin, lizin ve poli-L-lizin ile
kaplanir. Ayrica; baglanma yetenegini artirmak icinse “oncyte” adi verilen
nitroseliiloz kapli lamellerde tiretilmistir. Boylece piiriizsiiz bir yap1 elde edilerek
cDNA’larin baglanmasi kolaylastirilmis ve saglamlastirilmis olur. Bu sebeple son

zamanlardaki mikroarray ¢aligmalarinda cam slaytlar tercih edilmektedir (34,35).

2.5.3 Cip Uretimi
Cip tretimi; cDNA c¢ipleri ve oligoniikleotid c¢ipleri olmak iizere iki

kategoride incelenir.

2.5.4 Tamamlayic1 DNA (cDNA) Cipleri:
Tamamlayict DNA lar Standford Universitesinde Pat Brown ve arkadaslari

tarafindan gelistirilmistir ve “geleneksel mikroarray metodu” olarak bilinmektedir.
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cDNA lar; ifade seviyeleri karsilastirilmak istenen mRNA’lardan RT yontemi
ile sentezlenir. ki farkli kaynaktan almmis mRNA’lardan ( hasta ve saglam bireyler
gibi ) sentezlenen cDNA’lardan hasta olanlar kirmizi saglam olanlar ise yesil renkte
isaretlenir ve yiiksek hizli robotlar sayesinde destek ortamina aktarilir. Boylece
cDNA ¢ipi elde edilmis olur. Bu aktarilma islemine ‘“hibridizasyon (melezleme)”

denir (34,36).

cDNA’larin avantaji; gen polimorfizminden kaynaklanan degisikliklere daha
az duyarl olusudur. Bu sebeple cDNA’lar hibridizasyon isleminde daha giigliidiirler
(37).

2.5.5 Oligoniikleotid Cipleri
Oligoniikleotid arraylerde ¢ipler dncede hazirlanmis oligoniikleotid problari

lizerine in situ sentezi ile sentezlenerek olusturulurlar (34).

2.5.6 Etiketleme

Bir mRNA 6rneginin iginden belirlenmis anahtar bolgeler etiketlenmektedir.
mRNA’lardan elde edilen cDNA’lar boyalar ile etiketlenir. Ciinkii; mikroarray’a
baglanan cDNA’nin goriilebilmesi, varligint belli eden bir “reporter” molekiille
isaretlenmesine bagldir. Incelenecek ornek iki farkli boya ile boyanir. Bu boyalar
genelde Cy3 ve Cy5’tir. Ornegin; iki farkli kaynagimizdan biri hasta bireyler digeri
saglam bireyler olsun. Hasta bireylerin ¢cDNA etiketleri kirmiz1 boya ile, saglam
bireylerin cDNA’lar1 ise yesil boya ile etiketlenir. Etiketlenen bu ¢cDNA’lar yiiksek
hizli robotlarla yiizey ortamina aktarilir ve hibridizasyon yani melezleme islemi

gerceklestirilir (31,38).

2.5.7 Hibridizasyon( Melezleme )

Hibridizasyon; 1975°te Sibley ve Ahlquist tarafindan gelistirilmistir.Yesil ve
kirmiz1 olarak isaretlenmis ve laboratuar ortaminda hazirlanmis cDNA’lar yiiksek
hizli robotlarla yiizeye tutturulurlar. cDNA tamamlayicisint (komplimenterini)
buldugu spotta hibridize olur ve boyanin i¢indeki florsan sayesinde bu spot goziikiir.
Array lizerinde her spot ayr1 bir deney olarak yorumlanir. Burada florsan yogunlugu
mRNA yogunlugunu belirtir. Bir spota bagli olan ¢cDNA’nin miktari, dogrudan
baslangictaki RNA molekiillerinin sayisiyla orantilidir (38).
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2.5.8 Tarama

Melezleme islemi sonrasindaki adim; melezlenmis spotlarin taranmasidir.
Tarama; okuyucu denilen sistem ile yapilir. Okuyucu; bilgisayar ile kontrol edilen
“inverted scaning flurenscent” mikroskoptur ve lazer ile calisir. Mikroarraydeki
spotlar lazer tarafindan uygun dalga boylarinda uyarilirlar ve taranirlar. Boylece
kirmiz1 ve yesil boyalar1 belirlerler. Uyarilma sonucunda yayilan floresan miktari,
bagl niikleik asitlerin miktarina karsilik gelir ve buna gore kirmizi ya da yesil rengi
alir. Eger bir gende her iki durum esit ise sar1 rengi ya da gen ifade edilmemis ise her

iki durumda da siyah rengi alir (39,40).

2.5.9 Veri Normalizasyonu

Iki farkli boyayla etiketlenmis cDNA’lar RNA ile melezlestirilir. Melezleme
islemi sonrasinda goriintii liretimi i¢in tarama islemi yapilir ve bu goriintiiniin
netlesmesi i¢in goriintli analiz programi kullanilir. Bu programlar her spottaki arka
ve On plandaki kirmizi ve yesil renk yogunluklarini gosterirler. Ancak sahte
sonuclardan ka¢inmak i¢in dikkatli ve kaliteli bir sekilde veri seti kontrol edilmelidir.
Ornegin; belli bir tip boya daha fliioresanli olabilir, arka zeminin yogunlugu beklide
boyanin katilagmasindan ya da camin dogal floresan olmasi yiiziinden spottan spota
gore ¢esitlilik gosterebilir. Bu sebeple gen ifade profillerinin analizi ve yorumu
yapilmadan oOnce kirmizi ve yesil renk yogunluklarinin birbirlerine gore
normallestirilmesi  gerekir. Boya yanliligi, yogunlugun bir fonksiyonudur.
Normalizasyon; gen ekspresyon analizinin ilk adimidir ve melezlemedeki hatalar

ortadan kaldirmak i¢in kullanilan bir yontemdir (41,42).

Normalizasyonun pek ¢ok yolu vardir bunlardan biri;

N,
Z array Ri

i=1

N,
Z array Gi

i=1

NToplam -

Gi : i. arraydeki yesil renklerin yogunlugu 2.8)

R; : 1. arraydeki kirmizi renklerin yogunlugu

Her bir spot i¢in normalizasyon,;
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Bir diger normalizasyon islemi ise logaritma 2 tabanina gore yapilir;

M =log,(R) — log,(G)

Burada M=0 olursa; her iki ifade yogunlugunda esit oldugu, M=1 olursa RNA
ornekleri arasinda 2 kat degisim oldugu, M=2 olursa RNA oOrnekleri arasinda 4 kat

degisim oldugu anlamina gelir ve boyle devam eder (41,42).

2.5.10 Tekrarlama

Mikroarray deneyleri masrafli ve zaman alicidir. Bu sebeple mikroarray
iireticileri calismalarda tekrara olan ihtiyact vurgulamamislardir. Sonug¢ olarak
giiniimiizde mikroarray teknolojik ¢aligmalarin bazilarinda tekrar kullanilmamustir.
Ancak tekrar, mikroarray deneylerinde farkli gen ifadelerinin belirlenmesinde
giivenilirligi arttirmaktadir. Bir ¢alismada kac¢ tekrarin olacagi ise; gen ifade
degisimlerinin biiylikliigiine, belirlenen istatistiksel giice, 1. tip hataya ve degisimi

belirleyecek istatistiksel yonteme baglidir (43).

3. LITERATUR TARAMASI

Literatiirde Random Forest ve Naive Bayes siniflama yontemlerinin
mikroarray verilerine uygulanmasina iligkin ¢aligmalar incelenmistir. Literatiirde Hu,
Li, Wang ve Daggard’in 2006 yilinda “Mikroarray Veri Analizlerinde Siniflama
Yontemlerinin Karsilastirilmast” bashikli makalelerinde 7 farkli kanser verisi tizerinde
(meme, akciger, 16semi, lenf, barsak, yumurtalik ve prostat kanserleri) 5 farkli
siniflama yontemini karsilagtirmislardir. Bu yontemler; C4.5, Random Forest,
AdaBoost C4.5, Bagging C4.5 ve LibSVMs’dir. Hu ve arkadaglarinin veri 6n
islemesi yaptiklar1 Onceki caligmalarina dayanarak, segilen gen sayilarinin
siniflamanin performansina etki ettigini sdylemislerdir. Genel olarak siniflama
performansinin 50 ile 100 gen igeren veri setlerinde daha bagsarili oldugunu
saptamiglardir. Bu sebeple bu calismalarinda veri 6n isleme sonrasinda her veri seti
icin kesikli degere sahip 50 gen se¢mislerdir. Ayrica verilere 10-kat ¢apraz gecerlilik
uygulamislardir. Sonug¢ olarak 10-kat capraz gecerlilik uygulanan 7 kanser verisine

iliskin 5 farkli siniflama yonteminin ortalama dogruluk oranlar karsilastirildiginda;
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en yiiksek dogru smiflama ortalamasina sahip olan yontem %94,8 ile Random Forest,
ardindan %94,1 ile AdaBoost C4.5, %93,2 ile Bagging C4.5, %89,6 ile C4.5 ve en
sonda %88,3 ile LibSVMs gelmektedir.

Alexander Statnikov ve arkadaglar1 2005 yilinda “Mikroarray Tabanl Kanser
Siniflamasi I¢in Random Forest ve Destek Vektor Makineleri (SVMs) Yéntemlerinin
Kapsamli Karsilastirilmasi” basliklt makalede hem veri setinin tamamini kullanarak
hem de veri setinden gen se¢imi yapilarak bu 2 siniflama yonteminin performanslar
22 wveri seti lizerinde incelenmistir. Gen veri setlerinin tamami kullanildiginda,
SVMs’nin 15 veri setinde RF’a gore daha tistiin performans gosterdigi, 4 veri setinde
ise RF’1in daha istiin performans gosterdigi ve 3 veri setinde ise 2 simiflama
yonteminin de ayni performanst gosterdigi gozlenmistir. SVMs’nin daha {istiin
performans gosterdigi 15 veri setinden 7 tanesi istatistiksel olarak anlamli iken RF’1n
daha iistiin performans gosterdigi 4 veri setinden higbiri istatistiksel olarak anlamli
degildir. Veri setinden gen secimi yapildiginda, 17 veri setinde SVMs’nin RF’a gore
daha tstilin performans, 3 veri setinde RF’in SVMs’ne gore daha iistiin performans ve
2 veri setinde ise ayni performansi gosterdikleri gézlenmistir. SVMs’nin daha {istiin
performans gosterdigi 17 veri setinden yalnizca 1’1 istatistiksel olarak anlamli iken
RF’in SVMs’ne gore daha iistiin performans gosterdigi hicbir veri setinde istatistiksel

olarak anlamlilik gdzlenmemektedir.

Ng Ee Ling ve Yahya Abu Hasan’nin 2008 yilinda Matematiksel Bilimler
Dergisinde yaymlanan “Mikroarray Verileri Uzerinde Random Forest Siniflama
Yontemini Degerlendirme Yontemi” baslikli makalelerinde 4 farkli kanser verisi
tizerinde (beyin kanseri, dagilmig biiylik b-hiicreli lenf kanseri, 16semi ve akciger
kanseri) Random Forest’1 3 farkli yontemle degerlendirmislerdir. Bu yontemler 10-kat
capraz gecerlilik, biri disarida birakilmis ¢apraz gecerlilik (leave-one out cross
validation LOOCV) ve bootstrap tahminidir. En iyi degerlendirme yontemini en
diisiik hata oranini veren olarak belirlemislerdir. Bu ¢alismada Random Forest’1 en 1yi

degerlendirme yontemi 10-kat capraz gecerlilik oldugu sonucuna ulagsmislardir.

Ng Ee Ling ve Yahya Abu Hasan’nin 2006 yilinda yaptig1 diger bir ¢aligma
ise mikroarray verilerinin smiflanmasina iliskindir ve bu konuyla ilgili makalede

yazmislardir. Bu ¢alismada mikroarray verileri tizerinde ¢esitli siniflama tekniklerinin
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karsilagtirilmast yapmislardir. Yapilan pek ¢ok ¢aligmada iki sinifli siniflama tizerinde
durulurken bu ¢aligmada ¢oklu siniflama tizerinde durmuslardir. 3 mikroarray verisine
(beyin tiimori, 16semi ve akciger kanseri) 5 farkli siniflama yontemi uygulamislardir.
Bu yontemler; karar agaci (J48), Bayes Teoremi (Naive Bayes), ornek tabanli
ogrenme (K-En Yakin Komsuluk), destek vektdor makinesi (Sirali Minimal
Optimizasyon, SMO) ve sinir ag1 (Cok Katmanli Algilayicilar, LP) dir. Bu 5
siniflama yontemlerini dogru siniflama oranlar ile karsilastirilarak performanslari
Olgmiislerdir. Veri setlerine 06zelik se¢imi (feature selection) yaparak boyut
indirgemesi yapmislardir. Sonrasinda 10-kat capraz gecerlilik uygulamislar ve bu
verilerin %90 nin1 egitim i¢in %10’nu ise test icin kullanmiglardir. Elde edilen
verilere de parametre diizeltmesi (parametre tuning) yapmislardir. J48 i¢in her
yapraktaki 6rnek sayisini 2, 5, 10, 15, 0, 25, 30 olarak, k-en yakin komsu i¢in komsu
sayisini 1, 2, 3,4, 5, 6, 7, 8,9, 10 olarak MLP’de gizli katman sayisini 1,3,5,10 olarak
almiglardir. SMO’da polinomal ve radyal c¢ekirdek tiirlerinde uygulamasini yapmislar
ve Naive Bayes’te diizeltme yapmamislardir. Tiim parametre diizeltmelerinin ayr1 ayri
dogru simiflama oranlarina bakmislardir. Sonug olarak tiim veri setlerinde k-en yakin
komsu yontemi en iyi performanst verdigini, ancak komsu sayis1 arttik¢a
performansin distliglinii gozlemislerdir. K-en yakin komsudan sonra ise en iyi

performansi gosteren Naive Bayes yontemidir.

Meir Peraz ve Tshilidzi Marwala’nin 2011 yilinda yayinladiklar1 “Bulanik
Gen Filtreleme: Siniflandirict Performans Degerlendirmesi” baglikli makalede 2 veri
seti (prostat, diffiiz biiyiik b-hiicreli lenf kanseri) kullanmislardir. Bu calismada
mikroarray calismalarimin en 6nemli asamasi olan gen seciminde gen siralamasi
yapmak i¢in yaygin olan 3 yontem (student-t testi, wilcoxon testi ve ROC egrisi
analizi) ve makalenin de temelini olusturan bulanik gen filtreleme (FGF) yontemleri
kullanmislardir. Yani; 2 veri seti lizerinde 4 farkli gen se¢cimi yontemi ve 4 farkli
siniflama yontemi uygulanmistir. Bunlar; k-en yakin komsu, destek vektor
makineleri, Naive Bayes ve yapay sinir aglaridir. Sonug olarak prostat verisinde FGF
yontemi ile segilen genlerin simiflama sonucunda daha iyi performans gosterdigini
gozlemlemislerdir. FGF yontemiyle olusturulan verilerin smiflamasinda ise Naive
Bayes 0.94 siniflama basarisiyla sonuncu sirada yer almistir. Lenf veri setinde ise

yine FGF yontemiyle secilen genleri siniflama performanslar1 daha ytiksektir. FGF ile
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olusturulan veri setlerinin siniflandirilmasinda Naive Bayes 0.97 ile sonuncu sirada

yer almaktadir.
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4. GEREC ve YONTEM
4.1. Uygulama

RF ve NB simiflama yontemlerinin performanslarini karsilagtirmak i¢in dokuz
farkli kanser tiiriine iliskin mikroarray gen ekspresyon verileri kullanilmigtir. Veri
setlerine “http://ligarto.org/rdiaz/Papers/rfVVS/randomForestVarSel.html” adresinden
erigilmistir. Veri setlerine iliskin Ramon Diaz-Uriart ve Sara Alvarez de Andrés’in
beraber yazmis oldugu “Gene Selection and Classification of Microarray Data Using
Random Forest” makalesi 06 Haziran 2006’da BMC Bioinformatics dergisinde yer
almis olup ayrintili bilgiye bu makaleden ulasilmistir. Veri setlerinin 6zellikleri

asagidaki tabloda yer almaktadir.

Tablo 4.1 Uygulama Veri Setlerinin Baslica Ozellikleri

Veri Gen Hasta Simif Orijinal

Seti Sayis1 Sayisi Sayis1 Referans
Adenokarsinom 9868 76 2 Ramaswamy et al.(2003)
Beyin Kanseri 5597 42 5 Pomeroy et al. (2002)
Meme Kanseri 4869 78 2 Van’t Veer et al.(2002)
Barsak Kanseri 2000 62 2 Alon et al. (1999)
Losemi 3051 38 2 Golub et al. (1999)
Lenf Kanseri 4026 62 3 Alizadeh et al. (2000)
NCI 60 5244 60 8 Ross et al. (2000)
SRBCT 2308 63 4 Khan et al. (2001)
Prostat Kanseri 6033 102 2 Singh et al. (2002)

Tiim veri setlerinin orijinal referans makaleleri incelenmistir. Bu makalelere
gore adenokarsinoma bir viicut organimin duvarinda veya i¢ yiizey hiicrelerinde
olusan bir kanser tiirtidiir. Bu ¢alismada ilgili kanser tiiriine iliskin metastaz olarak
bilinen yayilmanin molekiiler yapisi tizerine ¢alisilmistir. Bunun igin 12 metastatik

adenokarsinoma nodiilleri ile 64 primer (birincil) adenokarsinoma karsilagtirilmistir.


http://ligarto.org/rdiaz/Papers/rfVS/randomForestVarSel.html

32

Beyin kanseri veri setinde, “Gen ifadesine dayanan embriyonel tiimor ciktisinin
merkezi sinir sisteminde (CNS) tahmini” bagliklt makalede 42 hastanin gen profilleri
lizerinde calisilmistir. Bu veri setinde 10 ornek medulloblastomas denilen habis
beyin tiimdriine, 10 6rnek bobrek ve bobrek disi rabdoid tiimore, 5 6rnek malignant
gliome denilen embriyonel olmayan beyin tiimoriine, 8 drnek supratentorial Primitif
noroektodermal tiimorler (PNETS) ve 4 kisi ise normal insan serabraline sahip olan
kisilerin gen ifadeleri iizerinde c¢alisilmistir. Meme kanseri veri setinde “Gen ifade
profilleri kullanilarak meme kanserinin klinik ¢iktisinin tahmini” konulu makalede
primer meme kanseri olan 78 hastanin gen profilleri incelenmistir. Bunlarin 34’1 5
yil i¢inde uzak metastaz gelisimi yapan, 44’{ ise en az 5 yildir herhangi bir belirti
gostermeyen yani hastaligi yenmis 6rnekler {izerinde ¢alisilmistir. Bagirsak kanseri
veri setinde, bagirsak kanserine iliskin gen ifade profilleri lizerinde kiimeleme
analizleri yapilmistir. Bunun i¢in 22 normal bagirsak dokusuna sahip, 40 timorli
bagirsak dokusuna sahip orneklerin gen ifadeleri lizerinde ¢alisilmistir. Lenf kanseri
veri setinde “Gen ifade profili ile belirlenen biiyiik B hiicreli lenfomanin tiirleri”
baslikli makalede 3 tiir lenf kanseri incelenmistir. NCI 60 denilen veri setinde Ulusal
Kanser Programi (NCI), ¢esitli dokular ve organlardaki tiimorlerden elde edilen 60
kanser tiirline iliskin hiicre dizinleri lizerinde ¢alisilmis ve “Kanserli hiicre dizininde
gen ifade desenindeki sistematik varyasyonlar” baslikli makale yazilmistir. Bu
makalede 8 varyasyon incelenmistir. SRBCT veri setinde “Gen ifade profili ve yapay
sinir aglar1 kullanilarak kanserlerin siniflanmasi ve tani tahmini” baslikli makalede
kiigiik, yuvarlak mavi hiicreli tiimorler (SRBCTs) model olarak kullanilmigtir. 63
ornegin iizerinde ¢alisilmis olup 4 smifta incelenmistir. Prostat veri setinde “Klinik
prostat kanser davraniginin gen ifade verileri ile iliskisi” baslikli makalede 50 normal
ve 52 tiimdrli prostat dokulari iizerinde ¢alisilmistir. Losemi veri setinde “Gen ifade
profili ile pediatrik akut lenfoblastik 16seminin siniflandirilmasi, alt tiirlerinin kesfi

ve sonug tahmini” baslikli makalede siniflandirma 102 6rnek tizerinde ¢aligilmistir.

4.2. Ozellik Secimi (Feature Selection)
Verilere degisken se¢imi Clementine 12.0 programinda yapilmustir.

Clementine programinda degisken secimi 4 ana baslik icerisinde hesaplanmaktadir.
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1) Tim degiskenlerin ve hedef degiskenin Kkategorik veri tipinde oldugu
durumlarda;

a- Pearson ki-kare: Hedef ve tahmin edici arasinda var olan iliskinin yoniine ve
giiciine bakilmaksizin yapilan bagimsizlig test eder.

b- Olabilirlik orani ki-kare: olabilirlik orani pearson ki-kare’ye benzerdir. Ayrica
hedef ve tahmin edicinin bagimsizlig: test eder.

c- Cramer’s V: Pearson ki-kare istatistigine dayanan bir iliski Ol¢iisiidiir. Deger
aralig1 0-1 arasinda degismektedir. O iliskinin olmadigin1 1 ise miikemmel bir
iligski oldugunu gosterir.

d- Lambda: Degiskenin, hedef degeri tahmin etmek i¢in kullanildig1 zaman ortaya
cikan hatada oransal azalmay:1 yansitan bir iligki dlgiistidiir. Deger araligi 0-1
arasinda degismektedir. 1 hedefin miikemmel tahmin edildigini 0 ise tahmin
edicinin hedef hakkinda faydali hicbir bilgi saglamadigin1 gosterir.

2) Bazi degiskenlerin ve hedef degiskenin kategorik veri tipinde oldugu
durumlarda; degisken onemlilikleri ya Pearson ki-kare ya da olabilirlik oran1 ki-
kare yontemleriyle siralanabilir. Cramer V ve lambda tiim degiskenler kategorik
olmadigi siirece kullanilamaz.

3) Degiskenler siirekli sayisal ve hedef degiskenin kategorik veri tipinde ( ya da
tam tersi) oldugu durumlarda; F istatistigi kullanilir. Bu g¢aligmada tim
degiskenlerimiz sayisal ve hedef degiskeni ise kategorik veri tipinde oldugu i¢in
degisken se¢iminde F istatistigi kullanilmigtir.

4) Degiskenlerin ve hedef degiskenin siirekli sayisal veri tipinde oldugu

durumlarda; korelasyon katsayisina dayanan t istatistigi kullanilir.

Degisken se¢imi yapilip boyutu indirgenmis veriler {izerinde Random Forest
ve Naive Bayes simiflama yontemleri uygulanmigtir. Onemli  genlerin
belirlenmesinde ise R programinda yapilan Random Forest siniflama yonteminde
“Dogruluktaki Ortalama Azalma (MDA)” ve “Gini Degerindeki Ortalama Azalma
(MDG)” degerleri kullanilmistir. Ciktilar yorumlanirken ilk n kolon siniflara ait olan
dogruluktaki ortalama azalma miktari1 (MDA), sonraki 2 kolonda ise sirasiyla
MDA ve MDG degerleri verilmektedir. MDA degiskenlerin modele olan katkilarim

Olcer. MDA her bir degiskenin Onemini belirlemek i¢in OOB verilerini tiim
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agaclarda kullanarak ve dogru pozitif sonuglart sayarak kullanir. Sonra OOB deki
degiskenler arasindan biri rastgele degistirilir ve bu 6rnek tekrar ¢alistirilir. Bu 2’si
arasindaki dogru pozitif oranlarmin farki ortalama olarak ormandaki tiim agaglar
tizerinde MDA degerine esittir (44).

Naive Bayes siniflama yonteminin varsayimlardan biri olan degiskenlerin
birbirinden bagimsiz olma durumu gercekte ¢cok az rastlanan bir varsayimdir. Ancak
Naive Bayes bu varsayimina ragmen oldukea iyi performans gostermektedir. Fakat
bazi durumlarda da bu varsayim oldukg¢a diisiik performans gostermesine neden
olmaktadir. Bunun icin degisik yontemler Onerilmektedir. Yukarida bahsedilen
degisken se¢imlerinden farkli olarak siniflama yapmadan once degiskenlere cesitli
siralama teknikleri uygulanabilir. Yaygin olarak kullanilan 4 siralama teknigi
bulunmaktadir. Bunlar Ki-kare, bilgi kazanci (IG), kazang oran1 (GR), relifF ve
simetrik belirsizliktir.

Bilgi kazanci bilgi teorisi ve makine Ogrenmesinde siklikla kullanilan bir
Olciidiir. Bilgi kazanci; belirlenen bir degiskenin sinif tahmini hakkinda kazanilan
bilginin 6l¢iisiidiir. Her degisken i¢in bir skor elde edilir. Bu skor; ilgili degisken
kullanilarak smif hakkinda ne kadar fazla bilgi edilebilecegine bakilarak elde edilir.
Bunun i¢in rastgeleligi, belirsizligi ve beklenmeyen durumun ortaya ¢ikma olasiligini
gosteren entropiyi kullanir. Kazang orani bilgi kazancinin hassaslastirilmis halidir.
Bilgi kazanci, ¢ok sayida degiskene sahip olan degiskenleri desteklerken, kazang
orani yaklasimi degiskendeki degerlerin sayisint minimize ederken bilgi kazancini
maksimize eder. ReliefF her farkli sinif i¢in yerine koyarak ornekleme ile bir
ozelligin kalitesini, o 6zelligin tahmine katkisini 6ngdriir ve ortalama her simifin
onsel olasiligi ile agirliklandirilir. Simetrik belirsizlik degiskenler ve smiflar

arasindaki korelasyonun bir 6l¢iistidiir.

4.3. Yontem

Literatiirde Random Forest ve Naive Bayes veri madenciliginde oldukga sik
kullanilan iki siniflama yontemidir. Bu tezde iki siniflama yonteminin, gliniimiiz tip
biliminin {izerinde oldukc¢a yogun durdugu mikroarray verilerinde ki performanslari
incelenmistir. Bunun igin farkli boyut ve farkli smif sayilarinda veri setleriyle

caligilmistir.
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Mikroarray verileri ¢ok yiiksek boyutlu veriler oldugu icin Oncelikle bu
verilere degisken sec¢imi (feature selection) uygulanmistir. Degisken segimi
Clementine 12.0 programinda yapilmistir. Bu programda veriler F istatistigi ile
hesaplanan p degerlerine gore onemlilik sirasina dizilmistir. Béylece verinin boyutu
indirgenmis ve veri giriltiiden armdirilmistir. Sonug olarak ise boyut indirgeme
sayesinde yapilacak islemlerin verimliligi artirilmistir. Degisken se¢imi yapilan
veriler sonrasinda “R 2.13.2” programinda analiz edilmistir. R programi http://cran.r-
project.org/ sitesinden iicretsiz olarak indirilebilmektedir. Indirildikten sonra
herhangi bir iilkenin 'server'i lizerinden baglant1 kurulabilmektedir. R programinin
tercih nedenleri ise; yiiksek boyutlu verilerde hizli cevap verebilen bir yapiya sahip
olmasi, kullanim agisindan kolay olmasi (kullanici ara yiiziine ve elle komut girisi
imkan1 saglar) ve ileriki safhalarda bu tez konusunun gelistirilebilmesi i¢in siirekli

gelistirilen bir program olmasidir.

Random Forest siniflama yontemi ig¢in R programinda “randomForest”, Naive
Bayes smiflama yontemi igin ise “klaR” paketleri kullanilmistir. randomForest
(Breiman and Cutler’s random forests for classification and regression) paketi Leo
Breiman ve Adele Cutler tarafindan Fortran programinda bir ara yiliz olarak
Onerilmistir Random Forest’t R programina ise Andy Liaw ve Matthew Wiener
uyarlamistir. “klaR” (Classification and visualization) paketini ise Christian Roever,
Nils Raabe, Karsten Luebke, Uwe Ligges, Gero Szepannek, Marc Zentgraf
olusturmustur. Her bir veri seti i¢in iki siniflama yonteminin dogru siniflama oranlari
verilmistir. Ayrica iki smifli veri setlerinde ise dogru siniflama oranina ek olarak
gercekte hasta olan bireyler arasinda testin pozitif sonu¢ verme yani hasta oldugunu
saptama orani olan duyarlilik, gercekte saglam bireyler arasinda testin negatif sonug
verme yani saglam oldugunu saptama orani olan segcicilik, sinifi 1 olarak tahmin
edilmis dogru pozitif (true positive) 6rnek sayisinin sinifi 1 olarak tahminlenmis tiim
ornek sayisina orani olan kesinlik (precision) degerleri hesaplanmistir. Ancak
kesinlik ve duyarlilik Olgiitleri tek basina anlamli bir karsilastirma sonucu
cikarmamiza yeterli degildir. Bu sebeple her iki dlgiitii beraber degerlendirmek daha
dogrudur. iki simf sayili veri setlerinde duyarlilik, secicilik, dogru siniflama orani,
kesinlik dlgiitlerinin yaninda ayrica duyarlilik ve kesinligin harmonik ortalamasi olan

F-ol¢iitii degerleri de verilmistir
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5.BULGULAR

Random Forest ve Naive Bayes siniflama yontemleri igin sirasiyla dogru
siniflama oranlari, duyarhlik, secicilik, kesinlik ve F-6l¢iitii bulgular1 asagidaki
tablolarda verilmistir. Duyarlilik, secicilik, kesinlik ve F-Olgiitii degerleri sadece
hasta ve saglam olarak siniflanan adenokarsinoma, meme, bagirsak ve prostat
kanserine iliskin veri setlerinde verilmistir (Tablo 6.1 — Tablo 6.4). Burada “*” isareti
daha yiiksek performansin bir gostergesidir.

Tablo 6.1. Veri Setlerine iliskin Dogru Siniflama Oranlart

Dogru Simmiflama Oram

Veri Seti RF NB
Meme kanseri 0.69 0.73*
Bagirsak kanseri 0.87* 0.87*
Losemi 0.95 1.00*
SRBCT 0.98* 0.90
Adenokarsinoma 0.83 0.84*
Beyin kanseri 0.81* 0.78
Lenf kanseri 1.00* 1.00*
NCI 0.68 0.70*
Prostat kanseri 0.92* 0.70

Tablo 6.2. Veri Setlerine iliskin Duyarlilik, Segicilik Oranlar:

RF NB
Veri Seti Duyarhhk Secicilik Duyarhhk Secicilik
Meme kanseri 0,56 0,80* 0,65* 0,80*
Bagirsak kanseri 0,90* 0,82 0,88 0,86*
Adenokarsinoma 0,97* 0,08 0,88 0,67*
Prostat kanseri 0,89* 0,96* 0,71* 0,68

Tablo 6.3. Veri Setlerine iliskin Kesinlik Oranlar1

Kesinlik
Veri Seti RF NB
Meme kanseri 0.68 0.71*
Bagirsak kanseri 0.90 0.92*
Adenokarsinoma 0.85 0.93*

Prostat kanseri 0.96* 0.70




Tablo 6.4. Veri Setlerine Iliskin F-Olgiit Oranlar
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F-olgiitii
Veri Seti RF NB
Meme kanseri 0,61 0,68*
Bagirsak kanseri 0,90* 0,90*
Adenokarsinoma 0,91* 0,90
Prostat kanseri 0,92* 0,71

Random Forest Siniflama Yonteminde MDA ile belirlenen ilk 10 6nemli

genin, gercekte de siniflar arasinda farklilik gosterip gostermedigine Student t testi

ve ANOVA testi ile bakilmistir. Bulgular asagidaki gibidir.

Tablo 6.5. Uygulama Veri Setleri i¢in Student t Testi ve ANOVA Testi Sonuglari

Adenokarsinoma

Gen t df Diizeltilmis P Degeri
G642 2.82 12 0.015
G360 2.77 11.2 0.018
G1128 15 11.1 0.162*
G3 2.05 12.8 0.061
G132 1.46 11.3 0.170*
G79 2.47 11.7 0.030
G1027 2.19 11.3 0.050
G630 2.09 11.4 0.060*
G1042 2.63 11.7 0.022
G571 3.08 13.4 0.008

Meme Kanseri

Gen t df P

G758 -3.94 50.1 0.001
G640 3.33 75 0.001
G834 -2.35 52.8 0.023
G382 -5.5 75 0.001
G699 -2.15 48.6 0.036
G231 4.48 75 0.001
G683 3.7 75 0.001
G369 2.95 75 0.004
G234 -3 75 0.004
G249 2.16 75 0.034




Tablo 6.5. (Devami)

Bagirsak Kanseri

Gen t df P

G490 7.2 60 0.001
G155 8.07 60 0.001
G131 7.92 60 0.001
G235 5.13 29.4 0.001
G92 7.38 60 0.001
G99 5.16 30.3 0.001
G475 -5.54 60 0.001
G399 3.36 59.3 0.001
G462 -4.14 60 0.001
G533 -5.9 60 0.001

Prostat Kanseri

Gen t df P

G925 14.03 100 0.001
G1971 -10.18 71.8 0.001
G1639 7.12 100 0.001
G634 5.58 100 0.001
G1931 -3.93 100 0.001
G615 9.99 100 0.001
G1338 -2.32 100 0.022
G1611 8.12 100 0.001
G597 6.16 715 0.001
G1186 2.84 100 0.006

Losemi

Gen t df P

G325 -5.76 36 0.001
G748 -10.58 33.9 0.001
G296 -10.26 36 0.001
G134 -6.45 12.1 0.001
G833 6.24 36 0.001
G140 7.84 36 0.001
G279 -5.99 35.5 0.001
G98 3.24 22.6 0.001
G715 5.55 36 0.001
G908 -6.61 36 0.001

38



Tablo 6.5. (Devami)

Beyin Kanseri

Gen F df P

G596 24.05 - 0.001
G607 17.09 - 0.001
G556 9.82 - 0.001
G263 2135 - 0.001
G489 11.65 . 0.001
G414 14.84 . 0.001
G716 17.92 . 0.001
G364 975 . 0.004
G748 13.22 . 0.001
G333 12.35 . 0.001

Lenf Kanseri

Gen F df P

G482 %87 & 0.001
G485 68.06 & 0.001
G483 86.8 & 0.001
G486 60.75 & 0.001
G505 57.22 529 0.001
G459 43.89 529 0.001
G626 6031 529 0.001
G2425 52.36 2 0.001

59

G495 5246 & 0.001
G2423 12581 2 0.001

59
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Tablo 6.5. (Devami)

NCI-60
Gen F df P

G706 3.58 o 0.003
G745 585 o 0.001
G16 753 o 0.001
G854 8.5 o 0.001
G767 391 o 0.002
G577 4.39 o 0.001
G499 532 o 0.001
G876 716 o 0.001
G641 ! o 0.001
G491 4.1 o 0.001

SRBCT
F of P

G682 39.68 o 0.001
G480 79.98 o 0.001
G193 49.25 o 0.001
G83 5232 o 0.001
G711 18.11 539 0.001
G458 2142 539 0.001
G568 19.04 539 0.001
G588 13.22 539 0.001
G369 22.07 o 0.001
G629 13.94 3 0.001

59
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Siniflama performansinin en iist seviyede olabilmesi icin Random Forest’da

cesitli myy degerlerine iliskin OOB hata oranlar1 asagidaki tabloda yer almaktadir.

Tablo 6.6. Random Forest Siniflama Y6ntemi I¢in Dallara Ayirict Degisken

Optimizasyonu Sonuglari

Veri Seti Miry OOB Hata Orani

0.5P 0.17

0.1P 0.15*
Adeno karsinoma 1.24/P 0.16
P 0.18
VP 0.17
0.5P 0.19

0.1P 0.14*
Beyin Kanseri 1.2v/P 0.17
P 0.21
VP 0.19
0.5P 0.30
0.1P 0.30

Meme Kanseri 1.24/P 0.26%*
P 0.30
VP 0.29
0.5P 0.13

0.1P 0.10*
Bagirsak Kanseri 1.2/P 0.13
P 0.16
VP 0.13

0.5P 0.00*

0.1P 0.00*
Loésemi 1.2v/P 0.03
P 0.03
VP 0.05
0.5P 0.02

0.1P 0.00*

Lenf Kanseri 1.24/P 0.00*
P 0.03

VP 0.00*
0.5P 0.36
0.1P 0.36

NCI 60 1.2V/P 0.33*
P 0.38
VP 0.34




Tablo 6.6. (Devami)

Veri Seti mtry OOB Hata Oranm1
0.5P 0.07*
0.1P 0.08
Prostat Kanseri 1.24/P 0.07*
P 0.09
VP 0.08
0.5P 0.02*
0.1P 0.02*
SRBCT 1.24/P 0.02*
P 0.03
VP 0.02*

42
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6. TARTISMA

Bu c¢aligmadaki amag; ¢ok boyutlu veriler lizerinde Random Forest ve Naive
Bayes siniflama yontemlerinin sonuglarini karsilastirmaktir. Sonuglarda Random
Forest’in ve Naive Bayes’in 9 veri seti lizerindeki dogru simiflama oranlarina, smnifi
hasta ve saglam olan 4 veri setinde gergekte hasta olan kisiler arasinda dogru pozitifi
belirleme orani olan duyarliligina, gercekte saglam kisiler arasinda dogru negatifi
belirleme orani olan segiciligine, yoOntemlerin ayni sartlar altinda tekrarlanan
Olctimlerinin ayni sonucu verme derecesi olan kesinligine ve model basariminin
degerlendirme oranlarindan biri olan F-0lgiitiine bakildiginda 2 yontem arasinda
beklenin aksine farkliliklar gdzlenmemistir. Veri setleri {izerinde Random Forest ve
Naive Bayes siniflama yontemlerinin basarisini 6lgen bu oranlar hesaplanmis ve bu
oranlar degerlendirilerek Random Forest ve Naive Bayes’in siniflama
performanslarinin iyi oldugu sonucuna ulasilmistir. Bu yontemlerden Random
Forest’in gercekte de veri setlerinin siniflar1 arasinda da istatistiksel agidan farklilik
gosterip gostermedigine bakilmistir. Bunun i¢in ise R programinda Dogruluktaki
Ortalama Azalma (MDA) degerleri kullanilarak degiskenlerin modele olan katkisi
belirlenmis ve modele katkisi ¢cok olan ilk 10 degisken iizerinden degerlendirme
yaptlmistir. Genel olarak hasta ve saglam bireyler arasinda istatistiksel agidan
anlamli bir farklilik gozlenmistir. Random Forest’in basarisi boylece bir kez daha
gosterilmistir. Naive Bayes’te ise her degiskenin ayni O6neme sahip olma
varsayimindan dolayr Onemli genler belirlenememis ve bdyle bir yorum

yapilamamigtir.
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7. SONUCLAR ve ONERILER

Bu tez ¢alismasinda mikroarray gen ekspresyon verileri {izerinde Random
Forest ve Naive Bayes siniflama yontemleri karsilastirilmak istenmistir. Sonuglarda,

beklenildigi gibi biiyiik farkliliklar gézlenmemistir.

Random Forest siniflama yontemi i¢in en uygun myy (dallara ayiric 6zelligin
secilebilmesi i¢in tiim degiskenler arasindan rastgele belirlenen m adet degisken)
degeri icin 5 farkli formiil kullanilmistir. Bunlar 0.5P, 0.1P, 1.2v/P, P ve v/P’dir.
Sonuglar incelendiginde, 5 farkli formiiliin OOB hata oranlar1 arasinda biiyilik
farkliliklar gozlenmemistir. Genel olarak veri setlerinde myy degeri 0.1P olarak
alindiginda OOB hata oranlar1 daha diisiik ¢ikmaktadir. 5 formiiliin OOB hata
oranlar1 arasinda biiyiik farklhiliklar gbézlenmedigi icin bu calismada, Random
Forest’in gelistiricisi olan Leo Breiman’nin &nerdigi VP formiilii kullanilmustir.
Random Forest siniflama yontemini kullanirken performans basarisinin arttirilmasi
icin ¢esitli myy formiilleri kullanilarak en uygun degerin OOB hata oranimna gore

belirlenmesi Onerilmektedir.

9 adet ¢esitli kanser tiirlerine iliskin mikroarray gen ekspresyon verileri
tizerinde Random Forest ve Naive Bayes siiflama yontemleri uygulanmis ve bu
yontemlere iliskin dogru smiflama oranlari verilmistir. Sonuglar incelendiginde
Random Forest, Naive Bayes’e gore 3 veri setinde, Naive Bayes ise Random
Forest’a gore 4 veri setinde daha yiiksek bir performans gostermistir. 2 veri setinde
ise her iki yontemde dogru siniflama oranlari esittir. Genel olarak bakildiginda ise 2

siniflama yontemi arasinda biiytik farkliliklar gézlenmemektedir.

Cesitli  kanser tiirlerine iliskin 9 veri setinden 4’ (meme, barsak,
adenokarsinoma ve prostat) hasta ve saglam olarak smiflandirilmistir. Bu 4 veri
setine iliskin duyarlilik, segicilik, kesinlik ve F-0l¢iiti oranlar1 incelenmistir.

Sonuglara bakildiginda;

e Random Forest 3 veri setinde, Naive Bayes ise 1 veri setinde daha duyarl
cikmigtir. Kalan 1 veri setinde de 2 smiflama yonteminin de duyarlilik

oranlar1 esit ¢ikmustir.
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e Naive Bayes 2 veri setinde, Random Forest ise 1 veri setinde daha segici
cikmistir. Kalan 1 veri setinde de segicilik oranlar1 2 siniflama yonteminde de
ayni ¢ikmistir.

e Naive Bayes’in 3 veri setinde, Random Forest’in ise 1 veri setinde kesinlik
(precision) oranlar1 daha ytiksektir.

e Segicilik ve kesinlik oranlariin birlestirilmesi ile elde edilen F-6lgiitiinde ise
Random Forest’in 2 veri setinde, Naive Bayes’in 1 veri setinde F-0lglitii orani
daha yiiksektir. Kalan 1 veri setinde de 2 siniflama yonteminin kesinlik orani

aynidir.

Genel olarak duyarlilik, secicilik, Kkesinlik ve F-0lgiitii degerlerine
bakildiginda her iki smiflama yonteminde de biiyiik farklilik gozlenmemistir.
Arastirmalarda daha gergekei sonuclar elde edilebilmesi i¢in kesinlik ve segicilik

oranlarinin birlesimi olan F-6l¢iitiiniin kullanilmas1 6nerilmektedir.

Random Forest’a iliskin dogru smiflama orani, duyarlilik, segicilik, kesinlik
ve F-olclitii gibi degerleri incelendikten sonra degiskenlere iliskin MDA degerleri
ile onemli ilk 10 gen belirlenmistir. Bu genlerin gercekte de siniflar1 arasinda
farklilik gosterip gostermedigine student t testi ve ANOVA testi ile bakilmistir.
Sonuglar incelendiginde; adenokarsinomada bulunan G1128, G132 ve G630
genlerinde smiflar arasinda istatistiksel agidan anlamli bir farklilik gézlenmezken
diger tiim kanser veri setlerindeki ilk 6nemli 10 gende siniflar arasi farklilik
istatistiksel acidan anlamli bulunmustur. Yapilacak olan caligmalarda siniflama
yontemlerinin performanslart hesaplandiktan sonra gergek siniflar arasinda

istatistiksel agidan anlamli fark olup olmadigina bakilmasi da dnerilmektedir.
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