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OZET

DUYGU ANALIZINDE OZNITELIK SECME METRIKLERININ
DEGERLENDIRILMESI: TURKGE FiLM ELESTIRILERI

Firat AKBA
Yuksek Lisans, Bilgisayar Muhendisligi Bolumu
Tez Danigsmani: Dog. Dr. Ebru AKCAPINAR SEZER

Kasim 2014, 76 sayfa

internet hizmetlerindeki gelismeler ve internet kullanicilari sayisindaki artis, giinliik
aktivitelerimizde Internet kullanimini daha gelismis bir seviyeye tasimistir.
Glnimuzde insanlar talep ettikleri bilgiye internet Uzerinde yaptiklari basit bir
arama ile kolayca ulasabilmektedirler. Hatta internet kullanimindaki yeni
gelismeler, kullanicilara internetteki bilgileri sorgulayabilmelerine  olanak
vermektedir. internetteki bilgilerin biiyiik bir kismi geribildirim yapiimasina aciktir.
Bu geri bildirimler; anketler ve forum web siteleri araciligiyla ilgili kuruluslar
tarafindan yeni fikirleri analiz edebilmek igin toplanmaktadir. Geribildirimlerin kisa
sure icerisinde insan gicl ile analizi ¢ok zordur. Cinkii ¢ok fazla internet
kullanicisi olmasindan dolay! bu yorumlarin degerlendirilmeleri igin uzun bir islem
suresine gereksinim duyulmaktadir. Duygu analizi kavrami da bu fikirlerin ne kadar
olumlu ve olumsuz oldugunu siniflama asamasinda ortaya ¢ikan problemlerin
¢6zUmuU noktasinda kesfedilmistir. Bu tezde, duygu analizi yéntemlerinin basari
oranlari karsilastirilarak incelenmistir. Uygulanan birtakim deney sonuglarina gore,

kisa slrede cevap verebilecek ve daha az insan guclne ihtiya¢g duyacak bir sistem



olusturulmasina galisiimistir. Tezde kullanilan veriler Turkge film yorumlari web
sitesi Uzerindeki kullanicilar tarafindan yorumlanip puanlandiriimigtir. Bu veriler
0,5 ile 5,0 araliginda puanlandiriimistir. Oznitelik secme metrikleri istatistik
alaninda yaygin olarak kullaniimaktadir. Veriler elde edildikten sonra, bu
arastirmanin gereksinimlerine cevap verebilmek i¢in Destekgi Vektor Makineleri
(SVM) ile oznitelik segme metriklerinin ¢esitli kategorilere ait yorumlardaki
ayristirici 6zelligi kullanilarak, SVM’'nin basarisina nasil bir katki yaptigi tespit
edilmistir. Onerilen sistem tasariminda sadece olumlu ve olumsuz kategorileri
siniflarken %83,9 Fi1 degeri elde edilmistir. Olumlu, olumsuz ve noétr yorumlari
siniflarken ise %63,3 F1 basari degerine ulasmistir. Literatlr arastirmalarindaki
bulgulara dayanarak; 6nerilen sistem tasarimi, éznitelik segme metriklerinin duygu
analizinde basari ile kullanilabilecegini kanitlamaktadir. Onerilen bu yeni sistem

tasariminin duygu analizi konusuna yeni bir bakis agisi getirecegine inanmaktayiz.

Anahtar Kelimeler: Duygu Analizi, Oznitelik Secme, SVM, Naive Bayes, Turkce

Derlem



ABSTRACT

ASSESMENT OF FEATURE SELECTION METRICS FOR
SENTIMENT ANALYSIS: TURKISH MOVIE REVIEWS

Firat AKBA
Master of Science, Department of Computer Engineering
Supervisor: Assoc. Prof. Dr. Ebru AKCAPINAR SEZER

November 2014, 76 pages

Achievements in the Internet services and the increase in the number of Internet
users transformed our daily Internet activities to an upper level. People can easily
access to their demand via a simple search on the Internet. Even these
achievements enable users to query Internet information. Most part of the
information presented on the Internet is open for feedbacks. User feedbacks have
been captured from polls and forum web sites to be analyzed and produce new
ideas. In fact it is hard to analyze them manually in a short time due to existence of
huge amount of Internet users’ reviews and so much processing time and effort
required to evaluate these reviews. Sentiment Analysis concept has been
discovered to solve problems occurred while classifying opinions by separating
positive and negative reviews. Sentiment analysis concept was discovered at the
point of assessing these reviews by means of classifying them into “positive” and
“‘negative”. In this thesis, sentiment analysis methods are investigated by
considering their success rates. According to several experiment results, it is tried

to develop a system that answers in a short time and needs less human efforts.



The data used in the thesis was commented and rated by users of Turkish movie
reviews web site. This data was rated by gaps between ‘0.5 and ‘5.0’ points.
Feature Selection metrics have been used frequently in the field of statistical.
Upon gathering the data, how the use of discrimination feature of SVM and feature
selection metrics in comments of various categories has contributed to SVM’s
success has been discovered. In the proposed system design, 83.9% F1 score is
obtained while classifying only positive and negative reviews. While classifying
both of positive, negative and neutral reviews, 63.3% F1 achievement score was
reached. Based on findings in the literature review, proposed system design
proves feature selection metrics can be used successfully in the sentiment
analysis. We believe this proposed system design will bring a new perspective in

the field of Sentiment analysis.

Keywords: Sentiment Analysis, Feature Selection, Support Vector Machine,

Naive Bayes, Turkish Corpus.



TESEKKUR

Yuksek lisans tezimde ve egitimimde emegi ¢ok gegmis ve yardimlarini hig bir
zaman esirgemeyen sayin anabilim dali bagkanimiz Prof. Dr. Hayri SEVER ve tez
danismanim olan Sn. Dog. Dr. Ebru AKCAPINAR SEZER’e minnet ve
tesekklrlerimi sunuyorum. Tez calismam Uzerindeki fikirlerinden ve iyi niyetli
cabalarindan dolay degerli tez jurisi Gyelerimiz olan Sn. Yrd. Dog. Dr. Sevil SEN
AKAGUNDUZ, Sn. Yrd. Dog. Dr. Erhan MENGUSOGLU ve Sn. Dr. Fuat AKAL

hocalarimiza buradan ayri ayri tesekkir etmek istiyorum.

Ayrica meslektasim ve yakin arkadaslarim olan Sn. ihsan Tolga MEDENI, Sn.
Behzad NADERALVOJOUD, Sn. Selman BOZKIR ve Sn. Alaettin UCAN’a
tesekklr ederim. Bu tezi maddi ve manevi olarak desteklerini higbir zaman
uzerimden eksik etmeyen degerli aileme ve yakin zamanda kaybetmis oldugum

sevgili anneannem merhume Melehat ERTUGRULa atfediyorum.



ICINDEKILER

Sayfa
(0.4 =8 SO USROS [
AB ST RA CT ..ttt e e i
TESEKKUR ..ottt ettt ettt ettt ettt sa et e v
ICINDEKILER ........outiieeeeeeeeee ettt vi
SEKILLER ...ttt ettt et e te e eae e ean, iX
TABLOLAR. ...ttt ettt e et e e e e e e as X
SIMGELER VE KISALTMALAR .....ooiiiiiiieteeieeee ettt Xi
L. GIRIS .o 1
1.1, Problem Tanimi. ... e 1
1.2. Calisma Konusu Ve KapSamil .......cccovuuuiiiiiiie et e e e e eeanans 3
1.2.1. Duygu Analizi (Sentiment ANAIYSIS) .....ccceeeeiiiiiiiiiiiiiee e 4
1.2.2.  Oznitelik Segme (Feature Selection)............cc.coevveeveeeeeeeeeeeeeeeeeeeee, 4
R T LY 1 - o PP 5
1.4. Motivasyon ve OZGUN DEJET ........ccueiueieeieeeee e 6
1.5. Tez Calismasinda Kullanilan Basarim OIgUtl Terimleri ............ccoeeveeueeenee.e. 6
1.5.1. Duyarlik Degeri (PrecCiSion) .........ooouuuiiiiie e eeenans 7
1.5.2. Anma Degeri (RECAII) .........uuuuumiiiiiiiiiiiiiiiii e 7
1.5.3.  DOQGrUlUK (ACCUIACY) ... .uuuuuuuinuuuiiniiniiiiiiiiniiiiiitiiisasisebiasssssnenssseeanennne 8
1.5.4. FL1-OIgUMU (F1-MEASUIE) .......ceeeveieeeeeereeeeeteeee et ee e ee e e ste e eae e 8
2. Literatlir Ozeti ...............ooooiiiiiieeeeeeeeeee e 9
2.1. Siniflama (Classification) ..., 9
2.2. Kimeleme (CIUSIEriNg) .....coooeiiiieeeeeee e 9
2.3. lligkilendirme (ASSOCIAtION) ........ccoveueeueeieeeeieeeee ettt 10
2.4. Duygu Analizi Literaturinde Kullanilmig Yontemler..............cccooeeeee. 11

vi



2.4.1. Dil Etkilesim SOzIUGGU (DAL) .....ovriiiiiiiiiiiee e 12

2.4.2. NaIVe BAYES (NB)....uuuuiiiii i 13
2.4.3. k-Nearest Neighbors (K-NN).........ooiiiiiiiic e 14
2.4.4. Kelime Obekleri (Bag-0f-WOrdS) .........ccccvveieeieeieeiieces e eeie e eee e 15

2.4.5. Konusma Bolumu Etiketi & Duygu Etiketleri (PoS-Tag & Emotion Tags) .16

2.4.6. TF-IDF AGirhKlandirma ... 16
2.4.7. Bulanik Mantik (FUZZY LOGIC) ......uuuiiiiieiiiiieeiie e 18
2.4.8. Tohum Kelimeler (Seed Words) .........cccovvviiiiiiiiiie e 18
2.4.9. Oncll Yén Puanlandirma (Prior Polarity) ...........ccccoceeeeeeeeeeeeeeeeeeeene 19
2.5. Benzer Calismalar..........coooooiiiii i 20
3. Veri Hazirlama ve Deney SUrecCi ..............ccoovviiiiiiii e 24
3.1. Tez Calismasinda Kullanilan Veri...........ccoovviiiiiiiiii i, 24
3.2. Orimcek Yazilim ve Filtreleme Yazilimi YapIS.......c.ccccevvevveeeiveecrineenane, 25
3.2.1. Orimcek Yazilim (WebCrawler) ........c.cccceeeueeueeeeeeeeeeeeeeeeeeeeeeeeeeenes 25
3.2.2. ZEMDEIEK ..ot 26
3.2.3.  Veritaban! Tasar mi........cooooiiiiiii 28
4. Uygulanan Yontemler ve Sonuglar..............ccccocoi 31
4.1. Makine Ogrenimi Yontemleri ve SVM..........cccoeveeeeieeeeeeeeeeeeeeeeeeee 31
4.2. Oznitelik SEEME MErIKIEi ........oeiveeieeeieie e 32
4.3, WEKA ..o 34
4.4. SVM ve Oznitelik Segme Metriklerinin Uygulanmasi ..............ccccceeveeveenenn.e. 36
4.5. Deney Ve SONUGIAr ..ottt 37
5. Tartigma ve Degerlendirme.................ccooiiii 42
6. Gelecek Galismalar................oooii i 43
7. Tez Kapsaminda yapilan Ek Testler ..., 44
KAYNAKLAR ..ttt e et e e et e e e e e e e e e e 46

Vii



CIZELGELER .......ooieteitieeeeete ettt en s 49

Cizelge 1. IG ve Chi-Square Igin En Ayristirici 375 Terim Listesi ve Puanlari....... 49
Cizelge 2. Weka Igerisinde Bulunan Uygulamalar ve Islevieri............c..cccoveueene.... 58
OZGECGMIS ...ttt e 61

viii



SEKILLER

Sayfa
Sekil 2.1 KUmeleme YONTEMI .....cooooiiiiiiiiiie e 10
Sekil 2.2 Literatlrde Kullaniimig Yontemler..........ooooiiiiiiiiiiiiie e, 11
Sekil 2.3 Onciil Yén Puanlandirma Kelime iligkilendirilmesi...........cc.ccccocvivennnne.e. 20
Sekil 3.1 Elde Edilen Butin Yorumlarin Kategorilere Gore Yayilim Tablosu......... 24
Sekil 3.2 Orlimcek Yazihim, Zemberek ve Veri Tabani lligkisi ............c..cccovevn..n. 27
Sekil 3.3 Tezde Kullanilan Veri SEMASI ......coooeeeviviiiiiiiiiiieeeeeeeeee e 28
Sekil 4.1 Hiper Diizlem Olusturma iSIemi...........cooeoviiiiieie e, 31
Sekil 4.2 Weka Veri Girig AraylUZU..........uuuuiiiieeeiieieiiiiise e e e e e eeeeeanns 35
Sekil 4.3 Weka Yontem Hassaslik Ayarlart ArayUzu ... 36
Sekil 4.4 Seyrek Vektér Sayisinin Ayristirici Terimlerin Sayisina Goére Degisimi..37
Sekil 4.5 Tezde Uygulanan Sistem Tasarimi Sematii...........cccccceeeeiieeeiiiiiininnnnnnn. 42
Sekil 7.1 SVM ve Naive Bayes Test Sonuglar ...........cccoeveeeiiiiiiiiiiiiiieeeeeeein, 44



TABLOLAR

Sayfa
Tablo 2.1 Ispanyolca DAL Puanlandirma Ormegdi ...........c.ccceeveeeeeeeeeeeeeeeeena 13
Tablo 4.1 Seyrek vektor sayisi ve Olumlu, Olumsuz Kategorilerdeki SVM
ISTo] o]0 To1 =1 o PSP 38
Tablo 4.2 Chi-Square Yontemi igin En Ayrigtirici 375 Adet Terime Ait Ayrintili Test
8T 11 [0 = T o PSR 39
Tablo 4.3 Information Gain Yéntemi icin En Ayristirici 375 Adet Terime Ait Ayrintili
TESE SONUGIAIT ... e e e e e e e e ae s 39
Tablo 4.4 Chi-Square Yéntemi igin En Ayristirici 1000 Adet Terime Ait Ayrintili
1= 00 1 T2 =T o PO 40
Tablo 4.5 Information Gain Yéntemi icin En Ayristirici 1000 Adet Terime Ait
AYIINt TESt SONUCIATT ....veee e 40
Tablo 4.6 Ug Kategoride Chi-Square Yéntemi igin Elde Edilmis SVM Siniflayici
0T 11 [0 = T o PSR 41

Tablo 4.7 Ug Kategoride 1G Yéntemi igin Elde Edilmis SVM Siniflayici Sonuclari 41
Tablo 4.8 Ug Kategoride Uygulanan |G ve Chi-Square Yoéntemi Sonrasinda
Olusan Seyrek VEKIOr SAYISI.....cociiiiiiiiieiiie e 41
Tablo 7.1 Chi-Square Metrigi icin en ayristirici 375 adet terimin agirliklandiriimis

haldeki ayrintili test SONUGIANT ............uuiiiii e 45



SIMGELER VE KISALTMALAR

Simgeler

Kisaltmalar

DAL Dictionary of Affect in Language (Dil Etkilesim So6zIugu)
IR Information Retrieval (Bilgi Erigimi)

ML Machine Learning (Makine Ogrenimi)

NB Naive Bayesian

SA Sentiment Analysis (Duygu Analizi)

SVM Support Vector Machine (Destekgi Vektor Makinesi)

VSM Vector Space Model (Vektér Uzay Model)

Xi



1. GIRIS

1.1. Problem Tanimi

Gegmisten glnuimuize teknolojinin gelismesi ve akabinde bilgisayarlarin ginlik
hayatimiza girmesiyle beraber iglerimiz daha hizli bir sekilde ilerleye baslamigtir.
Islerin daha hizli ilerlemeye baglamasi demek normalde harcanan siirede daha
fazla is yapabilme potansiyeli anlamina geldiginden dolay! bilgisayarlarin 6nceden
yapilan iglerin ge¢misini depolayabilmesi i¢in sahip olduklari depolama Unitelerinin
gunden gune geligtirildigine sahit olmaktayiz. Buradaki en iyi ¢6zUm sadece
bilgisayarlarin depolama birimlerini veya islem kapasitesini ylkseltmek degildi.
Cunku toplanan bu veriler ileride bir glin lazim olmasi i¢in depolanmaktaydi. Bu
veriler cesitli turlerde olabilmektedir. Ornegin, fatura bilgileri, satis deneyimleri,
personel sigorta bilgileri veya sikayet, Oneriler gibi duygu iceren veriler
olabilmektedir. Bu tur verileri igleyebilmek kadar, bu verileri toparlama iglemi de
zahmetli olmaktadir. Sayisal verilerin analiz edilebilmesi icin muhasebe yazilimlari
gelistiriimis, arsiv yoneticileri ve birgok buna benzer uygulamalar gelistirilmistir.
Boylelikle insan kontrolu yavas yavas yerini bilgisayar kontrolindeki otomasyon
sistemlerine yerini birakmaya basladi. Bu otomasyonlar o kadar etkili bir bicimde
calisiyordu ki ¢cogu durumda yaptigi analizler sayesinde insanlarin yerine karar
veren ve Karar Destek Sistemleri (Decision Support Systems) [1] adi verilen
uygulamalar gelistirimeye baslandi. Buna yapay zek& yazilimlarin katkisini da
ekleyecek olursak, neredeyse her durum igin akilli uygulamalar geligtirebilir hale
geldi. Teknolojinin bu denli hizli ilerlemesi sayesinde makine ogrenimi

yontemlerinin basarisi artik goz ardi edilmemelidir.

internet kavrami da teknoloiji ile beraber giindelik yasamimiza girmis ve su an igin
dinyadaki en fazla veriyi kendi bunyesinde barindirmaktadir. Bu nedenle veri
madenciligi ile ilgili yapilmis c¢alismalarin internet (izerinde yapilmasi
kaginilmazdir. internetin bu kadar yaygin kullaniimasi sayesinde insanlar
birbirileriyle ucuz bir sekilde iletisim kurmakta, cevrim igi sanal magazalarini
olusturmakta hatta bunlar araciligiyla uluslararasi ticaret gergeklestirmektedirler.

Cevrim ici aligveriglerin guvenligi ginimuzde halen sorgulanmakta ve bu konuda

1



arastirmalar yapilmaktadir. Bu arastirmalarin bir tanesinde Sultan ve ekibi [2]
sormus olduklari gevrim igi aligveris yapan birinden “Cevrim ici aligveriglerde riski
en asgari dizeye indirmek igin onceki kullanicilarin geribildirimleri ¢ok yardimci
oluyor.” diye bir cevap almiglardir ve tezlerinde bunun &6nemine dikkat
cekmislerdir. Yani bir insana guven duymak nasil bir sure¢ icerisinde
gergeklesiyorsa, Internet lizerinde de bu siire¢ ne kadar iyi geribildirimler aldigina
bagl olmaktadir. Bunun igin internet (izerindeki bilgi paylasan veya ticaret yapan
web sitesi sahipleri geribildirimlerle gercek insanlarin etkilesimde bulundugu bu
kisilerin memnuniyetlerini veya sikayetlerini paylagsabilmesini saglamislardir. Bu
hem web site sahibi tarafindan gorulen bir eksikligi giderme amagli, hem de
kullanicilarin olumlu veya olumsuz duygularini dile getirmesini saglayan bir
yontemdir. Bu iglem ticari olarak sirketlerin piyasa profilleri hakkinda arastirma
yapan anket kuruluslari tarafindan gunumuizde halen gercgeklestiriimektedir.
Onceleri, insanlarin sahip oldugu duygu ve dusiinceler, dederlendiriimesi ¢ok uzun
zaman alan bu tir yontemlerle elde edilmeye calisiimaktaydi. Bu islem icin her
kap! tek tek dolagilmakta ve anket icin dogru kisileri bulana kadar durmaksizin
devam edilmekteydi. Elde edilen bu yazili anket bilgilerinin degerlendirilmesi iginse
ayrica bir o kadar sure ve is gucl harcanmasi gerekmekteydi. Bu nedenle insan
gucunden kaynakh olarak isin maddi gideri de anket ¢aligmalarini yapan kurum ve
kuruluslara cok agir bir yiik teskil etmekteydi. Teknolojinin ve internetin
kullaniminin bu denli yayginlasmasi ile beraber kurum ve kuruluglar anket
calismalarina giden giderleri azaltmak icin internet (izerinden anket bilgi yénetim

sistemleri gelistirerek daha kolay bir sekilde insanlara ulagmaya baglamistir.

Duygular kisiden kisiye, konudan konuya degiskenlik gostermektedir. Bu
degiskenlik olumlu, olumsuz veya hi¢ duygu icermiyor olarak siniflandirilabilir.
Ornegin internet kullanicilar sanal magaza Uizerinden (riin satin aldiktan bir siire
sonra o urunlU degerlendirmek icin, drinin eksik yanlarini elestirebildigi gibi, iyi
olan yanlarini da sdylemek isteyebilir. BOylece sonradan ayni Grinu almak isteyen
bir musterinin Grand satin alma iglemini daha bilingli bir sekilde gergeklestirmesine
olanak saglanabilir. Benzer sekilde, bir filmi izlemek isteyen kisinin IMDB ya da
benzeri puanlama yapilan siteler Uzerinden o filmi izleyen diger kigilerin yazmis

oldugu yorumlar vasitasiyla filmi izleyip izlemeyecegine karar vermesi saglanabilir.



internet Uzerindeki bilgi, kaynak ve dokiiman sayisinin fazlaligi nedeniyle
insanlarin tek tek bu dusutnceleri okuyup, degerlendirmesi ve bunlardan duygulari
ayristirmasi ¢ok zaman almaktadir. Bu noktada anket bilgi yonetim sistemleri
yorumlarin otomatik degerlendiriimesi konusunda halen insan muidahalesine
muhtactir. Bu konuda bilgisayarlarin yuksek islem glcu kabiliyetine bagsvurmak,
insan gucune olan ihtiyaci ortadan kaldirabilecektir. Bu safhada, gunden gine
daha da bir 6nem kazanmakta olan makine &6grenimi yontemleri siniflamalar
konusunda c¢ok guzel sonuglar elde etmektedir. Binlerce dokimani ayiklayip
siniflamak insan eliyle yapildiginda ¢ok zaman almaktadir. Oysa bunu bir makine
ogrenimi yontemiyle gerceklestirmek hi¢c de fazla vakit almayacaktir. Sadece
makine 6grenimi yontemleri kullanilarak elde edilen basarilar yetersiz kalmaktadir.
Bu noktada sonuglarin daha tutarli elde edilebilmesi igin bir takim yontemler
kullaniimaktadir. Bu tezde vyapilan c¢alisma, makine o6grenimi yontemleri
sonuglarinin iyilestiriimesi acgisindan kullanilan ydntemlerin basarilarina katki

saglayacak bir ¢calisma igermektedir.

1.2. Caligma Konusu ve Kapsami

Bu tez genel olarak metinler Uzerindeki duygu analizinin, IR (Bilgi Erisimi
Sistemleri) ve ML (Makine Ogrenimi) calisma alanlarinin  yardimiyla
gerceklestirimesi Uzerine dayanan bir sistematigi icermektedir. IR Uzerindeki
Oznitelik Secme Metriklerinin (Feature Selection Metrics), Tirkge metinlerdeki
ayristirici terimlerin tespitinde ve SVM Uzerindeki basarim artirrmi yontemleri
incelenmis ve degerlendirilmistir. Ayni zamanda ML yontemlerindeki en yaygin ve
bagarili olarak kullanilmakta olan gozetimli 6grenme (Supervised Learning)
uzerinde vyapilmis olan siniflandirma (Classification) c¢alismalarini  ve

uygulamalarini icermektedir.



1.2.1. Duygu Analizi (Sentiment Analysis)

Dunya Uzerindeki dogal diller kullanilarak yazilmig olan metinlerin olumluluk veya
olumsuzluk durumunun incelenmesine Duygu Analizi (SA) adi verilir. SA
yapilabilmesi igin incelenecek olan metinlerin belirli dilbilgisi kurallari igerisinde
olmasi gerekir. Aksi takdirde metin igerisindeki anlam ve duygu vurgusunun tespiti
mumkin olmayabilmektedir. SA klasik olarak el ile veya bilgisayar tabanli bazi

algoritmalar ve makine 6grenimi yontemleri ile gerceklestirilebilmektedir.

Metinlerin igermis oldugu duygularin analizinin saglikh yapilabilmesi icin dncelikle
duygu igeren kelimelerin tespitinin basarili bir sekilde gercgeklestiriimesi gerekir.
Bunu saglayabilmek icin 6nceden belirlenmis kelime listeleri kullanilir veya bu
kelimeler Oznitelik Se¢me (Feature Selection) gibi yontemler ile belirlenir.
Baoylelikle cimlenin icermis oldugu duygu dogru bir sekilde analiz edilebilir hale

gelir.

Metin tabanlh duygu analizi gergeklestiriimesi esnasinda gerek insan gucunden
kaynakh maliyet olsun gerekse de genis uygulanabilirlik alani konusunda olsun,
bilgisayar tabanli duygu analizi yaklasimlari Uzerine bilim dinyasinda birgok
arastirma ve gelistirme faaliyetleri gergeklestiriimektedir. Bu faaliyetler literatlr

Ozeti kisminda tek tek incelenmistir.

1.2.2. Oznitelik Segme (Feature Selection)

Belirli sayida ve sinifta degiskenleri bazi matematiksel algoritmalar isi1ginda
agirhiklandiran 6znitelik segme metrikleri, uygulanan veriler igerisindeki en degerli
veya ayristirici degiskenlerin tespiti konusunda ¢ok yardimi olan bir uygulamadir.
Oznitelik segme, makine 6grenimi, veri madenciligi ve istatistik bilim alanlari
icerisinde cok yaygin olarak kullanilan ydntemlerden biridir. Ozellikle verileri
siniflama ve eleme islemleri icin yaygin olarak kullanilir. Oznitelik segme
metriklerinin faydasi olarak buylk boyutlu veriler Uzerinde yapilan verilerin
eliminasyonunda harcanan sure ve maliyeti duguUrmesi gosterilebilir. Bunu

gercgeklestirirken egitim setinde sikga kullanilan ve analiz sonucuna katki



saglamayan kelimelerin elenmesini saglar. Boylelikle cumlelerde daha az gecen

ve sonucu birebir degistirme etkisi bulunan kelimelerin tespiti gergeklestirilir.

Oznitelik secme metrikleri bu islemi matematiksel denklemler kullanir ve her bir
kelime igin ayri ayri puanlamalar yaparak onceden tanimlanmis kategoriler i¢in en
degerli kelimeleri belirler. Analizi yapilan kelimeleri ise sayisal degerlikler vererek
hangisinin en degerli ve degersiz olduklarini ifade eder. Boylelikle cumleler en
saglikh bir sekilde ve igerisindeki bilgi kirliligi azaltilmis olarak analiz yapilabilir hale
getirilir.

Oznitelik segcme ydntemleri farkli denklemler kullanilarak gerceklestirilebilmektedir.
Bu denklemlerin basarilari genel olarak birbirlerine yakin oranlardadir. Bu
denklemlerdeki farkliliklar daha az veya fazla degiskene bagli hesaplamalar
yapllmasindan kaynaklanir. Oznitelik secme metriklerinin etkililik ve tutarllik orani
gecmiste yapilan akademik literatir de baz alindiginda gayet basarili, ve ¢ok

yaygin olarak halen kullaniimakta oldugu soylenebilir.

1.3. Amag¢

Bilgi erisimi sistemlerinin amaci belirli bir derlem Gzerinde var olan bilgileri istenilen
bicimde saglamak oldugundan, bu tezde yapilan g¢alismanin amaci Turkge film
web siteleri Uzerinde var olan yorumlarin igerisindeki olumlu, olumsuz veya duygu
icermeyen (NOtr) yorumlarin en iyi basari oraniyla tespit edilip, bu U¢ kategoride
(Olumlu, Olumsuz, No6tr) istenen veri ¢ikariminin gercgeklestiriimesidir. Su an
mevcut olup, metinsel duygularin analizinde halen kullaniimakta olan iki yontem
mevcuttur; ilki “6ncdil yéon” puan hesaplama (SentiWordNet) ve ikincisi de makine
ogrenimi yontemleridir. Tezde yapilan literatir calismalariyla, bu ydntemlerin
basarilari ve uygulanabilirlikleri incelenmis ve bu yontemlerden ML uygun
gorulmustur. Veri gikariminin dogru bir sekilde yapilabilmesi i¢in IR yontemlerinin
literatir calismalarinda var olan, fakat SA ve ML literatirinde daha &nce
rastanmamis olan Oznitelik se¢me metriklerinin  etkilerinin  incelenmesi
kararlagtinlip, ML literatirundeki bazi basarili  yontemlerin  sonuglariyla
karsilastiriimasi amaglanmistir.



1.4. Motivasyon ve Ozgiin Deger

Ele alinan problemin énemi ve guncelligi, uygulanmasi planlanan yontemlerin
O0zgunligu ile ayrica Turkge Uzerinde simdiye kadar bu tir galisma yapilmamis
olmasi g6z onunde bulunduruldugunda, bu tez sonuglari Turkge dili icin yapilacak
baska calismalara referans olma niteligindedir. Bu tezde bilgi erisimi ve veri
madenciligi alanlarinda kullanilan 6znitelik ¢ikarimi yontemleri kullanilarak Turkge
dilinde yazilmis olan film elestirilerinin icerdigi duygular tespit edilmeye
calisiimigtir. Bu tezin Turkge cumleleri en saglikh sekilde temsil edecek kelime
sayisi hakkinda deney ve c¢alismalari igerisinde barindirmasiysa diger
calismalardan farkli olmasini saglamaktadir. Deney sonuglari tamamlandiktan
sonra Turkge cumleler Uzerinde duygu analizi yapilirken g6z ©Onlnde
bulundurulmasi faydali olabilecek bir esik degeri olan 375 adet kelime sayisina
ulasilmistir. Sayet bir Turkge film yorumlari Gzerinde yapilacak analizde 6znitelik
secme iglemindeki puani en yuksek ilk 375 adet terimin kullaniimasiyla basari

degderi en ideale yakin olacaktir.

Gerek metinler Uzerindeki duygu analizinin veri madenciligi ¢alisma alaninda
ugrasilan en gobzde konulardan biri olmasi, gerekse de bu tez calismasinda
belirtilen sistematigin calisma mantigiyla elde edilen sonuglarin gelecekte
yapilacak benzer cgalismalara 1sik tutabilecek olmasi bu calismanin bir diger

onemli yanini olusturmaktadir.

1.5. Tez Galigmasinda Kullanilan Bagsarim Olgiitii Terimleri

Yapilmis olan galismalarin tez vasfini kazanabilmesi igin elde edilen bulgularin
benzer ya da daha énceden yapilmis ¢alismalara olan UstunlUklerinin veya zayif
kalan yanlarinin tespit edilebilmesi gerekmektedir. Bu nedenle tez ¢alismasinda
elde edilen deney sonuglarinin tim bilim insanlari tarafindan kabul goérmus
basarim hesaplama yontemleri kullanilarak bu degerlerin ifade edilmesi

gerekmektedir. Bu tez calismasindaki deney sonuglarinca elde edilmis olan



bulgularin basarisini ifade etmek igin kullaniimig olan basarim o&lgutleri ve

hesaplanma yollar alt baglklar seklinde agiklanmistir.

1.5.1. Duyarhk Degeri (Precision)

Deneyler sonucunda yapilmis olan Olgumlerin birbirine ne derecede yakin
oldugunu gosteren basarim O&lg¢utlu terimidir. Bu deger hesaplanirken dogru
siniflandinimis pozitif drnek sayisinin (TP), toplam pozitif érnek sayisina (TP+FP)
boélinmesiyle bu degere ulagilir (Esitlik 1.1). Bu deger her zaman 0-1 araliginda

olmaktadir.

TP

D = —
uyarlik TP L FP

Esitlik 1.1 Duyarlik Degeri Esitligi

1.5.2. Anma Degeri (Recall)

Anma degeri hedefi tutturma orani olarak bilinmektedir. Yani gercekte ulasiimasi
gereken bilgilere ne oranda ulasiimis oldugunu gosteren bir degerdir. Bu deger
hesaplanirken dogru siniflandinimig ilgili pozitif 6rnek sayisinin (TP), toplam ilgili

belgelerin sayisina (TP + FN) bolinmesiyle bu degere ulasilir (Esitlik 1.2).

TP
TP+ FN

Anma =

Esitlik 1.2 Anma Degeri Esitligi



1.5.3. Dogruluk (Accuracy)

Dogruluk degeri deneyde yapilan analizin gergek degere ne kadar yakin oldugunu
gOsterir. Yani ayni sartlarda bu deney tekrarlanirsa yeni sonucun, énceki sonuca
ne derecede benzer olacagini gdsterir. Bu deger hesaplanirken dogru siniflanmis
pozitif ve negatif degerlerin sayisinin toplami (TP + TN), siniflanan verilerin

tumundn sayisina (TP + FP + TN + FN) bolunmesiyle elde edilir (Esitlik 1.3).

TP+TN
TP+FP+TN+FN

Dogruluk =

Esitlik 1.3 Dogruluk Hesaplama Ydntemi

1.5.4. F1-Olgiimii (F1-Measure)

Onceki bolimlerde agiklanan Duyarllk ve Anma degerliklerinin  harmonik
ortalamalari (Esitlik 1.4) hesaplanarak bu deger elde edilir. Bu deger 0 ile 1
degerleri arasinda olur. Yapilmis olan testin dogrulugunu ifade eden bir degerdir.
Veri madenciligi ve makine 6grenimi alanlarinda yapilmig ¢alismalar igin en yaygin

kullanilan basari él¢uttudur.

Duyarlik * Anma
F1=2

: Duyarlik + Anma

Esitlik 1.4. F1 Olgim{ Yéntemi



2. Literatiir Ozeti

Bu bolumde yapilan duygu analizi ile ilgili benzer galismalarda kullaniimig olan

yontemler ve varsa basari oranlari belirtilerek anlatiimigtir.

2.1. Siniflama (Classification)

Herhangi bir verinin niteliginin diger verilerin niteliklerine gore kiyaslama yapilarak
belirlenmesi islemine siniflama adi verilir. Veri siniflamanin iki ¢gesit yontemi vardir.
Bunlar “Gozetimli” (Supervised) ve “GoOzetimsiz” (Unsupervised)

siniflandirmalardir.

Gozetimli siniflamada 6nceden degerleri ve siniflari bilinen veriler, gelistirilen
yontemin testi veya analizinin basarisinin tespit edilebilmesini saglar. Gézetimsiz
siniflama ise etiketlenmemis ve siniflanmamis veriler Uzerindeki bilinmeyen
yapinin tespiti igin kullanilir. Bu uygulamalarin daha iyi bilinen ve veri madenciligi

alaninda gecen isimleri agagida yer almaktadir.

i. Kimeleme (Clustering)

i. lliskilendirme (Association)

2.2. Kimeleme (Clustering)

Veri siniflama yéntemlerinden biri olan gbzetimsiz olarak, yani sinif sayisi ve turl
bilinmeyen verilerdeki yapilan siniflamalar igin kullanilir. Kimeleme iglemi,
nesneler kimesi Uzerinde belirli demetleme algoritmalari kullanilarak icerisindeki
nesneleri gruplama islemi olarak bilinir. Birbirine uzaklik olarak yakin noktalarda
biriken benzer noktalara sinirlar verilerek verileri kimeleme islemi gergeklestirilir.
Bu aradaki uzakhgi belirlerken k-NN algoritmasinda oldugu gibi Gaussian ve
benzeri uzaklik hesaplama yontemleri kullanilir. Burada etiketleme islemi

kullaniimadigi igin kategoriler olusacak olan kiimelerin sayisi kadar olacaktir.



Sekil 2.1’de [3] gosterilen iki ayri goruntinun ilkinde dort farkli yerde kimelenen

noktalar ikinci resimde sinirlari belirlenerek kimelenmigtir.

LI L e

Sekil 2.1 Kimeleme Yontemi

Bu kiimeleme isleminin saglikli bir sekilde yapilabilmesi Han’in [4] belirtmis oldugu
bazi dzelliklere sahip olmasi gerekmektedir. ilk olarak &lgeklendirilebilir olmasi
gerekmektedir. Yani terim sayisinin artisina bagl olarak uygulanan algoritmanin
basarimi ¢ok fazla degismemelidir. Ayrica farkli veri tarlerini barindiran bir veri
kimesi kullanarak kiimelenecek verilerin siyah ve beyaz gibi birbirinden kolayca
ayrisabilmesi gerekmektedir. Sonrasinda gereken 6zellik ise gurulti (Noise) olan
ortamlarda gorevini basarili bir sekilde devam ettirebilecek bir sistem tasarimina
sahip olmasidir. Son iki 6zellik olarak olusturulan sistemin ¢ok boyutlu veri
tabanlarinda uygulanabilir olmasi ve kimelemeye her nereden baslarsa baslasin
sonuglarin ayni tutarlilik derecesine sahip olmasi lazimdir.

2.3. iligkilendirme (Association)

Veri siniflama yontemlerinden bir digeri olan gbzetimli olarak, yani siniflarin sayisi

ve turleri bilinen veriler Uzerinde yapilan siniflamalar icin kullanilan yontemlerdir.
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Genel olarak etiketli veriler ve dnceden belirlenmig siniflar ile test ve egitim kimesi
arasinda iligkilendirilmeler yapilir. Buna ornek olarak supermarket problemini
verebiliriz. Salata ile iligkilendirilen domates ve maydanozu beraber alan bir kisinin
salatalik almasi ¢ok ylksek bir olasilik olmasi veya bu Gg¢ Urtnu birlikte alan kisinin
sogan almasi olasiliginin ylksek olmasi gibi. Bu sekil bagintilar ile sistem
egitilerek bir kiginin alacag bir sonraki drinun tahmin edilmesi saglanir. Bu turde

yapilan veri siniflama tirine iligkilendirme adi verilir.

2.4. Duygu Analizi Literaturiinde Kullaniimig Yontemler

Gozetimli
OQ renme k-NN

Makine
Ogrenimi Naive Bayes
SVM
Duygu Analizi
Ogrenme

Sozluk

Tabanl Prior Polarity
Yaklasimlar

Sekil 2.2 Literatlrde Kullaniimig Yéntemler
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Bu bolumde gecgmis literatirlerde en sik  kullaniimis  yontemlerden
bahsedilmektedir. Asagl kisimda anlatilan yontemlerin bazilarinin veri siniflama

turlerine gére hangi kategorilerde yer aldigi basitge Sekil 2.2’de gosterilmektedir.

Duygu analizinin iki ayri yaklagim ile ¢oézuldugunden tezin giris kismindaki alt
basliklarda bahsedilmekteydi. Makine 6grenimi ve sozluk tabanli yaklasimlar ile bu
analiz iglemi gerceklestirilir. Sekil 2.2’de yontem farkhliklarina gére dallara ayrilan
yontemlerin  butund ve bunlarin  basarisini arttirmaya yonelik kullanilan

uygulamalarin butiinu bu bolimdeki alt bagliklarda incelenmektedir.

2.4.1. Dil Etkilesim Sézliigii (DAL)

llk olarak 1989 vyilinda psikolojik olarak kelimelerin duygusal ifadelerinin
puanlanmasi amagclanarak olusturulmus ve duygu analizi alaninda ¢ok iyi bir
basari elde etmis bir ydntemdir. ilk olarak ingilizce dili icin gelistiriimis olup ayrica
ispanyolca, Almanca ve Fransizca dilleri icin basarili bir sekilde uyarlanmistir ve

halen duygu analizinde kullanilan etkin yontemler arasinda sayiimaktadir.

Bu yéntem gelistirilirken 200 goniilli kisinin yardimlariyla Ingilizce sozllk igerisinde
yer alan toplam 8.742 adet duygu iceren kelimelerin her birine kendi elleriyle 3 ayri
kategoride 1 ile 5 puan araliginda sayisal degerler verilerek etiketlendirilmiglerdir.
Her bir kelime hosluk, aktivite ve tasvir yonleriyle ayri ayri puanlandiriimistir. 1 ile 2
araligi olumsuz duygu iceren, 4 ve 5 araligi olumlu duygular igeren kelimeler

olarak, geri kalan ise duygu igermeyenler olarak siniflandiriimistir.

Bu iglemler gercgeklestirildikten sonra test olarak verilen cumleler bir kok
eliminasyonu iglemine tabi tutulur. Test i¢in verilmis olan bu climledeki tim kok
halindeki kelimeler eger sistem igerisinde mevcut ise bulunan bu koklerin
degerliklerinin toplanip aritmetik ortalamasi alinarak cumlenin nasil bir duygu
icerdiginin tespitini yapmaktadir.
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Kelime Kelime Sinifi Ppuani A puani |puani

amigo isim 3 2,4 3

esperar fiil 1,2 1 2,8
poder fiil 2,8 2,8 2,2

terminar fiil 2,2 3 2,8
prueba isim 1,8 2,4 2,2
tiempo isim 2 2 2,2
Ortalama Puan: 2,17 2,27 2,53

Tablo 2.1 ispanyolca DAL Puanlandirma Ornegi

Tablo 2.1’de gdsterilen érnekte Ispanyolca olarak verilen bir ciimlenin duygu
puaninin nasil belirlendigi gosteriimektedir. Sekildeki “P puani” hosluk puanini, “A
puani” aktivite puanini ve “l puani” tasvir puanini temsil etmektedir. Bu aritmetik

ortalamasi ise “Ortalama Puan” olarak gosterilmistir.

Ispanyolca igin yapilmis olan g¢alisma olumlu ve olumsuz olarak verilen cimleleri
bu yéntemle %62,33 oraniyla dogru siniflayabilmigtir. ingilizce ve diger diller iginde
yapiimis olan ¢alismalar yaklagik olarak %62 civarlarinda basari orani

saglamaktadirlar.

2.4.2. Naive Bayes (NB)

NB makine ogrenimi yontemleri arasinda en temel olarak kabul edilen bir
siniflandirma  yontemlerinden  biridir. Dayanak noktasi olarak Bayesian
siniflandirma yontemi temellerine dayanmaktadir. Bu yéntemin en bilinir 6zelligi
olaylar olasilik hesaplamalari yaparak degerlendirmesidir. Bunun iginse onceden
etiketlenmis olarak sistemdeki egitim kimesi verileri kullanmaktadir. Yontem
Uzerinden test edilecek bir sorgulamada 6nceden verilmis olan egitim kimesini
kullanarak bir olasiik degeri elde edip, bu skora gore de test verisinin hangi
kategoriye benzedigini belirlemektedir.

Naive Bayesian ile Bayesian ydntemlerinin (Esitlik 2.1) farki ise yeni gelen test

verisindeki bir degerin egitim kimesi icerisinde yer almamasi durumunda olugacak
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sifir olasilik degerine olan bakis acilarnidir. NB bu durumu sifir vermek yerine,
belirlenmis bir esik dederi ekleyerek sonugtaki hassaslik oraninin daha da

yukselmesini saglamaktadir.

P(B | A) P(4)

P(A|B) = &)

Esitlik 2.1 Bayesian Yontemi Denklemi

P(A|B) ; B olayi gerceklestigi durumda A olayinin meydana gelme olasiligidir.
P(BJA) ; A olayi gergeklestigi durumda B olayinin meydana gelme olasihgidir.

P(A) ve P(B) ; A ve B olaylarinin éncelikli olasiliklaridir.

NB P(B | A) P(A) degerinin sifir olmasi durumunda sifir yerine uygun gorulen bir
esik degeri konularak hesaba dahil edilir. GUnUmuzdeki literatir ¢alismalarinda en
temel yontem olarak kabul géren NB duygu analizi ve diger tirdeki siniflamalar

icin yaygin olarak kullanilmaktadir.

2.4.3. k-Nearest Neighbors (k-NN)

Siniflandirma problemlerinde etkin olarak kullaniimakta olan ydntemlerden bir
tanesidir. Belirlenen “k” degerine gore verilen sorgunun “k” birim komsulugunda
yer alan vektorleri tespit ederek siniflama iglemini gergeklestirir. Bu ydntemin
dogru uygulanabilmesi igin iyi bir egitim kiimesi olusturulmasi sarttir. Egitim kimesi
bu yontemin basarisindaki en énemli faktordir. Uygulanmasinin kolay olmasi
nedeniyle k-NN siniflama problemlerinde sik sik kullaniimaktadir. Bilgi Kirliliginin

oldugu dokumanlarda siniflama kabiliyeti gug¢luduir.
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k-NN algoritmasinin ¢alisma mantigi her bir sorgunun ayri ayri hesaplanmasini
gerektirdiginden dolay! bu yontemin hesaplanma maliyeti cok yuksektir. En yakin
komsuluk bagintisina dayandigi igin vektdér uzayinda ifade edilen terimlerin
birbirine olan uzakliklari Manhattan yontemi (Esitlik 2.2), Euclidean yontemi (Esitlik
2.3) ya da Minkowski yontemi (Esitlik 2.4) yardimiyla hesaplanir. k-NN esitlikleri

icinde gosterilen “k” degeri komsuluk derecesini, “x” degeri kategorinin vektorinu

y” degeriyse sonucun vektorinl temsil etmektedir. Verilen sorgudaki terim

benzerlik orani “1” degerine en yakin olan kategoriye eklenir.

Esitlik 2.3 Euclidean Yoéntemi
k
O (= yihHYe
i=1

Esitlik 2.4 Minkowski Yontemi

2.4.4. Kelime Obekleri (Bag-of-Words)

Dogal dil igsleme ve bilgi erisimi sistemleri alanlarinda yaygin olarak kullanilan bir

bagka yontemdir. TlUrkgesi kelime dbekleri olarak bilinen bu yéntem uygulanirken,
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cumle icerisinde gecen birden fazla kelimeyi tek bir kelimeyle ifade edermis gibi
degerlendiriimesini saglar. Boylelikle isim veya sifat tamlamalarinin daha duzgin
bir bicimde dederlendiriimelerini saglar. Bunun gercgeklestirilebilmesi igin
deg@erlendiriimeye alinacak kelime obeklerinin sisteme ogretiimesi gerekmektedir.
Sisteme verilecek bir sorgu eger dnceden egitilmis olan veri kimesindeki kelime
Obeklerini iceriyorsa o kelime Obekleri vektorler halinde test haznesine
kaydedilirler. Daha sonradan gegme sikliklarina gore veya onceden verilmis olan
agirhiklarina gore gerekli hesaplamalar yapilarak sorgu sonucuna ulasilir. Bu
yontem daha ¢ok ML ydntemleri uygulanmadan once sorgulardaki terim ¢ikarimi

yapilirken tercih edilmektedir.

2.4.5. Konugsma Bolumu Etiketi & Duygu Etiketleri (PoS-Tag & Emotion Tags)

PoS-Tag dokuimanlardan cikarilan kelimelerin bir nevi dil yapisina gore
etiketlendiriimesiyle olusturulan veri setleridir. Bu veri seti kelimelerin isim, sifat,
zarf, zamir, edat ve baglag gibi durumlarina gore istenilen 6zelliklerde etiketlenir.
Bu etiketlere gore belirli agirliklar verilerek sorgulanan ciimlelerin hangi kategoride
yer aldiginin tespitinde rol alir. Konusma dillerindeki 6zne-yuklem-tiumle¢ sirasina
g6re cimledeki vurgulanmak istenen kelimenin 6n plana ¢ikariimasina da yarar.
Emotion Tags ise isaret diliyle ifade edilen duygularn etiketleyebilmek icin
kullaniimaktadirlar. Ozellikle internet ortaminda yazilan cimlelerin igerisinde sik
sik yer almaktadir. Semboller bazen cimlede direk olarak anlatiimak istenen
duyguyu tespit etmekte c¢cok basarili olabilmektedirler. Bu nedenle ¢ogu terim

cikartma isleminde yaygin olarak kullaniimaktadir.

2.4.6. TF-IDF Agirhklandirma

IR ve metin madenciligi alanlarinda veri setlerindeki bilgi kKirliligini azaltmak igin
sikga kullanilan terim gikartma yéntemlerinden bir tanesidir. Cimlelerde yer alan
kelimelerin ne siklikla kullanildigina yani frekansina ve diger dokimanlarda gegcme

sikliklarini birlikte hesaplayarak, kategoriler icin en dénemli kelimelerin tespitini
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saglar. Boylelikle test verisi Uzerinde analiz edilecek kelimelerin sayisini azaltarak
hem iglem suresinin kisalmasina hem de cumlelerin igerisinde ¢ok sik kullanilan
ve sistemin sonucuna katkida bulunmayan zamir, bagla¢ gibi istenmeyen kelime

yapilarinin sistemin sonucuna etki etmesini onleyecektir.

Term Frequency (TF) burada terimin sikhdini ifade etmektedir. Hesaplanirken
dokimanda o terimin gegme sayisinin (f), o terimin toplam dokimanlarda kag kere
gecmis ise o saylya (df) bélinmesiyle elde edilir. Inverse Document Frequency
(IDF) ise analiz edilen kelimenin ne kadar essiz (Unique) oldugunu hesaplanmasi
(Esitlik 2.6) islemidir.

IDF hesaplanirken “N” dederi toplam dokiman sayisini temsil eder. “df” ise hesabi
yapilan kelimenin ka¢ dokimanda yer aldigini temsil eder. Cumledeki IDF
degerinin yuksek olmasi demek o kelimenin kullanilmasinin, kategorinin
belirlenmesi igin cok degerli oldugunu gésterir. Ornegin “cok” kelimesi bir ciimlede
tek basina bir duygu ifadesi icermemektedir. Bu nedenle hem olumlu cimle hem
de olumsuz cumlenin icerisinde sik olarak gecebilir. TF-IDF (Esitlik 2.7) yontemi
tam bu esnada bu kelimenin agirhgini disuk bularak 6nemsiz oldugunun

tespitinde buyuk rol oynar.
TF = -
Esitlik 2.5 IDF Hesaplanmasi
IDF = log (%)

Esitlik 2.6 IDF Hesaplanmasi
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TF — IDF =TF = IDF

Esitlik 2.7 TF-IDF Hesaplanma Yontemi

2.4.7. Bulanik Mantik (Fuzzy Logic)

Daha 6nceki bahsedilen yontemler sorgulara her zaman iki secenekli yani “Dogru”
veya “Yanlis” seklinde cevaplar vermek Uzere tasarlanmisti. Bulanik mantikta ise
verilen bir sorgunun “Cok dogru”, “Cok yanlis” veya “Az ¢ok dogru” gibi cevaplari
olmaktadir. Bunun amaci da “Dogru” veya “Yanlig” olan sorgunun sonucunu
hesaplarken yanilma riskinin olmasindandir. Bu yaniima riskinden dolayi Loutfi
Zadeh tarafindan “Bulanik Mantik” teorisi ortaya atiimistir. Metin madenciliginde
kullaniimasinin baslica sebeplerinden bir tanesi sorgu sonuglarinin sézel olarak
ifade edilebilen degerler olmasidir. Bulanik mantik sayilarin birbirine olan
yakinligina dayanir. Yani bir deger incelenirken diger degere olan komsulugu
referans alinir. Yani egitim kimesi icerisindeki belirtlen deger sorguda vyer
almadigi surece komsusundaki degerlere bakip bunun gergeklesecegini diger
istatiksel yontemler gibi sdylemeyecektir. Fakat bu komsu degerlere gore bunun
olmasi ihtimalini veya tetiklenebilecegini kestirip dogru degere yakin bir sonucu

vermeye calisacaktir.

2.4.8. Tohum Kelimeler (Seed Words)

Tohum Kelimeler yontemi bir egitim verisi olmamakla beraber konugsma dillerinde
sikga kullanilan duygu ifadelerinin sonradan test edilen sistemin analizinin
basarisini arttirmasi amaciyla sisteme dahil edilen kelimelerdir. Bu yontem daha
¢ok hazir kurulu olan sistemlerin basarisini arttirmasi igin, insan destegiyle bunu
gerceklestirmektedir. Ornegin sistem egitim setini 6grenme asamasinda analizi
yapilacak o konu hakkinda c¢ok degerli bir kelimeyi 6grenememis olsun. Bu

durumda gelen test sonucglari degerli olan kelimeyi Onemsemeyecegdi igin
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gercekten olmasi gerektigi kategori yerine olmamasi gereken bir kategoride olarak
degerlendirimesine neden olacaktir. Boylelikle sistemin bagsarimi dusuk
degerlerde seyredecektir. Tohum kelimeler kisinin egitim setindeki verileri
degistirmesi yerine, degerlendirmeye girmesi gereken ve sistemde bulunmayan

degiskeni disaridan mudahale ederek tohum gibi sisteme ekmesi islemidir.

2.4.9. Onciil Yén Puanlandirma (Prior Polarity)

Simdiye kadar literatir taramasi boliminde anlatilan ¢odu yontem ML
yontemlerinden veya ML yodntemlerinin  basarisini  arttirmaya  yonelik
uygulamalardi. Duygu analizi konusunda ML yontemlerinin haricinde kullanilan
diger bir basarili ydontemse 6ncll yon puanlandirma sistemidir. Bu sistemde 6nceki
bolimlerde de anlatilan Pos-Tag yontemiyle kelimeler dilbilgisi kurallan
icerisindeki turane (Fiil, isim, sifat vb.) ve duygu igerigine gore yuzlerce insana tek
tek etiketlendirilip, ayri ayri puanlandiriimaktadir. Bu puanlara ‘Onciil Yén’' (Prior)
puanlar denmektedir ve kelimenin dilbilgisi tlrine goére bu puanlar farkhlik
gOsterebilmektedir. Boylelikle kelimeler diger kelimelerle iligskilendirilip onlara ait
duygu puanlari olusturulduktan sonra her cumledeki kelimelerin sahip oldugu
puanlar hesaplanir. Bu hesaba gore de analiz edilen cumlenin hangi duyguyu
icerdigi tespit edilmektedir. Bu ydntem ilk defa ingilizce icin gelistirildiginde
“SentiWordNet” adi verilmistir. Daha sonradan ingilizce ile ayni dil grubunda yer
alan birka¢ dil iginde ayni yontem birebir kelimeler tercime edilerek
gerceklestirilmigtir. Duygu analizi isini hem olumlu, olumsuz hem de duygu
icermeyen cumleler icin gerceklestirebilmektedir. Eger kullanilan dil igindeki
kelimelerin gogunu temsil edebilen bir puanlandirma cetveli olusturulmussa bu

yontem ¢ok basarili bir sekilde ¢alisacaktir.

Duygu analizi alaninda sifirdan uygulanmasi en maliyetli olan yontemlerden biridir.
Bu puanlandirma igin gereken insan sayisi ve zaman sayisi ML yontemlerine gore
oldukca c¢ok fazladir. Turkge icin “SentiStrength” [8] adindaki yazilimin tercimesi
yapilarak elde edilmig bir surumu mevcuttur. Fakat basari oranlariyla ilgili simdiye
kadar bir bilgiye rastlanilmamistir. Sekil 2.3’te [6] yer alan semada kelimelerin

iliskilendirilme islemi tasvir edilmistir. Goéruldugu Uzere Connotative Predicates
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(Cagrnisim Fiilleri), Arguments (Konular) ve Senses (Hisler) olarak ayriimis
kiimelerde olumsuz cagrisim fiilleri olarak belirtiimis prevent (Onleme) ve suffer
(Act cekmek) yer almakta. Bunun yaninda enjoy (Eglenmek) ve achieve
(Basarmak) fiilleri de olumlu c¢agrisimlar olarak tanimlanmigtir. Arguments
(Konular) kisminda ise sozlikte yer alan ve de@erlendirme igin dneme sahip
kelimeler bulunmaktadir. Boylelikle G¢ ayri grupta iliskilendirilen kelimeler

vasitasiyla yeni gelen cumlelerin analizi yapilabilmektedir.

Connotative i Arguments \ ' Senses ‘
Predicates ‘ o
achewoun "‘"Dmlure"j
pain O ‘é ) \woun
",' ’0 n ure’ -\
’

P :
= suffer/, ..................!gg_e :’.'-’—‘—OD \
' \Ilfe win&.g_}___-_ - }in)proﬁtsj
{ O s ™ ’

L® o e
: T winfings
2 ; % .: N ~ | le
emo%:roﬁt, -—giiﬁ. “*4,’ o
£ & L -

K F ~——— win; gain
@———— (" " A" =Ra g Wins gain,
T T, e = acquire
‘ 2 Sen KA Y4 /
A .  success investment .Cf'\"- | .
' achieve |, ()-... AR
/O ----- —'—\-‘1’ B
e R _ T @ N gain
| @.......... O puton . ,
1 O—" put on
O word =——% Pred-Arg T + memberships
[[] sense  wweeeeeees Arg-Arg o - — . -» antonyms

Sekil 2.3 Onciil Yén Puanlandirma Kelime iligkilendirilmesi

2.5. Benzer Galigsmalar

Yapilan literatur arastirmalarinda, duygu analizinin bir¢ok dilde uygulanmis oldugu
fark edilmistir. Bu c¢alisma alaninda yapilmis en basarili 6érnekler genellikle

ingilizce icin yapilmistir. Diger Avrupa dilleri icin yapilmis olan calismalar, ingilizce
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ile olan dil benzerligi nedeniyle hemen hemen ayni basari oranlarina sahip
olmustur. Ote yandan Tirkge, morfolojik yapisi olarak sondan eklemeli bir dil
oldugundan ve 6zne, yuklem, timleg¢ dizilisi Avrupa dillerinden farkh oldugundan
dolayr Avrupa dilleri icin uygulanmis olan bazi yodntemler, Tulrkge igin

uygulandiginda sinirli dizeyde basari saglanmistir.

Genel olarak literatlr taramasinda, SA uygulamalarinin iki ayr taraftan ilerledigi
gorulmustdr. Su an var olan SA hakkinda yapilmis var olan arastirmalar; ML
yontemleri yaklasimiyla ve Lexicon (S6zlik) tabanli ydontemler olmak Uzere iki ayri
noktadan ilerlemektedirler. S6zIuk tabanh uygulamalar ilk olarak Esuli ve ekibinin
yaptigl calismada [7] ingilizce icin yapilmis olan DAL'In (Dictionary of Affect in
Language) [8] farkh dillere nasil cevrilip hesaplanabilecegi anlatiimaktadir. Bu
yontem ile Ghorbel ve ekibi [9] Fransizca igin, Valdivia ve ekibi [10] ispanyolca
icin, Denecke [11] ise Almanca basta olmak Uzere birgok dil icin duygu analizi
yapilabilecegini kanitlamiglardir. Turkge igin uyarlanmig olan tek sozlUk tabanl

uygulama olan SentiStrength, Vural ve ekibi [5] tarafindan gerceklestirilmigtir.

Duygu analizi yapmanin diger bir yolu ise ML yontemlerini kullanmaktir. Pang ve
ekibi [12] geleneksel konu bazli metin siniflama yaklasimini duygu analizi igin
uyarlamis ve Naive Bayes [13], Maximum Entropy Classification [14], Nearest
Neighbor [15] ve Support Vector Machine [16] gibi klasik ML yodntemlerini
kullanarak duygu siniflandirmasi yapmiglardir. Genel olarak en basarili sonuglar

SVM siniflayicilari ile alinmistir.

Agarwal ve ekibi [17] kullanmis olduklari tek tek insan eliyle tek tek etiketlenmis
Twitter verileri Uzerinde Unigram, Senti-Feature ve Tree Kernel modellerini test
ederek bir takim sonuglar elde etmislerdir. Bunlari gergeklestirirken duygu
sembolleri ve bazi kisaltmalari da deney igerisine entegre edecek uygulamalar
kullanmiglardir. Bdylelikle ikili (Olumlu, Olumsuz) siniflamalar igerisinde en iyi
sonuglari Senti-Feature ve Unigram modellerinin harmanlamasi sonucu %75,39
dogrulukla hesaplamislardir. Ugli (Olumlu, Olumsuz, nétr) siniflama iginse Senti-
Feature ve Tree Kernel modellerinin harmanlanmasi sonucu dogruluk oranini

%60,83 olarak hesaplamislardir.

Bir bagka calismada ise Becker ve ekibi [18], 2012 ve 2013 yillar igerisinde elde

edilmis toplam 475.000 adet etiketlenmemis ingilizce SMS ve Tweeter verisi
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Uzerinde Polarity Bag-of-Word, duygu sembolleri ve PoS Tag ydntemlerini
kullanarak uretmis olduklari Polarity Lexicon (Kutupsal S6zlik) yontemlerini SVM
yardimiyla test etmiglerdir. ikili siniflamalarda %88,9 ile %70,4 Fi degerleri
arasinda basarilar almislardir fakat nétr kategoriler igin alinan sonuglar %9 ile %31

F1degerleri araliginda kalmistir.

Habernal ve ekibi [19] Cek sosyal medyasi Uzerinde dokuz farkli Facebook hayran
sayfasindan elde etmis olduklari 10.000 adet yorumu toplayip, her birini tek tek
kendileri etiketlemeye calismislardir. Bu yorumlar olumlu, olumsuz ve notr olarak
siniflanmistir. Hem olumlu hem de olumsuz ifadelerin gectigi yorumlar ise Bipolar
olarak adlandiriimis ve bu yorumlar hesaplamalarda kullaniimamiglardir. Daha
sonra geriye kalan siniflanmis yorumlari N-gram [20], PoS features ve TFIDF
yontemleriyle siniflamaya calismislardir. Ikili (Olumlu ve Olumsuz) siniflamada en
iyi %90 F1, Ugli (Olumlu, Olumsuz ve Notr) siniflamada ise en iyi %69 Fi1

degerlerini elde etmiglerdir.

Almanya’da Narr ve ekibi [21] tarafindan yapilan calismada, dort dilde toplam
10000 adet Twitter yorumunu Mekanik Turk Platformundaki kullanicilarla
etiketlemiglerdir. Daha sonrasinda bu etiketlenen yorumlarin hepsini bir arada
kullanarak duygu sembollerini ve NB (Naive Bayes) siniflayicisini kullanip, bazi
sonuglar elde etmiglerdir. Elde edilen sonuglarin is yuki agisindan ¢ok bir gayret
gerektirmedigini ve basari oranlarinin en iyi ingilizce’de yapilan ikili siniflama igin

%81,3 olarak tespit ettiklerini paylagmiglardir.

Pak ve ekibi [22] 300.000 adet karisik olarak dagiimig Olumlu, Olumsuz veya
duygu icermeyen Twitter paylasimlarini veri seti olarak kullanarak duygu iceren
sembollerini, N-gram ydntemlerini uygulayarak ve vyaptiklari agirliklandirmada
sadece en sik gegen kelime frekanslarini referans alip SVM siniflayicisi ile %61

civari bagari elde etmislerdir.

Pang ve ekibi [23] bagparmak yukari ve basparmak asagi seklinde duygular
olumlu veya olumsuz seklinde etiketlendirerek kullanmig olduklari film yorumlarini
N-gram, NB ve SVM yodntemlerini kullanarak test edip ikili (Olumlu, Olumsuz)
siniflamada Naive Bayes i¢in en iyi %86,4, SVM siniflayici iginse %86.15 dogruluk
degerlerine ulagmiglardir.
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Saif ve ekibi [24] 60.000 adet Twitter yorumunu egitim seti olarak olumlu ve
olumsuz olacak sekilde ve her kategorideki yorum sayisi esit olacak sekilde
etiketlemislerdir. Daha sonrasinda duygu sembollerini, N-gram ve NB yontemlerini
kullanarak 1,54 milyon twitter yorumunu siniflamislardir. Bu ¢alismada en ylksek

basariyi ikili siniflamada %86,3 dogrulukla tespit etmiglerdir.

Genel olarak literatir calismalarina bakildiginda SVM ve benzer siniflama
yontemleri kullanilarak %60 ile %86 Fi1 degerleri araliginda sonuglar elde
edilmistir. Ayrica karsilasilan c¢alismalarda veri olarak film degerlendirmeleri,
seyahat Onerisi verileri, Urin de@erlendirmeleri, sosyal medya verileri ve SMS
verileri kullaniimistir. Camleler koklerine dogru bir sekilde ayrildiktan sonra klasik
bag-of-words (Kelime Obekleri) [24] ydntemiyle 6znitelik se¢me islemi yapilip,
bazilarinda ise kelime gruplari agirliklandirilarak degerlendirilmistir. Oznitelik
secme islemi yaparken N-gram yaklasimi ve genel olarak POS (Part-of-speech

tagging) etiketleri gz 6ntinde bulundurulmustur.

Tuarkge DA konusunda ise oldukga az calismaya rastlanmistir. Bu konuda ilk
¢alisan Erogul [26] Turkge olarak yapilmis film degerlendirmelerini toplamis, SVM
ve bazi NLP (Dogal Dil isleme) teknikleri ile SA yapmaya calismistir. Olumlu ve

olumsuz olarak yapilan iki kategorideki siniflamada %85 basari elde etmistir.

Boynukalin [27] tez calismasinda Turkgce SA konusunda yeni bir veri seti
olusturarak, Turkg¢e’'nin morfolojik yapisindan faydalanmis ve yeni degiskenler

ekleyerek, sonuglari iyilestirmeye galismistir.

Turkcede kelime kokleri, duygu ifadeleri ve climle arasindaki iliskiyi gdzler énine
koyan Cakmak ve ekibi [28] 197 adet duygu iceren kelimeyi dederligi, aktivitesi ve
baskinlik yonleri olmak Uzere U¢ boyutlu olarak 0-100 araliginda kullanicilara
onceden puanlandirmiglardir. Daha sonra Fuzzy Logic (Bulanik Mantik) kullanarak
kelimelerin cumle icerisinde belirtmis oldugu duyguyu sayisal degerler olarak
analiz etmiglerdir. Sonuglarinin cimledeki baskinlidi haricinde diger iki boyutta iyi

degerler verdigini paylagsmiglardir.

Ozsert ve ekibi [29] da ingilizce dili icin yapiimis Seed Words (Kelime Ekme)
yontemi ile duygu iceren kelime tanimlama yontemi ile yeni kelimeler ekleyerek

calismistir.
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Kaya ve ekibi [30] ise politika haberleri verisi ile NLP ve makine 6grenmesi

kullanarak ¢alismislar ve nispeten basarisiz sonuclar elde etmiglerdir.

3. Veri Hazirlama ve Deney Sireci

3.1. Tez Calismasinda Kullanilan Veri

Duygu Analizi konusunda yapilmis olan ilk ¢alismalarin baytk bir kisminda film
yorumlari kullaniimigtir. CUnkd tez calismasinin egitim ve test kuUmelerini
olusturarak yontemin ne oranda basarili oldugunu tespit edebilmek icin, dnceden
hazir olacak sekilde etiketlenmis film yorumlarina ihtiya¢ duyulmustur. Bunun
saglanabilmesi igin, bayuk bir Turkge yorum arsivi arastirma ihtiyaci gérulmustar.
Var olan verilerin dogru siniflanabilmesi icin gerekli olan veri seti
“BeyazPerde.com” [31] adresinde bulunmustur. Web sitesi Uzerinde konu basligi
icerisinde filmleri izlemis oldugu varsayilan kisiler tarafindan toplam 5.662 filme ait
219.198 adet yorum bulunmaktadir. Kullanicilar, kendi yazmis olduklari yorumlari

0,5 ile 5,0 araliginda puanlar vererek etiketlemiglerdir.

W Yorum Sayisi B Kategorideki Toplam Yorum sayisi

140000 B 130208

120000
100000 = alls
80000
m 62252
60000
= 42884
40000 W 26738 " 30my?
B 16828 = 15678
20000 12888
o | "J'ilﬁ =
0
0,5 1 1,5 2 2,5 3 3,5 4 4,5 5

Sekil 3.1 Elde Edilen Butliin Yorumlarin Kategorilere Gore Yayilim Tablosu
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Sekil 3.1°de gosterilen tabloda ‘0,5’ ile ‘5’ araliginda degisen yorum puanlarinin her
birine ait olan yorum sayisi gosterilmektedir. Kahverengi renk ile belirtilen kisimda
egitim ve test verisi olarak rastgele secilmis yorumlarin hangi kategoriden kag¢ adet
alindi§i gosterilmektedir. Rastgele alinan bu veriler tamamen veri tabani yazilimi
tarafindan herhangi bir kogula bakilmaksizin secilmistir. Kirmizi renk ile belirtilen
kisimda ise Ug¢ kategoriye ayri ayri ait olmak Uzere egitim ve test veri seti olarak

kullanilabilecek toplam yorum sayisi gosterilmektedir.

Veri seti olusturulmasi ¢alismasinda ‘0,5’ — 2,0 araligi olumsuz yorumlar, 2,5’ ile
‘3,5 arah@r duygu igermeyen (Notr), ‘4,0° ve ‘5,0’ araliginda puan alanlar ise
olumlu yorumlar olarak kabul edilmigtir. Bu yorumlarin en kisasi ‘1’ kelimeden, en
uzunu ise ‘587’ kelimeden olugsmaktadir. Olumlu, olumsuz ve nétr duygulara sahip
yorumlarin sayilari degiskenlik gostermektedir. Sitedeki en disik yorum sayisina
sahip olan olumsuz yorumlarin sayisi olan ‘26.700’ adet yorum temel alinarak,
diger turdeki yorumlardan da ayni sayida yorum rastgele puanlamalara

bakilmaksizin segilip bir yorum havuzu olusturulmustur.

Sonug olarak hazirlanan veri setinde u¢ kategorinin her birinde esit sayida olmak
uzere toplam ‘80.100’ adet yorum kullaniimigtir. Bu veri setinin her bir kategoriden
esit sayida olmak Uzere yarisi test icin diger yarisi da egitim icin ayrilmistir.
Kullandigimiz filtreleme yazihimi tarafindan egitim seti igin kullanilan ‘40.050’ adet
yorumdan, sadece ‘44’ adedinde hi¢ bir kelime koku tespit edilememigtir. Yorum

basina dusen ortalama kelime sayisi ise ‘26’ kelimedir.

3.2. Oriimcek Yazilim ve Filtreleme Yazilimi Yapisi

3.2.1. Oriimcek Yazihm (Webcrawler)

internet (izerinde var olan web sitelerinin geneli metin tabanh olan HTML (Hyper
Text Markup Language) dilini kullanmaktadirlar. HtmlI'nin metin tabanl
olmasindan dolayi, buradaki verilerin ‘Webcrawler’ olarak bilinen ve Turkgesi
orumcek yazihm olan, web sitelerin igerisindeki istenilen verilere ulasmayi

saglayan uygulamalar ve programlama dili kutiphaneleri Uretilmistir. Bu tez
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calismasinda da orumcek yazilim kuatuphanesi kullanilarak, hazir kullanicilar
tarafindan puanlanmig yorumlar site Uzerinden alinip, dnceden olusturulan veri
tabani yapisi igerisine yorumun asli, puani ve filtre edilmis hali olarak kaydedildi.
Bu tezde o6rimcek yazilim olarak C# ile yazilmis “HTMLAgilitypack” [32]
kUtuphanesi kullanildi. Bu sayede yorumlarin hepsinin veri tabanina aktariimasi

otomatik bir sekilde gergeklestirildi.

3.2.2. Zemberek

Zemberek “TUBITAK BILGEM’ yardimlariyla gerceklestiriimis olan 2005 yilinda
“LKD 4. Linux ve Ozglr Yazilim” senliginde yilin en iyi ézgur yazilimi édalin
kazanmig olan ilk ve tek agik kaynak kodlu Turkc¢e dogal dil isleme kutiphanesidir.
Zemberek’in ismi “OpenOffice” adli acik kaynak kodlu uygulamanin icerisindeki
Turkge dil hatalari kontrol eden kutuphaneden bilinmektedir. Ayni zamanda Turkge
Linux isletim sistemi olarak bilinen ve yine TUBITAK tarafindan gelistirilen

“Pardus™un yazim denetleme igini de gergeklestiren kitiphanedir.

Zemberek dogal dil isleme (NLP) alaninda sik¢a kullanilan ve dillerdeki kelimeleri
icerisinde barindiran ‘lemmatizer’ olarak da isimlendirilen uygulamalardan bir
tanesidir. Lemmatizer uygulamalari ¢ogu dil igin mevcuttur. Genel olarak i¢lerinde
kullanilacagi dile ait kelimeleri ve bu kelimelerin koklerini barindirir. Lemmatizer’in
gelismisligine gore iclerinde ayrica koklerin kelime turinu barindirabilmekte ve
kullanici tarafindan yanhs yazilan kelimelerdeki harf hatalarini dizeltebilmektedir..
Bu tlr uygulamalarin amaci analiz yapilacak olan metin verilerinin en dogru bir

bicimde degerlendiriimesini saglayabilmektir.

Lemmatizer uygulamalarina alternatif olarak ‘N-gram’ adi verilen ydntem
gOsterilebilir. Bu yontem isminden de tahmin edilebilecedi Uzere kdokun sahip
olacag ilk ‘n’ adet harfin kdk olarak kabul edilecegini gostermektedir. Bu yontem
lemmatizer ydntemine gore hizli galismakta fakat uzun kdke sahip kelimeler igin
yapilacak filtreleme islemlerinde basarisi ¢ok duslik olacaktir. Daha ayrintili bir
suzge¢ gorevi yapmasi i¢in lemmatizer uygulamalari tercih sebebi olmaktadir. Bu

tezde filtre islemi, Turkge icgin gelistirilmis olan Zemberek [33] isimli acik kaynak
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kodlu kutuphane kullaniimistir. Agik kaynak kodlu oldugu igin cgesitli yazihim

kUtlphanelerinde bu uygulamaya erismek mumkundur.

Tez calismasinin basinda veri seti Uzerinde uygulanan N-gram’in kelime koku
ayristirma esnasindaki basarisinin  dusuk oldugu go6zlenince, Zemberek
uygulamasinin bu tezde kullaniimasi kararlastirildi. Nitekim Zemberek’in kelimeleri
koklerine ayristirma basarisi diger yonteme goére daha basariliydi. Kelimedeki
sadece bir harf hatasini tolere edebilip ve onu dizeltebilmesi, bunun yani sira
siniflamanin kolay yapilabilmesi igin gerekli olan kelime kokunu sunabilmesi, koku
bulamadigindaysa o kelimeye kendi sézliugunde en benzer olan koku bulup
karsimiza getirmesi Zemberek'in ne kadar gelismis bir lemmatizer oldugunu
kanitlamaktadir. Burada anlatilan Zemberek kutuphanesine ait tum bu 6zellikler bu
tez icerisinde aktif olarak kullaniimistir. Zemberekte kdk bulma isleminden
gegirilmis olan cumlelere ait olan kelimeler “Filtered” adl tabloda veri tabanina
kaydedildi. igerisinde kelime olmayan anlamsiz ve sadece noktalama isaretlerinin

bulundugu yorumlar bu sayede filtre edilerek elendiler.

Reviews
Tablosu

1 Oriimcek
I Yazlm

Filltered
Tablosu

Sekil 3.2 Oriimcek Yazilim, Zemberek ve Veri Taban iligkisi
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Ozet olarak filtreleme islemi icin olusturulan tasarimda hedef web sitesi olan
‘Beyazperde.com’ adresindeki film yorumlari érumcek yazilim ile veri tabanina
aktarilir. Daha sonra yapilan iglemlerde filmlere ait yorumlar egitim ve test kiimesi
olarak kullanilabilmesi icin her kategoriden esit yorumlar secilerek ‘Reviews’
tablosunda egitim veya test sinifi belirtilir sekilde depolanir. Daha sonradan
Zemberek kutiphanesi kullanilarak segilen yorumlar koklerine ayristirilir ve Sekil
3.2'de gosterildigi Uzere ‘Filtered’ tablosunda sadece cumlenin kelime koklerini

barindiran, yani herhangi bir gekim eki almamis hali depolanir.

3.2.3. Veri tabani Tasarimi

-

e rid ¢
content
tag
filtered
class

losu

content
filtered
rating
class

Filtered Tablosu
Reviews Tablosu
Words Tablosu

distinctwords Tak

Sekil 3.3 Tezde Kullanilan Veri Semasi
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Batun tablo ve view yapilart Ms-SQL Server 2012 Enterprise Uzerinde
olusturulmustur. Bu kapsamda olusturulan veri tablolari ve her birinin amaci takip
eden kisimlar kisaca agiklanmistir. Tablolarin birbirleriyle olan iligkileri ve baglanti
nokralari Sekil 3.3’'te gdsterilmistir. Kisaca veri tabani doért adet birbiriyle iligkili
tablolardan olugmaktadir. ‘Filtered’ tablosu ‘Reviews’ tablosundaki yorumlardaki
kelimelerin filtreleme yazilimindan gecirildikten sonraki aktarildigi tablodur. Bu
filtreleme isleminden sonra ‘Words’ tablosunda her bir yoruma ait cimlelerdeki
kelimeler tutulmaktadir. Kelimeleri vektor uzay matrisinde temsil edebilmek igin
birbirinden farkli her bir kelimeye farkli bir numara atanmigtir. Bu numaralar da

‘distinctwords’ tablosunda kayit altina alinmistir.

Reviews Tablosu: Orimcek yazilim ile alinan film yorumlarinin ait oldugu
baglanti adresini, i¢eriginin, puaninin, hangi kategoriye ait oldugunun ve Zemberek
isleminden gecip kodklerden olusan cumle halini barindiran kisimlarin tutuldugu

tablodur.

rid: Kelimenin ait oldugu yorum numarasidir. Ayni zamanda essiz anahtar
numarasidir.

link: Yorumun bulundugu baglanti adresi depolanir.

content: Yorumun herhangi bir filtreleme isleminden gegmemis yani oldugu
gibi saklandigi bélumdur.

filtered: Yorumun Zemberek'te filtrelendikten sonraki kdklerden olusan
cumle halidir.

rating: Yorumcunun filmi yorumladiktan sonra vermis oldugu 0.5 ile 5
araligindaki sayisal puan degeridir.

class: Test ve egitim igin ayrilmig olan yorumlari gdsteren sutun.

Words Tablosu: Zemberek tarafindan filtrelenmis olan 80.100 adet film
yorumunun igerisindeki kelimelerin bulundugu tablodur. Bu tabloda asagidaki

alanlar bulunmaktadir.

wid: Her bir kelime igin atanmis olan, biricik anahtar (Primary Key)
numarasidir, ayni numaral iki kelime bu tabloda bulunamaz.

rid: Kelimenin ait oldugu yorum numarasidir.
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dwid: Her bir kelimeye verilmig olan essiz anahtar numarasidir. distinctword
tablosu ile iligkilidir. Farkl yorumlarda yer alabilir.

word: Kelimenin kendisinin tutuldugu satun.

tag: Yorumun ait oldugu kategorinin (Olumlu, Olumsuz ve No6tr) tutuldugu
sutun.

class: Test ve egditim igin ayrilmig olan yorumlari gosteren sutun.

Filtered Tablosu: Depolanan yorumlarin orijinallerinin ve filtre yazilimi tarafindan
koklerine ayrilarak igerisinde tutulmus oldugu tablodur. Bu tabloda asagidaki

alanlar bulunmaktadir.

rid: Her bir yorum icin atanmis olan essiz anahtar numarasidir. Tabloda var
olan yorumlarin biricikk anahtarinin  “reviews” tablosundaki  “rid”
numaralariyla ayni degere sahiptir.

content: Web sitesinden alinmis olan yorumlarin asil hallerinin bulundugu
sutundur.

tag: Yorumun ait oldugu kategorinin (Olumlu, Olumsuz ve Notr) tutuldugu
sutundur.

filtered: Filtreleme uygulamasi tarafindan, her bir yorumda bulunan
cumlelere ait olan kelimelerin sadece kok olarak tutuldugu sutundur.

class: Test ve egitim igin ayrilmig olan yorumlari gosteren sutundur.

distinctwords Tablosu: Yorumlarda kullaniimig olan butin kelime koklerinin

bulundugu tablodur. Bu tabloda asagidaki alanlar bulunmaktadir.

dwid: Kelime igin atanmis essiz anahtar numarasinin bulundugu sutundur.
Yorumlarda gegmis her bir kelimenin sadece bir adet dwid numarasi vardir.
word: Yorumlarda kullaniimis olan kelimenin filtrelenmis olarak bulundugu

sutundur.
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4. Uygulanan Yontemler ve Sonuglar

4.1. Makine Ogrenimi Yontemleri ve SVM

Makine ogrenimi yontemleri insanlar Uzerinde var olan is yukinu neredeyse
tamamen kaldirmayi hedefleyen sistemleri olugturmak icin kullaniimaktadirlar. Bu
yontemler belirli algoritmalar ve hesaplamalari bilgisayarlarin iglem gucunu
kullanarak, verilmis olan problemlerin ¢ozimune ulagsmaya caligirlar. Makine
ogrenimi yontemleri Gozetimli (Supervised) ve Gozetimsiz (Unsupervised)
yontemler olarak ayrilmaktadir. Bu tezde var olan galismanin basarisini tespit
edebilmek amaciyla, gozetimli yontemlerden biri olan ve karmasik verileri
siniflama problemleri Gzerindeki basarisi bilinen, dogrusal olarak ayrilabilen veya
ayrilamayan veriler Uzerinde calisabilen ve kolay uygulanabilirligi yonuayle veri
madenciligi alaninda sik sik kullanilan, Turkgesi destek vektor makinesi olan SVM

(Support Vector Machine) [16] yontemi kullaniimistir.

Sekil 4.1 Hiper Diizlem Olusturma islemi
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SVM, hiper duzlemleri birbirinden duzgun olarak ayiran bir siniflayici olarak
tanimlanmaktadir. Baska bir deyisle, SVM egitim kimesi olarak verilmis etiketli
veriler Uzerinde yapmis oldugu model hesaplama denklemlerine gore dogrusal
hiper duzlemler olusturur (Sekil 4.1 [34]). Dogrusal hiper diuzlem olusmadigi
takdirde ise verileri orijinal hiper dizlemin tzerinde olusturmus oldugu yeni uzaya
aktarir. Boylelikle yeni gelen 6rnek verileri uygun olan kategorilere yerlestirir. SVM
ingilizce igin neredeyse iki ayri kategoride %80 ve (¢ ayri kategorideyse %60
dogruluk oraniyla calisabilmektedir [17]. Deneylerde kullanilan SVM igerisinde
bircok kernel ve yontemler mevcuttur. Bu tezde dnceden yapilmig olan ayni alanda
var olan cgalismalar gibi; Weka [35] adli ara¢ Uzerinde bulunan LibSVM [36]

” 113

uygulamasi Uzerinde, “C-SVC” kerneli ve “Lineer (u.v)’ “5 Fold” segenegi
kullaniimistir. Burada belirtilen “Fold” sayisi egitim kimesi igin olusturulacak olan
modeli, test kimesi icindeki verilerin ka¢c parga halinde bu model Ustinde test
edilecegini belirlemek icin kullanilir. Yani “5 Fold” i¢in 6rnek verilirse, 20.000 adet
test verisi rastgele olacak sekilde 4.000 adetlik bes pargcaya boliunup, model
ustinde test edilecek ve akabinde olusan bes adet test sonucunun aritmetik

ortalamasi temel alinarak sonug¢ tayin edilecektir.

Tez calismasinin ilerideki test calismalarinda, yine Weka igerisinde var olup ve
istatiksel olarak hesaplama yaparak c¢alisan ML yontemlerinden biri olan NB
yonteminin  siniflama  basarisi da Onerilen yontem Uzerinde kismen

degerlendirilmistir.

4.2. Oznitelik Segme Metrikleri

Oznitelik segme (Feature Selection) metrikleri, metin madenciliginde kullanilan ve
kategoriler halinde yapilan siniflamalardaki en baslica kullanilan aktivitelerdir.
Oznitelik segme metrikleri, her-bir kategorideki en énemli kelimeleri blyik bir
hassaslik oraniyla ayrigtirabilmekte ve metin madenciligi alaninda ¢ok yaygin
kullaniimaktadir. Bdylelikle metin icerisinde gegen en ayristirici kelimeler, belirli

hesaplamalar sonucunda tespit edilmektedir. Information Gain (IG), Chi-Square,
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Odd Ratio gibi yontemler 6znitelik segme metrikleri arasinda en yaygin olarak

kullanilan yontemlerdir.

G al axN +bl b xN +c1 c*N +dl d*N
= — % —— —_% _—m — % _— — % —_—_—
N %®Gro0@+b) N Bh+rd+@+b) N BGro+c+d) N BhrdsCc+d

Esitlik 4.1 Information Gain Metrigi Denklemi

(a*xd—b=c)?

. N
ChiSquare =N+ S b T M+ @+ b) + e+ d)

Esitlik 4.2 Chi-Square Metrigi Denklemi

Bu tezde, yaygin olarak kullanilan metriklerden 1G ve Chi-Square, dusuk
hesaplama maliyetleri ve kolay uygulanabilir olmalarindan dolayi kullaniimigtir.

Tezde kullanilan metriklerin denklemleri Esitlik 4.1 ve Esitlik 4.2 de yer almaktadir.

Esitlik 4.1 ve Esitlik 4.2'de g0sterildigi Uzere; N toplam yorum sayisi, a olumlu
yorumlar kategorisi igcerisinde o terimi barindiran dokiman sayisi, b olumlu
yorumlar kategorisi igerisinde o terimi barindirmayan dokiman sayisl, ¢ olumsuz
yorumlar kategorisi icerisinde o terimi barindiran dokuman sayisi, d olumsuz
yorumlar kategorisi igerisinde o terimi barindirmayan dokiman sayisini

gOstermektedir.

Ucli siniflama igin hesaplanacak yeni IG ve Chi-Square sonuglari igin, her bir
kategori icin ayri ayri a, b, ¢ ve d degerleri hesaplandi. Yani her bir kategoride var
olan a, b, ¢ ve d degiskenleri olumlu, olumsuz ve notr kategorisi ayri ayri olmak
Uzere hesaplandi. Sonra bu kelimelerin her kategoride olusan puanlari toplanarak,
en ayristirici kelimeler bu yolla hesaplanmis oldu. Uglii kategorilerde yapilan

siniflamalar i¢in kullanilan denklemler Esitlik 4.3 ve Esitlik 4.4 de yer almaktadir.
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Chi Square(Total) = Chi Square(Negative) + Chi Square(Positive) + Chi Square(Neutral)

Esitlik 4.3 Uglu siniflama igin kullanilan Chi-Square Metrigi Denklemi

IG(Total) = IG(Negative) + IG(Positive) + IG(Neutral)

Esitlik 4.4 Uglu siniflama igin kullanilan Information Gain Metrigi Denklemleri

4.3. Weka

Veri madenciligi dalinda yapilan galismalarin ve yontemlerin test ve analizlerinde
Waikato Universitesince olusturulan “Weka Tools” ismi sikga gecmektedir. Weka
ML yontemlerini en basite indirgeyerek test ve analiz yapmak isteyen kullanicilarca
en yaygin kullanilan araglardan biridir. Bunun nedeni ise mevcutta var olan veri
madenciliginin 6n plana ¢ikmis yontemlerinin hepsinin test ve analiz araglarini
kendi icerisinde barindirmasidir. Ayrica JAVA tabanh bir uygulama olmasi
nedeniyle kullanim alani ¢ok genistir. Weka icerisinde bulunan sayica yuz adet
civari fonksiyon araciligiyla istenilen ML ydntemini uygulamak ve bu yontemleri
birbirileriyle kiyaslamak ¢ok vakit almamaktadir. Bu yazihm VSM haline
donusturalmus egitim veya test verilerini gok kolay bir sekilde istenilen yontem ile

analizini gerceklestirmektedir.

Weka’'nin igerisindeki yontemlerin hepsi akademik olarak alanlarinin uzmanlari
tarafindan hazirlanmisgtir. Bdylelikle sonuglarin yanlis hesaplanmasi gibi testi
bireysel hatalarin olugsmasinin 6nune gegilmigtir. Ayrica test edilecek liste halindeki
verilerin  “MS Excel” dosyasindan kendi uyumlu oldugu format olan “.arff’
uzantisina donusimunu kendi gergeklestirmektedir. Bu sekilde analize uygun hale
gelen verilerin girisi uygulama Uzerinden gerceklestirilir. Burada degiskenler
(Attributes) ve sinif (Class) secilir. Bu islem gergeklestirildikten sonra analiz

yapilacak siniflara ait veri sayilarini grafiksel olarak kullaniciya aktarir (Sekil 4.2).
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-] Weka Explorer b = =

Preprocess | Classify | Cluster | Associate | Select attributes | Visualize

Open URL... Open DE... Generate. .. Undo Edit... Save...

Filter

Choose  |None Apply

Current relation Selected attribute
Relation: kksvmmatrix375 Attributes: 375 Mame: results Type: Mominal
Instances: 40013 Sum of weights: 40013 Missing: 0 (0%%:) Distinct: 3 Unigue: 0 {03%&)

Attributes Mo, Label Count Weight

1| Positive 13332 13332.0
MNegative 13345 13345.0
MNeutral 13335 13335.0

All Mone Invert Pattern

]

%]

364
365
366
367
368
369
370
371
372
373

dw7443
dw4127
dw4a21
dw5204 Class: results (Nom) w Visualize Al
dwa791
dw4444
dw1637
dw5985
dw4277
374|«|dw1555
375|[«|dwaE45

375 Il results w

Remove

12332

13326

<J[<][<l[«][<l[«][<][«][<][«][ <[]

Status

QK Log .W, x0

Sekil 4.2 Weka Veri Girig Arayuzu

Hemen hemen her yapay zekd modelinin kendine 6zgun hassaslik ayarlamalari
vardir. Weka bu ayarlamalarin hepsini kullaniciya basit bir ara yuz araciligiyla
ulasmalarini saglamaktadir. Sekil 4.3'de “LIBSVM” yonteminde kullanilan SVM
turlerinden biri olan ‘C-SVC’ matematiksel fonksiyonuna ait ince ayarlar
gOsterilmigtir. Weka’'da bunun gibi dort farkh matematiksel fonksiyon daha
mevcuttur. Bu farkli matematiksel fonksiyonlardan g¢ikacak analiz sonuglarinin
basarilari degiskenlik gdsterebilmektedir. En uygun olan fonksiyonun kararini

analizi yapacak olan kisiler vermektedir.

Daha detayli olarak Weka siniflayicisinin araglarinin gergeklestirebildigi islemler

ve onlara ait olan araglar Cizelge 2'de liste seklinde yer almaktadir.
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L] weka.gul.GenericObjectEditor
weka.dassifiers. functions. LibSWM

About

Awrapper class for the libsvm tools (the libsvm classes, More
typlc:a_lly the jarfile, need to be in the classpath to use this Capabilities
classifier).

SVYMType |C-SWC (dassification) ¥

cacheSize |40.0
coefd  |0.0
cost | 1.0
debug |False ~
degree |3
doMotReplaceMissingValues | False L
eps |0.001
gamma 0.0
kernelType | radial basis function: exp{-gamma*u-v|~2Z) ~
loss |0.1
modelFile  ‘weka-3-7

normalize | False ~

nu (0.5
probabilityEstimates | False ~
seed |1
shrinking | True ~
weights
Open... Save... K Cancel

Sekil 4.3 Weka Yontem Hassaslik Ayarlari Arayuzu

4.4. SVM ve Oznitelik Segme Metriklerinin Uygulanmasi

Olusturulan egitim veri seti igerisindeki koklerine ayrilmig olarak depolanan
yorumlarin hepsi igin Chi-Square ve IG denklemleri uygulandi. Boylelikle
yorumlarin igerisindeki kelimelerin ne kadar olumlu, olumsuz ve nétr puanlarina
sahip olduklari goézlenebildi. Oznitelik se¢me islemi uygulanan her bir kelimenin
kendi kategori (Olumlu, Olumsuz, N6tr) puanlarindan en yuksek oldugu kategori
puani, o kelimenin kendi kategorisini belirlemis oldu. Daha sonrasinda her bir
yontem igin olusan, olumlu, olumsuz ve noétr kategorilerine alinan kelimeler
puanlama sirasina gore ayristiriciliklar tespit edildi. Daha sonrasinda en
degerliden degersize siralanacak sekilde bir liste halinde veri tabanina aktarildi.
Puanlari en yuksek olan ilk 250, 375, 500, 750, 875, 1.000, 1.125 ve 1.250 degerli
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kelime igin, dwid (Ayrik terim ID) sirasina gore egitim ve test setlerinde yer alan
yorumlar, vektorler seklinde veri tabaninda view yapisi igerisinde olusturuldu. Yani
bir yorumda ayristirici olan o kelime var ise ‘1’ yok ise ‘0’ olacak sekilde her bir
yorum igin ayri ayri olmak Uzere, secgilen en etkili kelime sayilari kadar
uzunlugunda olacak sekilde yorum matrisleri olusturuldu. Bu matrislere VSM yani

Vektor Uzay Modeli adi verilir.

Bu asamada bazi yorumlarin igeriginin hepsi ‘O’ oldugundan, ayristirici terimlerle
ifade edilemediler. Bu tur vektorlere “Seyrek” (Sparse) vektorler denmektedir ve
sonuglarin basarisina herhangi bir katki saglamamaktadirlar. Seyrek vektorlerin
sayisinin, ayristirici terim sayisina gore degisimi Sekil 4.4’de gosterilmigstir. Kesikli
cizgi le ifade edilen degdisim test kiimesindeki seyrek vektor sayisini, duz ¢gizgi le
ifade edilen degisim egitim kimesindeki seyrek vektor sayisini temsil etmektedir.
Goruldagu Uzere ayrik terimlerin sayisi arttikga, seyrek vektor olusumu iki kimede

de belirgin bir sekilde azalmistir.

200
2 150 \
©
v \
:0 \
£ 100 \
S -~
n S .A
© ~
50 ~
(% \A ——————— A == .A — o
0

250 375 500 750 875 1000 1125 1250
Ayristirici Terim Sayisi

Sekil 4.4 Seyrek Vektor Sayisinin Ayrigtirict Terimlerin Sayisina Gore Degisimi

4.5. Deney ve Sonuglar

Bu asamada olusturulan ve igerisinde sadece olumlu ve olumsuz kategorilerindeki

kelimeleri ve yorumlari temsil eden yorum vektorlerinin ne kadar saglikl
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ayristirilabildigini ve elimizdeki veri tabaninin igerisindeki veri kirliligini ne kadar
engelleyebildigimizi dlgebilmek icin sadece olumlu ve olumsuz kategorilerde var
olan egitim veri seti i¢cin ayrilmig olan yorumlari, test i¢in ayriimig olan yorum
vektorleri ile beraber SVM siniflayici Gzerinde test edildi.. Her bir ayristirici terim

sayisi i¢in ayri ayri sonuglar alinmistir. Bu sonuglar Tablo 4.1'de gosterilmiglerdir.

Chi Square Information Gain
g”k Terim | # Seyrek Olumlu  Olumsuz Ortalama # Seyrek Olumlu Olumsuz Ortalama
ayisi Vektor F F = Vektor F F =

Siralamasi | Sayisi Sayisi

250 159 0.833 0.844 0.838 174 0.833 0.844 0.838
375 85 0.834 0.845 0.839 86 0.834 0.845 0.839
500 66 0.833 0.843 0.838 69 0.833 0.843 0.838
750 40 0.832 0.841 0.837 45 0.832 0.841 0.836
875 36 0.831 0.840 0.836 37 0.831 0.840 0.835
1000 34 0.829 0.838 0.834 35 0.829 0.838 0.833
1125 33 0.827 0.835 0.831 33 0.827 0.836 0.831
1250 32 0.825 0.834 0.830 33 0.825 0.834 0.830

Tablo 4.1 Seyrek vektor sayisi ve Olumlu, Olumsuz Kategorilerdeki SVM
Sonuglari

Tablo 4.1'deki elde edilen tabloda, en iyi basarinin ilk 375 ayrik terimin
kullaniimasi ile alindigi tespit edilmigtir. 750 ve ayrik terim sayisinin daha da
artmasi ile beraber seyrek vektor sayisinin distiugu fakat bunun ¢ok az bir basari
dususune neden oldugu gozlemlenmistir. Bunun nedeni olarak da ayrik terim
sayisinin artmasinin, bir noktadan sonra sonuglarin basarisini bilgi kirliliginden

dolay! disurmesi olarak yorumlanmasi gdsterilebilir.

Bu asamadan sonra deneyler tablodaki sonuglara istinaden iki asamada devam
edilmistir. ilk agsamada Tablo 4.1'deki en yliksek F1 skor dederine sahip olan ilk
375 ayrnistirict kelime sayisi ve ikinci asama olarak, seyrek vektor sayisi
bakimindan az ve basari bakimindansa digerlerinden daha iyi olan 1.000

ayristirici kelime sayisi tzerine odaklanildi.

Sonraki adimda ise U¢lu siniflama igin 6znitelik segme metrikleri U¢ kategori igin
uygulanmigtir. Bunun icin Esitlik 4.1 ve Esitlik 4.2’de yer alan a,b,c,d degerleri
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a_negative, a_positive, a_neutral, b_negative, b_positive, b_neutral, c_negative,

c_positive, c_neutral olarak yeniden hesaplanmistir (Cizelge 1).

Boylelikle U¢ kategori igin en ayristirici kelimeler puanlama onceligine gore

yukaridan asagiya siralanmigtir. Onceki iki kategoride yapilmis olan siniflamadan

alinan referans noktalarina gére Chi-Square ve IG igin olusan en ayristirici ilk 375

ve ilk 1000 terim icin SVM siniflama iglemi tekrar gergeklestirilmistir.

Tablo 4.2’de gorulen Ug kategori icin yapilmis deneyde Chi-Square 375 terim igin

elde edilmis olan sonuglara gore, temel basari dlgutiumuz olan F degeri olumsuz

yorumlarin siniflandiriimasi esnasinda en yuksek deger %69’a ulagsmis.

Tiim Egitim TP FP F- ROC PRC
Seti Orani Orani  Precision Recall Measure MCC Alani Alani Sinifi
0.745 0.212 0.637 0.745 0.687 0.515 0.766 0.560 Olumlu
0.675 0.138 0.711 0.675 0.692 0.545 0.769 0.588 Olumsuz
0.479 0.201 0.543 0.479 0.509 0.288 0.639 0.434 Notr
_Agirikh Ort. | 0.633 0.184 0.184 0.630 0.633 0.630 0.449 0.725
Tim Test TP FP F- ROC PRC
Seti Orani Orani Precision Recall Measure MCC Alani Alani Sinifi
0.610 0.138 0.689 0.610 0.647 0.488 0.736 0.550 Olumlu
0.767 0.195 0.664 0.767 0.712 0.555 0.786 0.587 Olumsuz
0.524 0.217 0.547 0.524 0.535 0.310 0.653 0.445 Notr
Agirhikh Ort. 0.634 0.183 0.633 0.634 0.631 0.451 0.725 0.527

Tablo 4.2 Chi-Square Ydéntemi icin En Ayristirici 375 Adet Terime Ait Ayrintili Test

Sonuglari
Tiim Egitim TP FP F- ROC PRC
Seti Orani Orani Precision Recall Measure MCC Alani Alani Sinifi
0.744 0.211 0.638 0.744 0.687 0.515 0.766 0.560 Olumlu
0.677 0.137 0.712 0.677 0.694 0.547 0.770 0.589  Olumsuz
0.479 0.201 0.544 0.479 0.510 0.289 0.639 0.434 Notr
Agirhikh Ort. | 0.634 0.183 0.631 0.634 0.630 0.450 0.725 0.528
" Tum Test TP TP F- ROC  PRC
Seti Orani Orani Precision Recall Measure MCC Alani Alani Sinifi
0.609 0.137 0.690 0.607 0.647 0.489 0.736 0.551 Olumlu
0.766 0.194 0.640 0.766 0.711 0.554 0.786 0.587 Olumsuz
0.525 0.218 0.546 0.525 0.535 0.310 0.653 0.445 Notr
Agirhkh Ort. | 0.634 0.183 0.633 0.634 0.631 0.451 0.725 0.527

Tablo 4.3 Information Gain Yontemi igin En Ayrigtirici 375 Adet Terime Ait Ayrintili
Test Sonuglari
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Tiim Egitim TP FP F- ROC PRC
Seti Orani Orani Precision Recall Measure MCC Alani Alani Sinifi
0.751 0.227 0.623 0.751 0.681 0.503 0.762 0.551  Olumlu
0.659 0.134 0.711 0.659 0.684 0.535 0.762 0.582 Olumsuz
0.470 0.198 0.542 0.470 0.503 0.282 0.636 0.431 Notr
Agirlikh Ort. | 0.627 0.187 0.625 0.627 0.623 0.440 0.720 0.521
" Tum Test TP FP F- ROC  PRC
Seti Orani Orani  Precision Recall Measure MCC Alani Alani Sinifi
0.619 0.149 0.675 0.619 0.646 0.481 0.735 0.545  Olumlu
0.750 0.189 0.665 0.750 0.705 0.546 0.781 0.582 Olumsuz
0.526 0.215 0.550 0.526 0.538 0.314 0.655 0.447 Notr
Agirhikh Ort. | 0.631 0.184 0.630 0.631 0.629 0.447 0.724 0.525

Tablo 4.4 Chi-Square Ydéntemi igin En Ayristirici 1000 Adet Terime Ait Ayrintili

Test Sonuglari

ilk 375 terim icin I.G. ydnteminin en yiiksek basari degeri olan %71 F-degerinin

tekrardan olumsuz kategorisine ait oldugu Tablo 4.3’te gérulmektedir. 1.000 adet

terim degerlendirmeye katilarak yapiimis olan deneylerde g¢ikan sonuglari gosteren

Tablo 4.4 ve Tablo 4.5’te yine olumsuz kategoriler %70 basari degerleriyle en iyi

siniflanan yorumlar olmuslardir. Sonuglardan anlasilacagi Gzere bu yontemde (g

kategori icin yapilacak analizlerde en basarili olarak olumsuz kategorisindeki

veriler siniflanmistir.

Tim Egitim TP FP F- ROC PRC
Seti Orani Orani  Precision Recall Measure MCC Alani Alani Sinifi
0.750 0.227 0.622 0.750 0.680 0.503 0.761 0.550  Olumlu
0.659 0.135 0.710 0.659 0.684 0.535 0.762 0.582 Olumsuz
0.470 0.199 0.541 0.470 0.503 0.282 0.635 0.431 Notr
_Agirhkh Ort. | 0.626 0.187 0.625 0.626 0.622 0.440 0.720 0.521
Tiim Test TP FP F- ROC PRC
Seti Orani Orani Precision Recall Measure MCC Alani Alani Sinifi
0.619 0.150 0.674 0.619 0.645 0.480 0.734 0.544  Olumlu
0.749 0.188 0.665 0.749 0.705 0.546 0.780 0.582 Olumsuz
0.526 0.215 0.550 0.526 0.537 0.314 0.655 0.447 Notr
Agirhikh Ort. | 0.631 0.184 0.630 0.631 0.629 0.446 0.723 0.524

Tablo 4.5 Information Gain Yéntemi icin En Ayristirici 1000 Adet Terime Ait

Ayrintili Test Sonuglari

40



SVM Precision Recall F-Measure

#Terim

(C.S)) | Olumlu Olumsuz Nétr Olumlu Olumsuz  Noétr Olumlu Olumsuz  Nétr Ort.
375 0.702 0.661 0.544  0.605 0.793 0.511 0.65 0.721 0.527 0.633
1000 0.717 0.652 0.536  0.578 0.814 0.506 0.64 0.724 0.521 0.628

Tablo 4.6 Ug Kategoride Chi-Square Yéntemi igin Elde Edilmis SVM Siniflayici

Sonuglari
SVM Precision Recall F-Measure
#Terim
(C.S.) | Olumlu Olumsuz Notr Olumlu Olumsuz Notr Olumlu Olumsuz Notr  Ort.
375 0.704 0.66 0.544  0.603 0.794 0.512 0.65 0.721 0.527 0.633
1000 0.717 0.651 0.536  0.578 0.815 0.504 0.64 0.724 0.52 0.628

Tablo 4.7 Ug Kategoride I1G Yéntemi igin Elde Edilmis SVM Siniflayici Sonuglari

Tablo 4.6 ve Tablo 4.7’de gosterilen tablolarda U¢ kategoride yapiimis olan
siniflamalarin terim sayisina gore F degeri degisimi kargilastiriimistir. 375 terim ile
yapilan siniflamanin 1.000 adet terimle yapilan siniflamaya goére ¢ok kiguk bir
farkla daha basarili oldugu gézlenmistir. Ayrica 1.000 adet terimi degerlendirmeye
alarak vyapilan bir siniflamanin daha uzun bir sure alacagi
nedenle 375 adet

da g6z ardi

edilmemelidir. Bu terimi  siniflamak daha avantajh

gorinmektedir.

Seyrek Matris Sayisi

Information Gain Chi-Square
#Terim Test Egitim Test Egitim
375 87 105 86 104
1000 27 33 27 32

Tablo 4.8 Ug Kategoride Uygulanan IG ve Chi-Square Ydéntemi Sonrasinda
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Tablo 4.8'de yontemlere gobre seyrek vektor sayilarinin olugsma miktarlari
kargilastirilarak gosterilmistir. Bu tabloda gorunen seyrek vektor sayilarinin veri
seti sayisinin ylksek olmasi nedeniyle oranlarinin birbirinden ¢ok farkli olmadigi
goOrulmekte fakat 375 terim kullanilarak olusturulan vektér uzay modelinde daha

fazla seyrek vektor olustugu gortulmektedir.

U

. Egitim
Verisi

Filtreleme N Bzellik
\—/ Segme
Test
Verisi
N

Sekil 4.5 Tezde Uygulanan Sistem Tasarimi Sematigi

Bu tezde vyapimis olan tim deney ve sonu¢c asamalari Sekil 4.5te
gosterilmektedir. Ozet olarak etiketli veriler érimcek yazilimlar araciliyiyla hedef
olarak secilen web sitesi Uzerinden toplanir ve veri tabanina kaydedilir.
Sonrasinda bu verilerin icerisindeki cumlelere ait kelimeler filireleme isleminden
gegcirilerek Uzerinde analiz yapilabilecek egitim ve test verileri olugturulur. Daha
sonrasindaysa makine dgrenimi yontemine bu verileri direk olarak vermek yerine
Oznitelik se¢gme yontemleri uygulanir ve en uygun 6znitelik sayisinin tespiti SVM
kullanilarak gerceklestirilir. En son islem olarak cimleler VSM icerisinde temsil

edilebilecek hale getirilerek SVM makine 6grenimi ydntemi uygulanir.

5. Tartigsma ve Degerlendirme

Bu tezde, literatir konu bashgi altinda yer alan ve makine 6grenimi yontemlerinin
basarisini arttirmaya yonelik uygulanmis yodntemlerin 1sidinda elde edilen

deneyimler mevcut film yorumlari veri setine uygulanmis olup, daha 6nceden
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uygulanmisg olan yontemlerin ¢oguna kiyasla daha iyi bir basari orani ile

siniflanabilmisgtir.

Veri setimizde seyrek vektdr olarak siniflanan yorumlar incelendiginde daha ¢ok
noktalama isaretleri ve Turkge igerisinde yer almayan sokak dilinde kullaniimakta
olan cumleler tespit edilmisti. Cok az sayida olan bu yorumlar, kullanmig
oldugumuz Zemberek klUtlphanesi tarafindan kok hallerinde tespit edilememigtir.
Benzeri calismalarda baglica ingilizce ve diger diller icin elde edilmis sonuglar ile
bu tezde elde edilen sonuglar karsilastirildiginda hemen hemen ayni basari
yakalanmig olup, uygulanabilirlik agisindan diger yontemlere kiyasla daha kolay

uygulanabilirligi ile 6n plana ¢ikmaktadir.

Ayrica yapilan deney degerlendirmesinde Turkge dilinde yazilmis olan cumleler
icerisindeki duygularin tespiti sirasinda kullaniimasi gereken en uygun kelime
sayisinin da tespiti yapilmaya calisiimistir. Burada en basarili sonuglarin alindigi
g6zlenen 375 terim sayisi, Turkge dilindeki duygu analizlerinde yapilacak diger

calismalara referans olacaktir.

Diger vyapilan bir degerlendirmede elde edilen sonuglarin basarisinin
arttirilabilecegi dusunulmektedir. Bunun gergeklestiriimesi icin egitim setinde
kullanilan verilerin karigik olarak kategori araligindan secilmesi yerine, en ug¢
noktalardan yani sadece 0,5, 3,0 ve 5,0 gibi yorumu tam olarak niteleyen
puanlardan segilerek olusturulmasi ile saglanabilir. Yapilan ¢alismada dogal en
bastan dogal yani mudahale olmaksizin yapilacak bir duygu analizi kararlastirildigi

icin bu yontem uygulanmamigtir.

6. Gelecek Caligsmalar

Yapilan tez ¢alismasindaki kisith sire sikintisi nedeniyle, énerilen yontemin daha
farkli veri setlerinde uygulanmasi mimkin olmamistir. Onerilen yéntemin dil ve
veri tipi bakimindan bagimsiz oldugundan, sadece film yorumlari degil diger farkl
trlerdeki yorum verilerinin duygu analizlerinde de bu tezde 6nerilen yontemin
uygulanarak basari alinmasi teorik olarak muamkundur. Gelecek g¢alismalarda, var

olan bagka veri setleri ile ve bu tezde Onerilen ydonteme ek olarak “Duygu
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Sembolleri” (Emotion Tags) ve Bag-of-words gibi yontemlerin de sonuglari
iyilestirmesine yonelik galismalarin yapilmasi on gorulmektedir. Ayrica egitim veri
seti olusturulmasi igin kategorilerdeki en belirleyici olan puan araliklarinin secilip
tekrar sistem dizayninin test edilmesi faydali gorlilmis ve yapilacak gelecek

calismalar igerisinde yer almaktadir.

7. Tez Kapsaminda yapilan Ek Testler

Tez kapsaminda uygulanan makine &grenimi yontemlerinden olan SVM
siniflayicisinin basarisina ek olarak, istatistiki olarak siniflama yapan Naive Bayes
(NB) siniflayicisinin, 6znitelik se¢me metriklerinin uygulanmasi sonrasi olusan
siniflama basari degerleri de goézlenmistir. Gézlemlenen sonuglarda beklendigi
uzere SVM siniflayicisinin basarisi, NB siniflayicisina oranla aglu siniflamalarda

aclik ara basarili oldugu gozlemlenmistir. Karsilastirma sonuglar $ekil 7.1°de yer

almaktadir.

0,64
0,62

0,6
0,58
0,56 I I m 375 Features
054 1000 Features
0,52

SVM NB SVM NB
Information Gain Chi-Square

Sekil 7.1 SVM ve Naive Bayes Test Sonuglari

ikinci bir test olarak; énceden 6znitelik secme metrikleriyle hesaplanmis olan
agirhklandirma puanlari, siniflayiclya verilen matrislerdeki “1° ve ‘0’ yerlerine
kullanildi. Bu sekil sonuglarda bir iyilesme olup olmadigi arastinidi. Chi-Square
yonteminden elde edilen en ayrigtirici 375 kelime igin yapilan testin sonuglarina

gore SVM uzerinde alinan %63,6 dogru siniflama basarisiyla, énceki sonuca ek
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%0,3 gibi bir iyilesme gbzlemlendi. Bunun da genel basari oranina kiyasla, iglem
maliyeti hesabi agisindan onemli bir basari artisi olarak degerlendiriimedi. Bu

deney igin var olan ayrintili sonuglar Tablo 7.1’de gosterilmektedir.

Tim Egitim TP FP F- ROC PRC
Seti Orani Orani Precision Recall Measure MCC Alani Alani Sinifi

0.636 0.194 0.621 0.636 0.628 0.439 0.796 0.656  Olumlu
0.678 0.189 0.642 0.678 0.66 0.483 0.832 0.695 Olumsuz
0.468 0.226 0.509 0.468 0.488 0.248 0.678 0.511 Notr

Agirhkh Ort. | 0.594 0.203 0.591 0.594 0.592 0.39 0.769 0.621
Tim Test TP FP F- ROC PRC
Seti Orani Orani  Precision Recall Measure MCC Alani Alani Sinifi

0.497 0.139 0.641 0.497 0.56 0.385 0.763 0.653  Olumlu
0.735 0.241 0.604 0.735 0.663 0.474 0.825 0.676  Olumsuz
0.498 0.254 0.495 0.498 0.497 0.244 0.675 0.488 Notr

Agirikhi Ort. | 0.577 0.212 0.58 0.577 0.573 0.368 0.754 0.606

Tablo 7.1 Chi-Square Metrigi icin en ayristirici 375 adet terimin agirliklandiriimig
haldeki ayrintili test sonuglari
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GIZELGELER

Gizelge 1. IG ve Chi-Square igin En Aynigtirici 375 Terim Listesi ve Puanlar

Kelime IG_Pos IG Neg | IG Neu Toplam Deger Kelime CS Pos CS Neg CS Neu Toplam Skor
Skor Siras

koti 0.006 0.009 0.001 0.016 1 kotu 669 1219 82 1970
mukemmel 0.007 0.006 0.000 0.013 2 mukemmel 929 549 50 1528
berbat 0.003 0.008 0.002 0.013 3 berbat 298 964 190 1452
harika 0.005 0.006 0.000 0.011 4 harika 694 555 8 1257
sikici 0.004 0.005 0.000 0.010 5 sikicl 410 707 40 1158
sagma 0.003 0.005 0.001 0.009 6 sagma 288 655 75 1018
kayip 0.002 0.005 0.001 0.008 7 kayip 194 627 123 945
hig 0.002 0.005 0.001 0.007 8 hig 243 605 81 929
degil 0.005 0.001 0.001 0.007 9 ama 545 45 277 867
ama 0.005 0.000 0.002 0.007 10 degil 574 145 142 862
kirik 0.003 0.003 0.000 0.007 11 para 170 528 99 796
para 0.002 0.004 0.001 0.007 12 yazik 202 498 66 766
yazik 0.002 0.004 0.001 0.006 13 kirik 296 443 15 753
vasat 0.004 0.002 0.000 0.006 14 git 311 409 7 727
git 0.003 0.003 0.000 0.006 15 en 483 119 123 725
en 0.004 0.001 0.001 0.006 16 basyapit 412 236 25 673
muhtesem 0.003 0.003 0.000 0.006 17 muhtesem 384 277 9 670
basyapit 0.003 0.002 0.000 0.006 18 vasat 388 247 16 652
mutlaka 0.003 0.003 0.000 0.005 19 mutlaka 363 258 9 629
hayal 0.003 0.003 0.000 0.005 20 hayal 257 353 8 618
miithis 0.002 0.002 0.000 0.005 21 mithis 311 230 6 547
stiper 0.002 0.002 0.000 0.004 22 stiper 268 247 0 515
basit 0.002 0.002 0.000 0.004 23 harca 132 326 43 501
harca 0.001 0.002 0.000 0.004 24 basit 209 277 5 491
iyi 0.000 0.003 0.001 0.004 25 iyi 43 299 115 458
yok 0.001 0.002 0.000 0.004 26 yok 135 277 25 437
sapan 0.001 0.002 0.000 0.003 27 guzel 14 245 141 400
guzel 0.000 0.002 0.001 0.003 28 sapan 85 258 47 390
siradan 0.002 0.001 0.000 0.003 29 yine 53 76 256 385
puan 0.002 0.001 0.000 0.003 30 biraz 131 14 232 377
yine 0.000 0.001 0.002 0.003 31 puan 202 165 2 369
biraz 0.001 0.000 0.002 0.003 32 vakit 147 206 5 359
beklenti 0.002 0.000 0.000 0.003 33 ol 236 84 39 359
vakit 0.001 0.002 0.000 0.003 34 begen 180 176 0 356
sagmalik 0.001 0.002 0.000 0.003 35 sadece 155 198 3 356
begen 0.002 0.001 0.000 0.003 36 sagmalik 91 229 31 351

49




Kelime IG_Pos IG Neg | IG Neu Toplam Deger Kelime CS Pos CS Neg CS Neu Toplam Skor
Skor Sirast

ol 0.002 0.001 0.000 0.003 37 siradan 209 119 13 340
sadece 0.001 0.002 0.000 0.003 38 bos 127 202 9 337
bos 0.001 0.002 0.000 0.003 39 beklenti 216 50 58 324
igreng 0.001 0.002 0.000 0.003 40 kelime 215 47 61 322
abart 0.002 0.000 0.001 0.003 41 ben 184 126 5 315
ben 0.002 0.001 0.000 0.003 42 igreng 73 208 34 315
kelime 0.002 0.000 0.001 0.003 43 tarihi 205 71 35 310
rezalet 0.001 0.001 0.000 0.003 44 bile 44 196 54 295
tarihi 0.002 0.001 0.000 0.002 45 abart 178 9 107 294
konu 0.002 0.001 0.000 0.002 46 rezalet 63 192 35 290
maalesef 0.001 0.001 0.000 0.002 47 konu 181 91 15 287
bile 0.000 0.002 0.000 0.002 48 tamamen 82 183 20 285
tamamen 0.001 0.001 0.000 0.002 49 bosa 59 184 34 278
bosa 0.001 0.001 0.000 0.002 50 anla 78 176 20 274
fiyasko 0.001 0.001 0.000 0.002 51 etkile 89 166 12 267
etkile 0.001 0.001 0.000 0.002 52 maalesef 126 141 0 267
anla 0.001 0.001 0.000 0.002 53 kurtar 85 167 14 266
kurtar 0.001 0.001 0.000 0.002 54 fiyasko 73 163 18 254
yllmaz 0.001 0.001 0.000 0.002 55 diye 77 160 15 252
bekle 0.001 0.001 0.000 0.002 56 bekle 160 73 17 250
fena 0.001 0.000 0.001 0.002 57 birey 106 140 2 249
birey 0.001 0.001 0.000 0.002 58 izle 104 138 2 244
diye 0.001 0.001 0.000 0.002 59 om 156 68 18 242
izle 0.001 0.001 0.000 0.002 60 yilmaz 75 152 13 241
pek 0.001 0.000 0.001 0.002 61 fena 116 0 115 230
om 0.001 0.001 0.000 0.002 62 pek 142 10 78 230
arsiv 0.001 0.001 0.000 0.002 63 arsiv 137 75 9 221
ugra 0.001 0.001 0.000 0.002 64 hos 36 36 146 219
eglence 0.000 0.001 0.001 0.002 65 deg 41 146 32 219
deg 0.000 0.001 0.000 0.002 66 eglence 0 101 115 216
aclk 0.001 0.000 0.000 0.002 67 ugra 83 128 5 216
fakat 0.001 0.000 0.001 0.002 68 bu 14 136 63 213
hos 0.000 0.000 0.001 0.002 69 fakat 98 0 112 211
aldan 0.001 0.001 0.000 0.002 70 fazla 99 0 108 207
bu 0.000 0.001 0.001 0.002 71 hayat 131 12 63 206
fazla 0.001 0.000 0.001 0.002 72 aldan 49 133 20 203
hayat 0.001 0.000 0.001 0.002 73 yap 32 135 35 202
klise 0.001 0.000 0.000 0.002 74 acik 130 57 15 202
calis 0.001 0.001 0.000 0.002 75 amerikan 80 115 3 198
amerikan 0.001 0.001 0.000 0.002 76 calis 86 111 2 198
kagir 0.001 0.001 0.000 0.002 77 gercek 112 78 3 194
yap 0.000 0.001 0.000 0.002 78 her 111 78 3 192
gercek 0.001 0.001 0.000 0.002 79 hicbir 35 127 29 190
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her 0.001 0.001 0.000 0.002 80 kagir 91 99 0 190
dis 0.001 0.000 0.000 0.002 81 dis 117 43 18 178
higbir 0.000 0.001 0.000 0.002 82 hala 117 33 26 175
zayif 0.001 0.000 0.000 0.001 83 klise 115 42 18 175
yapit 0.001 0.001 0.000 0.001 84 keyif 3 70 101 173
mantik 0.001 0.000 0.000 0.001 85 nasil 27 115 31 173
keyif 0.000 0.001 0.001 0.001 86 arkadas 36 114 22 172
gibi 0.001 0.000 0.000 0.001 87 gibi 109 47 13 170
hala 0.001 0.000 0.000 0.001 88 yapit 86 83 0 169
uzak 0.001 0.001 0.000 0.001 89 baska 18 111 40 168
nasil 0.000 0.001 0.000 0.001 90 uzak 77 86 0 164
arkadas 0.000 0.001 0.000 0.001 91 resmen 36 108 19 163
kufar 0.000 0.001 0.000 0.001 92 bosuna 39 107 17 162
bosuna 0.000 0.001 0.000 0.001 93 aksiyon 89 1 72 161
baska 0.000 0.001 0.000 0.001 94 mantik 98 57 5 161
aksiyon 0.001 0.000 0.001 0.001 95 kufdr 42 103 14 159
hisran 0.000 0.001 0.000 0.001 96 zayif 102 26 26 154
abarti 0.001 0.000 0.000 0.001 97 kadar 56 92 4 153
resmen 0.000 0.001 0.000 0.001 98 basari 4 56 91 152
sifir 0.000 0.001 0.000 0.001 99 hisran 40 98 13 151
favori 0.001 0.001 0.000 0.001 100 favori 90 52 5 146
kadar 0.000 0.001 0.000 0.001 101 abarti 97 23 26 146
basari 0.000 0.000 0.001 0.001 102 sifir 38 95 13 146
yari 0.001 0.001 0.000 0.001 103 uyu 32 95 16 143
kopuk 0.001 0.000 0.000 0.001 104 sirf 50 88 5 143
sirf 0.000 0.001 0.000 0.001 105 yari 69 74 0 142
saheser 0.001 0.000 0.000 0.001 106 icin 94 21 26 141
uyu 0.000 0.001 0.000 0.001 107 saheser 89 43 8 140
icin 0.001 0.000 0.000 0.001 108 kot 37 88 11 136
kot 0.000 0.001 0.000 0.001 109 korku 47 83 5 135
ancak 0.001 0.000 0.000 0.001 110 herkes 82 48 5 134
korku 0.000 0.001 0.000 0.001 111 ancak 83 6 44 133
fragman 0.001 0.001 0.000 0.001 112 kopuk 67 65 0 132
herkes 0.001 0.000 0.000 0.001 113 tiy 87 25 19 130
alaka 0.001 0.000 0.000 0.001 114 fragman 53 75 2 130
belli 0.001 0.000 0.000 0.001 115 belli 68 59 0 127
rezil 0.000 0.001 0.000 0.001 116 ver 67 57 0 125
tly 0.001 0.000 0.000 0.001 117 rezil 31 81 12 124
yani 0.001 0.000 0.000 0.001 118 alaka 63 61 0 123
ver 0.001 0.000 0.000 0.001 119 gayet 18 23 82 123
morto 0.001 0.000 0.000 0.001 120 yani 73 46 3 122
yuksek 0.001 0.000 0.000 0.001 121 defa 81 25 16 122
tamam 0.001 0.000 0.000 0.001 122 morto 69 48 2 119
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gayet 0.000 0.000 0.001 0.001 123 50z 78 20 19 117
defa 0.001 0.000 0.000 0.001 124 olaganustu 69 43 3 115
olaganusti 0.001 0.000 0.000 0.001 125 kesin 76 26 13 115
sikinti 0.000 0.001 0.000 0.001 126 sikinti 38 71 5 114
bombos 0.000 0.001 0.000 0.001 127 tamam 70 38 5 113
er4 0.001 0.000 0.000 0.001 128 yuksek 75 21 16 112
kesin 0.001 0.000 0.000 0.001 129 genel 30 9 72 111
daha 0.001 0.000 0.000 0.001 130 daha 69 5 36 110
ney 0.000 0.000 0.000 0.001 131 ney 44 63 2 109
genel 0.000 0.000 0.001 0.001 132 gecmis 68 35 5 108
var 0.001 0.000 0.000 0.001 133 var 62 43 2 107
ucuz 0.000 0.001 0.000 0.001 134 ucuz 25 70 12 106
gegmis 0.001 0.000 0.000 0.001 135 bombos 24 70 12 106
sahne 0.001 0.000 0.000 0.001 136 kusur 65 34 5 103
eder 0.000 0.001 0.000 0.001 137 sahne 68 22 13 103
kusur 0.000 0.000 0.000 0.001 138 sakin 20 68 15 103
falan 0.001 0.000 0.000 0.001 139 eder 15 67 19 100
muzik 0.000 0.001 0.000 0.001 140 ¢ok 64 8 27 99
sakin 0.000 0.001 0.000 0.001 141 miizik 39 58 2 99
mahsus 0.000 0.000 0.000 0.001 142 stk 27 8 64 99
sagmala 0.000 0.000 0.000 0.001 143 falan 57 39 2 97
gok 0.001 0.000 0.000 0.001 144 ne 9 63 25 97
hata 0.000 0.000 0.000 0.001 145 agla 65 17 15 97
sik 0.000 0.000 0.000 0.001 146 zaman 30 61 5 96
ozel 0.000 0.000 0.000 0.001 147 hata 53 41 1 95
numara 0.000 0.000 0.000 0.001 148 ozel 2 56 37 95
ne 0.000 0.001 0.000 0.001 149 amag 32 58 4 94
performans 0.000 0.001 0.000 0.001 150 diinya 62 17 14 94
sen 0.000 0.001 0.000 0.001 151 neden 51 41 1 92
zaman 0.000 0.000 0.000 0.001 152 numara 47 46 0 92
efsane 0.000 0.000 0.000 0.001 153 efsane 48 44 0 92
agla 0.000 0.000 0.000 0.001 154 mahsus 18 61 13 92
neden 0.000 0.000 0.000 0.001 155 sagmala 37 53 1 92
amag 0.000 0.000 0.000 0.001 156 performan 16 61 15 91
s

unut 0.000 0.000 0.000 0.001 157 unut 51 40 1 91
dinya 0.000 0.000 0.000 0.001 158 sinema 33 3 55 91
sinema 0.000 0.000 0.000 0.001 159 gegir 20 10 59 90
komedi 0.000 0.000 0.000 0.001 160 kez 55 30 4 89
kez 0.000 0.000 0.000 0.001 161 biri 57 7 24 88
gegir 0.000 0.000 0.000 0.001 162 komedi 54 4 29 88
reklam 0.000 0.000 0.000 0.001 163 artik 24 56 7 86
biri 0.000 0.000 0.000 0.001 164 salon 31 52 3 86
idare 0.000 0.000 0.000 0.001 165 dayan 19 57 10 86
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salon 0.000 0.000 0.000 0.001 166 sen 4 54 28 86
kan 0.000 0.000 0.000 0.001 167 kan 30 52 3 85
artik 0.000 0.000 0.000 0.001 168 ya 14 56 14 84
harikulade 0.000 0.000 0.000 0.001 169 reklam 35 48 1 83
dayan 0.000 0.000 0.000 0.001 170 ilging 37 0 45 83
ilging 0.000 0.000 0.000 0.001 171 striikleyici 1 35 47 83
surukleyici 0.000 0.000 0.000 0.001 172 hayret 14 55 13 83
mide 0.000 0.000 0.000 0.001 173 saat 38 44 0 82
nezt 0.000 0.000 0.000 0.001 174 nezt 37 45 0 82
tatmin 0.000 0.000 0.000 0.001 175 harikulade 52 22 6 81
saat 0.000 0.000 0.000 0.001 176 idare 34 1 45 80
sahnele 0.000 0.000 0.000 0.001 177 mide 26 49 4 79
ya 0.000 0.000 0.000 0.001 178 tatmin 42 0 36 79
atatiirkel 0.000 0.000 0.000 0.001 179 sahnele 52 9 18 79
hayret 0.000 0.000 0.000 0.001 180 sahane 48 27 3 78
sahane 0.000 0.000 0.000 0.001 181 anlam 21 50 6 78
desen 0.000 0.000 0.000 0.001 182 gore 39 0 38 77
gore 0.000 0.000 0.000 0.001 183 bit 34 43 0 77
diken 0.000 0.000 0.000 0.001 184 desen 19 50 8 77
zorla 0.000 0.000 0.000 0.001 185 nere 28 46 2 76
yapmacik 0.000 0.000 0.000 0.001 186 nadir 49 21 6 75
bit 0.000 0.000 0.000 0.001 187 iskence 19 49 7 75
tol 0.000 0.000 0.000 0.001 188 zorla 37 38 0 75
ban 0.000 0.000 0.000 0.001 189 sey 22 48 5 75
maron 0.000 0.000 0.000 0.001 190 ban 49 7 19 75
anlam 0.000 0.000 0.000 0.001 191 maron 48 21 6 74
komik 0.000 0.000 0.000 0.001 192 joker 9 15 49 74
tarz 0.000 0.000 0.000 0.001 193 tarz 44 2 29 74
iskence 0.000 0.000 0.000 0.001 194 atatiirk¢l 11 49 14 74
nadir 0.000 0.000 0.000 0.001 195 branda 49 15 10 73
nere 0.000 0.000 0.000 0.001 196 komik 44 27 2 73
branda 0.000 0.000 0.000 0.001 197 diken 47 22 5 73
ortalama 0.000 0.000 0.000 0.001 198 eksik 15 10 49 73
sey 0.000 0.000 0.000 0.001 199 seyirlik 8 16 48 73
joker 0.000 0.000 0.000 0.001 200 yapmacik 28 42 1 72
geri 0.000 0.000 0.000 0.001 201 gl 22 45 4 71
gorsel 0.000 0.000 0.000 0.001 202 geri 38 33 0 71
seyirlik 0.000 0.000 0.000 0.001 203 yil 28 42 1 71
yil 0.000 0.000 0.000 0.001 204 ozglr 45 21 5 70
eksik 0.000 0.000 0.000 0.001 205 niye 12 47 11 70
hayir 0.000 0.000 0.000 0.001 206 gorsel 46 9 14 70
harig 0.000 0.000 0.000 0.001 207 lttfen 10 46 13 70
orta 0.000 0.000 0.000 0.001 208 oku 25 42 2 69
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yavan 0.000 0.000 0.000 0.001 209 efekt 40 28 1 69
gul 0.000 0.000 0.000 0.001 210 kimse 7 45 17 68
efekt 0.000 0.000 0.000 0.001 211 ortalama 37 0 30 68
ozgur 0.000 0.000 0.000 0.001 212 orta 44 6 18 68
atattirk 0.000 0.000 0.000 0.001 213 tempo 14 8 45 68
sinir 0.000 0.000 0.000 0.001 214 kenar 15 8 44 67
asirn 0.000 0.000 0.000 0.001 215 derece 33 34 0 67
niye 0.000 0.000 0.000 0.001 216 hadi 22 42 3 67
oku 0.000 0.000 0.000 0.001 217 sinir 27 39 1 67
litfen 0.000 0.000 0.000 0.001 218 hayir 40 25 2 66
yaratik 0.000 0.000 0.000 0.001 219 bazi 24 2 40 66
derece 0.000 0.000 0.000 0.001 220 harig 42 19 5 66
uzat 0.000 0.000 0.000 0.001 221 tam 10 44 12 66
hadi 0.000 0.000 0.000 0.001 222 bap 38 26 1 65
kimse 0.000 0.000 0.000 0.001 223 yaratik 26 38 1 65
tempo 0.000 0.000 0.000 0.001 224 tol 43 12 10 64
bap 0.000 0.000 0.000 0.001 225 fark 16 6 41 64
kenar 0.000 0.000 0.000 0.001 226 millet 10 42 11 63
bazi 0.000 0.000 0.000 0.001 227 et 39 22 2 63
sonug 0.000 0.000 0.000 0.001 228 ug 18 41 5 63
tam 0.000 0.000 0.000 0.001 229 jeyn 38 23 2 63
jeyn 0.000 0.000 0.000 0.001 230 atatiirk 13 42 8 63
sikil 0.000 0.000 0.000 0.001 231 sonug 41 17 5 63
erdoan 0.000 0.000 0.000 0.001 232 sikil 42 12 9 63
espri 0.000 0.000 0.000 0.001 233 bak 35 26 1 62
et 0.000 0.000 0.000 0.001 234 asiri 39 20 3 62
bari 0.000 0.000 0.000 0.001 235 olay 39 19 4 62
olay 0.000 0.000 0.000 0.001 236 bari 21 38 3 62
bak 0.000 0.000 0.000 0.001 237 uzat 41 7 13 62
fark 0.000 0.000 0.000 0.001 238 espri 35 26 1 61
hart 0.000 0.000 0.000 0.001 239 yavan 33 29 0 61
millet 0.000 0.000 0.000 0.001 240 oyun 4 39 18 61
ug 0.000 0.000 0.000 0.001 241 diisiin 40 7 14 61
tgle 0.000 0.000 0.000 0.001 242 ibaret 16 39 5 60
oyun 0.000 0.000 0.000 0.001 243 tgle 34 26 1 60
distin 0.000 0.000 0.000 0.001 244 belgesel 16 39 5 60
dizi 0.000 0.000 0.000 0.000 245 savas 40 8 12 60
gise 0.000 0.000 0.000 0.000 246 rol 0 32 27 60
rol 0.000 0.000 0.000 0.000 247 tekrar 37 20 2 59
ibaret 0.000 0.000 0.000 0.000 248 dizi 29 30 0 59
belgesel 0.000 0.000 0.000 0.000 249 alla 5 38 15 58
savas 0.000 0.000 0.000 0.000 250 testere 20 36 2 58
merak 0.000 0.000 0.000 0.000 251 ragmen 8 12 38 58
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tekrar 0.000 0.000 0.000 0.000 252 erdoan 18 37 3 58
testere 0.000 0.000 0.000 0.000 253 tesekkiir 38 11 8 58
ayri 0.000 0.000 0.000 0.000 254 patla 17 37 4 57
cek 0.000 0.000 0.000 0.000 255 dk 23 33 1 57
dk 0.000 0.000 0.000 0.000 256 cek 32 24 1 57
alla 0.000 0.000 0.000 0.000 257 merak 38 12 7 57
karsila 0.000 0.000 0.000 0.000 258 gise 34 21 2 57
patla 0.000 0.000 0.000 0.000 259 tur 13 6 37 56
ragmen 0.000 0.000 0.000 0.000 260 ise 15 36 5 56
sahan 0.000 0.000 0.000 0.000 261 ayri 18 34 2 55
yakis 0.000 0.000 0.000 0.000 262 yakis 31 24 1 55
ilerle 0.000 0.000 0.000 0.000 263 ilerle 32 1 23 55
tesekkiir 0.000 0.000 0.000 0.000 264 felaket 17 34 3 55
olumlu 0.000 0.000 0.000 0.000 265 hart 36 13 6 55
arti 0.000 0.000 0.000 0.000 266 propagand 9 36 9 55
a

age 0.000 0.000 0.000 0.000 267 yoksa 25 28 0 53
ise 0.000 0.000 0.000 0.000 268 TRUE 35 8 9 53
vampir 0.000 0.000 0.000 0.000 269 usta 24 29 0 53
tar 0.000 0.000 0.000 0.000 270 boyle 0 27 25 53
felaket 0.000 0.000 0.000 0.000 271 bedel 33 18 2 53
agir 0.000 0.000 0.000 0.000 272 karsila 35 11 7 52
TRUE 0.000 0.000 0.000 0.000 273 agir 34 7 11 52
usta 0.000 0.000 0.000 0.000 274 buka 10 34 7 52
facia 0.000 0.000 0.000 0.000 275 facia 15 33 4 52
yoksa 0.000 0.000 0.000 0.000 276 yurek 34 11 7 52
propaganda 0.000 0.000 0.000 0.000 277 vampir 24 28 0 51
amator 0.000 0.000 0.000 0.000 278 sahan 9 34 8 51
Gizgi 0.000 0.000 0.000 0.000 279 tartisma 33 13 5 51
bedel 0.000 0.000 0.000 0.000 280 sanki 34 10 7 51
boyle 0.000 0.000 0.000 0.000 281 biz 14 33 4 51
diizgtin 0.000 0.000 0.000 0.000 282 senaryo 33 12 5 50
sanki 0.000 0.000 0.000 0.000 283 salak 15 32 3 50
salak 0.000 0.000 0.000 0.000 284 organ 33 12 5 50
dest 0.000 0.000 0.000 0.000 285 port 33 13 5 50
senaryo 0.000 0.000 0.000 0.000 286 batman 9 7 33 50
buka 0.000 0.000 0.000 0.000 287 arti 33 8 9 50
fatih 0.000 0.000 0.000 0.000 288 cizgi 33 4 13 50
yirek 0.000 0.000 0.000 0.000 289 olumlu 32 15 3 50
seyirci 0.000 0.000 0.000 0.000 290 seyirci 25 25 0 50
tartisma 0.000 0.000 0.000 0.000 291 kurt 10 33 6 50
biz 0.000 0.000 0.000 0.000 292 diizgtin 26 22 0 49
port 0.000 0.000 0.000 0.000 293 recep 9 32 7 49
organ 0.000 0.000 0.000 0.000 294 age 32 12 5 48
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ilgi 0.000 0.000 0.000 0.000 295 cikti 14 31 4 48
erotik 0.000 0.000 0.000 0.000 296 ilgi 32 8 8 48
recep 0.000 0.000 0.000 0.000 297 can 13 31 4 48
hitap 0.000 0.000 0.000 0.000 298 gocuk 23 25 0 48
renk 0.000 0.000 0.000 0.000 299 amator 22 25 0 48
batman 0.000 0.000 0.000 0.000 300 ¢op 8 31 8 47
kurt 0.000 0.000 0.000 0.000 301 karakter 16 2 29 47
cop 0.000 0.000 0.000 0.000 302 yad 24 23 0 47
enfes 0.000 0.000 0.000 0.000 303 erotik 12 30 4 47
gocuk 0.000 0.000 0.000 0.000 304 renk 18 27 1 47
korkut 0.000 0.000 0.000 0.000 305 hitap 27 19 1 46
yad 0.000 0.000 0.000 0.000 306 ender 28 16 2 46
ikt 0.000 0.000 0.000 0.000 307 korkut 18 27 1 46
can 0.000 0.000 0.000 0.000 308 liste 30 10 5 46
dindar 0.000 0.000 0.000 0.000 309 tavsiye 30 11 5 46
iIrmak 0.000 0.000 0.000 0.000 310 fatih 15 29 2 46
ender 0.000 0.000 0.000 0.000 311 oda 15 28 2 46
¢aga 0.000 0.000 0.000 0.000 312 dindar 9 30 6 44
karakter 0.000 0.000 0.000 0.000 313 deger 1 16 27 44
absdrt 0.000 0.000 0.000 0.000 314 dest 25 18 1 44
sergile 0.000 0.000 0.000 0.000 315 gider 14 28 3 44
tavsiye 0.000 0.000 0.000 0.000 316 ugrat 16 27 1 44
oda 0.000 0.000 0.000 0.000 317 enfes 22 21 0 44
liste 0.000 0.000 0.000 0.000 318 dalga 15 27 2 43
ticari 0.000 0.000 0.000 0.000 319 bik 27 2 14 43
dalga 0.000 0.000 0.000 0.000 320 dolu 21 22 0 43
ugrat 0.000 0.000 0.000 0.000 321 sergile 7 29 7 43
deger 0.000 0.000 0.000 0.000 322 yorum 8 29 7 43
gider 0.000 0.000 0.000 0.000 323 irmak 23 19 0 43
dénem 0.000 0.000 0.000 0.000 324 ticari 17 25 1 43
dolu 0.000 0.000 0.000 0.000 325 caga 24 18 0 42
illa 0.000 0.000 0.000 0.000 326 dénem 1 25 16 42
bik 0.000 0.000 0.000 0.000 327 gidi 16 25 1 42
hatir 0.000 0.000 0.000 0.000 328 mutaf 10 28 5 42
esaret 0.000 0.000 0.000 0.000 329 esaret 25 16 1 42
bol 0.000 0.000 0.000 0.000 330 duygu 19 23 0 42
mutaf 0.000 0.000 0.000 0.000 331 gor 17 24 1 42
korkung 0.000 0.000 0.000 0.000 332 absirt 20 22 0 42
neat 0.000 0.000 0.000 0.000 333 bol 24 17 1 41
yorum 0.000 0.000 0.000 0.000 334 ev 11 27 3 41
gidi 0.000 0.000 0.000 0.000 335 tim 27 6 8 41
duygu 0.000 0.000 0.000 0.000 336 yaz 6 27 8 41
sisir 0.000 0.000 0.000 0.000 337 korkung 17 23 0 41
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bunal 0.000 0.000 0.000 0.000 338 say 22 0 19 41
kombi 0.000 0.000 0.000 0.000 339 kalt 27 8 5 41
say 0.000 0.000 0.000 0.000 340 uzul 4 27 10 41
saglam 0.000 0.000 0.000 0.000 341 da 21 0 19 41
sihirbaz 0.000 0.000 0.000 0.000 342 illa 19 21 0 40
sicak 0.000 0.000 0.000 0.000 343 sihirbaz 25 13 2 40
gor 0.000 0.000 0.000 0.000 344 argo 9 26 5 40
sahim 0.000 0.000 0.000 0.000 345 saglam 1 24 15 40
dram 0.000 0.000 0.000 0.000 346 yerin 19 21 0 40
da 0.000 0.000 0.000 0.000 347 dakika 23 17 0 40
ev 0.000 0.000 0.000 0.000 348 dram 13 25 2 40
oriimcek 0.000 0.000 0.000 0.000 349 film 19 21 0 39
tim 0.000 0.000 0.000 0.000 350 siddet 26 5 8 39
yaz 0.000 0.000 0.000 0.000 351 son 26 4 10 39
dakika 0.000 0.000 0.000 0.000 352 sas 7 26 6 39
argo 0.000 0.000 0.000 0.000 353 bunal 13 24 2 39
biyile 0.000 0.000 0.000 0.000 354 iste 18 21 0 39
uzul 0.000 0.000 0.000 0.000 355 sicak 0 20 19 39
heba 0.000 0.000 0.000 0.000 356 final 1 23 14 39
kiilt 0.000 0.000 0.000 0.000 357 oldar 5 26 8 38
yerin 0.000 0.000 0.000 0.000 358 biyile 20 18 0 38
son 0.000 0.000 0.000 0.000 359 degisik 8 5 25 38
film 0.000 0.000 0.000 0.000 360 irak 4 25 9 38
final 0.000 0.000 0.000 0.000 361 sahim 15 1 22 38
irak 0.000 0.000 0.000 0.000 362 vahset 6 25 6 38
SIg 0.000 0.000 0.000 0.000 363 ayni 25 5 7 38
iste 0.000 0.000 0.000 0.000 364 Isparta 11 24 3 38
prestij 0.000 0.000 0.000 0.000 365 neat 14 23 1 38
ilkokul 0.000 0.000 0.000 0.000 366 halbuki 12 23 2 38
boz 0.000 0.000 0.000 0.000 367 ilkokul 8 25 5 38
sas 0.000 0.000 0.000 0.000 368 kadin 19 19 0 38
siddet 0.000 0.000 0.000 0.000 369 sisir 19 18 0 37
ayni 0.000 0.000 0.000 0.000 370 hizl 16 0 21 37
skeg 0.000 0.000 0.000 0.000 371 bula 21 16 0 37
bay 0.000 0.000 0.000 0.000 372 mi 9 25 4 37
eskiya 0.000 0.000 0.000 0.000 78 hatir 25 7 6 37
halbuki 0.000 0.000 0.000 0.000 374 boz 19 18 0 37
tabii 0.000 0.000 0.000 0.000 375 tabii 2.36 23.64 11.07 37.06
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Gizelge 2. Weka igerisinde Bulunan Uygulamalar ve islevleri

CLOPE Clustering

DTNB Classification
DistributionBasedBalance
EvolutionarySearch Attribute selection

IWSS Attribute selection
JDBCDriversDummyPackage
LibLINEAR Classification

LibLINEAR |

MODLEM Class'lflcatlon, Ensemble
learning

PCP

RBFNetwork Classification/regression
RerankingSearch Attribute selection
SPegasos

SPegasos
SVMAttributeEval

classificationViaRegression Classification

classifierErrors Visualization
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hiveJDBC
isotonicRegression
jsonFieldExtractor
kfGroo
multiBoostAB
multilnstanceLearning

ordinalLearningMethod Classification
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scatterPlot3D
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