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OZET

Tiirkge Haber Benzerliklerinin Belirlenmesinde Varlik isimlerinin
Hikaye Baglanti Algilama Gorevinin Bagsarimina Etkisi

Hamid AHMADLOUEI
Yuksek Lisans, Bilgisayar Muhendisligi Bolumu
Tez Danigsmani: Prof. Dr. Hayri SEVER
Aralk 2014, 72 sayfa

Tez, Konu Tespit ve Takip (Topic Detection and Tracking - TDT) programinda
tanimh Hikaye Baglanti Algilama (Story Link Detection - SLD) gorevinin Turkce bir
derlem Uzerinde farkli benzerlik fonksiyonlari ve bunlarin kombinasyonlarini Varlik
isimler Gzerinde kullanilarak basariminin test edilmesini ve anma/duyarlik uygun
degerlerini saglayacak kombinasyonun bulunmasini amacglamaktadir. Bu
kapsamda, TDT igerisinde basarisi kanitlanmis olan Vektér Uzayi Modeli (Vector
Space Model) temel yontem olarak kabul edildi ve bu yontemle birlikte Varlik
isimlerinin (Named Entity) kullaniimasinin basarim tizerindeki etkileri degerlendirildi.
Tezde tanimlanan ydntemlerin test edilebilmesi igin BilCOL-2005 derlemi
haberlerde kim, nerede, ne zaman vs. gibi sorularina yanit verecek varlik isimlerin
sekiz farkh (kisi, konum, zaman, kurum, para, yuzde ve belirsiz) etiketlerle

isaretlenerek kullanildi.

Anahtar Kelimeler: Konu Tespit ve Takip, Vektér Uzay Modeli, Varlik isimler,

Haber Benzerlikleri Tespiti



ABSTRACT

The Impact of Named Entites on the Performance of Story Link
Detection Task Using a Turkish Corpus of News Items

Hamid AHMADLOUEI
Master of Science, Department of Computer Engineering
Supervisor: Prof. Dr. Hayri SEVER

December 2014, 72 pages

This thesis aims to test the performance of the Story Link Detection (SLD) task as
part of the Topic Detection and Tracking (TDT) program using different similarity
functions and test their combinations performance on named entities, and find the
one that provides the optimum precision/recall values. To do this, we used the
Vector Space Model (VSM) as the main method which their performance is proven
in TDT studies, and evaluate the impact of Named Entities on the VSM performance.
In order to test the performance of methods, we used the BilCOL-2005 corpus after
tagged named entites which were used to respond to who, where, when and etc
guestions with eight (who, where, when, organization, Money, percentage, date,

unknown) different labels.

Keywords: Topic Detection and Tracking, Vector Space Model, Named Entities,
Story Link Detection.
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SIMGELER VE KISALTMALAR

Simgeler

f f-Olcusu (f-measure)

d duyarlik (precision)

a anma (recall)

m mikro

e esik deger (threshold)

k-m k-means

c-m c-means

Kisaltmalar

TDT Topic Detection Tracking (Konu Tespit ve Takip)
IR Information Retrieval (Bilgi Erisimi)

TF Term Frequency

IDF Inverse Document Frequency

TF-IDF Inverse Document Frequency

ML Machine Learning (Makine Ogrenimi)

SLD Story Link Detection (Hikaye Baglanti Algilama)
RM Relevance Model (ilgi Modeli)

EM Event Model (Olay Model)

NE Named Entity (Varlik isimler)

VSM Vector Space Model



VUM Vektor Uzay Model

NLP Natural Language Processing (Dogal Dil isleme)
KYK K-en Yakin Komsu

K-NN K-Nearest Neighbor

VivM Varlik Isimler Vektér Modeli

VIKM Varlik isimler Kesisim Modeli

VIBKM Varlik isimler Birlesim Kesisim Modeli

VINM Varlik isimler Normalizasyon Modeli

TP True Positive

FP False Positive

FN False Negative

TN True Negative



1 Giris

1.1 Problem Tanimi

Gunimuzde yayinlanan online haber 6gelelrin sayisi Ustel blyime sebebyle
neredeyse takip edilemeyecek kadar buyumektedir, ayrica bu sayisinin Ustel
buylumesi ve gesitli kanallarin kullanimi, online ¢aginda bilgi erigsim sistemlerin bilgi
aramalarini zorlagtirir, dolayisiyla bu buyuk haber artisini ve buyuk grup haberleri
yonetmek artik vazgecilmez bir ihtiyaca dontsulmustir. Ozellikle, internet
dunyasinda verinin inanilmaz hizla biyumesi, kullanicilarin tam istedikleri bilgiye
ulasmalari artik zaman alici soruna donusmektedir. Surekli olarak artan bu bilgi
havuzunda erigimi kolaylastirmak adina ve bu bilgilere kolaylikla dogru sekilde ve
kisa zamanda ulaslilabilecegini saglamak igin ayrica her turlt blginin kolaylikla dogru
sekilde sanal ortama ekelenebilmesi ve belgelerin iceriklerine goére onceden
belirlenmis olan siniflara atanmasi icin Bilgi Erisim Sistemleri ortaya ¢ikmis. Bu alan
uzerindeki akademik calismalar son yillarda agirlikli olarak Konu Tespit ve Takip

(Topic Detection and Tracking - TDT) programi tzerinde yodunlasmistir [1].

1.2 Galisma Konusu ve Kapsami

Tez genelde Bilgi Erisim Sistemleri (Information Retrieval Systems) kapsamina
giren calismalari icermekle birlikte 6zelde Konu Tespit ve Takib alaninda
arastirmalar icermektedir. Tez ¢alismalari, TDT programi igerisinde tanimlanmis
olan ve iki farkli haberin birbirleri ile ne kadar benzer olduklarini belirlemeyi
hedefleyen Hikaye Baglanti Algilama (Story Link Detection) goérevinin
gerceklestirimesinde kullanilacak olan yeni yaklasimlari kapsamaktadir. TDT
icerisinde varlik isimlerinin haber benzerliklerinde kullanildigi ¢alismalar literaturde
olay modeli (event model) olarak isimlendiriimektedir [1]. Tezin 6zel olarak TDT
icerisindeki hikaye baglanti algilama gorevindeki basarimini artirmak igin olay
modelini kapsayacagini sdylemek yanlis olmayacaktir. Buna gore literatirde bu
gorevin gergeklestiriimesinde basarilari kanitlanmig olan vektor uzayr modeli
yontemi temel alarak varlik isimleri yaklagimi ile (ya da olay modeli) sistem
basariminin artirilmasi Gzerinde deneyler gerceklestirildi. Bununla birlikte 6ngoérulen

deneylerin gergeklestirilebilmesi igin ihtiya¢c duyulan etiketlenmis bir Turkge derlem

1



bulunmadidi icin BilCol-2005 derleminin “kim“, “nerede®, “ne zaman® vs. gibi

etiketlerle isaretlenmesi tezin kapsami igerisinde yer almaktadir.

1.3 Amag

TDT alaninda gerceklestirilen akademik ¢alismalar, Ozellikle hikaye baglanti
algilama gorevinin gercgeklestiriimesinde kullanilan yontemler igerisinde 6Ozellikle
erigsim fonksiyonu bacaginda farkli yontemler birlikte kullanilarak erisim basariminin
artirihp artilamayacag! bilim insanlari tarafindan merak edilerek arastiriimistir [2][3].
Farkli yontemlerin birlestiriimesi konusunda yapilan calismalar genellikle sistemin
anma (recall) deg@erlerini artirirken ayni zamanda ilgisiz pek ¢ok belgenin de
getirimesini saglamakta ve sistemin duyarlik (precision) degerinin dolayisiyla
basarimin dusmesine neden olmaktadir. Bu nedenle, bu tar farkh erisim
fonksiyonlarinin birlikte kullanilacadi c¢alismalarda sistem basarimini en Ust
seviyeye cikarabilmek icin anma ve duyarlik arasindaki dengeyi gozetecek
modellerin geligtiriimesi son derece 6nemlidir. Kisaca bu tur sistemlerin, ideal olarak,
derlemdeki tim ilgili belgelere erigsim saglamasini ayni zamanda da ilgisizlerin
disarida birakilmasini saglayacak sekilde wuygun stratejileri desteklemesi

gerekmektedir.

Bu cercevede onerilen tezin amaci; Hikaye Baglanti Algilama (Story Link Detection)
gorevinin Turkce bir derlem Uzerinde farkh erisim fonksiyonlari ve bunlarin
kombinasyonlari kullanilarak basariminin test edilmesini ve optimum anma/duyarlik

degerlerini saglayacak kombinasyonun bulunmasini saglamaktir.

1.4 Motivasyon ve Ozgiin Deger

Onerilen tez igerisinde, SLD icerisinde haber benzerliklerinin ve farkliliklarinin
belirlenmesinde varlik isimlerinin kullanilacak olmasi, Turkce derlemler Gzerinde bu
kapsamdaki ¢alismalarin ¢ok sinirli olmasi nedeni ile tezin 6zgun igerigini oldukga
kuvvetlendirmekte. Ele alinan problemin 6nemi ve guncelligi, uygulanmasi
planlanan yontemlerin 6zgunlagu, ayrica Turkce uzerinde simdiye kadar bu tur
¢alisma yapiimadigini géz onunde bulundurarak, tez sonuglarinin degerini daha
arttinr. Calisma ile ilgili bir karsilastirmali degerlendirme dizenegi saglanacagindan,
arastirma sonuglari bundan sonra yapilacak benzer calismalar igin O6nem

tasimaktadir. Diger taraftan, tez kapsaminda vektdér uzaylr ve varlik ismi
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karsilastirma yontemlerinin bagimsiz basarimlarinin belirlenmesi, elde edilen
bagimsiz basarimlarin OR gibi mantiksal isleclerle birlestiriimesi, elde edilen
basarim ile karsilastirilmasi, vektor uzayi varlk ismi karsilastirmasinda ilgisiz
bulunan sonugclarin ¢ikarilmasi ile elde edilecek basarimin degerlendiriimesi gibi
calismalar, gercgeklestirildi. Bu tez 6nerisinin konusunu olusturan TDT programinda
Hikaye Baglanti Algilama (Story Link Detection - SLD) go6revinin
gerceklestirimesinde farkli dokiman gosterim yontemlerinin ve elde edilen
sonuglarin farkli kombinasyonlarinin test edilmesi konusu literatirde calisilan bir
konu olmasina ragmen segilen ve 6zellikle Turkge bir derlem Uzerinde uygulanacak
yontemler acisindan 6zgln deder tasimaktadir. Tezin bu yonu literatiirde daha 6nce
bu tdr bir arastirma hi¢ yapiilmamis olmasindan dolay! oldukg¢a yenilikgidir. Bu
kapsama yakin bir ¢calisma [5] TDT derlemi Uzerinde gergeklestiriimis ve sadece
haberlerdeki asil aktorlere (kim) bakilarak iki haberin ayni konuda olmadigi ile ilgili

gucll bir karar verilebilecegi tezi savunulmustur.

2 Onbilgi ve Literatir
2.1 Bilgi Erigim Sistemi

Bilgi erisim sistemleri, farkli ortamlarda bulunan belgeler igerisindeki bilginin
bulunarak onunla ilgilenen kullanicilara sunulmasini amaglayan sistemlerdir [6]. Bir
bilgi erisim sistemi: belgelerin bulundugu derlem, kullanici sorgulari ve kullanicilarin
sorgu cumlelerindeki terimlerle derlemdeki belgelere verilen terimleri karsilastirarak
ilgili belgeleri belirlemek icin kullanilan bir erisim fonksiyonundan olusur. Bu noktada
bilgi erisim sisteminin temel islevi, kullanicilarin bilgi ihtiyaclarini kargilamasi
muhtemel derlemdeki ilgili (relevant) belgelerin timune erigsmek, ilgili olmayanlari da

ayiklamaktir [7].

2.2 Konu Tespit ve Takip

TDT calismalarinin amaci; gazete, radyo ya da televizyon haberleri ile ilgili
hikayelerin organize edilmesi, belirlenen bazi hikayelerin tespit edilmesi ve zaman
icerisinde bunlarin takip edilebilmesini saglayacak teknolojilerin gelistiriimesini
saglamaktir [8]. Bu hedefi gerceklestirmek icin, TDT galigmalari, sisteme ulasan

haber yayinlarini her biri bagimsiz bir olayi tartisacak sekilde ayirmayi amaclayan
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“‘Hikaye Bolumleme (Story Segmentation)”, sisteme ulasan haberin daha 6nce
karsilagsilmamis yeni bir hikaye oldugunu belirlemeyi amaclayan “ilk Hikaye
Algilama (First Story Detection)®, sisteme ulasan haberin hangi konu kimesine ait
oldugunu belirlemeyi amagclayan “Kume Algilama (Cluster Detection)®, belirlenen bir
haberin sistem tarafindan takip ediimesini amagclayan “Hikaye izleme (Topic
Tracking) ve sisteme ulasan iki badimsiz haberin ayni konuyu tartisip
tartismadiklarini anlamayr amaclayan “Hikaye Baglanti Algilama (Story Link

Detection)” isimleri altinda bes temel goreve bolunmasgtur.

2.3 Hikaye Baglanti Algilama

Hikaye Baglanti Algilama gorevi, geleneksel bilgi erigsim sistemlerinde iki farkli
dokiimanin ayni konuyu tartisip tartismadigi belirlenmeye caligiimaktadir. Onerilen
tezde Tirkge bir derlem (izerinde Varlik isimler kullanarak Hikaye Baglanti Algilama
gorevin Uzerinde ayrintili deneyler yapilarak (kisi, konum, zaman, ne vs. terimleri

incelenerek) ilging sonuclar elde edildi.

2.4 Basan Olgiitii Terimleri

Tez calismasinda elde edilen deney sonuglarinin tim bilim insanlari tarafindan
kabul gormus basarim hesaplama Olgutleri kullanilarak ifade edilmesi
gerekmektedir. Tezde elde edilen bulgularin basarimini degerlendirirken kullanilan
temel kavramlar, duyarlik, anma ve F-6lcutudir. Sistemin basarisi, haberlerin dogru
konuya ait olup olmadiklarini belirlemede, dogru ve yalnig 6rnek sayisiyla ol¢ulir.

Bu basarim dlgutlerin detaylari ve hesaplanma yollari alt bagliklarda agiklanmistir.

2.4.1 Duyarhk Degeri (Precision)

Sistem basariminin dl¢cuimesinde duyarlik ve ya system kesinlik degeri kullanilan en
pouler ve basit 6lct. Bu deger hesaplanirken erigilen belgeler arasinda dogru konu
atanmig ornek sayisinin (TP), toplam erigilen haber sayisina (TP+FP) oranidir
(Esitlik 2.1). Bu deger her zaman 0-1 Araliginda degismektedir.

TP

D = —
uyarlik TP+ FP

Esitlik 2.1 Duyarhk
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2.4.2 Anma Degeri (Recall)

Anma degeri hedefi vurma orani olarak bilinmektedir. Yani erisilen gereken bilgilere
ne oranda ulasiimis oldugunu gosteren bir degerdir. Bu deger hesaplanirken
belirlenen dogru iliskili pozitif haber sayisinin (TP), derlemdeki toplam ilgili belgelerin
sayisina (TP + FN) oranini verir. (Esitlik 2.2). Bu deder her zaman 0-1 arasinda

degismektedir.

TP
TP +FN

Anma =

Esitlik 2.2 Anma

2.4.3 Dogruluk (Accuracy)

Bu sistemde, basari performansi tanimi igin, konu belirlemeler ve atamalarin ne
kadar dogru oldugu soylemek yalnis degildir. Dogruluk degeri yapilan analizin
gercek degere ne kadar yakin oldugunu gosterir. Bu deger hesaplanirken dogru
haber konusu atanmis haber sayisinin toplami (TP + TN), konu atanmis verilerin

timundn sayisina (TP + FP + TN + FN) bolinmesiyle elde edilir (Esitlik 2.3).

TP+TN
TP+FP+TN+FN

Dogruluk =

Esitlik 2.3 Dogruluk

2.4.4 F1-Olgiimu (F1-Measure)

Onceki bolimlerde agiklanan Duyarllk ve Anma degerliklerinin  harmonik
ortalamalari (Esitlik 2.4) hesaplanarak bu deger elde edilir. Bu deger O ile 1 degerleri

arasinda olur. Yapiimig olan testin dogrulugunu ifade eden bir degerdir. Veri



madenciligi ve makine 6grenimi alanlarinda yapilmis c¢alismalar i¢in en yaygin

kullanilan basari olguttudar.

Duyarlik + Anma
Fl=

’ Duyarlik + Anma

Esitlik 2.4. F1 Olgtimi

2.5 Literatlr

Bu bolimde gegmisde en sik kullaniimis yontemlerden bahsedilmektedir.
Geleneksel bilgi erigsim sistemlerinden TDT programinda kullanici sorgularinin yerini
derlemdeki belgelerle ilgili olup olmadigi bilinmeyen yeni belgeler almaktadir. Bu
kapsamda hikaye baglanti algilama goérevinin gergeklestiriimesinde bazen erigim
fonksiyonu bazinda sorgu-belge vyerine belge-belge eslestirmesi yapmak
zorundadir. Bu eslestirmeler icin kullanilan erisim fonksiyonlari geleneksel bilgi
erisim sistemlerinde kullanilan ydntemlerle benzerlikler gostermektedir. Bu
yontemlerden bazilari; Boole modeli, vektor uzayr modeli, olasiliksal modeller, dil
modeli ve ilgi modeli olarak karsimiza ¢ikmaktadir [9]. Literatlrdeki calismalara
baktigimizda, “Hikaye Baglanti Algilama goérevinin”, TDT calismalarinda kritik bir
Oneme sahip oldugu belirtiimistir. Buna gore, sisteme verilen iki bagimsiz hikayenin
ayni konuda olup olmadigini anlamayi hedefleyen Hikaye Baglanti Algilama
gorevinin basariyla gergeklestirimesi halinde, TDT icin pek c¢ok problemin de

beraberinde ¢ozulebilecegi 6ngorulmektedir [10].

Hikaye baglanti algilama goérevinin gerceklestiriimesinde kullanilan pek ¢ok yontem,
kargilagtirlan iki hikaye arasinda nekadar fazla sayida kelimenin ortustugunu
arastirir. Karsilastirilan iki hikaye arasinda nekadar fazla sayida ortiisen kelime
varsa, bu iki hikayenin ayni konuyu tartisma olasiliginin da o kadar yuksek oldugu
kabul edilir. Bu yaklagim, vektdr uzayr modellerinden [11] baslayip, istatistiksel dil
modellerinekadar gelistirilen butun yontemlerin temelini olusturmustur. Pek ¢ok bilgi

erigsim sisteminde oldugu gibi, cogu arastirmaci, hangi kelimelerin segilecegi, bu



kelimelerin nasil agirliklandirilacagi ve agirliklandiriimig olan bu kelimelerin en etKkili

bicimde nasil karsilastirilacaklari konularina odaklanmiglardir.

2.5.1 Vektor Uzay Modeli

Onerilen tez kapsaminda kullanilacak olan vektdr uzayr modeli (vector space model)
yontemine kisaca bakmakta yarar vardir. Vektor uzayr modeli, klasik bilgi erigim
sistemleri tarafindan erisim fonksiyonu olarak sik¢a kullanilan ve 1960’larin
sonlarinda geligtiriimis olan ve gunumuizde de hala yodun olarak kullanilan oldukca
popduler bir yaklasimdir. Bu yontemi kullanan bilgi erisim sistemlerinde, sorgular ve
belge koleksiyonunda bulunan her bir belge, koleksiyonda bulunan 1,2, ..., gibi n
adet tekil kelimeden olusan bir vektor gibi gosterilir. Belgenin vektor biciminde
gosteriimesinde kullanilan u, «©, .. n, katsayilarinin degerleri, ilgili koleksiyon
kelimesinin i), belge veya sorgu icerisinde bulunup bulunmamasina ya da kag kez
bulunduguna goére belirlenir. Vektdr uzayr modelinde, terim agirliklari idf-agirlikli
kosinUs katsayisi olarak tanimlanir ve t.idf (term frequency * inverse document frequency) Olarak
gosterilir. TDT galigmalarinda kargsilastiriimasi gereken iki belge oldugu igin burada
her bir belge icin birer dokiman vektoru olusturulur ve belgeler arasindaki benzerlik
(Esitlikte 2.5) gibi hesaplanir

PIRACEAD
\[i 7 (wJ-\[i 700
el W=l

simla, b) =

Esitlik 2.5 Benzerlik Hesaplama

ttaw), w Kelimesinin a belgesi icerisindeki sikligi, tbw), w kelimesinin b belgesi

icerisindeki sikligini ifade etmektedir.

2.5.2 Varlik isimler Modeli

TDT, haber metinleri igerisinde ifade edilen olaylar (events) ile dogrudan ilgilidir ve
bu program icerisinde bir olay; 6zel bir mekanda, belirli kisi ya da organizasyonlarin

katilimi ile belirli bir zaman diliminde gerceklesen eylemler olarak tarif edilmektedir
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[12]. Bu kapsamda TDT icerisinde, haber metninin gdsteriminde varlik isimlerinin
(named entity) kullanilmasi, program igerisindeki olay (event) kavraminin tanimi ile
eslesmesi agisindan bir zorunluluk gibi gérinmektedir. TDT c¢alismalari igerisinde
tanimli olan Story Link Detection (SLD) gorevinin gerceklestiriimesi amaciyla haber
benzerliklerinin belirlenmesinde varlik isimlerinden yararlanmiglardir [12]. TF.IDF
agirhiklandirma yontemi baz alarak, bu yontemin basarimi varlik ismi tabanl TF.IDF,
agirhklandiriimamig, varlik ismi genigletme yontemi ve agirliklandiriimig varlk ismi
genisletme yontemleri ile karsilastiriimistir. Testler esnasinda TDT3 ve TDT4
derlemleri kullaniimigtir. Bu ¢alismada varlik isimleri kullanilarak uygulanan ilk
yontemde (TFIDF on entities) varliklar otomatik olarak tespit edilmis ve haber
metinlerinde gecen diger kelimeler (isimlendirilmis varliklar disindakiler) atilmistir.
Sonraki asamada, her bir dokiman igin belirlenen varhk isimleri kullanilarak
dokuman vektorleri olusturulmustur. Dokiman benzerliklerinin belirlenmesinde
vektdor uzayr modeli kullaniimistir. Bu yontemde en buyuk problem, bazi
dokumanlarin saglikh bir karsilastirma yapacak kadar varlik ismine sahip
olmamasidir. Bu problemi gidermek icin varliklar arasindaki iligskileri gosteren
cizgeler olusturulmus ve ayni haberde bir kez birlikte geg¢en varlik isimleri iligkili
olarak kabul edilmistir. Bu yaklasimda, dokiman vektorleri olusturulurken sadece
dokuman iginde gegen varliklar degil bunlarla iligkili diger varliklar da kullaniimigtir
(unweighted expansion). Uygulanan son ydntemde ise cizge Uzerinde birbiri ile
iligkili varlik isimlerine iliski derecelerine gore bazi agirlklar verilmig ve yeni
dokuman vektorleri bu agirliklar goz 6nune alinarak olugturulmustur. Testler sonucu
elde edilen veriler SLD gorevinde haber benzerlikleri belirlenirken varlik isimlerinin
kullanilmasinin sistem basarimi Uzerinde anlamli bir maliyet dususu sagladigini
gOstermistir [12]. Varlik isimlerinin TDT programinda “New Event Detection — NED”
gorevi i¢cin  kullanmldigi  diger o©Onemli bir c¢alismada, NED gdrevinin
gerceklestirimesinde varlik isimlerinin kullaniimasinin, belirli konularda basarim
Uzerinde olumlu etkisi oldugunu goéstermektedir [13]. Bu calismanin devaminda
Tarkge bir derlem Uzerinde NED gorevinin gergeklestiriimesinde varlik isimlerinin
sistem basarimi Uzerindeki etkilerini arastirmigtir [14]. Arastirmada dokuman
vektorleri olusturulurken doért farkh yontem kullaniimistir. Bu yontemler; 1) varlik ismi
digindaki tum kelimelerin alinmasi 2) sadece varlik isimlerinin alinmasi 3) tim
kelimelerin alinmasi yaklagsimidir [13]. Buna gore, dokimanlar icerisindeki tim

kelimelerin kullanildigi vektor gosterimi yaklagimi en bagarili yontem olarak rapor
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edilmistir [14]. Bu c¢alismada dokumanlar icerisindeki varlik isimlerinin

belirlenmesinde otomatik ¢cikarsama yontemleri kullaniimistir.

2.5.3 Olay Modeli (Event Model)

Dokiman gosterimleri (document representation) hem geleneksel bilgi erigim
sistemleri hem de TDT gorevleri i¢cin son derece 6nemli bir agsamadir. Calisilan
alanlara bagli olmak kosulu ile dokiman gosterimi i¢in kelime tabanl yontemler, dil
modelleri ve c¢izge (graph) tabanl ydéntemler [15] kullaniimaktadir. Dokiman
gOsterimi ile ilgili olarak kullanilan yontemlerden bazilari konudan bagimsiz olarak
genig bir kullanim alani bulurken diger bazi yontemler sadece sinirli alanlarda
kullanilabilmigtir. TDT ¢alismalari da dodasi geredi dokiman gosteriminin kritik bir
Oneme sahip oldugu alan olarak kargimiza ¢gikmaktadir. TDT programi igerisinde
dokiman gosterimi [15] ve farkli erisim fonksiyonlarinin sonuglarinin birlestiriimesi
[2][3][4] ile ilgili cahsmalar geg¢misten gunimuize aktif olarak arastiriimis ve

gunumuzde héla popdulerligini korumaktadir.

Geleneksel bilgi erisim sistemlerinde kulanilan dokiiman gésterme ydntemlerinin
aslinda TDT icin yetersiz kaldigi ve olay tabanli bu alanda destekleyici farkh
yontemlerin kullaniimasi geregine literatlrde sikga vurgu yapilmistir [16][17][18]. Bu
bakis acisi ile TDT icerisindeki dokimanlar klasik terim vektorleri ile ifade etmek
yerine hikayeler icerisindeki isimleri, yerleri, zamani ve konuyu adresleyen verlik
isimler ve ya olay vektorlerinin (event vector) kullaniimasinin daha anlamli olacagi
fikri destek gormustur [19]. Buna gore bir olay vektoru; olaya katilan aktorleri ifade
eden Kigiler (who), olayin gerceklestigi zamani ifade eden zaman (when), olayin
gerceklestigi mekani ifade eden konum (where) ve olayin eylemini ifade eden konu

(what) vektorlerinden olugacak bicimde ifade edilebilir.

NED ile ilgili olarak gergeklestirilen sonraki bir calismada [20] yine varlik isimleri
kullanilarak iki farkh hikayenin karsilagtiriimasi igin isimler, konular ve tam metinler
dikkate alinarak bazi deneyler yapilmigtir. Daha dnce gergeklestirilen calismada
[13] vektorler, varliklarin tarine bakilmaksizin belirlenen tim varlik isimleri
kullanilarak olusturulmustu. Yeni ¢alismada ise [20], TDT icerisindeki olay (event)
tanimindan yola ¢ikarak bir hikayenin kisiler (who), yerler (where), zaman (when) ve
eylemi belirleyen (what) kelimeler kullanilarak ifade edilebilecegini sGylemistir, eger

iki farkh hikdye ayni konuda ise bu hikayelerin ayni varlik isimlerini ve konu
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terimlerini paylasmalari gerekir. Diger taraftan, eger iki hikaye birbirine yakin ancak
farkli konularda ise varlik isimleri ya da konu terimleri arasinda bir eslesme olsa da
muhtemelen her ikisi birden eslesmeyecektir [20]. Bu g¢alismada, varlik isimleri
kullanilarak gergeklestirilen siniflandirma yontemlerinin vektor uzayr modeli temel
alinarak gergeklestirilen temel siniflandirma modelinden anlamli olarak daha

basarili sonuclar elde edildigini rapor etmiglerdir.

Benzer bir calismada [21] arastirmacilar, haberlerde gegen isim, yer ve zaman
bilgilerini ayr1 ayri vektorlerle ifade etmislerdir. Bu calismada isim, yer ve zaman gibi
varlik isimleri otomatik ¢cikarsama yontemleri ile elde edilmis ve dokiiman icerisinde
bunlar disindaki terimlerin haberin konusunu (what) ifade edecegi belirtiimistir.
Yazarlar, varlik isimlerinin kullaniimasinin yeni haber tespit etme probleminde
onemli bir basarim artisi sagladigini raporlamislardir [21]. Yine ayni konudaki
calismalarinda [19] TDT icin sadece dokiman terimleri kullanilarak gergeklestirilen
dokuman gdsterimlerinin yeterli olmadigini ve etkili bir sistem igin varlik isimleri
kullanilmasi gerektigini vurgulanmigtir. Calismada 0Ozellikle yer ve zaman

karsilastirmalari igin kesisime dayanan benzerlik metrikleri dnerilmistir.

TDT gorevlerinin gergeklestiriimesinde varlik isimlerinin kullaniimasinin literatirde
genellikle basarim Uzerindeki olumlu etkilerinden bahsedilmekle birlikte bunun
tersinin savunuldugu calismalarda vardir [22], Korece haberlerden olusturulmus
olan derlem Uzerinde gerceklestirdikleri ¢alismalarinda zaman (when) bilgisinin
konu takibi (topic tracking) icin gergeklestirilen deneylerde basarimi anlamli bir

oranda artirmadigini ifade etmiglerdir.

Tarkge icin gergeklestirilen benzer galismalar agirlikli olarak metinlerden varlik
isimlerinin (isim, yer, zaman, organizasyon v.b.) otomatik olarak c¢ikariimasini
saglayan makine ogrenme yontemleri Uzerine yogunlasmistir [23][24][25][26]. Bilgi
erisimin bir pargasi olarak varlik isimlerinin erigim fonksiyonu ya da bunu destekler
nitelikte kullanildigi ¢caligmalar ise oldukga sinirlidir [27][28][29]. Tiurkce derlemler
uzerinde varlik isimlerinin kullaniimasi ile elde edilecek erigim etkinligi konusunda
sinirli galismalara dikkat ¢ekilmis [14] ve bu konuda daha derinlemesine galismalar
yapilmasi gerektigini vurgulamiglardir.

10



2.6 YOontem

TDT igerisinde basarisi kanitlanmis olan Vektér Uzayi Modeli (Vector Space Model)
ve daha 0©Once Turkge Uzerinde vyapillan c¢alismamizin sonuglarindan
faydalanarak([3][4], Turkge haberler Gizerinde vektor uzay modeli, yuksek basari elde
etmistir [3]. Dolayisiyla tez calismalari devaminda sadece vektér uzay modelin
temel yontem olarak kabul edip, bu yéntemle birlikte Varlik isimlerinin (Named

Entity) kullaniimasinin basarim Uzerindeki etkileri degerlendirildi.

2.6.1 Yontem Detayh Tanimi

Sistem testleri esnasinda yontem olarak secilen vektor uzayi, gegmisten gunumuze,
bilgi erisim sistemleri ile ilgili galismalarda erisim fonksiyonu olarak genellikle tek
basina kullaniimigtir. Vektor uzayr mdelinin arkasinda yatan felsefeye bakildiginda,
vektor uzayi yontemi karsilagtirilan belgelerdeki terim gakismalarina gore benzerlik
degerlerini hesapliyor, dolayisiyla vektor uzayi yonteminin kagirdigi konuyla ilgili
belgelerin varlik isimleri yontemiyle yakalama sansi olabilir. Bu baglamda, SLD
gorevinin gerceklestiriimesinde vektor uzayl ve varlik isimler yontemin verecegi
bagimsiz kararlarin OR (YA) mantiksal operatori ile birlestiriimesi sonucu sistemin
anma (recall) degerinin oldukga ylksek ¢ikmasi, diger bir deyisle ilgili belgelerin
blyUk bir cogunluguna erisilmesi saglanacaktir. Diger taraftan bu tar bir birlestirme
muhtemelen ilgili belgelerin yaninda ilgisizleri de getirecedi i¢in duyarlik (precision)
dusecektir. Bununla birlikte vektor uzayl ve olay modelinin verecegi bagimsiz
kararlarin AND (VE) mantiksal operatéru ile birlestiriimesi ile elde edilecek sonug
yontemlerin birlikte verdikleri ilgililik kararlarinin yorumlanmasi, diger bir deyisle bir
yontemin digerinden farkl olarak verdigi dogru kararlarin belirlenmesi agisindan
aciklayici olacaktir. Bu baglamda who (kim), where (nerede), when (ne zaman) vs.
gibi etiketlerle isaretlenmis varlik isimlerinin teker teker ve tUumu bir arada
degerlendirilerek haber benzerlikleri Uzerindeki etkileri agik bir sekilde ortaya
konuldu. Tez kapsamindaki varlik isimleri ile ilgili caligmalarin iki boyutta incelendi.
Bunlardan birincisinde; haberler icerisindeki varlik isimleri teker teker (kim, konum,
ne zaman vs.) ve ikincisinde bu varliklarin birlikte kullanilarak haber benzerlikleri

Uzerindeki etkileri aragtirildi.
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2.6.2 Agirlandirma (TF-IDF)

TF-IDF agirlandirma yoéntemi, IR alaninda terim normalizasyon yéntemidir. Yani
derlemdeki dokumanlar icerisinde terimlerin 6nemini belirlemektedir. Dolayisiyla
derlemde sikga gecen kelimelerin etkisini azaltmak icgin, derlemdeki terimler
Uzerinde normalzasyon islemi gergeklestiriyor. Cimlelerde yer alan kelimelerin ne
siklikla kullanildigina yani frekansina ve diger dokimanlarda ge¢me sikliklarini
birlikte hesaplayarak, kategoriler i¢cin en 6nemli kelimelerin tespitini saglar. Aslinda

durma kelimeleri tespit etmede ¢ok basarili bir ydontem olarak kullaniimaktadir.

Term Frequency (tr), t teriminin bir dokumaninda geg¢me sikh@r @, bola ilgili
dokumanda toplam terim sayisi @ . Inverse Document Frequency (oF), N degeri
toplam dokiman sayisi, df ise kelimenin tim derlemde toplam ka¢ dokimanda
gectigi. ioF degerinin ylksek ¢ikmasi terimin ilgili kategorinin belirlenmesi icin dnemli

oldugunu gosterir.

rr=L

df

Esitlik 2.6 TF Hesaplanmasi

IDF = log (%)

Esitlik 2.7 IDF Hesaplanmasi

TF —IDF =TF = IDF

Esitlik 2.8 Tr-ipF Hesaplanma Yontemi
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2.6.3 Filtreleme (ZEMBEREK)

Zemberek 2005 yilinda Tubitak projesi kapsaminda, ilk ve tek acik kaynak kodlu
Turkce dogal dil isleme kutuphanesidir [30]. Zemberek dogal dil isleme (NLP)
alaninda sikga kullanilan uygulamalardandir. Genel olarak iginde kullanilacagi dile
ait kelimeleri ve bu kelimelerin kdklerini barindirir. Bu tlr uygulamalarin amaci analiz
yapilacak olan metin verilerinin en dogru bir bigcimde degerlendiriimesini

saglayabilmektir.

Bu tezde kok bulma iglemi icin, Zemberek kitiphanesi kullaniimigtir. Agik kaynak
kodlu oldugu icin g¢esitli yazilim kutuphanelerinde bu uygulamaya erismek
mumkunddr. Derlemdeki haberler Uzerinde Zemberek aracin kullanarak gévdeleme
ve filtreme islemi tamamlandiktan sonra, artik dokuman TF-IDF hesaplama ve

ardindan dokuman vektorlerin hazirlanmasi igin gerekli veri seti hazir olmus oluyor.

2.6.4 Indeksleme (Apache Lucene)

Apache Lucene, Java tabanli metin arama iglemini saglayan acgik kaynak kodlu
kutiphanedir [31]. Aslinda Zemberek kutiphanesinden c¢ikan veri, girdi olarak
Lucene veriliyor ve indexleme iglemi veri seti Uzerinde gergeklesiyor. Indexleme
esnasinda her dokuman igin TF-IDF degerleri hesaplandiktan sonra dokuman
vektdrleri elde edilir. Indexleme ve vektdr agsamasindan sonra Lucene Kittphanesi

indekslenmis veri Gzerinde arama yapilmasini saglamaktadir.

2.6.5 Sistem Genel Mimari

Zemberek
Etiketleme

Veri Filtreleme
Yazilimi

Lucene « Lucene

Arama Indexleme

Sekil 2.6.1 Sistem Mimari
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3 Veri Hazirlama

3.1 Derlem Etiketleme Literatiri

Literatirde konu tespit ve takip sistemleri ve farkli bilgi erisim modelleri (vektdr uzayi
modeli, vb.) ile gerceklestiriimis c¢esitli arastirmalar bulunmaktadir. Asagida
degerlendiriimis olan c¢alismalarin ¢ogunda bir derlem Uzerinde calisiimis ve
sonuglar degerlendirilirken anma ve duyarlik degerleri de dikkate alinmistir.
Literatirde yer alan c¢alismalara baktigimizda, haber derlemleri Uzerinde
gerceklestiriimis ¢alismalarda, 6rnegin bir metinde yakalanabilen olay, zaman ve

zamansal iligkilere ait ayrintili bir bilgi semasi tanimlamaktadir [32].

Yeni olay algilamaya yonelik bir ¢calismada ise, isimler, konular ve tam metinlere
dayali ti¢ kosinis benzerligi bulunarak iki hikaye karsilastiriimistir. Uzerinde durulan
siniflayici modelde, tUm koleksiyonlarda vektor uzayr modeli ¢izgisi Uzerinde
istatistiksel olarak anlamh gelismeler oldugu goéralmustir [20]. Calismada
isimlendirilmis varliklar; Olay, Jeopolitik varlik, Dil, Konum, Milliyet, Kurum, Kisi,
Tarih, Zaman gibi etiketlerle belirlenmistir. Bu 6zelliklerin kullaniimasinda olaylarin
bir grup terimle tanimlanmis ve her olayin kKisi, yer gibi isimlendirilmis varliklarla
karakterize edilmis oldugu dusuncesi hakim olmustur. Eger iki hikaye de ayni
konudaysa, konu terimlerinin yani sira isimlendirilmis varliklarini da paylasirlar. Eger
benzer konulara sahiplerse isimlendirilmis varliklar ya da konu terimleri (ikisinden
biri) eglestirilecektir. Deney i¢cin TDT2, TDT3, TDT4 ve TDT5 derlemleri

kullaniimigtir.

Haberlerdeki tekrarlara yonelik 2009 yilinda yapilmis tezde [27], tekrarlh haber
bulmak icin varlk isimlendirmeyi kullanma seklinde degigik bir yaklagim ileri
surtulmustur, bu yaklagsim Turkce haber belgeleri ile degerlendiriimigtir ve Bilkent
Haber Portal’'ndan saglanan haberlerden olusan veri seti kullaniimigtir.

3.2 BilCol (Veri Seti)

Deneysel galismalarin gergeklestirilebilmesi amaciyla, Bilkent Universitesi'nde
gelistirilen ve benzer makale galismalarinda kullanilan BilCol-2005 [14] haber

derlemin kullanildi. BilCol-2005 deney derlemi TDT calismalarindan esinlenerek
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hazirlanmistir. Derlem 209.305 dokiman ve seksen tanesi insanlar tarafindan

etiketlenmis olaylardan olugmaktadir.

3.3 Veri hazirlama yontemi

Tez varlik isimlerinin dokiman benzerliklerinin belirlenmesindeki etkilerine
odaklandigi i¢in BilCol-2005 derleminin etiketlenmesinde, otomatik ydntemlerle
varlik isimlerin c¢ikariimasini saglayan makine 6grenme yontemleri yerine varlik
isimlerin etiketlenmesi icin manual yéntem kullanildi. Bu kapsamda sistem
testlerinin gergeklestirimesini saglayacak sayidaki belge, haberlerde gecgen
kim(who), nerede (where), ne zaman (when) vs. gibi sorularina yanit verecek

etiketlerle isaretlendi ve testler bu derlem Uzerinde gergeklestirildi.

Derlem etiketleme, tez kapsaminda tanimlanan yontemlerin uygulanabilmesi igin
oncelikli olarak gerceklestiriimesi gereken adimdir. Bu adimin temel hedefi BilCol-
2005 derleminin varlik isimlerini igcerecek bicimde etiketlenmesini saglamaktir.
Ancak bu adimi gergeklestirmek igcin derlemin en az hata ile etiketlenmesini
saglayacak web tabanli bir etiketleme yaziliminin geligtiriimesi ihtiyaci dogmustur.
Bu kapsamda etiketleme calismalari BilCol-2005 derleminde bulunan ve ilgililik

degerlendirmeleri yapilmis olan 5881 adet haber Uzerinde gergeklestirildi.

Etiketleme Yaziliminda amaglanan, BilCol-2005 derleminde bulunan ve daha
onceden belirlenmis olan 80 konu basligi ve bu konu basliklarina ait 5881 haberin,
tez kapsaminda, kullanicilar tarafindan tek tek okunarak, haber icinde bulunan kim,
nerde ve ne zaman gibi sorularina cevap veren kelimelerin etiketlenmesini

saglamaktir.

3.3.1 Etiketleme Yazilimi Mimarisi

Gelistirilen etiketleme yaziliminin kullanicilarin es zamanli olarak internet tizerinden
etiketleme vyapabilmelerine olanak saglayacak bir mimari yapida olmasi
hedeflenmistir. Bu kapsamda U¢ katmanli bir yazilim mimarisi kullanilarak ara yiz,
is mantiklari ve veri tabani farkli katmanlarda tutulmustur. Yazilim gelistirme
strecinde is mantigi bilesenlerinin olusturulmasinda J2EE platformu, ara yiz
tasarimlarinda Vaadin Framework ve veritabani iglemleri icin MySQL Veri Tabani

Yonetim Sistemi, uygulama sunucusu olarak Apacahe Tomcat kullaniimigtir.
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Sekil 3.3.1 Etiketleme Yazilimi Mimari Yapisi

3.3.2 Veri Tabani Tasarimi

BilCol-2005 derlemi tim haberleri igerisinde barindiran tek bir XML dosyasi
biciminde olusturulmustur. Haberler Uzerinde tek tek galisilmasi gerektigi icin 80
konu basligindaki 5881 haberin ve bu haberlerle ilgili bilgi alanlarinin veri tabanina
aktariimasi gerekmistir. Bu kapsamda olusturulan veri tablolari ve her bir tablonun

amaci takip eden kisimda kisaca aciklanmistir.

Haberler Tablosu: Haberler tablosu Etiketleme Yaziliminda kullanilacak olan 5881
haberin hepsinin bulundugu tablodur (Sekil 4.1) Bu tabloda asagidaki alanlar

bulunmaktadir.

HaberID: Her haber i¢in atanmis olan, tekil numaradir, ayni numaral iki

haber Tablo’da bulunamaz.

HaberBaslik: Haberin bagliginin tutuldugu kisim.
HaberKaynak: Haber kaynaginin isminin tutuldugu kisim.
HaberTarih: Haberin yayinlama tarihinin tutuldugu kisim.

Haberigerik: Haber metninin tutuldugu kisim.
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Column Name Data Type I Allaw Mulls
__| Haberm int I
_I HaberBaslk nvarchar(50) ¥
J Haberkaynak nvarchar (50) -
_l HaberTarih date -
Habericerik text ¥

Sekil 3.3.2 Veri Tabani-Haberler Tablosu

Konular Tablosu: Haberler igin belirlenmis olan konularin tutulacagi tablodur (Sekil

4.2). Bu tabloda asagidaki alanlar bulunmaktadir.

KonulD: Her konu igin atanmis olan, 6zel numaradir, ayni numarali iki konu

tabloda bulunamaz.

KonuBaslik: Konu bagliklarinin tutuldugu kisim.

Column Mame Data Type I Allow Mulls
_| KonulD int r
KonuAdi nvarchar{50) r

Sekil 3.3.3 Veri Tabani-Konular Tablosu

Haber Konulari Tablosu: Hangi haberin hangi konuya ait oldugunun tutuldugu

tablodur (Sekil 4.3). Bu tabloda asagidaki alanlar bulunmaktadir.
HaberID: Haber igin atanmis tekil numaranin bulundugu kisimdir.

KonulD: Haberin ait oldugu konunun tekil numarasinin tutuldugu kisimdir.

Column Name I Data Type I Allaw Mulls
_| HaberID int r
KonulD int r

Sekil 3.3.4 Veri Tabani- Haber Konulari Tablosu
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Etiketlenen Haberler Tablosu: Etiketleme tablosunda, kullanicilarin etiketlemeyi

bitirdigi haberler tutulur (Sekil 4.4). Bu tabloda asagidaki alanlar bulunmaktadir.
HaberlD: Etiketlenmis olan haberin 6zel sira numarasi tutulur.

HaberEtiketlenmisigerik: Etiketlenmis haberin, dedismis olan yeni metninin

tutuldugu kisim.

Column MName I Data Type I Allaw Mulls
_| HaberID int r
HaberEtiketenmisicerik | text -

Sekil 3.3.5 Veri Tabani-Etiketlenen Haberler Tablosu

3.3.3 Yazilim Kullanici Arayuizi

Hazirlanan Etiketleme Programi, Hacettepe Universitesi uygulama sunucusundan
yayinlanmasi gergeklestirildi. Uygulama calistirildiginda, kullanici girisi yapildiktan
sonra sayfada gorunen ilk pencere, kullanici giriginin yapilmasini saglamak Utzere
altdaki sekilde 6rnek olarak gdsterilmistir. Sol panelde haber konularini gézikmekte,
konu sec¢iminden sonra o konu ile ilgili daha dnceden belirlenmis olan bitin haberler
bu konu bashg: altinda listelenmektedir. Haber iceriginin gosterimi ile kullanici
haberi okur ve gerekli gordugu kelimeleri sag tarafta bulunan butonlari kullanarak
etiketlemesini gergeklestirir. Etiketleme iglemi, gerekli gordugu kelimenin Ustuna
sectikten sonra daha once tanimlanmis etiketleme kurallarina gore, uygun olan

etiket butonuna basarak gerceklestirildi.
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& € 0193140238104 =
[ vaadinand rec... }t-RE:loginFormi.u EclipseWTPTum @! Parse Yahoo! W... CreateaWebS... X InstallEclipse... 4§ Somehandywe... [ WebServicesD... .

TURKGE HABER BENZERLIKLERININ BELIRLENMES]

'Q, KARSTA TRAFIK KAZASIT 6L 35 YARALI Haber ID :204825Baslk :G Kore'de 'Kok Hiicre' Skandali

'v ONUR AIR'IN AVRUPANIN BAZI ULKELERINDE INIS KALKI

ok hl il PERSON
'@ KORELIILIM ADANINI KOK HUCRE ARASTRIASI SAH Kopyalama yoluyla insana ait kok hiicre elde ettigini aciklayan, ancak daha sonra L Dt
< > ' >
I R B AT mgsleklaslan tarafindan verileri arptirmakla suglanan <location: Gur}emeeIKIIocatmn ocano
~ Kok hice aragtimasi sahte gk bilim adami <person>Hwang Woo-suk'un</person> sahtekarlik yapiigi anlasild. ; S—
) G.Kore'de Kok Hilcre' Skandalt <person>Hwang'in</person> bagl bulundugu <organization>Seul Ulusal | ORGANEZATION J
SR T T Universitesi</organization> tarafindan yapilan agiklamada, bilim adaminin elde ettiini ileri DATE
) Skandal! Kk hilcre arastimast yalan gikii L . _ . E —
- . 5 y & siirdiigi 11 kok hiicre dizisinden en az 9'u ile ilgili verilerin hileli oldugu bildirildi.
Giiney Kareli bilimadami Hwang'n kék hicre arastimasi sah _ TIME
~ Kk hicre araglimasinin sahteii kanitandi <location>Giiney Kore</location> <organization>Bilim ve Teknoloji Bakanligi,</organization> - —
" Kore'de Kopya Kok Hilcre Skandali durumu utang verici olarak nitelendirirken, Profesbr'e ayrilan arastirma fonu tahsisini LA
T i L durdurdu. Universitedeki odasindan aynlirken gazetecilerin sorulanni yanitiayan PERCINTAGE
A = - - P PR \ . J
Q’ NEMA KARSILIGI KREDI <person>Hwang,</person> yarattigi hayal kinkligindan otiirii halkian ozir diledi ve
- N o P - . P UNKNOWN
vv TR R e {niversiteden istifa ettigini aciklad!. <person>Hwang,</person> diinyada ilk defa b{r kdpegi L —
. kopyaladig kadini d s, ardindan tedavi amacli kopyalanan ceninlerden
Q’ LE LS IR LA, kok hilcre elde etigini aiklamisti.
'Q}' GOCUK TACIZI SKANDAL!
'Q’ FORMULAG
'Q’ KARAMURSEL KAYMAKAMI ISMAIL AKA INTHAR
'Q’ 400 KOYUN INTIHAR ETTI
'Q}' MARBURG VIRUSUNDEN OLENLER v | Tamambnd |

Sekil 3.3.6 Yazilim Aray(zi ve Etiketleme Yapilmis Haber Orenegi

3.3.4 Etiketleme Kurallari

Bir haber igerigini olusturan metinde gecen kelimelerin, niteledigi veya cevapladigi
soru zamirlerine gore isaretlenmesi islemini, “Etiketleme” olarak adlandirmaktayiz.
Bu islem sirasinda, BilCol-2005 derlemi igerisinden alinmig ve konulari belirlenmis
olan 5881 haberin okunmasi ve haber metni icerisindeki kelimelerin 6zenle segilerek
dogru bir sekilde isaretlenmesi gerekmektedir. 80 konu ve 5881 haber, calisan
kullanici sayisina gore, esit bir sekilde dagitiimistir ve her kullanici, kendisine

ayrilmis bu konulari etiketlemesini gergeklestirdi.

Ornek:
<person>Mustafa Kemal Ataturk</person>

<location>Ankara</location>

Tez kapsaminda haberler icerisindeki varlik isimleri belirlenirken “kim (who)”, “ne

zaman (when)’, “nerede (where)’ ve “ne (what)’” sorularina cevap verecek
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etiketlemelerin yapilmasi planlanmis, ancak literatlrde farkli calismalarda daha
ayrintili etiketlemeler yapildigi gozlenmistir. Bu kapsamda tez dnerisinde belirtilen
ve yukarida siraladigimiz etiketler genigletilerek varlik isimlerinin “kisi (person)”,

“kurum (organizaztion)”, “konum (location)”, “tarih (date), “zaman (time)”, “yuzde
(percentage)”, “Para birimi”’(money) ve “belirsiz”’(unknown) olarak etiketlenmesine
karar verilmistir. Belirisiz etiket, aslinda metinlere varlik isim 6zelligi tasiyan ama
etiketleme kurallarina gore varlik isimlerinin etiket turlerinin higbirisinin altina
gecmiyenler i¢in kullaniimaktadir. Bu sayede hem bu tez kapsaminda belirlenen
yontemler test edilebilecektir hem de olusturulan etiketlenmis derlemin ¢ok daha
genis bir akademik ¢evre tarafindan kullanilabilmesi saglanacaktir. Bu kapsamda
etiketleme ile ilgili olarak belirlenen bazi 6n kurallar ve 6rnek etiketler asagida

sunulmustur.
Genel kurallar:

o Etiketlenecek ifadeler mimkun oldugunca en kuguk pargaya bolunerek
etiketlendi. Ornegin: “izmir Atatiirk Stadi” benzeri ifadeler béltinecek
(“lzmir”: Location, “Atatiirk”: Person).

e Ayni haber iginde acgik adi ve kisaltmasi birlikte verilen kurum adlari ayri
ayri etiketlendi. Ornegin: “BM”: Organization, “Birlesmis Milletler”:
Organization.

e Kurum isimleri (6rnegin Universite adlari) bélinmeden (tamami
Organization olarak etiketlendi. Ornegin: “istanbul Medeniyet Universitesi’:
Organization.

e Organization etiketi yalnizca resmi niteligi olan kurumlar igin kullanildi.

e Herhangi bir sekilde kisi adi geciyorsa Person etiketi kullanildi, kisi kast
edilerek kullanilan mahlas ya da unvanlar (6rnegin “Basbakan”, “Dog¢.Dr.”
etiketlenmedi).

o Ulke kisaltmalari Location olarak etiketlendi (Ornegin: TC, ABD, UK, vb.).

e Ulke, eyalet, bolge, i, ilge, semt, kdy adlari Location olarak etiketlendi.

e Mahalle, stat, spor salonu, vb. yer isimleri etiketlenmedi.

e Dogrudan “ylzde” yaziyorsa ya da “%” isareti kullanilmigsa Percentage
seklinde etiketlendi.

e Gun, ay, yil belirtilen ifadelerin her biri ayri ayri olmak kaydiyla Date olarak
isaretlendi.
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Saat iceren ifadeler, Time olarak isaretlendi

Yukaridaki kurallarin hig birisine uymuyan ama varlik isimi 6zelligi tagiyan,
Unknown olarak isaretlendi.

Para birimiyle birlikte geg¢en sayilar birliikte Money olarak isaretlendi.

Irk belirten ifadeler etiketlenmedi.
<Person> Etiket Ornekleri:

o Gllen

o Serratia

o Marshall Ballard
o Atatlrk

o Ozer Glrbiz
<Organization> Etiket Ornekleri:

o Nobel

o Galatasaray

o Fenerbahcge

o Birlesmis Milletler
o BM

<Location> Etiket Ornekleri:

o Asya

o Avrupa

o Kuzey Afrika
o Ortadogu

o Turkiye

<Date> Etiket Ornekleri (her bir tarih pargasi ayri ayri etiketlendi):

o 12-13
o Nisan
o 2005
o 21

o Ekim

<Time> Etiket Ornekleri:
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o 08.49'da
o 11.32.54

<Money> Etiket Ornekleri:

o 540 YTL

o 100%

o 50t

o 100 milyon dolar
o 49 cent

<Percentage> Etiket Ornekleri:

o 75%
o Yuzde 75

<Unknown> Etiket Ornekleri:

o Dunya Kupasi

O

Sampiyonlar Ligi’'nde
UEFA Kupasin'da

o Muisliman

o

o

Dinya Kadinlar GUnu

3.4 Etiketli Varhk isimlerin istatistikleri

Sistem testlerinin gerceklestirilebilmesi icin BilCol-2005 derleminde konu basliklari
bilinen 5.872 adet haber icerisindeki varlik isimleri etiketlenmigtir. Etiketli belgeler
uzerinden, etiketlenmis varlik isimlerinin ¢ikariimasiyla (Tablo 3.1) istatistiksel

bilgiler elde edildi, sonraki agsamada test senaryolari olusturulmus.

Varlik isim Say
Person 45.201
Location 85.255
Organization 29.059
Date 10.622

22



Time 1.118
Money 2.708
Percentage 2.608
Unknown 10.258

Tablo 3.1 Derlem Varlik isimler istatikleri

4 Uygulanan Test Senaryolari

4.1 Vektor Uzay Modeli Test Senaryosu

Vektor Uzay Modelinin basarisi test edilmistir. Bu hedefi gerceklestirmek amaciyla

yurutulen testlerde asagidaki test senaryolar gergeklestirildi:

Testler ilgililik degerlendirmesi yapilmis olan belgeler (5.872 adet)

Uzerinden yapildi.

Testlerde her konu egitim ve test belgeleri ayirimi yapildiktan sonra tim

belgeler (5.872 adet) lizerinde yapildi.

Belgelerin Ugte biri egitim seti ve kalan kisim test seti olarak belirlendi

Vektor Uzay Modelin haber konu algilamada basarisini belirlemek igin

asagidaki adimlar gerceklestirildi:

o

o

Haberlerdeki kelimelerde son ekler atildi.

Haberler Uzerinde Zemberek kutiphanesin kullanarak
govdeleme iglemi gergeklestirildi.

Haberlerin Apache Lucene kutiphanesin kullanarak vektor
modelleri olugturuldu.

ilgililik degerlendirmesi yapilmig olan egitim seti belgelerin
hepsi sorgu olarak kabul edildi.

Her bir sorgu icin derleme gonderilecek vektor uzayr modeli
kullanilarak uretilen sorgu-belge eslesme skorlari belirlendi.
Belirlenen tum bu skor degerleri icerisinden, sorgunun ilgili

oldugu bilinen belgeler i¢in Uretilen skor degerleri ¢ikarildi
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ve ilgili sorgu-belge eslesmeleri igin ortalama skor degeri
baslangic esigi olarak kabul edildi.

Bu baslangi¢ esigine gore tum haberler icin anma/duyarlik
ve f-Olgusu degerleri hesaplandi.

Sonraki asamada esik degeri belirli oranda azaltilip-
artirllarak anma/duyarlik degerleri her bir esik icin tekrar
hesaplandi.

Anma ve duyarhdin birlikte en yuksek olduklari (ya da
birbirlerine en yakin olduklari) deger Vektér Uzay Modelin
kesin esik degeri olarak hesaplandi.

Esik degeri elde ettikten sonra, test setindeki haberlerin

hepsi sorgu olarak kabul edildi ve test igslemi gerceklestirildi.

4.2 Vektor Uzay Modeli (VUM) Test Sonuclar

Yukaridaki senaryoya gore vektor uzayr modeli i¢in gerceklestirilen test sonuglari

icin elde edilen tablo asagida sunulmustur. Testler esnasinda govdeleme yapilmig

ancak hem sorgu hem de dizin tarafinda durma kelimeleri ¢ikarilmigtir.

Yontem Duyarlik(d) | Anma(a) f- Esik(e)
olcu(f)
VUM 0.61 0.58 | 0.59| 0.05

Tablo 4.1 Vektér Uzay Model Sonug

4.3 Varlik isimlerin Vektér Modeli (ViVM) Test Senaryosu

Varlik isimlerin haber konu bulma sistem basarisinda ve temel yontem Uzerinde

etkileri hedeflenmistir. Bu hedefi gerceklestirmek amaciyla yurutulen testlerde

asagidaki test senaryolari gergeklestirildi:

Testler ilgililik degerlendirmesi yapilmis olan belgeler (5.872 adet)

Uzerinden yapildi.
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Her haberde gegen tiim Varlik isimlerin kullanarak, her haber igin Varlik

Isim Vektéri olusturuldu ve Varlik Isimler Vektér Modelin haber konu

algilamada basgarisini belirlemek i¢in agagidaki adimlar gerceklestirildi.

©)

o

(@]

Haberlerde tim etiketlenen varlik isimler cikarildi.

Varlik isimler terimlerinde son ekler atildi.

Varlik isimler Uzerinde gévdeleme yapildi.

Her haber icin c¢ikartilan tum varlk isimleri kullanarak Apache
Lucene kutuphanesin kullanarak vektor modeli olugturuldu.

ligililik degerlendirmesi yapilmis olan 5.872 belge test ve egitim
setine ayrildi

Egim setindeki belgelerin hepsi sorgu olarak kabul edildi.

Her bir sorgu igin derleme gonderilecek varlik isim vektor modeli
kullanilarak Uretilen sorgu-belge eslesme skorlari belirlendi.
Belirlenen tum bu skor degerleri igerisinden, sorgunun ilgili oldugu
bilinen belgeler igin Uretilen skor de@erleri ¢ikarildi ve ilgili sorgu-
belge eslesmeleri icin ortalama skor degeri baslangig¢ esigi olarak
kabul edildi.

Bu baslangi¢ esigine gore tUm haberler icin anma/duyarlik ve f-
OlcUsu degerleri hesaplandi.

Sonraki asamada esik degeri belirli oranda azaltihp-artirilarak
anmal/duyarlik de@erleri her bir esik icin tekrar hesaplandi.

Anma ve duyarhgdin birlikte en ylksek olduklari (ya da birbirlerine
en yakin olduklari) deger Varlik isimler Vektdor Modelin kesin esik
degeri olarak hesaplandi.

Esik degeri belirlendikten sonra test setinde gecen haberlerin hepsi

sorgu olarak kabul edildi ve test islemi gergeklestirildi.

Varlik isimlerin timini vektér olusumunda kullanarak konu algilamada

basarim testlerin gergeklestirdikten sonra, her varlik isim tdru igin

(Person, Location vs) vektor olusturup, farkli varlik isim vektorlerin testleri

gerceklestirildi. Her haber icin farkli Varlik isim Vektdrlerin Modelin haber

konu

algilamada basarisini  belirlemek icin asagidaki adimlar

gerceklestirildi.

©)

Haberlerde tim varlik isimler ¢ikartarak tlrine gore ayrim yapildi.

25



Her haberde gecen varlik isimlerin tlrleri “Person”, ”Location”,
"Organization”, “Date”, ”"Time”, "Money”, “Percentage” ve
"Unknown” olarak daha o©nce etiketleme asamasinda
adlandiriimigtir.

Varlik isimler terimlerinde son ekler atildi.

Varlik isimler Uzerinde govdeleme yapildi.

Her haber igin gegen tum varlik isimlerin turlerine gore, farkli varlik
isim vektdor modelleri Apache Lucene kitiphanesin kullanarak
olusturuldu.

ilgililik degerlendirmesi yapilmis olan 5.872 belgenin icinden,
etiketli olanlar egitim ve test kimelerine ayrild1.

Haberlerde ¢ikartilan varlik isim vektorlerine gore agagidaki testler
gerceklestirildi.

Haberlerde gecen “Person” varlik isim vektdérin sorgu olarak
kullanildi.

Haberlerde gegen “Location” varlik isim vektorun sorgu olarak
kullanildi.

Haberlerde gecen “Organization” varlik isim vektorin sorgu olarak
kullanildi.

Haberlerde gecen “Date” varlik isim vektdorin sorgu olarak
kullanildi.

Haberlerde gecen “Time” varlik isim vektorin sorgu olarak
kullanildi.

Haberlerde gecen “Money” varlik isim vektorin sorgu olarak
kullanildi.

Haberlerde gecen “Percentage” varlik isim vektoriin sorgu olarak
kullanildi.

Haberlerde gecen “Unknown” varlik isim vektorin sorgu olarak
kullanildi.

Her bir sorgu igin derleme gonderilecek varlik isim vektor modeli
kullanilarak Uretilen sorgu-belge eslesme skorlari belirlendi.
Belirlenen tim bu skor degerleri igerisinden, sorgunun ilgili oldugu

bilinen belgeler igin Uretilen skor degerleri c¢ikarilacak ve ilgili
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sorgu-belge eslesmeleri igin ortalama skor degeri baglangi¢ esigi
olarak kabul edildi.

o Bu baslangi¢ esigine gore tum haberler icin gegen varlik isim
vektor tlurlerine gore anmal/duyarlik ve f-Olgisu degerleri
hesaplandi.

o Sonra her varlik isim vektdr tlrine esik degeri belirli oranda
azaltilip-artirlarak anma/duyarlik degerleri her bir esik igin tekrar
hesaplandi.

o Anma ve duyarligin birlikte en ylksek olduklari (ya da birbirlerine
en yakin olduklari) deger her Varlik isim Vektor tiir(i icin kesin esik
degeri olarak hesaplandi.

o Tum varlk isim vektorlerin esik degerleri belirlendikten sonra test

islemi test seti Uzerinde gerceklestirildi.

4.4 VIVM Test Sonuglar

Yukaridaki senaryoya gore varlik isimler vektor modeli igin gergeklestirilen test
sonuglar icin elde edilen tablo asagida sunulmustur. Testler esnasinda varlik

terimlerden son ekler atilmis ve gdvdeleme yapilmis.

ViVM d a f e

TUm isimler | 0.65 | 0.56 | 0.60 | 0.02

Person 0.7710.39|051|0.01

Location 051051051 |0.25

Organization | 0.46 | 0.46 | 0.46 | 0.01

Date 0.33/0.36|0.34| 0.2
Time 0.3410.33|0.34|0.25
Money 0.49|0.28 | 0.36 | 0.01

Percentage 0.76 | 0.22 1 0.34 | 0.01
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Unknown 0.89 | 0.55|0.67|0.01

Tablo 4.2 Varlik isim Vektdér Model Sonug

Tablo 4.2 inceledegimizde, varlik isimlerin vektorel testinde tim varliklarin vektor

olusumunda kullaniimasi daha etkin oldugu ortaya ¢ikiyor. Ayrica varlik isimlerin tek

tek inceledigimizde kisi ve konum en belirgin olarak anlagiimistir.

4.5 Varlik isimlerin Kesisim Model (VIKM) Test Senaryosu

Bu asamada Varlik isimlerin kesisim kontrolu haber konu bulma sistem basarisinda

ve temel yontem Uzerinde etkileri hedeflenmistir. Bu hedefi gergeklestirmek

amacilyla yuratulen testlerde asagidaki test senaryolari gergeklestirildi:

e Testler ilgililik degerlendirmesi yapiimis olan belgeler (5.872 adet)

Uzerinden yapildi.

e Haberde tim Varlik isimlerin ¢ikardiktan sonra, her haber icin Varlik isim

tablolari olusturuldu ve Varlik isimler kesisim Modelin haber konu

algilamada basarisini belirlemek i¢in asagidaki adimlar gerceklestirildi.

o

o

Her haber icin tum etiketlenen varlik isimler ¢ikartildi.

Varlik isimler Uzerinde son ekler atildiktan sonra Zemberek
kutuphanesin kullanarak gévdeleme gercgeklestirildi.

Tam haberler i¢in varlik isimler tablolari olusturuldu.

iigililik degerlendirmesi yapilmis olan 5.872 belgenin icinden,
tablosu olugturanlarin hepsi sorgu olarak kabul edildi.

Haberlerde cikartilan varlik isim tablolarina goére iki farkli adim
gerceklestirildi.

Birinci adimda sorgulama yapildiginda haberlerde gegen buatln
varlik isimlerin kesisimi sorgu yapildiginda gergeklestirildi.

ikinci adimda ise haberlerde gegen varlik isimlerin turiine gore tek
tek ayri kesisim kontrolleri gergeklestirildi.

ikinci adimdaki kullanilan varlik isimler tiirlerin sirayla su sekilde
“Person”, “Location”, "Organization”, "Date”, “Time”, “Money”,

LE 11

“Percentage”, “Unknown” adlandiriimistir.
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o Sonunda bu asamada varlik isimlerin kesisiminin haber konu
bulmada gergeklesen test adimlarin agagida ozetliyebiliriz:

o Tum varlik isimlerin kesisim testi.

o “Person” varlik isimlerin kesisim testi.

o “Location” varlik isimlerin kesisim testi.

o “Organizaiton” varlik isimlerin kesisim testi.

o “Date” varlik isimlerin kesisim testi.

o “Time” varhk isimlerin kesisim testi.

o “Money” varlik isimlerin kesigim testi.

o “Percentage” varlik isimlerin kesisim testi.

o “Unknown” varlik isimlerin kesisim testi.

o Her bir sorgu igin derleme gonderildiginde varlik isim tablo kesisim
modeli kullanilarak Uretilen sorgu-belge kesisim sonuglari ¢ikarildi.

o Cikartilan tim bu sonuglar igerisinden, sorgunun ilgili oldugu
bilinen belgeler i¢cin anma/duyarlik ve f-Olgisu skor dederleri

hesaplandi.
4.6 VIKM Test Sonuclar
Yukardaki senaryoya gore varlik isimler kesisim modeli icin gergeklestirilen test

sonuglari i¢in elde edilen tablo asagida sunulmustur. Testler esnasinda varlik

terimlerden son ekler atilmis ve gévdeleme yapilmis.

VIKM d a f

Tum isimlerin 0.2310.98 | 0.37

Person 0.63]10.85|0.72

Location 0.2510.97 | 0.39

Organization 0.39|0.88 | 0.54

Date 0.220.98 | 0.35
Time 0.29 | 0.57|0.38
Money 0.46 | 0.60 | 0.52
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Percentage 0.77 1 0.55 | 0.64

Unknown 0.8710.91|0.89

Tablo 4.3 Varlik isimler Kesisim Sonug

Tablo 4.3 varlik isimlerin kesigim sonucuna baktigimizda, kesisim kontroliinde en

etkin varlik isim “kisi” oldugu anlasiimistir. Unknown varlik isimlerinin belli bir kurala

daynamadiklari i¢in suan goz ardi ediyoruz.

4.7 Varlik isimlerin Normalizasyon Modeli Test Senaryosu

Bu kisimda Varlik isimler Gzerinde normalization iglemi yaparak benzelik fonksiyonu

kullanrak, haber konu bulma sistem bagarisinda ve temel yontem Uzerinde etkileri

hedeflenmistir. Bu hedefi gerceklestirmek amaciyla yurGtilen testlerde asagidaki

test senaryolari gergeklestirildi:

Varlik isimlerin kesisim testi gerceklestirdikten sonra, varlik isimler
uzerinde benzerlik fonksiyonu tanimlandi (varlik isim benzerlik
fonksiyonu) ve bir bagka yaklasimla varlik isimlerin benzerligini konu
algilamada basarisi test edildi.

Varlik isim benzerlik fonksiyonun baktigimizda bir basit mantikla
haberlerde gegen varlik isimler Uzerinde normalizasyon yaparak elde
ediliyor, asagida formul olarak verilmistir.

Varlik isimler Benzerlik Fonksiyonu sF) :

BF = (D1 kesisim D2) / (D1 Birlesim D2)

Esitlik 4.1 Varlik isimler Kesisim Orani

Yukardaki formile baktigimizda benzerlik fonksiyonun kisaca
aciklarsak, b1 ve b2 haberde gecgen varlik isimlerin kesisimi bolu p1ve b2
haberlerde varlik isimlerin birlegsimi, aslinda bolu kismi normalizasyon

islemini gergeklegtirmektedir.
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e TUm Varlik isimlerin ¢cikardiktan sonra, Varlik isimler benzerlik Modelin
haber konu algilamada basarisini belirlemek icin asagidaki adimlar
gerceklestirildi.

o Gecgen asamada varlik isimler Uzerinde yapilan on iglemler, varlik
isimlerin ¢ikarimi, son eklerin atilmasi ve sonunda gévdeme
igslemi yine yapildi.

o Tum haberler icin varlik isim tablolari olusturuldu.

o llgililik degerlendirmesi yapilmis olan 5.872 belge test ve egitim
setine ayrildi.

o Cikartilan varlik isim tablolarina gore iki farkl benzerlik tespiti
gerceklestirildi.

o Birinci adimda sorgulama yapildiginda haberlerde gegen butun
varlik isimlerin benzerlik tespitinde, skor hesaplamada kullanildi.

o Ikinci adimda ise haberlerde gegen varlik isimlerin tiriine gore tek
tek ayri benzerlik tespiti yapildi.

o ikinci adimdaki kullanilan varlik isimler tiirlerin sirayla su sekilde

“Person”, "Location”,

Organization”, "Date”, “Time”, “Money”,
“Percentage”, “Unknown” yine adlandiriimigtir.

o Buasamada varlik isimlerin benzerlik tespitin haber konu
bulmada gergeklesen test adimlarin agagida sunulmus:

- Tum varlk isimlerin benzerlik tespiti.

- Sadece “Person” varlik isimlerin benzerlik tespiti.

- “Location” varlik isimlerin benzerlik tespiti.

- “Organization” varlk isimlerin benzerlik tespiti.

- “Date” varlik isimlerin benzerlik tespiti.

- “Time” varlik isimlerin benzerlik tespiti.

- “Money” varlik isimlerin benzerlik tespiti.

- “Percentage” varlik isimlerin benzerlik tespiti.

- “Unknown” varlik isimlerin benzerlik tespiti.

- Her bir sorgu igin derleme gdnderildiginde varlik isim
benzerlik modeli kullanilarak Uretilen sorgu-belge eslesme
benzerlik skorlari belirlendi.

- Belirlenen tum bu skor degerleri icerisinden, sorgunun ilgili

oldugu bilinen belgeler icin Uretilen benzerlik skor degerleri
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cikarildi ve ilgili sorgu-belge eslesmeleri igin ortalama skor
degeri baslangig esigi olarak kabul edildi.

- Bu baglangi¢ esigine gore tUm haberler i¢in gegen varlik
isim benzerlik fonksiyonu turlerine gore tek tek
anma/duyarlik ve f-6lgist degerleri hesaplandi.

- Esik degeri belirli oranda azaltilip-artirilarak anma/duyarlik
degerleri her bir esik icin tekrar hesaplandi, anma ve
duyarligin birlikte en ylksek olduklari (ya da birbirlerine en
yakin olduklari) deger her Varlik isim benzerlik fonksiyonu
icin kesin egik degeri olarak kabul edildi.

- EQitim seti Uzerinde esik degerlerin ¢ikardiktan sonra test

islemi test seti Uzerinde gergeklestirildi.

4.8 VINM Test Sonuglar

Yukaridaki senaryoya gore varlik isimler benzerlik tespit modeli i¢in gergeklestirilen
test sonuglari igin elde edilen tablo asagida sunulmustur. Testler esnasinda varlik

terimlerden son ekler atilmis ve gévdeleme yapilmis.

VINM d a f e

Butun isimler | 0.98 | 0.13 | 0.22 | 0.02

Person 0.95]0.32|0.48|0.01

Location 0.59(0.62|0.61|0.01

Organization |0.78 | 0.24 |0.37 | 0.01

Date 0.41]0.37]0.39|0.01
Time 0.36 | 0.29 ] 0.32 | 0.01
Money 0.96 1 0.30 | 0.46 | 0.01

Percentage 0.62 |1 0.11|0.18 | 0.01
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Unknown 0.940.59|0.72|0.01

Tablo 4.4 Varlik isimler Benzerlik Fonksiyonu

Varlik isimlerin normalizasyon modelinde ise “konum” varlik isimi en etkin isim olarak

anlasiimigtir.

4.9 Varlik isimlerin Birlesim Kesisim Model (VIBKM) Test Senaryosu

Varlik isimlerin haber konu bulma sistem basarisinda ve temel yontem Uzerinde

etkileri hedeflenmistir. Bu hedefi gerceklestirmek amaciyla yuritilen testlerde

asagidaki test senaryolari gergeklestirildi:

Varlik isimlerin kesisim ve benzerlik testi gerceklestirdikten sonra, bu
asamada haberlerde etiketlenen varlik isimleri kullanarak, varlik isimlerin
farkli kombinasyonlari olusturarak kesisme modeli haber konu bulmada
basari testleri gerceklestirilecektir.

Literatlrdeki calismalara baktigimizda varlik isimlerin
kombinasyonlarinin en yaygin ve ¢ok kullanilani “mekan” ve “zaman”
varlik isimlerin birlesimiyle olusmaktadir, bu varlik isimlerin birlesimi
daha 6nce taritisildigi gibi haberlerde bir olayi anlatiyor, o yuzden bu
varlik isimleri kullanan yontemlere Olay Modeli yontemi séylenmektedir.
Bu senaryoda Olay Modeli varlik isim birlesimlerin testi yapildi, ve buna
ek olarak daha 6nce ge¢misteki calismalarda olmayan farkli varlik
isimler birlesim kesismeleri konu algilamada basari testleri
gerceklestirildi.

Testler ilgililik degerlendirmesi yapiimis olan belgeler (5.872 adet)
Uzerinden yapildi.

Testlerde daha 6nce planlanan olay kelime kombinasyonlari gikardiktan
sonra, her haber igin olay kelime birlegim tablolari olusturuldu ve olay
kesisim Modelin haber konu algilamada basarisini belirlemek i¢in
asagidaki adimlar gerceklestirildi.

o Her haber igin tum etiketlenen varlik isimler ¢ikartildi.
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o Varlik isimler Uzerinde son ¢ekim ekler atildiktan sonra Zemberek
kUtuphanesin kullanarak govdeleme gergeklestirildi.

o Daha onceki gibi varlik isimler su sekilde adalndiridi,”Person”,
“Location”, “Organization”, “Date”, “Time”, “Money”, “Percentage”,
“‘Unknown”.

o Haberler igin varlik isimleri kullanarak olay kelime birlesim
tablolar olusturuldu, olusturulan varlik isim birlesimleri asagida
sunulmus.

o “Location” ve “Time” birlesimi.

o “Location” ve “Date” birlesimi.

o “Location”, “Time” ve “Date” birlesimi.

o “Person” ve “Time” birlesimi.

o “Person” ve “Date” birlegimi.

o “Person”, “Time” ve “Date” birlegimi.

o “Organization” ve “Time” birlegimi.

o “Organization” ve “Date” birlesimi.

o “Organization” , “Time” ve “Date” birlesimi.

o “Person” ve “Location” birlesimi.

o “Person”, “Location” ve “Time” birlesimi.

o “Person”, “Location” ve “Date” birlegimi.

o “Organization” ve “Location” birlesimi.

o “Organization” , “Location” ve “Time” birlesimi.

o “Organization”, “Location” ve “Date” birlesimi.

o “Person”, “Organization” ve “Time” birlesimi.

o “Person”, “Organizaiton” ve “Date” birlesimi.

o “Person”, “Organization” ve “Location” birlesimi.

e Her bir sorgu igin derleme gonderildiginde varlik isim birlesim tablo
kesisim modeli kullanilarak Uretilen sorgu-belge kesisim sonuglari
cikarildr.

e TUm bu sonugclar icerisinden, sorgunun ilgili oldugu bilinen belgeler i¢gin

anma/duyarlik ve f-0l¢t skor degerleri hesaplandi.
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4.10 VIBKM Test Sonuclar

Yukaridaki senaryoya gore varlik isimlerin birlesim kesisim modeli igin
gerceklestirilen test sonuglari i¢in elde edilen tablo asagida sunulmustur. Testler

esnasinda varlik terimlerden son ekler atilmis ve govdeleme yapilmistir.

VIBKM d a f
Location-Time 0.69 | 0.17 | 0.27
Location-Date 0.44 | 0.80 | 0.56

Location-Time-Date 0.86 | 0.14 | 0.24
Person-Time 0.97 | 0.16 | 0.28
Person-Date 0.84 | 0.52 | 0.64

Person-Time-Date 0.95 | 0.14 | 0.25
Organizaiton-Time 0.79 | 0.16 | 0.26
Organization-Date 0.66 | 0.54 | 0.59

Organization-Time-Date 0.94 | 0.13 | 0.22

Person-Location 0.72 | 0.80 | 0.76
Person-Location-Time 0.94 | 0.15|0.25
Person-Location-Date 0.90 | 0.50 | 0.64
Organization-Location 0.57 |1 0.81 | 0.66

Organization-Location-Time | 0.98 | 0.16 | 0.27

Organization-Location-Date 0.76 | 0.51|0.61

Person-Organization-Time 0.96 | 0.15|0.25

Person-Organization-Date 0.97 | 0.41 | 0.56

Person-Organization-Location | 0.89 | 0.64 | 0.74

Tablo 4.5 Varlik isimler Birlesim Kesisim
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Varlik isimlerin birlesim kesimi icin, “kisi” ve “konum” birlesimi en etkin ve belirgin

kombinasyon olarka ortaya ¢gikmis.

411

VUM OR ViV test senaryosu

Bu kisimda Vektér Uzay Modelin tim kelimeler ve Varlik isimler birleisimi haber

konu bulma sistem basarisinda ve temel yontem Uzerinde etkileri hedeflenmistir. Bu

hedefi gerceklestirmek amaciyla yuratilen testlerde asagidaki test senaryolari

gerceklestirildi:

4.12

Bu asamada daha dnce gergeklesen iki yontemin OR mantiksal
birlesimiyle basar testleri hedeflenmektedir, bunun i¢in daha énce
gerceklesen vektor uzay modeli ve varlik isimler vektor test yontemin
OR mantiksal kombinasyonuyla haber konu bulmada basarisi test
edilmistir.

Bu iki yontemin kombinasyonlari iki adimda gergeklestiriimistir.

Birinci Adimda vektdr uzay modelin, tim varlik isimler Gzerinde
kombinasyon testi.

ikinci adimda ise vektér uzay modelin, varlik isimlerin tiriinden olusan
tek tek vektorlerle kombinasyon testi.

Bu iki ydntemin haber konu algilamada basarisini belirlemek icin daha
once her yontem igin yapilan adimlar yine ayni sekilde

gerceklestirilmigtir.

VUM OR ViV test sonuclar

Yukaridaki kombinasyon senaryoya gore vektor uzay modelin ve varlik isimler

vektor modelin OR birlesim kombinasyon modeli icin gerceklestirilen test sonuclari

icin elde edilen tablo asagida sunulmustur.
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VUM OR ViV
VUM OR tim isimler 0.61 | 0.58 | 0.59 | 0.05

VUM OR Person 0.65| 0.62 | 0.64 | 0.05

VUM OR Location 0.62 | 0.59 | 0.60 | 0.05

VUM OR Organization | 0.65 | 0.62 | 0.64 | 0.05

VUM OR Date 0.63 | 0.60 | 0.62 | 0.05
VUM OR Time 0.61 | 0.58 | 0.59 | 0.05
VUM OR Money 0.61 | 0.58 | 0.59 | 0.05

VUM OR Percentage 0.61 | 0.58 | 0.59 | 0.05

VUM OR Uknown 0.62 | 0.58 | 0.59 | 0.05

Tablo 4.6 VUM OR VIVM

Vektor Uzay Modelin, Varlik isimler vaktor modelle birlesimlerine baktigimizda
‘kurum” ve “kisi” vektorlerin, temel yotem (zerinde daha etkili oldugunu

anlasiimaktadir.

4.13 VUM OR VIiKM test senaryosu

Varlik isimlerin kesisim modeli, VUM birlesimi ile haber konu bulma sistem
basarisinda ve temel yontem Uzerinde etkileri hedeflenmistir. Bu hedefi
gerceklestirmek amaciyla yirGtilen testlerde asagidaki test senaryolari

gerceklestirildi:

e Daha Once sonuglanan yontemlerin kombinasyonlarinin devaminda
vektdr uzay model ve varlik isimler modelin OR kombinasyonlari
hedeflenmektedir.

e Vektor uzay modeli ve varlik isimler modelin OR kombinasyonlarinin
haber konu bulmada basarisini test edilmesi bu yontemleri daha 6nce

yapildiginda tim 6n islemler ayni sekilde yapildi.
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e Yotemlerin 6n iglemleri yapildiktan sonra OR mantiksal birlesim testleri

gerceklestirildi.

4.14 VUM OR ViKM test sonuclar

Yukaridaki kombinasyon senaryoya gore vektor uzay modelin ve varlik isimler
kesisim modelin OR birlesim kombinasyon modeli igin gergeklestirilen test sonuglari

icin elde edilen tablo asagida sunulmustur.

VUM OR VIKM

VUM OR tim isimler | 0-90 | 0.87 | 0.89 | 0.05

VUM OR Person 0.75]0.72 ] 0.73 | 0.05

VUM OR Location 0.830.80|0.81|0.05

VUM OR Organization | 9-77|0-74]0.7610.05

VUM OR Date 0.75]0.71 |1 0.73 | 0.05

VUM OR Time 0.71 | 0.68 | 0.69 | 0.05

VUM OR Money | 0-710.680.6910.05

VUM OR Percentage | 0-71 | 0-68 | 0.69 | 0.05

VUM OR Unknown | 0-7110.68 1 0.69 | 0.05

Tablo 4.7 VUM OR ViKM

Tablo 4.7 baktigimizda, Varlik isimlerin kesisim kontrol yontemin VUM tUzerinde,
asiri derecede etkili oldugunu goruyoruz. Tum varliklarin kontrolii daha etkin oldugu
anlasiimistir ve teker teker kontrollerde “konum” ve “kurum” en belirgin varliklar

olarak orta ¢ikmis.
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4.15 VUM OR VIiBKM test senaryosu

Varlik isimlerin birlesim kesisim modeli, VUM’le birlesimi haber konu bulma sistem
basarisinda ve temel yontem Uzerinde etkileri hedeflenmistir. Bu hedefi
gerceklestirmek amaciyla yiritilen testlerde asagidaki test senaryolari

gerceklestirildi:

e Bu asamada vektor uzay modeli ve varlik isimler birlesim kesisim
modelin OR kombinasyonu hedeflenmektedir

e Vektdr uzay modeli ve varlik isimler birlesim kesisim modelin OR
kombinasyonlarinin haber konu bulmada basarisini test edilmesini
gerceklestirmede bu yontemlerde daha once yapildiginda tim 6n

islemler ayni sekilde yapiliyor

4.16 VUM OR VIBKM test sonuclar

Bu iki yontemin kombinasyon senaryosuna gore vektdor uzay modelin ve varlik
isimler farkli birlesim kesisim modelin OR kombinasyon modeli i¢in gergeklestirilen

test sonuglari igin elde edilen tablo asagida sunulmustur.

VUM OR VIBKM d a f e

VUM OR Location-Time 0.71 | 0.68| 0.69 0.05
VUM OR Location-Date 0.73 [0.70| 0.71 0.05
VUM OR Location-Time-Date 0.71 [ 0.68 | 0.69 0.05
VUM OR Person-Time 0.71 | 0.68| 0.70 0.05
VUM OR Person-Date 0.71 [ 0.68| 0.70 0.05
VUM OR Person-Time-Date 0.71 | 0.68 | 0.69 0.05
VUM OR Organization-Time 0.71 | 0.68| 0.69 0.05
VUM OR Organization-Date 0.71 [ 0.68| 0.69 0.05
VUM OR Organization-Time-Date 0.71 [ 0.68 | 0.69 0.05
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VUM OR Person-Location 0.73 | 0.70| 0.72 0.05

VUM OR Person-Location-Time 0.71 | 0.68 | 0.69 0.05
VUM OR Person-Location-Date 0.71 | 0.68| 0.70 0.05
VUM OR Organization-Location 0.71 | 0.68| 0.69 0.05
VUM OR Organization-Location-Time 0.71 | 0.68 | 0.69 0.05
VUM OR Organization-Location-Date 0.71 {0.69| 0.70 0.05
VUM OR Person-Oragnization-Time 0.71 | 0.68| 0.69 0.05
VUM OR Person-Organization-Date 0.71 [ 0.68| 0.69 0.05
VUM OR Person-Organization-Location | 0.71 | 0.69 | 0.70 0.05

Tablo 4.8 VUM OR VIBKM

Varlik isimlerin birlesim kesisim yontemin, VUM (izerinde etkisin inceledigimizde,

“kisi” ve “konum” varliklar en etkin olarak anlasilimistir. Ayrica literatir kisminda bahs

ettigimiz gibi bu varlklarin (kisi ve konum) birlesimi olay modelinde, yeni olayalari

tanimlamada en temel varliklar olarak isimlendiriimektedir.

5 Tartisma ve Degerlendirme

Yontem
VUM
Vivm

Person

Location

Organization
Date
Time

Money
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0.61
0.65
0.77
0.51
0.46
0.33
0.34
0.49

R
0.58
0.56
0.39
0.51
0.46
0.36
0.33
0.28

F
0.59
0.60
0.51
0.51
0.46
0.34
0.34
0.36

T
0.05
0.02
0.01
0.25
0.01
0.2
0.25
0.01



Percentage
Unknown
VIKM
Person
Location
Organization
Date
Time
Money
Percentage
Unknown
VINM
Person
Location
Organization
Date
Time
Money
Percentage
Unknown
VIBKM
Location Time
Location Date
Location Time Date
Person Time
Person Date
Person Time Date
Organization Time
Organization Date
Organization Time Date
Person Location
Person Location Time

Person Location Date
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0.76
0.89
0.23
0.63
0.25
0.39
0.22
0.29
0.46
0.77
0.87
0.98
0.95
0.59
0.78
0.41
0.36
0.96
0.62
0.94

0.69
0.44
0.86
0.97
0.84
0.95
0.79
0.66
0.94
0.72
0.94
0.90

0.22
0.55
0.98
0.85
0.97
0.88
0.98
0.57
0.60
0.55
0.91
0.13
0.32
0.62
0.24
0.37
0.29
0.30
0.11
0.59

0.17
0.80
0.14
0.16
0.52
0.14
0.16
0.54
0.13
0.80
0.15
0.50

0.34
0.67
0.37
0.72
0.39
0.54
0.35
0.38
0.52
0.64
0.89
0.22
0.48
0.61
0.37
0.39
0.32
0.46
0.18
0.72
0.27
0.56
0.24
0.28
0.64
0.25
0.26
0.59
0.22
0.76
0.25
0.64

0.01
0.01
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.02
0.01
0.01
0.01
0.01
0.01
0.01
0.01
0.01
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0



Organization Location
Organization Location Time
Organization Location Date
Person Organization Time

Person Organization Date
Person Organization Location
VUM OR ViVM
Person
Location
Organization
Date
Time
Money
Percentage
Unknown
VUM OR VIKM
Person
Location
Organization
Date
Time
Money
Percentage
Unknown
VUM OR VIBKM
Location Time
Location Date
Location Time Date
Person Time
Person Date
Person Time Date
Organization Time

Organization Date
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0.57
0.98
0.76
0.96
0.97
0.89
0.61
0.65
0.62
0.65
0.63
0.61
0.61
0.61
0.62
0.90
0.75
0.83
0.77
0.75
0.71
0.71
0.71
0.71

0.71
0.73
0.71
0.71
0.71
0.71
0.71
0.71

0.81
0.16
0.51
0.15
0.41
0.64
0.58
0.62
0.59
0.62
0.60
0.58
0.58
0.58
0.58
0.87
0.72
0.80
0.74
0.71
0.68
0.68
0.68
0.68

0.68
0.70
0.68
0.68
0.68
0.68
0.68
0.68

0.66
0.27
0.61
0.25
0.56
0.74
0.59
0.64
0.60
0.64
0.62
0.59
0.59
0.59
0.59
0.89
0.73
0.81
0.76
0.73
0.69
0.69
0.69
0.69

0.69
0.71
0.69
0.70
0.70
0.69
0.69
0.69

0.0
0.0
0.0
0.0
0.0
0.0
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05

0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05



Organization Time Date 0.71 0.68 0.69 0.05

Person Location 0.73 0.70 0.72 0.05
Person Location Time 0.71 0.68 0.69 0.05
Person Location Date 0.72 0.68 0.70 0.05
Organization Location 0.71 0.68 0.69 0.05

Organization Location Time  0.71 0.68 0.69 0.05
Organization Location Date  0.71 0.69 0.70 0.05
Person Organization Time 0.71 0.68 0.69 0.05
Person Organization Date 0.71 0.68 0.69 0.05
Person Organization Location 0.71 0.69 0.70 0.05

Tablo 5.1 Tum Sonuglar

Tezde TDT programinda tanimli Hikaye Baglanti Algilama gorevinin Turkge bir

derlem Uzerinde farkli benzerlik fonksiyonlari ve bunlarin kombinasyonlarin

kullanarak basariminin test edilmesi ve optimum anma/duyarlik degerlerini

saglayacak kombinasyonun bulunmasi hedeflemistir. Ayrica, haberlerde gecgen

Varlik isimlerin hangisi ve ya hangi kombinasyonun Hikaye Baglanti Algilama

gorevinde daha basarili sonuglar Urettigini belirlemeside amacglanmaktadir. Bu

kapsamda sonuglari inceledigimzde alttaki sonuglar goze garpmaktadir

0.72 ve 0.89'lik F-Olgim degeri ile sirayla “Person” ve “Unknown” varlik
isimler kesisme yonteminde, en basarili yontem elde edilmigtir.

0.74 ve 0,76’lik F-6lgum degeri ile sirayla “Person-Organization-Location”
ve “Person-Location” kombinasyonlari, varlik isimler birlesim kesisme
yonteminde en basarili kesisme yontemi olarak elde edildi.

Vektor uzay modeli ve varlik isimler kesisim yontemlerin, OR
kombinasyon modelin sonuglarina baktigimizda, .089’lik f-6lctsu buttn
varlik isimlerin kesisime yonteminde elde edilmistir ve en basarili yontem
olarak Kabul edildi. Devaminda tek tek varlik isimlerin kombinasyon
sonuglari 0.73, 0.73, 0.76 ve 0.81’lik f-Olgi degerleri sirayla “Date”,

L]

“Person”, “Organization” ve “Location” varlik isimlerinden elde edilmistir

ve basari Uzerinde etkileri ilging vaziyetde dikkat ¢ekicidir.
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e Vektor uzay modeli ve varlik isimlerin kombinasyon kesisme yontemine
baktigimizda 0.71 ve 0.72°li f-OlcU dederi sirayla “Location-Date” ve
“Person-Location” birlesim kesismelerine ait olan en basarili sonug olarak
elde edildi.

Yukaridaki elde edilen sonuglari géz 6nunde bulundurdugumuzda, vektor uzayi
yonteminden daha basarili sonuglar elde edilmigtir. Dolayisiyla varlik isimlerin
turkce Uzerinde, haber konu bulmada ve haber benzerliklerin tespitinde énemli ve
system basarisi lizerinde inaniimaz dercede etkili oldugunu gormekteyiz. Ornegin
vektor uzay yontemin, varlik isimler kesisme yontemiyle, OR kombinasyonu iyi
sekilde system basarisini etkilemigtir ve gerceklestirilen testlerde diger yontemler ile

karsilastirildiginda en basarili yontem olarak 6ne ¢gikmaktadir.

6 Sonuc

TDT igerisinde tanimli SLD gorevinin gergeklestiriimesinde Turkge bir derlem
Uzerinde vektor uzayi ve bagimsiz varlik isimlerinin haber benzerlik ve farkliliklarinin
belirlenmesinde kullaniimasi gibi yontemler tesleri gercgeklestirildi. Derlemdeki

L1 ”

haberler, “Kisi”, “Kurum”,

Konum?”, “Tarih”, “Zaman”, “Para” ve “Yuzde” olmak Uizere
yedi farkh varlik isimi ile etiketlenmistir. Derlemdeki haber iligkilerini tanimlada en

etkin varlik isimlerinin “Kisi”, “konum” ve “Kurum” oldugu anlasiimistir. Ayrica varlik
isimlerin birlesim analizlerinde ise “kisi-konum” birlesimi en etkin olarak
belirlenmistir. Varlik isimlerin farkli test senaryolarin Vektér Uzay Modeli Gzerinde
analizlerine baktigimizda, tum varlik isimlerin kesisim kontrolti inanilmaz derecede
VUM basarisin etkilemesi anlasiimaktadir.

Tezin odaklandigi konularla ilgili olarak Turkge derlemler Uzerindeki calismalar
oldukga sinirlidir. Dokiman-dokiman eslesmeleri Uzerinde farkh ve yenilikgi pek
¢ok yontemin uygulanacak olmasi nedeniyle elde edilecek sonuglarin Turkge bilgi
erisim sistemleri ile ilgili akademik c¢alismalara katkisinin buylk olacagini

ongormekteyiz.

Sonug olarak, onerilen yontemler mikemmel bir bilgi erisim sistemine ulagsmak igin
ihtiyac duyulan “ilgili belgelerin tamamina erigsim saglama ilgisizleri ise disarda
birakma” prensibine bizleri yaklagtirdi ve bazi 6zgun yontemler dnermektedir.
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Tez kapsaminda yontemlerin basarim testlerinin uygulanabilmesi amaciyla BilCOl-
2005 derlemi Uzerinde varlik isimlerinin etiketlenmesi gerceklestirildi ve bu alanda

calisan akademisyenler igin dnemli bir derlem ortaya konuldu.

Tezde oOnerilen yontemler Turkce bir derlem Uzerinde bugiine kadar bu alanda
denenmemis ve bu acgidan bakildiginda, ortaya cikan olan sonuglarin 6zellikle
akademik alanda faaliyet gosteren arastirmacilar, medya takip ¢alismalari tetikleyici
olacagini ve bu alandaki rekabeti artiracagini dusinmekteyiz.

Son olarak ise; haberler igerisindeki varlik isimleri gerek teker teker gerekse birlikte
kullanilarak, iki haberin farkl konularda olup olmadiklarini belirlemede ne kadar etkili
olduklarina acik pozisyon olarak gelecekteki calismalarda incelenebilme

potansiyeline sahip oldugu ortaya ¢ikti.

7 Tez Kapsaminda Ek Testler

Tez galismalari kapsaminda farkli siniflama ve kimeleme algoritmalarin haber konu
bulmada basarim testleri gergeklestirildi. Testler esnasinda daha dnceki testlerdeki

gibi Bilcol-2005 derlemin ilgilik degerlendirmesi yapilan kismi kullanildi.

7.1. Siniflama (Classification)

Herhangi bir verinin niteliginin diger verilerin niteliklerine gore kiyaslama yapilarak
belirlenmesi islemine siniflama adi verilir. Siniflamada egitim seti, yani dnceden
degerleri ve siniflari bilinen veriler, gelistirilen yéntemin testi veya analizinin

basarisinin tespit edilebilmesini saglar.

7.1.1 K-en Yakin Komsu (KYK) (k-Nearest Neighbor (k-NN))

Siniflandirma problemlerinde etkin olarak kullaniimakta olan ydntemlerdendir.
Belirlenen “k” degerine gore verilen sorgunun “k” tane en yakin (benzer) very setinde
yer alan vektorleri tespit ederek siniflama islemini gergeklestirir. Bu yontemin dogru
uygulanabilmesi igin iyi bir egitim kimesi olugturulmasi sarttir. Egitim kimesi bu
yontemin basarisindaki en oOnemli faktordir. Uygulanmasinin kolay olmasi

nedeniyle k-NN siniflama problemlerinde sik sik kullaniimaktadir.
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k-NN algoritmasinin g¢alisma mantigi her bir sorgunun ayri ayri hesaplanmasini
gerektirdiginden dolayl bu yontemin hesaplanma maliyeti ¢cok yuksektir. En yakin
komsuluk bagintisina dayandigi i¢in vektor uzayinda ifade edilen terimlerin birbirine
olan uzakliklari Manhattan yontemi, Euclidean yontemi ve ya Minkowski yontemi
yardimiyla hesaplanir. Euclidean yétemi literatlirde en ¢ok kullanilan yontemdir. k-

“en

NN esitlikleri icinde gosterilen “k” degeri komsuluk derecesini, “x” degeri kategorinin

vektorinu “y” degeriyse sonucun vektoruanu temsil etmektedir. Verilen sorgudaki

terim benzerlik orani “1” de@erine en yakin olan kategoriye eklenir.

Esitlik 2.3 Euclidean Yontemi

7.1.2 K-NN ve VUM Senaryosu

Tez calismalari kapsaminda, Vektdér Uzayr Modeli ve K-en Yakin Komsu
yontemlerin kullanilarak farkl siniflama yaklagimlari test edildi ve testlerle ilgili cesitli

asamalar bildiri olarak uluslararasi konferansa gonderildi.

e Testler ilgililik degerlendirmesi yapilmis olan belgeler (5.872 adet)
uzerinden yapilacaktir.

e Oncelikle her bir konu egitim ve test belgeleri olmak Uzere iki kisma
ayrilacaktir.

o Her bir konuda var olan belge sayisinin tgte biri egitim (1.931
adet), Ucte ikisi de test belgesi (3.941 adet) olarak kabul
edilecektir.

o EQitim belgeleri secilirken, tarih sirasina gore derlemdeki ilk N
belge secilecektir, kalan belgeler test belgesi olarak
kullanilacaktir.

e Derlemde bulunan ve ilgililik degerlendirmesi yapiimis olan 3.941
belge test belgesi olarak kullanilacaktir.

o Test belgesi olarak belirlenen bu 3.941 belge test i¢in sorgu

olarak kabul edilecektir.
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KYK yonteminde her bir sorgu egitim kimesine gonderildikten
sonra elde edilen K belge egitim belgesi olarak
kullaniimaktadir.

Elde edilen K belge, kiime tabani agirliklandirmalari gikardiktan
sonra, en agir kime sonug olarak kabul edilmektedir.

VUM yoOnteminde ise, her bir sorgu egitim kumesine
gonderilecek ve elde edilen en yakin belgenin kiimesi sonug¢
olarak secilecektir.

KYK ve VUM yoéntemlerii, OR mantiksal operatorl ile
birlestirilecektir.

Tdm sorgular tamamlandiktan sonra sistemin basarisi

belirlenecektir.

7.1.3 KYK ve VUM Modeli Siniflama Sonuglari

K KYK VUM KYK OR VUM
3 92,98 93,23 94,90
4 92,42 93,23 95,20
5 92,02 93,23 95,50
6 91,41 93,23 95,70
v 90,71 93,23 95,81
8 90,30 93,23 97,86
9 90,35 93,23 95,81

Tablo 7.1 KYK ve VUM Siniflama Sonug

7.2 Kimeleme (Clustering)

Veri kimelemede yontemlerinde, siniflama yontemlerinde farkli olarak gozetimsiz

olarak kumeleme islemi gercgeklesiyor, yani kime sayisi ve turu bilinmeyen

verilerdeki yapilan kimelemeler igin kullanilir. Kimeleme iglemi, drnekler kiimesi

Uuzerinde Dbelirli

demetleme algoritmalari  kullanilarak gruplama iglemini

gerceklestiriyor. Bu aradaki uzakhgi belirlerken k-NN algoritmasinda oldugu gibi
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Euclidean ve benzeri uzaklik hesaplama yontemleri kullanilir. Burada etiketleme
islemi kullanilmadigi igin kategoriler olugacak olan kiimelerin sayisi kadar olacaktir.
Dolayisiyla gozetimsiz kimeleme etiketlenmemis ve siniflanmamis veriler

Uzerindeki bilinmeyen yapinin tespiti igin kullanilr.

7.2.1 Bulanik Mantik (Fuzzy Logic)

Daha onceki bahsedilen yontemler sorgulara her zaman iki segenekli yani “evet”,
veya “hayir” seklinde bir kimeye ait olup olmadidini kesin olarak cevaplar vermek
Uzere tasarlanmisti. Bulanik mantikta ise verilen bir sorgunun farkli kimelere farkli
uzaklik degerleriyle ait olmasi gibi cevaplar veriimektedir. Dolayisiyla Bulanik
Mantikta bir sorgu kesin bir kimeye ait olup olmadigi ilk adimda tespit
edilmemektedir ve algoritma yeterince iterasyon yaptiktan sonra sorgunu farkl

kiimelere uzaklik dederini belirlemektedir.

7.2.2 K-means ve C-means 200 Kimeleme Senaryosu

Tez galigmalari kapsaminda, K-means ve C-means algoritmalarin kullanarak farkl
kimeleme testleri gergeklestirildi. Bu yontemlerin tek tek ve OR amntiksal birlesim
testleri, haber verilerinde secilen dort farkli set (200, 500, 1000 ve 1500 belge)

uzerinde ayni test senaryosun kullanarak gergeklestirildi.

o Testler ilgililik degerlendirmesi yapilmis olan 5.872 adet belgenin bir
kismi Uzerinde yapilacaktir.
e Oncelikle ilgililikleri degerlendirilen belgelerden (toplam 80 kiime) 10
kiime segcilecektir.
e Secilen 10 kimenin her birinden sadece ilk 20 belge secilecektir
(toplam 200 belge).
e Kumeleme yontemlerin kullanarak 200 belge uzerine kimeleme
testleri gergeklestirilecektir.
o K-means yonteminde K degeri 10 olarak alinip test
gergeklestirilecek.
o C-means yonteminde ise K degeri 10 girdigimizde test

sonuglari gergeklestirilecek,

48



o Tum testler sonunda segilen her 10 kiime igin ayri ayri anma ve

duyarlik degerleri belirlenecektir.

7.2.3 K-means ve C-means 200 belge (10 konu) Test Sonugclar

k-m c-m OR

Konu| p r f p r f p r f

1 [0.99|0.99|0.99|0.97|0.98 097 0.99|0.99|0.99

2 10.22|0.99|0.360.60|0.99|0.74|0.61|0.98 |0.75

3 10.9910.99(0.99|0.40|0.40|0.40|0.98|0.98|0.98

4 10.01/0.01]0.01{0.40|0.40|{0.40|0.41|0.41|0.40

5 10.99|0.99|0.99(0.98|0.99|0.98|0.99|0.99 |0.99

6 |099|0.35(0.51]0.99|0.45|0.61|0.98|46.0|0.60

7 10.01/0.01{0.01/0.98|0.97|0.97|0.99|0.96|0.97

8 10.99|0.99|0.99(0.40|0.40|0.40|0.99|0.99 |0.99

9 1099|0.15|0.26(0.99|0.40 |0.56 |0.98 | 0.41|0.56

10 |0.99|0.70 1 0.82|10.98 |0.98 |0.98 |0.97|0.99|0.98

m |0.7110.61/059|0.76|0.69|0.70 | 0.88 | 0.81 | 0.82

Tablo 7.2 k-means, c-means, 200 belge sonug

7.2.4 K-means ve C-means 500 belge Test Senaryo ve Sonuclar

Yapilan test daha onceki 200 belge Uzerinde yapilan test senaryosu gibi aynen
tekrarlaniyo, sadece 10 kiimenin her birinden sadece ilk 50 belge secilecektir ve

toplam 500 belge Gzerinde test gergeklestirildi.

k-m c-m k-m OR c-m

Konu| P R F P R F P R F
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1 (099|052 0.68|0.71(096|0.81|0.71|0.96|0.81

2 10.99|0.98|0.98|0.98|0.98|0.98|0.98|0.98|0.98

3 10.99|0.86|0.92|0.30|0.30|0.30|0.99|0.86 | 0.92

4 10.99]0.50|0.66|0.93|0.96|0.95|0.93|0.96 |0.94

5 [041|0.26|0.31|0.67|0.98|0.79 |0.67 | 0.98 | 0.70

6 [0.99/0.90|0.94|0.97|0.96|0.95|0.99|0.90 | 0.95

7 10.21/0.21{0.21|0.30|0.30|0.30{0.30|0.30|0.30

8 [0.97/0.80|0.87(0.94|0.98|0.96|0.94|0.98|0.95

9 10.38|/0.98|0.54|0.97|0.96|0.96|0.97|0.96 | 0.96

10 |0.99|0.220.36 | 0.300.30|0.30|0.99|0.22|0.36

m |0.79]0.62|0.64|0.70|0.76 | 0.73 | 0.77 | 0.81 | 0.78

Tablo 7.3 k-means, c-means, 500 belge sonug

7.2.5 K-means ve C-means 1000 belge Test Senaryosu ve sonugclar

Burdaki test senaryosu yine énceki 200 belge test senaryosu gibi yalniz bu defa 20

kime segilip her kiimeden ilk 50 belge, toplam 1000 belge segilmisgtir.

k-m c-m k-m OR c-m

Konu| p r f p r f p r f

1 089|076 0.770.76 | 0.76 | 0.76 | 0.89 | 0.76 | 0.77

2 1092|054 (0.68]0.48|0.48|0.48|0.92|0.64|0.68

3 |1038|0.79|0.43(0.78|0.79]0.78 |0.78 | 0.89 | 0.78

4 10.89]0.32|0.42|0.20|0.20|0.20/0.89|0.32|0.42

5 10.89|0.79|/0.80|0.66 | 0.64|0.65|0.89|0.79|0.80

6 |0.80|0.38(048|0.75|0.72|0.73|0.75|0.72|0.73
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7 10.89|0.780.80|0.20|0.20|0.20 | 0.89 | 0.88 | 0.80

8 10.89|0.32|0.45|0.53|0.79]0.63|0.53|0.79 | 0.63

9 ]1031(0.31|{0.31({0.79|0.220.34|0.790.32|0.34

10 |0.84|0.52|0.61|0.49|0.79|0.60|0.84|0.52|0.61

11 10.89|0.82]0.79,0.31|0.78|0.44|0.89|0.82 | 0.79

12 10.31/0.31|0.31,0.20|0.200.20|0.31|0.31|0.31

13 |0.89|0.82|0.84|0.48|0.780.59|0.89|0.92|0.84

14 10.96|0.34|/0.50|0.79|0.22 | 0.34 | 0.96 | 0.34 | 0.50

15 10.31|0.31|/0.31,0.56|0.26 | 0.35|0.56 | 0.36 | 0.35

16 |0.89|0.600.700.79 0.22 | 0.34|0.89|0.70 | 0.70

17 10.89|0.76 | 0.77 | 0.20 | 0.20 | 0.20 | 0.89 | 0.76 | 0.77

18 10.89|0.780.770.79|0.79 1 0.79 | 0.79 | 0.81 | 0.79

19 |/0.31/031/0.31/0.31({0.720.43]0.31|0.72|0.43

20 [{0.89|0.64|0.68|0.78|0.790.78 | 0.78 | 0.80 | 0.78

m |0.74]0.56 | 0.58|0.54|0.52|0.49|0.77 | 0.65 | 0.68

Tablo 7.4 k-means, c-means, 1000 belge sonug

7.2.6 K-means ve C-means 1500 Test Senaryosu ve sonugclar

En son testde yine ayni senaryo segilen 20 kiime Uzerinde yalniz her kimeden ilk

75 belge, toplam 1500 belge segilmigtir.

k-m c-m k-m OR ¢c-m
Konu| p r f p r f p r f
1 |0.79|0.75|0.76 | 0.70 | 0.79 | 0.72 | 0.79 | 0.75 | 0.76
0.74|0.72|0.73|0.44|0.88 | 0.52|0.74 | 0.72 | 0.73
0.58 | 0.79 | 0.66 | 0.89 | 0.80 | 0.82 | 0.89 | 0.80 | 0.82

0.79]051|{0.56|0.76 | 0.69 | 0.61 | 0.76 | 0.69 | 0.61

A WDN
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5 (0.79|0.79|0.790.89|0.87|0.88|0.89 | 0.87 | 0.88
6 |0.74/0.74|0.740.40|0.40|0.40|0.74|0.74 | 0.74
7 10.79(0.71(0.730.71|0.76 | 0.72|0.79 | 0.71 | 0.73
8 |0.65|0.60|0.62|0.50|0.60|0.51|0.62|0.60 | 0.62
9 |051(051|{051({0.20|0.20]0.20|0.51|0.51|0.51
10 | 0.57|0.33]/0.38|0.79|0.70 | 0.72 | 0.75 | 0.70 | 0.72
11 |0.76 1 0.25|0.32|0.66 |0.73 | 0.67 | 0.66 | 0.73 | 0.67
12 10.79|0.74]0.75/0.25|0.72 1 0.29 | 0.74 | 0.74 | 0.75
13 10.79/0.41|0.50|0.40|0.40|0.40|0.79|0.41 | 0.50
14 10.21|0.21/0.21|0.60 | 0.60 | 0.60 | 0.60 | 0.60 | 0.60
15 |0.79|0.7710.77 10.65|0.79 | 0.68 | 0.73 | 0.77 | 0.77
16 |0.70|0.70 1 0.70 | 0.50 | 0.50 | 0.50 | 0.70 | 0.70 | O0.70
17 10.70|0.33|/0.40|0.79|0.790.79 | 0.76 | 0.79 | 0.79
18 10.78|0.74]0.740.740.79 | 0.75| 0.71 | 0.79 | 0.75
19 |10.21|0.21/0.21|0.50 | 0.50 | 0.50 | 0.50 | 0.50 | 0.50
20 10.21/0.21(0.21]0.79|0.79|0.79|0.79 | 0.79 | 0.79
m |0.64|0.52|0.56|0.58|0.62|0.59|0.68|0.75| 0.69

Tablo 7.5 k-means, c-means, 1500 belge sonuc
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