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Y�nelemel� s�n�r ağları (RNN) elde ed�len çıktıların her adımda ağa tekrar dah�l 
ed�ld�ğ� yapay s�n�r ağı model�d�r.  Y�nelemel� s�n�r ağlarının en büyük avantajı sıralı 
ver�lerde her b�r örneğ�n öncek� örneklere bağlı olarak değ�ş�m�n� göz önünde 
bulundurmasıdır. Y�nelemel� s�n�r ağı modeller� gel�şt�kçe bazı teor�k engeller ortaya 
çıkmış ve bu engellere çözüm olarak farklı modeller gel�şt�r�lm�şt�r.  Uzun Sürel� Kısa 
Döneml� Hafıza (LSTM) ağlarının, bu modeller arasında en çok �lg� gören ve en �y� 
tasarlanmış y�nelemel� s�n�r ağı modeller�nden b�r� olduğu söyleneb�l�r. Bu çalışmada, 
uygulama bölümünde LSTM model�n�n f�nansal varlık f�yatlarının değerlend�r�lmes�nde 
d�ğer s�n�r ağı modeller�ne göre başarısı ölçümlenm�şt�r. LSTM model�n�n kıyaslanan 
d�ğer modellerden daha �y� sınıflama başarısı verd�ğ� görülmüştür. 
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Recurrent Neural Network �s an art�f�c�al neural network model wh�ch the outputs 
are re-�ncluded to network �nput �n every �terat�on. The b�ggest advantage of recurrent 
neural networks �s that they cons�der the var�at�on of each sample �n the sequent�al data 
depend�ng on the prev�ous examples. As reccurent neural network models developed, 
some theoret�cal obstacles emerged and d�fferent models were developed as solut�ons to 
these obstacles. It can be sa�d that Long term short term memory (LSTM) networks are 
one of the most popular and best des�gned reccurent neural network models among these 
models. In th�s study, the success of LSTM model �s compared to other neural network 
models �n evaluat�ng f�nanc�al asset pr�ces. The LSTM model gave better class�f�cat�on 
accuracy than other compared models. 
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1.G�r�ş 
 

1940’lı yıllardan günümüze b�lg�sayarların gel�ş�m�yle b�rl�kte matemat�ksel 

�şlemler�n hızlı çözüleb�l�r hale gelmes�, yapay s�n�r ağları modeller�n�n �şley�ş�n� daha 

hızlı ve kullanışlı hale get�rm�şt�r. D�j�talleşme devr�m�yle b�rl�kte res�mden sese ve ısıdan 

hıza kadar her tür f�z�ksel değer�n d�j�tal ver�lere dönüştürüleb�l�r hale gelmes�, bu 

değerler�n b�lg�sayar ortamındak� yapay s�n�r ağları modeller�yle öğren�leb�lmes� ve g�rd� 

değerler�ne bağlı tahm�nler üret�leb�lmes�n� sağlamıştır. B�lg�sayar m�mar�ler� ve 

hızlarının gel�şmes�yle b�rl�kte öğrenme hızları ve boyutları da artmıştır. Yapay s�n�r 

ağları herhang� b�r matemat�ksel modelle tasv�r ed�lemeyen veya çok karmaşık 

algor�tmalara sah�p problemler�n çözümü �ç�n terc�h ed�leb�lecek b�r mak�ne öğrenmes� 

model�d�r. İnsan beyn�n�n fonks�yonel özell�kler�ne benzer şek�lde, öğrenme, 

�l�şk�lend�rme, sınıflandırma, genelleme ve opt�m�zasyon görevler�n� başarıyla 

yapmaktadır. 

 

Y�nelemel� S�n�r Ağı (RNN) �se b�r�mler arasındak� bağlantıların yönlend�r�lm�ş b�r 

döngü oluşturduğu yapay s�n�r ağı sınıfıdır. İler� beslemel� s�n�r ağların aks�ne, y�nelemel� 

s�n�r ağları kend� g�r�ş belleğ�n� g�rd�ler�n rastgele d�z�ler�n� �şlemek �ç�n 

kullanab�lmekted�rler. [1]. 

 

Bu özell�k sayes�nde y�nelemel� s�n�r ağları sıralı ver�lerde ve zaman ser�ler�nde 

öncek� değerlerden ed�nd�ğ� b�lg�y� de ağa dah�l ederek d�ğer s�n�r ağı modeller�nden daha 

�y� sonuçlar elde ed�lmes�n� sağlamaktadır. 

 

Bu çalışmada, y�nelemel� s�n�r ağlarından önce temel oluşturması açısından s�n�r 

ağlarının tar�hçes� ve çalışma prens�pler� �ncelenecekt�r. Daha sonra y�nelemel� s�n�r 

ağlarının b�r çeş�d� olan Uzun Sürel� Kısa Döneml� Hafıza (LSTM) ağlarına �l�şk�n b�r 

�nceleme yapılacak ve son olarak LSTM model� kullanılarak Borsa İstanbul vadel� �şlem 

kontratları üzer�nde f�nansal ver� tahm�n model� gel�şt�r�lecekt�r.  

 

Bölüm 2’de t�p�k b�r yapay s�n�r ağının yapısından başlanarak, Y�nelemel� S�n�r Ağları 

(RNN) ve Uzun Sürel� Kısa Döneml� Hafıza (LSTM) ağları açıklanmıştır. Bölümler 
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sıralanırken en bas�t s�n�r ağı yapısından, uygulamada kullanılacak olan karmaşık b�r s�n�r 

ağı model� olan LSTM ağlarına kadar aşamalı olarak geç�lm�şt�r. Böylece s�n�r ağı 

m�mar�ler�n�n l�teratürdek� tar�hsel gel�ş�m�n� görmek de mümkün olmuştur. 

 

S�n�r ağı m�mar�ler� ve çalışma prens�pler� açıklandıktan sonra Bölüm 3’te 

uygulamanın ver� ön �şleme aşamasında kullanılacak yapısal kırılma ve değ�ş�m noktası 

tesp�t yöntemler� �ncelenm�şt�r. Bu yöntemler, uygulama bölümünde kullanılacak f�nansal 

ver�y� mak�ne öğrenmes� model�ne en uygun hale get�rmek �ç�n kullanılmıştır. Uygulama 

aşamasında bu yöntemler�n model başarısına olan etk�s� de göster�lm�şt�r.    

 

Uygulama bölümünde f�nansal zaman ser�s� ver�s� üzer�nde f�yat hareketler�n� yukarı 

veya aşağı yönlü olarak sınıflayan �k� model kurulmuştur. İlk model bas�t b�r m�mar�ye 

sah�p t�p�k b�r yapay s�n�r ağı model�d�r. İk�nc� model �se çalışmanın ana konusunu 

oluşturan en �y� tasarlanmış s�n�r ağı türler�nden b�r� olan LSTM ağlarıdır.  

 

Ver� set� olarak Borsa İstanbul Vadel� İşlem ve Ops�yon p�yasasında �şlem gören 

Endeks30 kontratına a�t ver�ler kullanılmıştır. Bu ver�lerden bel�rl� f�nansal �nd�katörler 

kullanılarak farklı değerler de elde ed�lm�ş ve bu değerler g�rd�lere dah�l ed�lm�şt�r.  

 

Uygulama sonucunda LSTM ağları, �ler� beslemel� s�n�r ağı model�ne göre daha 

yüksek sınıflama başarısı elde etm�şt�r. Beklend�ğ� üzere sıralı zaman ser�s� ver�s�nde 

y�nelemel� s�n�r ağı modeller�n�n daha yüksek başarı oranı yakaladığı görülmüştür. 
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2. Yapay S�n�r Ağları 
 

2.1. İler� Beslemel� Yapay S�n�r Ağları 
 

2.1.1. S�n�r Ağları Tar�hçes� 
 

S�n�r ağı teor�s� Mcculloch ve P�tts [2] tarafından 1940’lı yılların başlarında 

gel�şt�r�lm�ş olup, yöntem�n farklı alanlarındak� uygulamaları �se zaman �çer�s�nde 

l�teratüre kazandırılmış ve gel�şm�şt�r. Yapay S�n�r Ağları yaklaşımı, l�neer olmayan 

karmaşık fonks�yonları modellemek �ç�n beyn�n düşünme sürec�n� takl�t eden s�stemler�n 

oluşturulmasında kullanılmaktadır. Bunun neden� beyn�n, model tanıma, algılama ve 

hareket kontrolü g�b� karmaşık �şlemler�n gerçekleşt�r�lmes�nde b�lg�sayar ç�pler�nden 

daha hızlı ve daha ver�ml� olmasıdır. Bu nedenle, bey�n fonks�yonlarını takl�t etmek s�n�r 

ağına, f�z�ksel akıl yürütme ve geleneksel matemat�ksel yaklaşımlarla çözülemeyen 

problemler� modellemek �ç�n çözümler üretme yeteneğ� vereb�lmekted�r.  

 

Araştırmacıların l�teratüre katkısıyla b�rl�kte b�rçok farklı s�n�r ağı türü ortaya 

çıkmıştır. Bunlara örnek olarak; İler� Beslemel� S�n�r Ağları (FFNN), Evr�ş�ml� S�n�r 

Ağları (CNN) [3], Çek�şmel� Üret�c� S�n�r Ağları (GANN) [4], Uzun Sürel� Kısa Döneml� 

Hafıza Ağları (LSTM) [5] , Nöral Tur�ng Mak�nes� (NTM) [6] modeller� göster�leb�l�r.  

 

 
Şek�l 1.Yapay s�n�r ağlarına yönel�k t�p�k b�r ger� yayılım şeması  

 

 



4 
 

2.1.2. S�n�r Hücres� Modellemes� 

 
Şek�l 2. S�n�r hücres� anatom�s� 

 

B�r s�n�r hücres� s�n�r s�stem�n� oluşturan en küçük yapı taşıdır ve canlılarda b�lg� 

transfer�n� sağlayan temel �şlem b�r�m�d�r. Ortalama b�r �nsan beyn�nde 86 m�lyar s�n�r 

hücres� bulunmaktadır. S�n�r hücreler� s�naps adı ver�len ve elektr�ğ� �leten noktalardan 

b�rb�r�ler�ne bağlıdır. S�n�r hücreler� temel olarak üzer�ne gelen elektr�k s�nyal�n� toplayan 

ve toplanan s�nyal değer�n�n b�r sonrak� b�r�me aktarılıp aktarılmayacağına karar veren 

b�r�mlerd�r. Elektr�k s�nyal� �lk olarak dendr�tler vasıtasıyla s�n�r hücres�ne ulaşır. Bu 

dendr�tler b�rçok farklı s�n�r hücres�nden gelen elektr�k s�nyaller�n� alan bağlantılardır. 

Dendr�tler vasıtasıyla s�n�r hücres�ne ulaşan elektr�k s�nyaller� b�r toplam fonks�yonuna 

sokulur. Daha sonra toplam değer� b�r akt�vasyon fonks�yonuna ver�lerek, gelen s�nyal�n 

sonrak� s�n�r hücreler�ne aktarılıp aktarılmayacağı karar ver�l�r. Akt�vasyon fonks�yonu 

temelde bel�rl� b�r eş�k değer� olan ve bu eş�ğ�n geç�lme durumuna göre açık veya kapalı 

(1-0) sonucunu veren b�r anahtar görev� görmekted�r. S�nyal�n �let�lmes� durumunda 

akson uçlarına aktarılan elektr�k buradan d�ğer nöronlara geçer. Elektr�k s�nyal� d�ğer 

nöronlara geçerken her akson ucunda bel�rl� b�r ağırlık değer�yle çarpılması da gerek�r. 

B�r yapay s�n�r ağı model�nde amaçlanan, her b�r akson ucundak� ağırlıkların opt�mal 

şek�lde ayarlanarak, çıktının probleme en uygun çözümü �çeren sonucu vermes�n� 

sağlamaktır. 

 

B�r s�n�r ağında, katmanlar hal�nde organ�ze ed�lm�ş b�rb�r�ne bağlı s�n�r hücreler� 

(veya �şlem b�r�mler�) bulunur. T�p�k b�r s�n�r ağı 3 katmandan oluşur. Bunlardan b�r�nc�s� 

g�r�ş katmanı, �k�nc�s� g�zl� katman ve sonuncusu �se çıkış katmanı şekl�nde tanımlanab�l�r 

(Şek�l 1). Katmanlar arasındak� bağlantılar, g�r�ş katmanına sunulan b�lg�ler�n g�zl� 

katmanlardan çıkış katmanına kadar akmasına �z�n ver�r. Bu bağlantılar, sunulan g�rd�ler 
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ve karşılık gelen çıktılar arasındak� �l�şk�n�n doğasını öğrenmek �ç�n s�n�r ağı s�stem� 

tarafından kullanılan ağırlıkların opt�m�ze ed�lmes�yle sürekl� olarak güncellen�r. 

 

 
Şek�l 3. S�n�r hücres� modellemes� 

 

S�n�r ağının en temel �şlem b�r�m� olan s�n�r hücres�n� matemat�ksel olarak 

modellemek �stersek, öncel�kle her dendr�tten gelen elektr�k s�nyaller�n� b�r ağırlık (w) 

değer�yle çarpmamız gerek�r. Daha sonra bu değerler b�r toplam fonks�yonuna aktarılır. 

Bulunan toplam değer� b�r akt�vasyon fonks�yonuna gönder�l�r ve akt�vasyon fonks�yonu 

elektr�k s�nyal�n�n sonrak� s�n�r hücreler�ne �let�l�p �let�lmeyeceğ�ne karar verecekt�r. 

Akt�vasyon fonks�yonundan çıkan sonuç s�n�r hücres�n�n bağlı olduğu d�ğer hücrelere 

aktarılır ve aynı �şlemler tekrar ed�l�r. Akt�vasyon fonks�yonuna gönder�lecek toplam 

değer aşağıdak� formül �le elde ed�l�r. 

 

 

 

 
b: Yanlılık değer�,   x : G�rd�,   w: Ağırlık,    n : G�rd� Sayısı 

 

 

 

 Ver�dek� her b�r nokta �ç�n s�n�r ağında gerçekleşen �şlemler sırasıyla aşağıdak� 

şek�lde ver�lm�şt�r.  

1. G�rd� nöronlarına ver�den gelen değerler ver�l�r. 
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2. Ver�len değerler b�r sonrak� katmanda bulunan s�n�r hücreler�ne �lg�l� bağlantının 

ağırlığı (w�) �le çarpılarak gönder�l�r. 

3. Karmandak� her b�r nöron kend�s�ne �let�len ağırlıkları toplar. 

4. Her b�r nöron toplanan değer� b�r akt�vasyon fonks�yonuna gönder�r. 

5. Akt�vasyon fonks�yonu gelen değer�n aktarılıp aktarılmayacağına karar ver�r. 

6. Bu şek�lde g�rd� nöronlarından gelen ver� �ler�ye doğru tüm katmanlara gönder�l�r. 

7. Çıkış katmanında elde ed�lm�ş değer �le olması gereken değer karşılaştırılır ve b�r 

kayıp değer� elde ed�l�r. Bu kayıp değer�n� hesaplamak �ç�n b�r kayıp fonks�yonu 

kullanılır. 

8. Bulunan kayıp değer�n� azaltmak �ç�n b�r opt�m�zasyon algor�tması �le s�n�r 

ağındak� tüm ağırlıklar güncellen�r. 

9. İsten�len kr�terler gerçekleşene veya bel�rl� b�r adım sayısına gel�nene kadar bu 

�şlemler tekrar ed�l�r. 

 

2.1.3. Akt�vasyon Fonks�yonu 
 

 
Şek�l 4. Yapay s�n�r ağlarında �şlem ün�teler�nde kullanılan transfer fonks�yonları 

 

Her nöronun �ç�nde, g�r�len ve toplanan ver�ler� �şleyerek nöron çıktısına çev�ren 

ve otomat�k olarak sonrak� katmanda bulunan nöron �ç�n b�r g�rd� ver�s� hal�ne get�ren b�r 

akt�vasyon fonks�yonu kullanılmaktadır. S�n�r hücres�nde kullanılmak üzere farklı 

akt�vasyon fonks�yonları mevcuttur. En yaygın fonks�yonlar başlıca; Logs�gmo�d 

(Logs�g), Tanjant S�gmo�d (Tans�g) ve doğrusal akt�vasyon fonks�yonu şekl�nde 

sıralanab�l�r (Şek�l 4) [7].  Akt�vasyon fonks�yonlarında genell�kle doğrusal olmayan 

fonks�yonlar kullanılır. Bunun en öneml� sebeb� yapay s�n�r ağları model�ne esnek b�r 

hesaplama altyapısı sağlayab�lmek ve çözüm bulunması �stenen probleme doğasına yakın 

b�r çözümle yaklaşab�lmekt�r. Eğer akt�vasyon fonks�yonu doğrusal b�r fonks�yon olursa, 
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elde edeceğ�m�z çıktı, g�rd� vektörünün doğrusal dönüşümünden başka b�r şey 

olamayacaktır. 

 

2.1.4. Kayıp Fonks�yonu 
 

Kayıp fonks�yonu s�n�r ağı tarafından tahm�n ed�len çıktı değer� �le olması gereken 

çıktı değer� arasındak� hatayı hesaplayan ve s�n�r ağının opt�m�ze ed�lmes� �ç�n gerekl� 

kayıp değer�n� bulan fonks�yondur. S�n�r ağı modeller� çözümled�kler� problem�n çeş�d�ne 

göre farklı kayıp fonks�yonları kullanılab�l�r. Örneğ�n çözümlenen problem b�r sınıflama 

problem� olduğunda, çıktı değer� 1 veya 0 olarak bulunmalı ve buna göre tahm�n ed�len 

sınıf değer� oluşmalıdır. Bu durumda “İk�l� Çapraz Entrop�” kayıp fonks�yonu uygun b�r 

seç�m olacaktır. Fakat b�r zaman ser�s� problem� ele alındığında “Ortalama Karesel Hata” 

g�b� uzaklık bazlı b�r kayıp fonks�yonu kullanılması uygun olacaktır. Aşağıda uzaklık 

bazlı ve kategor�k kayıp fonks�yonlarına �l�şk�n formüller yer almaktadır. 

 

Ortalama karesel hata formülü; 

 

N: Ver� sayısı, f�: Hesaplanan sonuç değer�, y�: Gerçek sonuç değer� 

 

 

Kategor�k çapraz entrop� formülü; 

 

C: Sınıf sayısı, to,c: Bel�rley�c� çarpan (0-1), c: Sınıf 

 

2.1.5. Opt�m�zasyon Algor�tması 
 

Kayıp fonks�yonu �le hesaplanan hata değer�n�n düşürüleb�lmes� �ç�n s�n�r ağında 

bulunan ağırlık değerler�n�n doğru şek�lde güncellenmes� gerek�r. Her b�r ağırlığın hatayı 

azaltacak b�ç�mde doğru yönde güncelleneb�lmes� �ç�n b�r opt�m�zasyon algor�tması 

kullanılmalıdır. Bu algor�tma her b�r adımda hatayı azaltarak, kayıp değer�n� m�n�m�ze 

etmey� sağlayan b�r opt�m�zasyon yöntem� olmalıdır. Yapay s�n�r ağları genell�kle ger� 

beslemel� b�r öğrenme sürec�ne sah�pt�r. Yan� çıktıdan hesaplanan hata değer� ağdak� her 
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b�r katman �ç�n ger�ye doğru ağırlıkların güncellenmes�nde kullanılır. Ger� besleme her 

adımda çıktı değer�nden hesaplanan hatayı m�n�m�ze eden b�r algor�tmadır. 

 

 S�n�r ağındak� nöronlar arasındak� her b�r bağlantı �ç�n ağırlıklar her adımda 

aşağıdak� formülle yen�den hesaplanır. 

 
 

 

 
E : Hata, w : Ağırlık, n : Öğrenme oranı 

 
 

Her yen� ağırlık yen�den hesaplanırken amaç, �lg�l� ağırlıktak� (w�) değ�ş�m�n, 

toplam hata (Etoplam) değer�n� ne şek�lde etk�led�ğ�n� bulmaktır. Böylece toplam hatayı 

azaltacak şek�lde w� ağırlığını güncellemek mümkün olacaktır. Bunun �ç�n toplam hatanın 

w� ağırlığına göre kısm� türev� bulunmalıdır. 

 

 

 
E: Hata, out: Çıktı, w: Ağırlık, net: Ağ g�rd�s� 

 

 Eldek� her b�r ver� �ç�n veya önceden bel�rlenm�ş b�r adım sayısına er�ş�lene kadar 

tüm ağırlıklar yukarıdak� formülle yen�den hesaplanır ve güncellen�r. Her güncellemede 

kayıp fonks�yonundan elde ed�len kayıp değer�n�n düşmes� beklen�r. Kayıp değer�n�n 

düşmes�, ver� set� ve beklenen çıktılar arasında b�r �l�şk� bulunduğunu ve yapay s�n�r ağı 

ağırlıklarının bu �l�şk�ye uygun şek�lde güncellend�ğ�n� göstermekted�r. Adım sayısının 

sonuna gel�nmes�ne rağmen kayıp değerler�nde b�r düşüş gözlenmemes�, ver set� ve 

beklenen çıktı arasında b�r �l�şk� bulunmadığı veya yapay s�n�r ağı m�mar�s�n�n bu �l�şk�y� 

doğru b�r şek�lde yakalamaya uygun olmadığı şekl�nde yorumlanab�l�r.  
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2.2.Y�nelemel� S�n�r Ağları 
 
 
2.2.1. Y�nelemel� S�n�r Ağları G�r�ş ve Tar�hçe 
 

1980’l� yıllarda temeller� atılan b�r yapay s�n�r ağı model� olan özy�nelemel� s�n�r 

ağları (RNN) özell�kle doğal d�l �şleme (NLP) alanında d�z� �şleme özell�ğ� olmasından 

dolayı sıklıkla terc�h ed�lmekted�r. Konuşma, met�n, müz�k, v�deo g�b� sıralı akışa sah�p 

ver�lerde başarılı sonuçlar üreten RNN yapısında �ler� beslemel� s�n�r ağı yapısından farklı 

olarak �ler�dek� katmanlardan g�r�şlere ger� besleme yapılmaktadır. Ağ bu sayede öncek� 

b�lg�lere bağlı b�r çıkış üretmekted�r. [8] 

 

Ağın yapısı, standart b�rçok katmanlı s�n�r ağına benzemekle b�rl�kte ağın g�zl� 

katmanları arasında geçm�ş zamandan gelen ver�lerle �l�şk�l� bağlantılara �z�n ver�l�yor. 

Bu bağlantılar aracılığıyla model geçm�ş hakkında b�lg� tutab�l�yor ve ver�lerde 

b�rb�r�nden uzak olaylar arasındak� zamana bağlı korelasyonları keşfedeb�l�yor. [9] 

 

 
Şek�l 5. Y�nelemel� s�n�r ağı model� 

 

 Şek�l 5’te ver�len y�nelemel� s�n�r ağı model�nde d�kkat ed�lmes� gereken, �lk 

bölümde ver�len s�n�r ağı model�nden farklı olarak, burada zamana dayalı b�r göster�m 

yapılmış ve ver�dek� her b�r noktayı tems�l eden xt g�rd�ler� ve ht çıktıları göster�lm�şt�r. 

Yan� şek�lde ağın çalıştırılırken her t zamanda yapacağı �şlemler kes�t olarak ver�lm�şt�r. 

“M” �se s�n�r hücres�n� �fade eder. Her b�r noktada “M” �ler� beslemel� s�n�r ağlarında 

olduğu g�b� b�r çıktı üret�r (ht). Buna ek olarak y�nelemel� s�n�r ağlarında bulunan 

öğren�lm�ş b�lg�ler� �çeren b�r “c” çıktısı daha üret�r. Şek�lde görüldüğü üzere herhang� b�r 

xt g�rd�s� kend�s�nden öncek� xt-1 g�rd�s�nden elde ed�len “c” vektörünü hesaplamaya dah�l 

etmekted�r. “c” geçm�şten öğren�lm�ş b�lg�ler� �çeren b�r ağırlık vektörüdür. Her yen� yen� 

xt ver�s�nde, ht sonucunun hesaplanması �ç�n, xt g�rd� vektörü yanında “ct” vektörü de 
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kullanılmaktadır. Böylece ver�de �ler� g�d�ld�kçe geçm�ş ver�lerden elde ed�lm�ş olan 

sonuçlar da tekrar g�rd� olarak kullanılab�lmekted�r. Bu durum y�nelemel� s�n�r ağlarının 

sıralı ver�lerde ve zaman ser�ler�nde �ler� beslemel� s�n�r ağlarına göre daha �y� sonuç 

vermes�n� sağlamaktadır.  

 

Örneğ�n, b�r cümle �ç�nde b�r sonrak� kel�mey� tahm�n etmek �ç�n, o ank� 

kel�meden önce hang� sözcükler�n geld�ğ�n� b�lmek gerekmekted�r. RNN m�mar�s�n�n 

y�nelenen olarak adlandırılmasının sebeb�, b�r d�z�n�n her öğes� �ç�n (cümledek� kel�meler 

g�b�) aynı görev� öncek� çıktılara bağlı olarak yer�ne get�rmes�d�r. [10] 

 

2.2.2. Çalışma Mantığı ve Teor�s� 
 

 
 Şek�l 6. Y�nelemel� s�n�r ağı model� 

 

Yukarıdak� şek�lde “x” g�rd� vektörü, “y” çıktı vektörü ve “c” y�nelemel� s�n�r 

ağlarına özel olan geçm�ş ver�lerden elde ed�len b�lg�ler� saklayan b�r vektördür. Yalnızca 

“x” ve “y” vektörler� düşünüldüğünde bu model �ler� beslemel� b�r yapay s�n�r ağıdır. 

Burada farklı olan her b�r xt g�rd�s� �ç�n öncek� ver�lerden elde ed�len sonuçları �çeren ct-1 

vektörü ağa dah�l ed�lmekted�r. Aşağıdak� formül �le her b�r x noktası �ç�n “a” vektörünün 

ve “y” çıktı vektörünün değerler� hesaplanır. 

 

 

 

Formülde c<t> vektörü t zamandak� ve t zamandan önce öğren�len b�lg�ler� �çeren 

vektördür. c<t> vektörünü hesaplamak �ç�n t-1 ver�s�nden ed�len c<t-1> vektörü ve güncel 
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g�rd� olan x<t> vektörü kullanılır. Böylece öncek� tüm ver�den elde ed�len b�lg�ler� �çeren 

yen� b�r c<t> vektörü elde ed�lm�ş olur. 

 

 

 

 Daha sonra y<t> çıktısının elde ed�leb�lmes� �ç�n öncek� formülde hesaplanan a<t> 

b�lg� vektörü formüldek� yer�ne yazılır. Bu şek�lde ağ çıktısı (y) her b�r x g�rd�s� �ç�n 

hesaplanmış olur.  

 

Formüllerde “g” fonks�yonu akt�vasyon fonks�yonunu �fade etmekted�r. 

Formüllerde aynı göster�lm�ş olsa da genell�kle a<t> vektörünün hesaplanması �ç�n “tanh” 

akt�vasyon fonks�yonu terc�h ed�l�r. Bunun en öneml� sebeb� öz y�nelemel� s�n�r ağlarının 

en büyük problemler�nden b�r� olan kaybolan gradyan durumunu önlemeye uygun 

olmasıdır. Bu probleme sonrak� bölümde detaylı olarak değ�n�lecekt�r. Çıktı değer� olan 

y<t> hesaplaması �ç�n �se çözülmes� �stenen probleme uygun herhang� b�r akt�vasyon 

fonks�yonu seç�leb�l�r. 

 

2.2.3. Kaybolan Gradyan problem� 
 

Teor�de y�nelemel� s�n�r ağları bas�t ve güçlü b�r model olsa b�le, prat�kte doğru 

b�r şek�lde eğ�t�lmes� zordur. Model�n bu hantallığının başlıca nedenler� Beng�o ve 

d�ğerler� (1994) tarafından da açıklandığı g�b� kaybolan gradyan ve patlayan gradyan 

problemler�d�r. [9] [11] 

 

Bu problem�n ardında yatan sebeb� anlamak �ç�n bas�t b�r örnek vermek gerek�rse; 

“w” skalar b�r ağırlık değ�şken� olsun ve model�m�z “w” değ�şken�n�n b�rçok kez 

çarpımını �çeren aşağıdak� eş�tl�k olsun; 

 

 

 

Buna göre “t” zaman sonrak� sonuç, model�n �lk hal�ne (t0) göre wt �le çarpılmış 

olacaktır. Bu durumda “t” zaman �ç�nde �ler� g�d�ld�kçe |w|>1 �se �fade çok büyük b�r 

sayıya g�decek ve “patlayan” olarak tanımlanacaktır. Aynı şek�lde |w|<1 olması 

durumunda da �fade sıfıra yakınsayacak ve “kaybolan” olarak tanımlanacaktır.  
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Bu durum y�nelemel� s�n�r ağlarında geçm�şten gelen b�lg�ler� �çeren matr�stek� 

ağırlıkların her t zamanda çarpılmasıyla ortaya çıkmaktadır. Sonuç olarak ağırlıklar ya 

sıfıra yakınsayacak ya da çok büyük değerlere ulaşacak ve model doğru b�r şek�lde 

eğ�t�lemeyecekt�r.  

 

Kaybolan gradyan ve patlayan gradyan sorunu y�nelemel� s�n�r ağlarının teor�de 

bas�t ve başarılı b�r model olmasına karşın prat�kte c�dd� b�r soruna sah�p olmasına yol 

açmaktadır. Bu sorunun çözümü �ç�n y�nelemel� s�n�r ağlarında bazı mod�f�kasyonlar 

yapılmış ve daha sonra bu sorunlara çözüm olan Uzun Sürel� Kısa Döneml� Hafıza 

(LSTM) ve Geç�tl� Tekrarlayan B�r�m (GRU) g�b� modeller ortaya çıkmıştır.  

 

Bölüm 3.2.’de de bahsed�ld�ğ� g�b� y�nelemel� s�n�r� ağlarında geçm�şten gelen 

b�lg�ler� �çeren vektörün hesaplanmasında “tanh” akt�vasyon fonks�yonu 

kullanılmaktadır. Tanh akt�vasyon fonks�yonunun alab�leceğ� değerler 1 ve -1 arasında 

sab�tlenm�ş olduğu �ç�n “t” zamanda �ler� g�d�ld�kçe ağırlıkların çarpımlarından elde 

ed�len değerler�n çok büyük veya sıfıra yakın hale gelmes� d�ğer akt�vasyon 

fonks�yonlarına göre daha zor olmaktadır.  Aşağıdak� görselde tanh akt�vasyon 

fonks�yonu ve relu akt�vasyon fonks�yonları ver�lm�şt�r. 

 
Şek�l 7. Relu ve Tanh Akt�vasyon Fonks�yonları 

 

2.3. Geç�tl� Tekrarlayan B�r�m (GRU) 
 

2.3.1. GRU G�r�ş ve Tar�hçe 
 
 Y�nelemel� s�n�r ağlarının en büyük problem� olan kaybolan veya patlayan 

gradyan sorunu, y�nelemel� s�n�r ağlarının ver�dek� uzun sürel� �l�şk�ler� öğreneb�lmes�n� 
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oldukça zor hale get�r�yor.  Bu nedenle ver�dek� uzun sürel� �l�şk�ler� başarıyla belleğ�nde 

tutab�lecek ve bu öğren�lm�ş b�lg�y� ver�dek� d�ğer noktalara uygulayab�lecek modeller�n 

gel�şt�r�lmes� gerek�yordu. LSTM model� bu soruna çözüm get�rerek y�nelemel� s�n�r 

ağlarının sıralı zaman ser�ler�ndek� başarısını oldukça arttırdı. LSTM model�nden daha 

sonra ortaya çıkmasına rağmen daha bas�t ve hesaplama süres� daha kısa b�r yapıya sah�p 

olan GRU (Geç�tl� Tekrarlayan B�r�m) model� �se oldukça popüler b�r model hal�ne geld�. 

İlk olarak 2014 yılında Cho ve d�ğerler� tarafından öner�len model [12], aynı yıl 

yayınlanan “Geç�tl� Tekrarlayan B�r�mle D�z� Modellemen�n Deneysel 

Değerlend�r�lmes�” g�b� b�rçok uygulamada başarısını kanıtladı. [13] 

 

 GRU t�p�k b�r y�nelemel� s�n�r ağından farklı olarak “t” zamanda öğren�len 

ver�n�n, öğren�lm�ş b�lg�y� saklayan vektöre yazılıp yazılmayacağına karar veren b�r 

kapıya (gate) sah�p olmasıdır. Böylece �şe yarayab�lecek b�lg�ler� belleğ�nde daha uzun 

süre tutab�l�rken, �şe yaramayacak ver�ler� çarpıma dah�l etmeyerek kaybolan gradyan 

sorununun da önüne geçm�ş olacaktır. Bunun sonucunda zaman ser�s�ndek� uzun sürel� 

�l�şk�ler� öğreneb�len ve daha �y� performans veren b�r model ortaya çıkmış olur. 

 

2.3.2. Çalışma Mantığı ve Teor�s� 
 

 
Şek�l 8. GRU hücres� 

 
 T�p�k b�r y�nelemel� s�n�r ağında olduğu g�b� her GRU hücres� g�rd� olarak x<t> 

g�rd� vektörünü ve geçm�ş b�lg�ler� �çeren c<t-1> vektörünü alır. Çıktı olarak �se y<t> ve c<t> 

vektörler�n� b�r sonrak� hücreye gönder�r. T�p�k b�r y�nelemel� s�n�r ağından farklı olarak 

c<t> çıktısı hesaplanırken c<t-1> vektöründen gelen b�lg�n�n güncellen�p 
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güncellenmeyeceğ�ne karar veren b�r fonks�yon bulunmaktadır. T�p�k y�nelemel� s�n�r 

ağlarında c<t> vektörü herhang� b�r koşul olmaksızın güncellenmekte ve bu durum çarpım 

sayısını arttırdığı �ç�n kaybolan gradyan sorunu ortaya çıkmaktadır. 

 

 
 

 Öncel�kle GRU formülü �ç�n c<t> vektörünü h<t> olarak �fade edeceğ�z. Şu an bu 

�k� değ�şken b�rb�r�ne eş�t olacak fakat LSTM bölümüne geç�ld�ğ�nde bu değ�şkenler 

farklı olacağı böyle b�r �fade kullanalım. 

 
 

 
 
 

 İlk olarak g�rd� vektörü (x<t>) ve esk� b�lg� vektörünü (h<t-1>) kullanarak h<t> 

vektörünün yen� “aday” değer�n� hesaplayalım. Aday değer� olmasının sebeb�, �ler� 

beslemel� yapay s�n�r ağlarındak� g�b� hesaplanan değer�n hemen yen� b�lg� vektörü olarak 

eş�tlenmemes�d�r. Bunun yer�ne bu aday değer b�r kapı fonks�yonuna gönder�l�r ve bu 

fonks�yon b�lg� vektörünün aday değerle güncellen�p güncellenmeyeceğ�ne karar ver�r. 

Bu aşamada öncek� bölümlerde açıklandığı g�b� y�ne tanh akt�vasyon fonks�yonu 

kullanılır 

 
 
 
 GRU arkasındak� en büyük f�k�r olan “kapı” veya “geç�t” fonks�yonu, 0 �le 1 

arasında b�r sonuç döndürür ve yen� h<t> vektörünün hesaplanmasında aday h<t> 

vektörünün ne oranda kullanılacağına karar ver�r. Başka b�r �fadeyle geçm�şten 

öğren�lm�ş b�lg�ler� saklayan vektörün, yen� ver�den öğren�lm�ş b�r b�lg�yle ne oranda 

değ�şt�r�leceğ�ne karar ver�r. Böylece uzun sürel� �l�şk�ler �çeren b�r ver�de geçm�ş b�lg�ler� 

saklayan vektörün doğru b�r şek�lde tutulmasını ve �ler�ye aktarılmasını sağlar. 

Akt�vasyon fonks�yonu olarak 0 �le 1 arasında değer döndüren S�gmo�d akt�vasyon 

fonks�yonu kullanılır. 
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 Son olarak yen� b�lg� vektörünü oluşturmak �ç�n kapı fonks�yonundan elde ed�len 

değer, aday h<t> vektörü �le çarpılır ve (1-Kapı değer�) �le toplanır. Aday değer çarpımı ve 

(1- Kapı değer�) toplandığı �ç�n çarpımdan dolayı ortaya çıkab�lecek çok büyük ve çok 

küçük sayılar engellenm�ş olur ve kaybolan gradyan sorunu ortaya çıkmaz. Aynı zamanda 

h<t> �ç�nde yalnızca �şe yarayacak b�lg�ler�n tutulması sağlanır. 

 

2.4. LSTM 
 

2.4.1. LSTM G�r�ş ve Tar�hçe 
 

 Uzun Sürel� Kısa Döneml� Hafıza (LSTM) kavramı �lk olarak 1997 yılında Sepp 

Hochre�ter ve Jürgen Schm�dhuber tarafından yayınlanan makale �le ortaya çıkmıştır. 

Makalede y�nelemel� s�n�r ağlarında bulunan geçm�ş ver�lerden öğrend�ğ� b�lg�ler� 

belleğ�ne alarak ağa dah�l etme özell�ğ�n�n her ne kadar oldukça �y� b�r f�k�r olduğunu 

bel�rtse de, prat�kte bu algor�tmaların �ler� beslemel� b�r s�n�r ağına göre avantaj 

sağlamadığını �fade etm�şt�r. 

 

 Y�nelemel� s�n�r ağlarında kısa sürel� belleğe ne konulacağını öğrenmek �ç�n en 

yaygın olarak kullanılan algor�tmalar, özell�kle g�rd�ler ve karşılık gelen öğret�c� s�nyaller 

arasında zaman gec�kmes� uzun olduğunda çok fazla zaman alır veya h�ç �y� çalışmaz. 

Teor�k olarak büyüley�c� olmasına rağmen, mevcut yöntemler, örneğ�n, sınırlı zaman 

aralıklı �ler� beslemel� ağlarda ger�-beslemel� s�n�r ağlarına kıyasla açık prat�k avantajlar 

sağlamamaktadır. [5] 

 

 Hochre�ter ve Sepp makales�nde LSTM model�n� tanıtırken; “Gürültülü, 

sıkıştırılamaz g�r�ş d�z�ler� durumunda b�le 1000 adımı aşan zaman aralıklarında kısa 

sürel� �l�şk�ler� kaybetmeden bağlantı kurmayı öğreneb�l�r.” olarak �fade etm�şt�r. Bu 

durumda y�nelemel� s�n�r ağlarının en büyük problem� olan kaybolan veya patlayan 

gradyan sorunu çözülmüş ve  uzun zaman ser�ler�nde beklenen şek�lde geçm�ş dönemde 

elde ed�len b�lg�ler� ağa başarılı b�r şek�lde dah�l eden b�r model elde ed�lm�şt�r. 
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Şek�l 9. LSTM Model� 

 

 Şek�l 8’de LSTM model�ndek� �lk modüle bakıldığında aslında Y�nelemel� S�n�r 

Ağları bölümünde bulunan şek�l �le neredeyse aynı olduğu görülmekted�r. Şek�lde, xt g�rd� 

vektörü, “M” s�n�r hücres� ve ht s�n�r hücres�n�n çıktısıdır. Burada farklı olarak ortada 

bulunan modüle bakıldığında s�n�r ağı model�n�n çıktıyı elde ederken b�rçok farklı yol 

kullandığı göze çarpacaktır. Bu yollar �lk olarak karışık gözükse de y�nelemel� s�n�r 

ağlarındak� kaybolan gradyan problem�ne çözüm olmaktadır. Sonrak� bölümde her b�r 

LSTM ağında çıktı değerler�n�n nasıl hesaplandığı �ncelenecekt�r. 

 

 

2.4.2. Çalışma Mantığı ve Teor�s� 

  
Şek�l 10. LSTM hücres� 

 

LSTM ağları, bas�t y�nelemel� s�n�r ağları ve GRU model�ne göre daha karmaşık 

b�r yapıya sah�pt�r.  Bu modelde 3 farklı kapı fonks�yonu bulunur. Kapı fonks�yonları 
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öğren�lm�ş b�lg�n�n ne kadarının unutulacağını, yen� b�lg�n�n öğren�lm�ş b�lg�y� ne kadar 

değ�şt�receğ�n� ve bu değ�ş�mler�n b�r sonrak� hücreye ne şek�lde aktarılacağına karar 

veren fonks�yonlardır. Bu sayede karmaşık uzun sürel� �l�şk�ler ağ tarafından başarılı b�r 

şek�lde öğren�leb�l�r. 

 

GRU aks�ne bu modelde c<t> ve h<t> �k� farklı vektördür ve LSTM hücres�nden �k� 

farklı vektör olarak b�r sonrak� hücreye aktarılırlar.  
 

 
 
Aday c<t> vektörü GRU model�ne benzer şek�lde yukarıdak� formülle hesaplanır. 
 
 

 
 

Aday c<t> vektörünün, geçm�ş b�lg�ler� �çeren c<t> vektörünü ne oranda 

değ�şt�receğ�ne karar veren güncelleme kapısı fonks�yonu yukarıdak� formülle hesaplanır. 

 
 

  

 Geçm�ş ver�den gelen b�lg�ler�n ne oranda unutulması gerekt�ğ�ne karar veren 

unutma kapısı fonks�yonu, c<t-1> vektörünün yen� değer�n�n hesaplanmasında kullanılır.  

 

 
  

Son kapı olan çıktı kapısı, b�r sonrak� hücreye aktarılacak h<t> vektörünün 

hesaplanmasında kullanılır.  

 

 

 
 

Yen� c<t> vektörü hesaplanırken, öncel�kle aday c<t> vektörü �le güncelleme kapısı 

çarpımı bulunur. Daha sonra c<t-1> vektörü �le unutma kapısı çarpımı bulunur ve �k� çarpım 

toplanarak yen� c<t> değer� elde ed�l�r. 
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 Son olarak yen� h<t> vektörünün hesaplanması �ç�n yen� c<t> vektörünün tanh 

akt�vasyon fonks�yonu çıktısı ve çıktı kapısı çarpımı yukarıdak� formülle yapılır. 

 

 Sonuçta elde ed�len model gel�şm�ş uzun sürel� bellek kapas�tes�, unutma yeteneğ� 

ve uzun sürel� �l�şk�ler� yorumlayab�lme özell�ğ� bulunan, sıralı ver�lerde üstün 

performans gösteren sağlam b�r model hal�n� almıştır. 

 

3. Yapısal Kırılma ve Değ�ş�m Noktası Tesp�t� 

 Uygulamaya geçmeden önce s�n�r ağlarından bağımsız b�r konu olan yapısal 

kırılma ve değ�ş�m noktası testler�ne değ�n�lecekt�r. Bunun sebeb�, uygulamada 

kullanılacak ver�ler�n borsa ver�s� olmasından dolayı ortaya çıkan an� f�yat hareketler�n�n 

ve dış müdahaleler�n model�n başarısını olumsuz etk�lememes�n� sağlamaktır.  

  

3.1. CHOW Test� 
 

 Chow test� 1960 yılında Gregory C. Chow tarafından bulunan, ver�dek� herhang� 

b�r noktada yapısal b�r kırılmanın veya değ�ş�m�n olup olmadığını test ed�lmes�n� 

sağlayan b�r ekonometr� model� olarak ortaya çıkmıştır. Bu yöntem özünde test ed�lecek 

noktadan öncek� ve sonrak� ver�ler �ç�n �k� regresyon doğrusu oluşturur ve bu �k� 

doğrunun arasındak� eğ�m farkını �nceleyerek b�r değ�ş�m noktası olup olmadığını test 

eder.  

 

 

 
 

RSSp = Tüm ver�ye a�t regresyon doğrusu 

RSS1 = Kırılma öncesi regresyon doğrusu 

RSS2 = Kırılma sonrası regresyon doğrusu 

 

Genell�kle �k� �l�şk�n�n tamamen aynı olduğunu varsaymak �ç�n ekonom�k b�r gerekçe 

yoktur. İk� per�yotta veya �k� grup �ç�n �l�şk�ler�n sadece b�r kısmının aynı olduğunu 

varsaymak daha mantıklı olab�l�r. Belk� bel�rl� b�r gıda ürününe olan taleb�n f�yat 

esnekl�ğ� II. Dünya Savaşı'ndan bu yana değ�şmem�şken, gel�r esnekl�ğ� değ�şm�şt�r. Belk� 
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�k� grup f�rmanın yatırımı aynı şek�lde kârdan etk�len�r, ancak l�k�t varlıklardan 

etk�lenmez. İstat�st�ksel olarak, �k� regresyondak� katsayı alt kümeler�n�n eş�t olup 

olmadığını sorguluyoruz. [14] 

 
 
3.2. Cezalandırılmış Değ�ş�m Noktası Tesp�t� (PELT) Yöntem� 
 

 Değ�ş�m noktası tesp�t�nde kullanılan yöntemler genell�kle b�r opt�m�zasyon 

algor�tmasına dayanmaktadır. Turong, Oudre ve Vayat�s tarafından 2019 yılında yapılan 

b�r çalışmada bu yöntemlerden bazıları �ncelenm�şt�r. İncelenen yöntemler �le �lg�l� 

Python yazılım d�l�nde kodlanmış b�r kütüphane de yazarlar tarafından sunulmuştur.  

  

 B�r değ�ş�m noktası tesp�t algor�tması temelde üç bölümden oluşur. Bu bölümler; 

Mal�yet fonks�yonu, arama metodu ve kısıtlardır. Mal�yet fonks�yonu b�r “homojenl�k” 

ölçüsü olarak da tanımlanab�l�r. Homojen kel�mes� burada b�r ver�de bulunan değ�ş�m 

noktası sayısını �fade etmekted�r. Eğer ver�de değ�ş�m noktası bulunmuyorsa bu 

“homojen” b�r ver� olduğu anlamına gel�r. Ver�de b�r veya daha fazla değ�ş�m noktası 

bulunuyorsa bu “heterojen” olarak tanımlanab�l�r. Mal�yet fonks�yonu homojenl�k 

değer�n� maks�m�ze eden b�r fonks�yon olacaktır. 

 

 Arama algor�tması aşağıdak� problemler� çözümleyecek opt�m�zasyon 

algor�tmasıdır. 

 Problem 1: Değ�ş�m noktası sayısı (K) b�l�nd�ğ�nde; 

 

 

 

Problem 2: Değ�ş�m noktası sayısı (K) b�l�nmed�ğ�nde; 

 

 

 

  en �y� segmentasyon kabul ed�ld�ğ�nde V(T) kr�ter�n�n m�n�m�ze ed�c�s�d�r. K 

�se değ�ş�m noktası sayısıdır. Değ�ş�m noktası sayısı b�l�nmed�ğ�nde pen(T) 

segmentasyonun karmaşıklık dereces� ölçüsüdür. 
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 PELT algor�tması �se değ�ş�m noktası sayısı b�l�nmed�ğ�nde arama problem�ne 

çözüm bulan b�r algor�tmadır. Uygulamada kullanılacak ver�de değ�ş�m noktaları önceden 

bel�rlenmeyeceğ� �ç�n PELT opt�m�zasyon yöntem� terc�h ed�lm�şt�r. 

 

 PELT algor�tması adımları aşağıdak� g�b�d�r; 

G�rd�ler:  ver�s�, c(.) mal�yet fonks�yonu, β penaltı değer� 

Tanımla: Z b�r (T + 1) uzunluğunda d�z�; Z[0] ← −β 

 Tanımla: L[0] ←  

Tanımla: χ ←{0} 

for t = 1,...,T do 

  

  

  

  

 

[15] 

 

4.Uygulama 

 

4.1. G�r�ş 

 

 Bu çalışmada LSTM, GRU ve �ler� beslemel� yapay s�n�r ağı  modeller� 

kullanılarak Borsa İstanbul Vadel� İşlem ve Ops�yon p�yasalarında �şlem gören Endeks 

30 vadel� kontratında yüksel�ş ve düşüş trendler�n�n tahm�n� yapılacaktır. Ver� olarak 

Endeks 30 vadel� kontratının seç�lmes�n�n neden�, bu kontratın Borsa İstanbul 30 

endeks�nde �şlem gören h�sselerle hesaplanıyor olmasıdır. Yan� tek b�r h�sse sened�ne 

dayalı değ�l, B�st30 endeks� �ç�ndek� tüm h�sselere dayalı olarak f�yatı bel�rlenmekted�r. 

Bu durum tek b�r h�ssede meydana geleb�lecek dış etk�ler ve man�pülasyonlardan daha az 

etk�leneceğ� anlamına gelmekted�r. Bu nedenle b�r mak�ne öğrenmes� model� �ç�n daha 

uygun b�r ver� olduğuna karar ver�lm�şt�r. 
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Şek�l 11. Endeks 30 Vadel� Kontratı Graf�ğ� 

 

 Yukarıdak� görselde Endeks 30 Vadel� Kontratına a�t günlük per�yotta b�r mum 

graf�ğ� yer almaktadır. Her b�r mum çubuğu kend� �ç�nde Açılış, Kapanış, Yüksek ve 

Düşük değerler�ne sah�pt�r. Her b�r mum çubuğu �ç�nde bel�rlenen per�yotta kontratın 

aldığı �lk değer, son değer, en yüksek değer ve en düşük değer� �fade etmekted�r. Modelde 

g�rd� olarak 5 dak�kalık per�yottak� ver�ler kullanılacaktır. Bunun neden� uzun 

per�yotlarda meydana geleb�lecek dış etk�ler�n kısa per�yotlarda model� daha az 

etk�lemes�d�r. Dolayısıyla daha kısa vadel� per�yotlar kantat�f b�r model �ç�n doğru b�r 

seç�m olacaktır. 

 

Bu çalışmada çıktı değerler� �se ALIM veya SATIM anlamına gelen b�r sınıf 

değer� olacaktır. Eğ�t�m ver�s�nde bu sınıf değerler�n�n nasıl hesaplandığına aşağıdak� 

bölümlerde yer ver�lm�şt�r.  Ver� hazırlama ve ön �şleme aşamasından sonra LSTM 

model�, GRU model� ve �ler� beslemel� b�r yapay s�n�r ağı model� kurulacaktır. Bu 

modellere a�t konf�gürasyonlara da aşağıdak� bölümlerde değ�n�lm�şt�r. Kurulan modeller 

eğ�t�m ver�s� �le eğ�t�ld�kten sonra test ver�s� �le sınanacak ve modeller�n performansları 

karşılaştırılacaktır. 

 

Uygulama yapılırken Python yazılım d�l� kullanılmıştır. S�n�r ağları, GRU ve 

LSTM ağları �ç�n Google tarafından desteklenen Keras ve Tensorflow kütüphaneler� 

kullanılmıştır. Bunun dışında ver�dek� değ�ş�m noktalarının çıkarılması �ç�n de �k� farklı 

kaynaktan yararlanılmıştır. Chow test� �ç�n Joshua Loong tarafından gel�şt�r�lm�ş python 

kütüphanes� kullanılmıştır. PELT değ�ş�m noktası tesp�t� algor�tması �ç�n Charles Turong, 
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Laurent Oudre ve N�colas Vayat�s tarafından gel�şt�r�len Ruptures kütüphanes� 

kullanılmıştır. 

 

4.2. Ver�n�n Hazırlanması 

 
 

Ver� set� olarak Endeks 30 yakın vade kontratında Ek�m 2015 �le Mart 2020 

arasındak� 5 dak�kalık ver�ler elde ed�lm�şt�r. Bu ver� set�nde toplamda 5 dak�kalık 115876 

adet mum graf�ğ� ver�s� bulunmaktadır. Bu ver�ler�n %80’� eğ�t�m ve %20’s� test ver�s� 

olarak ayrılmıştır. Eğ�t�m ver�s� �ç�n gerekl� olan çıktı değerler� yüksel�ş ve düşüş 

sınıflarını tems�l edecek şek�lde 1 ve 0 olarak ayrılacaktır. Bunu yaparken aşağıda 

algor�tması ver�len, “Z�gZag” yöntem� adı ver�len b�r hesaplama �le ver�dek� düşüş 

trendler� ve yüksel�ş trendler� �şaretlenm�şt�r. 

 

Z�gZag algor�tması; 

 G�rd� (Salınım Yüzdes�): swp = 0.01 

  Tanımla: H b�r t uzunluğunda boş d�z�  

Tanımla: L b�r t uzunluğunda boş d�z�  

Tanımla: Z b�r t uzunluğunda boş d�z�  

oH = 0  

oL = 0 

sH = false  

sL = false  

 

for t = 1,...,T do  
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 Bu yönteme göre düşüş yaşanan b�r p�yasada, son noktadan “%x” oranında b�r 

artış olana değ�n tüm ver�ler düşüş olarak �şaretlen�r. Bu durumun ters� �ç�n de yüksel�ş 

olarak tüm ver�ler yüksel�ş olarak �şaretlen�r. Ver� oluşturulurken bu oran %1 olarak 

alınmıştır. 

 

 
Şek�l 12. Yüksel�ş ve Düşüş Trendler�n�n İşaretlenmes� 

 

Yukarıdak� graf�kte kes�kl� ç�zg�ler düşüş trendler�n�, kes�ks�z ç�zg�ler �se yüksel�ş 

trendler�n� göstermekted�r. Böylece eğ�t�m ver�s�ndek� çıktı değerler� olacak yüksel�ş ve 

düşüş sınıfları �şaretlenm�ş olur. Model�m�zden beklent�m�z burada öğreneceğ� yüksel�ş 

ve düşüş sınıflarını daha önce görmed�ğ� b�r test ver�s�nde de başarılı b�r şek�lde tahm�n 

etmes�d�r. 

 

Çıktı değerler� elde ed�ld�kten sonra ver� set� toplamda 5 g�rd�ye ve 1 çıktıya sah�p 

b�r ver� hal�ne gelm�şt�r. G�rd�ler �ç�nde mum graf�ğ� ver�s�ne a�t açılış, kapanış, yüksek, 

düşük ve hac�m değerler� bulunmaktadır. Bu 5 g�rd� varlığın f�yatı hakkında b�lg� �çerse 

de elde ed�lmek �stenen çıktı hakkında fazla b�r b�lg� �çermemekted�r. Öyle k� korelasyon 

tablosu oluşturulduğunda çıktı değer� �le f�yat bazlı g�rd�ler arasında b�r �l�şk� 
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bulunamamıştır. Aşağodak� tabloda Açılış (Open), Kapanış (Close), Yüksek (H�gh) ve 

Düşük (Low) değerler�ne bakıldığında çıktı �le arasında b�r korelasyon bulunmadığı 

görülüyor.  Bu nedenle bu g�rd�lerden farklı �nd�katör ver�ler� de türet�lerek ve g�rd� olarak 

modele sağlanarak model başarısının arttırılması mümkündür. Bunun �ç�n f�nansta sıkça 

kullanılan �nd�katörler arasından seç�lm�ş 8 farklı �nd�katör kullanılacak ve g�rd� sayısı 

13’e çıkarılmış olacaktır. Kullanılan �nd�katörlere a�t açıklama sonrak� bölümde 

ver�lm�şt�r.  

 

İnd�katörler arasında korelasyon �ncelend�ğ�nde bazı �nd�katörler �ç�n daha yüksek 

korelasyon değerler� gözlemlenm�şt�r. F�yat ver�ler�n�n kend� arasındak� korelasyonu 1 

olmasına rağmen çıktı değer� açısından korelasyon bulunmamaktadır. Öte yandan bazı 

�nd�katörler ve çıktı değer� arasında korelasyon d�ğerler�ne oranla daha yüksekt�r. Örneğ�n 

W�ll�amsR, RSI ve CCI �nd�katörler� çıktı değer� üzer�nde daha yüksek korelasyona 

sah�pt�r. Y�ne de bu değerler ±0.40 üzer�ne çıkamadığı �ç�n güçlü b�r korelasyondan söz 

etmek mümkün değ�ld�r. 

 

Şek�l 12. Model g�rd�ler� ve çıktısı korelasyon tablosu 
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Aşağıdak� l�stede ver�dek� yüksek, düşük, açılış ve kapanış değerler� kullanılarak 

türet�lm�ş f�nansal �nd�katörler�n l�stes� ver�lm�şt�r; Tüm �nd�katörler �ç�n son 14 per�yot 

kullanılmıştır, yan� her b�r değer kend�s�nden öncek� 14 değer kullanılarak hesaplanmıştır. 

 

� MA (Hareketl� Ortalama): Son 14 kapanış değer�n�n ortalaması alınır. 

� WILLIAMSR: Yüksek ve düşükler�n farkını kullanarak hesaplanan �nd�katör 0 �le 

100 arasında değer alan b�r momentum gösterges�d�r. 

� ADX: Bel�rl� b�r yönde oluşan f�yat hareket�n� gösteren �nd�katördür. 

� RSI: F�yat hareketler�n�n gücünü ölçmek �ç�n kullanılan �nd�katördür. 

� LINREG: Son 14 kapanış değer�ne a�t l�neer regresyon hesaplanır. 

� MOMENTUM: Zamana bağlı f�yattak� değ�ş�m� hesaplayan �nd�katördür. 

� EMA (Üssel Hareketl� Ortalama): Klas�k hareketl� ortalamada değ�ş�mler�n 

yumuşatılmış olarak hesaplandığı �nd�katördür. 

� CCI: Ortalama f�yat değ�ş�m� ve standart sapma kullanılarak elde ed�len 

momentum gösterges�d�r. 

 

Model kurma aşamasına geçmeden önce Bölüm 6’da bahsed�len yapısal kırılma 

ve değ�ş�m noktalarının model başarısını ne yönde etk�led�ğ�yle �lg�l� testler�n 

yapılab�lmes� �ç�n de ver� hazırlanması gerekmekted�r. Bunun �ç�n öncel�kle elde ett�ğ�m�z 

n�ha� ver� set�n�n b�r kopyası alınır. Daha sonra ver� üzer�nde Bölüm 6’da ver�len CHOW 

test� ve PELT testler� uygulanır. Bulunan değ�ş�m noktaları �şaretlen�r ve eğ�t�m ver�s�nde 

herhang� b�r aralık �ç�nde bu noktalardan b�r� bulunuyorsa, �lg�l� ver� g�rd�lerden çıkarılır. 

Sonuç olarak elde değ�ş�m noktalarından arındırılmış b�r ver� set� kalır. 
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Şek�l 13. Değ�ş�m noktalarının �şaretlenmes� 

 Son olarak ver�n�n yapay s�n�r ağlarına uygun b�r g�rd�ye dönüştürülmes� �ç�n 

normal�ze ed�lmes� gerekmekted�r. Ver�y� 1 ve -1 arasına normal�ze ett�ğ�m�z zaman 

özell�kle f�yat ver�ler�nde yen� gelecek ver�dek� f�yatların aralık dışında kalma 

�ht�mal�nden dolayı öncel�kle ver�dek� her b�r noktanın öncek� noktaya göre yüzdel�k 

değ�ş�m� alınmıştır. Daha sonra yen� değerler üzer�nden tüm g�rd�ler 1 ve -1 arasına 

normal�ze ed�lm�şt�r. 

 

4.3. Model Kurulması 

 
LSTM model�, GRU model� ve �ler� beslemel� yapay s�n�r ağı modeller�n�n 

karşılaştırılması �ç�n üç farklı model kurulacaktır. Daha sonra bu üç model değ�ş�m 

noktaları çıkarılmış ve değ�ş�m noktaları çıkarılmamış �k� ver� set�yle eğ�t�lecekt�r. Son 

olarak elde ed�len 6 sonuca a�t metr�kler karşılaştırılarak performans karşılaştırması 

yapılacaktır. 

 

Öncel�kle s�n�r ağı modeller�n�n kurulumu �ç�n ağ m�mar�s� seç�lmel� ve başlangıç 

parametreler� bel�rlenmel�d�r. Aşağıdak� tabloda modeller�n konf�gürasyonları ver�lm�şt�r. 

 

İs�m Değer 

Eğ�t�m Ver� Sayısı 87527 
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Test Ver� Sayısı 23175 

G�zl� Katman Sayısı 2 

Katman Nöron Sayısı 100 

Çıktı Katmanı Nöron Sayısı 1 

Akt�vasyon Fonks�yonu Relu 

Kayıp Fonks�yonu İk�l� Çapraz Entrop� 

Öğrenme Oranı 0.0005 

Örnek Ser� Uzunluğu 50 

Dev�r Sayısı 10 
 

Tablo 1. S�n�r Ağı Konf�gürasyonu 

 

 Eğ�t�m ve test ver�s� bel�rlen�rken mak�ne öğrenmes� uygulamalarında sıkça 

kullanılan %80 eğ�t�m ve %20 test ver�s� olarak dağılım yapılmıştır. Ağların g�zl� katman 

sayısı bel�rlen�rken ver�n�n karmaşıklık dereces� düşünüldüğünde ve yapılan testler 

sonucunda 2 g�zl� katmanın, tek g�zl� katmana göre daha �y� sonuç verd�ğ� görülmüştür. 

Bu nedenle ağlara 2 g�zl� katman eklenm�şt�r. Her b�r katmanda 100 nöron bulunmaktadır. 

Bu sayı ver�n�n boyutu göz önünde bulundurularak bel�rlenm�şt�r. Çıktı katmanında �se 

problem�n b�r �k�l� sınıflama problem� olması neden�yle 1 nöron bulunmaktadır. Aynı 

şek�lde öncek� bölümlerde açıklandığı g�b� �k�l� sınıflama problem�ne uygun olarak 

“Relu” akt�vasyon fonks�yonu ve “İk�l� Çapraz Entrop�” kayıp fonks�yonu modellerde 

kullanılmıştır. 

 

Öğrenme oranı her b�r ağırlığın yen�den hesaplanmasında kullanılan ve öğrenme 

adımlarının yeter�nce küçük ve kes�n hale gelmes�n� sağlayan katsayıdır. Bu katsayı 

seç�l�rken farklı öğrenme oranları test ed�lm�ş ve probleme en uygun katsayı bulunmuştur. 

Öğrenme oranının yüksek olduğu durumlarda model hızlı b�r şek�lde eğ�t�m ver�s�ne 

yakınsamış ve “overf�tt�ng” adı ver�len, aşırı öğrenmeden kaynaklı ezberleme sorunu 

ortaya çıkmıştır. 

 

Çalışmada özell�kle LSTM ağlarının uzun sürel� �l�şk�ler� tanıma konusundak� 

başarısının göster�lmes� hedeflend�ğ� �ç�n her b�r örnek �ç�n ser� uzunluğu 50 olarak 

seç�lm�şt�r. Yan� modele ver�len g�rd�ler ver�dek� sıralı 50 değerd�r. Bu değer l�teratürde 

“w�ndow s�ze” parametres� olarak da b�l�nmekted�r. Değer olarak 50 seç�lmes�n�n neden� 
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s�n�r ağı m�mar�ler�n�n nöron sayıları ve hesaplama süreler� göz önünde 

bulundurulduğunda, 50 sıralı g�rd� uzunluğu hem uzun sürel� �l�şk�ler� �çermes� hem 

hesaplama süres� kısa olmasından dolayı seç�lmes�ne karar ver�lm�şt�r. 

 

4.4. Sonuçlar 

 
4.4.1. LSTM Model� Sonuçları 
 
 
 Kurulan LSTM model�, GRU model� ve �ler� beslemel� yapay s�n�r ağı model� 

öncek� bölümde ver�len parametreler �le eğ�t�lm�ş ve her dev�r sonunda test ver�s� �le 

sınanarak, sınıflama doğruluğu elde ed�lm�şt�r. Her model değ�ş�m noktaları çıkarılmış ve 

değ�ş�m noktaları çıkarılmamış �k� ver� set�yle ayrı ayrı çalıştırılmıştır. 

 
Şek�l 14. LSTM ağları test ver�s� doğru sınıflama oranları 

Şek�l 15. LSTM ağları eğ�t�m ve test ver�s� doğru sınıflama oranları 
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 Yukarıdak� graf�kte görüldüğü üzere �lk dev�rden �t�baren test ver�s� üzer�ndek� 

sınıflama başarısının genell�kle arttığı görülmekted�r. En yüksek başarının elde ed�ld�ğ� 

devr�n, değ�ş�m noktaları çıkarılmış ver�de 0.69 sınıflama oranı başarısı �le 8. dev�r 

olduğunu ve bu noktaya kadar sınıflama yüzdeler�n�n düzenl� b�r artış �ç�nde olduğu 

gözlemlenmekted�r. Dolayısıyla model gerçekten ver�den öğrenerek b�rtakım b�lg�ler elde 

etm�ş ve bu b�lg�ler� test ver�s�nde başarılı olarak kullanab�lm�şt�r. Son dev�re gel�nd�ğ�nde 

�se sınıflama başarısı oranının 0.67 olduğu görülmekted�r. Model, 9. Dev�rde eğ�t�m 

hatasını düşürmüş fakat test hatasını arttırmıştır. Bu durum ağırlıkların fazla yakınsayarak 

ver�n�n gerçek doğasından çok eğ�t�m ver�s�ne uygun b�r hale geld�ğ�n� yan� aşırı öğrenme 

(overf�tt�ng) gerçekleşt�ğ�n� göstermekted�r.  

 

Değ�ş�m noktaları çıkarılmayan ver�ye baktığımızda, daha düzens�z b�r artışın 

olduğu ve 4. dev�rde büyük b�r düşüş yaşandığı görülmekted�r. Yapay s�n�r ağlarında 

eğ�t�m yapılırken eğ�t�m ver�s� �ç�n hatanın azaldığı bazı noktalarda test ver�s� �ç�n yüksek 

hatalar elde ed�leb�l�r. Bu durum öğrenme sürec� �ç�ndek� adımları atarken 

karşılaşılab�lecek doğal b�r sonuçtur. 4. Dev�rde yaşanan büyük düşüş bu şek�lde 

yorumlanab�l�r. Fakat burada asıl öneml� nokta değ�ş�m noktaları çıkarılmamış ver�de, 

başarı oranlarındak� düzens�zl�k, değ�ş�m noktaları çıkarılmış ver�ye göre daha fazladır. 

Yan� değ�ş�m noktaları çıkarılan ver� set�nde, doğru b�lg�n�n model tarafından 

öğren�leb�lmes� kolaylaşmıştır. Bu durum mak�ne öğrenmes�nde doğru ver� seç�m� ve 

doğru ver� ön �şlemen�n önem�n� de göstermekted�r. 

  

 Tahm�n: 0 Tahm�n: 1 

Gerçek: 0 6589 3731 

Gerçek: 1 2705 6538 

 

Tablo 2. LSTM değ�ş�m noktaları çıkarılmış ver� set� hata matr�s� 

 

Yukarıdak� tabloda değ�ş�m noktaları çıkarılmış ver� set� �le eğ�t�lm�ş LSTM 

model� hata matr�s� bulunmaktadır. Görüldüğü üzere gerçek değer ve tahm�nler arasında 

dengel� b�r dağılım bulunmaktadır. Model 67.10% oranında doğru tahm�n elde etm�şt�r. 

Sınıflar arasındak� hata oranı karşılaştırıldığında “ALIM” sınıfına karşılık gelen “0” 

değer�nde daha yüksek başarı elde ed�ld�ğ� görülüyor. Fakat �nceleyeceğ�m�z d�ğer hata 
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matr�sler�ne bakıldığında her zaman “ALIM” kategor�s�nde yüksek başarı elde 

ed�lemed�ğ�nden, bu durum �ç�n herhang� b�r yargıya varılamaz. Sınıflara a�t ver�ler�n 

neredeyse eş�t olduğu b�r ver� set�nde 67.10% başarı oranı model�n başarılı olarak 

eğ�t�ld�ğ�n� göstermekted�r.  

 

 

 Tahm�n: 0 Tahm�n: 1 

Gerçek: 0 7786 3990 

Gerçek: 1 3937 6500 

 

Tablo 3. LSTM değ�ş�m noktaları çıkarılmamış ver� set� hata matr�s� 

 

Değ�ş�m noktaları çıkarılmamış ver� set�nde hata matr�s�ne bakıldığında �se 

sınıflama başarısının 64.31% değer�ne düştüğü görülüyor. Değ�ş�m noktaları çıkarılmış 

ver� set�yle karşılaştırıldığında, burada en büyük kaybın “ALIM” sınıfına karşılık gelen 0 

değer�nde yaşandığı görülüyor. Sınıfların tek başına tahm�n başarısı b�rb�r�ne oldukça 

yakın hale gelm�şt�r. 

 

4.4.2. GRU Model� Sonuçları 
 

 
Şek�l 16. GRU model� test ver�s� doğru sınıflama oranları 

 

Yukarıdak� graf�kte GRU model� kullanarak �k� ayrı ver� set� �le eğ�t�lm�ş 

modeller�n, test ver�s�ndek� başarı oranları ver�lm�şt�r. Değ�ş�m noktaları çıkarılmış ver�de 

�lk dev�rdek� %61 başarı oranı �le son dev�rdek� %64 başarı oranı arasında öneml� b�r fark 
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bulunmamaktadır ve dev�rler arasında düzens�z b�r artış yaşandığı görülüyor. Değ�ş�m 

noktaları çıkarılmamış ver�de �se dev�rler arasındak� sınıflama başarısının oldukça 

düzens�z olduğu görülüyor fakat son dev�rdek� başarı oranının beklenen�n aks�ne değ�ş�m 

noktaları çıkarılmış ver�den yüksek olduğu görülmekted�r. Değ�ş�m noktaları 

çıkarılmamış ver�de son dev�rde %68’l�k b�r başarı oranı elde ed�lm�şt�r. 

 

 Tahm�n: 0 Tahm�n: 1 

Gerçek: 0 8305 3471 

Gerçek: 1 4389 6048 

 

Tablo 4. GRU değ�ş�m noktaları çıkarılmış ver� set� hata matr�s� 

 

 İler� beslemel� yapay s�n�r ağları �le değ�ş�m noktaları çıkarılmış ver�dek� hata 

matr�s� �ncelend�ğ�nde sınıflar arasında dengel� b�r dağılım görülüyor. Genel başarı 

oranına bakıldığında �se 64.62% sınıflama doğruluğu gözlemlenm�şt�r. 

 

 

 Tahm�n: 0 Tahm�n: 1 

Gerçek: 0 7917 3859 

Gerçek: 1 3075 7362 

 

Tablo 5. GRU değ�ş�m noktaları çıkarılmamış ver� set� hata matr�s� 

 
 Değ�ş�m noktaları çıkarılmamış ver� �ncelend�ğ�nde �se beklenen�n aks�ne hata 

oranının azaldığı görülmekted�r. Sınıflama başarısı son dev�rde 68.78% olmuş ve LSTM 

model�n� b�le ger�de bırakmıştır. Fakat sınıflama başarısının dev�rler arasındak� 

düzens�zl�ğ� göz önünde bulundurulduğunda bu sonucun LSTM model�nde elde ed�len 

sonuç kadar sağlam olmadığı söyleneb�l�r. 
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4.4.3. İler� Beslemel� S�n�r Ağı Model� Sonuçları 

 
Şek�l 17. İler� beslemel� s�n�r ağları test ver�s� doğru sınıflama oranları 

 

Yukarıdak� graf�kte �ler� beslemel� s�n�r ağlarını kullanarak �k� ayrı ver� set� �le 

eğ�t�lm�ş modeller�n, test ver�s�ndek� başarı oranları ver�lm�şt�r. Graf�kte görüldüğü üzere 

�ler� beslemel� s�n�r ağları �le yapılan eğ�t�mlerde başarı oranlarının daha yüksek 

oynaklığa sah�p olduğu ve LSTM model� kadar doğrusal b�r b�ç�mde artmadığı görülüyor. 

Y�ne de özell�kle değ�ş�m noktaları çıkarılmış ver�de �lk dev�rdek� %58 başarı oranı �le 

son dev�rdek� %64 başarı oranı arasında öneml� b�r fark bulunuyor ve dev�rler arasında 

b�r artış yaşandığı görülüyor. Fakat değ�ş�m noktaları çıkarılmamış ver�ye bakıldığında 

dev�rler arasındak� sınıflama başarısının oldukça düzens�z olduğu görülüyor. 3. Dev�rde 

elde ed�len en yüksek başarı oranı %64 olsa da daha sonrak� dev�rlerde bu oranı h�çb�r 

zaman yakalayamıyor. 

 

 

 Tahm�n: 0 Tahm�n: 1 

Gerçek: 0 7238 4538 

Gerçek: 1 3351 7085 

 

Tablo 6. S�n�r ağları değ�ş�m noktaları çıkarılmış ver� set� hata matr�s� 

 

 İler� beslemel� yapay s�n�r ağları �le değ�ş�m noktaları çıkarılmış ver�dek� hata 

matr�s� �ncelend�ğ�nde sınıflar arasında dengel� b�r dağılım görülüyor. LSTM model�n�n 

aks�ne bu modelde “SATIM” yönlü 1 sınıfında daha yüksek hata oranı olduğu görülüyor. 
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Genel başarı oranına bakıldığında �se 64.48% sınıflama doğruluğu �le değ�ş�m noktaları 

çıkarılmamış LSTM model� �le neredeyse aynı başarı oranına sah�p olduğu görülüyor. 

 

 

 Tahm�n: 0 Tahm�n: 1 

Gerçek: 0 9911 1865 

Gerçek: 1 6587 3849 

 

Tablo 7. S�n�r ağları değ�ş�m noktaları çıkarılmamış ver� set� hata matr�s� 

 
 Değ�ş�m noktaları çıkarılmamış ver� �ncelend�ğ�nde �se hata oranının oldukça 

arttığı ve tahm�n ed�len sınıfların homojen b�r şek�lde dağılmadığı görülüyor. Değ�ş�m 

ver�ler�n�n çıkarılmaması durumu özell�kle �ler� beslemel� s�n�r ağlarını daha çok 

etk�lem�ş görünüyor. Sınıflama başarısı son dev�rde 61.95% olmuş ve özell�kle “ALIM” 

yönlü 0 sınıfına a�t tahm�nler�n oldukça fazla olduğu göze çarpıyor.  

 
 
4.4.4. Sonuçların Karşılaştırılması 
 

 
Şek�l 18. Tüm model ve ver� setler� sınıflama başarısı karşılaştırması 

 
Yukarıdak� graf�kte her �k� ver� set� �le eğ�t�lm�ş LSTM ve �ler� beslemel� s�n�r ağı 

modeller�n�n sınıflama başarıları ver�lm�şt�r. Görüldüğü üzere LSTM ağları �ler� 

beslemel� s�n�r ağlarına göre daha �y� b�r performans serg�lem�şt�r. Aradak� fark yaklaşık 

4% olsa da modelde kullanılan f�nansal ver�n�n tahm�n zorluğu düşünüldüğünde kayda 

değer b�r farklılıktır. Değ�ş�m noktalarının ver�den elenmes�n�n de model başarısında 

olumlu b�r fark yarattığı görülüyor. Hatta değ�ş�m noktası elenmem�ş LSTM model� �le 
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değ�ş�m noktası elenm�ş b�r �ler� beslemel� s�n�r ağı model� neredeyse aynı sınıflama 

başarısına sah�p. Bu durum ver� seç�m�n�n ve ver� ön �şlemen�n mak�ne öğrenmes�nde 

neredeyse model�n kend�s� kadar öneml� olduğunu göster�yor. 

 

 Uygulamadan çıkan sonuçlar yorumlandığında sıralı b�r zaman ser�s� ver�s�nde 

LSTM ağlarının, �ler� beslemel� s�n�r ağlarına göre b�r m�ktar üstünlüğü bulunmaktadır. 

Bu durum LSTM ağlarının zaman ser�s�ndek� uzun ve kısa sürel� �l�şk�ler� belleğ�nde 

tutab�lme özell�ğ�n� ortaya çıkarmaktadır. F�nans ver�s� yer�ne genellemeye daha uygun 

b�r zaman ser�s� seç�l�rse modeller arasındak� farklılık da artab�l�r fakat seç�len ver� göz 

önünde bulundurulduğunda ortaya çıkan fark küçük olsa b�le model seç�m�n�n başarıyı 

etk�led�ğ� görülmüştür. 

 

5.Sonuç 

 

 Bu çalışmada b�r y�nelemel� s�n�r ağı türü olan LSTM model�, GRU model� ve 

t�p�k b�r yapay s�n�r ağı model�, f�nansal b�r zaman ser�s� ver�s� üzer�nde, performans 

kr�terler�yle karşılaştırıldı. İlk olarak yapay s�n�r ağlarının ortaya çıkışı ve t�p�k b�r s�n�r 

ağında bulunan akt�vasyon fonks�yonu, kayıp fonks�yonu, opt�m�zasyon algor�tması g�b� 

bölümler ele alındı. Daha sonra bu yapının üzer�ne �nşa ed�lm�ş y�nelemel� s�n�r ağları, 

GRU, LSTM g�b� modellere değ�n�ld� ve bu modeller�n çalışma prens�pler� açıklandı. 

Çalışmada görüldüğü üzere yapay s�n�r ağları tar�h� boyunca b�rçok farklı alanda ve 

b�rçok farklı gel�şt�rme �le yen� özell�kler kazanmış ve bu özell�kler farklı problemler�n 

çözümünde kullanılmıştır. Temel�nde b�r opt�m�zasyon problem�n� çözen s�n�r ağları, 

probleme konu olan ver� set�n�n doğasına uygun b�r m�mar�yle yapıldığında daha �y� 

çözümler elde ed�leb�leceğ� görüldü. 

 

 Çalışmada değ�n�len b�r d�ğer öneml� konu �se y�nelemel� s�n�r ağlarında ortaya 

çıkan kaybolan gradyan sorunu ve bu soruna get�r�len çözümlerd�r. Aslında çalışmanın 

ana konusu olan LSTM ağları bu sorunu oldukça başarılı b�r şek�lde çözen b�r model 

olduğu �ç�n y�nelemel� s�n�r ağları üzer�ne �nşa ed�lm�ş gel�şm�ş b�r model olduğu 

söyleneb�l�r. 
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 Çalışmada LSTM ağları �le �ler� beslemel� b�r s�n�r ağı arasında, sıralı zaman 

ser�ler�ndek� tahm�n başarısının farkı göster�lmes� amaçlandı. Bu nedenle uygulamada 

Borsa İstanbul Vadel� İşlem P�yasasında bulunan b�r kontrata a�t f�yatlar ver� olarak 

kullanıldı. Daha sonra bu f�yat değerler�nden türet�len �nd�katör ver�ler� �le 13 g�rd�ye 

sah�p b�r ver� set� elde ed�ld�. Çalışmada f�nansal ver� kullanıldığından dolayı 

ekonometr�de sıkça kullanılan değ�ş�m noktası tesp�t� konusuna da değ�n�ld�. Buna göre 

dış etk�lerden kaynaklı olan varlık f�yatındak� değ�ş�m noktaları ver� set�nden çıkarılarak, 

b�r mak�ne öğrenmes� model�ne daha uygun, tem�zlenm�ş b�r ver� set� ed�ld�.  

 

 Modeller kurulurken başlangıç parametreler� ve s�n�r ağı m�mar�ler� olab�ld�ğ�nce 

aynı seç�lmeye çalışıldı. Model parametreler�nden doğab�lecek farklılıkların böylece 

m�n�muma �nd�r�lmes� amaçlandı. Modeller, değ�ş�m noktaları çıkarılmış ve değ�ş�m 

noktaları çıkarılmamış �k� farklı ver� set� �le eğ�t�ld�. Eğ�t�mlerde her dev�rde ortaya çıkan 

sınıflama başarıları kayded�ld�. Bunun dışında her model�n eğ�t�m� tamamlandığında, test 

ver�s� �le b�r hata matr�s� oluşturuldu. 

 

 Sonuçlar �ncelend�ğ�nde LSTM ağlarının varlık f�yatındak� yukarı yönlü ve aşağı 

yönlü hareketler� b�r m�ktar daha �y� tahm�n edeb�ld�ğ� görüldü. İler� beslemel� s�n�r 

ağlarında her dev�r sonundak� sınıflama başarılarına bakıldığında genell�kle düzens�z b�r 

artışın olduğu ve model�n ver�n�n doğasını anlamakta güçlük çekt�ğ� görüldü. LSTM 

ağları bu anlamda geçm�ş ver�den öğren�lm�ş b�lg�y� daha �y� sakladığı �ç�n �ler�k� 

tahm�nler�nde daha %4 kadar daha doğru sonuçların elde ed�ld�ğ� görüldü. Bunun dışında 

değ�ş�m noktası tesp�t ed�len örnekler�n ver�den çıkarılmasının model başarısını olumlu 

yönde etk�led�ğ� görüldü.  

 

 Sonuç olarak LSTM ağlarının sıralı zaman ser�ler�nde, �ler� beslemel� s�n�r 

ağlarına göre daha �y� performans vereb�leceğ� �ç�n bu t�p problemlerde sıklıkla 

kullanılmaktadır. Çalışmada kullanılan modeller b�r f�nansal varlığın t+1 zamandak� 

hareket�n� tahm�n ett�ğ� �ç�n başarı oranı 70% üzer�ne çıkmamıştır ve modeller arasındak� 

başarı farkı da %10’u geçmem�şt�r fakat bu t�p karmaşık ve tahm�n ed�lmes� zor olan b�r 

ver� set�nde b�le başarı farkı modeller arasında görüleb�l�r dereceded�r. Eğer farklı zaman 

ser�s� problemler� ele alınırsa modeller arasındak� farkın artması da mümkün 

görünmekted�r. Y�ne de model başarıları ele alındığında, model parametreler�, ver�n�n ön 
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�şlemes�, model g�rd�ler� g�b� değ�şkenlerde farklı komb�nasyonlar denend�ğ�nde daha �y� 

sonuçlar �le de karşılaşmak mümkündür. 
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